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RESUMO

Neste trabalho é apresentado um modelo flexivel de misturas finitas de densidades,
que tem como base a classe de distribuig¢oes hiperbodlica generalizada normal assimétrica,
no qual é determinado algumas propriedades e resultados importantes, para que posterior-
mente seja realizado a estimacgdo por maxima verossimilhanca dos parametros presentes
no modelo proposto. Para isso, foi utilizado o algoritmo EM obtendo as estimativas dos
parametros do modelo de maneira iterativa. Além disso, é discutido alguns casos particu-
lares do modelo proposto, incluindo comentarios adicionais sobre a implementacao desse
algoritmo. Também sao projetados estudos de simulagao, bem como quatro aplicagoes a
dados reais, que ilustram o comportamento do modelo proposto e os resultados inferenciais
desenvolvidos. Os resultados obtidos mostraram uma forte possibilidade no uso desse
modelo em andlises estatisticas envolvendo dados que apresentam significante multimoda-

lidade e comportamentos nao gaussianos, como assimetria e caudas mais pesadas.

Palavras-chave: Misturas finitas. Hiperbdlica Generalizada Normal Assimétrica. Algoritmo
EM.



ABSTRACT

In this work, a flexible model of finite density mixtures is presented, based on
the class of asymmetric generalized hyperbolic distributions, in which some important
properties and results are determined, so that an estimation study by maximum likelihood
of the parameters is subsequently carried out. present in the proposed model. For this, the
EM algorithm was used, obtaining the estimates of the model parameters in an iterative
way. In addition, some particular cases are discussed, including additional comments on
the implementation of this algorithm. A simulation study is also designed to evaluate its
performance, as well as four applications to real data, which illustrate the behavior of
the model. The results obtained showed a strong possibility in the use of this model in
statistical analyzes involving data that present significant multimodality and non-Gaussian

behaviors, such as asymmetry and heavier tails.

Keywords: Finite mixtures. Skew-Normal Generalized Hyperbolic. EM algorithm.
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14
1 INTRODUCAO

Ao longo dos anos, o uso de ferramentas flexiveis capazes de modelar dados, em
analise estatistica, vem recebendo atencao devido sua gama crescente de aplicagoes em
diversas areas do conhecimento. Dentre os principais modelos nesse ambito, destacam-se
os modelos de misturas finitas de densidades. Em consequéncia disso tem-se o aumento
no numero de produgoes cientificas utilizando modelos de misturas finitas de densidades,
tanto na literatura estatistica quanto em outras areas das ciéncias, evidenciando o uso
dessa técnica na modelagem de dados. Esse crescimento ocorreu apds a publicacao do
trabalho sobre misturas finitas de McLachlan e Basford (1988) [60], onde apresentaram
aplicacoes de modelos de misturas a varios problemas que anteriormente foram tratados

sob outras perspectivas [17, 28].

Com isso, muitos autores ficaram interessados nas pesquisas envolvendo misturas
finitas de densidades, originando diversos trabalhos como os de Aitkin & Aitkin (1996)
[3], Shoham (2002) [73], Bohning et al. (2007) [22], entre outros, com temas propondo
métodos de estimacao dos parametros do modelo de interesse, extensoes das ferramentas
adotadas, discussoes sobre o problemas de identificabilidade, ajustes com auxilio de
algoritmos e métodos computacionais, propriedades relacionadas aos estimadores de
maxima verossimilhanca, determinagao do ntimero de componentes a serem usados nas

misturas de distribui¢es, e muitos outros [17].

Do ponto de vista pratico, o modelo de misturas finitas de densidades normais é sem
duvidas o mais adotado nas aplicagoes que aparecem na literatura. Isso porque os modelos
de misturas finitas possuem a capacidade de representar densidades de alta complexidade,
em particular, para qualquer distribuicao multivariada ¢ possivel construir aproximagoes
por meio de uma mistura finita de densidades normais [62]. Além dessa caracteristica,
considera-se também a simplicidade algébrica envolvida na distribuicao normal, que no

passado era necessaria por causa da falta de alternativas computacionalmente acessiveis.

No que diz respeito ao desenvolvimento de métodos computacionais para modelos de
misturas finitas, somente nos ultimos vinte anos que consideraveis avangos foram alcanc¢ados,
especialmente no contexto do método de estimagao por maxima verossimilhanca. Na
literatura, durante a década de 60, autores como Cohen (1967) [27], Wolfe (1967) [80] e
Day (1969) [32] apresentaram trabalhos que discutiram formas e teorias com relagao aos
ajustes dos modelos de misturas finitas. Posteriormente, o trabalho de Dempster et al.
(1977) [33], sobre o algoritmo EM, simplificou os ajustes de modelos de misturas finitas,
propondo a estimacao por maxima verossimilhanca no contexto de dados incompletos,
incentivando e disseminando o interesse em usar tais modelos para analisar dados com

presenga de heterogeneidade populacional [61].

Os modelos de misturas finitas de densidades sao bastantes tteis na modelagem de
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dados com a presenca de multimodalidade, quando tem-se conhecimento que as observagoes
pertencem a subpopulacoes distintas, porém nao sabe-se como discrimina-las. Embora
seu uso nesse contexto seja bastante atrativo, existe ainda a necessidade de investigar as
suposigoes distribucionais das componentes de mistura, ja que os dados também podem

apresentar um comportamento assimétrico e/ou caudas mais pesadas [17, 31].

Uma abordagem alternativa as misturas finitas de gaussianas é a utilizacao de
modelos de misturas finitas capazes de modelar dados heterogéneos preservando a estrutura
assimétrica e de caudas mais pesadas, assim como possibilitar a reducao da influéncia de
outliers e permitir a concentracao de observagoes em torno do valor central. Como exemplo,
tem-se os modelos de misturas finitas baseados na classe de distribui¢oes mistura escala
normal assimétrica. Visto que, tal classe contém casos particulares como as distribuigoes ¢
assimétrica, slash assimétrica e normal assimétrica contaminada, as quais possuem caudas
mais pesadas que os modelos de misturas finitas de normais e normal assimétrica, que

consequentemente sao mais robustas na presenga de valores extremos [17, 23, 31].

Assim, neste trabalho, devido a consideravel pesquisa que tem sido feita para
introduzir modelos paramétricos flexiveis que acomodem multimodalidade e desvios da
suposicao de normalidade e entao, amenizem a necessidade de transformagoes dos dados,
considera-se uma outra classe de distribuicoes assimétricas, a distribuicao Hiperbdlica
Generalizada Normal Assimétrica; veja Vilca et al. (2014) [78] para mais detalhes. Dessa
forma, propoe-se as misturas finitas de distribuicoes Hiperbdlica Generalizada Normal

Assimétrica.

1.1 MOTIVACAO

A modelagem de dados baseada em modelos de misturas finitas de densidades
apresenta uma estrutura que permite essencialmente aplicagoes interdisciplinares em
diversas areas do conhecimento, como biometria, agricultura, biologia, ciéncias médicas,
genética, economia, entre outras, pois sdo capazes de capturar caracteristicas importantes
presentes em alguns conjuntos de dados reais, como multimodalidade, assimetria, curtose

e heterogeneidade nao observada [31].

Dessa maneira, os modelos de misturas finitas podem ser considerados extremamente
flexiveis. Por exemplo, na Figura 1 pode-se observar diferentes comportamentos das curvas
de densidades provenientes do modelo de misturas finitas de normal assimétrica (veja
Dévila (2018) [31]), ao assumir os seguintes valores para os pardmetros: p; = -2, jg = 2,
ol =02=1, A\ =2 X =-=2cp =03aesquerda; pi; = -1, pto = 0, pug = 2, 02 = 02 =
o3 =1, )\1:)\2:/\3:Oep1:p2:0,3aocentro;u1:—2,u2:O,u3:2,0f:O,5,
05=02,00=1, A =-2X=0 =2 p =05ep, = 0,14 direita.

Recentemente, Basso (2010) [17], Browne & McNicholas (2015) [24], Wang et
al. (2018) [79] e Zeller et al. (2018) [84] apresentaram trabalhos utilizando diferentes
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modelos de misturas finitas, mostrando sua grande flexibilidade e aplicabilidade em
distintos cenarios. Sendo assim, esta dissertagao de mestrado ¢ motivada pelo fato de
existir varios conjuntos de dados que sao considerados na literatura, que apresentam
caracteristicas de significante multimodalidade e comportamentos nao gaussiano, tais como
assimetria e caudas pesadas. Nesta linha de pesquisa, serao desenvolvidos nesse trabalho
alguns resultados adicionais para a classe de distribuigoes hiperbolica generalizada normal

assimétrica [78], acopladas ao modelo de misturas finitas.

Figura 1 — Curvas densidades provenientes do modelo de misturas finitas de normais
assimétricas univariada.

fly)
1(y)
)

Fonte: O autor (2020).

1.2 OBJETIVOS

Conforme exposto neste trabalho, observa-se que a literatura indica resultados
satisfatorios quando se trata da utilizagdo de modelos de misturas finitas para andalise
estatistica de dados que apresentam significante multimodalidade e comportamento nao
gaussiano, como assimetria e caudas pesadas, mostrando também robustez na acomodacao
de valores extremos. Assim, esta dissertacdo de mestrado se propoe em apresentar um
modelo de misturas finitas flexivel e capaz de analisar dados com tais caracteristicas, bem

como estender trabalhos que utilizam de classes de distribui¢oes nesse sentido.

Objetivos gerais

O objetivo geral proposto para este trabalho é apresentar a construgdo de um novo
modelo de misturas finitas de densidades, que tem como base a classe de distribuigoes
hiperbdlica generalizada normal assimétrica, que foi proposta inicialmente por Vilca et al.
(2014) [78] e estendida por Calegari (2020) [25]. Desta maneira, apresenta-se a definicao
do modelo de misturas finitas quando as densidades seguem uma distribui¢ao hiperbdlica
generalizada normal assimétrica, uma analise grafica ilustrando sua flexibilidade, tanto
no contexto univariado como multivariado, e por fim a representagao hierarquica que
facilita a implementagao do algoritmo EM, 1til para obter os estimadores de maxima

verossimilhanca dos parametros presentes no modelo proposto.
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Objetivos especificos

Como objetivos especificos, neste trabalho propoe-se o desenvolvimento e imple-
mentacao do algoritmo EM no contexto do modelo de misturas finitas de distribui¢oes
hiperbdlica generalizada normal assimétrica. Por fim, sdo apresentados os estudos de
simulagao e quatro aplicagoes a conjuntos de dados reais conhecidos na literatura, com a

finalidade de ilustrar o modelo proposto e os resultados inferenciais desenvolvidos.

1.3 ORGANIZACAO DO TRABALHO

Tendo em vista alcancar os objetivos definidos anteriormente, o presente trabalho
¢ distribuido em cinco capitulos. Este capitulo, Introducao, teve como principal fungao
realizar uma breve revisao da literatura sobre modelos de misturas finitas de uma maneira

geral, bem como uma motivagao para utilizar esses modelos nesta dissertacao de mestrado.

No segundo capitulo sdo descritos os conceitos fundamentais para construgao deste
trabalho, onde serao apresentados defini¢oes e propriedades importantes das classes de
distribui¢oes mistura escala normal, mistura escala normal assimétrica e a classe de
distribui¢oes hiperbélica generalizada normal assimétrica, assim como as distribuigoes
normal assimétrica e gaussiana inversa generalizada, que foram utilizadas para construcao

do modelo proposto.

O terceiro capitulo pode ser considerado como o objetivo principal desse trabalho.
Este capitulo inicia-se com uma discussao sobre resultados referentes aos modelos de
misturas finitas em um contexto geral, onde sdo apresentados defini¢oes e propriedades
acerca desses modelos, bem como o problema de identificabilidade, a estrutura de dados
incompletos e a construgao do algoritmo EM nesse contexto. Em seguida, apresenta-
se o modelo fundamental proposto para esse trabalho, isto é, o de misturas finitas de
distribuigoes hiperbdlica generalizada normal assimétrica, juntamente com uma analise
grafica, sua representacao hierarquica e algoritmo EM para estimacao dos pardmetros, no
caso univariado e multivariado. Por fim, também serao discutidos alguns casos particulares,

incluindo comentérios adicionais sobre o algoritmo EM.

Na sequéncia, no quarto capitulo, os resultados obtidos foram aplicados em conjun-
tos de dados reais ou simulados. Por fim, quatro aplicagoes desse modelo sao realizadas,
tanto no contexto univariado como no multivariado, comparando os resultados gerados, em
termos de ajuste e classificagdo, com outros modelos conhecidos na literatura estatistica
de misturas finitas. Verifica-se também a adequacao dos modelos aos dados inspecionando

alguns critérios de informagao.

No quinto e ultimo capitulo serdao feitas consideragoes acerca da utilidade do
modelo de misturas finitas proposto, com base nos resultados obtidos no decorrer do

desenvolvimento deste trabalho, assim como algumas diretrizes para estudos futuros.



18

2 CONCEITOS PRELIMINARES

No presente capitulo, antes de iniciar os estudos envolvendo misturas finitas de
distribuigoes, sera necessario destacar formalmente alguns conceitos fundamentais que
devem ser estabelecidos, bem como algumas distribui¢oes de interesse que serao utilizadas

ao longo do desenvolvimento deste trabalho.

Portanto, na Secao 2.1 serd feita uma revisao sucinta a respeito da classe de distri-
buigdes de Misturas de Escala Normal (SMN). Em seguida, a Segao 2.2 traz um estudo
direcionado sobre algumas das propriedades e resultados referentes a classe de distribuigoes
Misturas de Escala Normal Assimétrica (SMSN), bem como algumas caracteristicas com
relacao a distribuigdo Normal Assimétrica (SN), ambas no contexto multivariado. Na
Secao 2.3 sao descritas informagoes importantes sobre a classe de distribuigdes Hiperbdlica
Generalizada Normal Assimétrica (SNGH), principalmente acerca da distribuicao Gaussi-
ana Inversa Generalizada (GIG), pois serd utilizada nos demais capitulos para compor o
modelo de misturas finitas de densidades SNGH.

2.1 CLASSE DE DISTRIBUICOES DE MISTURAS DE ESCALA NORMAL

A classe de distribui¢oes de misturas de escala normal foi proposta por Andrews &
Mallows (1974) [5] como uma extensao paramétrica do modelo normal, resultando uma
nova classe de distribui¢oes que procura tratar dados com valores extremos preservando sua
estrutura simétrica [58]. Sendo assim, a representacao estocéstica da classe de distribuigdes

SMN ¢ definida da seguinte forma.

Definicao 2.1.1. Considere Y um vetor aleatorio continuo. Tal vetor tem distribuicao na
familia de mistura de escala normal (SMN), se ela admite a representagao estocdstica a

Sequir
Y = p+ [(U)] "2, (2.1)

onde p € o parametro de locagcio, U wma varidvel aleatoria nao-negativa com fungao
densidade de probabilidade h(u;v) e fungio de distribuicio acumulada H(u;v), indezadas
pelo parametro v que controla as caudas da distribuicao, podendo ser conhecido (fizo) ou
nao, independente de Z, k(U) uma funcao positiva de U e Z € um vetor aleatério que

seque a distribuicao normal com vetor de média O e matriz de variancia e covariancia .

Assim, utilizando da representagio estocdstica dada em (2.1), pode-se obter a

funcao densidade de probabilidade para a variavel aleatoria Y da seguinte maneira.

Definicao 2.1.2. Seja Y um vetor aleatorio p-dimensional. Se Y tem distribuicao na

classe SMN, entdao sua fungdo densidade de probabilidade é dada por

Fey) = [ 0u(yi s k() E)aH (wiw), (22)



19

em que ¢p(-; p, k(u)X) € a densidade da normal p-variada, U = u é o fator de escala e
H(u;v) distribuicao de mistura. Em termos de notagao, o vetor aleatorio p-dimensional Y

com distribuicio SMN e parametros definidos acima, é denotado por Y ~ SMN,(u, 3, v).

Vale ressaltar que, se assumir x£(U) = U™', a distribuicdo de Y ficard restrita a
classe de distribuigdes Normal Independente (NI), como discutido em Lange & Sinsheimer
(1993) [50]. Distribuigbes pertencentes a classe NI possuem a capacidade de acomodar
caudas pesadas, ou seja, amplitudes que gradativamente decrescem assintoticamente. Com
essa caracteristica, ao considerar distintas distribuigoes para U, tal classe inclui casos
particulares como, as versoes multivariadas das distribuigoes t-Student, Slash, Pearson

Tipo VII, Normal Contaminada, entre outras [25, 29].

Por ser uma classe de distribuigoes capaz de acondicionar outliers, isto é, obser-
vagdes que apresentam um excessivo afastamento em comparacao aos outros dados, a
classe SMN vem sendo amplamente utilizada ao longo dos anos na literatura. Peel e
McLachlan (2000) [65], por exemplo, usaram esta classe de distribuigoes para descrever
uma modelagem mais robusta, com relagao aos outliers, em misturas finitas de distribuigoes

t-Student multivariadas.

Sendo assim, da mesma maneira que a classe SMN que procura tratar dados com
valores extremos no contexto simétrico, a classe de distribui¢cdes proposta na se¢io a seguir,

se propoe em tratar dados extremos também, porém num contexto assimétrico.

2.2 CLASSE DE DISTRIBUICOES DE MISTURAS DE ESCALA NORMAL ASSIME-
TRICA

Conforme mencionado anteriormente, nesta se¢ao serdao apresentadas algumas
propriedades e resultados interessantes que auxiliam na definicao das distribui¢coes Misturas
de Escala Normal Assimétrica. Entretanto, inicialmente, serd necessario realizar uma
revisao sobre alguns conceitos fundamentais referentes a distribuicdo normal assimétrica

multivariada, uma vez que, tal distribuicao ¢ usada para a construcao da classe de
distribuicbes SMSN.

2.2.1 Distribuicao normal assimétrica

Os estudos envolvendo a construcao de novas familias de distribuigoes que sejam
capazes de incorporar assimetria sao de amplo interesse na literatura atual de tal maneira
que tornaram-se uma grande motivacao para pesquisadores nos ultimos anos. Sob essa

motivagao, Azzalini (1985) [10] propos a distribuigdo normal assimétrica [29].

A distribuicdo normal assimétrica é uma extensao da distribuicdo Normal, onde
¢é permitido incorporar um parametro de assimetria. Proposta, inicialmente de forma

univariada, na qual mais tarde foi generalizada para o caso multivariado por Azzalini e
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Dalla-Valle (1996) [13], fez com que uma vasta quantidade de trabalhos surgissem sobre esse
assunto na literatura. Para uma discussao mais ampla e detalhada sobra tal distribuicao e
seu resultados, veja Azzalini (2005) [11].

De acordo com alguns trabalhos presentes na literatura, como os de Arellano-Valle
& Del Pino (2004) [7], Arellano-Valle & Genton (2005) [8] e Arellano-Valle, Bolfarine e
Lachos (2005) [6], existem inimeras definigoes de distribui¢oes normal assimétrica, com
diferentes parametrizagoes e interpretagoes [31, 83]. Dessa forma, neste trabalho sera
considerada uma defini¢ao unificada das defini¢cbes apresentadas nos trabalhos citados
anteriormente. Tal decisao se deve ao fato que, ao realizar manipulagoes algébricas acerca
das propriedades e caracterizacao poderao ser obtidas de maneira mais simples. Além
disso, o caso univariado pode ser visto como um caso particular derivado da representacao

multivariada [17].

Posto isto, denota-se por ¢,(-; i, 3) a fungao densidade de probabilidade da normal
p-variada, com vetor de médias p e matriz de covaridncias X, e ®,(-) a funcao de
distribuicao acumulada da normal padrao. No caso em que g =0e¢ 3 =1, onde I, é a
matriz identidade p X p, essas fun¢oes, avaliadas em y, sdo reescritas como ¢,(y) e @,(y),

respectivamente.

Definicdo 2.2.1. Seja Y um vetor aleatério p-dimensional. E dito que Y seque uma
distribui¢io normal assimétrica (SN), onde p € RP é o vetor de loca¢io, 3 a matriz de
variancia-covariancia, definida positiva e A € RP o vetor de assimetria, quando a sua

funcdo densidade de probabilidade € dada por

A (y) =20,(y; 1, Z)OA'Z " (y — ), y€ERP. (2.3)

em que P8 =3 ¢ £ = SDS™Y, com S sendo wma matriz nio-singular e D uma
matriz diagonal com elementos nao-negativos na diagonal [52]. E serd denotada por
Y ~ SN, (e, 2, A). Quando p =0 e X =1,, tem-se que

() =20,(y)®(XTy), yeR?, (2.4)

e nesse caso, denota-se como Y ~ SNy(A).

A seguir é denotada a representacao estocéastica de um vetor aleatorio que segue

distribuicao normal assimétrica p-dimensional.

Definigao 2.2.2. Seja Y um vetor aleatorio com Y ~ SN, (p, X, X), entdo admite-se a

sequinte representacao estocdstica

Y = p+ (8| To| + (I, — 66 )" Ty), (2.5)

A
onde § = m, | To| € o wvalor absoluto de uma varidvel aleatoria, em que Ty ~

N;(0,1) e Ty ~ Ny(0,L,) sejam independentes.
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Apés definir a distribuicdo normal assimétrica, assim como sua representacao esto-

castica, o préximo resultado apresenta o valor esperado e a varidncia de Y ~ SN, (u, 3, X).

Proposigao 2.2.1. Seja Y ~ SN, (i, 3, X). Entao, os momentos de Y sao dado por

a) E[Y] = p+ \leﬁa,
m

2

b) Var[Y] =X + =X 22,
m

B S
(1 +>\TA)I/2'

em que § =

Demonstragcdo. A prova segue da Proposicao 2.14 que encontra-se no trabalho de Davila
(2004) [30], onde fazendo a transformacao linear Y = pu+X'"2Z com Z ~ SN, (), conclui-se

os resultados. O]

Portanto, com esta breve discussao sobre a distribuicdo normal assimétrica e
algumas propriedades de interesse para o trabalho, na secao seguinte serao utilizados esses

resultados para apresentar uma revisao sobre a distribuicao SMSN.

2.2.2 Distribuicoes misturas de escala normal assimétrica

Na secao anterior, foi apresentada a distribuicdo normal assimétrica no contexto
multivariado, tal distribuicao, apesar de bastante utilizada, nao se mostra adequada para
analises de dados com valores extremos, uma vez que pode comprometer as estimacoes
dos parametros em virtude disso. Sendo assim, para contornar esse problema, utiliza-se
da classe de distribui¢oes de Mistura de Escala Normal Assimétrica, que foi proposta por

Branco & Dey (2001) [23] como uma extensao da classe de mistura escala normal.

Neste sentido, a classe de distribuigdes SMSN pode ser vista como mais abrangente
que outros modelos, propondo ser uma classe de distribui¢oes mais robusta que procura
tratar na pratica dados com valores extremos, evidéncias amostrais de assimetria e/ou
caudas pesadas [17]. Desta forma, a seguir serd apresentada a defini¢do das distribuigoes
mistura de escala normal assimétrica no contexto multivariado, junto de alguns resultados,
como sua representacao estocastica e algumas de suas propriedades que foram importantes

no desenvolvimento de todo esse trabalho.

Definicdo 2.2.3. Seja Y um vetor aleatdrio continuo. E dito que Y tem distribuicio na
familia de mistura de escala normal assimétrica (SMSN), se admite a sequinte representagao

estocastica

Y = p+ [5(U)]'Z, (2.6)
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em que p € o parametro de locacao, U uma varidvel aleatoria nao-negativa com fungao
densidade de probabilidade h(u;v) e fungio de distribuicio acumulada H(u;v), indezadas
pelo parametro v que controla as caudas da distribuicao, podendo ser conhecido (fizo) ou
nao, e independente de Z, k(U) é uma fungao positiva de U e Z é um vetor aleatério que
seque uma distribuicao normal assimétrica com vetor de média O, matriz de variancia e

covariancia X e vetor de assimetria X. E serd denotada por Y ~ SMSN,(p, 3, A\, v).

Note que, quando A = 0, obtém-se a classe de distribui¢coes SMN, definida na
Secdo 2.1. Vale ressaltar que, se assumir x(U) = U™, a distribuicio de Y, ficard restrita a

classe de distribui¢oes Normal Assimétrica Independente (SNI), como discutido em Lachos

& Vilca (2007) [48].

Como consequéncia, utiliza-se da representagao estocastica dada em (2.6), para

definir a func@o densidade de probabilidade para a vetor aleatéorio Y da seguinte maneira.

Definicao 2.2.4. Considere Y um vetor aleatorio p-dimensional. Se Y tem distribuicdo

na classe SMSN, entao sua funcao densidade de probabilidade é dada por
) = [ oulys () 2) () C) dH (i), (27)

onde U = u € o fator de escala, C = XX (y — ) e H(u;v) distribuicio de mistura.
Em termos de notacao, o vetor aleatorio p-dimensional Y com distribuicio SMSN e
pardmetros definidos acima, é denotado por Y ~ SMSN,(p, X, A, v), e quando p =0 e
¥ =1, tem-se a distribuicio SMSN padrdo e denotada por SMSN, (X, v).

A seguir sao apresentadas algumas propriedades importantes da classe de distri-
bui¢cdbes SMSN, onde tais resultados podem ser derivados facilmente da representacao
estocastica dada em (2.6), com auxilio de transformacoes de varidveis aleatérias [48].
Assim, pode-se obter as formas gerais do vetor de médias e da matriz de covaridncia, como

serd mostrado na proposicao a seguir.

Proposigao 2.2.2. Seja Y ~ SMSN,(p, X, X\, v). Entdo tem-se que:
1 . 2
a) Se E [(E(U)) } < oo, entdo E[Y| = p+ 1/ —r14,
T

2
b) Se E[r(U)] < oo, entio Var[Y] = kX + —r%AAT,
m

A

com Ky, = E {(f@(U))m/Q}, A=X"5ecd = m

Demonstra¢io. A prova segue pela representacao estocastica definida em (2.6) junto
das propriedades condicionais de esperanca e variancia. Para mais detalhes sobre a
demonstragao, veja em Basso (2009) [17] e Calegari (2020) [25]. O
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O resultado seguinte serd ttil para a obtencao do valor esperado de uma transfor-

macao da varidvel mistura U condicionado aos dados observados.

Lema 2.2.1. Considere Y ~ SMSN,(p, X, A, v), com representacio dada em (2.6) e uma

fungdo mensurdvel g : R — R. Entdo,

Jo(y)
fY(Y)

onde C = XS (y —p) e fo(-) sendo a fungio densidade de probabilidade de Yo ~
SMN,, (i, 3, v).

ElgUIY = 3] =222 [~ 9@ ([s(w)] " ) ho(ulyo)du, (2.8)

Demonstragio. A prova segue do Lema A.1.1 em Zeller (2009) [83]. O

A proposicao a seguir é importante para a implementacao da metodologia que sera
utilizada no proximo capitulo, pois apresenta o calculo de alguns momentos que serao

lteis na estimagao dos parametros do modelo de interesse via algoritmo EM.

Proposicao 2.2.3. Seja Y ~ SMSN,(u, X, X\,v) e U~ H o fator de mistura de escala.

Entao, os sequintes valores esperados sao obtidos

o, = E[(xU)"ly]
f0< ) —-r -1
2 L) (st 0)] (2.9)
by = E|(s(Uy)) 7S ((s(Uy) "C)ly]
fO ) — 1/
2 (U)o ((n(0) €], 2.10)
com C definido anteriormente, S(s) = i((i))’ tal que s € R, em que U, = UlYy =y e

foly) sendo a fungdo densidade de probabilidade de Yo ~ SMN,(p, X, v).

Demonstracdo. A prova segue como consequéncia direta da aplicacdo do Lema 2.2.1, com
g(u) = (k(u)) ™" para a, e g(u) = (k(u)) S ((/{(u))fl/2 C’) para b,. O

Na proxima secao é apresentada uma outra classe de distribuicoes assimétricas,

onde se baseia o objetivo deste trabalho.

2.3 CLASSE DE DISTRIBUICOES HIPERBOLICA GENERALIZADA NORMAL AS-
SIMETRICA

Nas Segoes 2.1 e 2.2, foram apresentadas as representacoes estocasticas de um vetor
aleatério Y com distribuigao pertencente a classe de distribuigoes SMN e SMSN, como
mostrado em (2.1) e (2.6), respectivamente. Desta forma, muitos resultados para a classe

de distribuicoes hiperbdlica generalizada normal assimétrica podem ser obtidos através das
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propriedades da distribuigdo normal, membro particular da classe SMN e da distribuicao
normal assimétrica, da classe SMSN. Note que, na literatura é comum encontrar trabalhos
em que consideram x(U) = 1/u com Z ~ SN,(0,%,X) ou Z ~ N,(0,%) e s(U) = U
com Z ~ N,(0,3). No primeiro e segundo caso, quando U ~ Gamma(¥/2,7/2), obtém-se
a skew-t ou sua versdo simétrica t-Student e por exemplo, se U ~ Beta(v, 1), tem-se a
skew-slash e a slash, todas membros da classe de distribuicoes SMSN, definida na Secao
2.2. Ja no terceiro caso, ou seja, kK(U) = U com Z ~ N,(0,3X), quando U segue uma
distribui¢ao Gaussiana Inversa Generalizada (GIG), tem-se as distribuigoes hiperbdlicas
simétricas. Em especial, neste contexto, se U tem distribui¢ao Inversa Gaussiana (1G),
sao obtidas as distribuigdes Normal Inversa Gaussiana (NIG) simétricas. A familia de
distribuigoes hiperbdlicas generalizadas tem encontrado muitas aplicagoes nas areas de
finangas e economia, como apresentado em Prause (1999) [67] e Eberlein & Prause (2002)

[35], por ser uma distribuigao flexivel e com caracteristicas leptocirticas.

Contudo, existe um grande desafio quando utiliza-se de extensées em (2.6) no
contexto em que U segue uma GIG, uma vez que a densidade de Y ¢é bastante complexa
e sua aplicagao num contexto pratico é bem limitada. Por esse motivo, ao levar em
consideracgao x(U) como 1/u ou U se torna uma boa alternativa, pois ao considerar x(U)

da forma
k(U) =U",

com a € R, pode-se obter uma funcao densidade de probabilidade facilmente para Y,
desde que U seja uma distribuicdo com U = V'/*, em que V segue uma distribuicao
GIG. Sob esta motivagao descrita acima, Vilca et al. (2014) [78] propde a classe de
distribui¢oes Hiperbdlica Generalizada Normal Assimétrica e posteriormente, Calegari
(2020) [25] deriva algumas propriedades desta nova classe de distribui¢oes e desenvolve um

método de estimacao dos parametros do modelo.

Desta forma, antes de apresentar as propriedades fundamentais sobre a distribuicao
SNGH que serao utilizados na construgao do objetivo principal desse trabalho, faz-se
necessario realizar uma revisao teodrica de alguns conceitos importantes envolvendo a

distribuicao gaussiana inversa generalizada.

2.3.1 Distribuicao gaussiana inversa generalizada

A distribuicdo gaussiana inversa generalizada, atualmente, amplamente utilizada
em estudos com aplicagoes nas areas de financas, linguistica estatistica, geoestatistica e
dentre outras, foi proposta pela primeira vez por Halphen (1941) [39] para descrever a
frequéncia de fluxos de rios. Contudo, devido a sua complexidade envolvendo a funcgao
de Bessel, trabalhos com essa distribuicao ficaram estagnados por anos. Apesar disso,
tal distribuigao foi redescoberta por Barndorff-Nielsen (1978) [15] e Jorgensen (1982)
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[43] discutiu sobre as propriedades estatisticas desse modelo em suas notas de aula [25].

Informacoes sobre a funcao Bessel podem ser encontradas no Apéndice A desta dissertagao.

Em teoria de probabilidade e estatistica, a distribuicao gaussiana inversa generali-
zada, comumente denominada como GIG, é uma familia de distribui¢des continuas com

trés parametros e sua fungao densidade é definida a seguir.

Definicao 2.3.1. Seja U uma varidvel aleatoria positiva com distribuicao gaussiana inversa

generalizada, entdo sua funcao densidade de probabilidade € definida por

(/)" ety (b ()
fU(u;lrbl/}er) - 711(77 )6 EATREL , com u > 07 (211)
2Ky (\/ ¢’Y)
em que K, (1y) denota a fungdo de Bessel modificada do terceiro tipo de indice n e avaliada
em Yy. E serd denotada por U~ GIG(n,v,7), em que seu espago paramétrico pode ser
definido por

neR € (77077)6@77

onde
{(W,7): v>0, v>0} se n>0,
©,=1 {®¥,7): ¥>0, v>0} se n=0,
{(W,v): v>0, v>0} se n<0.

Para os casos que ¢ = 0 e v = 0, a constante normativa pode ser encontrada
utilizando de alguns resultados importantes sobre a relagdo assintética da funcao de Bessel

modificada de terceiro tipo, veja Abramowitz & Stegun (1948) [1] para mais detalhes [43].

Com essas caracteristicas, a familia de distribuigdes GIG(n,1),7) contém varias
distribuigoes como casos particulares. Por exemplo, as distribuigdes Gama (1) = 0, n > 0),
Gama Inversa (IGamma) (v = 0, n < 0), Gaussiana Inversa (IG) (n = —1/2), entre outras
[25, 78, 83]. De acordo com Calegari (2020) [25], uma distribui¢ao de particular interesse
que ¢é utilizada na construgao da distribuicao SNGH, é a GIG(n,w,w), onde sua fungao
densidade de probabilidade é obtida por meio da reparametrizagao de (2.11) da seguinte
maneira

fo(un,w) = ;I((,:??(;))e(_é(ﬁJr““)), com u > 0. (2.12)

Seguindo esta mesma ideia, Browne & McNicholas (2015) [24] também utilizaram
dessa reparametrizacao para propor os modelos de misturas finitas de Hiperbdlica Genera-
lizada. Desta forma, neste trabalho, utiliza-se desta distribuicdo reparametrizada para a

construgao do modelo de misturas finitas proposto no Capitulo 3.

Os resultados apresentados a seguir serao importantes para a obtencao de algumas
propriedades que sao discutidos na préxima se¢ao, pois determinam os momentos de uma

variavel aleatoria com distribuicdo GIG, como mostra a proposicao a seguir.
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Proposigao 2.3.1. Seja U ~ GIG(n,v,7). Entdo, os momentos de U sao dados por

()" Koo ()
()

) E llog (U)] = log ( Zb) + ok (Vo).

i = (5) [ () |

em que Yy >0 em € R.

a) E[U™] =

Demonstracdo. A prova segue da definicao do valor esperado e da varidncia de uma variavel
aleatoria para o caso continuo, bem como algumas propriedades da funcao Bessel que

encontram-se descritas no Apéndice A. O

Apés essa breve descricao dos resultados da distribuicao gaussiana inversa ge-
neralizada, na proxima secao, considera-se esta distribuicao para construir a classe de
distribui¢des hiperbdlica generalizada normal assimétrica que serd estendida no Capitulo 3

no contexto de misturas finitas.

2.3.2 Distribuicoes hiperbdlica generalizada normal assimétrica

Nesta se¢ao serao discutidas algumas propriedades relevantes da distribuicao SNGH
que foram importantes para o desenvolvimento do capitulo seguinte, com a finalidade de

continuar a revisao sobre os conceitos preliminares que sao utilizados neste trabalho.

A distribuigao hiperbélica generalizada normal assimétrica (SNGH), mencionada
anteriormente como uma proposta de Vilca et al. (2014) [78] e estendida por Calegari
(2020) [25], pode ser considerada como um caso especial das distribui¢oes SMSN quando
k(U) = U e U segue uma distribuicdo GIG na representagao estocéstica (2.6). Isto é,
pode-se definir uma representagdo estocastica de um vetor aleatério SNGH da seguinte
maneira. E importante ressaltar que, a definicio a seguir é diferente das utilizadas por
Protassov (2004, equacao 5) [68] e Browne & McNicholas (2015, equagao 4) [24]. Esses

dois trabalhos, se baseiam na distribuicao de mistura de média-variancia normal.

Definico 2.3.2. Seja Y uma vetor aleatdrio continuo. E dito que Y seque uma distribui-
¢do hiperbolica generalizada normal assimétrica (SNGH), se admite a sequinte representagio

estocastica
Y =pu+VUZ, (2.13)

em que p é o parametro de locacao, U uma varidvel aleatoria que seque uma distribuicao

GIG(n,1,7) e Z € um vetor aleatorio com distribuicao normal assimétrica de vetor de
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média 0, matriz variancia e covariancia 3 e vetor de assimetria X, independente de
U. Em termos de notagdao, o vetor aleatorio p-dimensional Y com distribuicao SNGH é
denotado por Y ~ SNGH,(u, 2, \,v), comv = (n,1,7)" o vetor de pardmetros associado
a distribuicao GIG. No caso que p = 0 e X =1, tem-se a distribuicao SNGH p-variada

padrao.

Consequentemente, por meio da representacao estocastica apresentada anterior-
mente, pode-se entao definir a funcao densidade de probabilidade da distribuicao SNGH.
No entanto, antes de mostrar esse resultado, é necessario apresentar a defini¢cdo da fungao
densidade de probabilidade de um vetor aleatério que segue uma distribuicao Hiperbdlica
Generalizada, que pode ser vista como um caso particular da distribuicao SNGH quando
A=0.

Definigao 2.3.3. Seja Y um vetor aleatorio com distribuicao SNGH,(p, X, A, v). Entao,
para X = 0 obtém-se a distribuicio Hiperbolica Generalizada (GH) simétrica e sua fungdo

densidade de probabilidade é dada por

Fe(y) =20w) 2] (g (v)""" Ky (4 (7)), (2.14)

onde a(v) = (,;/:)”/2 <¢”/2Kn (M))l, em que q(y) = /¢ +d(y), com d(y) =

(y-—m)' = (y—p) ev=(n1,7).

Assim, no proximo resultado é definida a fun¢ao densidade de probabilidade para
um vetor aleatério p-dimensional Y que segue uma distribuicao SNGH,, (i, 3, A, v) da

seguinte forma.

Definicao 2.3.4. Considere Y wum wetor aleatorio continuo p-dimensional. Seja Y
com a distribuicio SNGH, como mostrado em (2.13). Entdo, sua fung¢io densidade de

probabilidade é dada por

Fe(y) =2a@) [Z] " (g )" Ky (0 (9)72) Fx (ATS 72 (y — p) 1wy ), (2.15)

ondey € RP ea(v) = (g:)p/z (w"/an (W)) , em que q(y) = \/m, com d(y)

=(y—p) I (y — ). Além disso, Fx é uma fungdo acumulada de X~ GH(0, 1;vy)
simétrica, na qual vy = (77 —P/2,q (y)2 ,fy)

-1

Dessa maneira, a funcao densidade de probabilidade no contexto univariado para
a distribuicdo SNGH, sera definida como mostra o resultado a seguir. Para isto, basta
substituir o valor de p por 1 e considerar os parametros unidimensionais na expressao
dada por (2.15).
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Defini¢ao 2.3.5. Seja Y um vetor aleatdrio continuo com distribuicao SNGH,(p, X, A, v).
Se para p = 1 tem-se o caso univariado de (2.15), entdo sua fungao densidade de probabi-

lidade é dada por

() = 20)0 (g ()" Ky (a(0)77) Fx (Ao (y = p)iwy) . (2.16)

1/ 1/ _1
em quey € R e a(v) = (éw) (wn/an (\/%)) , onde q(y) = /v +d(y), com d(y)
= (ya_?’u). Além disso, X ~ GH(0,1,vy) simétrica, na qual vy = (7) —1/,q(y)* ,W)T. E

denotado por Y ~ SNGH(p, 0%, \,v), com v = (n,4,7)" o vetor de parametros associado
a distribuicao GIG.

A determinagdo dos momentos de um vetor aleatorio, que segue uma distribuicao
SNGH, serao de fundamental importancia para o estudo desenvolvido no capitulo seguinte.
Uma vez que, ter o conhecimento do seu valor esperado e da sua variancia, é uma
consequéncia essencial para problemas como de identificabilidade [25]. Assim, utilizando

da Proposicao 2.3.1 no resultado a seguir, sao apresentadas tais propriedades.

Proposicao 2.3.2. Considere Y ~ SNGH,(p, X, A, v), com com v = (n,9,7)", sendo o

vetor de parametros associado a distribuicaio GIG. Entao, tem-se que:
2 1/2
a) E[Y] = p+ ;E[U |a,

b) Var[Y] = E[U] = + i (B [Uﬂ)2 AAT,

) o () G s ()

K

em que el = (% e =
e B {07 (Vi) U TR )

, com Yy >0, A

=X"5ed = i
(1+27A)
Demonstragcdo. A prova segue pelas Proposicoes 2.2.2 e 2.3.1. Para mais detalhes sobre a

demonstragao, veja Calegari (2020) [25]. O

Os resultados determinados a seguir serdo constantemente utilizados na elaboracao
do trabalho, principalmente na obtencao das expressoes das esperancas condicionais,
lteis na implementacao do algoritmo EM para obtencao dos estimadores de maxima
verossimilhanca dos parametros do modelo de misturas finitas de SNGH, descritos no

préximo capitulo.

Lema 2.3.1. Considere V ~ GIG (n,1,7) e ®,(-) a fun¢io de distribuicio acumulada da

normal padrao p-variada. Sejam ¢ € RP e a € R. Entdo, tem-se que

E[®, (V)] = Fw (c;v,), (2.17)
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onde Fy (-;v,) € a fungao distribuicio acumulada de SMIN,, (0,1,,v,), com a representagao
estocdstica dada por W =V ™Z, em que Z ~ N,(0,1,) e independente de V.

Demonstragio. Veja Calegari (2020) [25]. O

Proposicio 2.3.3. Considere Y ~ SNGH,,(p, X, \,v), com v = (n,%,7)" e representa-
¢ao estocdstica dada em (2.13). Entao, a fung¢io densidade de probabilidade de UY =y é
dada por

foly) ~1y Ty~ 1
h(ulY =y) =2 O (u”"PATS T (y — ) hol(uly), 2.18
(ul ) o ly) ( ( )) ho(uly) (2.18)
em que ho(-ly) € a fungao densidade de probabilidade condicional de UY = y A =
0 ~ GIG (77 —P/Q,q(y)Q,v), com a constante q(y) definidas em (2.3.3) e fo(y) a fungdo
densidade de probabilidade da GH simétrica.

Demonstragdo. A prova segue pelas propriedades da distribuicao condicional. Veja Calegari

(2020) [25]. 0

Posto isto, os resultados expressos neste capitulo, como uma revisao dos conceitos
preliminares que serao utilizados no capitulo seguinte, é de fundamental importancia na
construgao e desenvolvimento da estimacao dos parametros do modelo de misturas finitas
de SNGH proposto neste trabalho.
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3 MISTURAS FINITAS DE DENSIDADES HIPERBOLICA GENERALI-
ZADA NORMAL ASSIMETRICA

Com intuito de modelar dados constituidos por aproximacoes de densidades com-
plexas, desde aquelas com aspectos multimodais a totalmente assimétricas, utilizam-se de
modelos de probabilidade, ja consolidados, como as misturas finitas de densidades. Por
se tratar de um método extremamente flexivel, que vem recebendo bastante atencao nos
ultimos anos por sua eficiéncia na modelagem, pode-se dizer que os modelos de misturas
finitas sao interdisciplinares em sua aplica¢do, principalmente em casos onde hé presenca

de heterogeneidade populacional.

Alguns exemplos de aplicagdes de misturas finitas podem ser encontrados em
inimeras areas da estatistica, tais como nas analises de agrupamento, discriminantes e
sobrevivéncia, métodos nao-paramétricos ou semi-paramétricos e até mesmo em processa-
mento de imagens. Existem diversas areas do conhecimento que se utilizam desses modelos,
como a astronomia, biologia, genética, medicina, psiquiatria, economia e engenharia [28].
Na literatura, autores como Titterington et al. (1985) [77], McLachan e Basford (1988)
[60], Lindsay (1995) [57], Bohning (2000) [21], McLachan e Peel (2004) [62] e Zeller et
al (2018) [84] apresentam um amplo espectro de suas teorias e aplicagoes distintas de

misturas finitas de densidades.

Sendo assim, neste trabalho serd apresentado um modelo de misturas finitas de
densidades para a classe de distribui¢oes SNGH, discutidas em Vilca et al. (2014) [78] e
Calegari (2020) [25], juntamente com uma andlise gréfica, sua representagdo hierdrquica e
algoritmo EM para estimacao dos pardmetros, no caso univariado e multivariado. Por fim,
também serao discutidos alguns casos particulares, incluindo comentarios adicionais sobre
o algoritmo EM. Entretanto, antes de iniciar a obtengao do modelo proposto, sera feita

uma revisao tedrica sobre os modelos de misturas finitas de modo geral.

3.1 MODELO DE MISTURAS FINITAS

Nesta secao, o modelo de mistura finita de densidades sera introduzido de forma
geral, bem como algumas propriedades importantes que serao discutidas. Posteriormente,
apresenta-se uma abordagem de dados incompletos para o modelo que em seguida sera

utilizado na estimagao de maxima verossimilhanca via algoritmo EM.

3.1.1 Definicao

De maneira geral, um modelo de misturas finitas de densidades é uma combinacao
convexa das fungoes de distribuicao acumuladas e pode ser representado através expressao

determinada na defini¢ao a seguir [28].
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Definicao 3.1.1. Seja Y € R? um vetor aleatorio com funcao densidade dada por

fly) = Z:Pjgj(YL (3.1)

G
¢ dito ter uma distribuicao de mistura de densidade, com p; > 0 e ij = 1. Assim,
j=1
tem-se que, a funcao f(-) é chamada de misturas finitas de densidades, tal que g1, ..., gc
sao as componentes de densidades da misturas e p1, ..., pqg sao denominados proporcoes

ou pesos de misturas.

No caso em que as componentes g;(-) sdo pertencentes a familias paramétricas de

distribuigoes, pode-se reescrever o modelo dado por (3.1), como

G
f(y;©) =3 pigi(y;0;), (3.2)
j=1
com ® = ((8,",p1), ...,(0c",ps))" os pardmetros que sdo responsaveis por definir

cada uma das componentes de g;, nao necessariamente estao definidos no mesmo espago
paramétrico. Ainda assim, em sua maioria das vezes, as aplicagoes que sdo encontradas
na literatura, bem como as que serao apresentadas neste trabalho, consideram que as
componentes de mistura g; sejam pertencentes a mesma familia paramétrica de distribuigoes.

Sendo assim, a mistura finita de densidades serda denotada por
G
f(yi©)=> pj9(y:0;), y € R (3.3)
j=1

Convém ressaltar que, sob tais suposicoes, os parametros @; agora pertencem a um mesmo

espago paramétrico.

3.1.2 Identificabilidade

De acordo com McLachlan e Peel (2004) [62], a estimacdo de um pardmetro O,
para uma determinada distribui¢do f(y, @), com base nas observagdes do vetor aleatério Y,
sO ira fazer sentido se 0 for identificavel, isto é, se o parametro possui uma caracterizacao

Unica, entao fica vidvel sua identificagao.

Neste contexto, antes de prosseguir com as discussoes sobre problemas de estimacao,
é importante discutir a identificabilidade da mistura, pois tal condigao relativa ao modelo
garante a unicidade de seus parametros, ou seja, que esses possam ser estimados de forma
unica. De modo geral, uma familia paramétrica de fungoes densidades de probabilidades é
dita ser identificavel, se valores distintos de seus parametros determinam membros diferentes
da familia, em termos matematicos, se a classe de fungdes F = {g(y; ®) : © € Q}, onde ¢
¢ distribuicao de probabilidade e 2 o espago paramétrico especificado, ¢é identificavel se, e

somente se para cada g € F e @ # OF, tem-se que V' y € R, entao g(y; ®) # g(y; ©%).
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Assim, segue abaixo a defini¢do de identificabilidade no contexto de misturas finitas de

densidades [17].

Definigao 3.1.2. Seja F = {g(y;0) : y € R? e 0 € Q} uma familia paramétrica de
densidades e

G

G
H = {f(}’;@)if(y;@)zzpjg(ysej)a pi>0e D pj=1
=1

j=1

g(y:0;) €F, ©=((6:",p), ---,(OGTM)G))T},

uma classe de misturas finitas de densidades. Suponha

G
©)=> pig(y;0;) e [f(y;0) Zpg y: 6;),
j=1

dois membros quaisquer da classe H. Se H tem-se que f(y;®) = f(y; ©") se, e somente
se, G = G" e ainda se pode permutar os indices das componentes de forma que p; = p;” e
9(y;0;) = g(y;0;) com j =1,..,G. Entdo, a classe H ¢ dita identificdvel.

Nas tltimas décadas, estudos envolvendo o problema de identificabilidade de
modelos de misturas finitas vem recebendo uma certa importancia. O artigo de Teicher
(1963) [76] é o ponto de partida para tais investigagoes. No entanto, o processo de
identificabilidade é declarado sob algumas condic¢oes restritivas que nao sao aplicaveis
a algumas familias multiparamétricas. Yakowitz & Spragins (1968) [82] propdem uma
condigao suficiente e necessaria para identificabilidade de uma classe de misturas finitas
de distribui¢oes pertencentes a mesma familia paramétrica, é que este conjunto seja
linearmente independente sobre o corpo dos niimeros reais. Em Titterington et al. (1985)
[77] discute questoes tedricas sobre as condigdes para que uma mistura seja identificavel, e
ainda comenta que a maioria das misturas finitas de densidades, das quais suas distribuig¢oes
sao continuas, sdo identificdveis. J& em Atienza et al. (2006) [9] foi proposto um novo
resultado que fornece uma condi¢ao necesséria e suficiente para que uma classe de misturas
finitas cujas componentes pertencem a diferentes familias de distribuigoes seja identificavel,

com menos requisitos apresentados no trabalho de Teicher (1963) [76].

Segundo McLachlan e Basford (1988) [60], existem algumas dificuldades quando as
componentes de uma mistura pertencem a mesma familia de distribui¢oes. Nesse caso,
quando os indices j forem permutados em © = ((8,',p1), ..., (0c",pc)) ", o valor da
densidade de mistura serd o mesmo independente do indice. Com isso, apesar da mistura
ser identificavel, o vetor de parametros ® nao sera. De fato, se cada componente for da
mesma familia de distribuig¢oes, entao a densidade de mistura serd invariante para as g!

permutagoes dos indices em © [17].

Além dessas dificuldades encontradas, a falta de identificabilidade pode gerar alguns

problemas em certas situagoes, como o caso em que a funcao de verossimilhanca atinge o
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maximo local para distintos valores de ®, com isso, as equagdes de verossimilhanca terao
varias raizes. De acordo com McLachlan e Krishnan (2007) [61], esse problema pode ser

grave quando o interesse é estimar valores especificos para cada pardmetro envolvido [26].

Neste ambito, o problema de identificabilidade no contexto de misturas finitas de
SMSN, ainda nao foi discutido de forma tedrica, deixando em aberto para discussoes sobre
esse tema. Do mesmo modo acontece com as misturas finitas de distribuicoes SNGH, uma
vez que, existe uma certa dificuldade em encontrar solugoes tedricas para o problema de
identificabilidade nesses modelos de misturas de finitas, se tratando assim de algo nao tao
trivial de solucionar. Alguns comentarios sobre os métodos utilizados para contorna tal
problema, podem ser encontrados na Secao 3.2.4. Contudo, vale ressaltar que nao sao
provas tedricas relacionadas a este assunto, podendo entao ser considerado como trabalhos

futuros.

3.1.3 O Algoritmo EM em modelos de misturas finitas

Nesta secao, sera descrito o algoritmo EM no contexto de misturas finitas de
densidades de forma geral. Entretanto, como de costume na estrutura do algoritmo,
inicialmente é necessario introduzir a estrutura de dados incompletos para o problema de
misturas [62]. Para isso, primeiramente serd abordada a questdo de como gerar vetores

pseudo aleatorios provenientes das mistura de densidades.

Sendo assim, considere o problema de se gerar vetores aleatorios que seguem uma
distribuicdo de misturas finitas de densidades. Seja Y1, ...,Y, uma amostra aleatoria de
tamanho n de um vetor aleatério Y;, p-dimensional, com distribuigao dada por (3.1) e
suponha Z; um vetor aleatério para i = 1, ...,n, com Z; = (Zi1, ..., Zic)", onde suas

componentes sao definidas como variaveis indicadoras da seguinte forma

1, seY;~ f;i(y;0,);
7, = fi(y;6;) (3.4)

0, seY;~ fi(y;6r), j #Ek.

Nesse contexto, a varidvel Z;; pode ser interpretada como uma varidvel latente, nao

observavel, associada ao vetor Y;, indicando de qual componente da mistura é proveniente.

Dessa maneira, os valores observados y,, ...,y, de Y1, ..., Y, sdo considerados como
dados incompletos e zy, ...,z, sendo os valores para Zi, ...,Z,, segue entdo que o
vetor de dados completos é definidos por y, = (yT,zT)T, comy = (le, ...,yZ)T e
z=(z;, ...,z,))". Consequentemente, sob essa abordagem, assume-se que o vetor Z; tem

distribuicdo multinomial, considerando uma retirada em G categorias, com probabilidades

P1, ---,pPq, isto é, formam uma amostra aleatoria

Zy,...., 2, ~ Multig(1, p1, -..,pc),
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desse modo a distribuicao de Z; sera da forma
G
f(zi; (1, pa)) = [ oy
j=1

Assim, pode-se contornar o problema de gerar vetores aleatérios de uma distribuicao
de misturas de densidades com a inclusdao do vetor Z;, vetor esse responsavel por regular
as proporcoes de mistura das componentes. O conceito de existir esse vetor latente,
associando a observacao e a componente em que ele provém, é muito 1util, embora nao
pareca ser intuitivo num sentido fisico. Ao decorrer deste trabalho, sera visto que esse
conceito é o que permite a Estimacao de Méxima Verossimilhanca (EMV) através do
algoritmo EM [17].

Note que a funcao de verossimilhanca dos dados observados é dada por
L(®) = L(®Bly;)
= H f(y:©)
i=1

n G
= 11> rigi(yi: 0)). (3.5)

i=1j=1
A maximizagdo direta da funcdo de verossimilhanca dada por (3.5) pode levar a um
problema numérico dificil e instavel. Para contornar tal problema, a melhor opc¢ao é
utilizar o algoritmo EM de Dempster et al. (1977) [33]. Assim, pode-se obter a funcao de

verossimilhanca de dados completos da seguinte forma
L(©®) = LOly,)

n G
= H H f(y::0;)7 f(zi; (p1, - - -, pa))

i=1j=1

n G
= II1I[pse(y:; 001", (3.6)

i=1j=1

e sua log-verossimilhanga completa é dada por

1(©) = logL.(®)
n G

= > zjlog(p;) +1og(g(yi; 6,))]

i=1j=1
n G n G
= D> zjloglp) + > 2ilog(g(y;; 0))). (3.7)
i=1j=1 i=1j=1
Entao, o algoritmo EM, serd implementado em duas etapas, a primeira é constituida
pela etapa E (Esperanca) e logo apés, a etapa M (Maximizagao) finaliza o algoritmo
[17, 31].
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Etapa E: Nesse passo, calcula-se o valor esperado da log-verossimilhanca [.(©)
—(k
condicional aos dados observados y e G)( )7 o valor estimado de ® na (k)-ésima iteracao.

Dessa forma, obtém-se a funcao ) dada por
=(k)
0©:8") = E|i0)y6"

G
S 7, (log(p;) + log(g(y; 0;))) ly, 8"

= F
i=1j=1
n G (k)
= LY B[yi0"] toglo) +hoslovi0)). (39)
ondey = (yq, ... ,yn)T. Como a log-verossimilhanga completa é linear na variavel nao

observada Z;;, a etapa E consiste em obter a esperanca condicional de Z;;, dado o vetor

de dados observados y e @(k). Observe que

~ (k) NN

Note que E[Z;;]y] é facil de calcular computacionalmente, pois

ey ~(k)
Pj(k) (yi; 9' )

51\,],(/6) _
fy:0")
7"Mg (yz, o) )
= , (3.9)
2t pil )g(yz‘§9z )
parai=1, ...,nej=1, ... G. Portanto, usando (3.9) e o resultado obtido em (3.8),

tem-se que a funcao @) é dada por

- n G
Q(©;8") = 33 ¥ [log(p;) + log(g(y;; 6;))]
=1 7=1
n jG n G
= Y3 7;®log(p)) ZZ Ziilog(g(y:; 0;)). (3.10)
i=1j=1 i=1j=1

Etapa M: A etapa M do algoritmo consiste em maximizar a fungao @ (3.10) com

respeito a ©, resultando na estimativa atualizada, na (k+ 1)-ésima iteragao, do pardmetro,
. (k1) . < . (. o
ou seja, © . Caso z;; fosse observével, entao o estimador de maxima verossimilhanca

de pj, para j =1, ..., G, considerando a estrutura de dados completos, seria determinado
por
1 G
==z, (3.11)
ni4

conforme feito na etapa anterior, a etapa E, substitui-se z;; pela sua esperanca condicional

z;; na log-verossimilhanga completa, entao a estimativa atualizada de p;, paraj =1, ..., G,
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¢ obtida apés substituir z;; em (3.11) da seguinte forma
k) _ L (e
Pj( +1) = —Zzij( + ), (312)

ni:

Cabe ressaltar que o algoritmo EM descrito nesta secao é da forma geral, portanto
considera-se somente como dados aumentados a variavel Z;;. Vale lembrar também que,
como o algoritmo EM é um processo iterativo, as iteragoes sao repetidas até que cumpra
com o critério de parada estipulado. Nesse trabalho, nas aplicagoes numeéricas, o critério
adotado é baseado no erro relativo absoluto das log-verossimilhancas dos dados observados
nas iteragoes (k) e (k + 1), isto é,
k+1)

(k) —(
(O ly)— 1@ ly)
— ) < €. (3.13)
(e ly)

Os valores iniciais sao necessarios para a implementacao desse algoritmo. Tais valores

serao obtidos e descritos com mais detalhes no proximo capitulo, na Secao 4.1.

Na Secao 3.2 sera construido o algoritmo EM para misturas finitas de densidades
SNGH, em ambos os contextos univariado e multivariado, e nesse caso, as etapas E e
M serao modificadas substancialmente em relacao as etapas aqui apresentadas em um

contexto geral.

3.1.4 Meétodos de selecao de modelos

A escolha de um critério de selecdo de modelos é adotada em varios aspectos, que
vao desde a comparacgao entre modelos, até a determinagao do nimero de componentes
G no contexto de misturas finitas. Essa ferramenta da evidéncias de qual modelo pode
se adequar melhor aos dados com diferentes tipos de metodologias empregadas nessa

avaliagao, conforme descritas abaixo. Desta maneira, neste trabalho serao utilizados: o
Critério de Informagao de Akaike (AIC) e Bayesiano (BIC).

3.1.4.1 Critério de informacao de Akaike

O critério de informagao Akaike (AIC) tem como objetivo encontrar um melhor
modelo que se ajuste adequadamente aos dados, a partir de um conjunto finito de modelos
contendo poucos parametros. Deste modo, o modelo selecionado é aquele que minimiza a
distancia de Kullback-Leibler, isto é, o modelo é escolhido quando a medida de divergéncia
entre o modelo verdadeiro e o modelo estimado é minimizada. Contudo, de acordo com
Akaike (1974) [4], ao definir d como o nimero total de pardmetros a serem estimados do
modelo, o critério de informagao de Akaike seleciona o modelo que minimiza a expressao

escrita como
AIC = —21og L (©) + 2d,

onde L (@) é a funcao de verossimilhanca em )
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3.1.4.2  Critério de informagao Bayesiano

Este critério de informacao tem como base a teoria Bayesiana para selecao de
modelos, onde a ideia basica desse método ¢é considerar alguns possiveis modelos num
conjunto finito de modelos, com suas probabilidades a priori, e selecionar aquele que
apresenta a maior probabilidade a posteriori, dadas as observagoes. O critério de informacao
Bayesiano (BIC) também pode ser encontrado na literatura como critério de informagao

de Schawarz (SIC). Tal critério foi proposto por Schwarz (1978) [72] da seguinte maneira
BIC = —2log L (@) + dlog (n),

onde L (@) ¢ a funcao de verossimilhanca em @, n é o tamanho da amostra e d o nimero

total de parametros.

3.1.5 Classificagado em modelos de misturas finitas

A teoria da classificacdo é uma ferramenta muito importante e eficiente utilizada
para construir uma regra de distingao em situacoes onde ¢é desejado alocar uma entidade
em categorias. Nesse sentido, no contexto de misturas finitas, tal procedimento é feito
pelas proporgoes ou pesos de misturas. Portanto, suponha que a intencao seja classificar

uma amostra aleatéria yq, ...,y, em G grupos.

Entao, ao considerar a estrutura de dados incompletos, conforme descrita no inicio
da Secao 3.1.3, o objetivo é deduzir z; em termos dos dados observados y;. Assim, apds
ajustar o modelo de mistura de G-componentes, o vetor de estimativas O dos parametros do
modelo é utilizado para obter uma classificacdo das observacoes em termos probabilisticos,
com base em probabilidades a posteriori. Dessa forma, para cada elemento da amostra,
as G probabilidades de z;;, para j =1, ..., G, definem as probabilidades a posteriori da
1-ésima observacgao que pertence ao primeiro grupo até o GG-ésimo grupo, respectivamente.
Entao, classifica-se a observagao para aquele grupo correspondente ao maior valor observado
das probabilidades a posteriori. Conforme a regra de Bayes, tem-se que a probabilidade a

posteriori de que a entidade pertencga a j-ésima componente com y, ja observado, é

Z; = P(Zy=1ly,)
Pi9; (¥:)
7f(yz) . (3.14)

onde a j-ésima proporcao p; da mistura, pode ser interpretada como a probabilidade a priori

da i-ésima observacao proveniente da j-ésima componente da mistura com ¢ =1, ..., n.

Na literatura, é comum encontrar aplicacoes de modelos envolvendo a teoria de
classificagao, que sao frequentemente utilizadas para analise de dados nos segmentos dos
negbcios para resolver problemas contemporaneos. Assim, o modelo de misturas escolhido
tem a capacidade de interpretar simultaneas caracteristicas distintas de cada grupo dos

segmentos com base nos fendmenos especificos de cada agrupamento [44].
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3.2 MODELO DE MISTURAS FINITAS DE DENSIDADES HIPERBOLICA GENE-
RALIZADA NORMAL ASSIMETRICA

Nesta secao, toda metodologia abordada ao longo desse trabalho sera utilizada para
a elaboragao e desenvolvimento do modelo de misturas finitas de distribui¢oes da classe
SNGH. Inicialmente é definido o modelo de misturas finitas de SNGH (FM-SNGH) para o
caso univariado e multivariado. Em seguida, sua representacao hierarquica é apresentada
com o intuito de auxiliar na construgao do algoritmo EM a fim de estimar os parametros

envolvidos no modelo.

3.2.1 Definicao

Para a construcao do modelo de misturas finitas de SNGH, utiliza-se das Defini¢oes

2.3.4 e 3.1.1, especificamente da expressao (3.3).

Definicao 3.2.1. Considere Y1, ...,Y,, uma amostra aleatoria de tamanho n, com os

vetores aleatorios Y; € RP, p-dimensional, retirados de uma mistura de G componentes de
densidades SNGH dada como

G G
[y © ZpJfSNGH yi;0;), pj > 0e lej =1, (3.15)
i=1 j=
onde p; sao as probabilidades de mistura, fsneu € a notacao referente a densidade da
distribuicao SNGH definida em (2.5.4), © = ((OlT,pl) 06", pe))T, com o vetor
de parametros especificos das componentes 8; = (u;, a A, ) no contexto univariado
e para o caso multivariado, tem-se 0; = (p,j,aj,)\j,uj)T, na qual o € definido como o
conjunto minimal de parametros de 33, de modo que essa matriz seja uma matriz de escala
bem definida, para j =1, ..., G, ev; = (nj,wj,’yj)T ¢ o vetor de parametros associado a
distribuicao GIG.

No que se refere ao pardmetro v; associado a distribuicao GIG, é importante notar
que para a estimacao desse parametro via algoritmo EM e por conveniéncia computacional,
assume-se que v; = ... = vg = v. Tal estratégia funciona muito bem na realizacao de

estudos empiricos, simplificando bastante o problema de otimizagao [31].

3.2.2 Andlise grafica do modelo de misturas finitas de densidades hiperbdlica

generalizada normal assimétrica

A fim de exemplificar a flexibilidade do modelo apresentado na Definicao 3.2.1,
foram construidos alguns graficos que descrevem o comportamento do modelo ao variar
alguns elementos do vetor de pardmetros especificos 8, da expressao dada por (3.15), em

particular do pardmetro v associado a distribuicdo GIG, no contexto em que ¥ = v = w.
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Sendo assim, o objetivo para construcao dos graficos a seguir, ¢ avaliar o comporta-
mento do modelo de misturas finitas de SNGH (FM-SNGH), no caso univariado, com G =
2, sem perda de generalidade, alterando os valores dos parametros w e n. Assim, adota-se
a seguinte configuragdo para os parametros do modelo de interesse: w = 0,1; 0,4; 1; 2 e 10,
en=-050;05el, quando py = 0,4; 1 =0, o =5, 07 =05 =1, \y =-2e Ay =-5. A
analise grafica foi dividida em dois casos, onde no primeiro considera-se fixo o valor de w
variando 7 e no segundo, fixa-se w e varia 7. Adicionalmente, com o intuito de comparar
as curvas obtidas, foi considerado o modelo de misturas finitas de normais assimétricas

(FM-SN) usando a mesma configuragdo adotada para o modelo FM-SNGH.

Na Figura 2, quando w é fixo, a medida que o valor escolhido de 7 cresce, foi
percebido que as modas dos grupos tenderam a diminuir e consequentemente surgirem
caudas mais pesadas. Pdde ser observado também que quanto maior o valor adotado para

w, independente do valor de n, o modelo FM-SNGH se aproxima do modelo FM-SN.

Figura 2 — Curvas de densidades provenientes do modelo de misturas finitas de SNGH
univariado para w fixo.

©=0.1 =04 5

fly)

@ — n=-05 2 — n=-05

et =
— FM-SN — FM-SN

fly)
1(y)

Fonte: O autor (2020).

Agora para 7 fixo e w variando entre os valores estabelecidos, pode-se observar na
Figura 3, que a medida que o valor de w aumenta, quando n < 0, as modas tendem a
diminuir e como consequéncia disso as caudas ficam mais pesadas. Ja para os casos em
que 1 > 0, ocorreu o contrario do que aconteceu com n < 0, isto é, houve um aumento na

tendéncia das modas e consequentemente as caudas ficaram menos pesadas. Além disso,
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em geral, o modelo FM-SNGH aproximou-se bem do modelo FM-SN quando w > 1 tende

a aumentar.

Figura 3 — Curvas de densidades provenientes do modelo de misturas finitas de SNGH
univariado para 7 fixo.
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I
o
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-10 -5 0 5 10 -10 -5 0 5 10 -10 -5 0 5 10

24 — o=t 24 — w=01 q — o=t

— FM-SN — FM-SN — FM-SN

fly)
y)
v

- — 0=01 - — o=1
— ©=04 — 0=2
=1 — 0=10
FM-SN — FM-SN

fly)
1(y)

Fonte: O autor (2020).

Com o mesmo objetivo definido no inicio dessa se¢ao, agora para o contexto
multivariado do modelo FM-SNGH, com G = 2, sdao apresentados os graficos de superficie
e suas curvas de niveis correspondentes, quando p; = 0,3; p; = (0,0)7, py = (5,5)7, ) =

2 0,5

I, 3y = 05 o ) A= (1,4)" e XAy = (1,2)", considerando a mesma configuracio

adotada anteriormente para os parametros w e 7. Desta maneira, nas Figuras 4 a 6 sao
apresentadas na coluna a esquerda as superficies obtidas conforme varia-se os valores

do parametro w e a direita suas respectivas curvas de niveis. Ao final encontram-se as
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superficies geradas para o modelo FM-SN usando da mesma configuracao adotada para o
modelo FM-SNGH.

Na Figura 4, quando n = -0,5 fixo, foi observado que quanto maior o valor de w,
maior o achatamento das superficies e suas curvas de niveis tendem a ser mais largas,
consequentemente surgem as caudas pesadas.

Por fim, para n = 0,5 e n = 1 fixos, como mostram as Figuras 5 e 6, pode-se
observar que, quanto maior é o valor de w, mais elevados ficam os picos das curvas de
superficies e suas curvas de niveis tendem a ficar mais concentradas. Além do mais, com

w = 10, percebe-se a aproximacao do modelo FM-SNGH ao modelo FM-SN.

Figura 4 — Gréficos das superficies (a esquerda) e suas respectivas curvas de nivel (a
direita) do modelo de misturas finitas de SNGH multivariado para n = -0,5 fixo.
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Fonte: O autor (2020).
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Figura 5 — Gréaficos das superficies (a esquerda) e suas respectivas curvas de nivel (&
direita) do modelo de misturas finitas de SNGH multivariado para n = 0,5 fixo.
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Fonte: O autor (2020).
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Figura 6 — Graficos das superficies (a esquerda) e suas respectivas curvas de nivel (&
direita) do modelo de misturas finitas de SNGH multivariado para n = 1 fixo.
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Misturas Finitas de Skew Normal Misturas Finitas de Skew Normal
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Fonte: O autor (2020).

Serd realizada uma comparacao entre os modelos de misturas finitas de SNGH com
os modelos de misturas finitas de SMSN (a saber, FM-SN e FM-ST) no contexto de alguns
conjuntos de dados reais. Tais resultados podem ser encontrados no préximo capitulo, na
Secao 4.2.

3.2.3 Representacao hierarquica

Como na Se¢ao 3.1.3, serd introduzido um vetor de dados latentes Z; = (Z;1, ..., ZZ-G)T,
1 =1,...,n, onde tal vetor é o de dados nao observaveis e tem por finalidade associar a
1-ésima, observacao da amostra a uma das G componentes de misturas consideradas. Desta

maneira, a distribuicao de

De (3.16) e da representagao hierdrquica de um vetor aleatério com distribuicio SNGH

apresentado por Calegari (2020) [25], tem-se o resultado a seguir.

Proposicao 3.2.1. Seja Y; € R" wma amostra aleatoria, para @ = 1 ..., n, que tem
densidade dada por (3.15). Entdo, para cada vetor aleatério SNGH dessa amostra, admite-

se a sequinte representacao hierdrquica:

YilTo =t Ui = u;, Ziy =1 ~ N, (p;+ Ajti, wily) | (3.17)
Ti\U; =u;, Zij =1 ~ HN;(0,u;), (3.18)

UilZj =1 ~ GIG (u;v), (3.19)

Z; ~ Multi(1;p1, ..., pq), (3.20)

"

onde no contexto univariado, tem-se A; = 005, I'; = 0]2- (1 — (5j2> edj =\ (1 + A2
e no multivariado € dado por A; = Ej1/25j, =%, - AjAjT edj=A\; (1 + /\jT)\j

a notagio HNq(+;+) denota a distribui¢ao half-normal.
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Demonstragcio. A prova é dada por meio das esperancas condicionais da representacao
estocastica da SNGH apresentada em (2.13). O

3.2.4 O Algoritmo EM em modelos de misturas finitas de densidades hiperbé-

lica generalizada normal assimétrica

Nesta subsecao, é apresentado o algoritmo EM, conforme descrito na Secao 3.1.3,
para as estimativas dos parametros do modelo de misturas finitas de SNGH, no caso
univariado e multivariado. Contudo, antes de iniciar sua implementacao, sao feitas umas
consideragoes sobre algumas condigoes relacionadas a classe de distribui¢oes SNGH, como
identificabilidade e a complexidade na estimacao do parametro 7 associado a distribuigao

de mistura U.

O problema de identificabilidade da distribuicaio SNGH também ocorre na distribui-
¢ao Hiperbolica Generalizada (GH). A distribuicaio GH foi proposta por Barndorff-Nielsen
(1997) [16], onde para resolver esta questao, foi assumido que |%| = 1. Essa condi¢do pode
ser considerada nas distribuicoes SNGH para solucionar o problema de identificabilidade.
No entanto, de acordo com Browne & McNicholas (2015) [24], esta imposigao restringe
muito o uso da distribui¢do, por exemplo, nas aplicagoes com interesses em classificacao.
Uma alternativa é considerar algumas restri¢coes nos parametros da distribui¢do de mistura
U, na qual viabiliza relaxar a condi¢ao de que |X| = 1, fazendo consideragoes sobre os
parametros da distribuicao GIG [25].

Neste trabalho, considera-se U ~ GIG(n,w,w), ou seja, quando estabeleceu-se que
1 = v = w. Além disso, assume-se 7 fixo (conhecido) a fim de evitar as dificuldades
relacionadas a estimagao de tal pardmetro, conforme relatadas em Barndorff-Nielsen (1994)
[15], Protassov (2004) [68], Snoussi & Idier (2006) [75], Browne & McNicholas (2015) [24] e
Wraith & Forbes (2015) [81]. Esta sera a ideia aplicada para a obtencao do algoritmo EM.
Desta forma, o vetor de pardmetros univariado serd 8; = (u;, 0]2-, Aj, w)" e multivariado
0, = (ujT,a;-r,)\jT,w)T, para j =1, ...,G.

Da representagdo hierdrquica (3.17) - (3.20) e considerando o vetor de dados
observados y = (le, ...,ynT) , bem como os vetores de dados nao observaveis u =
(ug, ... ,un)T, t=(tg, ... ,tn)T ez= (le, o ,znT)T, tem-se que o vetor de dados com-
pletos é dado por y, = (yT, u',t', ZT)T. Assim, determina-se a fungao de verossimilhanca

dos dados completos y, da seguinte forma
L(®) = LOly,)

= ﬁ I [pidn(y; i, £(w) ) d1 (853 0, w;) fare (us; v)] 7, (3.21)

i=1j=1

onde ¢, ¢ o mesmo da Defini¢do 2.2 e fgre estd definida em (2.12).
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Desta maneira, nas segbes a seguir, serao apresentados os Estimadores de Maxima
Verossimilhanca (EMV) via Algoritmo EM para os modelos de misturas finitas de SNGH

no contexto univariado e multivariado, respectivamente.

3.2.4.1 FEstimador de maxima verossimilhanca via algoritmo EM no contexto univariado

A partir deste momento, serda mostrado a construcao do algoritmo EM para a
estimacao por maxima verossimilhanca dos pardmetros do modelo de misturas de SNGH
univariado. Sendo assim, usando do resultado apresentado em (3.21), a funcao de log-
verossimilhanca completa de ® = (01", p1), ..., (0¢", pc))", considerando p = 1, onde
0; = (uj, a],)\ w)' é dada por

-1

n G

1 u;

+3% 7, [bg(pj) log!F\—TF (vi — 1y — Ajty)?
i=1j=1

o

l(®ly.) =

+ log(n — 1) log (u;) — log Ky (w) — % (" + “)} )

-1

n & 1 u;
= ¢ +ZZ[ ;log (p)) ~3 Zijlog|I';| — ”21“( #j—Ajti)Q

i=1j=1

b Zyln = Dlog (w) = Zijlog Ky(w) — Zyy (w +us)| . (3:22)

sendo ¢ uma constante independente do parametro ©.

Assim, tem-se que a fungao () é da seguinte maneira
0©:8")= k [zc<@|yc>|y,@<'f>]

1__ 1
= ¢ +ZZ [Zu log (p;) — 5 7 (k) log |I';| — T zuw(k) (Yi_,uj>2

=1 j=1 J

—(k 1 ——)
+ zuly ) (yi— )Ty A, + o #uty A

J

£ - DY - 5P Kyw) - 5 (Y + )], 329
em que os seguintes valores esperados sao
= = E -Zij|yi7@(k):| U {Zijinyi,@(k)} 7
i = Bl2,00 Ty, 8%), m = Bl 2,001y, 8")

70 = E|Zylog(Ui)ly, 0"

| e " =E[z,01y8"].

Consequentemente, usando do resultado (3.9) e assumindo g como a densidade da
SNGH dada em (2.16), no caso univariado, tem-se que

_ )fSNGH(ywe'(k))
7; %) = w (3.24)

Z] 1 ﬁ; fSNGH(yZ‘; 0;
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Em seguida, ao fazer uso de algumas propriedades ja conhecidas de esperanca

condicional, pode-se obter a expressao para zu;; através da seguinte relacao
E 2,07 Y| = BB | 23U Y, 25| 13| = B [24E U Y5, 2] Y], (3.25)
e entao é possivel reescrever zu;; como

7 ®) = 75O g, (3.26)

De modo analogo e com algumas manipulacoes algébricas, as outras esperancas condicionais

sao dadas por

—(k () —— —k) gy 5 (k
zutij( ) = zij(k)utij(k), zutzij = Zij(k)UtQij( ), (327)
Z/S\ij(k) - gl\,j(k)gi\j(k) e z/v\ij(k) - @(k)@(k)’

o~ _ 0 42 k 0
onde @;® = E |:Ui_1|Yi,9(k):|a a Y = E [Ui_lﬂ‘yl',e(k)], UtQij( = [Ui_lTﬂyi,H},

Apéndice B e para maiores detalhes relacionados aos calculos, veja Calegari (2020) [25].

=F [Ui]yi,a} sao apresentados com mais detalhes no

Portanto, obtém-se o seguinte algoritmo EM:
Etapa 1: Dado 7 fixo, forneca o chute inicial ©@© = ((OAI(O), mn, . (9AG(O), ,6?;(0))).

—~(k
Etapa E: Dado © = =) ), calcule z;;® | zu;, ¥ zutij( ), zut?y; 7850 e 20,

parai=1, ...,.nej=1, ...,G.

—~ (k) —(k —~(k
Etapa CM: Para j = 1, ..., G, atualizar 5;®, ;) Aj( ), 032-( : e )\j( )

as seguintes expressoes fechadas para os estimadores dos parametros de interesse.

utilizando

1.
—~(k+1 —~(k
ity = ;Zzij”,
j=1
n -1 5
ity = (Z Z/’“\m‘(k)> ) <Z/u\ij(k)yz’ ;A )) :
i=1 i=1
— (k+1) ———(*) I (k) (k1)
Aj = ZZUt ij Zzutw (Yz — /,Lj ) s
=1 i=1
n -1 5
—~(k+1) (k o (ka1 2
Fj = (Z Z’L(j)> Z <Zuz] <Y’L - :u]( * ))
i=1 i=1
— 2 yl — ﬁ;(k'i_l)) A ( H)zutw( ) A?( )ZU, 2” > ,
—~(k+1 —~(k —5(k+1
0]2( ) _ Fj( +1) A?( )’

(k1 (k1) T2 (kg1 )\ L (k)| T
N = [(o?( ) Aj(“] (1—(05.( ) ’) |

Conforme foi mencionado no inicio da Segao 3.2.4, os estimadores acima sao obtidos

ao assumir o vetor v = (1, w, w)T, com 7 fixo. Esta estrategia é adotada pois existe uma
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certa complexidade em estimar o pardmetro 1. Apesar de considerar um tamanho amostral
suficientemente grande, a log-verossimilhanca em relagao a 1 acaba se tornando flat. Nesse
caso, devido essa dificuldade, considera-se 7 fixo, assim pode-se concentrar na estimacao

de w por meio de uma modificagdo do algoritmo EM, como mostra a etapa a seguir.

Etapa CML: Para j = 1, ..., G, atualizar &*) maximizando a funcio Q (3.23)

sobre w, obtém-se

~ (k+1) g )

— ~ (k) __
w = argmax Qw (w‘(oj 7pj(k))a "'7(0G 7pG(k)>> :

3.2.4.2  FEstimador de maxima verossimilhanca via algoritmo EM no contexto multivariado

Agora para o contexto multivariado, serao obtidos os estimadores de méxima
verossimilhanca via algoritmo EM do modelo de misturas finitas de SNGH. Para isso,
define-se a funcao de log-verossimilhanca completa de ® = ((8,",p1), ..., (0c", pa)) ",
onde 8; = (u,j, aj, A, w)T, com a; o vetor de elementos da matriz triangular superior X,

da seguinte maneira

n G
@Iy = € +3°3 7, [l (p) - j log T
il :
- ; <y1‘ — M — Ajti) r;! <Yi — M — Aﬂi) +
+ log(n —1)log (u;) — log K, (w) — % (ui_l + uzﬂ
n G 1
= C +Z;JZ; Zijlog (p;) — 52 log L]

- Zij (u; ) (Yi - Hj)T r;! (}’i - .Uj)

POt
2
+ Z;j(n—1)log (u;) — Z;;log K, (w) — Z@-% (u[1 + uz)] , o (3.28)

(u

T
+ Zl-j(ufl)ti (yz — [J,j) I‘jilAj + Zij A;FjilAj

sendo C' uma constante independente do pardmetro ©.

Em seguida a funcao ) é obtida da seguinte maneira

@©:0") - £L@ly.y.0"

_ 1 _
Zij(k) log (Pj) - §Zij(k) log ‘Fj’

i=1j=1
- ;Z/U\ij(k) (yi - ,uj>T Fj_l (yi - Hj)

——(k

T 1——(k)
+ Z’Utij( ) (yz — [,l,]> I‘jilA]‘ + §Z'th2ij A]-TI‘]-’IAJ-

+ (n—1)z5;% — ;W log K, (w) — % (z1:,® + @<k>)] . (3.29)
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. (k) — (k) — ok /Q\(k) — (k) . — (k) - .
em que as quantidades, z;;'", Zu;;", zut;; , zut?; , Zs;; 0 e Zu;; - serao obtidas de
forma andloga aos resultados demonstrados para o algoritmo EM no contexto univariado

(3.2.4.1).

Portanto, a expressao para Ef-j(k) é determinada usando do resultado (3.9) junto
a distribuicdo SNGH definida em (2.15). J4 as demais esperancas condicionais, z/u\ij(k),
z/u;j(k), @(k), z/s\ij(k) e z/v\ij(k) podem ser calculadas através das férmulas apresentadas
em (3.26) e (3.27), na qual seus resultados finais, com maiores detalhes, encontram-se
no Apéndice B. Assim, com as esperancas condicionais determinadas, da-se continuidade
ao desenvolvimento do algoritmo EM para a estimacao por maxima verossimilhanca do

pardametro ® como segue.
Etapa 1: Dado 7 fixo, forneca o chute inicial ©©) = ((5\1(0), n, . (OAG(O), pAG(O))).

— (k) ———(k)

—(k
Etapa E: Dado © = =) ), calcule z;;® | 7, zutij( ), zut?y; 7850 e 20,0
parai=1, ....,.nej=1, ...,G.
—(k
Etapa CM: Para j =1, ..., G, atualizar 9( Y maximizando a fungao (3.29) em

relacao a ©®, obtendo as seguintes expressoes fechadas.

ﬁ;(k—‘—l) _

n n -1
——(k)——(k

—(k

n -1 n
o - ()

. 2.,
A zut?;;

——(k41) </\(k+1)) T /\(k)>

—~ (k+1) . E(k—&-l) — (k+1)

J J )

—~(k . ek ——(k+1) / __ -1__ —1/2
YL - [(zzj‘k“)) A “)] (1 N <zj(k“)) Al *”) .

i\j(k+1) _ T

Da mesma maneira que foi descrita na secao anterior para o caso univariado, com

relacdo ao pardmetro n, também é considerado n fixo no contexto multivariado.

Etapa CML: Atualizar ©*) maximizando a funcio @ (3.29) em relacio a w, o

que leva a seguinte expressao.

~ ~(k) __ ~ (k) -
H*F ) = argmax Q,, <w ’(01 i, L (6c ,pG(k))> .
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3.2.4.3 Casos particulares com 1 fixo

Essas condigoes especificas sao derivadas através dos casos particulares da dis-
tribuicao GIG, os quais foram citados brevemente na Secao 2.3.1. Calegari (2020) [25]
apresenta uma discussao mais detalhada sobre o assunto, onde sao determinadas as fungoes
densidades de probabilidade de cada caso, assim como suas diferentes formulagoes para o
algoritmo EM considerando 7 fixo e w desconhecido para as variaveis misturas obtidas.

Neste trabalho, estas discussoes sao expandidas para o contexto de misturas finitas de
SNGH.

Sendo assim, no primeiro caso, Protassov (2004) [68] e Browne & McNicholas (2015)
[24] comentam sobre o motivo da escolha de n = —1/2, pois ao usar desse valor para tal
pardmetro, quando ¢ =y = w > 0, a variavel aleatéria U ~ GIG(n,w,w) converge para
uma distribui¢ao IG(w,w). Assim, a estimagdo de w, parat =1, ...,.nej=1, ... G,

na etapa M do algoritmo EM sera da seguinte maneira

(k) | (k) !
U+ 20,5
ok+1) — (JA(k)J — 2) i (3.30)

Zij

J& para o segundo caso, em que ) < 0, ) — 0 e v = w, Calegari (2020) [25] mostrou
que a variavel aleatoria U com distribuicao GIG converge para uma distribuicdo inversa
gama e nessa situacao, se U ~ [Gamma(«/2,«/2), entao tem-se que Y ~ ST(p, 3, A, w),
onde algumas de suas propriedades sao discutidas em Basso et al. (2010) [18], Lin (2010)
[54], Ho & Lin (2010) [41] e Lee & McLachlan (2014) [51], no contexto de misturas finitas

de densidades.

O ultimo dos casos particulares para a variavel aleatéria U ~ GIG(n, ¥, ) é quando
n>0,9v— 0evy=w,ouseja, U ~ Gamma(n,«/2) e entdo, tem-se a generalizagdo da
distribui¢ao variancia-gama. Agora se n = 1 e w = 2, isto é, U ~ Exp(1) encontra-se
a generalizagdo da distribuigdo assimétrica de Laplace [25]. Na literatura podem ser
encontrados estudos sobre a distribuigdo Laplace em Kozubowski et al. (2000) [47], Kotz
et al. (2001) [46], entre outros.

Cabe ressaltar que, as situagdes comentadas anteriormente, ao considerar n fixo e w
desconhecido, com n = —1/2 e n = 1 foram utilizadas nas aplicagoes numéricas que serao
apresentadas no préximo capitulo. Além do mais, vale lembrar que os resultados mostrados
neste capitulo generalizam os trabalhos de Vilca et al. (2014) [78] e Calegari (2020) [25],
uma vez que, ao considerar G = 1, os resultados sao retornados aos apresentados por

Calegari (2020); veja [25], para mais detalhes.
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4 APLICACOES NUMERICAS

Neste capitulo, estudos de simulagoes e quatro aplicagoes em dados reais serao
apresentados com o propésito de ilustrar o modelo e os resultados inferenciais aqui
desenvolvidos; veja as Secoes 4.1 e 4.2. Nesse trabalho, foram considerados os seguintes
conjuntos de dados: Body Mass Index, para o contexto univariado, Swiss Bank, para
o contexto multivariado e Old Faitful, em ambos os casos. Assim, pode-se analisar a
flexibilidade do modelo FM-SNGH, comparando-o com outros modelos ja conhecidos
na literatura, por exemplo, os modelos de misturas finitas de normal assimétrico e t
assimétrica [18]. O procedimento de estimagao por méxima verossimilhanca, via algoritmo
EM, no modelo de misturas finitas sob a classe de distribui¢coes SMSN foi feito usando o

pacote mizsmsn do programa R [66].

Para obtencgao dos resultados apresentados neste trabalho, utilizou-se do software
R na versao 4.0.2 instalado em um notebook com processador Intel Core i5-7200 de 2.5
GHz com Turbo Boost up para 3.1 GHz, 8 GB de memoria RAM DDR4, placa de video
NVIDIA GeForce 940MX com 2 GB de RAM GDDRS5 e sistema operacional de 64 bits -
Windows 10 Home Single Language. Ressalta-se que, para o procedimento de estimagao
por méaxima verossimilhancga, via algoritmo EM, no modelo de misturas finitas sob a classe
de distribui¢oes SNGH foi programado no R [70] e usou-se (3.13) como critério de parada

do algoritmo EM com € = 107,

4.1 ESTUDOS DE SIMULACAO

Esse estudo de simulacao foi projetado com intuito de investigar o desempenho
e as mudancas que ocorrem nas estimativas de maxima verossimilhanca dos parametros
do modelo FM-SNGH, nos contextos univariado e multivariado, com G = 2, ao variar os
tamanhos amostrais, n, em 100, 300, 500 e 1000. De modo que, para cada valor escolhido
de n, sao geradas artificialmente 250 e 500 amostras, no contexto univariado e multivariado,
respectivamente, através da representacao estocastica apresentada em (2.13). Além disso,
com inteng¢ao de descrever e entender melhor o comportamento dessas estimativas, o estudo
de simulacao é dividido em dois cenarios, onde essa divisao ¢ realizada de acordo com os
valores adotados para o parametro 7 (fixo). A escolha dos valores para tal parametro, foi
realizada de acordo com os casos particulares conhecidos da distribuicao GIG apresentados
na Subsecao 3.2.4.3. Dessa maneira, quando n = —1/2, tem-se uma distribui¢do Inversa
Gaussiana (IG), onde pdde-se estimar w através da férmula fechada dada em (3.30). E
para n = 1/2, também pode-se obter w a partir dessa expressdo, uma vez que, ao usar
da propriedade (i) da fungao modificada de Bessel do terceiro tipo, que encontra-se no
Apéndice A, obtém-se a mesma formula fechada. No entanto, quando n = 1, é aplicada

uma outra abordagem na estimacao de w, na qual usou-se da funcao optim programada e
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presente no codigo do programa R.

No Cenério 1, considera-se n = —1/2 para os contextos univariado e multivariado
do modelo de FM-SNGH. J4 para o Cenério 2, é considerado n = 1 para o caso univariado
e n = 12 para o multivariado. Na Tabela 1, apresentam-se as configuragoes assumidas

para os parametros do modelo FM-SNGH em ambos contextos e cenarios.

Tabela 1 — Configuragoes dos valores verdadeiros adotados
para os parametros do modelo FM-SNGH.

Univariado Multivariado
R Valores R Valores
Parametros adotados Parametros adotados
P1 0,4 P1 0,7
P2 076 P2 073
o 15 i (0, 0)
125 20 Ho (57 5)
ot 1 > I,
2 0,5
o2 1 s ( 0,5 2 )
)\1 -4 A1 (17 4)
)\2 -1 AQ (17 2)
w 1 w 2

Fonte: Elaborada pelo autor (2020).

Com a primeira etapa do estudo de simulacao definida, o préxima passo ¢ discutir
sobre os valores iniciais que sao introduzidos ao algoritmo. No entanto, sabe-se que modelos
de misturas finitas podem apresentar log-verossimilhanga com mais de uma moda. Assim,
a estimagao de maxima verossimilhanga via algoritmo EM, pode nao resultar em méaximos
globais se os valores iniciais estiverem distantes dos verdadeiros valores dos parametros
do modelo. Sendo assim, escolher valores iniciais para o algoritmo EM de forma correta,

possui uma grande importancia no contexto de estimacao em modelos de misturas.

Posto isto, para que a proposta de chute inicial do algoritmo EM fosse bem sucedida,
foi utilizada uma abordagem que coletasse informacoes dos parametros de proporcao,
locacao, escala e assimetria através de uma estratégia similar a adotada por Biernacki
(2000) [20] e Browne et al. (2015) [24]. Por exemplo, [24] usaram uma abordagem EM
para inicializacao. Especificamente, para cada um dos 100 valores iniciais aleatorios, o
algoritmo EM foi executado por 50 iteracoes. O algoritmo com a log-verossimilhanca dos
dados observados mais alta (finita) apds 50 iteragoes é entao iterado até a convergéncia.
Nesse sentido, por meio do software R, foi feito um pré-processamento ou pré-estimacao
para obter os valores inicias dos parametros, u, o2, A do modelo univariado, p, X, A

do modelo multivariado e p em ambos casos, em cada tamanho de amostra n gerada de



95

acordo com os cendrios estipulados anteriormente, conforme os passos mostrados a seguir:

Passo 1: Estimar os parametros de locacao, escala e assimetria, através do
algoritmo EM, no contexto do modelo de misturas de normais assimétricas. Neste passo,

usa-se 0 pacote mirsmsn;

Passo 2: Gerar um valor inicial de w através da amostra aleatdria uniforme no
intervalo [0,20] de tamanho 100;

Passo 3: Maximizar a log-verossimilhanca do modelo proposto com relagao ao w,
usando como ponto de partida o valor obtido do Passo 2, avaliada nas estimativas dos

demais parametros, calculadas no Passo 1;

Passo 4: Executar o algoritmo EM, proposto neste trabalho, utilizando as estimavas
iniciais dos parametros obtidas nos passos anteriores, com um nimero maximo de iteragoes

igual a 25.

Os resultados obtidos no Passo 4 serdo os valores inicias para o algoritmo EM do
modelo FM-SNGH para G=2, nos casos univariado e multivariado. Para o critério de
parada, foi adotado o mesmo em ambos os casos, no qual encontra-se descrito na Se¢ao

3.1.3, dado pela expressdo (3.13), com ¢ = 10*.

De acordo cada cenario estabelecido, avalia-se o desempenho dos estimadores de
méxima verossimilhanga propostos em termos das medidas viés médio (BIAS) e erro

quadrético médio (MSE), definidas a seguir. Considere ¢ = (¢1, ...,¢,) ', tal que

n n

1 e 1 2/~ 2
BIAS(¢) = — >[5 —as| e MSE(e) =—3 (65 —0:) .
Np 521 Np =1
em que n, ¢ o numero de simulagoes realizadas e ¢ = 1, ..., p. No caso multivariado, é

feito uma média dessas medidas de cada parametro da seguinte maneira

p p

MBIAS(¢b) — ;Z BIAS(¢:) e MMSE(¢) — ;Z MSE(6).
=1 =1

Cabe ressaltar que, no contexto de misturas finitas, a funcao de verossimilhanca é
invariante sob a permutacao das proporc¢oes nos vetores de parametros. Entao, pode ocorrer
o problema de troca de labels quando algumas proporc¢oes da mistura permutam. Pode-se
contornar esse problema escolhendo os labels minimizando a distancia das estimativas,

obtidas via algoritmo EM, aos valores verdadeiros do parametro p [62, 85].

Sendo assim, nas proximas sec¢oes, com auxilio dos boxplots e graficos serao descritos

os resultados obtidos, de acordo com os cenérios estabelecidos, deste estudo de simulacao.
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4.1.1 Desempenho das estimativas de maxima verossimilhanca no contexto

univariado

Como foi comentando anteriormente, nesta secao, serao descritos os comportamen-
tos das estimativas de maxima verossimilhanca dos pardametros no modelo FM-SNGH
univariado com dois grupos de mistura, nos dois cenarios considerados de acordo com o
valor adotado para o parametro 7. E interessante ressaltar que o desempenho do algoritmo
EM na recuperacao dos valores verdadeiros dos parametros é mais satisfatorio no cenario
1, como sera observado nas Subsecoes 4.1.1.1 e 4.1.1.2. Além disso, as Tabelas 8 a 12
(consulte o Apéndice C) apresentam as estatisticas de resumo para as estimativas dos

parametros do modelo FM-SNGH nesses cenarios.

4.1.1.1 Cendrio 1

Apés finalizada as simulagdes no contexto univariado para n = —1/2 (fixo). Observou-
se que o algoritmo EM proposto foi capaz de recuperar os verdadeiros valores dos parame-
tros. Quando o tamanho amostral aumenta, nota-se que as estimativas dos parametros de
interesse se aproximam dos seus respectivos valores verdadeiros com redugao da variabi-
lidade. Desta maneira, na Figura 7 a seguir, encontram-se os boxplots das estimativas
para cada parametro do modelo FM-SNGH univariado, com G = 2, de acordo com as

configuragoes mostradas na Tabela 1.

Figura 7 — Boxplots das estimativas de p1, pa, W, 1, fa, A1, A2, 0> e 03 (linha vermelha

indica o valor real dos parametros), do modelo FM-SNGH univariado, quando n = —1/.
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Fonte: O autor (2020).

4.1.1.2 Cendrio 2

Com as simulagoes no contexto univariado concluidas, quando n = 1 (fixo), foi
observado que os resultados nao foram tao satisfatérios como no Cenario 1. Embora tenha
ocorrido uma melhora significante das estimativas, em termos de viés e principalmente
variabilidade, com a variagdo do tamanho amostral n, ainda assim o processo de estimacao
de w via optim do R parece instavel e consequentemente afetando as estimativas dos para-
metros o7 e o3 (veja Figura 8). Além disso, verificou-se que tais resultados apresentavam

caracteristica de subestimagao.

Figura 8 — Boxplots das estimativas de p1, pa, W, 1, fa, A1, A2, 0> e 03 (linha vermelha
indica o valor real dos pardmetros), do modelo FM-SNGH univariado, quando n = 1.
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Fonte: O autor (2020).

4.1.2 Desempenho das estimativas de maxima verossimilhanca no contexto

multivariado

Assim como foi realizado na se¢do anterior, porém no contexto univariado, nesta
secao usa-se da mesma ideia para analisar o desempenho das estimativas de maxima
verossimilhanca dos parametros no modelo FM-SNGH multivariado, com dois grupos de
mistura, em ambos cendrios estabelecidos na Tabela 1. Embora o modelo tenha produzido
estimativas satisfatorias, em termos de viés e variabilidade, sob os diferentes valores
de n assumidos, os resultados para os elementos do primeiro grupo de mistura ficaram
mais aproximados de seus valores reais que no segundo grupo, como podem ser vistos
nos cenarios descritos a seguir. Além disso, nas Tabelas 13 & 20 (consulte o Apéndice
C) encontram-se as estatisticas de resumo das estimativas dos parametros do modelo

FM-SNGH de acordo com os cenérios considerados.

4.1.2.1 Cendrio 1

Agora com as simulagoes finalizadas e os resultados gerados para o contexto
multivariado, em que também utiliza-se n = —1/2 (fixo), pode-se notar, de maneira geral,
que enquanto aumentava-se o tamanho amostral, as estimativas dos parametros de interesse
se aproximavam dos seus respectivos valores verdadeiros (veja Tabela 1) com reducao da
variabilidade. As Figuras 9 a 11, mostram os boxplots das estimativas dos parametros p,

w, 1, Ae .

Conforme mostra a Figura 10, o processo de estimagao dos parametros do modelo
proposto foram satisfatorios no primeiro grupo de mistura, porém na Figura 11, observou-se
que o desempenho do algoritmo EM na recuperacao dos valores verdadeiros dos parametros,
relativos ao segundo grupo, é menos satisfatorio, principalmente em relacdo ao parametro
de covariancia (X), em particular para o elemento ¥,. Além disso, notou-se que tais

resultados apresentaram uma caracteristica de subestimacao.



99

Figura 9 — Boxplots das estimativas de p1, ps e w (linha vermelha indica o valor real dos

parametros), do modelo FM-SNGH multivariado, quando n = —1/2.
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Fonte: O autor (2020).

Figura 10 — Boxplots das estimativas de p;, A; e 31 (linha vermelha indica o valor real
dos parametros), do modelo FM-SNGH multivariado, quando n = —1/2.
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Figura 11 — Boxplots das estimativas de gy, Ag € 3o (linha vermelha indica o valor real
dos pardmetros), do modelo FM-SNGH multivariado, quando n = —1/2.
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Fonte: O autor (2020).

4.1.2.2 Cendrio 2

J& para o Cenério 2, ap6s concluir as simulagoes com 1 = 1/2 (fixo), as Figuras 12
a 14 mostram os boxplots das estimativas dos parametros do modelo FM-SNGH, com G
= 2. Assim como ocorreu no Cenéario 1, o desempenho do algoritmo EM na recuperagao
dos valores verdadeiros dos parametros, relativos ao segundo grupo, ¢ menos satisfatorio,

com destaque para o pardmetro X (veja Figura 14).
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Figura 12 — Boxplots das estimativas de p;, ps e w (linha vermelha indica o valor real dos

parametros), do modelo FM-SNGH multivariado, quando n = 1/2.
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Figura 13 — Boxplots das estimativas de p;, A; e 3; (linha vermelha indica o valor real
dos parametros), do modelo FM-SNGH multivariado, quando n = 1/2.
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Figura 14 — Boxplots das estimativas de gy, Ag e 3o (linha vermelha indica o valor real
dos parametros), do modelo FM-SNGH multivariado, quando n = 1/2.
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Fonte: O autor (2020).

Para completar o estudo de simulagao projetado, na secao a seguir, serao apre-
sentados alguns graficos das medidas BIAS e MSE que irdo auxiliar no entendimento
do comportamento dos estimadores de maxima verossimilhanca para os parametros do

modelo proposto nesse trabalho.

4.1.3 Analise dos cendarios

Adicionalmente, nesta secao, com intuito de elucidar e complementar o resultados
inferenciais descritos anteriormente, realiza-se a andlise dos cenérios, definidos na Tabela

1, em termos do viés médio e do erro quadratico médio.

Desta maneira, pode-se observar que para cada um dos cenarios, os valores de BIAS e

do MSE das estimativas dos parametros diminuem, quando o tamanho da amostra aumenta.
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Isso concorda essencialmente com as propriedades assintoticas dos estimadores de méxima
verossimilhanca. Portanto, conclui-se que os estimadores de méxima verossimilhanga

propostos, neste trabalho, sao consistentes.

As Figuras 15 a 20, apresentadas a seguir, ilustram o viés absoluto (BIAS) e erro
quadratico médio (MSE) baseados nas estimativas dos parametros no modelo FM-SNGH,
nos contextos univariado e multivariado. Além disso, nas Figuras 19 e 20 sao mostradas
um caso especial das medidas BIAS e MSE, que descrevem as médias do viés absoluto
(MBIAS) e do erro quadratico médio (MMSE) das estimativas dos pardmetros p, A e X
no modelo FM-SNGH multivariado.

Figura 15 — BIAS e MSE dos elementos p;, ps € w, nos cenarios univariado.
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Fonte: O autor (2020).

Figura 16 — BIAS e MSE dos elementos 111, A; e 01, nos cenérios univariado.
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Figura 17 — BIAS e MSE dos elementos 112, Ay € 029, nos cenarios univariado.
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Figura 18 — BIAS e MSE dos elementos py, ps € w,

nos cenarios multivariado.
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Figura 19 — MBIAS e MMSE dos elementos p,, A; e 31, nos cenarios multivariado.
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Figura 20 — MBIAS e MMSE dos elementos p,, A2 € 35, nos cenarios multivariado.
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4.1.4 Estudos de selecao dos critérios

Nesta secao, compara-se a capacidade de alguns critérios de informacao classicos
em selecionar o modelo apropriado aos dados, desde a comparacao entre as distribuigoes
assumidas até a determinacdao do nimero de componentes G no contexto de misturas
finitas. Como nao existe um critério universal para esse tipo de selecao, foram escolhidos

os critérios mais populares, o AIC e BIC, mostrados na Secao 3.1.4.

Posto isto, para realizacao desse estudo, utiliza-se de 100 amostras geradas, artifi-
cialmente, de tamanho n = 300 com duas e trés componentes. Os valores adotados nos
parametros do modelo univariado e multivariado sao os mesmos considerados no estudo
de simulagao da Sec¢ao 4.1 e podem ser encontrados na Tabela 1. Adicionalmente, para
o parametro 7, optou-se pelos valores de n = -1/2, 1 e 1/2 em ambos os casos do modelo
proposto. Além disso, para cada réplica gerada, sao ajustados os modelos FM-SNGH,
FM-SN e FM-ST para G =1, ---, 5 e entao registrados valores dos critérios AIC e BIC.

Desta maneira, nas préximas segoes serao descritos os resultados obtidos desse
estudo de comparagao entre os critérios AIC e BIC no contexto do modelo FM-SNGH
univariado e multivariado, com G = 2 e 3. Também sdo apresentadas as diferencas entre
o numero indicado de componentes pelos critérios de selecao e o verdadeiro ntimero de
componentes adotado, ao variar o parametro 7. Para valores maiores que zero, tem-se
sobreajuste, isto ¢, o nimero de componentes escolhido é maior que o verdadeiro, e menores
que zero, ocorre subajuste, ou seja, o nimero de componentes selecionado é menor que
o real. Quando este valor é igual a zero, representa a selecao correta do ntimero de

componentes.

4.1.4.1  Chritério de selegcao - Caso univariado

Com as simulagoes finalizadas para o contexto univariado do modelo FM-SNGH
com duas e trés componentes, inicialmente, pdde-se notar que ao comparar tal modelo com
os modelos FM-SN e FM-ST com varios nimeros de componentes, os critério de sele¢ao

AIC e BIC, favoreciam o modelo proposto neste trabalho. As porcentagens de acordo com
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a preferéncia de cada critério podem ser encontradas na Tabela 2, descritas de acordo com

os valores adotados para o parametro 7.

Tabela 2 — Porcentagens que o modelo FM-SNGH univariado
com duas e trés componentes é escolhido sobre os modelos

FM-SN e FM-ST ajustados.

Valor de  Critérios

Numero de componentes

1 2 3 4 5
Modelo FM-SNGH com duas componentes

0= -1 AIC 100 97 92 95 99

7 BIC 100 97 98 100 100
w0 1 AIC 100 91 94 100 99
= n BIC 100 91 99 100 100
A 1 AIC 100 92 96 97 100
= BIC 100 92 100 100 100

0= -1 AIC 100 60 92 96 100

- BIC 100 60 100 100 100
2 1 AIC 100 60 99 100 100
> n BIC 100 60 100 100 100
P _q AIC 100 89 100 100 100
= BIC 100 89 100 100 100

Modelo FM-SNGH com trés componentes

0= -1 AIC 100 99 97 94 84

o BIC 100 99 97 97 97
@0 _1p AIC 100 100 99 98 88
s BIC 100 99 99 98 99
F~ _q AIC 100 100 100 92 85
= BIC 100 100 100 100 100

0= -1 AIC 100 99 91 51 83

- BIC 100 98 91 94 97
0 _1p AIC 100 100 97 98 99
s " BIC 100 99 97 99 99
P _q AIC 100 100 99 100 100
= BIC 100 99 100 100 100

Fonte: Elaborada pelo autor (2020).

Em seguida, sdo apresentadas as Figuras 21 e 22, onde descrevem as frequéncias

absolutas de subajustes, ajustes corretos e sobreajustes, em relagao ao verdadeiro niimero de

componentes indicados por cada critério, de acordo com cada valor adotado no parametro

1. Note que, para selecionar o nimero de componentes do modelo FM-SNGH, o critério

AIC apresentou um baixo desempenho.



Figura 21 — Amostras do modelo FM-SNGH univariado

componentes, quando 1 = -1/2 (a esquerda), n = 1/2 (ao
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com duas componentes e as
frequéncias absolutas dos critérios AIC e BIC ao considerar o modelo proposto com varios
centro) e n = 1 (a direita).
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Figura 22 — Amostras do modelo FM-SNGH univariado com trés componentes e as
frequéncias absolutas dos critérios AIC e BIC ao considerar o modelo proposto com varios
componentes, quando 7 = -1/2 (& esquerda), n = 1/2 (ao centro) e n = 1 (a direita).
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Pode-se concluir que o critério BIC apresentou um desempenho superior, comparado

ao critério AIC, no decorrer das andlises feitas neste estudo de simulagdo projetado para o

modelo FM-SNGH univariado com duas e trés componentes. Desta maneira, o critério BIC

sera utilizado, principalmente, para analisar os ajustes realizados pelo modelo FM-SNGH

univariado nas aplicagoes a dados reais que serdao apresentadas na Secao 4.2.

4.1.4.2 Critério de selecao - Caso multivariado

Para o contexto multivariado do modelo FM-SNGH, também com duas e trés

componentes, é realizada a mesma comparacao feita no caso anterior. Assim, a partir das

porcentagens de preferéncia dos critérios AIC e BIC, descritas na Tabela 3, de acordo com

os valores adotados no parametro 7, pdde-se verificar que os critérios favoreceram, mais
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uma vez, os modelos propostos com duas e trés componentes (modelos verdadeiros).

Tabela 3 — Porcentagens que o modelo FM-SNGH multivariado
com duas e trés componentes é escolhido sobre os modelos
FM-SN e FM-ST ajustados.

Numero de componentes
1 2 3 4 5
Modelo FM-SNGH com duas componentes
AIC 100 99 99 100 100

Valor de n Critérios

- n=-ip BIC 100 99 100 100 100
7 1 AIC 100 99 100 100 100
= BIC 100 99 100 100 100
= . AIC 100 99 100 100 99
= BIC 100 99 100 100 100
"= s AIC 100 80 97 100 100
o BIC 100 80 100 100 100
2 1 AIC 100 94 98 100 100
s 7 BIC 100 94 100 100 100
A . AIC 100 81 96 100 100
= BIC 100 81 100 100 100
Modelo FM-SNGH com trés componentes
n= s AIC 100 70 70 62 63
- BIC 100 62 70 66 63
2 1 AIC 100 72 69 70 67
s BIC 100 66 69 73 67
- 1 AIC 100 74 67 65 68
= BIC 99 68 67 67 68
y= s AIC 100 62 60 63 56
e BIC 100 61 60 64 58
2 1 AIC 100 66 67 70 67
s 7 BIC 100 66 67 74 67
- . AIC 100 68 66 76 69
= BIC 100 67 66 76 69

Fonte: Elaborada pelo autor (2020).

A seguir sao apresentadas as Figuras 23 e 24, onde estao descritas as frequéncias
absolutas de subajustes, ajustes corretos e sobreajustes, em relacao ao verdadeiro ntimero
de componentes selecionado pelos critérios, conforme varia os valores adotados para o
parametro 7. Observe que, para escolher o nimero de componentes do modelo FM-SNGH

multivariado, novamente o critério AIC apresentou um baixo desempenho.



70

Figura 23 — Amostras do modelo FM-SNGH multivariado com duas componentes: Frequén-

cias absolutas de subajuste, ajuste correto e sobreajuste dos critérios AIC e BIC, conside-

rando o modelo proposto com varios componentes, quando 1 = -1/2 (a esquerda), n = 1/2
(ao centro) e n = 1 (& direita).
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Fonte: O autor (2020).

Figura 24 — Amostras do modelo FM-SNGH multivariado com trés componentes: Frequén-

cias absolutas de subajuste, ajuste correto e sobreajuste dos critérios AIC e BIC, conside-

rando o modelo proposto com varios componentes, quando 1 = -1/2 (a esquerda), n = 1/2
(a0 centro) e n = 1 (& direita).
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Fonte: O autor (2020).

Assim como aconteceu no caso univariado, o critério de selecao BIC apresentou
o melhor desempenho, evidenciando a escolha de utilizar o este critério nas aplicagoes a

dados reais apresentadas a seguir, no contexto multivariado também.

4.2 APLICACOES EM DADOS REAIS

Nesta secao, com intencao de exemplificar a aplicabilidade do modelo FM-SNGH,
considerou-se os conjuntos de dados reais Body Mass Indez [63], Swiss Bank [37] e Old
Faithful [71] que se destacam por terem sido utilizados em ilustragbes numéricas por
um grande nimero de programas estatisticos e autores no contexto de misturas finitas.

Consequentemente, tais conjuntos de dados foram revisitados com o intuito de aplicar a
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metodologia desenvolvida, neste trabalho, no contexto de misturas finitas de SNGH.

Portanto, diferentes modelos, tais como, FM-SNGH, FM-SN e FM-ST, sao ajustados
a esses dados para G =1, - - - 5. Verifica-se adequacao dos modelos aos dados inspecionando
os critérios de informacao AIC e BIC. Sendo assim, constata-se que, para todos os dados

reais aqui analisados, o modelo de misturas finitas com G = 2 foi o que se ajustou melhor.

As Estimativas de Maxima Verossimilhanga (MLE) dos pardmetros do modelo
FM-SNGH sao obtidas via algoritmo EM, proposto na Secao 3.2.4, e seus erros padrao
correspondentes (SD) calculados por meio do procedimento paramétrico de bootstrap.
Na versao paramétrica do método bootstrap, considera-se © como o valor verdadeiro do
parametro a fim de gerar 500 amostras do modelo FM-SNGH. Esta estimativa também foi

usada como chute inicial do algoritmo EM para obter cada amostra de bootstrap.

Sendo assim, calcula-se o desvio padrao amostral dessas replicagoes. Uma questao
importante é se o problema da troca de rétulos (labels) ocorre na geragao das amostras de
bootstrap. Todavia, conforme observado por McLachlan & Peel (2004) [62] a escolha de
© como chute inicial do algoritmo EM para cada amostra de bootstrap evita, na pratica,
outras ocorréncias de troca de rétulo, uma vez que foi considerado o valor verdadeiro do
parametro do modelo na simulacao das amostras de bootstrap. Além disso, esta estratégia
foi combinada com a escolha dos rétulos minimizando a distancia para os verdadeiros

valores dos parametros, como foi feito na Secao 4.1.

Uma informagao importante sobre o modelo FM-SNGH ¢é sobre como obter o valor
do pardmetro n em uma aplicagdo a dados reais. Considera-se, um procedimento inspirado
pelo trabalho de Snoussi & Idier (2006) [75], onde escolhe-se o valor do pardmetro 7 de
acordo com o desempenho da log-verossimilhanca dos dados observados dentro do intervalo
fechado de -5 a 5, com incremento de 0,5. Em outras palavras, é escolhido o valor de 7
que maximiza a log-verossimilhanca dos dados observados, dado que os demais parametros
estao avaliados nas suas respectivas estimativas de maxima verossimilhanca, obtidas via
algoritmo EM. Cabe ressaltar que apds a escolha do valor de tal pardmetro, ele permanece

fixo durante todo processo de estimacao dos parametros do modelo de interesse.

4.2.1 Body Mass Index

Para a primeira aplicagao, no contexto univariado, considera-se o indice de massa
corporal de homens com idades entre 18 e 80 anos. Esses dados foram obtidos no exame
nacional de satide e nutrigao, realizado pelo National Center for Health Statistics (NCHS),
do Center for Disease Control (CDC) nos EUA. Esse estudo foi estimulado pelo problema
de obesidade que tem chamado bastante atencao nos tltimos anos devido sua forte relacao
com muitas doencas cronicas recorrentes. O indice de massa corporal, mais conhecido por
IMC, tornou-se uma média padrao quando o assunto é sobrepeso e obesidade. O indice é

dado pela razao do peso corporal em quilos e o quadrado da altura em metros [17].
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Na literatura, Lin et al. (2007) [55] utilizou o conjunto de dados Body Mass
Indezx, no contexto dos modelos de misturas finitas normais (FM-NOR), ¢-Student (FM-T),
normal assimétrica (FM-SN) e ¢ assimétrica (FM-ST), com G = 2. Em seu trabalho, ele
considerou os relatérios feitos nos anos 1999-2000 e 2001-2002, de modo que para explorar
o comportamento de misturas, somente os dados dos participantes que tinham seus pesos
entre 39,50 kg a 70,00 kg e 95,01 kg a 196,80 kg foram usados. O conjunto de dados
original possui 4579 registros de IMC, apds essa selegdo dos dados, o conjunto resultante
consistiu um total de 2107, onde 1061 participantes pertenciam ao primeiro grupo e 1046
no segundo [66]. Estes dados também foram analisados por Basso et al. (2010) [18] sob
os modelos de misturas finitas das distribui¢des misturas de escala normal assimétrica e
notaram que as distribuicoes SMSN com caudas mais pesadas sao mais adequadas aos
dados do que a distribui¢do normal assimétrica. Sendo assim, este conjunto de dados foi

revisitado agora no contexto do modelo FM-SNGH.

A Tabela 4 apresenta as estimativas de maxima verossimilhanga (MLE) e seus
respectivos desvios padroes (SD) sob os modelos ajustados aos dados. Para mais detalhes
sobre a estimagao dos pardmetros sob os modelos FM-SN e FM-ST, veja [18]. Além disso,
a Tabela 4 mostra os valores dos AIC e BIC para os modelos ajustados. Observe que os
modelos FM-SNGH e FM-SN nao parecem ajustar bem aos dados. Também nota-se que
os critérios AIC e BIC favorecem o modelo FM-ST.

Tabela 4 — Body Mass Index: MLE para os parametros dos modelos
ajustados com os correspondentes desvios padroes. Melhor ajuste
indicado por (*1).

A FM-SNGH FM-SN FM-ST(*1)
Parametros
MLE SD MLE SD MLE SD
— p 0,497 0,0062 0,472 0,0125 0,462 0,0142
a 1 20,132 49642 19,500 0,2429 15,572 0,2432
E o? 15,146  0,4929 14,365 0,2841 12,916 0,3072
@) A 1,120 0,1538 1,902 0,3446 1,900 0,3723
] p 0,503 0,0062 0,528 0,0125 0,538 0,0142
a W 30,206 4,9700 28,760 0,1456 29,100 0,1652
E o? 61,172 0,4979 63,217 0,1580 45,841 0,3100
@) A 1,436  0,1573 10,588 2,7408 7,131 11,8474
n -1,500 - - -
w 2,279  0,0194 - -
v - - 8,759 2,1238
AIC 13751,56 13750,89 13726,67
BIC 13791,13 13790.46 13771,89

Fonte: Elaborada pelo autor (2020).



73

Em seguida, é interessante comparar os ajustes das densidades dos modelos FM-ST
(o melhor ajustado), FM-SN e FM-SNGH. Assim, na Figura 25, encontra-se o histograma

dos dados sobreposto pelas curvas de densidades ajustadas pelos modelos mencionados.

Figura 25 — Histograma dos dados Body Mass Index com as curvas ajustadas pelos modelos
FM-SNGH, FM-SN e FM-ST.
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Fonte: O autor (2020).

Portanto, pode-se concluir que o modelo proposto, neste trabalho, FM-SNGH
¢é bastante flexivel no sentido que pode acomodar simultaneamente multimodalidade,
assimetria e caudas pesadas dependendo dos valores assumidos por seus parametros. Ou
seja, o modelo FM-SNGH pode ser um concorrente dos modelos FM-SMSN em termos de

ajuste e classificacdo. Veremos a seguir outras aplicagoes em dados reais.

4.2.2 Swiss Bank

Analisado por alguns autores como Flury & Riedwyl (1988) [37], Ma & Genton
(2004) [59], Lin (2009) [53] e Basso (2009) [17], o conjunto de dados Swiss Bank sera
utilizado como primeira aplicacao no contexto multivariado para ilustrar a flexibilidade do
modelo FM-SNGH proposto neste trabalho.

Os dados pertencentes ao conjunto Swiss Bank consistem na analise de seis medidas
de dimensoes adquiridas de 100 notas verdadeiras e 100 notas falsas de mil francos suigos.
Seguindo os autores citados acima, para explorar estes dados no contexto de misturas

finitas de densidades, considera-se apenas duas das seis medidas tomadas nas notas, de
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maneira que X; representa a largura da borda direita das notas e Xy o comprimento
diagonal da imagem central. Assim, pode-se utilizar os modelos de misturas com intuito
de classificar as observac¢oes em dois grupos, tratando o problema como sendo de classifi-
cagao supervisionada em grupos de notas verdadeiras e falsas, levando em conta que tal

conhecimento ¢ ignorado [17].

A Tabela 5 mostra as estimativas de maxima verossimilhanca (MLE) e seus desvios
padroes (SD) correspondentes sob os modelos ajustados aos dados. Para mais detalhes sobre
a estimagao dos parametros sob os modelos FM-SN e FM-ST, veja [17]. Adicionalmente,
a Tabela 5 apresenta os resultados do ajuste em termos da log-verossimilhanca dos dados
observados e dos critérios AIC e BIC. Observe que o modelo FM-SN nao parece ajustar bem
os dados. Também observa-se que os critérios AIC e BIC favorecem o modelo FM-SNGH
seguido do modelo FM-ST, ou seja, modelos que tém caudas pesadas e comportamentos

assimétricos. Em seguida, compara-se estes modelos em termos de classificagao.

Tabela 5 — Swiss Bank: MLE para os parametros dos modelos ajustados
com os correspondentes desvios padroes. Melhor ajuste indicado por (*1).

A FM-SNGH(*1) FM-SN FM-ST
Parametros
MLE SD MLE SD MLE SD
p 0,498  0,0208 0,501 0,0360 0,504 0,0365
i1 130,121  5,8123 130,114 0,0656 130,116 0,0660
— 12 139,969 6,2520 140,011 0,0780 139,986 0,7758
& o11 0,237 0,0198 0,085 0,0256 0,070  0,0302
£ 012 -0,004  0,0050 -0,0152 0,0894 -0,009 0,0867
U 099 0,608  0,0311 0,624 0,0726 0,496  0,0855
A1 1,091  0,0490 1,4528 0,9394 11,2679 0,7844
A2 -3,724  0,1083 -5,0930 2,0816 -4,4342 11,7948
p 0,502  0,0208 0,498 0,0360 0,495 0,0365
H11 129,424 5,7852 129,331 0,0678 129,376 0,0828
™ 12 141,804 6,3409 141,772 0,1211 141,791 0,1273
a o1 0,374  0,0292 0,299 0,0607 0,225 0,0833
e 012 -0,093 0,0066 -0,129 0,1067 -0,108 0,0108
U 099 0,407  0,0321 0,239 0,0749 0,225  0,0855
A1 1,611  0,1132 2,713 1,1659 2,125 1,0739
A2 -1,297  0,0842  -1,426 1,0470 -1,390 11,0820
n 2,000 - - -
w 5,497  0,1721 - -

v - - 12,766  9,8835

log-likelihood -306,52 -307,94 -306,21

AIC 643,058 645,887 644,433

BIC 692,532 695,362 697,207

Fonte: Elaborada pelo autor (2020).
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Assim, o objetivo principal dessa aplicagao foi verificar qual dos modelos de misturas
ajustados com duas componentes, especialmente o modelo FM-SNGH, produz resultados
mais satisfatorios quando ajustados a este conjunto de dados. Na Figura 26, encontram-se
os contornos ajustados aos dados pelos modelos FM-SNGH, FM-SN e FM-ST, com os
pontos classificados entre notas verdadeiras, em vermelho, e notas falsas, na cor verde, de
acordo com cada modelo aqui mencionado. Note que, em termos de classificacao os ajustes
feitos pelos modelos FM-SNGH, FM-ST e FM-SN tiveram desempenhos satisfatérios.

Figura 26 — Contornos e pontos classificados pelos modelos FM-SNGH, FM-SN e FM-ST
para os dados Swiss Bank.
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Fonte: O autor (2020).

Dessa forma, como pode ser visto nos resultados obtidos pelos critérios de selecao
AIC e BIC, principalmente pelo critério BIC, o modelo FM-SNGH se ajustou melhor aos
dados, evidenciando sua flexibilidade e utilidade em aplicagoes com dados reais. Além
disso, pode-se notar que o modelo também conseguiu classificar de maneira satisfatoria os

dados pertencentes para cada grupo.

42.3 Old Faithful

A segunda aplicacao dos contextos univariado e multivariado, baseia-se no conjunto
de dados chamado Old Faithful. Este conjunto é composto por 272 medi¢des em minutos
referentes aos intervalos de tempo entre as partidas de erupgoes sucessivas e a duragao
da erupcao subsequente do géiser conhecido por The Old Faitful que estéd localizado no
Yellowstone National Park, Wyoming, EUA [71]. Esses dados tem sido analisados por
diversos autores como Denby & Pregibon (1987) [34], Silverman (1985) [74], Azzalini &
Bowman (1990) [12], Lin et al. (2007) [56] e Basso (2009) [17] que apresentaram diferentes

metodologias e perceptivas, sob o ponto de vista frequentista e bayesiano.

Desta maneira, neste trabalho utiliza-se do conjunto de dados Old Faithful para
ilustrar a aplicabilidade do modelo FM-SNGH, nos contextos univariado e multivariado.

Sendo assim, no primeiro caso, considera-se apenas os dados referentes as 272 medigoes



76

de tempos das erupgoes em minutos. Ja no segundo, para ilustracao dos dados sao
considerados os 272 pares de medidas relacionados aos tempos das erupcoes e o tempo de
espera registrado entre uma erupcao e a proxima, ambos em minutos. Entao, torna-se

possivel explorar o comportamento de misturas finitas nesses dados.

As estimativas de maxima verossimilhanga (MLE) dos pardametros dos modelos
ajustados, seus desvios padrdes (SD) correspondentes e os critérios AIC e BIC podem ser
encontrados na Tabela 6. Para mais detalhes sobre a estimacao dos parametros sob os
modelos FM-SN e FM-ST, veja [17]. Note que os resultados em termos de ajuste, para o
conjunto de dados Old Faithful, apontam para o modelo FM-SN.

Tabela 6 — Old Faithful: MLE para os parametros dos modelos
ajustados com os correspondentes desvios padroes. Melhor ajuste
indicado por (*1).

~ FM-SNGH FM-SN(*1) FM-ST
Parametros
MLE SD MLE SD MLE SD
— P 0,348 0,0299 0,348 0,0293 0,348 0,0294
8. W 1,740 0,0113 1,726 0,0290 1,728 0,0287
E o? 0,138 0,0072 0,145 0,0415 0,137 0,0430
@) A 4853 0,3669 5,811 2,1462 5,707 2,1269
™ p 0,652 0,0299 0,652 0,0293 0,652 0,0294
g 1 4731 0,0262 4,797 0,05614 4,793 0,0524
E o? 0,406 0,0313 0,465 0,0620 0,448 0,0667
@) A -2.371 0,1394 -3,438 11,1329 -3,366 1,1329
i -0,500 - - -
w 5,327 0.1593 - -
v - - 51,520 16,376
AIC 530,216 529,135 531,067
BIC 555,457 554,376 554,913

Fonte: Elaborada pelo autor (2020).

Na Figura 27, sao apresentados os comportamentos das curvas de densidades
ajustadas por cada um dos modelos aqui considerados sobre o histograma do conjunto
de dados Old Fuaithful. P6de-se observar que o modelo FM-SNGH se ajusta tdo bem aos
dados como os outros modelos, principalmente o modelo FM-SN que obteve o melhor

resultado de critério como foi visto na tabela anterior.
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Figura 27 — Histograma dos dados Old Faithful com as curvas ajustadas pelos modelos
FM-SNGH, FM-SN e FM-ST.
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Fonte: O autor (2020).

Por fim, na Figura 28, sao mostrados os contornos gerados, juntos dos pontos
classificados de acordo com cada modelo. Observe que, a classificagao realizada pelo
modelo FM-SNGH comparada com as classificagoes dos demais modelos obtiveram os
mesmos resultados, apesar de nao haver um conhecimento prévio da realidade dos dados.
Ja na Tabela 7, encontram-se os resultados obtidos dos modelos FM-SNGH, FM-SN e

FM-ST ajustados, para o contexto multivariado dos dados.

Figura 28 — Contornos e pontos classificados pelos modelos FM-SNGH, FM-SN e FM-ST
para os dados Old Faithful.
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Tabela 7 — Old Faithful: MLE para os parametros dos modelos ajustados
com os correspondentes desvios padroes. Melhor ajuste indicado por

(*1).
A FM-SNGH FM-SN(*1) FM-ST
Parametros
MLE SD MLE SD MLE SD
p 0,642 0,0277 0,642 0,0293 0,642 0,0293
11 4494 0,2128 4,464 0,1410 4,499  0,1642
— 12 77,142 3,4935 76,515 2,2350 77,498 2,9356
a 011 0,451 0,0369 0,440 0,0633 0,438 0,0777
7 012 0,041 0,0005 0,040 0,0577 0,060 0,0713
U 099 6,650 0,1099 6,911 11,2533 6,283 11,2360
A1 -1,067 0,0750 -1,012 0,5718 -1,041 0,6718
A2 0,970 0,0151 1,169 09118 0,828  1,0329
p 0,358 0,0277 0,358 0,0293 0,358  0,0293
11 1,742 0,0766 1,737 0,0301 1,742  0,0298
™ 412 51,624 23056 51,664 1,3304 51,703 1,3299
8. o11 0,346 0,0269 0,352 0,0356 0,334 0,0360
2 012 0,187 0,0042 0,192 0,0619 0,176 0,0619
@) 099 6,042 0,1251 6,481 0,7301 6,271  0,7332
A1 4,147 0,2634 4,430 1,6241 4,145  1,5177
A2 2,753 0,1704 2959 1,7680 2,669  1,6335
i -0,500 - - -
w 11,451 0,2622 - -

v - - 31,764 34,5275

log-likelihood -1114,5 -1110,2 -1110,2

AIC 2259,04 2250,45 2252.,54

BIC 2313,13 2304.,54 2310,23

Fonte: Elaborada pelo autor (2020).

Para este conjunto de dados, o modelo FM-SN parece se ajustar ligeiramente
melhor aos dados. Isso aconteceu em ambos contextos dos dados aqui analisados. Estes
resultados estdo de acordo com os apresentados em [17]. Contudo, o modelo FM-SNGH
produziu ajustes bem préximos ao modelo FM-SN, mostrando ser bastante competitivo
tanto no ajuste quanto na classificacao quando comparado com os modelos de misturas
finitas sob a classe de distribuigoes SMSN.
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5 CONCLUSOES E TRABALHOS FUTUROS

O presente trabalho teve a finalidade de propor um novo modelo abrangente/flexivel
baseado em misturas finitas de densidades quando segue uma distribuicao SNGH. Esta dis-
tribuicao pode ser vista como um membro particular da classe de distribuigoes SMSN, em
que utiliza-se como distribui¢ao mistura a distribuicao GIG. Devido essas caracteristicas,
o modelo de misturas finitas de SNGH é capaz de acomodar simultaneamente multimo-
dalidade, assimetria e caudas pesadas. Além de admitir uma representacao estocéstica
e hierdarquica interessantes, muitas de suas propriedades podem ser facilmente derivadas
de resultados ja conhecidos das distribuigoes SMSN. Portanto, a metodologia proposta
nessa dissertacao de mestrado mostra ter grande aplicabilidade em inliimeras situacoes

encontradas na natureza.

O esforgo principal deste trabalho foi dado no processo de obtencao dos estimadores
de méaxima verossimilhanca, através do algoritmo EM, para os pardmetros do modelo
de misturas proposto. E importante ressaltar que valores iniciais sao necessarios para
implementacao deste algoritmo. Neste trabalho, utiliza-se de uma metodologia similar a
adotada por Biernacki (2000) [20] e Browne et al. (2015) [24] que pode ser considerada
como uma pré-estimagao dos parametros, onde sao provenientes de um modelo de misturas
finitas de normal assimétrica e da maximizacao da log-verossimilhanca perfilada com
relagdo ao parametro de forma, em um grid aleatério uniforme. Assim, os resultados aqui

obtidos foram aplicados em conjunto de dados reais ou simulados.

Para a ilustragao numérica de aplicagoes a dado reais, considerou-se os conjuntos
de dados mencionados na Secao 4.2, na qual foram revisitados com o intuito de aplicar
toda a metodologia aqui desenvolvida no contexto (univariado e multivariado) do modelo
de misturas finitas de SNGH. Comparando os resultados obtidos, em termos de ajustes e
classificagdo, com outros modelos conhecidos na literatura estatistica de misturas finitas,
constatou-se que o modelo de misturas finitas de SNGH mostrou-se competitivo em relacao
aos modelos de misturas finitas normal assimétrica e skew-t. Foi verificada a adequacao

dos modelos aos dados inspecionando alguns critérios de informacao.

As aplicagoes numéricas foram realizadas no programa R [70]. A estimagao por
maxima verossimilhanca dos parametros, via algoritmo EM, no modelo de misturas finitas
sob a classe de distribui¢oes SMSN foi feita usando o pacote mizsmsn do R. Os demais

procedimentos deste trabalho foram programados e os cddigos estao disponiveis a pedido.

Diante dos resultados obtidos neste trabalho, varios trabalhos futuros podem ainda
ser considerados, tais como misturas finitas de SNGH no contexto de modelos de regressao
e modelos lineares mistos, por exemplo. Por fim, outra sugestao de pesquisas futuras é
utilizar do modelo proposto no desenvolvimento de estudos sob uma perspectiva bayesiana,

devido sua representacao hierdrquica apresentada na Secao 3.2.3.
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APENDICE A — Algumas propriedades da funcio de Bessel

Algumas propriedades da fungdo modificada de Bessel do terceiro tipo K, (x) sao

apresentadas abaixo. Para mais detalhes, veja [38].
(i) Ky(x) = K_y(x),
g 21
(i) Kypa(x) = ;KW(X) + Ky (x),

. —k
1 _ [T (r+k)!(2u)
(iii) Para r € NU {0}, K,41p(x) ox © = (r— k)Ik!

Em particular, tem-se:
T
e K N (*X)7
p(x) = /5 e
o Kip(x) = \/ZG_XX_S/Q(XvL 1),
o Ksp(x) = \/ZG_XX_7/2(X2 + 3x+3),

() ) T ) — ),

X
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APENDICE B - Resultados adicionais do Capitulo 3

Cabe ressaltar que os resultados aqui expressos podem ser encontrados com mais

detalhes em Calegari (2020) [25]. Desta forma, a seguir sao apresentados os seguintes
k) =5 B k) |~k
Sij i

valores esperados u/t; , ut?; 7, e U ), onde para o contexto univariado, assuma p
= 1.
i aw] _ 2faly) cln—rpq (i)’ —
- o) e(n-rp-1.q("w)
@(k) = K Ui1ﬂ|Yi7§(k):| :ﬁia\i"i_@ﬁl\ia (B.2)
—— (k i ’\k‘ — D~ —2 T ——
UtQij( - E Ufl'-rz‘zb’me( )] = l—llTiQUi"’_MT + Mrpr, i, (B.3)
[ ~ 2/\1 — 1)y
5 = B logUly, 8" = 220 p flogye (U4, )] (B4
- Y (i)
ooy c(ime+dae)
%% = Buly, "] = 22 —F (G,). (B5)
- fr (y3) C<ﬁ—p/2+1,@+d(yi),@>
. 2/\i c(n—r/2, /i\2,w —2 1 .
onde 7y; = /OQ) (n //\261 (Y)/\Q) , My = T 1— M1,
I (y:) c(n—p/2—1,cyi +a(ye) ,w) Nors 1+AT A
—2~T1 o T -1 = Ll N
= Myr AT (yi—n),Cy, =23 "(yi—n),dy) = (yi—n)% (yi—p), X ~

—

GH(0,1;v-1p,) com v -1y, = (n—2/2— 1,q(y;)*,w)" e W ~ GH(0, 1;vy,) em que vy, =
(n—rh+1,0+d(y;),w)'.
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APENDICE C — Resumos das estimativas dos parametros no modelo de
FM-SNGH

Nas Tabelas 8 a 20, encontram-se descritos os valores médios (AV) e os correspon-
dentes desvio padrao (SD) das estimativas via algoritmo EM em todas as amostras, assim
como o viés médio (BIAS) e erro quadratico médio (MSE), de cada pardmetro analisado de
acordo com seus referidos cenarios e contextos, definidos na Se¢ao 4.1, conforme varia-se o

tamanho amostral n.

Tabela 8 — Resumo das estimativas de p em
ambos cendrios univariado, quando p; = 0,4.

Cenario 1 Cenario 2

n Medidas
P1 P1
AV 0,39512 0,39530
100 SD 0,04795 0,06969
BIAS 0,03854 0,04767
MSE 2,3e-03 0,00485
AV 0,39571 0,39929
300 SD 0,02965 0,03057
BIAS 0,02427 0,02401
MSE 0,00089 0,00092
AV 0,39861 0,40098
500 SD 0,02190 0,02246
BIAS 0,01795 0,01773
MSE 0,00047 0,00050
AV 0,40056 0,40368
1000 SD 0,01448 0,01608
BIAS 0,01163 0,01317
MSE 0,00020 0,00026

Fonte: Elaborada pelo autor (2020).



Tabela 9 — Resumo das estimativas de pq e ps em ambos cenérios
univariado, quando p; = 15 e puy = 20.

n Medidas Cenario 1 Cenario 2
Hi H2 M1 H2
AV 15,10371 19,82773 15,0340 19,5695
100 SD 0,82359  0,89479 0,82040 1,07455
BIAS 0,24024  0,39163 0,30814 0,72895
MSE 6,8e-01 8,2e-01  0,67073 1,33397
AV 15,00445 20,02827 14,9829 19,9094
200 SD 0,06741  0,18476 0,10754 0,36534
BIAS 0,05328  0,14787 0,08487 0,29648
MSE 0,00454  0,03480 0,01179 0,14091
AV 15,00542 20,04605 15,0079 19,9016
500 SD 0,06292  0,12116 0,08541 0,27310
BIAS 0,03829  0,10608 0,06857 0,21340
MSE 0,00397 0,01674 0,00730 0,08366
AV 15,01099 20,02047 15,0255 19,8761
1000 SD 0,03292  0,08796 0,04804 0,19082

BIAS 0,02816  0,07178 0,04259 0,18107
MSE 0,00120  0,00812 0,00291 0,05106

Fonte: Elaborada pelo autor (2020).

Tabela 10 — Resumo das estimativas de o? e o2 em ambos

cendrios univariado, quando o} = o5 = 1.

. Cenério 1 Cenéario 2
n Medidas
2 2 2 2
0, O, 0, O,

AV 0,97268 1,26441 0,65917 0,71916
SD 0,38173 0,73333 0,61355 0,73396

100 BIAS 0,29006 0,47006 0,61878 0,65890
MSE 1,4e-01  6,0e-01  0,49065 0,61477

AV 0,97295 1,06181 0,73890 0,75802

300 SD 0,21017 0,27217 0,35058 0,39844
BIAS 0,16815 0,21433 0,37277 0,39941

MSE 0,04473 0,07761 0,19037 0,21640

AV 0,99612 1,04604 0,79052 0,76343

500 SD 0,16724 0,20148 0,23642 0,26947
BIAS 0,12816 0,16305 0,27487 0,31012

MSE 0,02787 0,04255 0,09933 0,12800

AV 0,99340 1,00865 0,81986 0,75753

1000 SD 0,11134 0,13289 0,13539 0,16547

BIAS 0,09084 0,10415 0,19415 0,26410
MSE 0,01239 0,01766 0,05042 0,08564

Fonte: Elaborada pelo autor (2020).



Tabela 11 — Resumo das estimativas de A\; e Ay em ambos cendrios

univariado, quando A\; = -4 e Ay = -1.
n Medidas Cenario 1 Cenario 2
A1 Az A1 Az
AV -8,23336  -1,39590 -5,8019 -1,0464
100 SD 11,74563 1,50092 7,01793 2,04064
BIAS 5,71539  0,99628 4,15913 1,33002
MSE 1,0e+02  2,4e+00 52,2433 4,14479
AV -4,92495 -1,20529 -5,2017 -0,9991
300 SD 2,24262  0,59434 3,47347 0,69035
BIAS 1,64950 047782 2,01198 0,53172
MSE 5,86557  0,39403 13,4407 0,47388
AV -4,58130 -1,17437 -5,0600 -0,9300
500 SD 1,39585  0,39243 1,80547 0,45221
BIAS 1,09121  0,33186 1,50084 0,36640
MSE 2,27864  0,18380 4,35759 0,20777
AV -4,40788 -1,08264 -5,0586 -0,8491
1000 SD 0,93496  0,27182 1,04234 0,34711

BIAS  0,75990 021766 1,16597 0,32287
MSE  1,03705 0,08042 2,18642 0,14092

Fonte: Elaborada pelo autor (2020).

Tabela 12 — Resumo das estimativas de w em
ambos cenarios univariado, quando w = 1.

n Medidas Cenéario 1 Cenéario 2

w w

AV 2,01244 0,69599

100 SD 3,00344 0,83129
BIAS 2,29137 0,73621

MSE 1,8e+01 0,77988

AV 0,81434 0,69475

200 SD 1,11441 0,41854
BIAS 0,84658 0,42799

MSE 1,27390 0,26736

AV 0,73276 0,70025

“00 SD 0,92856 0,26767
BIAS 0,76116 0,35181

MSE 0,93191 0,16092

AV 1,26571 0,72629

1000 SD 0,34910 0,15518
BIAS 0,32758 0,28856

MSE 0,19199 0,09853

Fonte: Elaborada pelo autor (2020).



Tabela 13 — Resumo das estimativas de p em ambos cenérios
multivariado, quando p; = 0,7.

n Medidas Cenéario 1 Cenéario 2

P1 P1

AV 0,69810 0,69740

100 SD 0,05660 0,05732
BIAS 0,03833 0,03954

MSE 0,00320 0,00328

AV 0,69770 0,69897

300 SD 0,04141 0,04211
BIAS 0,02289 0,02355

MSE 0,00171 0,00177

AV 0,69869 0,69838

500 SD 0,03789 0,03754
BIAS 0,01867 0,01752

MSE 0,00143 0,00140

AV 0,69811 0,69903

1000 SD 0,03434 0,03453
BIAS 0,01259 0,01304

MSE 0,00118 0,00119

Fonte: Elaborada pelo autor (2020).

Tabela 14 — Resumo das estimativas de p; em ambos cena-
rios multivariado, quando p, = (0, 0).

n Medidas Cenério 1 Cenéario 2

K [l !

AV 0,03476 0,03773 0,07140 0,04926
SD 0,33045 0,13961 0,40906 0,18529

100 BIAS 0,24783 0,09816 0,30538 0,12640
MSE 0,11019 0,02087 0,17209 0,03669

AV 1,5e-02  2,1e-05 0,02644 0,00688

300 SD 0,15753 0,05869 0,19814 0,08397
BIAS 0,12077 0,04576 0,15435 0,06511

MSE 0,02501 0,00343 0,03988 0,00708

AV 0,00812 -0,0023 0,00765 0,00105

500 SD 0,11233 0,04292 0,15607 0,06164
BIAS 0,08959 0,03410 0,11910 0,04706

MSE 0,01265 0,00184 0,02436 0,00379

AV 0,00428 -0,0011 -0,0006 -0,0079

1000 SD 0,07511 0,03150 0,10065 0,03718

BIAS 0,05869 0,02484 0,08182 0,02980
MSE 0,00564 0,00099 0,01011 0,00144

Fonte: Elaborada pelo autor (2020).



Tabela 15 — Resumo das estimativas de g, em ambos cend-
rios multivariado, quando p, = (5, 5).

n Medidas Cenério 1 Cenério 2

Ha Ha

AV 5,22068 5,28377 5,40612 5,34793
SD 0,82569 0,60004 1,00408 0,68941

100 BIAS 0,66041 0,45665 0,83272 0,53316
MSE 0,72910 0,43986 1,17110 0,59539

AV 5,11289 5,08861 5,15857 5,13174

300 SD 0,15753 0,05869 0,65031 0,45701
BIAS 0,37878 0,20948 0,47875 0,28847

MSE 0,31061 0,13464 0,44720 0,22579

AV 0,04784 5,04873 5,08169 5,08528

500 SD 0,43629 0,31113 0,34676 0,21245
BIAS 0,27676 0,16646 0,11910 0,04706

MSE 0,19226 0,09898 0,28630 0,14340

AV 5,01884 5,01569 5,03627 5,01733

1000 SD 0,33932  0,25389 0,39556 0,27654

BIAS 0,19261 0,10242 0,23008 0,12426
MSE 0,11526 0,06457 0,15747 0,07662

Fonte: Elaborada pelo autor (2020).

Tabela 16 — Resumo das estimativas de A; em ambos
cenarios multivariado, quando A; = (1, 4).

Cenério 1 Cenéario 2
A1 A1

AV 1,29633 5,34998 1,10110 5,10655
SD 1,82886 3,42520 1,80964 3,84173

n Medidas

100 BIAS  0,12801 0,10557 0,13563 0,10816
MSE  0,03401 0,01761 0,03727 0,01950
AV 1,02273  4,38453 0,99078 4,36051
200 SD 0,65201 1,13349 0,71758 1,51904
BIAS  0,05500 0,05689 0,06137 0,06183
MSE  0,00663 0,00517 0,00821 0,00610
AV 1,01982 4,23287 1,03409 4,22319
00 SD 0,50348 0,81435 0,52921 0,94124
BIAS  0,04345 0,04566 0,04942 0,04853
MSE  0,00463 0,00333 0,00577 0,00385
AV 1,01713 4,13783 1,04172 4,19959
1000 SD 0,31175 0,58827 0,35076 0,59490

BIAS 0,03029 0,02902 0,03658 0,03504
MSE 0,00322 0,00135 0,00391 0,00186

Fonte: Elaborada pelo autor (2020).



Tabela 18 — Resumo das estimativas de 3; em ambos cenarios multivariado,

Tabela 17 — Resumo das estimativas de Ay em ambos
cenérios multivariado, quando Ay = (1, 2).

n Medidas Cenario 1 Cenario 2
A2 A2
AV 1,30687 3,54677 1,14239 3,20341
100 SD 6,62357 7,10203 5,49259 6,29529
BIAS 0,12254 0,55622 0,13083 0,52409
MSE 0,02809 0,38406 0,03215 0,36710
AV 0,93666 2,06555 0,91161 2,05482
300 SD 1,07352 1,09989 1,09228 1,65795
BIAS 0,05887 0,57531 0,07390 0,54791
MSE 0,00724 0,36822 0,01091 0,34305
AV 0,99624 2,00986 0,95311 1,96426
500 SD 0,74699 0,81683 0,78035 0,86747
BIAS 0,04500 0,57834 0,05628 0,54497
MSE 0,00493 0,35975 0,00676 0,32194
AV 0,98353 1,98401 0,97477 2,02041
1000 SD 0,49509 0,48557 0,52832 0,54227
BIAS 0,03296 0,60054 0,04047 0,57396
MSE 0,00353 0,37565 0,00424 0,34417

Fonte: Elaborada pelo autor (2020).

quando 011 = 1, 019 = 0 e 095 = 1.

n Medidas Cenario 1 Cenario 2
011 012 022 011 012 022
AV 1,04458 -0,0197 0,96125 1,02468 -0,0278 0,95614
100 SD 0,17915 0,13137 0,16324 0,19166 0,13700 0,17403
BIAS 0,45753 0,74691 1,33120 0,44454 0,72025 1,24170
MSE 0,25926 0,63547 3,42587 0,25555 0,60053 3,27849
AV 0,99904 -0,0144 0,98229 1,01270 -0,0128 1,01051
300 SD 0,08155 0,07054 0,08334 0,08982 0,07715 0,10405
BIAS 0,38711 0,67689 0,49735 0,38691 0,64836 0,54417
MSE 0,17607 0,49769 0,42479 0,17878 0,46042 0,51398
AV 0,99108 -0,0073 0,98735 1,02282 -0,0043 1,01516
500 SD 0,06754 0,05737 0,06916 0,07252 0,06195 0,08094
BIAS 0,36036 0,64635 0,39188 0,36145 0,62490 0,41472
MSE 0,14598 0,44628 0,25338 0,14813 0,42005 0,28067
AV 0,99398 -0,0032 0,98934 1,01604 0,00116 1,02178
1000 SD 0,05652 0,03669 0,05851 0,06054 0,04324 0,06143
BIAS 0,34070 0,63424 0,24495 0,33597 0,59708 0,28893
MSE 0,12505 0,41755 0,09728 0,12209 0,37348 0,12452

Fonte: Elaborada pelo autor (2020).
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Tabela 19 — Resumo das estimativas de 35 em ambos cenarios multivariado,
quando 011 = 2, 019 = 12 € 099 = 2.

n Medidas Cenério 1 Cenario 2

011 012 022 011 012 022

AV 1,47785 0,04564 1,25588 1,51389 0,06008 1,28012
SD 0,33415 0,23006 0,28624 0,36203 0,24932 0,28718

100 BIAS 2,39837 3,07256 3,41027 242346 2,85252  2,94065
MSE 13,5310 43,8781 52,7305 15,9538 30,1285 40,9996

AV 1,42555 0,11291 1,32310 1,45544 0,11308 1,35163

300 SD 0,19574 0,16213 0,19897 0,21588 0,17071 0,20032
BIAS 0,87696 0,79835 0,83523 1,04943 0,84105 0,95612

MSE 1,43010 1,15416 1,21164 2,43285 1,19850 2,74633

AV 1,42165 0,13963 1,35364 1,45502 0,13854 1,37509

500 SD 0,15910 0,12710 0,16899 0,15809 0,13234 0,17207
BIAS 0,64552 0,54451 0,61464 0,72134 0,57844 0,65765

MSE 0,71608 0,55690 0,66598 0,93399 0,60993 0,75227

AV 1,39945 0,15929 1,36575 1,42603 0,16402 1,40291

1000 SD 0,12261 0,09482 0,12378 0,12153 0,09606 0,13040

BIAS 0,44546 0,36677 0,37531 0,47798 0,38287 0,41399
MSE 0,36437 0,24489 0,23556 0,39303 0,27920 0,29389

Fonte: Elaborada pelo autor (2020).

Tabela 20 — Resumo das estimativas de w em
ambos cendarios multivariado, quando w = 2.

n Medidas Cenéario 1 Cenario 2

w w

AV 4,08117 2,96956

100 SD 4,15339 2,12152
BIAS 2,64118 1,45769

MSE 21,5474 5,43192

AV 2,63312 2,41139

200 SD 1,25589 0,69620
BIAS 0,84080 0,59117

MSE 1,97496 0,65298

AV 2.43798 2,38542

00 SD 0,68087 0,55091
BIAS 0,60264 0,49745

MSE 0,65449 0,45144

AV 2,28427 2,27236

1000 SD 0,43369 0,32330
BIAS 0,38097 0,33344

MSE 0,26853 0,17850

Fonte: Elaborada pelo autor (2020).



