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RESUMO

Problemas de modelagem podem envolver um ntimero muito elevado de variaveis
de entrada, principalmente quando estamos interessados em estudar dados experimentais
e obter um modelo explicativo para um certo fendmeno ou evento a partir destes. Em
geral, deseja-se que o modelo seja interpretavel e que seja possivel obter uma conclusao
clara sobre a relagao de cada variavel explicativa com a resposta, onde um niimero muito
grande de variaveis pode dificultar tal interpretacao. A utilizacao da regressao Lasso é
uma opcao viavel para obter modelos com um menor nimero de variaveis de entrada,
enquanto mantendo a precisao obtida pelos mesmos. No entanto, a geragao de modelos a
partir do Lasso exige maior esfor¢o computacional quando comparado a outros métodos,
e por esse motivo é importante que o processo de geracao destes modelos seja eficiente.
Nesse estudo, realizamos a analise de diferentes algoritmos para a geragao de modelos a
partir do Lasso, bem como formas de reduzir o esforco computacional quando desejamos
obter diversos modelos, para diferentes valores do pardmetro de regularizacao, para um

dado problema, por meio da aproximacao da frente de Pareto do Lasso.

Palavras-chave: Otimizacao Multiobjetivo. Regressao Lasso. Otimizacao.



ABSTRACT

Modeling problems can involve a very large number of input variables, especially
when we are interested in studying experimental data and obtaining an explanatory model
for a certain phenomenon or event from them. In general, it is desired that the model
be interpretable and that a clear conclusion can be obtained about the relationship of
each input variable to the response, where a large number of variables can make such
interpretation difficult. The use of Lasso regression is a viable option for obtaining models
with a smaller number of input variables, while maintaining the accuracy obtained by them.
However, generating models from Lasso requires greater computational effort compared to
other methods, and for this reason, it is important that the process of generating these
models is efficient. In this study, we conducted an analysis of different algorithms for
generating models from Lasso, as well as ways to reduce computational effort when we
want to obtain multiple models for different regularization parameter values for a given

problem, by approximating the Pareto front of Lasso.

Keywords: Multiobjective Optimization. Lasso Regression. Optimization.
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1 INTRODUCAO

Modelos construidos a partir de regressao sao comuns em diferentes areas da ciéncia
e da engenharia, principalmente quando é conhecida a existéncia de uma relagao linear
entre as variaveis de entrada, ou alguma funcao destas, e a variavel de resposta que se
deseja estudar. Sendo uma abordagem comum para problemas, existem varios métodos
para criar modelos de regressao, cada um com propriedades estatisticas diferentes, e que

podem se mostrar adequados em diferentes cenarios.

Em algumas aplicagtes, o niimero de variaveis de entrada (ou preditores) é alto, e o
processo de geracao de um modelo de regressao pode se tornar custoso computacionalmente,
isto é, necessitando de um alto niimero de operagoes computacionais para a obtencao do
modelo. A complexidade computacional de gerar um modelo de regressao depende, além
do método utilizado, da quantidade de preditores e de amostras disponiveis no conjunto

de dados utilizado para ajustar o modelo.

A regressao Lasso (Least Absolute Shrinkage and Selection Operator) é um dos
métodos disponiveis e é conhecido por ser um método de regularizacao, ou seja, impoe
uma restricao sobre a norma do vetor de parametros da regressao, capaz de reduzir o
numero de variaveis de entrada no modelo, pois elimina varidveis cujos pardmetros tenham
valor préximo a 0. Esse comportamento faz com que por vezes os modelos gerados pelo
Lasso possuam um niimero significativamente menor de variaveis de entrada e, dessa forma,

sejam mais faceis de interpretar e extrair informagoes.

Assim como outros métodos de regularizacao, o Lasso depende de um parametro
de regularizacao para gerar um modelo para um conjunto de dados especifico, e diferentes
modelos podem ser gerados para o mesmo conjunto de dados ao se variar tal parametro.
A escolha do modelo, dentre todos os possiveis por meio da variacao do parametro
de regularizagdo, deve ser feita pelo tomador de decisao, que podera levar em conta
caracteristicas especificas do problema ao qual se deseja solucionar ou do cenario estudado.
Existem também métodos estatisticos como a validacao cruzada, que permite determinar
objetivamente o modelo que possui melhor performance no caso de classificadores, por

exemplo.

Embora o Lasso possua propriedades interessantes, a geracao de diferentes modelos
conforme o parametro de regularizacao escolhido é mais custosa em relagao a outros
métodos por utilizar a norma da soma (|| - ||1) e, portanto, tornar a fungdo de minimizagao
nao-diferenciavel. Por esta razao, nao podemos obter uma expressao para o vetor de
parametros com base nos dados de entrada, e devem ser utilizados métodos de otimizagao
nao diferenciavel para obter os modelos, que em geral sao mais custosos computacionalmente
que os métodos para otimizacao de fungoes diferenciaveis, como é o caso da func¢ao de

minimizagao do Ridge, que utiliza a norma euclidiana (|| - ||2)-
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Por fim, geralmente desejamos gerar diversos modelos para o mesmo conjunto de
dados, sendo cada um destes para um valor diferente do parametro de regularizacao, que
denominaremos t neste trabalho, de forma que o tomador de decisdo possa escolher quais
sao os valores de t que melhor se adéquam ao problema. Nesse sentido, o cenario ideal é
aquele onde disponibilizamos todos os modelos possiveis (para todos os valores possiveis
de t). Como discutiremos mais adiante, isso é possivel se descrevermos uma férmula

paramétrica x*(t) para o vetor de parametros dependendo apenas do valor de t.

Como veremos, o conjunto de todas as solugoes x*(t) para t > 0 representa a frente
de Pareto de um problema de otimizacao bi-objetivo associado a regressao Lasso para
um conjunto de dados especifico. Diversos métodos para otimizagdo multiobjetivo podem
ser aplicados na solu¢ao deste problema, como apresentado em [15]. Realizaremos uma

analise mais aprofundada de tais métodos no Capitulo 3.

Normalmente, o conjunto de solucoes para a regressao Lasso ¢ apresentado em
um grafico 2D onde os eixos representam as quantidades que estamos interessados em
minimizar, ou seja, o quadrado do erro e a norma da soma do vetor de parametros. Para
simplificar, a partir de agora nos referimos ao vetor de parametros como x. A Figura 1

exibe um representacao do conjunto de solugoes para um conjunto de dados especifico.

2.00 ~

1.75

1.50 -

i1

1.25 +

1.00 +

0.75 ~

0.50 ~

lAx —bj*

Figura 1 — Exemplo de frente de Pareto.

Esta representacao ¢ muito util, visto que as solugdes do problema bi-objetivo que

representa o Lasso com n preditores esta no espaco R™ e, para n > 3, a visualizacao das
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solugoes se torna impossivel. Além disso, esse tipo de grafico nos permite visualizar os
atributos mais importantes de nossas solugoes e pode auxiliar o tomador de decisdo no

processo de sele¢ao de um modelo.

O tomador de decisao refere-se ao individuo ou algoritmo responsavel por escolher
o melhor modelo entre os modelos disponiveis, dado pela regressao Lasso. Existe uma
série de métodos estatisticos para selecionar o melhor modelo e até mesmo métricas para
medir a qualidade de um determinado modelo. Esses assuntos nao serao aprofundados

nesse texto, mas serao apresentados nas segoes seguintes.

No decorrer deste texto, apresentaremos métodos computacionais para gerar mo-
delos com regressao Lasso e suas propriedades estatisticas. Além disso, propomos um
algoritmo para obter uma aproximagao da frente de Pareto do problema Lasso com um
numero reduzido de minimizagoes para diferentes valores do parametro de regularizagao
t. Também investigamos as perdas que ocorrem quando usamos a interpolacao para
aproximar a férmula paramétrica de x*(¢) por meio do algoritmo descrito, ao utilizarmos

diferentes métodos de interpolacao.

O trabalho esta organizado como segue: O Capitulo 2 apresenta os principais
conceitos associados a regressao Lasso e suas caracteristicas. O Capitulo 3 apresenta os
conceitos relacionados a otimizagao multiobjetivo, incluindo a definicao da frente de Pareto
e a caracterizagdo do problema da regressao Lasso. O Capitulo 4 apresenta os algoritmos
utilizados para a obtencao dos modelos com valor do parametro de regularizacao especifico,
bem como o algoritmo proposto para gerar a frente de Pareto do problema. O Capitulo
5 apresenta os resultados dos experimentos computacionais realizados. Finalmente, o

Capitulo 6 apresenta as conclusoes obtidas a partir das andlises dos resultados.
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2 CONCEITOS GERAIS

A regressao Lasso é uma variacao da regressao linear com abordagem de Minimos
Quadrados Ordinarios (MQO) apresentada pela primeira vez em [17]. Sua principal
diferenca do MQO ¢ a restricao adicionada ao problema sobre a norma da soma da variavel

no problema de otimizagcao.

Conforme apresentado em [17], o Lasso é um método de regularizacdo, os quais
sao métodos que tentam alcancar um melhor resultado na regressao trocando variancia
por viés, ou seja, diminuindo a variancia do modelo mas introduzindo algum nivel de
viés. Em alguns casos, a regularizacao pode levar a uma melhor precisao geral, como
Tibshirani descreveu em [8]. Deve-se notar que o método de regressao linear com menor
variancia entre todas as regressoes sem viés é o MQO (Teorema de Gauss-Markov, ver [§]
Secao 3.2.2), mas a auséncia de viés nem sempre ¢ a melhor escolha em um determinado

problema.

Existem outros exemplos de regressao, semelhantes ao Lasso, que utilizam regu-
larizagao, como a Ridge, cuja restricao se impoe ao quadrado da norma euclidiana dos
coeficientes. H4 também o Elastic Net, que surge como resultado de uma modificacao na

norma da restri¢gao, como serd descrito formalmente adiante.

A regressao Ridge, em especial, tem uma formula exata para o vetor de coeficientes,
para cada valor do parametro de regularizacao t fixado. Isso torna o processo de obtencao
da frente de Pareto mais facil do que no caso do Lasso, para o qual nao existe uma
expressao analitica em funcdo do pardmetro de regularizacao fixado. Estes fatos sao

explorados e explicados adiante.

2.1 DEFINICOES

Comegaremos apresentando os conceitos basicos e as defini¢coes usadas na formulacao
do problema de regressao. Uma vez que o Lasso estd associado ao MQO, sendo uma

variagao deste método, o definimos em primeiro lugar.

Considere A uma matriz m X n representando os dados para as variaveis de entrada
e b um vetor coluna de dimensao m representando as respectivas respostas. Ao realizar
uma regressao linear, gostariamos de determinar um vetor coluna x = (x1,xs, ... x,), de
dimensao n, também denominado vetor de parametros, tal que, dado um vetor linha

a; = (ail, a2,y ... am) da matriz A,
y(a;) = x1ai1 + Ta@iz + -+ + TnQip R b (2.1)

¢ uma boa aproximacao para a resposta b; relacionada a esta entrada, no sentido de reduzir

o erro cometido pelo modelo. Obviamente, se os dados nao forem descritos por uma
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relagao linear dos preditores, esse erro podera ser consideravel, tornando a aproximacao

ineficiente.

Portanto, ao realizar uma regressao linear usando MQO visamos reduzir o erro

quadrado residual, que é dado por
SE = Z -x —b;)* = |Ax — b||3 (2.2)

Isso implica que o problema de otimizacao relacionado ao MQO ¢
min [Ax — bl , x€R" (2.3)

que se trata de um problema de otimizacao irrestrito. As condigoes de otimalidade para

este problema requerem que
V|[[Ax — b||2 =2(Ax —b) =0 (2.4)

A partir desta condicao, podemos chegar a férmula bem conhecida que nos da o vetor de
coeficientes segundo o MQO,
= (ATA)'A™b (2.5)

Os métodos de regularizacao ficam definidos ao se adicionar uma restricdo ao

problema MQO, como por exemplo

min |[Ax —bl; , xeR" (2.6)

sujeito a ||z[|) < ¢,

para algum valor de p > 0, que define o tipo de método de encolhimento. Por exemplo,

= 2 define o problema Ridge e p = 1 define o problema Lasso. O parametro de
regularizacao t > 0 define o tamanho do encolhimento, e valores diferentes de ¢ podem
resultar em solugoes diferentes para um determinado problema de regressao. E facil ver que,
se t > ||z|[b, o problema regularizado se reduz ao MQO. Dito isso, sempre consideraremos
0 <t < [lag]5.

O problema relacionado a regressao Ridge, citada anteriormente, pode ser definido

como

min ||Ax — b|?,x € R" (2.7)

sujeito a ||z[|3 < t.

Este problema pode ser definido como um problema de otimizagao irrestrita, adicionando-se

um fator de penalidade a fungao objetivo, como segue

min ||[Ax — b3 + A||x[|3,x € R". (2.8)
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Aqui, o pardmetro A > 0 é Unico para cada parametro t na formulacao anterior. A
existéncia dessa relagdo um-para-um é provada em [17], mas nem sempre é possivel
determinar explicitamente essa relacao, isto €, nao ha uma expressao geral que forneca A

em funcao de t ou vice-versa.

Assim como no problema MQO, podemos derivar a expressao (2.8) de forma a
chegar em uma expressao para a solugao, ou seja, dadas as matrizes A, b e o parametro A,

o vetor de coeficientes fica definido por
Xridge(A) = (ATA + X))t ATb (2.9)
No caso do Lasso, que é definido por

min ||Ax — b||3,x € R" (2.10)

sujeito a ||z[]] < t.
e pode ser escrito como o problema de otimizacao irrestrita
min ||[Ax — bl + A||x]|;,x € R". (2.11)

nao ¢ possivel deduzir uma férmula explicita devido a nao-diferenciabilidade introduzida

pela norma 1.

Este fato motiva a criacdo de métodos computacionais para a resolugdo deste
problema. Podemos utilizar técnicas de otimizagao nao diferenciavel para encontrar

Xasso(A) para um determinado A.

O entendimento sobre o parametro A para o Lasso é o mesmo apresentado na

regressao Ridge.

O conjunto de todas as solugdes Xjp.s0(A), para 0 < A < 00, é frequentemente
chamado de caminho de reqularizagdo, e pode ser util possuir tal conjunto ao se decidir
qual modelo (ou seja, qual valor de \) serd utilizado. O processo de decisdao pode ser feito
por meio de uma técnica de reamostragem, como o método de validacao cruzada e suas
variagoes [1].

E possivel mostrar que o caminho de regularizacio do Lasso ¢ a frente de Pareto

do problema bi-objetivo
min {[| Az — b[f3, [J2[1}. (2.12)

De fato, podemos utilizar o método das somas ponderadas para escalarizar a fungao
vetorial que define o problema bi-obijetivo em (2.12) e encontrar suas solugoes, visto que
essas solugoes podem ser todas encontradas por meio desse método (ver Teorema 10 no

Capitulo 3). Temos entao o problema
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min wi||Ax — b3 +wox||; , x€R"™ (2.13)

para wy, wy > 0. O problema de minimizacao (2.13) possui as mesmas solugoes do

problema

min HAx—bu§+%HxH} . x€cR". (2.14)
1

para wy > 0 que, por sua vez, possui as mesmas solugoes do problema (2.11), isto

é, a forma Lagrangeana do problema de minimizacao do Lasso, ao se fazer A = 1%

Portanto, encontrar a frente de Pareto do problema (2.14) é equivalente a encontrar
a solugao para cada valor de ¢t no problema original. Além disso, podemos fazer uso de
técnicas para gerar a frente de Pareto de forma a obter pontos uniformemente distribuidos,
como a escalarizagao de Tchebychev Along Rays [5] e o método adaptativo Weighted Sum

(soma ponderada), descrito em [9] e [10].

2.2 SUBGRADIENTE

Apresentamos agora algumas defini¢oes e resultados usando o conceito de subgra-
diente, que serao posteriormente utilizados nos métodos computacionais propostos para a

geracao da frente de Pareto do Lasso.

O subgradiente de uma funcao ¢ uma generalizagao, para fungoes nao diferenciaveis,
do gradiente definido para funcoes diferenciaveis, no sentido de fornecer um hiperplano
de apoio a funcdo em um ponto dado. O subgradiente de uma fung¢ao nao suave em
um ponto é um elemento do conjunto denominado subdiferencial da fungao neste ponto.

Formalmente temos

Definig¢ao 1. Um subgradiente da funcao convexa f : R™ — R no ponto x € R™ é o vetor

g € R™ tal que, para todo y € R™,

fy) > fle)+9"(y — ) (2.15)

Definicao 2. O subdiferencial da fun¢ao convexa f : R™ — R no ponto x € R™ é o

conjunto Jf(x) contendo todos os subgradientes da funcao f neste ponto.

Se a fungao f for diferenciavel no ponto z, df(z) = {Vf(z)}. A Figura 2 ilustra

as defini¢oes apresentadas acima.

No exemplo da Figura 2, a funcao f é diferenciavel no ponto A e por esse motivo

o subgradiente nesse ponto define um tnico plano tangente ao grafico de f em A. No
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Figura 2 — Exemplo de subgradientes de uma funcao nao diferenciavel.

entanto, no ponto B onde f nao é diferenciavel, existem varios planos de apoio definidos

por diferentes subgradientes.

Apresentaremos agora uma condicao de otimalidade local para um problema de

otimizagao cuja funcao objetivo é nao suave:

Teorema 3. O ponto x € R™ é um minimo (ou mdximo) local da fungao f: R™ — R se,
e somente se, 0 € Of(x), onde 0 € R™.

A ideia por tras deste resultado pode ser visualizada da seguinte forma: se o ponto
for um minimo local, entao podemos passar por ele um plano de apoio com inclinacao 0,
de forma que o gréafico da funcao esteja acima deste plano (pelo menos localmente, em uma
vizinhanga em torno do ponto). Exploraremos esses conceitos no Capitulo 4, ao discutir

os algoritmos para encontrar solugoes para o problema de otimizagao do Lasso.

2.3 PROPRIEDADES ESTATISTICAS

Discutimos agora as principais propriedades estatisticas da regressao Lasso e os
modelos que ela produz, com relagdo a demais métodos. Mais especificamente, apresenta-
mos os principios da parcimoénia e a introducao de viés no estimador para reduzir o erro

do estimador.
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2.3.1 Parcimonia

Ao ajustar um modelo, muitas vezes obtemos variaveis com coeficientes proximos
a zero e, em alguns casos, todas as variaveis de entrada obtém um coeficiente diferente
de zero, mesmo que nao tenham significancia para o modelo. Isso acontece mesmo com
métodos de encolhimento como o Ridge. No entanto, o Lasso possui a propriedade de
parcimoénia, o que significa que a regressao tende a atribuir o valor zero a coeficientes
de variaveis que, de outra forma, teriam um coeficiente pequeno mas diferente de zero

fornecendo, portanto, modelos com menor niimero de variaveis.

Entender o significado de cada uma das variaveis é algo desejavel em diversas
aplicacgoes, e isso s6 pode ser alcancado se houver um ntmero razoavel de variaveis no
modelo. Além disso, se uma variavel estiver presente, mas seu coeficiente for préximo de
zero, essa variavel pode nao ser significativa para o modelo, podendo interferir na analise

deste pelo decisor.

2.3.2 Introducao de Viés

O viés em um estimador é dado por F(Y) — u, e representa o desvio da resposta
esperada do estimador da média da resposta real. Nesse sentido, parece natural que um
estimador preciso para uma dada varidvel nao possua viés. No entanto, é possivel que o
melhor preditor para um determinado conjunto de teste, no sentido de erro obtido com

um conjunto de testes, possua certo nivel de viés.

De fato, o erro de teste quadrado do estimador pode ser escrito como
SME) = |E(Y) — u|+ Var(Y) (2.16)

onde o primeiro termo do lado direito é igual ao viés do estimador. Assim, para minimizar
o erro devemos reduzir o viés e/ou a varidncia do estimador. Isso torna possivel uma
situacao em que permitimos algum viés a fim de reduzir a variancia, de forma que obtemos
um estimador com uma média da soma dos erros (MSE) menor que a do melhor estimador
sem viés. Nesses casos, esperamos que os métodos de encolhimento (incluindo o Lasso)
tenham um desempenho melhor do que métodos com estimador sem viés, como o MQO, e

isso justifica o uso do primeiro em situagoes especificas.

2.4 VARIACOES DO LASSO

Apesar de ter vantagens estatisticas em diversos cenarios, o Lasso pode enfrentar
dificuldades em obter um modelo consistente em determinados problemas, a depender
da natureza das variaveis de entrada. Visando solucionar alguns desses problemas, sao

propostas modificagdbes ao modelo original do Lasso.

Um dos maiores problemas na utilizacao do Lasso é a introducao de viés excessivo

em conjuntos com grande ntimero de preditores com relagdo ao niimero de amostras no
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conjunto de dados, uma vez que existe a tendéncia de atribuir zero a um niimero consideravel
de varidveis. Em [14] é introduzido o lasso relazado, que consiste na aplicacao do Lasso
para encontrar um conjunto de variaveis menor que o inicial com coeficientes diferentes
de zero e entao aplicar novamente o Lasso sobre o conjunto reduzido de preditores. Para
estimar o parametro de regularizacao, pode-se utilizar o método estatistico da validacao
cruzada em cada um dos estagios. A tendéncia é que durante a segunda aplicacao do Lasso,
seja escolhido um parametro de regularizacao que represente menor encolhimento, devido
ao numero reduzido de variaveis e, dessa forma, ocorra a redugao do viés introduzido ao

modelo.

Outra forma de lidar com o problema acima é alterar a fungao de penalidade do
Lasso, de forma que o encolhimento seja menor em parametros com maior valor absoluto.
Assim, mantemos a tendéncia do Lasso de anular parametros com valores préximos a zero,

mas reduzimos o viés introduzido sobre o conjunto de todos os pardmetros do modelo.

Uma penalizagao com limitagao do desvio absoluto suavizada (SCAD) é apresentada

por [7], que substitui na expressao (2.11) o termo A||3|| por p(53), definida pela expressao

(@A =B)s g5 (2.17)

PA(d) = A ](53)\)+m

onde ¢ > 2 é um parametro que deve ser definido a priori. Dessa forma, a
penalidade assume a curva exibida na Figura 3. Vale observar que para valores de |5]| (o
valor absoluto de um dos parametros em () maior que Aa, ndo hé penalidade aplicada ao
pardmetro e, para || < 2\ a penalidade aplicada é a mesma que no Lasso padrao. H4
uma desvantagem nesse caso: o problema de otimizacao deixa de ser convexo, o que torna
o processo de minimizagao mais custoso computacionalmente e impede o uso de alguns

resultados tedricos uteis na resolucao do problema.

18] SCAD

Figura 3 — Exemplo de penalidade do SCAD, em comparagao com a restri¢ao original do
Lasso.
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2.5 TRABALHOS RELEVANTES

O Lasso foi usado em muitas aplicagoes relacionadas a grande quantidade de dados
em varios campos da ciéncia e engenharia. Em muitos casos, mostra-se que tem um

desempenho melhor do que outros métodos, como MQO e Ridge, por exemplo.

Em [20] usa-se uma extensdo do Lasso, for¢cando todos os coeficientes a assumirem
valores nao negativos, o que leva a melhorias na consisténcia tanto na selecdo do modelo
quanto na estimacao sob certas condigoes, que é semelhante & condicio de irrepresentabili-
dade para Lasso. Esta condicao serd discutida mais adiante dada a sua importancia para
a consisténcia da selecdo de variaveis quando utilizando o Lasso. O método apresentado é
entao aplicado ao problema de rastreamento de indice no mercado de ac¢oes, problema que
consiste em selecionar o subconjunto 6timo de ativos que sdo capazes de rastrear o indice
em um determinado periodo de tempo. Tal problema é conhecido por ser NP-Dificil e
diferentes abordagens podem ser encontradas na literatura, como programacao matematica

[16] e o uso de heuristicas [18].

Em [19] as regressoes Lasso, Ridge e Elastic Net sao aplicadas a problemas envol-
vendo dados gendmicos, como predi¢do da probabilidade de sobrevivéncia em pacientes
com cancer e classificacao de individuos obesos e magros, comparando o desempenho de

cada método em relacao aos demais.

Em [11] e [12] os autores geram intervalos de confianga tteis e vilidos para os
coeficientes do modelo por inferéncia pds-selegao aplicada ao Lasso. Em [11] é estabelecido
um framework baseado em um resultado pelo qual é possivel caracterizar a distribuicao de
um estimador ap6s a selegdo, enquanto [12] apresenta uma estratégia para gerar hipdteses
de forma que reduza os custos de exploragao de dados, evitando grandes intervalos, que

nao seriam tuteis para analisar os dados.
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3 OTIMIZACAO MULTIOBJETIVO

Nesta se¢ao, apresentamos os principais conceitos de otimizagao multiobjetivo
(OM).

3.1 CONCEITOS GERAIS

Um problema de otimizagao ¢ chamado de multiobjetivo se houver mais de uma
funcao que se queira minimizar (ou maximizar). Normalmente, as fungoes estao relacio-
nadas de forma que nao podem ser independentemente minimizadas ao mesmo tempo e,

além disso, a melhora do valor de uma funcao implica em piorar o valor da outra funcao.

Formalmente, um problema de otimizagao multiobjetivo (POM) é da forma

minimizar { fi(z), fo(x), ..., fm(z)} (3.1)

sujeito a x € S

onde m > 2, as fungoes f; : R" — R sdo continuas e f(x) = (f1(x), fa(X),..., fm(X)) é 0
vetor das fungoes objetivo. Aqui S é chamada regiao viavel e é definida pelas restrigdes do

problema.

Para discutir melhor esses conceitos, temos que definir o que é considerado um
ponto 6timo em um POM. Um ponto sera considerado 6timo se nao houver nenhum outro
ponto no conjunto viavel que melhore o valor de uma fun¢ao sem piorar o valor de pelo
menos uma outra fungao. Estes sdo chamados de 6timos de Pareto, em homenagem ao

economista italiano Vilfredo Pareto (1848-1923). Formalmente temos a

Definicao 4. Um vetor x* € S ¢ dito Pareto 6timo se nao existe outro vetor x € S tal
que fi(x) < fi(x*) para todo i = 1,...,k e fi(x) < fi(x*) para pelo menos um indice
ie{l,...,n}.

Na defini¢do 4 estabelece-se o conceito de um 6timo de Pareto no espaco das
variaveis de decisao. Define-se também o conceito de 6timo de Pareto no espaco objetivo,

conforme a

Definigcao 5. Um vetor z* € Z ¢é dito Pareto 6timo no espago objetivo se nao existe outro
vetor z € Z tal que z; < 2} paratodot=1,... ke z; < 2 para pelo menos um indice
ie{l,...,n}.

E facil ver que esta definicdo é equivalente a dizer que um vetor z* € Z é Pareto
6timo se existe x* € S tal que z* = f(x*). Também temos o conceito de étimo fraco de
Pareto, que intuitivamente é um vetor na regiao factivel S tal que nao existe outro vetor
em S que melhore o valor de todas as coordenadas da fungao objetivo ao mesmo tempo.

Formalmente, temos a
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>

Figura 4 — Exemplo de frente de Pareto (linha destacada) no espago objetivo.

Defini¢ao 6. Um vetor x* € S é dtimo fraco de Pareto se ndo existe outro vetor x € S
tal que f;(x) < f;(x*) para todoi=1,... k.

Também define-se o dtimo fraco de Pareto no espaco objetivo, como segue na

Definicao 7. Um vetor z* € Z é dtimo fraco de Pareto no espaco objetivo se nao existe

outro vetor z € Z tal que z; < 27 paratodot=1,...,k.

E possivel ver que todo 6timo de Pareto é 6timo fraco de Pareto, e assim, de agora
em diante, um 6timo fraco de Pareto ou um 6timo de Pareto serdao chamados de pontos de

Pareto, e o conjunto desses pontos serd chamado de frente de Pareto.

Podemos visualizar os conceitos definidos acima em alguns exemplos. A figura 4

mostra um exemplo simples de uma frente de Pareto no espaco objetivo R2,

A Figura 5 mostra um exemplo de uma frente de Pareto no espaco objetivo R?, na
qual os pontos na linha paralela ao eixo horizontal sdo pontos 6timos fracos de Pareto,
enquanto a parte restante da frente contém apenas pontos 6timos de Pareto. Apesar dos
exemplos mostrados, no caso geral a frente de Pareto nao precisa ser conexa, nem convexa.

A figura 6 mostra um exemplo de frente de Pareto ndo convexa no espaco objetivo R2.

3.2 SOLUCIONANDO PROBLEMAS MULTIOBJETIVO

Estabelecidos os conceitos acima, vamos apresentar métodos computacionais para a
obtencao da solucao de um problema multiobjetivo. Daremos énfase aos métodos chamados
a posteriori, isto é, aqueles que assumem que todos os pontos da frente de Pareto (ou uma
parte destes) foram calculados. Os resultados apresentados nessa se¢ao, bem como suas

demonstracoes, podem ser encontrados na integra em [15].
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Figura 5 — Exemplo de frente de Pareto com 6timos de Pareto fraco (linha horizontal
destacada) no espacgo objetivo.

>

Figura 6 — Exemplo de frente de Pareto ndo convexa (linha destacada) no espago objetivo.
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3.2.1 Meétodo da soma ponderada

O método da soma ponderada consiste em definir uma fungao escalar atribuindo-se
pesos a cada uma das fungoes objetivo, e entdao encontrar os minimos para essa fungao

escalar. O problema fica definido como

minimizar zk: w; fi(x) (3.2)

=1

sujeito a x € S

onde w; > 0. Também ¢é usual supor que os valores dos pesos utilizados estao
normalizados, de forma que Zle w; = 1. Apresentamos a seguir alguns resultados tedricos
para este método. Primeiramente, temos os resultados quanto a otimalidade das solucoes

obtidas para cada conjunto de pardmetros w = (wy, wa, . .. wy,).

Teorema 8. A solugio do problema (3.2) é um dtimo de Pareto fraco para qualquer

conjunto de pesos w; > 0 para i =1,2,...,n.

Para o caso da otimalidade de Pareto (estrita), temos o seguinte resultado.

Teorema 9. A solugio do problema (3.2) é um d6timo de Pareto se os coeficientes sao

estritamente positivos, isto é, w; > 0 para 1 =1,2,...,n.

Um resultado particularmente importante para o problemas de otimizagao multi-

objetivo linear, e para o problema de otimizacao associado ao Lasso, é o seguinte:

Teorema 10. Se um problema de otimizacao multi-objetivo é convexo entao, para toda
solugcao otima de Pareto x* € S, existe um vetor w de pesos nao-negativos com y ;" ; w; = 1

tal que x* é uma solug¢do para o problema (3.2).

O resultado anterior garante que todos os 6timos de Pareto para um problema
multi-objetivo convexo podem ser encontrados por meio do método da soma ponderada.
Esse Teorema foi utilizados para mostrar a correspondéncia direta entre o problema de
otimizagao bi-objetivo e o problema de otimizacao irrestrita (2.11) associado ao Lasso

visto no Capitulo 2.

Além disso, utilizando o fato de que o problema associado ao Lasso é convexo,
podemos utilizar o seguinte resultado para garantir que as solugoes encontradas na aplicacao

ao Lasso sao 6timos de Pareto (estritos).

Teorema 11. Se um problema de otimizacao multi-objetivo é convexo entdio w; > 0 para
1=1,2,...,n é a condi¢cdo necessaria e suficiente para que uma solucdo seja otima de
Pareto (estrito).
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3.2.2 Meétodo da e-restricao

O método da e-restricao consiste em otimizar apenas uma das fungoes objetivo
do problema, utilizando as demais como restri¢oes, limitando estas a um valor ¢; a ser

definido. O método da e-restricao é definido como

minimizar f;(x)
sujeito a fj(x) <€, para todo j =1,2,....k, 1% ], (3.3)
xeS

O problema acima é conhecido como o problema e-restrito. Assim como no caso do
método da soma ponderada, temos alguns resultados tedricos uteis, os quais apresentamos

a seguir.
Teorema 12. A solugcdo do problema e-restrito € um otimo fraco de Pareto.

Teorema 13. Um vetor x € S € 6timo de Pareto para um problema multi-objetivo se, e
somente se, é também uma solugao para o problema e-restrito (3.3) para todoi = 1,2, ..., k,

onde, em cada caso, €; = f;j(x) para j =1,2,.. .k, i # j.

Vale observar que, de acordo com o Teorema 13, todas as solugoes 6timas de Pareto
de qualquer problema de otimizagao multi-objetivo podem ser encontradas pelo método
da e-restricao. Nesse caso, nao ha hipdtese sobre a convexidade do problema, como era

necessario no método das somas ponderadas.

Os resultados seguintes sao 1teis para problemas com solugdes tnicas.

Teorema 14. Se um vetor x € S € a unica solug¢ao para o problema e-restrito (3.3) para
algum i € {1,2,....k} com ¢; = f;j(x) para j = 1,2,...,k, i # j, entdo este € otimo de

Pareto para o problema multi-objetivo.

No teorema abaixo, consideramos € o vetor de dimensao k£ — 1 contendo todos os

valores de €; para j = 1,2,...,k, i # j na formulacao do problema e-restrito (3.3).

Teorema 15. Se x € S € a unica solugiao para o problema e-restrito (3.3), entdo x é

otimo de Pareto para qualquer vetor de restrigoes €.

3.2.3 Método hibrido

O método hibrido resulta da combinacao dos métodos da soma ponderada e da

e-restricao apresentados anteriormente, de forma que o problema a ser resolvido é
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k
minimizar Y w; fi(z)
i=1

sujeito a fj(x) < ¢; para todo j =1,2,..., k, (3.4)
x € 5,

onde w; > 0 para todo i = 1,2, ...k. Para esse método, apresentamos os seguintes

resultados sobre a otimalidade das solugoes.

Teorema 16. A solugio para o problema hibrido (3.4) é um dtimo de Pareto para qualquer

vetor de restrigoes € € RF.

Teorema 17. Sex € S é um dtimo de Pareto para o problema multi-objetivo, entdo x é

uma solugao para o problema hibrido (3.4) com
€ = f(x) = (fi(x), fa(x), ..., fr(x))

De forma geral, o método hibrido proporciona a capacidade de encontrar qualquer
solucao otimo de Pareto independentemente da convexidade do problema, uma vantagem
trazida do método da e-restricao, mas ao mesmo tempo nao possui a desvantagem de
ter-se que lidar com varios problemas de otimizacao distintos, pois temos uma unica
funcao objetivo, como no método da soma ponderada. Computacionalmente, no entanto,
o método hibrido é parecido com o método da e-restri¢ao, visto que é necessario estimar

os valores para cada um dos pardmetros de restrigao [15].
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4 ALGORITMOS

Neste capitulo apresentamos os conceitos necessarios para obter aproximagoes da
frente de Pareto do problema do Lasso de forma mais eficiente. Apresentaremos também
o algoritmo proposto para realizar uma aproximacao da frente de Pareto com um ntimero

reduzido de pontos calculados.

4.1 INTERPOLACAO E APROXIMACAO

De forma a reduzir o tempo necessario para construir a frente de Pareto do Lasso,
desejamos obter uma curva que aproxima tal frente a partir de um conjunto de pontos que
sabemos pertencer a esta frente. Esse conjunto de pontos deve ser calculado, e desejamos
minimizar o seu tamanho, visto que o custo computacional estd em grande parte associado

a quantidade de pontos necessarios para a aproximacao.

Um caminho natural para a obtencao de uma aproximacao de uma curva a partir
de um numero finito de pontos pertencentes a essa curva é a interpolacdo. Em geral,
métodos de interpolagao tém como objetivo definir uma curva que se adéque a um conjunto
de pontos, e para que seja possivel realizar uma aproximacao da curva verdadeira com
tais métodos é necessario saber a priori a natureza da curva. Para ilustrar esse ponto,
considere o seguinte exemplo: suponha que desejamos interpolar o conjunto de pontos

exibidos na Figura 7 de forma a recuperar a curva aos quais pertencem.

A Figura 8 exibe diferentes tipos de interpolagdo polinomial, a saber, linear,
quadratica e cubica, a partir dos 5 pontos mostrados na Figura 7. Como os pontos foram
gerados a partir da fungdo cubica y(z) = 23 — 10x + 1, a curva que melhor se ajusta é

aquela obtida por meio da interpolagdo polinomial de ordem 3.

Por outro lado, se aqueles pontos pertencessem ao grafico de uma funcao linear
por partes, a curva que melhor se ajustaria a esses pontos seria também linear por partes.
Para determinacao da curva que melhor se ajusta ao conjunto de pontos é desejavel um
certo conhecimento prévio da funcao cujo grafico contém esses pontos e que desejamos

aproximar por meio da interpolagao.

A seguir apresentamos os métodos de interpolagao adotados nesse trabalho para

fins de comparacao no estudo computacional realizado.

4.1.1 Interpolacao Linear

A interpolacao linear consiste geometricamente em ligar dois pontos no espaco
objetivo R"™ por um seguimento de reta. Formalmente, sejam x*(¢;) e x*(¢3) duas solugdes
otimas do problema bi-objetivo do Lasso para os parametros de regularizagao t; e ts,

respectivamente, com t; < t. Entao, para qualquer t tal que t; <t < t9, a aproximacao
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Figura 7 — Conjunto de dados gerados.

de x*(t) é dada por
o t—t1 ty —1t
X'(t) = —X(t2) +
ta —t ta —t

Para a geragao da frente de regularizacao do Lasso serd calculado x*(t) para diversos

x*(t) (4.1)

valores de t, de forma que a interpolacao linear podera ser feita para cada par de valores
de t adjacentes. A Figura 9 apresenta um exemplo de interpolacao dos pontos na frente

de regularizacao utilizando-se interpolacao linear.

Apesar de muito simplistica, a interpolacao linear possui bom desempenho quando
se trata de fungoes lineares por partes. Uma interpolagao 6tima para funcoes Lispschitz é
encontrada em [2]. No entanto, tal método depende da estimativa de uma constante de
Lispschitz a priori, o que nao ¢ factivel no caso em estudo, pois seria necessario gerar um
numero muito grande de pontos da frente de regularizacao para se determinar a constante

de Lispschitz, o que inviabilizaria a interpolacao linear.

4.1.2 Polinébmio de Lagrange

O Polinémio de Lagrange ¢ o polindomio que interpola todos os pontos de um
conjunto de dados com o menor grau possivel. Sejam x*(t1),x*(t2), ..., x*(t;x) € R" pontos

da frente de regularizagdo, com t; <ty < --- < ;. Parat € [0,00), temos a aproximagao

L(t) = ;X*(ti)li(t) Li(t) = 1—[7é 2__7;]] (4.2)
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Figura 8 — Interpolacao por meio de diferentes métodos.
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Figura 9 — Exemplo de aplicacdo da interpolagao linear a frente de regularizacdo do Lasso.

Assim temos X*(t;) = x*(t;) para todo ¢ = 1,...,k, onde X* é a curva definida pela
interpolacao de Lagrange. No entanto, caso o grau do polindémio resultante seja alto,
podem ocorrer oscilagdes excessivas na curva obtida, comportamento conhecido como
Fenomeno de Runge. Como o polinémio pode ter grau k£ — 1 no maximo, um numero
maior de pontos leva, em geral, a ocorréncia desse tipo de oscilagao. O exemplo exibido
na Figura 10 mostra a interpolacdo de uma frente de Pareto onde ocorre o fenémeno de

oscilagao préximo as extremidades.
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Figura 10 — Exemplo da ocorréncia do fenémeno de Runge na utilizacao do Polinomio de
Lagrange.

4.1.3 Regressao Polinomial

A Regressao Polinomial é uma forma de aplicacdo da regressao linear classica,
onde consideramos as m primeiras poténcias de uma tunica variavel de entrada. No nosso
caso em tela, tal variavel é o parametro de regularizagao t, e os dados utilizados para
ajustar o modelo s@o os pontos x*(t1),x*(t2),...,x*(tx) da frente de Pareto. O modelo é
representado por

T = Po+ Biti + Bot? 4+ -+ + Bt (4.3)

Considerando o conjunto de dados completo, podemos escrever

T 1 ¢l t12 RV A ﬁo

X2 1 2 t22 L. t2m 61

X3 = 1 3 t32 ... t3m 62 (44)
| Tin | 1 tn tn® Lo tn™ | | B |

Para encontrar os coeficientes 6timos 37, aplicamos a expressao conhecida para ajuste
do modelo com MQO, encontrando 8* = (TTT>_1 T 'z, onde T é a matriz dos dados
mostrada acima. A complexidade para obter essa aproximacao é maior que a dos demais
métodos apresentados anteriormente, embora ainda seja significativamente menor do que

a obtencao dos pontos da frente de Pareto em si.

A Figura 11 exemplifica o uso da regressao polinomial para obter uma aproximacao
da frente de Pareto.

4.1.4 FFT

A Transformada de Fourier Discreta (FFT) pode ser adaptada para representar

fungoes diferenciaveis por partes, tal como x*, conforme descrito em [6]. O uso para a
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Figura 11 — Exemplo de aplicagdo da Regressao Polinomial a frente de Pareto do Lasso.

aproximacao de fungoes pode ser feito com uma amostragem do conjunto de dados, seguido
da passagem ao dominio das frequéncias e remocao das frequéncias mais elevadas, de
forma a filtrar possiveis ruidos. Utiliza-se entao a transformada inversa para retornar ao

dominio da variavel independente, neste caso, o parametro de regularizacao t.

A Figura 12 apresenta um exemplo de aproximacao usando FFT com a abordagem

descrita acima.

10 A

Figura 12 — Exemplo de aplicacao do FF'T para frente de Pareto do Lasso.

4.2 ALGORITMO PARA GERACAO DA FRENTE REGULARIZACAO COM ESTI-
MATIVA DE PONTOS INICIAIS

A frente de regularizagdo definida pela curva x*(t) : Ry — R" composta pelas
solugoes do problema de minimizagao apresentado em (2.10), é linear por partes [17]. O
algoritmo que vamos propor nesta secao utiliza tal propriedade para gerar pontos inicias

para os algoritmos que serdo escolhidos para a solugdo do problema (2.10).
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A Figura 13 mostra um exemplo de frente de regularizacio do Lasso em R3, onde

¢é possivel visualizar a propriedade de linearidade por partes que é explorada.
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0.0000
0.0025
0.0050
—0.02 0.0075
0.0100
—0.03 0.0125

_0.04 0.0150

0.00
—0.01

Figura 13 — Exemplo de pontos na frente de regularizagdo em 3 dimensoes.

Em outras palavras, utiliza-se o conhecimento de que x* ¢é linear por partes para
auxiliar na escolha do préximo ponto inicial xy para o algoritmo que minimizagao que
determinard x*(t), para cada t escolhido previamente.

A seguir descrevemos o algoritmo proposto para a geracao da frente de regularizacao
do Lasso, que proporciona uma melhora na performance do método de minimizagao
responsavel pela obtencao de x*(t):

Denotamos por ¢ o indice da iteracao e por t; o valor do pardmetro de regularizagao

utilizado naquela iteragao.

Passo 1 Iniciar o conjunto das solugdes do problema (2.10) que chamaremos de X

com pelo menos dois pontos da frente de regularizagdo, podendo um deles ser o vetor nulo.

Para cada valor de t escolhido:

Passo 2 Obter a dire¢do v com base nos valores de x*(;_1) e x*(t;_2), sendo

u
V=_—r
[’
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onde
u=x" (ti—l) — X*(ti_2>.

Passo 3 Obter o tamanho do passo a na direcao v, dado por

o = tz - ti—l-

Passo 4 Determinar xy como a aproximagao linear

Ty = x* (ti—l) + av.

Passo 5 Utilizar o método de minimizacao escolhido com a aproximacao inicial x

para obter x*(;).

A descricao em formato de pseudocodigo do algoritmo é mostrada abaixo.

Algoritmo 1: Algoritmo para geracao da frente regularizagdo com estima-

tiva de pontos iniciais
Resultado: Aproximagao para a frente de regularizagao do Lasso

X {x*(t;—2),x*(t;i_1)};

para cada valor de t; faga

g + 0;
se |X| > 2 entao
v XM (tiog) — X (ti2);
a1 — 1,
xo  X*(ti—1) + av;
fim
x*(t;) <= minimizar_lasso(t;, zo);
fim

No Algoritmo 1, a ideia central é prover uma estimativa inicial zy precisa para o
algoritmo de otimizagao que ira determinar x*(¢), com o intuito de reduzir o nimero de
iteragoes ou o esfor¢o computacional para a obtencao dos pontos da frente de regularizacao.
Para o sucesso do algoritmo 1, o algoritmo de otimizacao escolhido deve ser capaz de

encontrar o valor de x*(¢) mesmo no caso em que a aproximacao inicial possua certo erro.

Nas subsecoes seguintes, apresentamos algoritmos para a execugao do Passo 5 do
Algoritmo 1.
4.2.1 Meétodos de Regioces de Confianca

O método das regioes de confianca é um método iterativo que aproxima da funcao

objetivo por uma funcao quadratica ou linear, delimitando uma regiao onde o erro cometido
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pela aproximagao ¢ relativamente pequeno [4].

O método calcula, em cada iteracao, o 6timo da funcao quadréatica aproximada
considerando apenas a regiao de confianca. O processo é repetido considerando o novo

ponto 6timo como centro da regiao de confianca.

Um critério de parada comumente utilizado neste tipo de algoritmo é a comparacao
da razao de melhoria (ou razao de descida) do valor da fun¢ao objetivo com um valor
pré determinado, de forma que se o método nao apresenta melhorias significativas a cada

iteragao, o processo iterativo é interrompido, e a solucao atual é dada como 6timo local.

Figura 14 — Exemplo de conjunto de iteragoes do método de Regides de Confianga.

A Figura 14 apresenta um exemplo de execu¢ao do método de Regides de Confianca
para um problema irrestrito. Observe que, em pontos onde a confianca é menor, o raio
da regiao de confianga também é reduzido, de forma a tornar o processo de escolha da

direcdo mais preciso. No Capitulo 5, esse método sera identificado por RC.
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4.2.2 Programacao Quadratica Sequencial por Minimos Quadrados

Os métodos de Programagao Quadratica Sequencial (PQS) se utilizam de aproxi-
macoes sucessivas do problema de otimizacao restrito original por meio de problemas de
otimizagao restritos nos quais a funcao objetivo é quadratica, e as restrigdes sao lineares.
A ideia por tras destes métodos é que a solugao de tais sub-problemas aproximados é mais
facil que a solugao do problema original, cuja solu¢ao é um ponto limite da sequéncia

formada pelas solugoes dos problemas aproximados [21].

O método que abordaremos neste trabalho, em particular, realiza uma transforma-
¢ao dos sub-problemas de minimizacao utilizando uma decomposicao de Cholesky sobre a
matriz Hessiana de tal forma que estes sub-problemas possam ser resolvidos efetivamente
pelo método dos minimos quadrados. No Capitulo 5, esse método serd identificado por

SLSQP, seu nome na biblioteca de otimizacao utilizada.

4.2.3 Otimizacao Restrita por Aproximacgao Linear

O método de Otimizacgao restrita por aproximagao linear utiliza, assim como os
métodos mencionados anteriormente, aproximagoes do problema de otimizacao inicial.
Nesse caso, a aproximacao é feita por problemas de programacao linear que, em cada
iteracao do algoritmo, sao resolvidos para se obter uma nova solucao candidata. A
aproximacao para o problema linear é melhorada a cada iteragao, de forma que as solucoes

candidatas convirjam para a solu¢ao do problema original [3].

Uma grande vantagem deste método é nao necessitar de conhecimento prévio sobre
a derivada da func¢do objetivo, o que facilita a aplicacdo do método em uma gama de
problemas. No Capitulo 5, esse método sera identificado por COBYLA, seu nome na

biblioteca de otimizacao utilizada.

4.3 ALGORITMO SEM MINIMIZACAO

Utilizando as defini¢oes apresentadas anteriormente para o problema de otimizacao
do Lasso, podemos obter uma abordagem para obter a solu¢do para um parametro de

regularizagao t representada por x*(¢), sem a utilizacao de métodos de otimizagao.

Para isso, considere a formulagao em (2.11). Seja fi(x) = ||Az —b||3 e fo(z) = |71

Dessa forma o problema do Lasso fica definido como

minimizar fi(z) + Afa(z), r €R" (4.5)

Dado que a funcao deste problema nao é diferencidvel, a condicao de otimalidade

para um ponto x € R™ é de que

0 € 0[fi(z) + Afa(x)] = {0/1(x) + A0 f2(x)} (4.6)
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Sabemos que fi(x) ¢ diferencidvel, de forma que seu tnico subgradiente em x é
OFi(x) = {Vi(x)} = {247 Ax — 247D} (4.7
Por outro lado, o subgradiente de f, é dado por

0fa(x) = Olx|i = {v ER" V] < 1, v'x = [[x]l:} (4.8)

Para v € dfy(x), podemos escrever a condi¢ao de otimalidade apresentada acima

como

2ATAx —2ATb +Av =0 (4.9)

Supondo que AT A ¢ inversivel, podemos reescrever a equacao resolvendo para X,

como segue:
x=(ATA) ' |ATH - Ay (4.10)
5 .
Observe que x;, = (ATA)"'ATb, de forma que
N e
X =X~ 5 (A A) v (4.11)

Sabemos que a solugdo para o pardmetro de regularizacao t deve satisfazer ||x||; = t.

Aplicando a definigdo do subgradiente de fy em (4.8), podemos escrever
T T A AT AN !
[ =vx=v xl5—§(A A) v =t (4.12)

Podemos entao determinar uma expressao para A, como a seguir

o 2(vix—1)
- VT (ATA) 'y

(4.13)

A partir das equagdes (4.11) e (4.13) podemos perceber que nao é possivel obter
uma expressao para X, pois existe uma dependéncia com o subgradiente v para obtencao

de X e, para determinar v dependemos do valor de x.
Uma abordagem para eliminar esse impasse ¢ adotar v = (§(z1), 6(x2),...d(x,)),

onde

1, se x> 0,
0(z) = {—1, se x <0, (4.14)
de[-1,1], sex =0

Como nao podemos afirmar a principio quais das coordenadas de x sdao nulas,

devemos escolher v € [—1,1]". A partir da escolha de v podemos determinar o valor de A
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e com isso de x. No entanto, é necessario verificar se o vetor v escolhido atende a condicao
em (4.12).Esse processo sera realizado repetidas vezes pelo algoritmo até que se encontre

um subgradiente v que atenda as condigdes impostas, com alguma tolerancia pré-definida.

Aqui, vale notar que caso possamos determinar o sinal de um conjunto de coordena-
das de x de antemao, poderemos reduzir o espaco de busca pelo valor de v, melhorando a
performance do algoritmo responsével pelo calculo da frente de regularizacdo. No contexto

do algoritmo para construcao da frente faremos uso dessa propriedade da funcao o definida.

Para proporcionar uma melhora na performance do algoritmo, é possivel impor
alguns limites sobre o valor de A, de forma que possamos limitar o espaco de busca para v.
Mais especificamente, podemos determinar dois limites inferiores, dos quais assumiremos

0 maior, e um limite superior para .

Da condigao de otimalidade (4.9) podemos escrever
2
vV = X(ATb — ATAx). (4.15)

Pela definicao para o subgradiente de f; em (4.8), temos

Hi(ATb — ATAX)HOO <1 (4.16)
|A™h - ATAx| < ; (4.17)

Além disso, podemos utilizar a igualdade ||v||; = ¢ para escrever
i(ATb —ATAX) x = i [(ATb)"x — (ATAx)"x| =1t (4.18)

Observe agora que, pela desigualdade triangular da norma e por (4.17) temos
A
|ATb| —[ATAx| < [ATh- ATAx| < 5 (4.19)
Agora, pela conhecida desigualdade entre as normas

1lloo < lIx[l2 < [lx[ls < nlx[loo (4.20)

e pela desigualdade geral

x"y] < [xlly] (421)
temos
A —|AAx]|_ <2 (4.22)
|ab] < |ATAx]_+ (4.23)
< |ATA|_ lxl, + 2 (4.24)
= t|ATA +; (4.25)
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onde a ultima igualdade se dé pois ||x|| = ¢ sempre que x é a solugao do problema

para o parametro de regularizacao t. Concluimos agora que o primeiro limite inferior é
A>2(|ATb| —t]|ATA| ) (4.26)

O segundo limite inferior pode ser encontrado ao observar que, pela desigualdade

triangular da norma,

t=lhxlh = o~ 5 (A7A) V] <l - 5 [ (a74) v

1

(4.27)

Hl 2‘ 1

Agora, observando que ||v]|; < n (pois cada v; < 1), e que ||[(ATA) v|; <

(AT A)~Y|1]|v||1, podemos obter o segundo limite inferior

2(lIxfl =)

Antes de prosseguir para encontrar o limite superior, podemos determinar para
quais valores de ¢ o limite inferior 1 (4.26) é maior que o limite inferior 2 (4.28), conforme
mostrado abaixo

2(|[x[ly — 1)
2(||ATb|| —t||ATA| )> 4.29
(H Hoo H Hoo> = n||(ATA) 1|, (4.29)
[ (ATA)H[1[|Abllo — [I%[1

t < .
— nf(ATA) L |AT A — 1

(4.30)

Assim, para os valores de ¢ determinados pela desigualdade (4.30), devemos adotar

o limite (4.26) e para os demais valores devemos adotar o limite (4.28).

Para obter o limite superior, iniciamos por isolar A na equacao (4.18), como abaixo.

A= [(ATb) x — (AT Ax)"x] (4.31)

t
2
<7 [[(ATb)"x| + (A" Ax)"x|] (4.32)
Agora, usando (4.21), podemos escrever

2
A< = (IIATD]loflx]2 + AT Ax]. x]1.) (4.33)

Aplicando a desigualdade entre as normas (4.20) e as desigualdade gerais (4.34) e
(4.35) abaixo

[Ax]| < [Afllx, [ A eR™™,  xeR™, (4.34)

IAB[ < [|A[IB,[| ~ AeR™, BeR", (4.35)
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chegamos a
A\ < 2 AT, b All2]|x]|? 4.36
< (A a1 lla [l + A3 ]1x]1) (4.36)

onde podemos substituir ||x||; = ¢, obtendo o limite superior

A< 2([|Al]Ibllz + ] Al3) - (4.37)

Com as condigoes e limites obtidos acima, podemos finalmente introduzir um
algoritmo para obtencdo dos pontos da frente de Pareto do Lasso sem necessidade de
minimizacao, por meio da busca dos subgradientes validos para tais condigoes. O algoritmo
descrito assume o parametro de regularizacao ¢, e deve ser executado para todos os valores
de t para os quais se deseja uma aproximagao de x*(¢). Também assume-se que os
valores para t utilizados em execugoes consecutivas crescem monotonamente, de forma
que t =t_1 4+ «, onde t; é o valor do parametro de regularizacao da execucao anterior e
a > 0. Por fim, também é necessario que tenhamos acesso ao subgradiente adotado para o

parametro de regularizacao t_;, denotado como v_;.

Passo 1 Calcular os limites inferior (LI) e superior (LS) para o pardmetro t,

conforme abaixo

LS =2 (|| All2[b]l2 + ¢l A1)
nll(ATA) 1| Ao — 1]
ST L ATA) I JATA]. — 1
L1 =2(|A"b| —t[|ATA| )

Senao
oo 20—t
nl (ATA)=M
Passo 2 Obter o subgradiente v da seguinte forma: Caso seja a primeira iteracao,
isto é, ndo existem valores de x*(t) calculados anteriormente, escolher v € [—1,1]" sob
uma distribui¢do uniforme. Caso contrario, tome v € B (v_1, h) C [—1,1]", onde v_;
é o subgradiente adotado na iteragdo anterior (para o pardmetro de regularizagdo t_;

anterior), e hy é o pardmetro que representa o raio da bola utilizada na obtencao de v.

Antes de prosseguir com a explicagdo desse passo, definimos uma sub-iteracao
como um conjunto de repeticoes do Passo 2 seguidas por uma execucao do passo Passo 6.
Denotaremos o nimero da sub-iteracao por k, a ser iniciado com o valor 1 na primeira

sub-iteracao. Em cada sub-iteracao, adotamos
hi = 2" hy,

onde hg é uma constante a ser escolhida antes da execugao do algoritmo. O Passo 2 deve

ser repetido no maximo M vezes e, apds esse nimero, o algoritmo é desviado ao Passo 6.
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A ideia nesse passo é iniciar a busca pelo subgradiente v a partir da ultimo
subgradiente encontrado, isto é, para o valor do parametro de regularizagdo anterior, aqui
denotado como t_;. Dessa forma, aumentamos as chances de encontrar um subgradiente
que satisfaca as condig¢Oes para t, considerando que t = t_; + a, onde a > 0 é um

incremento relativamente pequeno se comparado a ordem de grandeza de t.

Passo 3 Verificar as condigoes sobre \. Se A > UB ou A < LB, v é descartado
como candidato ao subgradiente e retornamos ao Passo 2. Caso contrario, seguimos ao

Passo 4.

Passo 4 Verificar a condi¢ao de otimalidade em (4.12) para v e t. Caso tenhamos

A —1
t—e < vl x5 — (ATA) v| <t+e,

2

onde € = 2 ¢y, aceitamos

x = [xls - ; (ATA) v]

como aproximagao para x*(t). Caso contrario, retornamos para o Passo 2. A constante ¢,

¢é definida a priori para a execugao do algoritmo.

Passo 5 Remocgao de pontos indesejados na frente de Pareto. Verificamos se o
ponto obtido atende as condi¢des de um 6timo de Pareto quando comparado aos demais
pontos ja calculados, pois podem haver flutuacoes devido a tolerancia € adotada. Para
isso, verificamos se existe algum ponto x’ tal que fi(x') < fi(x') e fo(x') < fa(x'). Em

caso positivo, descartamos o ponto encontrado e retornamos ao Passo 2.

Passo 6 Caso nao seja encontrado nenhum ponto véalido apés M tentativas do
Passo 2, deve-se entdo iniciar uma nova sub-iteragao, incrementando o valor de £ em uma
unidade, e permitindo que o passo 2 seja executado por mais M vezes. Podemos definir
uma condi¢ao de parada sobre o niimero de sub-iteragoes para limitar o tempo que sera
utilizado para aproximar x*(t). Se k > kpax (pré-definido), entao o algoritmo é encerrado

para o parametro t.

Aqui cabe uma discussao sobre o encerramento do algoritmo. Caso a condicao
especificada no Passo 6 seja atingida, o algoritmo nao obterd uma aproximacao para
x*(t). No entanto, mesmo que nao seja imposta tal condigao, o algoritmo encontra uma
solucao pois a tolerdncia € é ajustada a cada sub-iteragao e torna-se mais flexivel, ao custo
da solugao encontrada possuir um erro maior associado. Por esse motivo, em algumas

situagoes é conveniente ter um limite para k.
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5 RESULTADOS COMPUTACIONAIS

Neste capitulo sao descritos os experimentos realizados e os resultados obtidos. Os
testes tém o objetivo de determinar a performance dos algoritmos 1 e 2, além de avaliar
os ganhos no tempo e perda de precisao no uso de diferentes métodos de interpolacao a

partir dos pontos obtidos pelos algoritmos 1 e 2.

Os testes estao divididos em trés se¢oes principais. A primeira compara a perfor-
mance e a precisao do algoritmo 2 com os algoritmos RC, SLSQP e COBYLA. A segunda
compara o tempo gasto pelo algoritmo 1 com o tempo gasto pelo respectivo algoritmo de
otimizagao utilizado pelo préprio algoritmo 1. A terceira avalia a perda de precisao ao
realizar a interpolacao dos pontos calculados, por meio de diferentes métodos, visando

reduzir o esforco computacional na geracao da frente de Pareto.

Para implementacao dos testes foi utilizada a linguagem Python, em conjunto com
as bibliotecas Numpy, Scipy e Pandas, dentre outras bibliotecas auxiliares. Todos os testes
foram executados utilizando um computador com sistema operacional Linux, processador
Intel Core i5 10210U de frequéncia maxima de 4.20 GHz e 20GB de memdéria RAM (2666
MHz) disponivel.

5.1 GERACAO DOS DADOS

As constantes que definem o problema de regressao sao A € R"* e b € R", que

representam as variaveis de entrada e a respectiva resposta esperada.

Como esperamos que exista uma relacao linear entre os preditores, ou pelo menos
entre um subconjunto destes, e a variavel de resposta, podemos gerar o conjunto de testes
tomando aleatoriamente os parametros x; na expressao da regressdo mostrada em (2.1) e
entao, para cada amostra do conjunto tomamos aleatoriamente os valores das variaveis de
entrada e calculamos a variavel de resposta, com a adi¢cao de um erro aleatério normalmente
distribuido.

Em todos os testes foram consideradas 3 variaveis de entrada e 100 amostras, para
simplificar a andlise dos diferentes algoritmos. Portanto, A € R3*1%0 ¢ b € R!% ¢ o vetor

de coeficientes x € R3.

A Figura 15 apresenta um exemplo da frente de Pareto gerada por cada um dos

algoritmos, para um certo conjunto de dados.

5.2 COMPARACAO ENTRE METODOS DE OTIMIZACAO

Nesta secao serao feitas comparacoes do erro cometido pelos algoritmos, bem como
o tempo gasto por cada um deles. A métrica utilizada para o erro é a diferenca de

hipervolume entre as frentes de Pareto obtidas por meio de cada método.



45

SO trust-constr
0.3 1 ]
oy 0.2 4 4
5 s %
o o
0.1 1 . L
e o %
o..
0.0 + I} 4 o,
SLSQP COBYLA
0.3{® °

X ° .,
= o

0.1 - ¢ ’.. _ =

[ )
~, . o
0.04__ . ' o . . . %
575 580  5.85 5.80 5.85
lAx —b||? lAx —b||?

Figura 15 — Geragao da frente de Pareto (sem remocao de pontos) para os diferentes
métodos de otimizacao.

A distancia de hipervolume é uma métrica comumente utilizada para comparacao
de frentes de Pareto, e consiste em calcular a area determinada pelas frentes de Pareto com
relagdo a um ponto de referéncia, e entao determinar a diferenca entre as areas obtidas.
A fim de introduzir de forma intuitiva a métrica de hipervolume, a Figura 16 apresenta

graficamente duas frentes de Pareto e seus respectivos hipervolumes.

Veja que o hipervolume é calculado com base em um ponto de referéncia P =
(p1,p2) € R?, 0 qual deve ser escolhido de forma que nao exista qualquer ponto da frente
de Pareto z = (z1,x2) tal que x; > p; ou x5 > po. Para o problema do Lasso, podemos
assumir que p; = ||b||3 e p2 = ||xs|1, pois todas as solugdes do problema devem respeitar
tais limites. Sendo assim, é possivel obter a area da regiao Ry, delimitada pela frente de
Pareto F; em vermelho, bem como a area da regiao Ry delimitada pela frente F, em azul .

Calculamos entao a diferenca entre as areas das regioes, de forma a obter a métrica

H(Fy, F>) = A(Rs) — A(R)) (5.1)

Veja que, se adotamos F» como a frente de Pareto 6tima, H(Fy, Fy) se torna uma
métrica do erro cometido pela frente F. Nesse caso, cada uma das frentes geradas pelos
algoritmos avaliados sera colocado na condicao de Fj para obtencao do erro médio apods
1000 repeticoes do teste. Além disso, usaremos também uma métrica de erro relativo

mdzimo, como forma de determinar o erro maximo cometido dentre todos os pontos da
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Figura 16 — Representagao grafica do calculo do hipervolume para duas frentes de Pareto,
considerando o ponto de referéncia P.

frente de Pareto, com relacao a frente 6tima. Dadas as frentes I} e Fy contendo k pontos,

definimos a métrica de erro relativo maximo como

M(Fl, FQ) = ll’illagi ‘FQ,i - Fl,i . (52)

Para esta métrica, também é calculada a média apds 1000 repeticoes do teste. A
Tabela 1 apresenta os resultados para cada um dos algoritmos de geragao da frente de

Pareto.

X SO RC SLSQP COBYLA

Erro médio 0.0023 0.0163 0.0057 0.0074
Erro maximo 0.1031 0.5574 0.8599  0.5173

Tabela 1 — Média dos erros relativos e dos erros relativos maximos apés 1000 repeticoes
para cada um dos métodos de geracao da frente de Pareto.

A seguir apresentamos a média ao final de 1000 repeti¢oes dos tempos de execugao

para cada um dos algoritmos apresentados, para os diferentes cenarios de teste.

Cabe observar que o algoritmo 2 apresenta a melhor acuracia dentre todos os
estudados, embora seja superado pelo algoritmos SLSQP e COBYLA quanto ao tempo de

execucao médio necessario para obtencao de todos os pontos da frente de Pareto.
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X SO  RC SLSQP COBYLA
Tempo médio  5.8837 23.0764 3.7831  0.0929

Tabela 2 — Média do tempo de execucao apds 1000 repeticoes para cada um dos métodos
de geragao da frente de Pareto.

5.3 OTIMIZACAO DA APROXIMACAO INICIAL

Nesta secao ¢é feita a avaliacao da eficiéncia obtida ao se empregar o Algoritmo 1,
disposto na secao 4.2, com relagao a utilizacdo dos algoritmos de otimizacao RC, SLSQP e
COBYLA de forma direta, isto é, sem a otimizacao da aproximacao inicial xq. Espera-se
que os algoritmos encontrem as mesmas solugoes que encontrariam sem a otimizacao de
Zp, mas de forma mais rapida, visto que sera necessario um nimero menor de iteragoes

para a convergéncia dos mesmos.

Para esse teste, sdo feitas execugoes empregando-se RC, SLSQP ¢ COBYLA
diretamente com os algoritmos de otimizacao utilizando como aproximacao inicial g = 0
para cada valor de ¢t. Em seguida, comparamos o tempo necessario para que os algoritmos
encontrem a solucao utilizando a aproximacao inicial otimizada xy descrita na Secao 4.2.
Os resultados obtidos, apresentados na Tabela 3, sao a média apds 100 repeticoes do teste,

com conjunto de dados distintos.

X RC SLSQP COBYLA

Convencional 65.4993 10.1275 0.2568
Otimizado 60.2407 8.6578  0.2420
Ganho (%) 8.03 14.51 5.75

Tabela 3 — Tempos de execu¢ao médio com diferentes aproximagoes iniciais e ganho obtido.

Nota-se que o método que possui maior ganho com a utilizacao de uma solugao
inicial xy otimizada é o SLSQP. Para os demais métodos também existe ganho, embora

sejam menos expressivos, sendo menores que 10%.

5.4 INTERPOLACAO DE PONTOS

Para este teste, utilizaremos todos os métodos de interpolagao apresentados na
Secao 4.1, bem como todos os métodos para geracao da frente de Pareto, apresentados nas
secoes 4.2 e 4.3. Primeiramente, apresentamos para um tnico problema as interpolagoes
realizadas para as frentes de Pareto geradas por cada um dos algoritmos SO, RC, SLSQP e
COBYLA, utilizando todos os métodos de interpolagao citados na Secao 4.1. As Figuras de
17 a 32 apresentam os pontos gerados e a aproximacao obtida para cada par de algoritmo

de geracao da Frente e método de interpolacao.
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Aproximacgao por Interpolagao Linear de pontos gerados pelo algoritmo SO
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Figura 17 — Frente de Pareto gerada pelo algoritmo SO e interpolada pelo método Linear.

Aproximagao por Interpolagao Linear de pontos gerados pelo algoritmo RC
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Figura 18 — Frente de Pareto gerada pelo algoritmo RC e interpolada pelo método Linear.
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Aproximacao por Interpolacao Linear de pontos gerados pelo algoritmo SLSQP
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Figura 19 — Frente de Pareto gerada pelo algoritmo SLSQP e interpolada pelo método
Linear.

Aproximacao por Interpolagao Linear de pontos gerados pelo algoritmo COBYLA
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Figura 20 — Frente de Pareto gerada pelo algoritmo COBYLA e interpolada pelo método
Linear.
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Aproximacao por Polindmios de Lagrange de pontos gerados pelo algoritmo SO

® Real
—— Aproximada
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0.20 +
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=
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35.2 35.4 35.6 35.8 36.0
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Figura 21 — Frente de Pareto gerada pelo algoritmo SO e interpolada pelo método Lagrange.

Aproximacao por Polindmios de Lagrange de pontos gerados pelo algoritmo RC
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Figura 22 — Frente de Pareto gerada pelo algoritmo RC e interpolada pelo método Lagrange.



o1

Aproximacao por Polindmios de Lagrange de pontos gerados pelo algoritmo SLSQP
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Figura 23 — Frente de Pareto gerada pelo algoritmo SLSQP e interpolada pelo método
Lagrange.

Aproximacao por Polindmios de Lagrange de pontos gerados pelo algoritmo COBYLA
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Figura 24 — Frente de Pareto gerada pelo algoritmo COBYLA e interpolada pelo método
Lagrange.
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Aproximagao por Regressao Polinomial de pontos gerados pelo algoritmo SO
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Figura 25 — Frente de Pareto gerada pelo algoritmo SO e interpolada pelo método
Polinomial.

Aproximacgao por Regressao Polinomial de pontos gerados pelo algoritmo RC
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Figura 26 — Frente de Pareto gerada pelo algoritmo RC e interpolada pelo método
Polinomial.



Aproximagao por Regressao Polinomial de pontos gerados pelo algoritmo SLSQP
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Figura 27 — Frente de Pareto gerada pelo algoritmo SLSQP e interpolada pelo método

Polinomial.

Aproximacao por Regressao Polinomial de pontos gerados pelo algoritmo COBYLA
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Figura 28 — Frente de Pareto gerada pelo algoritmo COBYLA e interpolada pelo método

Polinomial.



Aproximacao por FFT de pontos gerados pelo algoritmo SO
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Figura 29 — Frente de Pareto gerada pelo algoritmo SO e interpolada pelo método FFT.

Aproximacao por FFT de pontos gerados pelo algoritmo RC
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Figura 30 — Frente de Pareto gerada pelo algoritmo RC e interpolada pelo método FFT.
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Aproximacao por FFT de pontos gerados pelo algoritmo SLSQP
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Figura 31 — Frente de Pareto gerada pelo algoritmo SLSQP e interpolada pelo método

FFT.

i1

Aproximagao por FFT de pontos gerados pelo algoritmo COBYLA
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Figura 32 — Frente de Pareto gerada pelo algoritmo COBYLA e interpolada pelo método

FFT.
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A fim de estudar a perda de precisao ocorrida durante a interpolacao, foram
calculados 100 pontos da frente de Pareto e entao foi utilizada apenas um subconjunto dos
pontos calculados, uniformemente espacados, para a interpolagdo. Apds a interpolacao é
feita a comparacgao entre a curva gerada pela interpolacao e a frente original utilizando a
mesma distancia de hipervolume apresentada na Secao 5.2, de forma a determinar o erro

cometido.

Chamaremos de fator de remoc¢ao dos pontos a proporg¢ao p € (0, 1] dos pontos
que serd omitida do conjunto utilizado para a interpolagao. Os valores utilizados no teste
sao 0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8 e 0.9. O teste sera repetido para cada um dos
algoritmos de geracao dos pontos apresentados nas segoes 4.2 e 4.3, sendo eles identificados
por SO, RC, SLSQP e COBYLA, a fim de investigar como os métodos de interpolacao se

comportam com pontos gerados pelos diferentes algoritmos citados.

A Tabela 4 apresenta os erros para os fatores de remocao dos pontos, utilizando o

método SO para geracao dos pontos.

p  Linear Lagrange Polinomial FFT

0.1 0.0002 0.0019 0.0094 0.0048
0.2 0.0007 0.0166 0.0122 0.0069
0.3 0.0014 0.0258 0.0117 0.0081
0.4 0.0017 0.0094 0.0097 0.0066
0.5 0.0041 0.0097 0.0123 0.0082
0.6 0.0042 0.0127 0.0103 0.0103
0.7 0.0057 0.0105 0.0109 0.0129
0.8 0.0095 0.0090 0.0102 0.0177
0.9 0.0218 0.0141 0.0135 0.0273

Tabela 4 — Erro médio entre todas as execugoes para cada método de interpolacao utilizando
o algoritmo SO.

Os dados da Tabela 4 sao apresentados na Figura 33.

Ao observar os dados apresentados na Tabela 4 e visualizados nas Figura 33, foi
possivel ver que o erro associado a interpolacao com Polinomio de Lagrande é expressiva-
mente maior quando comparado as demais interpolagoes para valores pequenos de p. Tal
erro esta relacionado ao chamado fenomeno de Runge mencionado na Secao 4.1.2, isto é, a
oscilagao causada pelo alto grau do polindomio resultante, visto que ha um niimero elevado

de pontos para interpolagao.

Cabe observar aqui que todos os métodos apresentaram um aumento no erro para
valores maiores de p, embora seja claro que, para o maior valor do parametro de remogao
de pontos, o método de aproximacao por Regressao Polinomial é aquele que possui o
menor erro cometido dentre os demais métodos, superando inclusive a aproximacao linear.

Uma possivel explicacao para esse fato é que a Regressao Polinomial se ajusta melhor
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Figura 33 — Evolugao do erro com o aumento de p para os diferentes métodos de interpolagao

utilizando o algoritmo SO.

nos pontos onde ha uma mudanca de direcao na frente de regularizacdo, ao contrario

da aproximacao linear. Além disso, a regressao polinomial nao sofre com o fendémeno de

Runge dos polinémios de Lagrange.

A Tabela 5 apresenta os erros para os fatores de remocao dos pontos, utilizando o

método RC para geragao dos pontos.

p  Linear Lagrange Polinomial FFT

0.1 0.0001 0.0001 0.0002 0.0025
0.2 0.0001 0.0001 0.0008 0.0032
0.3 0.0001 0.0002 0.0004 0.0030
0.4 0.0001 0.0001 0.0002 0.0020
0.5 0.0001 0.0001 0.0003 0.0007
0.6 0.0001 0.0001 0.0002 0.0048
0.7 0.0002 0.0006 0.0017 0.0074
0.8 0.0001 0.0006 0.0002 0.0004
0.9 0.0005 0.0029 0.0014 0.0022

Tabela 5 — Erro médio entre todas as execugdes para cada método de interpolacao utilizando

o algoritmo RC.

Os dados da Tabela 5 sao apresentados na Figura 34.
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Figura 34 — Evolugao do erro com o aumento de p para os diferentes métodos de interpolagao
utilizando o algoritmo RC.

Ao observar os dados apresentados na Tabela 5 e visualizados nas Figura 34, foi
possivel notar que o método de interpolacao FFT possui o erro cometido muito maior que
o dos demais métodos para a maioria dos valores do fator de remoc¢ao dos pontos. Isso se
deve a natureza do método adaptado a partir do algoritmo FF'T que interpola os pontos,
que produz curvas que nao se adéquam a natureza dos pontos gerados pelo método RC.
Além disso, o erro se torna mais perceptivel neste caso devido ao baixo erro cometido

pelos demais métodos de interpolagao.

A Tabela 6 apresenta os erros para os fatores de remogao dos pontos, utilizando o

método SLSQP para geracao dos pontos.
Os dados da Tabela 6 sao apresentados na Figura 35.

Ao observar os dados apresentados na Tabela 6 e visualizados nas Figura 35, foi
possivel identificar qualitativamente os melhores métodos para interpolagao a partir de
pontos gerados pelo algoritmo SLSQP, sendo a interpolagao Linear aquela que cometeu
o menor erro para todos os fatores remocao dos pontos. Em seguida, as aproximacgoes
por Polinémio de Lagrange e por FFT apresentaram resultados parecidos, enquanto a
aproximagcao por regressao polinomial se mostrou a pior que as demais em termos do erro

cometido.

A Tabela 7 apresenta os erros para os fatores de remocao dos pontos, utilizando o
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p  Linear Lagrange Polinomial FFT

0.1 0.0004 0.0024 0.0159 0.0050
0.2 0.0014 0.0127 0.0202 0.0071
0.3 0.0015 0.0054 0.0142 0.0058
0.4 0.0016 0.0050 0.0129 0.0051
0.5 0.0026 0.0062 0.0210 0.0089
0.6 0.0039 0.0121 0.0150 0.0099
0.7 0.0047 0.0150 0.0145 0.0114
0.8 0.0077 0.0247 0.0256 0.0163
0.9 0.0130 0.0359 0.0192 0.0317

Tabela 6 — Erro médio entre todas as execugdes para cada método de interpolacao utilizando
o algoritmo SLSQP.

SLSQP
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FFT
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0.005 A
0.000 -

0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9

Figura 35 — Evolucao do erro com o aumento de p para os diferentes métodos de interpolagao
utilizando o algoritmo SLSQP.

método COBYLA para geracao dos pontos.
Os dados da Tabela 7 sdo apresentados na Figura 36.

Ao observar os dados apresentados na Tabela 7 e visualizados nas Figura 36,
pudemos perceber que nao existe grande diferenca de performance entre os métodos de
interpolacao. No entanto, para todos os fatores de remocao dos pontos, a interpolagao

Linear se mostrou a mais eficiente, no sentido de provocar menor erro na aproximacao.

O tempo necessario para obter a interpolagdo por meio de cada um dos métodos e
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p  Linear Lagrange Polinomial FFT

0.1 0.0002 0.0023 0.0070 0.0035
0.2 0.0008 0.0085 0.0088 0.0054
0.3 0.0008 0.0048 0.0059 0.0039
0.4 0.0015 0.0056 0.0083 0.0045
0.5 0.0009 0.0028 0.0042 0.0025
0.6 0.0021 0.0084 0.0070 0.0059
0.7 0.0032 0.0109 0.0073 0.0074
0.8 0.0056 0.0152 0.0108 0.0138
0.9 0.0120 0.0305 0.0114 0.0279

Tabela 7 — Erro médio entre todas as execugoes para cada método de interpolacao utilizando
o algoritmo COBYLA.
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Figura 36 — Evolucao do erro com o aumento de p para os diferentes métodos de interpolagao
utilizando o algoritmo COBYLA.

em cada um dos cenarios é mostrado na Tabela 8.

Po6de-se observar que o tempo para calculo da aproximacgao em todos os casos foi
menor que o tempo necessario para a geragao da frente de Pareto, principalmente quando
utilizando o algoritmo sem otimizagao (SO) e o método das Regides de Confianca (RC),

como mostra a Tabela 2.

Esse resultado indica que, do ponto de vista do custo computacional, ¢ vantajoso

reduzir o nimero de pontos de Pareto gerados pelos algoritmos e realizar a interpolacao
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p  Linear Lagrange Polinomial FFT

0.1 0.0024 1.0631 0.0032 0.0069
0.2 0.0017 0.6074 0.0020 0.0040
0.3 0.0015 0.4543 0.0020 0.0036
0.4 0.0012 0.2898 0.0018 0.0028
0.5 0.0011 0.1920 0.0018 0.0023
0.6 0.0009 0.1274 0.0017 0.0019
0.7 0.0008 0.0713 0.0017 0.0015
0.8 0.0006 0.0276 0.0016 0.0010
0.9 0.0004 0.0075 0.0014 0.0006

Tabela 8 — Tempo em segundos necesséario para o calculo da interpolacao por meio de cada
método.

destes. Naturalmente, a redug¢ao do nimero de pontos utilizados leva a um aumento do
erro cometido na aproximacao da frente. O real prejuizo causado por essa redugdo na
precisao do algoritmo depende em grande parte da natureza da aplicacao final dos modelos
gerados, no sentido de que essa estratégia é funcional em aplicagoes onde é preferivel a
minimiza¢ao do tempo de geracao do modelo, mesmo que ao custo de alguma perda de

precisao, por exemplo.
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6 CONCLUSAO

Durante os experimentos computacionais foi possivel avaliar diferentes aspectos do
processo de obtencao da frente de Pareto para o problema do Lasso por meio da utilizagao

de algoritmos de otimizagao e por meio da utilizacao das propriedades do problema.

Primeiramente, foi possivel validar o funcionamento do algoritmo SO, que nao
utiliza técnicas de minimizacdo para obter aproximagoes para a frente de Pareto do Lasso,
comparando-o com algoritmos que utilizam a otimizacao para alcangar o mesmo objetivo.
Durante os teste de comparagao, também verificou-se que existem algoritmos de otimizacao
que executam em tempo menor do que o algoritmo SO, tal como COBYLA e SLSQP,

apesar da menor precisao encontrada por estes tultimos.

Em um segundo momento, foi possivel verificar que o Algoritmo 1, proposto
para melhorar a aproximagcao inicial para os algoritmos de otimizacao em cada valor do
parametro de regularizacao, de fato proporcionou uma melhora nos tempos de execugao de
todos os algoritmos apresentados, sendo o resultado mais notavel para o algoritmo SLSQP.
Esse resultado é esperado devido a natureza da frente de regularizagao do Lasso, que,
por ser linear por partes, proporciona uma forma de prever as coordenadas do préximo
ponto com certo grau de precisao. Além disso, a taxa de melhora para cada algoritmo esta
relacionado ao funcionamento interno dos mesmos, e a fatores que incluem, por exemplo,

a condicao de parada adotada.

Por fim, durante os testes de interpolagao foi possivel observar a viabilidade em se
usar modelos aproximados para geracao da frente de Pareto. Foi possivel ver que, mesmo
com a utilizacao de apenas 80% dos pontos para geracao da frente de Pareto, é possivel
obter um erro que corresponde a menos de 2% do valor das fungdes objetivo em cada
ponto ao se utilizar o método de interpolacao linear com pontos gerados pelo algoritmos de
Regiao de Confianga (RC). Esse tipo de combinagao pode ser usada para reduzir o custo
computacional do processo de obtencao da frente de Pareto para o Lasso, principalmente

observando que o método de RC é o mais custoso computacionalmente dentre os estudados.

Vale notar que algumas combinagoes entre algoritmo gerador dos pontos e método de
interpolacao dos pontos podem produzir resultados com erro considerdvel na aproximagao,
tornando os modelos interpolados pouco tteis, pois nao representam adequadamente o

conjunto de dados.

6.1 TRABALHOS FUTUROS

Durante a realizacao deste trabalho, foram identificados possiveis pontos de melhoria
nos algoritmos e hipdteses que carecem de investigacao mais profunda, que pretendemos

trabalhar futuramente.
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« Durante a busca pelo subgradiente (Passo 2 do algoritmo sem minimizagao), podem
ser testadas novas formas de determinar a regiao de busca, adotando um raio diferente
por coordenada como alternativa para a bola na norma infinito utilizada, por exemplo,

ou alterando a funcao do decaimento do raio da bola a cada iteragao.

o Verificar a viabilidade de descrever um algoritmo de selecao dos pontos 6timos, para
que seja reduzido o nimero de iteragoes necessarias para construir a frente de Pareto.
Tal algoritmo pode explorar as propriedades estatisticas do Lasso, bem como as

propriedades geométricas da frente de regularizacdo do problema multi-objetivo.

« Investigar a escalabilidade do algoritmo SO quando o niimero de variaveis de entrada

aumenta.
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