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RESUMO

O Aprendizado por Refor¢o (RL) e o Aprendizado por Imitagao (IL) sdo ramos da
Inteligéncia Artificial que possibilitam o aprendizado através da interacao com o ambiente e
através da observacao de exemplos, respectivamente. Eles possuem aplicagoes em diversas
areas, tais como: veiculos autéonomos, controle de robos e jogos. Os jogos sao amplamente
utilizados para testar o desempenho de modelos de Aprendizado por Reforco, geralmente
utilizando redes neurais profundas, pois proporcionam um ambiente controlado capaz
de expor o modelo & uma ampla variedade de problemas e contextos. Dessa forma, o
presente trabalho tem como objetivo propor modelos de controle para o jogo Sonic The
Hedgehog utilizando Aprendizado por Imitacdao e Aprendizado por Refor¢o Profundo. Além
disso, busca-se analisar o desempenho de modelos de imitagao baseados em estratégias
adversariais, investigar o impacto da imitacao no comportamento e desempenho do modelo,
e verificar se o Aprendizado por Imitacdo pode ser uma alternativa viavel a criacao de
funcoes de recompensa. Foram realizados experimentos comparando diversos métodos
de IL, a fim de verificar se o mesmo seria capaz de gerar bons controladores para o
jogo. Em seguida, os métodos de IL de clonagem comportamental, Aprendizado por
Imitacao Generativo Adversarial e Aprendizado por Refor¢o Inverso Adversarial foram
utilizados para iniciar o RL, com a hipdtese de que o conhecimento prévio de dominio
disponibilizado pela imitagdo auxilie o0 modelo a atingir melhores resultados. Os resultados
obtidos mostraram que o IL pode ser utilizado para gerar controladores de jogos digitais e
que a inicializacao da etapa de RL com o Aprendizado por Imitacao pode ajudar o modelo

a obter melhor desempenho.

Palavras-chave: Aprendizado por Reforco Profundo, Redes Neurais Convolucionais,
Redes Neurais Adversariais, Aprendizado por Imitagdo, Aprendizado por Reforgo Inverso,

Otimizacao de Politica Proximal



ABSTRACT

Reinforcement Learning (RL) and Imitation Learning (IL) are branches of Artificial
Intelligence that enable learning through interaction with the environment and through
observation of examples, respectively. They have applications in several areas, such
as: autonomous vehicles, robot control and games. Games are widely used to test the
performance of Reinforcement Learning models, usually using deep neural networks, as
they provide a controlled environment capable of exposing the model to a wide variety of
problems and contexts. Thus, the present work aims to propose control models for the
game Sonic The Hedgehog using Imitation Learning and Deep Reinforcement Learning. In
addition, we seek to analyze the performance of imitation models based on adversarial
strategies, investigate the impact of imitation on the model’s behavior and performance,
and verify whether Imitation Learning can be a viable alternative to creating reward
functions. Experiments were carried out comparing different IL methods, in order to verify
if it would be able to generate good controllers for the game. Then, the IL methods of
behavioral cloning, Adversarial Generative Imitation Learning and Adversarial Inverse
Reinforcement Learning were used to start the RL, with the hypothesis that the prior
domain knowledge provided by imitation helps the model to achieve better results. The
obtained results showed that the IL can be used to generate digital game controllers and
that the initialization of the RL step with Imitation Learning can help the model to obtain

better performance.

Keywords: Deep Reinforcement Learning, Convolutional Neural Networks, Adver-
sarial Neural Networks, Imitation Learning, Inverse Reinforcement Learning, Proximal

Policy Optimization
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1 INTRODUCAO

O desenvolvimento de agentes inteligentes capazes de aprender diretamente de
imagens tem sido um grande desafio para o Aprendizado por Reforco, Reinforcement
Learning (RL), nos tltimos anos, e possui aplicagoes em diversas areas, tais como: veiculos
autonomos (Aradi, 2020), controle de robos (Nguyen and La, 2019), diagnéstico médico
(Zhou et al., 2021) e jogos (Mnih et al., 2013). Os jogos sao amplamente utilizados para
testar o desempenho de modelos de Aprendizado por Refor¢o e Aprendizado por Reforco
Profundo, pois proporcionam um ambiente controlado capaz de expor o modelo a uma

ampla variedade de problemas e contextos.

O Aprendizado por Refor¢o é um ramo da Inteligéncia Artificial, derivado dos
estudos de aprendizagem da Psicologia (Kaelbling et al., 1996), onde os comportamentos
de um agente tendem a se repetir ou extinguir de acordo com as respostas as suas acoes.
Diferente de outros tipos de aprendizado, como o supervisionado e nao supervisionado, em
que é necessario ter acesso a um conjunto de dados para treinar o modelo, no Aprendizado
por Reforgo o aprendizado se da através da interacao com o ambiente, onde o agente
executa agoes e recebe recompensas ou punigdes como respostas, tendo como objetivo
maximizar a recompensa recebida. Porém, em diversos problemas, é dificil definir uma
fungdo de recompensa adequada (Dulac-Arnold et al., 2019). Existem diversas alternativas
para tentar amenizar o problema de definicdo da funcao de recompensa, entre elas o
Aprendizado por Imitacdo, Imitation Learning (IL) (Hussein et al., 2017) e o Aprendizado
por Reforgo Inverso, Inverse Reinforcement Learning (IRL) (Zhifei and Meng Joo, 2012).
No IL, o agente aprende a partir de observagoes de comportamento de um especialista,
permitindo que comportamentos sejam aprendidos mais rapidamente (Bandura, 1962).
Ja no IRL, o agente utiliza as observagoes do comportamento para gerar uma funcao de

recompensa.

O Aprendizado por Refor¢o Profundo, Deep Reinforcement Learning (DRL) (Huang
et al., 2012), surge da combina¢ao do RL com Redes Neurais Profundas, Deep Neural
Networks (DNN). O DRL permitiu a utilizacdo do RL em ambientes de alta dimensao
com informagoes nao estruturadas, como criar agentes para tomar decisoes a partir do uso

direto de imagens.

Diversos trabalhos exploraram a criacao de controladores para jogos utilizando DRL,
como (Mnih et al., 2013), (Bhonker et al., 2016), (Ibarz et al., 2018) e (Berner et al., 2019).
Porém, a utilizacao de técnicas adversariais de IL, como: Generative Adversarial Imitation
Learning (GAIL) (Ho and Ermon, 2016) Adversarial Inverse Reinforcement Learning
(AIRL) (Fu et al., 2017), combinadas com o Refor¢o Profundo sdo pouco exploradas.

Sabendo que o Aprendizado por Imitacao possibilita que comportamentos sejam

aprendidos de forma mais rapida através da observacao de exemplos, criando, assim, um
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repertorio comportamental sem a necessidade da interagao direta com o ambiente exigida
na aprendizagem por reforco, a contribuicao dessa pesquisa se da ao buscar combinar
estratégias de imitacao adversariais e comportamentais a de reforco, com a hipotese de
que o agente ja comecara sua interacdo com o ambiente tendo algum conhecimento de
dominio prévio, facilitando o processo de busca e permitindo que o agente atinja melhores

resultados.

1.1 Objetivos

O presente trabalho tem como objetivo geral desenvolver modelos de Aprendizado
por Reforco e Aprendizado por Imitagdo para controle de jogos digitais. Como objetivos

especificos, pretende-se:

o Analisar o desempenho do uso do Aprendizado por Imitacao para inicializagao dos

modelos de Aprendizado por Reforgo no jogo Sonic The Hedgehog;
o Explorar o desempenho de modelos de imitacao baseados em estratégias adversariais;
o Investigar o impacto da imitacao no comportamento e desempenho do modelo;

o Verificar se o Aprendizado por Imitacao fornece uma alternativa viavel a criacao de

fungbes de recompensa.

« Disponibilizar dados de demonstracao para futuros trabalhos.

1.2 Organizacao do texto

Esse trabalho é composto de 7 capitulos e estd organizado da seguinte forma: o
capitulo 1 contém a introducéo, no capitulo 2, é apresentado o ferramental tedrico necessério
para entendimento desse trabalho; o capitulo 3 apresenta uma revisao da literatura; o
capitulo 4 conta com a definicdo do problema, além de detalhes de funcionamento do
emulador. Detalhes da proposta apresentada sao encontrados no capitulo 5. A metodologia
e discussao sobre os resultados sao apresentadas no capitulo 6, enquanto o capitulo 7

contém as conclusoes, discussoes finais e a proposta de trabalhos futuros.
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2 FUNDAMENTACAO TEORICA

Neste capitulo sao apresentados os conceitos, métodos e modelos utilizados como
base para esse trabalho. O objetivo é familiarizar o leitor com toda a base tedrica necessaria

para o entendimento desta pesquisa.

2.1 Redes Neurais Artificiais

Rede neural artificial (RNA), ou em inglés Artificial Neural Network (ANN), é
uma técnica de Inteligéncia Artificial inspirada no funcionamento do cérebro. Uma RNA é
constituida da interligagao de neur6nios artificiais, que permite mapear valores de entrada
em valores de saida (Abdi et al., 1999).

Biologicamente, uma rede neuronal é a interligagdo de diversos neurénios que
interagem entre si através da passagem de sinais elétricos dos seus axénios (terminais
transmissores) para os dendritos (terminais receptores) do préximo neurdnio. Essa passa-
gem do impulso elétrico entre axonios e dendritos é chamada de sinapse, e ocorre quando
a combinacao dos impulsos de entrada atingem um nivel minimo, estado chamado de
potencial de agdo ou potencial de ativagao (Moreira, 2013). Na Figura 1, pode-se ver a

representacao de um neurénio biologico.

No ano de 1943, o matematico Walter Pitts e o psiquiatra Warren McCulloch
publicaram o artigo (McCulloch and Pitts, 1943). Esse trabalho, considerado o ponto de
partida das redes neurais artificiais, demonstra como é possivel modelar o funcionamento

neuronal através de circuitos digitais. Anos mais tarde, o psicologo Frank Rosenblatt

Figura 1 — Figura retirada de (Franco, 2020)
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Figura 2 — Representagdo do modelo Percetron de neurdnio artificial.

criou um modelo de rede neural artificial chamado Perceptron (Rosenblatt, 1958). O
modelo consiste em neurénios artificiais que recebem entradas e produzem uma saida
ponderada através de uma funcao de ativa¢ao, onde, se o valor da entrada ultrapassa
um certo limiar de ativagao, essa saida é verdadeira, e, caso o valor da entrada nao seja
suficiente para ultrapassar o limiar de ativagao, essa fungao retornara falsa. O modelo é
treinado utilizando um algoritmo de otimizagao que ajusta os pesos das conexoes entre
as entradas e a saida de forma a minimizar o erro em relagao aos dados apresentados. A

Figura 2 mostra a representac¢ao matematica do modelo.

o X =ux1,29,23,...,x,: vetor contendo as entradas da rede;

W = wq, ws, w3, ..., w,: vetor contendo os pesos da rede, geralmente iniciado com

valores aleatorios;

e b: chamado de viés, é um valor real adicionado ao somatoério do vetor de entrada X
ponderados pelo vetor de pesos W. Esse valor permite deslocar a fungao de ativagao

no eixo y, aumentando ou diminuindo o limiar para sua ativacao;

o Y: Combinador linear que agrega os sinais de entrada ponderados pelos pesos,

produzindo um valor z, chamado de potencial de ativacao;
e z=y ", x; Xxw; +0b, chamado de potencial de ativagao;

1 >=0
e o(2)=1¢" ‘ , chamado de fungao de ativagao; e
0, 2<0

« y: saida bindria do neurdnio.
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2.1.1 Perceptron Multi Camadas

O Perceptron Multi Camadas (em inglés, Multilayer Percetron (MLP)) é um modelo
de Aprendizado Supervisionado proposto por Werbos em (Werbos, 1974). Esse modelo
consiste em combinar uma ou mais camadas internas, de modo que a saida dos neuronios

de uma camada alimente a préxima camada.

Diferente do Perceptron tradicional, que possui apenas uma saida bindria, o MLP
pode possuir diversas saidas, e é capaz de modelar problemas nao lineares, podendo ser
utilizado para a resolugdo de uma extensa gama de problemas, tais como: reconhecimento
de padroes, processamento de imagens, previsao de séries temporais e aprendizado por

reforgo.

A arquitetura do MLP é composta por trés tipos de camadas: a camada de entrada;
uma ou mais camadas ocultas, e camada de saida, que pode conter um ou mais neuronios
de saida. A camada de entrada recebe os dados de entrada e os repassa para a primeira
camada oculta. Cada neurdnio na camada oculta processa a informacao recebida e a envia
para a proxima camada oculta ou para a camada de saida (no caso da ultima camada
oculta). A camada de saida, por sua vez, produz a saida final do modelo. A Figura 3

ilustra um exemplo de arquitetura MLP.

O MLP ¢ considerado uma rede neural feedforward, porque a informacgao se move
apenas em uma diregao, da camada de entrada para a camada de saida (Rosenblatt,
1958). Nesse tipo de rede, cada camada de neurénios se conecta exclusivamente a camada
seguinte, permitindo que a informacao flua unidirecionalmente através das camadas. Os
neuronios de cada camada recebem as saidas dos neurénios da camada anterior e processam
a informacao, repassando o resultado para os neurénios da camada seguinte, até chegar a

camada de saida, onde a resposta do modelo é gerada.

2.1.2  Funcgoes de ativagao

A funcao de ativacao compoe parte essencial do neurénio artificial e, por sua vez, de
toda a rede neural. A funcao de ativagao consiste em uma transformagao numérica aplicada
a combinacgao dos sinais de entrada, ja ponderada pelos respectivos pesos sinapticos do
neuronio, podendo ser linear ou nao linear. A func¢ao de ativagao linear possui aplicacao
restrita, limitando-se ao tratamento de problemas lineares ou problemas onde a saida do
neuronio deve ser proporcional a entrada. Nesse ultimo caso, essa funcao é geralmente
utilizada na camada de saida. Em geral, as func¢oes nao lineares podem ser utilizadas
para modelar uma extensa variedade de problemas, ja que sua nao linearidade permite

encontrar padroes complexos dos dados de entrada (Goodfellow et al., 2016).

A escolha da funcao de ativacao de uma rede neural artificial esta diretamente
ligada ao problema que sera tratado, podendo ter grande influéncia no desempenho final

do modelo (Nwankpa et al., 2018). A Figura 4 apresenta algumas das fungoes de ativagoes
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Camada de Camada Camada de
Entrada Oculta Saida

Entrada #2 —

Entrada #3 —

Figura 3 — Ilustracao de uma arquitetura MLP em que a camada de entrada é composta
por quatro neurdnios. H4 uma camada oculta, com cinco neurtnios, e a camada de saida
possui um neurdnio. Figura adaptada de (Wikipedia, the free encyclopedia, 2017)

mais conhecidas e suas definigoes matematicas.

2.1.3 Redes Neurais Profundas

O termo Redes Neurais Profundas (Deep Neural Network, DNN) é usado para
designar redes neurais com muitas camadas ocultas, em alguns casos chegando a centenas
ou milhares de camadas. O grande nimero de camadas permite que as redes neurais
profundas sejam capazes de aprender relagoes extremamente complexas. Nos tltimos
anos, o uso de redes profundas possibilitou diversos avancos nos mais diferentes campos,
como em visao computacional, processamento de linguagem natural e reconhecimento
de fala. Um dos primeiros trabalhos a descrever o uso de multiplas camadas foi o de
Ivakhnenko and Lapa (1966), no qual utilizaram um modelo com trés camadas internas
e uma otimizacao através de minimos quadrados para cada camada. Porém, foi apos
o trabalho de Rumelhart et al. (1986) que se introduziu o uso do backpropagation para
atualizagdo dos pesos das redes neurais e que a utilizagdo de redes de miltiplas camadas

ganhou forga.

Diversos trabalhos demostraram a eficiéncia da técnica de retro propagacao para
o aprendizado de relagoes complexas nos dados em diversos problemas, dentre eles a
identificagao de digitos escrito a mao (LeCun et al., 1989) e (Martin and Pittman, 1991).
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Figura 4 — Funcgoes de ativagao
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Figura 5 — Arquitetura da primeira rede neural profunda, proposta e treinada por Ivakh-
nenko and Lapa (1966). Figura adaptada de (Dettmers, 2015).

2.1.4 Redes Neurais Convolucionais

Redes Neurais Convolucionais, do inglés Convolution Neural Networks (CNN), é
um modelo de Aprendizado de Maquina inspirado no funcionamento do cortex visual
humano. As CNNs sao projetadas de forma a extrair caracteristicas de imagens, tais como
linhas, bordas e curvas, de forma que a cada camada, padroes mais complexos podem ser
identificados. Sao usualmente utilizadas em problemas de classificagdo em imagens, mas
possuem ampla gama de aplicabilidade em problemas reais, como reconhecimento de voz,

processamento de linguagem natural, e auxilio a diagndstico médico e deteccao de objetos.

O cerne do funcionamento das CNNs é a operacao de convolucao, que pode ser
definida matematicamente como o somatério do produto entre duas funcgoes ao longo
da regiao de sobreposigdo. A operagao de convolugao entre duas fungoes f(x) e g(x)
pode ocorrer no dominio discreto ou continuo. A Equacao 2.1 define uma operacao de

convolugao entre duas fungoes continuas.

(f g)(w) = conv(z) = [ flw)- glw — w)du (2.1)

—00
O célculo da convolucao continua é dado pela integral do produto das duas fungoes
f(z) e g(z), desde que ambas sejam integraveis no intervalo. No célculo discreto, a integral

¢é substituida pelo somatoério, como:
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Pixel de origem

Novo valor de pixel

Figura 6 — O elemento central do filtro é posicionado sobre o pixel de origem, onde é
aplicado a operagao de convolugao a seguir: (4 xX0+0x0+0x0)+(0x04+0x1+4+0x
D+ (0x0+0x142x—4)=-8.

(f * g)(x) = conv(z) = z f(w) - g(x —u)

Para utilizagao em imagens, a convolucao descrita anteriormente deve ser adaptada
para percorrer as duas dimensoes espaciais da imagem (altura e largura), podendo ser

descrita matematicamente como:

x Y

(f*g9)(x,y) = conv2d(z,y) =Y > f(i,j) - g(x — i,y — )

i=0 j=0
A Figura 6 mostra um exemplo da aplicacao de uma convolugao sobre uma imagem.

No contexto das CNNs, a convolucao tem o papel de realizar uma extracao de
informagoes relevantes para a imagem. Através do uso de um filtro (também conhecido
como Kernel), é possivel extrair padroes da imagem, como: bordas, linhas, curvas,
contrastes, texturas e etc. Para a aplicagao de uma convolugdo sobre uma imagem, o
filtro se desloca sobre a imagem, calculando a soma do produto escalar dos elementos
correspondentes (O’Shea and Nash, 2015).

Como discutido anteriormente, as principais caracteristicas das CNNs sao as
camadas convolucionais, capazes de identificar padroes nas imagens de entrada. Quanto
mais profunda a camada de convolugao, mais complexos sao os padroes que os filtros dessa

camada correspondente é capaz de detectar. Um exemplo é que, enquanto em camadas
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Conectado Conectado
Ativagao RelLU da Rede Neural
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Convolugéo Agrupamento Convolugdo  Agrupamento A
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n3 unidades

Figura 7 — A Figura mostra um exemplo de arquitetura para uma CNN. Adaptada de
(Nadeem et al., 2020)

iniciais, os filtros sdo capazes de detectar bordas e linhas; em camadas mais profundas, os

filtros de convolucao sao capazes de detectar olhos, boca, cabelos ou objetos complexos.

A arquitetura basica de uma CNN é composta por diferentes tipos de camadas,

tais como:

o Camada de entrada: responsavel por receber a informacdo e encaminhar para a

proxima camada;

o Camadas de convolu¢ao: sao encarregadas de realizar a aplicacao dos filtros e

extragao de caracteristicas da imagem:;

« Camada de agrupamento (polling): esse tipo de camada reduz a dimensionalidade

da entrada, de modo a nao perder a informacao;

« Camada totalmente conectada: responsavel por converter a saida das camadas de

convolucao e polling para realizar a classificacao; e

o (Camada de Saida: produz a saida da rede.

Dois conceitos importantes para o entendimento do funcionamento das CNNs sao
os de stride e padding. O stride refere-se ao deslocamento do filtro sobre a imagem. Um
stride de 1, por exemplo, significa que o filtro se move um pixel por vez durante sua
aplicagao, cobrindo todas as posicoes da imagem sem deixar lacunas. J4 um stride de

tamanho 2 significa que o filtro salta dois pixels a cada aplicacao, resultado numa imagem
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final menor. O padding, por sua vez, é uma técnica que consiste em adicionar bordas de
pixels a imagem de entrada antes da aplicacao da convolugao. Essa técnica ajuda a reduzir
a perda de informacgao da borda da imagem, permitindo que o filtro seja aplicado a todos

os pixels da imagem original (Dwarampudi and Reddy, 2019).

2.2  Processo de Decisao de Markov

O processo de decisao de Markov, em inglés Markov Decision Process (MDP), é
um modelo matematico que descreve processos nos quais as transigoes entre estados sao
probabilisticas e os estados futuros dependem apenas do estado atual (Puterman, 1990).
Nesse tipo de modelo, é possivel observar o estado atual e interferir no processo executando
agoes (Puterman, 2014). O executor das ag¢oes no sistema é chamado de agente. Essas
agoes podem ter recompensa (ou custo), que depende do estado atual do processo. De
forma alternativa, é possivel definir a recompensa (ou custo) baseada apenas no estado. O
processo de decisao de Markov é baseado no teorema de Markov, que afirma que o futuro
de um processo depende apenas do seu estado atual, e ndo de seu passado (Russell, 2010).
Este tipo de Processo é também denominado de (processo sem meméria) (memoryless

process), uma vez que o passado é ‘esquecido’ (Nogueira, 2008).

A Propriedade de Markov é uma caracteristica fundamental de certos processos

estocasticos, e pode ser matematicamente descrita pela Equacao 2.2:

P(Si11|S:) = P(S441]51, 52, S3, ..., St) (2.2)

Essa equagao estabelece que a probabilidade de alcancar o estado S;,1, dado o
estado atual S, ¢ igual a probabilidade de alcangar o estado S;11, considerando toda a
sequéncia de estados desde Sy até S;. Em outras palavras, os estados S; até S;_; nao
tém influéncia na probabilidade de atingir Sy, ;. Portanto, o estado futuro S;,; depende

unicamente do estado anterior S;, sendo independente dos eventos passados.

O processo de decisao de Markov pode ser definido como uma tupla (S,A,T,R)
(Pellegrini and Wainer, 2007), onde:

e S é o conjunto de estados que o sistema pode assumir;
e A é o conjunto de agdes que podem ser executadas sobre o sistema;

e T:8xAx S+ 0,1] é a fungdo de transicao que atribui a probabilidade de uma
agao a € A levar o sistema de um estado s € S para um estado s’ € S. Pode ser

denotado como T'(s'|s, a);

e R:Sx A~ Réa funcdo que retorna a recompensa (ou custo) » € R dado que fora

executada uma acao a € A no estado s € S.
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O Processo de Decisao de Markov pode ser dividido em dois tipos: totalmente
observavel e parcialmente observavel. No caso do Processo de Decisao de Markov Total-
mente Observavel, o agente tem acesso a informacgao completa do ambiente, conhecendo
todos os possiveis estados, bem como as probabilidades de transicao entre eles. Um
exemplo de problema que pode ser modelado dessa forma ¢é o jogo de Xadrez, onde todas

as informacoes sao conhecidas e é possivel identificar todos os estados possiveis do jogo.

Por outro lado, no caso do Processo de Decisao de Markov Parcialmente Observavel,
o agente nao possui informagoes completas sobre o ambiente, estando limitado a uma
informacao parcial que pode até ser afetada por ruido ou erros de leitura. Um exemplo de
problema que pode ser modelado como um Processo de Decisao de Markov Parcialmente
Observavel é um jogo de cartas, no qual o agente s6 tem acesso as informagoes das cartas

que estao na mesa e das cartas em sua propria mao.

2.2.1 Politica para Processo de Decisao de Markov

A cada passo de tempo (ou época de decisao), o agente usa uma regra de decisdo
para escolher a proxima acao. Uma forma simples de regra de decisao é um mapeamento
direto de estados em agdes. O conjunto de todas as regras de decisdo (uma para cada

passo de tempo) é chamado de politica e é representado pela letra grega 7.

Ao executar uma politica, o agente receberd recompensas a cada passo de tempo.
Para comparar duas politicas, é necessario adotar um critério de desempenho (Pellegrini
and Wainer, 2007). E possivel definir diversos critérios de desempenho para MDPs, e entre

os mais conhecidos pode-se citar:

o Recompensa média por época de decisao: éZf;ol T
o recompensa esperada total: F {Zf;ol T’t}; e

e recompensa esperada descontada: F [Zf;& ’ytrt};

onde r; é a recompensa no instante de tempo t, v é chamado fator de desconto; sendo
v €]0,1[, e z é chamado de horizonte. O horizonte de um MDP é o niimero de passos
de tempo (ou épocas de decisao) disponiveis para a tomada de decisdes. Existem trés
tipos de horizontes: finito (quando existe um ntmero fixo de decisdes); infinito (quando a
tomada de decisao é repetida continuamente, sem a possibilidade de parada), e indefinido
(andlogo ao horizonte infinito, porém com a possibilidade do processo parar caso chegue

em algum estado que tenha sido marcado como estado terminal).

2.2.2  Definicao: Politica para um MDP

Uma regra de decisdo para um MDP em um passo de tempo t é uma funcao

d; : S — A que determina a acao a ser executada dado o estado do sistema. Uma politica
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para um MDP é uma sequéncia de regras de decisao m = {dy, dy,ds, ...,d._1 }, uma para

cada passo de tempo.

A funcao valor de uma politica 7 para um MDP M = (S, A, T, R) é uma fungao
V™. S+ R, tal que V™(s) da o valor esperado da recompensa para esta politica de
acordo com o critério de otimalidade. Por exemplo, para horizonte finito com desconto

seja m = {dy, d1,ds, ...,d,_1}, esta fungao pode ser definida como:

V7 (s) = R(s,di(s)) +7 > T(s,di(s), s V() (2.3)

s'es
onde V7™ (s) = 0 para todas ag¢oes apds o final do horizonte (porque ap6s o final do horizonte

nao hé mais agoes que possam gerar recompensas).

2.3 Aprendizado por Reforco

No inicio do século XX, o fisiologista russo Ivan Pavlov estudava o processo digestivo
de caes (Pavlov, 1897). Para isso, Pavlov realizava as medigoes da quantidade de saliva
produzida por esses caes quando expostos a estimulos alimentares. Com o tempo, Ivan
percebeu que os caes, que antes s6 comecavam a salivar quando viam o estimulo alimentar
(estimulos incondicionais), comegaram a salivar antes, com outros estimulos do processo
de experimentagao (estimulos condicionais), como o som das tigelas sendo preparadas ou
os passos do assistente pelo laboratoério. Essas observagoes levaram entao a enunciagao do
que hoje é conhecido como Condicionamento Classico. As pesquisas de Pavlov serviram de
pano de fundo para as teorias de aprendizado modernas, pavimentando o caminho para os
estudos do psicologo estadunidense Frederic Skinner, cuja maior contribui¢ao foi publicada
em (Ferster and Skinner, 1957), que traz analises de experimentagdes realizadas com o
que ele chamava de ‘Camara de Condicionamento Operante’, hoje conhecida como Caiza

de Skinner.

No Condicionamento Cléassico de Pavlov, o estimulo gera uma resposta no indivi-
duo. Ja no Comportamento Operante de Skinner, as respostas do individuo geram uma
consequéncia que tem chances de se repetir em um cenario semelhante, modificada pelo
resultado dessa consequéncia. De modo geral, agoes com consequéncias positivas tendem

a serem repetidas, e agoes com consequéncias negativas tendem a ser evitadas.

O Aprendizado por Refor¢o é um ramo do Aprendizado de Maquina inspirado
na Psicologia Comportamental, que tem como base a premissa de que comportamentos
podem ser aprendidos por meio de condicionamento, utilizando de reforcos e punigoes
(Kaelbling et al., 1996). Em Ciéncia da Computacao, o Aprendizado por Reforgo visa
a geracao de modelos para controle de agentes, utilizando a interagdo com o ambiente
para treinar uma politica de controle que mapeie estados em agoes, de forma a maximizar

uma funcao de recompensa. O Aprendizado por Refor¢o tem sido amplamente utilizado
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St+1

Ambiente

Figura 8 — Iustracao do Agente, representado pelo o robd, executando uma acao no
ambiente (planeta) utilizando de uma politica 7 e, por sua vez, o ambiente retorna uma
recompensa 7; para a ac¢ao realizada no tempo ¢ e um novo estado Sy;.

para resolver uma série de problemas, tais como: controle de agentes robdticos (Johannink
et al., 2019), controladores de jogos (Lample and Chaplot, 2017), carros auténomos (Aradi,
2020), telecomunicagoes (Peshkin and Savova, 2002) e etc.

2.3.1 Funcao de Recompensa

No Aprendizado por Reforgo, a funcao de recompensa é responsavel por guiar o
aprendizado do agente, fornecendo um parecer a respeito das agoes tomadas por ele (se
sao boas ou ruins). O treinamento de um modelo de Aprendizado por Reforgo se dé pela
geracao de uma politica de decisao que maximize a recompensa recebida pelo agente.
Uma func¢ao de recompensa mal definida pode levar a nao convergéncia do treinamento
ou ao aprendizado de comportamentos indesejados. A definicdo de uma boa funcao de

recompensa é primordial para a eficacia do aprendizado.

Em muitos problemas reais, é geralmente dificil produzir manualmente uma funcao
de recompensa, como no caso da diregdo auténoma de veiculos (Kiran et al., 2021), controle
de robds (Johannink et al., 2019) e sistemas de recomendagoes (Afsar et al., 2022). Em
situagoes como essas, técnicas de Aprendizado por Refor¢o Inverso podem se tornar
uma solugao viavel, visto que conseguem aprender a fun¢ao de recompensa com base em

demonstragoes do comportamento desejado.



29

2.3.2 Gradiente de uma Politica

O gradiente de uma politica ¢é utilizado para atualizar a politica de decisao do
Aprendizado por Reforgo na direcao da politica 6tima. A definigdo matematica do gradiente
da politica leva em consideracao a hipétese da recompensa (Bowling et al., 2022), a qual
postula que o Aprendizado por Refor¢co pode ser entendido como a maximizacao do
valor esperado da soma cumulativa de um sinal escalar recebido, denominado recompensa
(Sutton and Barto, 2018).

Seja 7, chamado de trajetoria, a sequéncia de estados, agoes e recompensas:

T = 81,001,171, 81,01, 71, ...ST, AT, T'T

Visto que o objetivo do Aprendizado por Refor¢co é maximizar a recompensa

esperada utilizando de uma politica m, podemos representar essa funcao objetivo como:

J(0) = B, [1(7)] = [ molr)r(r)ar

Onde r(7) representa a recompensa total em uma trajetéria 7, 6 representa os
pardmetros da politica, e my(7) denota a probabilidade da politica 7 seguir a trajetoria 7
com os parametros ¢. Dessa forma, o objetivo do problema de aprendizado é encontrar
o conjunto de pardmetros # que maximize a funcao J. Supondo que J seja uma funcao
derivavel, é possivel atualizar os parametros # na direcao do maior deslocamento da funcao,
utilizando o gradiente ascendente (Ruder, 2016). Assim, a atualizacao do conjunto de

parametros 6 pode ser descrita como segue:

9t+1 = et + CKVJ(Gt) (24)

onde « é chamado de tamanho do passo ou taxa a aprendizado. Ao derivar J(6),

obtemos:
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Esse resultado demonstra que a derivada da recompensa esperada ¢é igual a esperancga

do produto entre a recompensa e o gradiente do logaritmo da politica .

Reescrevendo my(7) como o produto das probabilidades de se comegar em um estado
arbitrario sg e, em seguida, multiplicando as probabilidades subsequentes, utilizando a

regra do produto, uma vez que é assumida a independéncia entre as a¢oes, temos:

o Clt | St 3t+1,7’t+1 | Staat)

IIEH

Em cada passo de tempo t, é utilizada a politica my para selecionar uma acao.
Assim, a dindmica do ambiente resulta em um novo estado e na recompensa associada a
acao. Esse processo se repete por um ntimero arbitrario de passos de tempo, denominado 7.
Tomando o logaritmo da equacao acima e aplicando as propriedades do produto, chega-se

a:

T T
log (1) = log P(So) + Zlog mo(a | s¢) + Zlogp(stﬂﬂ"tﬂ | 5¢,a4)
t=1 t=1

tomando o gradiente:

V log me(T Z Vlog me(ay | s¢)

Ve (0) = VE,, [r(r)] = Ex, lr(T) (sz V log m(ay | st)ﬂ (2.5)

t=1
Esse resultado demonstra que é possivel representar o gradiente sem necessitar das

informagoes sobre a dinamica do ambiente ou o estado inicial da distribuicao.

2.3.3 Método Ator-Critico

O método Ator-Critico, em inglés Actor-Critic (AC), representa uma classe de
politicas de Aprendizado por Refor¢o que combina dois componentes principais: o ator e
o critico. O ator é responsavel por definir a agdo que o agente tomard dado um estado,
enquanto o critico é responsavel por avaliar a qualidade das decisdes tomadas pelo ator
(Konda and Tsitsiklis, 1999).

Geralmente, o método Ator-Critico é implementado utilizando uma rede neural
para aproximar a fun¢ao de cada um dos componentes: ator e critico (Grondman et al.,
2012). A rede neural do critico fica encarregada de estimar uma fungdo que mapeia a
acao tomada para uma estimativa de recompensa esperada a longo prazo. Essa funcao é
conhecida como fun¢ao valor da acdo (g-valor). Ja a rede neural do ator fica responsavel
por mapear os estados em agoes, fornecendo a politica de controle do agente. Descrevemos

matematicamente as func¢oes aproximadas como:
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« Ator, a func¢do da politica de controle do agente parametrizada por 6: my(s, a)

 Critico, fungao valor parametrizada por w: g,(s,a)

As fungoes do ator e critico sao otimizadas durante o treinamento da seguinte

forma:

1. Para cada passo de tempo, t, o estado atual do ambiente s; é passado como entrada

para o ator e critico;
2. A politica atual realiza uma acado a; com base no estado sy;

3. O critico utiliza o estado s; e a agdo a; para calcular o g-valor, ¢, (s, a;), da agdo a,

no estado s;

4. A acgdo a; leva o ambiente para um novo estado s;;; com uma recompensa 7

associada & transicao;

5. O ator atualiza os parametros # da politica com base no g-valor. Utilizando os
resultado das Equagoes 2.4 e 2.5 e substituindo a fungao r(7) pela funcao valor
quw(s,a), temos a atualizacao dos pardmetros da politica do ator matematicamente
descrita como:

A = aVy (log mo(s, a)) qu(s, a);

6. Utilizando a nova politica o ator toma uma nova acao A;.; que leva a um novo

estado Sii1; e

7. O critico atualiza os parametros da seguinte forma:

Aw =3 (R(& a) + Qw(5t+1’ at+1) - Qw<5t7 Clt)) vaw<5t7 at)

Onde R(s,a) é a recompensa R, obtida e o termo entre parénteses é conhecido

como erro de diferenga temporal.

O processo ¢ repetido até que um critério de parada, tal como o tamanho maximo
do episédio ou a ocorréncia de um estado terminal, seja atendido. A Figura 9 apresenta

um diagrama do funcionamento da politica Ator-Critico.
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Figura 9 — Diagrama do processo de aprendizado por refor¢o utilizando o método Ator-
Critico.
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2.3.4 Otimizacao de Politica Proximal

A otimizagao de politica proximal, também conhecida como Prozimal Policy
Optimization (PPO), é um algoritmo de Aprendizado por Reforgo proposto por Schulman
et al. (2017). Ele é baseado na ideia do algoritmo Trust Region Policy Optimization
(TRPO) (Schulman et al., 2015). O PPO tem sido amplamente utilizado em diversos tipos
de problemas, como robética (Dang et al., 2022), jogos (Kaiser et al., 2019) e mercado de
acoes (Yang et al., 2020).

O PPO utiliza uma abordagem baseada em gradiente para a otimizacao da politica.
Ele trabalha de maneira iterativa, de forma que, em cada iteracdo, a politica atual
é comparada com uma nova politica, buscando maximizar a recompensa recebida. A
estratégia conta com uma func¢ao chamada clipping, que é responsavel por permitir uma
variagdo méaxima na atualizacao da politica. Dessa forma, a nova politica ndao serd muito
diferente da anterior, evitando mudangas abruptas de comportamento do agente. O uso da
funcao de clipping garante a estabilidade do PPO e leva a uma convergéncia mais rapida
da politica treinada (Hsu et al., 2020).

As estratégias de otimizacao por gradiente conduzem a politica em direcdo a
maximizac¢ao da recompensa. No entanto, essas estratégias frequentemente enfrentam um
desafio relacionado ao tamanho do passo. Se o passo em dire¢do ao gradiente for muito
pequeno, o processo de convergéncia pode se tornar excessivamente lento. Por outro lado,
se o0 passo for muito grande, isso pode comprometer a estabilidade do processo, resultando

em dificuldades para alcancar a convergéncia.

Seja L(0) a fungao objetivo da politica, descrita como:

L(0) = E; [log ma(as | s¢) A (2.6)

onde A ¢é a fungao de vantagem, que descreve o quao melhor (ou pior) é realizar uma agao
em um determinado estado em comparacao com a média do valor desse estado. Dessa forma,
o PPO propoe uma modificagao na fungao objetivo para evitar atualizagdes prejudiciais
ao processo de aprendizado. A funcao objetivo modificada é descrita matematicamente da

seguinte forma:

LEHP(9) = By [min (14(0) Ay, clip (1(0),1 — &,1 4+ £) Ay)]

r¢(0) é chamado de funcao de razao (ratio function) e é calculada da seguinte forma:

r(0) = _molar | s)
7Tga,'n,tigo (at | St)
onde 7y(ay | s¢) é a probabilidade de realizar a agdo a; no estado s; utilizando a politica

atual, e mg,,,...(a¢ | 5;) é a probabilidade de realizar a acao a; no estado s, utilizando a

politica antiga. Logo, r;(6) representa a taxa entre as politicas atual e antiga:
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e Se ry(f) > 1, a agdo a; no estado s; é mais provavel na politica atual do que na

antiga.

e Se 0>r(0) <1, aacgido a; ¢ menos provavel de ocorrer no estado s; na politica

atual do que na antiga.
A funcao razao pode substituir o log da probabilidade na Equacao 2.6, gerando:

W@(@t ‘ St)

L(§) = E, l T >At] — E, [r(0)A,]

ﬂ-aantigo (

No entanto, se a agao tomada for muito mais provavel na politica atual do que
na antiga, o gradiente de politica iria apresentar um valor alto, gerando, entao, uma
atualizacao excessiva de politica. Desse modo, é desejado manter a razao entre a politica
atual e antiga dentro de uma margem estabelecida. Para isso, é tomado o minimo entre a

fungao r,(0)A; e a fungao clip (r,(0),1 — €, 1 + ) Ay, representada por:

min (r4(0) A, clip (r4(6),1 —e,1 4+ €) Ay)

de modo que o objetivo final seja um limite inferior do objetivo nao recortado. (Schulman
et al., 2017) utiliza ¢ = 0.2, mantendo a razao entre 0.8 e 1.2). A Tabela 1 e a Figura 10

mostram os casos de aplicacao da funcao de clipping do PPO, em que tem-se:

o Casos 1 e 2 (razao esta dentro dos limites de 1 —e e 1 + ¢, e, desse modo, a clipping

nao é aplicado):

— Caso 1, vantagem A positiva: a acao é melhor que a média de todas as ac¢oes
naquele estado. Portanto, é desejado aumentar a probabilidade da politica

atual de realizar essa acao nesse estado.

— Caso 2, vantagem A negativa: a agdo é pior que a média de todas as agoes
naquele estado. Portanto, é desejado diminuir a probabilidade da politica atual

de realizar essa acao nesse estado.

o Casos 3 e 4 (razao estd abaixo de 1 — €, ou seja, a probabilidade de tomar essa agao

nesse estado é muito menor na politica atual do que na antiga):

— Caso 3, vantagem A positiva: é desejado aumentar a probabilidade de realizar

essa acao nesse estado.

— Caso 4, vantagem A negativa: nao é desejado diminuir ainda mais a probabili-
dade de realizar essa ac¢do nesse estado. Desse modo, o gradiente é zero (linha
reta). Logo, as probabilidades de tomar a agao nesse estado nao sao alteradas

(ndo sao alterados os pesos da rede neural).
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Tabela 1 — Adaptado de (Bick and Wiering, 2021)

r¢(0) >0 A, | Valor min retornado | Objetivo foi cortado? | Sinal do objetivo | Gradiente
1| r(0)e[l—e,1+e] |+ | r(0)A: nao + v
2| rn@)el—cl+el |- | nm(0)A nao - v
3| n0)<l—e¢ + | r(0)A, nao + v
4|\ n0)<l—c¢ - Q-9 A sim - 0
5| r(0)>1+¢ + | (14+¢) 4 sim + 0
6| r(0)>1+¢ - | r(0)A nao - v

« Casos b e 6 (razao estd acima do limite 1 + ¢, ou seja, a probabilidade de realizar

essa agao nesse estado é muito maior na politica atual do que na antiga):

— (Caso 5, vantagem A positiva: a probabilidade de realizar a acao naquele estado
ja € maior na politica atual do que na anterior. Para nao ser ganancioso demais,

o gradiente é zero e os pesos nao sao atualizados.

— Caso 6, vantagem A negativa: nesse caso é desejado diminuir a probabilidade

de realizar a acao naquele estado.

A<
JCLIP A>0

l-e 1 1+¢

i r
1 5
4
v 2
3
6

0 I-€ 1 I+e " J,CLIP

Figura 10 — Representacao da funcao de corte do PPO,

2.4 Aprendizado por Reforgo Inverso

Diferente do Aprendizado por Reforgo, que busca encontrar uma politica de de-
cisao que maximize a fungao de recompensa, o Aprendizado por Reforco Inverso busca
encontrar uma funcdo de recompensa com base em uma politica ou em observacoes do

comportamento desejado. O Aprendizado por Reforgo Inverso, também conhecido como
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Inverse Reinforcement Learning (IRL) (Ng et al., 2000), é especialmente 1til em casos em
que ¢ dificil definir uma funcdo de recompensa manualmente (Zhifei and Meng Joo, 2012).
Trabalhos recentes mostram que o uso do IRL pode melhorar a generalizacao e robustez

do modelo, resultando em um agente mais adaptével as mudangas no ambiente (Arora
and Doshi, 2021).

No IRL, a politica w é aproximada por um conjunto D contendo n € N trajetorias
7 do especialista. A funcao de recompensa pode ser expressa como uma aproximacao
linear R(s) = a101(s) + aada(s) + ... + anpn(s), onde ¢(s) sdo fungdes que mapeiam o
estado em um valor real, e os parametros a sao os coeficientes que se deseja ajustar. O

processo de Aprendizado por Reforco Inverso geralmente segue os seguintes passos:

o Coleta de dados: nessa etapa, as demonstracoes de trajetorias do especialista, que
consistem em pares de observagoes e agoes, sao coletadas e utilizadas como dados de

treinamento;

o Inferéncia de recompensas: com base nos dados coletados, o processo de IRL busca
inferir as recompensas. O objetivo é encontrar uma fungdo de recompensa que melhor

explique o comportamento observado do especialista nas trajetérias de demonstragao;

o Treinamento do agente: uma vez que as recompensas tenham sido inferidas, o
préoximo passo ¢ treinar um agente para aprender a melhor politica com base na
funcdo de recompensa aproximada. Isso é realizado por meio de algoritmos de

aprendizado por reforgo tradicionais; e

o Avaliagao: apods o treinamento, o desempenho do agente é avaliado. Geralmente, o
desempenho do agente é comparado diretamente com o desempenho das demonstra-
¢oes do especialista. No entanto, outras abordagens, como a avaliagao por meio de

feedbacks humanos, também podem ser utilizadas.

Os passo de inferéncia da funcao de recompensa, treinamento do agente e avaliagao
sao repetidos até que um critério de parada seja atingido, como um nimero maximo de

iteragoes ou quando o agente alcanga um valor especifico de recompensa acumulada.

2.5 Aprendizado por Imitagao

O Aprendizado por Imitagdo, em inglés Imitation Learning (IL), consiste em
aprender uma tarefa a partir de exemplos. O Aprendizado por Imitacao esta presente no
desenvolvimento humano. Seja no balbuciar das primeiras silabas ‘mama’ de um bebé,
apoOs ouvir diversas vezes a palavra ‘mamae’; ou em situagoes mais complexas, como
aprender um novo golpe de karaté, aprender a ler e escrever, dominar um esporte ou tocar

um instrumento. E considerado uma das principais ferramentas de aprendizado, uma
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vez que permite a assimilacao de um comportamento sem necessariamente passar pelo

processo de tentativa e erro (Bandura, 1962).

Contudo, o Aprendizado por Imitacao nao é exclusividade da espécie humana
(Galef Jr, 2013) e esta presente em diversos animais, como outros primatas (Heyes, 1998),
aves (Galef Jr et al., 1986) e felinos (Zentall, 1996), permitindo que esses aprendam novas
habilidades mais rapidamente, aumentando sua adaptabilidade ao ambiente e fornecendo,

assim, uma vantagem evolutiva que permite a perpetuagao dos seus genes (Huber et al.,

2009).

No contexto computacional, o Aprendizado por Imitacao consiste em aprender a
realizar uma tarefa com base em demonstracoes executadas por um ou mais especialistas.
Ao contréario do Aprendizado por Reforco, onde o agente interage com o ambiente e tem
acesso a uma funcao de recompensa para guiar seu aprendizado, no Aprendizado por
Imitagao, o agente nao possui acesso a tal fungao, guiando-se através das demonstracoes

fornecidas.

Através do Aprendizado por Imitacao, é possivel aprender tanto a politica de decisao
do agente, quanto a fungdo de recompensa. Neste tltimo caso, as técnicas capazes realizar
a modelagem da funcao de recompensa recebem o nome de Aprendizado por Reforcgo
Inverso (ou IRL, do ingés Inverse Reinforcement Learning), justamente porque, diferente
do Aprendizado por Reforgo, que utiliza a fun¢ao de recompensa para gerar o modelo,
ela utiliza as demonstragoes para a geracao da funcao de recompensa. Existem diversos
tipos de técnicas de aprendizado por imitacao, tais como, Clonagem Comportamental
(Behavior Cloning, BC) (Bain and Sammut, 1995), Aprendizagem por Imitacao Adverséria
Generativa (Generative Adversarial Imitation Learning, GAIL) e Aprendizagem Adversarial
por Reforco Inverso (Adversarial Inverse Reinforcement Learning, AIRL). Nas subsegoes

a seguir, sera detalhado o funcionamento de cada uma dessas técnicas.

2.5.1 Clonagem Comportamental

A Clonagem Comportamental, do inglés Behavior Cloning, é uma técnica de
Aprendizado por Imitacdo que permite que um modelo aprenda a reproduzir as decisoes
de especialistas com base em demonstracoes. Ela usa o aprendizado supervisionado para
mapear pares de observacoes e agoes e, assim, treinar uma politica que minimize o erro
em relacdo aos dados apresentados. E importante ressaltar que os modelos de clonagem
comportamental geralmente nao conseguem se recuperar bem de erros e sao dependentes
da qualidade das demonstragoes fornecidas (Codevilla et al., 2019), mas destacam-se por
ser uma técnica simples e computacionalmente eficiente (Hussein et al., 2017). Além disso,
ela tem sido amplamente utilizada para resolver diversos problemas de aprendizado, como
em robética (Fang et al., 2019), carros auténomos (Farag and Saleh, 2018), jogos (Pearce

and Zhu, 2022) e processamento de linguagem natural (Wang et al., 2022).
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2.5.2  Aprendizagem por Imitacao Adversaria Generativa

Aprendizagem por Imitacao Adversaria Generativa, em inglés Generative Adversa-
rial Imitation Learning (GAIL) (Ho and Ermon, 2016), é uma técnica de Aprendizado por
Imitacao inspirada nas Redes Adversarias Generativas (GANs) (Goodfellow et al., 2020),
utilizada para gerar modelos capazes de imitar as agoes de um especialista. Diferente
do Behavior Cloning, que compara diretamente as ac¢oes do especialista com as agoes
tomadas pelo modelo, o GAIL emprega um submodelo interno, chamado de descriminador
adversario, para distinguir indiretamente ag¢oes tomadas pelo modelo daquelas tomadas

pelo especialista.

Utilizando-se da combinacao de conceitos das Redes Adversarias Generativas e
do Aprendizado por Reforco Inverso, o GAIL consegue aprender a partir de um nimero
reduzido de demonstracoes do especialista. Durante o processo de treinamento, o discrimi-
nador serve como uma espécie de funcao de recompensa, avaliando se o comportamento
apresentado pela politica se aproxima do comportamento dos especialistas (Bhattacharyya
et al., 2022). E importante ressaltar que, embora o discriminador possa funcionar como
uma espécie de fung¢ao de recompensa interna para o modelo, orientando o gerador a
produzir politicas que se aproximem mais do comportamento do especialista, o GAIL
nao deve ser considerado uma técnica de Aprendizado por Reforgo Inverso. Isso porque
o objetivo do GAIL é aprender a politica de controle, nao a fungao de recompensa. O
Aprendizado por Reforco Inverso, em contrapartida, tem como objetivo inferir a funcao
de recompensa a partir das demonstragoes do especialista, sem a necessidade de acessar
a politica de controle (Arora and Doshi, 2021). O GAIL tem se mostrado promissor na
resolucao de diversos problemas, tais como dire¢ao auténoma (Peng et al., 2022), geragao
automética de texto (Wu et al., 2021), jogos (Song et al., 2018) e robdtica (Tsurumine
et al., 2019).

O gerador do GAIL nao é exposto diretamente as demonstragoes do especialista,
sendo responsavel apenas pela criagdo de uma politica m; (politica gerada na iteracgao i)
capaz de imitar o comportamento do especialista de forma indistinguivel para o discrimina-
dor. O discriminador, por sua vez, é treinado de forma a ser apto a identificar se uma dada
trajetoria do agente ¢ de origem do especialista ou ¢é fruto da politica desenvolvida pelo
gerador. Essa evolugao mutua, junto ao fato do gerador nao ser exposto diretamente as
demonstragoes do especialista, proporciona ao GAIL uma maior capacidade de generaliza-
¢ao e recuperacao de falhas em comparacao a métodos como a clonagem comportamental,
que utiliza diretamente as demonstragoes do especialista para treinar a politica (Chen
et al., 2020).

O algoritmo de Aprendizagem por Imitagao Adversaria Generativa funciona inicial-
mente assumindo que a politica do especialista © pode ser aproximada pelas trajetérias de

demonstragoes fornecidas 7 ~ @, onde 7 representa o conjunto de trajetérias. Em paralelo,
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o gerador cria uma politica 7 e gera uma trajetéria utilizando essa politica. As duas
trajetorias, uma do especialista e a outra da politica do gerador, sdo entao combinadas e
apresentadas como entrada para o discriminador, que tem como objetivo identificar quais
sub-trajetérias foram originadas utilizando a politica do gerador. Por sua vez, o gerador
recebe um feedback da qualidade da sua politica com base no retorno do discriminador.
Esse feedback é utilizado para otimizar a sua politica, gerando uma nova politica ;..
Esse ciclo é repetido até que algum critério de parada pré estabelecido seja atingido.
Geralmente, o niimero méaximo de interacoes do gerador com o ambiente é utilizado como

critério de parada. A Figura 11 mostra um diagrama do funcionamento do GAIL.

Utiliza o retorno do discriminador

para atualizar o gerador de politica
probabilidade das demonstragdes

terem origem do especialista

A

demonstragdes geradas

7'('2 utilizando a politica 7; do gerador
politica gerada pelo gerador -
GERADOR > =

— E DISCRIMINADOR

({{

demonstragdes do especialista demonstragbes do especialista

aproximam uma politica 77() e do gerador combinadas

7TO = 7—077-17 "'77—71

Figura 11 — Diagrama descrevendo o funcionamento do modelo de Aprendizado por
Imitacao Adversaria Generativa.

2.5.3 Aprendizado por Reforco Inverso Adversarial

O Aprendizado por Reforco Inverso Adversarial, do inglés Adversarial Inverse
Reinforcement Learning (AIRL) (Fu et al., 2017), é um algoritmo de Aprendizado por
Reforco Inverso que busca aprender a funcao de recompensa para um ambiente a partir
de demonstragoes do comportamento desejado, sem ter acesso a fungao de recompensa
real do ambiente, sendo especialmente 1til quando a funcao de recompensa é dificil de ser
modelada manualmente (Arora and Doshi, 2021). Assim como o GAIL, o AIRL utiliza de
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uma abordagem adversarial, onde um discriminador é treinado para reconhecer a diferenca
entre acoes providas das demonstragoes do especialista e agoes do agente, e a politica do

agente é treinada de forma a ser indistinguivel das agoes do especialista.

O processo de otimizagao da func¢ao de recompensa no AIRL tem como objetivo
encontrar uma funcao de recompensa capaz de gerar comportamentos similares aos do
especialista. Esse processo ¢ geralmente realizado por meio de iteracoes alternadas entre o

treinamento da politica do agente e do modelo do discriminador.

O processo de otimizacao do AIRL ocorre da seguinte forma:

1. As demonstragoes do especialista (pares de observagoes e agoes) sao utilizadas como

dados de treinamento;

2. Geracao de Trajetorias: o agente utiliza uma politica de Aprendizado por Reforco
para gerar trajetorias no ambiente. Essas trajetorias sao geradas com base nas

estimativas atuais da fungao de recompensa;

3. Treinamento do discriminador: o discriminador é treinado para distinguir entre as
trajetorias do agente (geradas na etapa anterior) e as demonstragoes reais do especi-
alista. O objetivo é que o discriminador seja capaz de diferenciar o comportamento

do especialista dos comportamentos gerados pelo agente;

4. Treinamento da politica do agente: a politica de decisao ¢ treinada para gerar
comportamentos que sejam indistinguiveis das demonstracoes do especialista. Ela
recebe os feedbacks do discriminador, que avalia a qualidade dos comportamentos
gerados pela politica atual. Assim, o objetivo é maximizar a habilidade de enga-
nar o discriminador, gerando comportamentos que se aproximem ao maximo dos

comportamentos reais do especialista; e

5. Atualizacao da fungdo de recompensa: a fungio de recompensa estimada é atualizada
buscando maximizar a probabilidade de, utilizando a politica de decisao, gerar

comportamentos que sejam indistinguiveis das demonstracoes reais do especialista.

Os passos 3 a b sao repetidos em iteracoes alternadas, permitindo a otimizacao
sucessiva do agente e do discriminador. Essas iteracoes buscam encontrar um equilibrio
entre gerar comportamentos cada vez mais préximos do especialista e tornar o discriminador
mais habilidoso em distinguir as demonstracoes reais dos comportamentos do agente. O
objetivo do processo de otimizacdo é encontrar uma funcao de recompensa capaz de

explicar e reproduzir as preferéncias do especialista através das demonstragoes fornecidas.
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3 TRABALHOS RELACIONADOS

Este capitulo apresenta, respectivamente, trabalhos relevantes e relacionados para

o tema da presente dissertacao.

(Mnih et al., 2013) apresenta um método para geracao de controladores capazes
de jogar diversos jogos de Atari 2600, incluindo jogos como Space Invaders e Pong. O
modelo apresentado utiliza diretamente as imagens da tela do jogo e aprende a jogar
através da interacao com o ambiente, utilizando tentativa e erro, onde a pontuacgao do jogo
é utilizada como recompensa, guiando um método de Aprendizado por Refor¢co Profundo.
Ao todo, o modelo proposto foi treinado em 49 jogos, sendo capaz de atingir resultados

melhores do que o de jogadores humanos em multiplos jogos, como no Pong e Breakout.

Publicado por um grupo de pesquisadores da empresa DeepMind, subsidiaria do
Google, (Silver et al., 2016) deu origem ao AlphaGo. O AlphaGo é um modelo desenvolvido
para jogar o jogo de tabuleiro Go?. O modelo proposto usa do Aprendizado por Reforco
Profundo e técnicas de Aprendizado por Imitacdo, dispondo de exemplos jogadas realizadas
por especialistas humanos. O trabalho também utilizou um processo de busca local que
permitia ao modelo simular diversas sequéncias de jogadas e escolher a melhor opc¢ao. O
fato do Go? ser um jogo de soma zero (para um jogador ganhar, o outro necessariamente
precisa perder) possibilitou que o modelo jogasse contra ele préprio, melhorando seu
desempenho e desenvolvendo estratégias nao vistas. O trabalho ganhou notoriedade, pois

foi capaz de superar o campeao mundial de Go?, Lee Sedol, por 4 a 1 em 2016.

Em 2017, um ano depois do AlphaGo, o mesmo grupo de pesquisa da DeepMind
publicou outra pesquisa (Silver et al., 2017), responsavel pela criagdo do AlphaGo Zero.
Diferente do trabalho anterior, onde existia uma etapa de aprendizado por demonstragoes
humanas, o AlphaGo Zero iniciou o seu treinamento sem nenhuma informacao de como
o jogo funcionava, aprendendo através de tentativa e erro por meio de métodos de
Aprendizado por Refor¢o Profundo. O AlphaGo Zero também dispensou o uso da etapa
de busca local para simular e escolher entre diversas jogadas possiveis, tornando o modelo
final computacionalmente mais eficiente que o anterior. Durante o treinamento, a versao
Zero do modelo utilizou a mesma abordagem de treinar contra si mesmo e foi capaz de
desenvolver estratégias que nao eram conhecidas por especialistas do jogo, superando a

versao anterior em taxa de vitdria.

Em (Vinyals et al., 2019) é apresentada uma abordagem de Aprendizado por

1 Atari 2600 foi um console de video-game projetado por Jay Miner e langado 1977 pela empresa

Atari Inc. nos Estados Unidos, alcancando grande sucesso na década de 1980.

O Go é um jogo de tabuleiro para dois jogadores que se originou na China hé mais de 2.500
anos. O objetivo do jogo é controlar mais territério no tabuleiro do que o seu oponente,
colocando pedras em um tabuleiro tradicionalmente feito de madeira e dividido numa grade
de 19x19 linhas. O nimero de jogadas possiveis no Go é de aproximadamente 2 x 10170,
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Refor¢o Profundo baseada em multiplos agentes para jogar StarCraft 11, considerado um
jogo de estratégia em tempo real, em inglés Real Time Strategy (RTS). O trabalho utilizou
os quadros da tela do jogo para treinar uma politica do tipo Ator-Critico, além de utilizar
uma busca local em arvore para apoiar a escolha de decisoes estratégicas. O modelo
treinado foi capaz de vencer jogares humanos profissionais, mostrando ser apto a realizar
planejamento estratégico de jogadas e gerenciamento de recursos, além de se adaptar a

diferentes estilos de jogos do oponente.

(Berner et al., 2019) introduziu um modelo multiagente para jogar o jogo Dota
2, chamado de OpenAlI Five. Dota 2 é um jogo de estratégia em tempo real composto
por dois times de cinco jogadores cada, que requer coordenacao de equipe e habilidade
individual para vencer. Os autores utilizaram de uma abordagem de Aprendizado por
Refor¢o distribuido, na qual é possivel treinar multiplos agentes em paralelo. O modelo é
composto por submodelos independentes para cada agente (cada um dos cinco jogadores
do time), onde cada um desses agentes conta com uma politica independente otimizada
com o algoritmo Proximal Policy Otimization. O treinamento do modelo foi realizado
colocando o modelo para jogar contra si proprio e durou aproximadamente seis meses,
sendo equivalente a mais de 180 anos de jogos humanos por dia de treinamento para cada
um dos agentes (aproximadamente 900 anos de treinamento contando cada um dos cinco
agentes). O OpenAl Five venceu uma equipe profissional de jogadores humanos, sendo

capaz de coordenar jogadas complexas e comunicar a¢oes entre os seus agentes.

Em 2022, pesquisadores da OpenAl propuseram um método capaz de aprender
através de videos do jogo Minecraft® (Baker et al., 2022). O trabalho utilizou um modelo
chamado Inverse Dynamics Model (IDM) capaz de, dado um video do jogo, mapear quais
acoes estao sendo realizadas. Para isso, o modelo foi treinado utilizando uma base de
dados de mais de duas mil horas de videos com ac¢des mapeadas. Apds o treinamento, o
IDM foi utilizado para mapear as acoes realizadas por jogadores em mais de 70 mil horas
de videos de Minecraft. Os dados obtidos foram entao utilizados para treinar um modelo
de Aprendizado por Imitagao de clonagem comportamental capaz de realizar diversas
agoes complexas, como coletar recursos e cagar. Os autores ainda propuseram uma etapa
final de ajuste fino utilizando Aprendizado por Refor¢o, o que melhorou o desempenho do

agente em tarefas de coleta de recursos e na criacao de itens complexos.
A seguir os trabalhos mais diretamente relacionados ao presente estudo:

Bhonker et al. (2016) propoem a utilizagdo de DRL para a criacao de agentes

capazes de jogar jogos de Super Nintendo (SNES) utilizando uma abordagem semelhante

3 Minecraft, lancado em 2011, é considerado um dos jogos mais populares do mundo. O jogador
¢é posto em um mundo aberto, onde tem acesso a diversos cubos dispostos de forma aleatoria,
e pode coletar recursos e construir itens. Desde seu langamento, o jogo atraiu publicos de
diferentes faixas etarias, possuindo milhGes de horas de gameplay e tutoriais em plataformas
de video, como o Youtube.
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a de Mnih et al. (2013), onde o agente aprende utilizando os pixels da tela. O trabalho
se valeu do uso de redes convolucionais para treinar a politica de controle do agente. O
desempenho do modelo foi avaliado em cinco diferentes jogos: Super Mario World, F-Zero,
Gradius 3, Mortal Kombat e Wolfenstein, obtendo desempenho equivalente ao de jogadores
humanos em trés dos jogos (Super Mario World, F-Zero e Gradius 3) e desempenho

superior ao humano no jogo Mortal Kombat.

Uma abordagem para a geracao de controladores capazes de jogar jogos de tiro
em primeira pessoa, First Person Shotting (FPS), foi proposta por Lample and Chaplot
(2017). O estudo utilizou o jogo Doom, classico jogo de tiro lan¢ado no inicio da década
de 1990, como ambiente de teste. Assim como trabalhos anteriores que se propuseram
a desenvolver controlares para jogos, o estudo utilizou os quadros da tela do jogo como
entrada para uma rede neural convolucional combinada com uma rede Long Short Term
Memory (LSTM) como politica do modelo de Aprendizado por Refor¢o Profundo. O
resultado obtido foi similar aos resultados de jogadores humanos, mostrando a efetividade

do Aprendizado por Refor¢co Profundo em ambientes complexos.

O trabalho de Ibarz et al. (2018) propde uma abordagem para o treinamento de
agentes por Aprendizado por Refor¢o Profundo utilizando demonstragoes de especialistas
e preferéncias de trajetérias. Para obter as preferéncias de trajetérias, dois estados do
jogo foram apresentados a um juiz humano, que escolhia qual considerava ser a melhor
opcao. As preferéncias coletadas foram entao usadas para ajustar a funcao de recompensa
do aprendizado por refor¢o. Os autores treinaram o modelo em nove jogos diferentes de

Atari e obtiveram desempenhos superiores aos humanos em dois desses jogos.

A pesquisa de Motta (2019) utilizou de Aprendizado por Refor¢o e Aprendizado
por Imitacdo para treinar agentes capazes de jogar Bomberman. O trabalho utilizou de
politicas de redes neurais do tipo MLP e Long Short Term Memory (LSTM) treinadas com
a otimizagao de politica proximal. O autor também realizou uma comparacao entre diversas
formas de representagdo do jogo em uma matriz de posi¢oes de obstaculos de inimigos. Os
resultados obtidos demonstraram que a utilizacao da Clonagem Comportamental pode

influenciar positivamente o treinamento da politica de Aprendizado por Reforco.

O artigo de Chiang et al. (2020) propoe um método para explorar o espago de
busca de jogos de plataforma do tipo Side-Scrolling*. Os autores propuseram uma técnica
chamada Trajectory Replay com o objetivo de explorar rapidamente o ambiente. A técnica
consiste em armazenar a melhor trajetéria do agente e utilizd-la para compor a fungao de
recompensa do Aprendizado por Reforco, permitindo que o agente utilize do conhecimento
de experiéncias anteriores para guiar seu processo de aprendizado, gastando mais recursos

em novas areas nao exploradas. Para avaliar o método proposto, os autores utilizaram o

4 Side-Scrolling é uma modalidade de jogo eletronico na qual a jogabilidade é vista do angulo

de visao lateral, e & medida que o personagem do jogador se move lateralmente, a tela o
acompanha.
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jogo Sonic The Hedgehog e Super Mario Bros, obtendo resultados superiores ao uso do

Aprendizado por Reforco tradicional.

O trabalho de Souza et al. (2022) utiliza a otimizagao de politica proximal para
treinar uma politica de Redes Neurais Convolucionais capaz de jogar Sonic The Hed-
gehog. Os autores propoem uma abordagem para a modelagem da func¢ao de recompensa,
utilizando processamento de imagem chamado Image-Based Reward Calculation Module
(IBRCM), no qual é levado em consideragao o deslocamento do agente para compor parte
da recompensa. A recompensa modificada é entao utilizada para treinar o modelo de
Aprendizado por Refor¢o. O modelo foi testado em seis niveis do jogo, sendo capaz de
superar o desempenho da otimizacao de politica proximal sem a modificagdo em trés dos

cenarios de testes e apresentando desempenho equivalente em outros dois cenarios.

O presente trabalho se distingue da literatura ao explorar a utilizagdo de diferentes
técnicas de Aprendizado por Imitacao, em especial técnicas adversariais, em combina-
¢do com o Aprendizado por Reforco aplicadas a problemas de jogos digitais com alta

dimensionalidade.

Em comparacao as pesquisas citadas nessa revisao, essa dissertacao nao possui a
pretensao de gerar modelos melhores que humanos, uma vez que o custo computacional
para a realizacao de tais experimentos é ordens de grandeza maior que os recursos aqui

disponiveis, limitando-se, entdao, a comparar a diferenca entre os resultados obtidos.
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4 DEFINICAO DO PROBLEMA

Este capitulo apresenta o jogo Sonic The Hedgehog™, além de detalhes do funciona-
mento do simulador e das modifica¢oes realizados para o desenvolvimento desse trabalho.
Sonic The Hedgehog™ ¢ um jogo produzido pela empresa japonesa Sega. Lancado em
Junho de 1991, rapidamente se tornou popular. O jogo conta a histéria de um ourigo
chamado Sonic, que tem que proteger o mundo de um vilao chamado Dr. Eggman que
transformou todos os animais do mundo em robés. Para isso, o personagem deve percorrer
um cenario com diversos inimigos e obstaculos que se tornam cada vez mais desafiadores

ao longo do jogo.

O jogo tem se mostrado especialmente desafiador para técnicas de Inteligéncia
Artificial devido a grande variedade de inimigos, texturas e objetos, além de possuir
pequenos quebra-cabecas a serem resolvidos, como em alguns niveis onde o agente deve
pressionar uma alavanca ou botao para liberar o caminho. Nichol et al. (2018) propoe
o uso do Sonic como um benchmark para avaliar o desempenho de diversas técnicas de

Aprendizado por Reforco.

4.1 Descrigdo do Jogo e Niveis

O jogo ¢ dividido em sete diferentes niveis e cada nivel é subdividido em atos. De
forma geral, cada nivel tem diferentes conjuntos de inimigos, texturas e objetos, e cada
ato compartilha as mesmas texturas, objetos e inimigos, porém distribuidos de formas
diferentes pelo cenario. A Tabela 2 apresenta lista com todos os niveis e quantidade de

atos por nivel para o jogo.

Tabela 2 — Lista de niveis com a respectiva quantidade de atos para o jogo Sonic the
Hedgehog"".

Nivel Numero de atos
Green Hill Zone
Marble Zone
Spring Yard Zone
Labyrinth Zone
Star Light Zone
Scrap Brain Zone
Final Zone

=W W W W W w

4.2 Controles

O controle do Mega Drive, console de video-game para o qual jogo Sonic foi
desenvolvido, possui doze botoes. Uma representacido do mesmo pode ser visto na Figura

12. Para representar cada um dos botoes do controle, o emulador utiliza um vetor binéario
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Figura 12 — Controle do video-game Mega Drive.

de tamanho doze. Quando um botao esta pressionado, a posicao relativa ao mesmo é

marcada com 1.

4.3 Observagoes

Foi utilizada a biblioteca Gym (Brockman et al., 2016), disponivel na linguagem
Python, como interface entre os métodos de aprendizado e o emulador. O emulador fornece
uma matriz de 320x224 pixels em RGB e atualiza a uma taxa de 60 quadros por segundo.

A Figura 13 mostra exemplos de imagens fornecidas pelo emulador.

4.4  Episodio

A interagao do agente com o jogo é dividida em episédios (também chamado de
trajetérias). Cada episddio corresponde a uma vida do personagem. Ao final de cada

episddio, o emulador reinicia o nivel. O episédio é considerado terminado quando:

« 0 agente completa o nivel;
e 0 agente morre; ou

o se passam mais de 4500 passos de tempo, equivalente a cinco minutos de jogo.

Durante um episédio, o agente recebe recompensa proporcional ao seu deslocamento
horizontal. No Sonic, o objetivo final sempre se encontra a direita do ponto de inicio do
nivel. Entretanto, em alguns niveis, é necesséario se deslocar para a esquerda (ou seja,
na diregao oposta a recompensa) por determinados momentos, seja pelo design do nivel
ou para ganhar aceleracao suficiente para superar algum obstaculo. A Figura 14 ilustra
essa situacao. A recompensa final do agente é composta pelo deslocamento horizontal,

normalizado entre 0 e 9000, e um bonus que decresce linearmente conforme a duracao
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Figura 13 — Figura mostrando imagens de cada um dos niveis utilizados para treinamento.
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Figura 14 — A linha multicolorida representa a trajetoria do Sonic no mapa Marble Zone
ato 3. O agente inicia se movimentando para direita e ganhando recompensa positiva,
demonstrado pela linha na cor verde. Porém em determinado ponto, o agente é obrigado a
se deslocar para a esquerda para conseguir avancgar, sendo punido por esse comportamento
(recompensa negativa), representado pela cor vermelha. Durante o segmento laranja, o
agente passa a ganhar recompensa positiva novamente, porém a recompensa acumulada
ainda nao é tao alta quanto a representada pelo primeiro segmento verde. Finalmente,
no ultimo segmento verde, o agente supera a recompensa acumulada no segmento verde
inicial.

do episddio, iniciando em 1000 para episédios terminados instantaneamente e chegando
a zero apos 4500 passos de tempo. A recompensa maxima tedrica que um agente pode
receber ¢ de 10000.
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5 PROPOSTA

Este capitulo apresenta a contextualizagdo da proposta e a descricdo dos modelos
elaborados para o desenvolvimento deste trabalho. Sera detalhado como foram realizados
0s pré-processamentos necessarios para os experimentos, bem como as arquiteturas das

redes neurais utilizadas.

5.1 Criagao das demonstragoes

Para a criacao das demonstragdes usadas para treinar os modelos de Aprendizado
por Imitacao, foi empregada a biblioteca pygames, onde cada nivel foi jogado por um
jogador humano até ser finalizado por 5 vezes. A coleta de dados foi feita em dias diferentes
para cada nivel do jogo. Foram salvas as observacoes e agoes do jogador humano das
trajetérias que completaram o nivel. Os dados obtidos foram pré-processados conforme
descrito na Secao 5.2 e entao salvos no formato .pckl utilizando a biblioteca Pickle da
linguagem Python. A Tabela 3 apresenta a média, desvio padrao e o tempo total de
observagoes em cada um dos niveis.

Tabela 3 — Numero de observagoes e tempo total de demonstracao para cada um dos niveis
de teste.

Nivel Ntumero de observacoes | Tempo total de demonstragao
GreenHillZone.Act1 579 + 53 3 minutos e 13 segundos
GreenHillZone. Act2 637 + 33 3 minutos e 32 segundos
SpringYardZone.Act1l | 1640 + 84 9 minutos e 7 segundos
StarLightZone.Act2 1205 4+ 148 6 minutos e 42 segundos
StarLightZone.Act3 1440 4+ 388 8 minutos
ScrapBrainZone.Actl | 2095 + 163 11 minutos e 38 segundos

Analisando os dados da Tabela 3, os niveis com tempo de demonstragao maior,
como Spring YardZone.Actl e ScrapBrainZone.Actl, podem ser entendidos como niveis
mais complexos, visto que jogadores humanos demoraram cerca de trés vezes mais tempo

para completar em comparacao com niveis mais rapidos.

5.2  Pré-Processamento

Visto que os movimentos do jogo Sonic nao utilizam todos os botoes do controle do
Mega Drive, algumas combinacoes de botoes podem ser ambiguas ou nao fazer sentido para
o jogo. Desse modo, foi realizado um pré-processamento na entrada das agdes do emulador
que antes era representado por um vetor binario de tamanho 12, conforme descrito na
Sessao 4.2. O ntmero de agoes possiveis foi reduzido para 10 agoes que fazem sentindo
no jogo (de Souza et al., 2022), sendo representadas como por um conjunto discreto de

tamanho 10. O conjunto de agoes é descrito na Tabela 4.
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Tabela 4 — Tabela com as 10 combinagoes possiveis de botoes e agoes correspondentes.

Acao Botoes Representacao discreta
Parado 0
Andar para esquerda Esquerda 1
Andar para direita Direita 2
Rolar para direita Direita, Baixo 3
Rolar para esquerda Esquerda, Baixo | 4
Olhar para baixo Baixo 5
Rolar Baixo, B 6
Pular B 7
Pular movendo-se para direita B, Direita 8
Pular movendo-se para esquerda | B, Esquerda 9

As imagens provenientes do emulador (320x224 RGB) foram convertidas em uma
matriz de escala de cinza e redimensionadas para (96x96). A observacao do agente é
gerada por 4 quadros sequenciais do jogo (4x96%x96). O emulador roda nativamente a 60
quadros por segundo, sendo necessario que o agente realize uma acao a cada um desses
quadros. Utiliza-se aqui a abordagem proposta em (Braylan et al., 2015), chamada Frame
Skip, que mantém a acao por 4 quadros, reduzindo a taxa de atualizacao virtualmente

para 15 quadros por segundo.

5.3 Modelos de Politicas

O presente trabalho assume como hipétese que o problema pode ser modelado
como um Processo de Markov Parcialmente Observavel e utilizou dois tipos de politicas da

categoria Actor-Critic (Segao 2.3.3), uma baseada em CNN e a outra baseadas em MLP.

A politica baseada em CNN é uma rede neural convolucional, com quatro camadas
ocultas, utilizada como extrator de caracteristicas. Essa rede é compartilhada entre o ator
e o critico, com entrada de 4 imagens de tamanho (96x96), correspondentes a quatro
quadros do jogo pré processados (Se¢ao 5.2). A primeira camada oculta é composta de
32 filtros de convolugdo com tamanho (8x8), stride de 4. A segunda camada possui 64
filtros de tamanho (4x4) com stride de 2. A terceira camada convolucional é composta
por 64 filtros de tamanho (3x3) e stride de 3. A ultima camada ¢é totalmente conectada e
¢é formada por 512 neurdnios. Entre cada uma das camadas ocultas, utilizou-se a funcao de
ativagdo ReLu. Para o ator, a camada de saida é totalmente conectada a ultima camada
oculta, utilizando de uma ativacao linear composta por 10 neurdnios, onde cada neurénio
representa uma acao possivel pelo agente. Ja para o critico, a camada de saida possui
apenas um neuronio, também sendo totalmente conectada e utiliza de uma ativagao linear
(representando o v-valor da entrada). O modelo apresenta ao todo 2.181.291 parametros e

sua arquitetura é ilustrada na Figura 15.



4 imagens 96x96
escala de cinza

Convolugao
32 filtros 8x8
stride 4

Convolugao
64 filtros 4x4
stride 2

RelLU RelLU

Convolugao
64 filtros 3x3
stride 3

10 neurdnios de saida.
representando cada uma das 10

agdes do agente
Linear

Totalmente conectada
512 neur6nios

v-valor

Figura 15 — Arquitetura da politica utilizando CNN.
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A politica baseada em MLP consiste em duas redes Perceptron multi camadas

com duas camadas ocultas cada uma, também utilizadas como extrator de caracteristicas.

A entrada é composta de 36.864 valores, correspondente as observacoes processadas do

jogo transformadas em um vetor (4x96x96=36.864). Ambas as camadas ocultas tém 64

neurdnios e utilizam a func¢ao de ativacdo tangente hiperbdlica. Para o ator, a camada

de saida é totalmente conectada a ultima camada oculta, utilizando de uma ativagao

linear, composta por 10 neurdnios. Para o critico, a camada de saida possui apenas

um neuronio também conectado por uma ativacao linear. O modelo baseado em MLP

apresenta 4.727.755 de parametros e uma representacao da sua arquitetura pode ser vista

na Figura 16.
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Figura 16 — Arquitetura da politica utilizando MLP.
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5.4 Discriminador

Para implementar o discriminador utilizado pelos modelos GAIL e AIRL, foi
utilizado um MLP com duas camadas ocultas. A camada de entrada é composta pela
observacao vetorizada do ambiente, e contém 36.864 neuronios. As duas camadas ocultas
possuem 32 neurdnios cada, e utilizam a fungao de ativagdo ReLu. A camada de saida é
totalmente conectada a ultima camada oculta e possui um neurdnio, que ¢é responsavel

por retornar o valor do discriminador. Essa rede neural possui 1.180.992 parametros.
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6 EXPERIMENTOS E RESULTADOS

Este capitulo apresenta a metodologia experimental utilizada e a discussao dos

resultados obtidos.

O desenvolvimento e implementacao dos modelos aqui descritos, foram realiza-
dos utilizando a linguagem Python e as bibliotecas Pytorch (Paszke et al., 2019), Gym
(Brockman et al., 2016), Retro (Nichol et al., 2018), StableBaseline3 (Raffin et al., 2021)
e Imitation (Gleave et al., 2022). O cédigo fonte e os dados de demonstragdes estao

disponiveis em https://github.com/feliperafael.

Os experimentos realizados nesse trabalho foram divididos em duas etapas. Pri-
meiramente, foram gerados modelos de aprendizado por imitagao. Na segunda etapa, os

modelos gerados por IL foram submetidos a um treinamento de aprendizado por reforco.

Para treinamento dos modelos de IL, foram utilizadas as técnicas Behavior Cloning,
GAIL e AIRL. Para os modelos foram testados com dois tipos de politica, uma baseada em
MLP e uma baseada em CNN, conforme visto na Secao 5.3. Para realizar a distingao das
politicas utilizadas, modelos que empregam MLP sao apresentados com um sufixo ~ MLP,
assim como os modelos baseados em CNN sao apresentados com o sufixo CNN. Para
a otimizacao da politica, foi aplicado o algoritmo PPO, com os pardmetros descritos na
Tabela 5. Os modelos baseados nas técnicas GAIL e AIRL foram treinados por 1 milhao
de passos de tempo, equivalentes a aproximadamente 18 horas de jogo. Todos os modelos
foram treinados nos seis niveis do Sonic The Hedgehog utilizados em (Chiang et al., 2020).
Para cada experimento, foram realizadas dez execuc¢oes independentes. Os parametros
para os modelos de BC, GAIL e AIRL sao mostrados nas Tabelas 6 e 7.

Na segunda etapa, os modelos de BC, GAIL e AIRL, foram utilizados para iniciar

a politica de Aprendizado por Reforco, sendo comparados com modelos que tiveram

Tabela 5 — Parametros utilizados para a Otimizacao de Politica Proximal

Parametro valor
n_ steps 512
gae lambda | 0.95
gamma 0.99
n_epochs 4

ent coef 0.001
learning_rate | 2e-4
clip_ range 0.2

Tabela 6 — Parametros utilizados para o BC

Parametro | valor
batch size | 32
ent_ weight | 0.001
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Tabela 7 — Parametros utilizados para o GAIL e AIRL

Parametro valor
Batch de demonstracao 1024
Capacidade do buffer de replay 2048
Atualizagdes do discriminador por iteragao | 4

Fluxograma do processo de
experimentacgao

gerar modelos usando RL e criar demonstragdes para geracado dos modelos
otimizag&o por PPO para utilizagéo no aprendizado baseados em imitag&o (BC,
base de comparacéo por imitagao GAIL e AIRL)
Comparacédo dos modelos que Os modelos da etapa de

passaram pelo processo de
imitagdo com os modelos que
utilizam apenas a otimizagéo por
PPO

imitagdo passam por uma
etapa de otimizagdo de RL
utilizando o PPO

Figura 17 — Fluxograma do processo de experimentagao

sua politica iniciada aleatoriamente. O PPO foi usado para otimizacao da politica e os
modelos foram treinados por 1 milhao de passos de tempo. Os modelos que foram iniciados
com o Aprendizado por Imitagdo recebem os sufixos: BC, GAIL e AIRL, representando,
respectivamente, os métodos de imitacao utilizados em cada um dos casos. Foram efetuadas

10 execugoes independentes.

Os resultados obtidos foram comparados utilizando como métrica a pontuacao
descrita na Secao 4.4. As Tabelas 8, 9 e 10 apresentam as médias e desvio padrao para
cada um dos niveis avaliados. Esses resultados foram obtidos apds a execucao de 50
episodios, ou seja, o agente jogou cada nivel por 50 vezes, em cada uma das 10 execugoes

independentes. O fluxograma do processo de experimentacao pode ser visto na Figura 17

Os experimentos foram conduzidos no sistema operacional Ubuntu 20.04, em um
computador equipado com processador AMD Ryzen 3600 e 32GB de RAM rodando a
3000mhz, e uma placa de video GTX 1070 Ti.

6.1 Resultados e Discussao

A Figura 18 mostra os resultados de treinamento para os modelos de imitacao

durante 1 milhao de passos de tempo de interagdo com o ambiente. Note que os modelos
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Figura 18 — Figura mostrando gréficos de treinamento dos modelos de imitacao.
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de BC sao treinados de maneira a nao possuir interacdo com o ambiente, logo ele é

representado como uma valor constante de recompensa (eixo y do gréfico), apenas para

fins de comparacao.

Ao analisar os graficos apresentados na Figura 18, observa-se que os modelos

adversariais que empregaram a politica de MLP obtiveram melhor desempenho em relacao

aos modelos que utilizaram a politica baseada em CNN. Uma explicagao plausivel para essa

diferenca de desempenho pode ser atribuida a complexidade das redes neurais utilizadas. A
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Tabela 8 — Valor médio e desvio do desempenho dos modelos de aprendizado por imitacao.

Nivel

BC-MLP

BC-CNN

GAIL-MLP

GAIL-CNN

AIRL-MLP

AIRL-CNN

GreenHillZone. Act1

2153.13 £ 1994.62

2485.61 + 2007.73

2987.97 £+ 2521.09

859.1 & 841.56

1830.96 + 2356.6

324.88 £ 324.88

GreenHillZone. Act2

1825.44 + 1064.9

1502.71 £ 1089.84

2005.8 + 2077.32

949.52 £ 809.05

1589.44 £ 1280.44

27.84 £ 55.68

SpringYardZone.Act1

296.92 £ 211.68

268.58 £ 169.25

562.18 + 629.81

349.82 £ 253.9

329.45 £ 452.69

35.07 £ 53.57

StarLightZone.Act2

1091.76 & 598.8

1332.71 £ 586.02

2981.99 £ 2426.64

1371.76 £ 560.72

2635.12 £ 2030.5

1592.07 = 1949.88

StarLightZone.Act3

1533.58 & 734.32

1432.57 + 883.48

2194.55 + 1076.29

1255.77 + 1096.89

548.09 £ 542.76

121.34 + 185.35

ScrapBrainZone.Act1

693.33 £ 267.85

479.02 £ 366.62

722.22 + 250.72

471.43 £ 180.35

627.17 £ 93.74

182.53 £ 278.85
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Figura 19 — Figura mostrando graficos de treinamento dos modelos de aprendizado por reforgo
que utilizam a politica baseada em CNN. Os modelos representados com os prefixos BC, GAIL e
ATRL utilizaram os respectivos métodos de imitacio para inicializacao.
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Figura 20 — Figura mostrando graficos de treinamento dos modelos de aprendizado por reforgo
que utilizam a politica baseada em MLP. Os modelos representados com os prefixos BC, GAIL e
AIRL utilizaram os respectivos métodos de imitacido para inicializacdo.
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Tabela 9 — Comparacao entre os modelos que utilizam apenas otimizacdo com PPO e
os modelos que utilizam inicializacao com aprendizado por imitagao antes da etapa de
otimizacao com PPO para politicas baseadas em CNN. Os resultados marcados com
asterisco sao os que nao apresentaram diferenca estatistica com a base de comparacao
(PPO-CNN), os testes estatisticos podem ser observados no Apéndice A.

Nivel PPO-CNN BC-PPO-CNN GAIL-PPO-CNN AIRL-PPO-CNN
GreenHillZone.Act1l | 4515.65 +- 978.29 6082.54 +- 2489.9 | 5046.64 +- 2789.3 4961.07 +- 2887.0*
GreenHillZone.Act2 | 2531.43 +- 632.72 2587.28 4- 442.69* | 2107.55 +- 1899.89 2140.06 +- 1978.37
SpringYardZone.Actl | 2707.08 +- 1890.37 | 3106.87 +- 1910.13 | 653.79 +- 645.93 677.57 +- 640.04
StarLightZone. Act2 1807.35 +- 184.98 1805.76 +- 188.34* 2332.83 +- 1404.19 | 2000.61 +- 901.04
StarLightZone.Act3 | 2917.83 +- 530.75 | 2915.74 +- 438.46 2703.84 4- 692.25 2700.27 +- 719.6
ScrapBrainZone.Act1 | 1775.76 +- 484.49 1810.83 +- 522.5% | 925.35 +- 446.8 897.88 +- 418.21

Tabela 10 — Comparacao entre os modelos que utilizam apenas otimizacao com PPO
e os modelos que utilizam inicializacao com aprendizado por imitacao antes da etapa
de otimizagao com PPO para politicas baseadas em MLP. Os resultados marcados com
asterisco sao os que nao apresentaram diferenca estatistica com a base de comparacao
(PPO-MLP), os testes estatisticos podem ser observados no Apéndice A.

Nivel PPO-MLP BC-PPO-MLP GAIL-PPO-MLP AIRL-PPO-MLP
GreenHillZone.Act1 4731.29 +- 2805.88 | 5009.36 +- 2663.18* | 4945.86 +- 2875.67* | 5004.37 +- 2658.21*
GreenHillZone.Act2 1944.51 +- 1798.55 | 2147.08 +- 1911.42 1909.06 +- 1874.67* | 2233.49 +- 1814.99
SpringYardZone.Act1 | 693.19 +- 669.77 488.42 +- 443.94 683.47 +- 641.14* 787.65 +- 739.7*
StarLightZone.Act2 1922.38 +- 713.32 | 2354.4 +- 1624.89* 2109.8 +- 1072.93 2851.66 +- 2046.21
StarLightZone.Act3 2673.39 +- 773.71 | 2694.31 +- 755.65 2706.56 +- 760.47* | 2744.49 +- 691.64*
ScrapBrainZone.Actl | 951.15 +- 452.11 919.65 +- 413.46* 957.8 +- 464.11* 958.76 +- 457.09*

politica de CNN utilizada no experimento possui 2,1 milhdes de parametros, o que a torna
menos complexa do que a MLP, que possui 4,7 milhdes. Sugerindo a possibilidade de que a
maior quantidade de parametros da MLP pode ter contribuido para seu melhor desempenho,
uma vez que a rede neural pode ter sido capaz de capturar caracteristicas mais refinadas.
No entanto, mais pesquisas sdo necessarias para confirmar essa hipdtese e determinar
outros fatores que possam ter influenciado esse resultado, ja que esse comportamento

parece nao ter afetado da mesma forma os modelos de BC.

Outro ponto a se destacar ¢ o fato dos modelos AIRL utilizando MLP apresentarem
um pico de recompensa maior em etapas intermediarias do treinamento, como demonstrado
nos graficos dos niveis GreenHillZone.Actl e StarLightZone.Act3, levando a acreditar
que esses modelos desaprenderam alguma regra relevante durante as iteragoes. Esse
fendmeno é também observado ao analisar o grafico do modelo GAIL com MLP no nivel
GreenHillZone.Actl, podendo indicar um efeito da abordagem adversarial, onde nem
sempre a otimizagao em relacao ao discriminador leva a uma otimizacao da pontuacao do

agente.

Ao examinar os resultados apresentados na Tabela 8, observa-se que o modelo
GAIL, quando utilizado com politica de MLP, obteve melhores desempenhos médios
em todos os niveis avaliados. Os modelos baseados em BC e AIRL com MLP tiveram

desempenho similares. Contudo, é possivel destacar o desempenho superior do BC nos
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niveis GreenHillZone.Actl e StarLightZone.Act3, bem como do AIRL com MLP no nivel
StarLightZone.Act2.

Observa-se que a hipotese levantada na Secdo 5.1, acerca de niveis com maior
numero de demonstragoes serem mais desafiadores, foi confirmada pelos resultados obtidos.
Especialmente, quando se avalia os niveis ScrapBrainZone.Actl e SpringYardZone.Actl,
que apresentaram as maiores quantidades de demonstracoes. Esses resultados sugerem que
o desempenho inferior dos modelos nesses niveis pode ser atribuido a maior dificuldade

apresentada por esses cenarios.

Analisando o grafico apresentado na Figura 19, pode-se observar que os modelos de
RL, que tiveram a politica iniciada com o BC, se destacaram nos niveis GreenHillZone.Actl
e SpringYardZone.Act2 para as politicas baseadas em CNN. No entanto, para os demais
niveis, a inicializacdo com BC parece nao ter tido um efeito tao acentuado. Ja com
base na Tabela 9 é possivel perceber que a inicializagao com o BC resultou em politicas
com médias superiores em cinco dos seis niveis. Sendo que no nivel em que a média do
PPO inicializado de forma aleatéria foi melhor, a diferenga na média entre eles foi de
apenas 24 pontos. Com base na Figura 20 e Tabela 10, observa-se que os modelos de RL,
iniciados com AIRL, apresentaram resultados superiores aos demais em 5 dos niveis, e no
nivel GreenHillZone.Act1 apresentou uma diferenca de apenas 4.99 pontos na média em

comparagao com o segundo melhor resultado (BC-PPO-MLP).

A Figura 21 mostra a comparacao entre o melhor modelo utilizando CNN e o
melhor modelo utilizando MLP. analisando os grafico podemos ver que apensar de as
politicas utilizando MLP apresentar melhor desempenho nos experimentos utilizando
apenas Aprendizado por Imitagdo, quando aplicamos a etapa de RL o modelo utilizando

CNN torna-se competitivo.

As Figuras 22 e 23 mostram quadrados brancos e esverdados representando a
trajetoria realizada pelo agente nas proximidades de um obstaculo de loop, presente no
nivel GreenHillZone.Actl. Podemos notar que o agente utilizando o algoritmo PPO
iniciado aleatoriamente nao consegue avancar na fase, ficando preso antes do loop. Esse
obstaculo requer que o personagem tenha uma aceleracdo suficiente para supera-lo, e
qualquer movimento que faga com que o agente perca aceleracao resulta na impossibilidade
de avancar. Por outro lado, ao analisar a trajetéria do agente que foi inicializado com o
BC, verifica-se que ele é capaz de superar o obstaculo, avancando em dire¢ao ao final da

fase. Isso sugere que o agente utilizando imitagao parece incorporar melhor as regras do

jogo.
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7 CONCLUSAO E TRABALHOS FUTUROS

Diversos estudos tém explorado a criagao de controladores de jogos usando DRL.
No entanto, a combinacdo de técnicas de IL com Refor¢co Profundo tem sido pouco
explorada, especialmente quando se trata do uso de técnicas adversariais, como o Generative
Adversarial Imitation Learning e Adversarial Inverse Reinforcement Learning. O presente
estudo se propos a avaliar métodos de Aprendizado por Imitacdo e Aprendizado por
Reforco para criagao de controladores capazes de jogar jogos digitais, especificamente

utilizando o jogo Sonic The Hedgehog.

Os resultados obtidos indicaram que modelos de imitacdo adversariais baseados
em MLP obtiveram melhor desempenho que os modelos que utilizaram politica de CNN.
No entanto, nao foi possivel determinar se esse fato ocorreu devido a maior complexidade
do modelo MLP, que pode ter sido capaz de capturar caracteristicas mais relevantes
para o problema. Observou-se, ainda, que os modelos AIRL, baseados em Aprendizado
por Reforco Inverso, apresentaram maior sensibilidade ao treinamento em determinados
niveis, sugerindo que, em alguns casos, a fun¢ao de recompensa gerada nao foi capaz de

representar adequadamente o problema em questao.

Ao analisar a inicializacao do treinamento de RL utilizando as politicas treinadas
por BC, GAIL e AIRL, constatou-se que os modelos que passaram pela etapa de imitacao
antes do treinamento da politica por RL obtiveram melhor desempenho, dando suporte
a ideia de que a utilizagao de conhecimento de dominio prévio pode propiciar que o
agente obtenha uma melhor performance. Esse resultado é promissor e pode indicar uma

estratégia eficaz para acelerar o treinamento de agentes em ambientes mais complexos.

Em trabalhos futuros, planeja-se aprofundar a analise do uso de politicas baseadas
em CNN nos métodos adversariais, com o objetivo de avaliar o desempenho dessas técnicas
em um conjunto mais abrangente de demonstracoes de especialistas e com recursos
computacionais ampliados. Além disso, pretende-se explorar a capacidade de generalizagao
dos modelos treinados em diferentes cenarios e niveis do jogo, permitindo a transferéncia
de conhecimento de um nivel para outro. Deseja-se também estender essa abordagem para

problemas do mundo real, tais como aplicagoes em robdtica e veiculos auténomos.
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APENDICE A - Teste Estatistico de Mann—Whitney Para Comparacio dos
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Figura 24 — Figura mostrando os p-valores entre os modelos de Aprendizado por Reforco
iniciados com o Aprendizado por Imitacdo que utilizam politicas baseadas em CNN. Destacado
em vermelho os p-valores menores que 0.05
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Figura 25 — Figura mostrando os p-valores entre os modelos de Aprendizado por Reforco
iniciados com o Aprendizado por Imitacao que utilizam politicas baseadas em MLP. Destacado

em vermelho os p-valores menores que 0.05
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