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RESUMO

A modelagem da pressao de fundo de pogo em sistemas de escoamento multifasico
representa um desafio complexo na industria de petroleo e gas, dado seu impacto direto na
eficiéncia e seguranca das operacoes de producao. Apesar da extensa literatura existente,
a aplicagao de técnicas de aprendizado de maquina para este propoésito permanece sub
explorada. Este estudo adotou uma abordagem utilizando a Programacao Genética para
determinar a pressao de fundo de poco. Utilizando 795 amostras de dados relacionados a
testes de produtividade de pocos em campos no Oriente Médio, abrangendo varidveis como
fluxo de dleo, fluxo de gas, fluxo de agua, densidade do dleo, profundidade de perfuragao,
temperatura do fundo do poco e pressao na cabeca do poco, a estratégia baseada em
Programacao Genética foi aplicado para desenvolver modelos simbdlicos interpretaveis.
Esses modelos demonstraram habilidade em descrever, de forma compreensivel, a complexa
relagdo entre variaveis operacionais, ambientais e a pressao de fundo de poco. A obtencao
de modelos simbdlicos compreensiveis destaca a aplicabilidade pratica da pesquisa, propor-
cionando uma compreensao mais profunda dos fatores que influenciam a pressao de fundo
de poco e facilitando uma tomada de decisdo mais informada por parte dos profissionais

da indtstria.

Palavras-chave: Pressao de Fundo de Pogo, Programacao Genética, Modelagem

Computacional, Escoamento Multifasico.



ABSTRACT

Wellbore pressure modeling in multiphase flow systems poses a significant challenge
in the oil and gas industry due to its direct impact on production efficiency and safety.
Despite extensive literature, the application of machine learning techniques for this purpose
remains underexplored. This study employs a Genetic Programming (GP) approach to
predict wellbore pressure. Utilizing 795 data samples from well productivity tests in Middle
Eastern fields, encompassing variables such as oil flow rate, gas flow rate, water flow rate,
oil density, drilling depth, wellbore temperature, and wellhead pressure, the SGP-based
strategy was applied to develop interpretable symbolic models. These models demonstrated
the ability to comprehensibly describe the complex relationship between operational
and environmental variables and wellbore pressure. The derivation of interpretable
symbolic models highlights the practical applicability of the research, providing a deeper
understanding of the factors influencing wellbore pressure and facilitating more informed

decision-making by industry professionals.

Keywords: Well bottom-hole pressure, symbolic genetic programming, computa-

tional modeling, multiphase flow
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1 INTRODUCAO

1.1 Motivacao

A exploragao e producao de petrdleo e gas desempenham um papel crucial na
economia, contribuindo para a geracdo de empregos, investimentos e receitas fiscais
significativas (72, 36). Estudos realizados até 2020 revelaram que o petrdleo bruto ainda
representava cerca de 32% da produgdo energética mundial (6). Embora essas atividades
promovam impactos positivos nas economias locais e nacionais, ¢ importante reconhecer
que a industria também pode acarretar consequéncias adversas para o meio ambiente e
a saude humana, como a poluicao do ar, da adgua, a degradacao do solo e a emissao de
gases de efeito estufa. Diante desse cenario, torna-se essencial avaliar a sustentabilidade de
projetos de petroleo e gas, considerando tanto os beneficios quanto os impactos negativos.
Nesse contexto, a industria estda passando por uma transicao significativa incorporando
elementos como inovacao, responsabilidade social e conformidade com regulamentacoes
ambientais. Isso significa que as empresas estdo buscando solugoes mais sustentaveis e
responsaveis para a exploracao e producao de petroleo e gas, levando em conta os impactos

ambientais e sociais de suas atividades (21).

No contexto da exploracao e producgao de petréleo e gas, a pressao de fundo de
poco (FBHP) desempenha um papel crucial para a integridade operacional e eficiéncia
na produgao (46, 58, 64). A precisao na estimativa da FBHP é fundamental, visando
evitar sobrecargas no poco, reduzir vazamentos e mitigar impactos ambientais adversos. A
medicao precisa da FBHP nao apenas facilita o dimensionamento adequado da bomba,
assegurando uma producao eficiente de petroleo, mas também proporciona um conheci-
mento detalhado das capacidades de producao do pogo. Essa compreensao aprofundada,
por sua vez, influencia a escolha do método de elevagao artificial, contribuindo para uma

otimizagao continua do processo operacional (3).

Pocos de petréleo tipicamente produzem uma combinagao de liquidos e gases
que sao transportados a superficie, com a distribuicao de fases alterando-se conforme as
variagoes de pressao ao longo do fluxo. Quando a pressao excede o ponto de bolha da fase
liquida, especialmente no fundo do poco, ocorre um fluxo monofasico, composto apenas
pela fase oleosa. Contudo, & medida que o petrdleo ascende no poco vertical, a reducao
da pressao hidrostatica provoca a liberacao de gases da fase oleosa, resultando no fluxo
multifasico de petrdleo e gas (29, 33). O fluxo multifasico, caracterizado pela coexisténcia
de duas ou trés fases, como 6leo, gés e agua, pode iniciar a producao em qualquer fase da
vida do pogo (16), ganhando destaque em diversos campos cientificos, como engenharia

mecanica, civil, quimica e nuclear (35).

Durante o fluxo multifasico de petrodleo e gas no poco, a variagao da pressao é critica.

A pressao no fundo do pogo impacta diretamente a transicao entre fluxo monofasico e



16

multifasico, afetando a eficiéncia da producao. A previsao confidvel da FBHP durante o
fluxo multifasico é uma necessidade reconhecida na industria petrolifera, sendo crucial
para o desenvolvimento adequado de condicionamento de pocos e sistemas de elevagao
artificial (7, 33).

A pratica comum é atualmente a afericao inteligente de pocos, na qual medidores de
pressao de fundo de poco sao permanentemente instalados para monitorar o Fundo do Poco.
No entanto, esses instrumentos demandam calibracao e manutencgao frequentes para evitar
falhas e leituras imprecisas (2, 4). Em procedimentos convencionais, a intervengao frequente
para medir o FBHP ¢ laboriosa, associada a riscos como interrupc¢oes de producao e perdas
econOmicas. Nesse contexto, informacoes em tempo real do FBHP sao extremamente

valiosas para os engenheiros de producao.

1.2 Revisao Bibliografica

Varios pesquisadores propuseram abordagens convencionais e empiricas para prever
a pressao de fundo de pogo a partir de dados da superficie, explorando aspectos especificos
relacionados aos gradientes de pressao e retencao de liquido, elementos cruciais para
otimizar a eficiéncia e a operagao desses sistemas. Hagedorn & Brown em (33) apresentam
um estudo experimental realizado em um poco de 1.500 pés para analisar os gradientes de
pressao durante o fluxo bifasico em tubulagoes de diferentes tamanhos. Foram conduzidos
testes com ampla variagdo de taxas de fluxo de liquido, razdes gas-liquido e viscosidades
do liquido. A partir dos dados coletados, foram desenvolvidas correlagoes e equagoes que
permitem a previsao dos gradientes de pressao para uma ampla variedade de tamanhos
de tubulacao, condigdes de fluxo e propriedades do liquido. A equacao desenvolvida para

prever gradiente de pressao ¢ dada por:

144%:]3 + faiM® +p A(ZZ)
Ah 72,9652 x 10U dp,,, T Ah

(1.1)

Onde: AP é a diferenca de pressao, Ah é a diferenca de profundidade, p,, é a
pressao média da mistura liquido-gas para incremento, f ¢é o fator de atrito, ¢; ¢ a taxa
total de producao liquida, M é a massa total de Oleo, agua e gas associada a 1 bbl de
liquido fluindo para dentro e para fora da coluna de fluxo, d é o didmetro da tubulacao, v,,

é a velocidade da mistura e g. ¢ a constante de conversao igual a 32, 174Lb,, ft/lb;seg>.

Orkiszewski em (51) aborda a previsao de quedas de pressao em sistemas de
tubulacao vertical com fluxo bifasico, considerando diferentes regimes de fluxo, como
anular, slug e misto. Foram comparados cinco métodos iniciais de previsao de quedas de
pressao, sendo os mais precisos (Duns-Ros e Griffith-Wallis) selecionados para programagao

computacional e testados em 148 condigoes de pogos. Embora nenhum método tenha sido



17

preciso em todas as condi¢oes, o método de Griffith-Wallis mostrou-se mais promissor,

apesar de apresentar maior erro percentual em relagdo ao método de Duns-Ros.

Aziz & Govier em (11) apresentam um esquema simples e baseado em principios
mecanicos para calcular a queda de pressao em pocgos de petréleo e gas. Os autores
descrevem e verificam o método proposto com dados de campo independentes, comparando
as previsoes para 48 pogos com dados de campo e outros métodos. O esquema proposto
para a estimativa da queda de pressao ¢ entao descrito, baseando-se na identificacao
do padrao de fluxo e na aplicagdo do balanco de energia mecanica. Suas previsdes sao
comparadas com outros métodos (Método de Hagedorn & Brown em (33) e Método
de Orkiszewski em (51)), concluindo que o esquema proposto é mais fundamentado no
mecanismo de fluxo e fornece resultados pelo menos tao bons quanto os métodos com os
quais foram comparados para a estimativa da queda de pressao em pocos de petrdleo e

gas. As equagdes desenvolvidas para prever o gradiente de pressao sao:

AP = APyy + APgp + AP; (1.2)
AP = oL+ pul) (1.3)
APgp = i};iﬂ (1.4)

AP; = WAZ (1.5)

Onde: AP é a queda de pressao sobre pequenas mudancas de elevacao AZ, AZ é
a mudanca de elevacdo para a qual APypy é calculado, AP é a componente hidrostatica
de AP, APkp é a componente da energia cinética de AP, APy é a componente de
atrito de AP, g é a aceleragdo da gravidade, g. é a constante de conversao igual a
32,174Lb,, ft/lbsseg?, p, é a densidade do gés, L, é o comprimento da bolha de Taylor,
pr, densidade do liquido, Ly comprimento da lesma liquida, AZ é a mudanca de elevagao
da qual AP é calculada, V' é a velocidade média do fluido, a é o termo de correcao do
perfil de velocidade, f; é o fator de atrito do liquido, pj; é a densidade da mistura, V), é

a velocidade média da mistura e d é o didmetro da tubulacgao.

O estudo realizado por Beggs & Brill em (16) se concentra na previsao da queda de
pressao e retencao de liquido em fluxo gas-liquido de duas fases em tubulagoes inclinadas.
O estudo aborda desafios na previsao desses parametros em fluxo inclinado de duas fases.
Experimentos foram conduzidos com tubulagoes transparentes, variando parametros como
taxa de fluxo, pressdo, didmetro e angulo de inclinacdo. O estudo desenvolveu correlagoes
e equagoes para prever gradientes de pressao e retencao de liquido em varias condigoes de
fluxo, destacando a importancia dessas previsdes para o design de equipamentos, como

separadores gas-liquido, em pocos e tubulagoes inclinadas. A equacao desenvolvida para
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prever o gradiente de pressao é dada por:

—dp isen(O)[pLHL +p,(1— H)| + ftﬁ#% -,
dZ 1—A{[pr, + po(1 + HL)|vmVsg}/gep ,

onde g é a aceleracao devido a gravidade, g. é a constante gravitacional, 6 é o angulo
horizontal, pr, ¢ a densidade do liquido, p, ¢ a densidade do gés, Hy, ¢ a fracao de retencao
de liquido, fy, é o fator de atrito para fluxo bifasico, G,, é a taxa de fluxo de massa
da mistura liquido-gas, v,, ¢ a velocidade da mistura, p é a pressao, d ¢ o diametro da

tubulagao, vy, ¢ a velocidade superficial do gas e Z é a distancia do fluxo axial.

A maioria dos modelos empiricos e correlagoes foram concebidas em escala labo-
ratorial, o que compromete sua precisao quando aplicados a situagdes de campo (55).
Estudos indicam que essas correlacoes empiricas apresentam elevados erros e incertezas.
Asheim em (9) destaca que as correlagbes empiricas podem levar a erros significativos,
como indicado pelos desvios padrao relativamente altos nas comparagoes entre as perdas de
pressao medidas e calculadas. Além disso, ele discute que as correlagoes empiricas podem
levar a erros relativamente grandes para certos casos, refletindo uma provavel imprecisao
nas medigdes. Para Gomez et al. em (28) as correlagoes empiricas comumente usadas
para prever padroes de fluxo e queda de pressao em pocgos e dutos apresentam elevados
erros em comparagao com os dados experimentais. Segundo Pucknell et al. em (55) a
maioria dos métodos tradicionais que funcionam razoavelmente bem em pocos de petréleo
fornecem previsdes muito ruins para pogos de gas. A variabilidade no desempenho das
correlagoes empiricas pode ser extremamente alta, com alguns métodos fornecendo bons

resultados em um campo e erros significativos em outro.

Nas ultimas duas décadas, observou-se um aumento significativo nas aplicagoes
de inteligéncia computacional (IC) em diversas areas das geociéncias e engenharia de
petrdleo. A relevancia da IC nessas aplicagoes surge da sua capacidade de lidar com os
vastos volumes de dados gerados no campo, como dados sismicos, registros petrofisicos
de pogos e dados de injecao e produgao. Cada movimento no registro e cada falha nos
dados tém significado e potencial para solucionar problemas relevantes. Além disso, as
suposicoes basicas utilizadas na derivacao das equagoes fisicas podem ser violadas devido
a diversas razoes, como anisotropia, heterogeneidade, nao linearidade, nao elasticidade
e comportamento nao ideal do fluido. A IC demonstra habilidade em contornar essas
complexidades de maneira perspicaz, explorando as informacoes e relagoes entre elas de

forma eficiente.

Técnicas avancadas de aprendizado de maquina (Machine Learning - ML), tem
impulsionado significativamente a eficicia desses modelos na interpretagao de dados
histéricos em diversas aplicagoes na engenharia de petréleo (57, 22). Sua aplicagao pratica
tem sido evidenciada em praticamente todos os setores, apresentando vastas oportunidades

para crescimento e inovagao (37, 68). Alguns exemplos sdo, previsoes do teor de carbono
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organico (TOC) (27, 60), avaliagao e otimizagao da produtividade (19), determinagao da
litologia de pogos de petréleo (59, 45, 69), fator de compressibilidade do gas (48), previsao
de saturagao de agua (61, 1), previsdes de precipitagdo de asfaltenos e ceras (56, 15),
estimativa de parametros de teste de bombeamento (8), estimativa de registros petrofisicos
ausentes (64, 63) e identificacdo de unidades de fluxo hidraulico (62).

A evolugao das aplicagoes de IC na engenharia de petrdleo oferece uma base sélida
para explorar a intersecao dessas técnicas com um componente critico no contexto da
exploracao e producao de petrdleo e gas. A capacidade da IC em lidar com a complexi-
dade dos dados gerados no campo, como registros sismicos, dados petrofisicos de pocos,
informacoes de producgao, extrair conhecimento de dados brutos, lidar com tarefas nao
lineares, acomodar dados defeituosos de forma tolerante a falhas e oferecer generalizagoes
eficazes (32, 43), proporciona um terreno fértil para aprimorar a precisdo da estimativa da
FBHP. A medida que as inovacoes na IC impactam diversos dominios da engenharia de
petréleo, é imperativo investigar como essas técnicas podem contribuir para a melhoria da
estimativa da FBHP, garantindo assim a integridade operacional e a eficiéncia na produgao

de petroéleo e gas.

A previsao da pressao de fundo de pogo em pocos de petrdleo é um desafio
complexo que tem sido abordado por meio de diversas estratégias inovadoras. Dentre
essas abordagens, destaca-se o modelo proposto por Jahanandish et al. em (35) que
desenvolveu um modelo de Rede Neural Artificial (Artificial Neural Network - ANN)
destinado & previsao da pressao de fundo de poco em pogos de fluxo multifasico vertical.
O objetivo era superar as limitacoes de generalidade e precisao inerentes as correlagoes e
modelos mecanisticos disponiveis. Utilizando um conjunto de dados com 413 amostras
coletados em diversos campos do Ira, o modelo ANN foi desenvolvido e testado apos
a divisao dos dados em conjuntos de treinamento, validacao e teste na proporg¢ao de
4:1:1. Os resultados surpreenderam, demonstrando desempenho excepcional ao superar
correlagbes empiricas e modelos mecanisticos amplamente utilizados na indistria. A analise
de tendéncia revelou que o modelo foi capaz de prever com precisao os efeitos esperados das
variaveis independentes na pressao de fundo do pogo, indicando uma simulacao eficaz do
processo fisico real. Além disso, a avaliagdo do erro do grupo utilizando o erro percentual
médio absoluto (Mean Absolute Percentage Error - MAPE) confirmou a superioridade
do ANN desenvolvido em relagado aos modelos existentes, proporcionando previsdes com
aproximadamente 3,5% de erro percentual médio absoluto e um coeficiente de correlagao
(R) notavel de 0,9222.

Outra contribuicao relevante foi feita por Awadalla & Yousef em (10) que propu-
seram uma abordagem para antecipar a FBHP em pocgos de petroleo verticais, visando
desenvolver uma ferramenta confidavel para estimar a queda de pressao em pocos de fluxo
multifasico, utilizando dados historicos de diversos campos petroliferos. A metodologia

empregada utiliza redes neurais de alimentacao direta (Feedforward Neural Network -
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FFNN) com o algoritmo de retro propagagao para aprimorar a previsao da pressao no
fundo do pogo. Os dados utilizados foram coletados de trés campos de petréleo distintos,
empregando 12 variaveis de entrada e a FBHP para treinar e avaliar o modelo FEFNN. Ao
comparar o desempenho do modelo FFNN com outros modelos empiricos, observou-se que o
modelo FFNN, especialmente aquele com duas camadas ocultas, apresentou superioridade
em termos de precisao e confiabilidade. Os resultados destacaram a capacidade do modelo
FFNN de prever a pressao no fundo do po¢o com uma precisiao entre 90% e 95%. Além
disso, o modelo identificou de maneira significativa as variaveis de entrada mais relevantes

para a previsao da pressao no fundo do poco.

Diante da complexidade do fluxo multifasico e da escassez de dados precisos em
tempo real, Tariq et al. em (65) propoe um modelo inovador e robusto utilizando ANN;,
otimizacao por Enxame de Particulas (Particle Swarm Optimization - PSO) para prever
a pressao de fundo de poco em tempo real, com foco em pocos verticais com fluxo
multifasico. Dividindo o conjunto de dados em 70% para treinamento e 30% para teste, o
estudo empregou métricas de avaliacdo como o MAPE e o coeficiente de determinacao
(R?). Os resultados obtidos destacam a superioridade do modelo em relagio aos métodos
convencionais, apresentando um MAPE reduzido, abaixo de 2,1%, e um elevado valor
de R2, indicando uma captura efetiva da variacdo na pressiao de fundo do poco pelas
variaveis de entrada. Adicionalmente, a identificacdo dos parametros de entrada mais
relevantes, como profundidade de perfuracao, taxa de fluxo de dleo, gas, dgua, diametro
interno da tubulacao de produgao, temperatura da superficie, temperatura do fundo do
poco, gravidade do 6leo e pressao da cabeca do poco, destaca a utilidade do modelo na

identificacao de problemas de produc¢ao e no planejamento de operagoes de remediacao.

Sami & Ibrahim em (58) propoem o uso redes neurais artificiais, floresta aleatéria
(Random Forest - RF) e k-vizinhos mais proximos(k-Nearest Neighbors - KNN), para prever
a pressao de fundo de poco em pocos de petréleo e gas. Os dados foram coletados de fontes
abertas e consistem em 206 pontos de dados de fluxo multifdsico de pocos verticais do
Oriente Médio. O estudo realizou uma selecao de recursos cuidadosa para reduzir o nimero
de pontos de dados e melhorar a qualidade dos dados. Além disso, o estudo realizou uma
analise de correlagao para identificar as variaveis independentes mais importantes que
afetam a pressao de fundo de pogo. Os resultados mostraram que a rede neural artificial
foi a técnica de aprendizado de maquina mais eficaz para prever a pressao de fundo de

poco em pocos de petréleo e gas, com um R? de 0,96 para o conjunto de teste.

Marfo et al. em (46) adotou a abordagem M5 prime para desenvolver um modelo
de previsao de pressao no fundo do pocgo. Utilizando dados de campo provenientes de
um pocgo de petréleo situado em Gana, o estudo incluiu uma avaliagdo da qualidade dos
dados para filtrar outliers. Os dados foram pré-processados e particionados com base na
conhecida abordagem de validagao cruzada hold-out. Durante a fase de treinamento do

modelo, foi realizado um monitoramento continuo utilizando o MAPE como critério de
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avaliagdo. Adicionalmente, o estudo comparou os resultados do modelo M5 prime com
outras técnicas amplamente utilizadas de aprendizado de maquina, como Rede Neural de
Retro propagacao (Backpropagation Neural Network - BPNN), Rede Neural de Regressao
Geral (General Regression Neural Network- GRNN), Rede Neural de Func¢ao de Base
Radial (Radial Basis Function Neural Network - RBFNN), Maquina de Vetores de Suporte
por Minimos Quadrados (zLeast Squares Support Vector Machine - LSSVM) e Método
de Agrupamento de Dados (Group Method of Data Handling - GMDH). Os resultados
obtidos indicaram que o modelo M5 prime apresentou o melhor desempenho em termos de
previsao de pressao no fundo do poco, superando as demais técnicas de aprendizado de
maquina avaliadas. Além disso, a pesquisa identificou a pressao na cabeca da coluna de
produgao e a taxa de producao de petréleo como as variaveis mais influentes no modelo de

previsao de pressao no fundo do poco.

Al Shehri et al. em (5) contribui significativamente ao apresentar uma solugao para
a previsao precisa da FBHP em pocos de gas condensado nao convencional. A precisao
nessa previsao desempenha um papel crucial na produtividade do pogo e na construcao de
curvas de desempenho de elevagao vertical, essenciais para a identificacdo dos tempos de
carregamento de liquidos e a previsao da necessidade de instalacao de cordas de velocidade
ou sistemas de elevagao artificial distintos. Os autores utilizaram ANN, FNN e modelos
de meméria de longo prazo (Long Short-Term Memory - LSTM) para prever a pressao de
fundo de poco, empregando mais de 30.000 pontos de dados provenientes de diversos pogos
com uma ampla gama de entradas. Os dados de entrada incluiram informagdes didrias
de fluxo, como pressao de cabega do poco, temperatura de cabeca do pogo, profundidade
vertical verdadeira, gravidade especifica do fluido, teor de cloreto, corte de agua, taxas de
fluido e relagao agua-gas. Os modelos foram treinados e testados em novos pogos para
avaliar sua precisao. Os resultados revelaram que o modelo ANN destacou-se como o mais
preciso em comparacao com as correlagdes empiricas existentes, apresentando um MAPE

de 0,0704% e um R de 0,999.

O estudo realizado por Nwanwe et al. em (50) introduziu um modelo matemaético
visivel de ANN. Sua caracteristica visivel, permite a extragao dos pesos e viés das trés
camadas ocultas do modelo ANN treinado. Isso possibilita que o modelo desenvolvido
seja utilizado pelos usuarios sem que seja necessario um framework de aprendizado de
maquina, como o Neural Network and fuzzy toolbox no MATLAB ou outras ferramentas
similares em Python. A compreensao e interpretagdo do modelo sao facilitadas, tornando
as previsoes mais transparentes e compreensiveis para os usuarios. Desenvolvido com base
no algoritmo de otimizagao de Levenberg-Marquardt e na funcao de ativacao tangente
hiperbdlica, o modelo utilizou 1001 pontos de dados de campo em tempo real, sendo
divididos aleatoriamente em conjuntos de treinamento, validagao e teste (70%, 15%, 15%,
respectivamente). A andlise estatistica indicou que a estrutura de rede de 3 camadas

ocultas com 20, 15 e 15 neuronios obteve respectivamente o melhor desempenho, com
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um fator de desempenho relativo de 0,290, Erro Quadratico Médio Residual (Root Mean
Squared Error - MSE) de 0,047 e R de 0,903. A anélise grafica de erros demonstrou que o
modelo proposto apresentou um desempenho superior em relacao a correlacdes empiricas
existentes e modelos mecanicistas tradicionais, com 100% dos pontos plotados dentro das
linhas de desvio de +20%, sendo considerado um desempenho 6timo em termos de precisao

na previsao de pressao de fundo de pogo em fluxo multifasico.

Por fim, Goliatt et al. em (26) adota uma perspectiva tinica ao combinar algoritmos
de selecao de recursos e modelos de aprendizado de maquina. Utilizando dados de 206
amostras de pocos de petréleo com processos de elevagao artificial, o modelo incorpora nove
variaveis relacionadas a producao, como fluxo de 6leo, fluxo de gas, fluxo de agua, densidade
do 6leo, profundidade de perfuracao do poco, temperatura do fundo do pogo e pressao na
cabega do poco. Os resultados desse estudo revelaram que o modelo, empregando quatro
diferentes algoritmos de ML (Multivariate Adaptive Regression Splines (MARS), Extreme
Gradient Boosting (XGB), Extreme Learning Machine (ELM) e Support Vector Regression
(SVR)), alcangou um desempenho notavel. O MARS, em particular, destacou-se com
métricas impressionantes, incluindo coeficiente de correlacao (R) = 0,94, coeficiente de
determinagao (R?*) = 0,88, erro quadratico médio residual (Root Mean Squared Error
- RMSE) = 97,88, erro médio absoluto (Mean Absolute Error - MAE) = 74,69 e erro
percentual médio absoluto (MAPE) = 3,12%. Além disso, a flexibilidade do modelo
em gerar diversas alternativas com diferentes conjuntos de variaveis de entrada oferece
vantagens praticas, especialmente em situagoes em que informagoes do pogo podem estar

indisponiveis devido a falhas de sensores ou problemas de comunicacao.

A literatura revela resultados promissores ao empregar técnicas de ML na previsao
da FBHP (Tabela 1.1), estabelecendo assim uma base sélida que motiva a realizagao de
novas pesquisas. Diante desse cenario, este estudo busca ir além, adentrando no dominio da
Programagao Genética (PG) como uma abordagem inovadora para aprimorar as previsoes
de FBHP. Na proxima secao, exploraremos as origens e a aplicagao dessa metodologia,

destacando seu potencial contributivo neste desafio complexo.



Tabela 1.1 — Resumo do levantamento dos trabalhos relacionados.

Autor Ano Técnica Utilizada Resultados

Jahanandish 2011 Rede Neural Artificial MAPE de 3,5%, R de 0,9222

et al. em (35) (ANN)

Awadalla & 2016 Redes Neurais de Alimenta- Precisao entre 90% e 95%

Yousef em (10) ¢ao Direta (FFNN)

Tariq et al. em 2020 Rede Neural Artificial com  MAPE abaixo de 2,1%

(65) PSO

Sami & 2021 Redes Neurais Artifici- ANN foi a técnica mais eficaz

Ibrahim em ais, Floresta Aleatéria, com R?

(58) K-Vizinhos

Marfo et al. 2022 M5 Prime, BPNN, GRNN, O Mbjprime foi o melhor desem-

em (46) RBFNN, LSSVM, GMDH penho comparativo nas técni-
cas de aprendizado

Al Shehri et al. 2022 ANN, FNN, LSTM ANN foi a técnica mais eficaz

em (5) com R de 0,999 e MAPE de
0,0704%

Nwanwe et al. 2023 Modelo matemaético visivel MSE de 0,047 e R de 0,90%

em (50) de ANN

Goliatt et al. 2023 MARS, XGB, ELM, SVR MARS destacou-se com R de

em (26)

0,94, R? de 0,88, MAPE de
3,12%
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1.3 Objetivo

O objetivo deste estudo é determinar a Pressao de Fundo de Pogo (FBHP) utili-
zando a Programagao Genética (PG) aplicada a dados provenientes de pogos de petrdleo,

considerando varidveis ambientais e operacionais.

1.3.1 Objetivo Especifico

o Gerar um modelo simbdlico que possa ser compreendido e interpretado pelos profis-

sionais da industria.
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2  Programacao Genética

2.1 Origens da Programacao Genética

A programagao genética (PG) é uma abordagem na area de inteligéncia artificial
que se originou na década de 1990. E se popularizou devido aos livros publicados por
John Koza (38, 39), um pesquisador e professor da Universidade de Stanford. A PG tem
suas raizes na tentativa de encontrar solu¢oes mais eficazes para a criagao automéatica de

programas de computador.

Na década de 1990, a programagcao evolutiva ja era uma area de pesquisa estabe-
lecida, inspirada pelos principios da selecdo natural de Charles Darwin. A ideia basica
era usar algoritmos evolutivos para evoluir solu¢des de problemas complexos, tratando o
cddigo de computador como "gene” que poderiam ser combinados, mutados e selecionados

para melhorar ao longo do tempo (13, 14).

No entanto, a programacao evolutiva enfrentava desafios significativos quando se
tratava de lidar com programas complexos. A representacao direta do cédigo-fonte como
cadeias de bits binarios, comumente usada na programagcao evolutiva, tinha limitagoes na

expressividade e na manipulagao de estruturas de dados complexas (38).

Foi nesse cenario que a programacao genética surgiu como uma extensao e evolugao
dos algoritmos genéticos propostos por John Holland em (34). O conceito central por
tras da PG era representar programas como arvores de sintaxe, semelhantes as arvores
de analise sintatica, onde uma estrutura de dados em arvore, que representa a estrutura

sintatica de uma cadeia de acordo com alguma gramatica formal.(39).

A PG permite que os programas sejam construidos de maneira hierarquica, com
operadores e operandos representados como nés na arvore. Isso possibilita a geracao de
programas mais complexos e expressivos. Os algoritmos evolutivos sao entao aplicados
para evoluir esses programas, realizando cruzamentos, mutacoes e selegoes para melhorar

as solugdes ao longo do tempo (24).

Os beneficios da PG incluem a capacidade de criar automaticamente programas
para resolver problemas complexos, como otimizagao, controle e aprendizado de maquina.
Seu uso tem sido estendido a problemas de diversas areas do conhecimento, como por
exemplo: biotecnologia, engenharia elétrica, analises financeiras, processamento de imagens,

reconhecimento de padrdes, mineragao de dados, linguagem natural, etc. (67).

A Programacao Genética busca a evolucao de programas de computador visando o
aprendizado por indugdo. A ideia é ensinar os computadores a se programarem a partir
de especifica¢oes de comportamento. Cada programa possui um valor de mérito (aptidao)
associado, refletindo sua capacidade de resolver o problema. O processo envolve a manu-

tengao de uma populacao de programas, selecdo dos melhores com base na adaptabilidade,
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aplicacao de operadores genéticos para modificacao e convergéncia para uma solucao. O

objetivo é encontrar uma solu¢ao no espaco de todos os programas possiveis(13, 24).

O mecanismo de busca opera em um ciclo "criar-testar-modificar” (Figura 2.1),
assemelhando-se ao processo humano de desenvolvimento de programas. Inicialmente,
programas simbolicos sao gerados com base no conhecimento do dominio, representando
solucoes potenciais para o problema como arvores de sintaxe. Em seguida, esses programas
sao avaliados quanto a sua aptidao, utilizando uma funcdo que mede seu desempenho
em relagao a solugao desejada. Com base nos resultados, os programas sao modificados
por meio de operadores genéticos, como recombinacao e mutacao, introduzindo variacoes
para explorar novas possibilidades. Esse ciclo iterativo é repetido até que uma solucao
satisfatoria seja encontrada, seguindo uma abordagem de refinamento continuo que reflete

praticas eficazes de desenvolvimento humano de programas (70).

Figura 2.1 — Ciclo "criar-testar-modificar”.
Fonte: Elaborada pelo autor (2024).

A especificagdo do comportamento na Programagao Genética geralmente se realiza
por meio de um conjunto de valores de entrada-saida conhecidos como fitness cases, os
quais representam o conjunto de aprendizagem ou treinamento (training set). Com base

nesse conjunto, a PG busca derivar um programa que:

o Produza de maneira nao trivial as saidas corretas para cada entrada fornecida,
evitando a simples atribuicdo por meio de uma tabela de conversao. Assim, o

programa deve necessariamente aprender um algoritmo especifico.

o Calcule as saidas de tal forma que, se as entradas forem selecionadas de forma
representativa, o programa sera capaz de produzir saidas corretas para entradas nao

cobertas inicialmente.

Por lidar diretamente com a manipulagao de programas, a PG enfrenta o desafio
de manusear uma estrutura relativamente complexa e varidvel. Tradicionalmente, essa
estrutura assume a forma de uma arvore de sintaxe abstrata, composta por fun¢oes em seus
nos internos e por terminais em seus nos folha. A especificagdo do dominio do problema é

simplificada pela definigdo dos conjuntos de fungoes e terminais (38).
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2.2 Visao Geral do Algoritmo de Programacao Genética

As etapas do algoritmo de PG podem ser descritas resumidamente como (71):

1. Inicializacao da Populacdo:

Inicia-se gerando aleatoriamente uma populagao inicial de programas. Esses progra-
mas podem ser representados na forma de arvores de sintaxe abstrata, compostas

por fungoes e terminais.

2. Awaliagdo (aptiddo):

Cada programa na populacao é avaliado utilizando uma funcao heuristica, denomi-
nada funcao de aptidao. Essa funcao quantifica o desempenho de cada programa em
relacao ao objetivo do problema. Programas que produzem resultados mais proximos

ou ideais tém uma pontuacao de aptidao mais alta.

3. Selegio:

Os programas sao selecionados com base em seus valores de aptidao. Estratégias
de sele¢ao podem variar, mas geralmente programas com melhor desempenho tém

maior probabilidade de serem escolhidos para reprodugao.

4. Operadores Genéticos:

Os operadores genéticos, como reproducao, cruzamento (recombinacao) e mutagao,
sao aplicados aos programas selecionados. A reproducgao envolve a copia direta de
programas para a proxima geragao, o cruzamento mistura partes de dois programas

para criar novos, e a mutagao introduz aleatoriamente alteracdes nos programas.
5. Geragao de Nova Populacdo:
A nova geracao de programas resultante dos operadores genéticos forma a proxima
populacao.
6. Critério de Término:

O processo iterativo continua até que um Critério de Término seja satisfeito. Isso
pode ser alcancar uma solucao satisfatoria, atingir um niimero maximo de geragoes,

ou qualquer outra condi¢ao especifica ao problema.

7. Retorno da Melhor Solugdo:

Apébs a conclusao do algoritmo, a melhor solugdo encontrada é retornada como

resultado.

Cada execucao desse loop representa uma nova geracao de programas. O Critério de

Término é tradicionalmente definido como alcangar uma solucao satisfatoria ou atingir um
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numero maximo de geragoes. No entanto, abordagens alternativas consideram a analise do
processo evolutivo, permanecendo no loop enquanto houver melhoria na populagao (Figura
2.2) (39). Essa flexibilidade na defini¢do do Critério de Término destaca a adaptabilidade

do algoritmo de PG as caracteristicas especificas de cada problema.

Gera a pulagao
inicial

_|Avalia a aptidao dos
7 Individuos

Retorna o melhor
programa

Convergéncia

Nao

Selegao

Nova populagdo

A

h 4

{ Escolhe Operador Genético a Aplicar J

A

( Reprodugao l {Cruzamento ] ( Mutacao ]

Figura 2.2 — Estrutura Basica do Algoritmo de Programacao Genética.
Fonte: Elaborada pelo autor (2024).

2.3  Representacao dos Programas

A PG representa tradicionalmente programas por meio de arvores de sintaxe
abstrata, onde os programas sao construidos através da livre combinagao de fungoes e
terminais (nés-folha das arvores e representam os valores finais ou basicos que compoem

os programas) especificos para o dominio do problema (23).

Essa abordagem envolve dois conjuntos fundamentais: F', que consiste no conjunto
de funcgoes, e T', que representa o conjunto de terminais. O conjunto F pode incluir
operadores aritméticos (+, -, *, etc.), fungdes matematicas (seno, log, etc.), operadores

légicos (E, OU, etc.), dentre outros. Cada funcdo f € F' possui uma aridade (ntimero de
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argumentos) maior que zero. O conjunto 7' é composto por varidveis, constantes e fungoes
de aridade zero (sem argumentos) (13, 41, 47, 54).

Por exemplo, considerando o conjunto de operadores aritméticos de aridade dois (2)

como o conjunto de fungoes, e a varidvel y e a constante trés (3) como terminais, temos:

F={+—- x,+}
T ={y,3} (2.1)

entao expressoes matematicas simples tais como y * y + 3 podem ser produzidas e

sua representacao é feita por uma arvore de sintaxe abstrata como mostrado na Figura

2.3.

Figura 2.3 — Arvore de Sintaxe Abstrata de y * y + 3.
Fonte: Elaborada pelo autor (2024).

2.4 Fechamento e Suficiéncia

Para assegurar a viabilidade das arvores de sintaxe abstrata, John Koza (39)
introduziu o conceito de Fechamento (closure). A propriedade de Fechamento estipula
que cada func¢ao no conjunto F' deve aceitar qualquer valor que possa ser retornado por
qualquer funcao ou terminal, garantindo assim que todas as arvores geradas possam ser

avaliadas corretamente.

Um exemplo tipico que ilustra a necessidade do Fechamento ¢ a operacao de divisao,
onde matematicamente nao ¢ possivel dividir por zero. Uma solugao para esse problema é
a definicdo de uma fungdo alternativa, como a fungao de divisao protegida (%) (38). Essa
funcao, ao receber dois argumentos, retorna o valor 1 em caso de divisdao por zero e, caso

contrario, retorna o quociente normal.

Além disso, para assegurar a convergéncia para uma solucao, Koza estabeleceu
a propriedade de Suficiéncia. Essa propriedade requer que os conjuntos de funcoes F' e
terminais 7' sejam capazes de representar uma solucao para o problema em questao. Em

outras palavras, deve haver evidéncias sélidas de que alguma combinacao de fungoes e
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terminais pode produzir uma solugao, podendo essa propriedade variar em sua obviedade
dependendo do problema em anélise, podendo exigir algum conhecimento prévio sobre a

natureza da solugao desejada (39).

2.5 Populacao Inicial

Tradicionalmente, a populacdo inicial em algoritmos para PG é formada por
arvores geradas aleatoriamente a partir dos conjuntos de func¢oes I’ e de terminais 7.
Inicialmente, uma funcao f € F' é escolhida aleatoriamente. Para cada um dos argumentos
de f, seleciona-se um elemento de {FFUT}. O processo termina quando a arvore estiver
totalmente preenchida com terminais. Geralmente, estabelece-se um limite maximo de

profundidade da &rvore para evitar que estas se tornem excessivamente extensas (23).

Entretanto, a qualidade da populagao inicial desempenha um papel crucial no
sucesso do processo evolutivo, conforme destacado por Daida em 1999. A populagao
inicial precisa representar de maneira significativa o espaco de busca, exibindo uma ampla
variedade na composicao dos programas. Isso possibilita a convergéncia para solugoes

através da recombinacao de codigos.

Para aprimorar a qualidade dos programas na populacgao inicial, diversos méto-
dos sao empregados, sendo os mais comuns: ramped-half-and-half proposto por Koza
(39), random-branch prosporto por Chellapilla (20), uniform proposto por Bohm (18) e

probabilistic tree-creation proposto por Luke (44).

O método ramped-half-and-half, é uma combinagao dos métodos grow e full (40).
O método grow envolve a criacao de arvores com profundidade variavel, escolhendo
aleatoriamente noés entre fungoes e terminais, respeitando uma profundidade maxima
estabelecida. O método full implica na geracao de arvores completas, ou seja, todas as
arvores geradas terao a mesma profundidade. Esse procedimento é facilmente implementado
por meio da escolha de fungoes para os nos cuja profundidade é inferior a desejada e a
selecao de terminais para os nds de profundidade maxima. Essa abordagem visa garantir
uma estrutura de arvore regular, onde todos os caminhos da raiz até as folhas possuem
0 mesmo comprimento, simplificando a manipulacao e avaliagao dos programas gerados
durante o processo evolutivo. A representacao esquematica dos métodos grow e full podem

ser observadas no Apéndice A nos Algoritmos 1 e 2 respectivamente.

Integrar os métodos Full e Grow com o propdsito de gerar um nimero equitativo de
arvores para cada profundidade, variando de dois até a profundidade maxima, fundamenta o
método Ramped-Half-and-Half (40). Por exemplo, considerando uma profundidade maxima
de onze, o método visa gerar arvores com profundidades de dois, até onze de maneira
proporcional. Isso implica que, respectivamente, 10% das arvores terdo profundidade dois,
10% terao profundidade trés, e assim por diante. Para cada profundidade, 50% das arvores

sao geradas pelo método Full e 50% pelo método Grow, proporcionando uma distribuicao
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balanceada e abrangente das estruturas de arvores ao longo das diferentes profundidades.
Essa abordagem visa otimizar a diversidade estrutural da populacao inicial, favorecendo a

exploracao eficiente do espaco de busca durante o processo evolutivo.

2.6 Funcao de Aptidao

Na natureza, a selecao natural opera identificando os seres vivos mais adaptados ao
ambiente. Em Programacao Genética, essa dinamica é traduzida pela fun¢io de aptidao ou
fitness. Os programas que demonstram maior eficacia na resolugao do problema em questao
recebem maiores valores de aptidao, proporcionando-lhes uma vantagem na probabilidade

de serem selecionados para o processo reprodutivo (39).

A avaliacao de aptidao, por sua vez, varia conforme o dominio do problema e pode
ser quantificada de maneiras diversas, tanto de forma direta quanto indireta. No contexto
deste estudo, prioriza-se a consideracao apenas de dominios que possibilitem uma avaliacao

direta de aptidao.

Em geral, a avaliacao de aptidao é conduzida mediante a utilizacdo de um conjunto
de casos de treinamento, denominados casos de aptidao, que compreendem pares de valores
de entrada e saida a serem aprendidos. Cada programa recebe esses valores de entrada, e a
resposta do programa ¢é confrontada com o valor esperado de saida. Quanto mais préoxima
a resposta do programa estiver do valor de saida desejado, melhor serd o desempenho do
programa (52).

Dessa forma, a avaliacao de aptidao se configura como o mecanismo diferenciador
entre programas mais eficazes e menos eficazes, servindo como a forca-motriz do processo
evolutivo. Ela é a medida, utilizada ao longo da evolugao, que indica o quanto o programa
aprendeu a prever as saidas a partir das entradas dentro de um dominio de aprendizagem
especifico (13).

A escolha da funcao de aptidao, assim como a selecao do método de avaliacio
adotado por esta funcao, é intrinsecamente dependente do problema em questao. A tomada
de decisoes acertadas nesse contexto é crucial para alcancar resultados satisfatorios, visto
que a fungao de aptidao atua como a forga-guia que direciona o algoritmo de Programacao

Genética na busca pela solucao (31).

Os métodos convencionalmente empregados para a avaliacao de aptidao, conforme

proposto por Koza (39), sao:

1. Aptidao Nata (Raw Fitness): Representa a medida intrinseca ao dominio
especifico do problema. Reflete a avaliacdo direta do programa diante dos casos
de aptidao. A métrica comumente utilizada na aptidao nata é a avaliacao do erro
cometido, expresso como a soma de todas as diferencas absolutas entre o resultado

obtido pelo programa e seu valor correto.
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A avaliagdo de aptidao nata é calculada considerando a soma das diferencas absolutas
entre as respostas geradas pelo programa ¢j; e as saidas corretas desejadas y;. Para
cada programa p; pertencente a populacao P, é associado um valor f, que representa
a sua aptidao, obtido por meio da avaliacao dos n fitness cases fornecidos. O valor

de f, ¢ determinado pela férmula:
fo =219 — il (2.2)
i=1

2. Aptidao Padronizada (Standardized Fitness): Dada a dependéncia da aptidao
nata ao dominio do problema, um valor considerado bom pode ser tanto pequeno
(a0 avaliar o erro) quanto grande (ao avaliar a eficiéncia). A avaliagdo da aptidao
padronizada é realizada por meio de uma funcao de adaptacao do valor da aptidao
nata, de modo que, quanto melhor o programa, menor deve ser a aptidao padronizada.
Assim, o melhor programa apresentard o valor zero (0) como aptidao padronizada,

independentemente do dominio do problema.

3. Aptidao Ajustada (Adjusted Fitness): Derivada da aptidao padronizada, a

aptidao ajustada é calculada pela formula:

1

a(i, t) = 760

(2.3)

onde s(i, t) representa a aptidao padronizada do individuo ¢ na geragao ¢t. Essa métrica
varia entre zero (0) e um (1), sendo que valores mais elevados indicam os melhores
individuos. A aptidao ajustada possui a vantagem de amplificar a importancia de
pequenas diferencas nos valores de aptidao padronizada, especialmente quando esta

se aproxima de zero.

4. Aptidao Normalizada (Normalized Fitness): Se a(i,t) denota a aptidao ajus-
tada do individuo 7 na geracao t, entao a aptidao normalizada n(i,t) é calculada

COIMo: ,
a(i, t)

n(i,t) = —
> a(k,t)
k=1

(2.4)
Nota-se que a soma de todas as aptidoes normalizadas dentro de uma populagao
totaliza um (1), proporcionando uma visdo proporcional e equilibrada da aptidao de

cada individuo em relagdo aos demais.

2.7 Métodos de Selecao

O método de selecao desempenha um papel crucial em algoritmos genéticos, pois visa
identificar quais programas devem ser submetidos aos operadores genéticos, contribuindo

para a formacgao de uma nova geracao. A qualidade de um programa ¢é intrinsecamente
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relacionada ao seu valor de aptidao, tornando imperativo que a selecdo favoreca os

programas que apresentem os melhores valores de aptidao.

Atualmente, diversos métodos de selecao sao empregados, conforme propostos por
Blickle & Thiele em (17). Dentre eles, destacam-se:

1. Selecao Proporcional (fitness-proportionate selection): Originalmente intro-
duzida por John Holland para Algoritmos Genéticos, este método foi adotado por
John Koza em seu pioneiro livro (39). Ele utiliza a aptidao normalizada, representada
em uma "roleta”, onde cada individuo da populagdo ocupa uma "fatia” proporcional
a sua aptiddo normalizada (Figura 2.4). Um ndmero aleatério entre zero (0) e um
(1) é gerado, indicando a posicao da ”agulha” na roleta. Apesar de sua simplicidade
e sucesso, este método pode ser sensivel a escalabilidade da aptidao normalizada
(Blickle 1995).

O individuo mais ' o
apto tem a maior O individuo menos
E S — apto tem a menor

participacdo na roleta. e o
participagdo na roleta.

Figura 2.4 — Tlustragao da Roleta de Sele¢do Proporcional
Fonte: Elaborada pelo autor (2024).

2. Selecao por Torneio (tournament selection): Desenvolvida por Goldberg &
Deb em (25) para Algoritmos Genéticos, a selecao por torneio, como utilizada por
John Koza em seu segundo livro (40), ocorre da seguinte maneira: t individuos sao
escolhidos aleatoriamente da populacao, e o melhor deles é selecionado (Figura 2.5).
Esse processo é repetido até que uma nova populagao seja formada. O valor de t é

conhecido como o tamanho do torneio.
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Figura 2.5 — Tlustragao da Selegao Torneio
Fonte: Elaborada pelo autor (2024).

3. Selecao por Truncamento (truncation selection): Com base em um valor de
limiar (threshold) T entre zero (0) e um (1), a selegao é realizada aleatoriamente
entre os T melhores individuos (49). Por exemplo, se T = 0,4, a selegao ocorre entre

os 40% melhores individuos, descartando os 60% restantes.

4. Selegao por Ordenagao Linear e Exponencial: Propostos por Baker (12) para
superar as desvantagens da sele¢ao proporcional, esses métodos ordenam os individuos
conforme os valores de aptidao. Em ambos os métodos, os individuos sao ordenados
com base em seus valores de aptidao, variando de um nivel N (melhor individuo) a
1 (pior), e cada individuo i recebe uma probabilidade p; de ser selecionado.

Na Selegao por Ordenagao Linear (linear ranking selection), cada individuo ¢ recebe

o1 . +
uma probabilidade p; de ser selecionado, com um valor de % representando a

a do pior. Mesmo que dois

n_

N
individuos tenham a mesma aptidao, eles apresentam probabilidades diferentes de

probabilidade do melhor individuo ser escolhido e

serem escolhidos, conforme a seguinte equagao:

pi = ]1[ <n + (nt — n)]if_—ll) (2.5)
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Ondeie{1,2,...,N},n= >0ent —n~ =2.

Na Sele¢ao por Ordenagao Exponencial (exponential ranking selection), similar a
Ordenagao Linear, as probabilidades p; sdo exponencialmente ponderadas (12). Um
pardmetro ¢, variando entre zero (0) e um (1), é utilizado como base. Quanto
mais préximo de um, menor é a "exponencialidade” da selecao. Os individuos
sao ordenados de acordo com os valores de aptidao, associados a um nivel N
(melhor individuo) a 1 (pior), e cada individuo ¢ recebe uma probabilidade p; de ser

selecionado.

c—1 N .
~—C ,ondeie{l,2...N} (2.6)

Pi =
(&

2.8 Operadores Genéticos

Apés a selecao dos individuos, faz-se imperativo a aplicacao de operadores genéti-
cos, elementos fundamentais no processo de programacgao genética. Os trés operadores

preeminentes, conforme delineados em (39), so:

1. Reproducao: Consiste na selegdo de um programa, entao replicado integralmente
para a proxima geracao, mantendo inalterada sua estrutura. Suas vantagens incluem
a preservacao de solugdes promissoras ao longo das geracoes e a manutengao de ca-
racteristicas desejaveis dos individuos. Porém, pode levar a estagnagao da populagao,

reduzindo a diversidade genética e limitar a introducao de novas solugoes.

2. Cruzamento (Crossover): Este operador envolve a selecao de dois programas,
recombinados para gerar dois novos programas. Um ponto de cruzamento alea-
torio é escolhido em cada programa-pai e as subarvores abaixo desses pontos sao
intercambiadas (Apéndice A, Algoritmo 6). A Figura 2.6 ilustra um exemplo de
cruzamento, onde programas distintos tan(Xs)*cos(X1) e Z- + sen(X,) sdo cruzados,
resultando nos novos programas tan(Xs) x %% e cos(X1) + sen(X,). Para assegurar a
viabilidade do cruzamento, ¢ essencial que o conjunto de fungoes exiba a propriedade
de Fechamento (closure), permitindo que fungoes suportem qualquer outra fungao
ou terminal como argumento. Caso contrario, critérios restritivos na escolha dos
pontos de cruzamento tornam-se imperativos. Suas vantagens incluem a combinagao
de caracteristicas promissoras de diferentes solugdes e a introducao de diversidade na
populacao, acelerando a busca por solugoes 6timas. No entanto, pode gerar solucoes

invalidas caso as restrigoes do problema nao sejam adequadamente consideradas.
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* +
tan cos / sen
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X2 X1 1 2
. Cruzamentii .
tan / cos sen
X2 X1 7 X1 X2

Figura 2.6 — Exemplo de Cruzamento Entre Dois Programas
Fonte: Elaborada pelo autor (2024).

3. Mutacgao: Nesse operador, um programa ¢é selecionado, e aleatoriamente um de
seus noés é escolhido. A arvore, cuja raiz é o nd selecionado, é entdao eliminada e
substituida por uma nova arvore gerada aleatoriamente (Apéndice A, Algoritmo 7).
A Figura 2.7 ilustra um exemplo de mutagdo, onde um programa distinto 9 + in(X7)
sofre uma mutagao, resultando no novo programa % + In(X7). Este processo de
mutacao introduz diversidade na populagao, desempenhando um papel crucial na
exploracao do espaco de busca. Suas vantagens incluem a introducao de variacao
genética na populacao, explorando novas regides do espaco de busca, e a capacidade
de escapar de minimos locais. No entanto, pode introduzir solugoes nao validas
e a taxa de mutagao deve ser ajustada para evitar uma excessiva perturbacgao na

populacao.
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Figura 2.7 — Exemplo de Mutagao de um Programa
Fonte: Elaborada pelo autor (2024)

A utilizacao destes operadores, em conjunto, propicia a evolucao e adaptagao da
populacao de programas ao longo das geracoes, visando a otimizacao de desempenho
em tarefas especificas. Quando comparada com outras abordagens, a combinacao desses
operadores oferece uma estratégia adaptativa, capaz de explorar um amplo espaco de
busca de solugoes 6timas. Isso permite que solugdes mais diversificadas sejam encontradas
pelo algoritmo de programacao genética em comparacao com abordagens que nao fazem

uso desses operadores genéticos.(40)
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2.9 Critério de Parada

A funcao de parada desempenha um papel crucial no processo evolutivo, atuando
como um mecanismo para interromper o ciclo de repeticdo que pode perdurar indefi-
nidamente. O critério mais comumente empregado consiste em estabelecer um limite
para o numero maximo de geracoes ou até mesmo até que uma solucao satisfatéria seja
alcangada (39). No entanto, é importante observar que existem critérios mais dindmicos,

fundamentados no acompanhamento continuo do progresso evolutivo.

Seguindo essa abordagem dindmica, proposta por Kramer & Zhang em (42), a
evolugao persiste enquanto houver melhorias na média da populacao. Este método adota
uma perspectiva mais adaptativa, permitindo que o algoritmo evolutivo continue iterando
até que nao se observem mais ganhos substanciais na qualidade média dos individuos da
populagao. Essa abordagem ajustavel a evolucao intrinseca do problema proporciona uma
maior flexibilidade ao algoritmo, adaptando-se a complexidade e dinamica variaveis dos
cenarios evolutivos. Dessa forma, a fun¢do de parada nao esta rigidamente atrelada a um
numero fixo de geracoes, mas sim a dinamica efetiva do processo evolutivo em si, buscando

otimizar a eficiéncia na busca por solugoes.
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3 METODOLOGIA

3.1 Base de Dados

A fase de preparagao de dados representa um componente crucial no desenvolvi-
mento de qualquer técnica relacionada a Inteligéncia Artificial. O tratamento dos dados,
com a exclusao criteriosa de valores discrepantes, é essencial antes da utilizagdo destes na
construgao de modelos de IA. No escopo do presente estudo, foram utilizados 795 amostras
referentes a testes de produtividade de pogos, os quais foram coletados em diversos campos
no Oriente Médio, conforme detalhado no trabalho realizado por Al-Shammari (4) e todos

os dados foram devidamente submetidos a procedimentos de tratamento.

O conjunto de dados em questao engloba diversos parametros de entrada, dentre os
quais se destacam: Pressdo na cabega do pogo (Wellhead Pressure - WHP), Taxa de fluxo
de dgua (Water Flow Rate - WFR), Taxa de fluxo de éleo (il Flow Rate - OFR), Taxa de
fluxo de gas (Gas Flow Rate - GFR), Produgao didria de dgua ( Water Production Rate -
WPD), Indice de gravidade especifica do petréleo (American Petroleum Institute Gravity
- API), Didmetro interno do tubo (Internal Diameter of Pipe - ID), e Temperatura na
cabega do pogo (Wellbore Head Temperature - WBHT). Como variavel de saida, a FBHP.
A Tabela 3.1, apresentada a seguir, exibe a faixa de dados associada aos parametros de

entrada e saida, destacando a amplitude que esses valores podem assumir.

Tabela 3.1 — Faixas de dados coletados de pardmetros de entrada e saida (4)

Minimo | Maximo | Média | Desvio Padrao
WHP (psi) Xy 92 1550 423,82 253,74
WEFR (bpd) | Xj 0 11395 2215,13 2294.8
OFR (bdp) X5 176 17663 2215,13 3722,13
Entrada | GFR (scf/stb) | X3 9 17859 | 2699,15 2370,41
WPD (L/dia) | X4 4243 8620 6326,89 511,37
API X5 25,4 47,5 33,86 3,11
ID (in) X5 1,995 6,276 3,95 0,57
WBHT (°F) | Xy 160 233 2010,25 18,26
Saida FBHP (psi) Y 1198 3698 2469,73 387,23

Com o intuito de mitigar possiveis desafios relacionados ao ajuste excessivo do
modelo, optou-se por empregar a estratégia de normalizacao dos dados, evitando que
variaveis com magnitudes diferentes influenciem desproporcionalmente o modelo. Adicio-
nalmente, procedeu-se a renomeagcao das variaveis, designando-as de X, até X7 para os
parametros de entrada, conforme a sequéncia apresentada na Tabela 3.1. O parametro de
saida foi denotado por y. Essa sistematica de nomenclatura foi adotada visando facilitar
a interpretacao das equacgoes geradas pelo modelo, contribuindo para uma compreensao

mais clara e intuitiva do processo analitico.
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A Figura 3.1 mostra os coeficientes de correlagdo de Pearson entre as variaveis de
entrada e a pressao de fundo de poco (FBHP). Os coeficientes variam entre +1 e -1, onde
+1 representa uma correlacao direta entre as varidveis e -1 uma relagao indireta entre
as variaveis. A figura 3.2 complementa a analise com oito histogramas que ilustram a

distribuicao das variaveis independentes e sua relagao com a FBHP.
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Figura 3.1 — Coeficiente de correlacao entre variaveis de entrada e FBHP
Fonte: Elaborada pelo autor (2024).
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Figura 3.2 — Distribuigdo da pressao de fundo de pogo em relagao as Varidveis
operacionais.
Fonte: Elaborada pelo autor (2024).

A correlagao entre a pressao na cabega do pogo (WHP) e a pressao no fundo do
poco (FBHP) apresentada na figura 3.1 é moderada e positiva, com um valor de 0,53. A
distribuicao dos pontos nos graficos WHP vs FBHP na figura 3.2 indica que existe uma
relacao proporcional direta entre WHP e FBHP. No entanto, a dispersao dos pontos sugere
que a correlagao nao é perfeita, ou seja, para um mesmo valor de FBHP, pode haver uma
variacao significativa na WHP, isto ocorre devido as perdas de pressao na tubulagdo devido
ao atrito e outros fatores como a natureza do escoamento do fluido. O éleo em movimento
gera atrito contra as paredes da tubulacao, o que causa perda de pressao. No escoamento
multifasico bolhas se formam na tubulacao reduzindo a densidade do fluido, diminuindo a

pressao na tubulacao.

Em relagdo a taxa de fluxo de dgua (WFR) e & producao didria de dgua (WPD),
ambas assumem uma correlagao com a FBHP moderada e positiva, com um valor de
0,37 e 0,47 respectivamente. Isso indica que aumentos na WFR e na WPD tendem a
elevar a FBHP. Essa relagao é compreensivel em pogos com elevacao artificial, onde a
injecao de agua pressurizada no poco eleva a FBHP e facilita a subida do dleo a superficie.
Contudo, os gréficos de dispersao entre WFR e FBHP e entre WPD e FBHP (figura 3.2)
apresentam uma dispersao moderada dos pontos. O maior agrupamento de pontos no

grafico WPD vs FBHP em comparagao com o grafico WFR vs FBHP pode ser explicada
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por diversos fatores. Os processos de elevacao artificial, como bombas de cavitacao ou
centrifugas, operam em faixas de eficiéncia especificas, influenciando mais diretamente a
WPD e levando a um maior agrupamento de pontos no grafico. A WFR, por sua vez, é
mais sensivel a flutuagoes momentaneas em fatores como a permeabilidade da formacao
geolbgica, a presenca de gas ou outros fluidos, e as condi¢oes da tubulacao e bombas,

resultando em uma dispersao mais ampla dos pontos no grafico WFR vs FBHP.

Por outro lado, a correlagao entre a taxa de fluxo de 6leo (OFR) e a FBHP ¢ fraca
e negativa, com um valor de -0,12. O gréfico de dispersao OFR vs FBHP da figura 3.2
apresenta uma dispersao elevada dos pontos, diferentes valores de OFR assumem os mesmo
valores de FBHP explicando a correlagao fraca. A relagdo inversa entre essas duas variaveis
é esperada, pois o fluxo de 6leo é uma varidvel de saida representando a quantidade de
6leo produzida pelo poco. Assim, um aumento na taxa de fluxo de 6leo esta geralmente

associado a uma diminuicdo na pressao no fundo do poco, devido ao escoamento do Oleo.

No que diz respeito a taxa de fluxo de gas (GFR), a correlagdo com a FBHP é
muito fraca e positiva, com um valor de 0,01, indicando que as variagoes na taxa de
fluxo de gds nao tém um impacto discernivel na pressao no fundo do pogo. A dispersao
significativa dos pontos (figure 3.2) e a fraca correlagao linear indicam que a relagdo entre
as varidveis nao ¢ muito clara. O indice de gravidade especifica do petréleo (API) também
apresenta uma correlacao moderada e positiva com a FBHP, com um valor de 0,42. Isso
sugere que o API influencia a pressao no fundo do poco, indicando que a composi¢ao do

petrodleo extraido pode afetar a pressao no fundo do pocgo.

Quanto ao didmetro interno do tubo (ID), a correlagao é fraca e negativa, com
um valor de -0,09. Isso sugere uma relagao inversa entre o didmetro interno do tubo e a
FBHP, essa relagdo muito fraca, indica que o didmetro interno do tubo tem uma influéncia
limitada na pressao no fundo do poco. Em relacdo a temperatura na cabega do poco
(WBHT), a correlacao é moderada e positiva, com um valor de 0,30. Isso sugere que a
temperatura na cabeca do pogo influencia a pressao no fundo do poco, indicando uma

relacao entre essas variaveis.

3.2 Avaliacdo do Modelo

O desempenho do modelo foi avaliado usando as seguintes métricas: ¢ Na Tabela
3.2, é possivel encontrar descrigbes detalhadas dessas métricas. A escolha dessas métricas
baseou-se em sua capacidade de abranger os diversos comportamentos apresentados pelos

modelos analisados, conforme destacado por Trujillo et al. em (66).

O Coeficiente de Determinacio (R?) avalia a variabilidade capturada pelo modelo
em relacdo a variabilidade total dos dados. Um valor mais alto de R? indica que uma
maior proporcao da variabilidade na variavel dependente é capturada pelo modelo. Ele

¢é calculado como a soma dos quadrados das diferencas entre os valores observados e os
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valores previstos, normalizada pela soma dos quadrados das diferencas entre os valores

observados e a média dos valores observados.

O Coeficiente de Pearson (R) mede a forga e a diregdo da relagao linear entre as
variaveis. Em modelos de regressao, a presenca de uma correlagao forte e positiva entre
as variaveis de resposta e predi¢ao sugere que o modelo esta capturando efetivamente
as tendéncias lineares nos dados. Ele é calculado como a covariancia normalizada pelo

produto dos desvios padrao das variaveis.

O Erro Quadratico Médio (MSE) é uma métrica que calcula a média dos quadrados
das diferencas entre os valores observados e os valores previstos. Essa métrica penaliza
de maneira mais intensa os erros maiores, proporcionando uma avaliacao mais sensivel as
discrepancias significativas. O MSE ¢é particularmente valioso ao avaliar a qualidade das
previsoes numéricas do modelo. Uma minimizacao eficaz do MSE durante o treinamento
do modelo indica que a expressao simbolica gerada esté otimizada para se ajustar aos dados
observados. Isso ¢ vital para garantir que o modelo gerado pela programacao genética seja

capaz de fornecer previsdes precisas e bem ajustadas.

O Erro Quadratico Médio Relativo (RMSE) é uma métrica que representa a
raiz quadrada da média dos quadrados das diferencas entre os valores observados e os
valores previstos, normalizada pela média dos valores observados, avaliando a precisao das
previsoes em termos absolutos. Um RMSE menor indica que as previsdes do modelo estao

mais préximas dos valores reais.

O Erro Percentual Médio Absoluto (MAPE) fornece uma medida de precisao
percentual, sendo particularmente 1til para entender o desempenho do modelo em termos
de erros relativos. Uma baixa porcentagem de erro absoluto médio indica que o modelo

esta gerando previsoes precisas em relacao aos valores reais.



43

Tabela 3.2 — Métricas de desempenho e sua expressdo matemética (66)

Nome Expressao

(i — 9) (@ — 9)

R i=1
VI et Y i
N
Z(?Jz‘ — ;)
RO -g———
(yi — )
i=1
1 X )
MSE — i — Ui
N ;(y 9:)
1 J,\L pp—y 2
RMSE \/N 1_17<y y)
Y
MAPE —
N ; Yi

Onde N ¢é o ntamero total de elementos testados, y sao os valores reais e § sao os

valores previstos.

3.3 Recursos Computacionais e Ferramentas Utilizadas

Todas as investigacoes realizadas neste trabalho foram feitas usando um laptop com
um processador Intel Core [7-7700K, 4.2GHz com 16 GB de memoéria DDR3-2400 MHz.
Os codigos que foram executados nesta configuracao de hardware foram desenvolvidos em
linguagem de programagao Python (Python versao 3.11). Para a obtencao de expressoes
simbolicas foi utilizado um modelo de Programagao Genética (biblioteca PySR (30), versao
0.16.9). Para as métricas de avaliagao foi utilizada a biblioteca do scikit-learn (53) (versao
1.3).

3.4  Experimento Computacional

O PG, discutido detalhadamente no Capitulo 2, é um método evolutivo que inicia
sua execucao construindo uma populagao inicial inadequada para uma tarefa especifica. No
entanto, ao aplicar operadores genéticos ao longo de um ntimero pré-definido de geragaes,
o algoritmo converge para a melhor solu¢gdo da populagao, adaptando-se da melhor forma

possivel a tarefa designada.

A criacao da populagao inicial envolve a definicao de diversos hiperparametros,
como o tamanho da populagao (population_size) e o conjunto de fun¢oes mateméaticas
(binary__operators e unary_operators). Cada membro da populagao é desenvolvido a
partir da escolha aleatoria de variaveis de entrada, constantes e fungoes matematicas.

Na PG, os membros da populagdo sao representados como estruturas em arvore, onde o
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tamanho é determinado pela profundidade em relagao ao no raiz. O hiperparametro de
profundidade (mazdepth) estabelece a profundidade maxima que uma populacao pode
assumir durante todas as geracoes, enquanto o tamanho maximo da equacao, isto ¢é, o
niumero total de elementos, incluindo operadores, variaveis e constantes, é definido pelo
hiperpardmetro (mazsize). Os individuos da populagao sdo gerados através do método

Ramped-Half-and-Half.

Apos a criacao da populacao inicial, é necessario avaliar cada membro para calcular
o valor da funcao de aptidao, que representa a qualidade do individuo. Isso envolve
fornecer os valores das varidveis de entrada a cada individuo, calcular a saida e, em seguida,
comparar essa saida com a saida real para determinar o valor da funcao de aptidao. A

Aptidao Normalizada (Equagao 2.4) foi utilizada em todas as avaliagdes.

Apoés a avaliacdo, alguns membros da populagao sao selecionados como pais para a
proxima geracao, sujeitos a operagoes genéticas. A selecao de pais é realizada por meio
do método de selecao por torneio. Quatro operagoes genéticas distintas sao empregadas:
cruzamento, mutacao pontual, mutacao de elevacao e mutacao de subarvore. A soma das
probabilidades de todas as operagoes genéticas é mantida em 1 para controlar a reproducao
dos membros da populacao na proxima geracao. Em mutagoes pontuais, nés aleatérios do
vencedor do torneio sao alterados, substituindo constantes por valores aleatorios, variaveis
por outras variaveis e fungoes por fungoes equivalentes em aridade. Na mutacao de elevacao,
uma subarvore é escolhida aleatoriamente, e um né aleatorio nessa subarvore substitui
toda a subarvore. Ja na mutagao de subarvore, uma subarvore aleatéria é substituida por
outra subarvore gerada aleatoriamente. A operacao de cruzamento requer a selecao de dois
vencedores do torneio, sendo uma subarvore aleatéria do primeiro vencedor substituida

por uma subarvore aleatoria do segundo vencedor.

No modelo empregado, dois hiperparametros desempenham o papel crucial de
determinar o encerramento do algoritmo: A fungao de perda (loss) e o ntimero maximo de
geragoes (niterations). A funcgao de perda (loss) é utilizada para avaliar o quao bem o
modelo estd performando em cada iteragao do treinamento. O modelo busca minimizar
essa fungao ajustando seus pardmetros. Neste trabalho, a fun¢ao de perda foi definida como
o MSE. Durante o treinamento, o modelo ajusta seus parametros de forma a minimizar o
MSE entre as previsoes e os valores reais do conjunto de treinamento. O modelo encerra
sua execuc¢ao quando nao hé mais melhoria significativa na fungao de perda ao longo de
varias geracoes, ou ao atingir o valor de loss < 107%, ou ao atingir o ntimero méaximo de
geracoes. Fm todas as andlises realizadas, a conclusao do algoritmo PG ocorreu apds o

alcance do nimero maximo de geragoes predefinido.

Os hiperparametros empregados nesta pesquisa encontram-se detalhadamente
descritos na Tabela 3.3. A busca pela formulagdo de uma equacao que descreva a Pressao

no Fundo fo Pogco (FBHP), a partir de dados de poco, foi conduzida mediante a aplicagao
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da estratégia de complexidade das equagodes. Essa abordagem visa encontrar solugoes
interpretaveis, evitando a obtencao de equacgoes de dificil compreensao para seres humanos

sem o auxilio de maquinas.

Para alcancar esse objetivo, o modelo foi restrito a dois conjuntos de possiveis
solugoes: polinomiais e sem restrigoes a sua forma (livres). FEsses conjuntos foram
subdivididos em trés tipos, cada um representando uma complexidade maxima que as
equagoes poderiam atingir, sendo estas 20, 30 e 40. Assim, foram gerados seis modelos

distintos, os quais serao submetidos a processos de treinamento e teste.

Com o propésito de avaliar a sensibilidade dos pardmetros nos modelos finais
obtidos, cada modelo foi submetido a 30 execugoes. Cada execugdo compreendeu a
geragao de um novo conjunto de dados, dividido em conjuntos de treinamento e teste,
representando, respectivamente, 70% e 30% do total. Esse processo abrangeu analises
de variagoes por meio da aplicacao de diferentes sementes aleatéorias. Essa abordagem
sistematica foi executada para avaliar a capacidade do modelo em adaptar-se de maneira

eficaz ao conjunto de dados em andlise.



Tabela 3.3 — Hiperparametros utilizados em cada execugao
Fonte: Elaborada pelo autor (2024)

Polinomial Livre
Complexidade maxima, 20 30 40 20 30 40
niterations 1000 1000 1000 1000 1000 1000
population size 1000 1000 1000 1000 1000 1000
binary_operators | [*', = /Y| [ T PR S]] L P ) | )
e’ e’ e’
‘square’, ‘cube’, ‘'square’, 'cube’, ‘'square’, 'cube’,
‘exp’, ’abs’, ’sqrt’, ‘exp’, abs’,’sqrt’, ‘exp’, 'abs’, sqrt’,
unary_operators none none none 'sin’, ’cos’, 'tan’, 'sin’, ’cos’, 'tan’, 'sin’, 'cos’, 'tan’,
‘sinh’, 'cosh’, "tanh’, | ’sinh’, ’cosh’, 'tanh’, | 'sinh’, 'cosh’, "tanh’,
‘atan’, 'asinh’, ‘atan’, 'asinh’, ‘atan’, 'asinh’,
"acosh’] "acosh’] ‘acosh’]
model selection "best” "best” "best” "best” "best” "best”
maxdepth 10 10 10 10 10 10

9
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4 RESULTADOS E DISCUSSAO

A Tabela 4.1 apresenta resultados médios obtidos por modelos de Programacao
Genética (PG) utilizados para prever os valores de FBHP em um conjunto de teste. O

desempenho dos modelos ¢ avaliado através das métricas apresentadas na Secao 3.2.

Tabela 4.1 — Resultados médios para os modelos de PGRS usados para prever os valores
de FBHP no conjunto de teste. Valores entre parénteses indicam o desvio padrao em 30
execugoes independentes. Valores destacados em negrito indicam os melhores valores
médios.

Fonte: Elaborada pelo autor (2024).

Solucdo  Comp. R? R MSE RMSE MAPE
20 0,651 (0,028 0,812 (0,017 0,047 (0,005 0,228 (0,010 7,685 (0,378
Polinomial 30 0,689 (0,228 0,852 (0,061 0,039 (0,032 0,205 (0,049

)
6,634 (0,588)
)

— | — — —

(0,028) ( (0,005) )
(0,228) ( (0,032) (0,049) (
40 0,744 (0,036) 0,866 (0,019) 0,040 (0,006) 0,196 (0,016) 6,423 (0,567
20 0,635 (0,033) 0,802 (0,020) 0,054 (0,006) 0,233 (0,013) 7,931 (0,507)
Livre 30 0,729 (0,042) 0,856 (0,024) 0,042 (0,006) 0,200 (0,016) 6,568 (0,547)
40 0,756 (0,038) 0,872 (0,021) 0,040 (0,006) 0,193 (0,015) 6,334 (0,460)

Tabela 4.2 — Tempo médio de processamento em segundos com desvios padrao (calculado
em 30 execugoes independentes).
Fonte: Elaborada pelo autor (2024).

Solucado ~ Comp. Tempo |

20 2908,19 £+ 108, 24

Polinomial 30 4878,68 £ 124, 32
40 6144, 66 + 183,44

20 5369, 39 + 116, 58

Livre 30 7566, 25 + 144,13
40 10482, 74 £ 201, 09

Na andlise da secao dedicada ao modelo polinomial na Tabela 4.1, observa-se
uma nitida tendéncia de aprimoramento nas métricas a medida que a complexidade
(Comp.) do modelo é incrementada. Destaca-se, de maneira significativa, o modelo cuja
complexidade atinge o valor maximo de 40, evidenciando os maiores valores médios para
R? ¢ R e os menores valores médios para MSE, RMSE e MAPE. Tais resultados apontam
para a conclusao de que o aumento da complexidade desempenha um papel crucial no

aprimoramento da capacidade explicativa e preditiva do modelo.

De forma analoga, a avaliagdo do modelo livre refor¢a essa mesma tendéncia. Mais
uma vez, o modelo composto por 40 termos na equacao destaca-se como o mais eficiente,
apresentando os melhores valores médios para as métricas previamente mencionadas. A
consisténcia nos resultados entre as abordagens polinomial e livre sugere que modelos

mais complexos sdo, de fato, mais eficazes na tarefa de prever os valores de FBHP.
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Entretanto, pela Tabela 4.2, observa-se que o aumento da complexidade esta associado a
um significativo acréscimo no tempo de processamento. Adicionalmente, os ganhos em
precisao, resultantes do aumento da complexidade, sao estatisticamente pequenos quando
comparados ao custo computacional agregado. A precisdo dos modelos e o tempo de
execucao devem ser ponderados, visando a obtencao de um equilibrio ideal entre ambos os

fatores.

Modelos com maior complexidade podem comprometer a interpretabilidade das
equacoes obtidas, dificultando a obtencao de informagoes plausiveis sobre os processos
subjacentes. Por outro lado, modelos mais simples oferecem a vantagem de menor tempo
de processamento e maior interpretabilidade das equacgoes, facilitando a obtencao de
compreensoes sobre os processos subjacentes. No entanto, as equacoes obtidas podem
nao capturar totalmente a complexidade dos dados, resultando em uma menor precisao
preditiva. Para uma compreensao mais aprofundada dos resultados, outras analises sao

necessarias.

As figuras subsequentes apresentam graficos de dispersao dos valores previstos em
relac@o aos valores reais. Os valores verdadeiros sao representados pelos pontos no eixo x,
enquanto as previsoes sao representadas pelos pontos no eixo y. Essa abordagem visual
permite uma analise detalhada da concordancia entre as previsoes dos modelos e os dados

reais.

Gréfico de Dispersao de Valores Verdadeiros vs Previsoes
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Figura 4.1 — Grafico de dispersao de valores verdadeiros versus previsoes para o modelo
polinomial com complexidade maxima 20
Fonte: Elaborada pelo autor (2024).
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Grafico de Dispersao de Valores Verdadeiros vs Previsoes
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Figura 4.2 — Grafico de dispersao de valores verdadeiros versus previsoes para o modelo

polinomial com complexidade maxima 30
Fonte: Elaborada pelo autor (2024).

Grafico de Dispersao de Valores Verdadeiros vs Previsoes
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Figura 4.3 — Grafico de dispersao de valores verdadeiros versus previsoes para o modelo
polinomial com complexidade maxima 40
Fonte: Elaborada pelo autor (2024).
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Grafico de Dispersao de Valores Verdadeiros vs Previsoes
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Figura 4.4 — Grafico de dispersao de valores verdadeiros versus previsoes para o modelo

sem restrigoes a forma com complexidade méxima 20
Fonte: Elaborada pelo autor (2024).

Grafico de Dispersao de Valores Verdadeiros vs Previsoes
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Figura 4.5 — Grafico de dispersao de valores verdadeiros versus previsoes para o modelo
sem restri¢oes a forma com maxima 30
Fonte: Elaborada pelo autor (2024).
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Gréfico de Dispersao de Valores Verdadeiros vs Previsoes
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Figura 4.6 — Grafico de dispersao de valores verdadeiros versus previsoes para o modelo
sem restrigoes a forma com complexidade méxima 40
Fonte: Elaborada pelo autor (2024).

Os graficos das Figuras 4.1, 4.2, 4.3, 4.4, 4.5 e 4.6 revelam uma distribuicao
concentrada ao longo da linha de regressao para todos os modelos. A dispersao dos
residuos se mantém constante em todo o intervalo de valores previstos, indicando a
auséncia de heterocedasticidade. Adicionalmente, nao se observam tendéncias nos graficos
residuais, sugerindo a linearidade nos modelos. Em relacao a pontos atipicos e influentes,
todos os gréaficos residuais demonstram que a maioria dos pontos estao contidos dentro da

faixa de confianca de 80%.

Entretanto, ao observar a distribuicdo dos pontos de forma relativamente linear
com uma tendéncia geral de aumento, é possivel notar que alguns pontos estdo mais
distantes da linha de regressao. A dispersao dos pontos sugere que o modelo nao é capaz
de prever com precisao todos os valores reais de FBHP, com uma variacao méaxima de
20%. Essas discrepancias indicam que o modelo de previsao pode nao ser tao preciso para
valores extremos, possivelmente devido ao treinamento em um conjunto de dados que nao
inclui valores extremos suficientes. Além disso, o R? variando de 0,66 a 0,76 sugere que a

melhoria do valor de R? ocorre & medida que a complexidade dos modelos aumenta.

Porém, é importante ressaltar que o R? ndo determina se as estimativas e previsoes
dos coeficientes sao tendenciosas. Quando um modelo possui muitos preditores e inclui
polinémios de ordem superior, ha o risco de que ocorra o fenémeno conhecido como

overfitting do modelo. Isso pode resultar em valores de R? enganosamente altos e na
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reducao da capacidade do modelo de fazer previsoes precisas. Nesse contexto, a andlise

grafica de outras métricas, como o MAPE, se torna essencial.

O MAPE;, por exemplo, proporciona uma visao mais direta da precisao das previsoes,
considerando as discrepancias percentuais entre as previsoes e os valores reais. Ao examinar
graficamente o MAPE em conjunto com os gréaficos residuais, podemos identificar padroes
especificos, avaliar a consisténcia das previsoes em diferentes intervalos e compreender

melhor como o modelo se comporta em situagoes especificas.

A Figura 4.7 representa um grafico de dispersao do erro (MAPE) versus a complexi-
dade de cada equacao obtida pelo modelo de PG limitada a somente equacoes polinomiais.
Ja a Figura 4.8 representa um grafico de dispersao do erro versus a complexidade de cada
equacao obtida pelo modelo de PG livre para obter qualquer tipo de equacao utilizando
os operados descritos na Tabela 3.3. O erro é representado pelo eixo y, enquanto a
complexidade é representada pelo eixo x. A avaliagdo da complexidade dos modelos de
PG é realizada mediante a contabilizacdo de todos os termos presentes na equagao, ou
seja, contando o total de varidveis, operadores e constantes envolvidos. A obtencao do
erro é conduzida através da métrica MAPE, conforme descrita detalhadamente na Secao
3.2. As solugoes apresentadas nos graficos sao as melhores solugoes obtidas nas varias

execucoes de cada modelo.

A curva de ndo dominancia representa a relagdo entre o erro e a complexidade
das equagoes. Uma equacgao é considerada nao dominada se nao houver outra equagao
no grafico que tenha um erro menor e uma complexidade menor ou igual. A analise das
Figuras 4.7 e 4.8 mostra que, em geral, quanto maior a complexidade da equacao, menor o
erro. No entanto, existem algumas equagdes com complexidade menor que apresentam

erro menor que outras equagoes com complexidade maior.

Erro versus Complexidade Modelos Polinomiais

9.0 A Complexidade 20

Complexidade 30
Complexidade 40
N&o dominandica

8.5 1

8.0 1

7.5 1

7.0

Erro

6.5 4

6.0

5.5 1

5.0 1

10.0 12.5 15.0 17.5 20.0 225 25.0 27.5 30.0
Complexidade

Figura 4.7 — Erro versus a complexidade para os modelos que geram equagoes polinomiais.
Fonte: Elaborada pelo autor (2024).
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Erro versus Complexidade Modelos Livres

® Complexidade 20
Complexidade 30

® Complexidade 40
—— Nao dominandica

9.0

8.5 1

8.0

7.5 1

Erro

7.0 A

6.5 1

6.0

5.5 1

T T
10 15 20 25 30 35 40
Complexidade

Figura 4.8 — Erro versus a complexidade para os modelos que geram equacoes sem
restricao a forma das equacoes.
Fonte: Elaborada pelo autor (2024).

Uma razao é que a complexidade de uma equagdao nao ¢é necessariamente um
indicador de sua precisao. Existem equagoes simples que podem capturar relagoes comple-
xas entre os dados, e existem equagoes complexas que podem capturar relagoes simples.
Outra razao é que a complexidade de uma equacao pode ser afetada por fatores que nao
estao relacionados a precisao. Portanto, é possivel que uma equacao com complexidade
menor seja mais precisa do que uma equacao com complexidade maior se a equagao com
complexidade menor capturar as relacdes mais importantes entre os dados. Um exemplo
disso sdo as Equagoes (4.1) e (4.2) que apresentaram os menores erros dentre todos os
modelos executados. A equagdo (4.1) apresentou um erro 5,22069% enquanto a equagao
(4.2) apresentou um erro de 5,12705%. Uma andlise detalhada destas equagoes revela

caracteristicas distintas fundamentais para compreender sua complexidade.

A Equagao (4.1) é um exemplo de uma expressao polinomial, caracterizada pela
presenca de termos que envolvem poténcias inteiras das variaveis, incluindo um termo
quadrédtico (X?) e uma fragao (1/(X; + 0,0012534792)). Essa estrutura polinomial
confere a equagao uma certa simplicidade em termos de avaliacdo numérica, facilitando
a interpretacao dos termos e a implementacao pratica. No entanto, a inclusao de uma
fracao adiciona uma camada de complexidade, tornando a equagao uma combinagao de

elementos polinomiais e racionais.

Por outro lado, a Equacao (4.2) apresenta uma abordagem diferente. Trata-
se de uma expressao nao polinomial que incorpora func¢des mais complexas, como a
raiz quarta (Xg/ %), a funcio arco seno hiperbélico (asinh), exponencial (eX), e cosseno
(cos). Essas fungoes adicionam uma camada de sofisticagdo ao modelo, permitindo uma

representacao mais precisa de fendmenos que podem nao ser adequadamente descritos
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por polindmios simples. No entanto, a complexidade introduzida por essas funcgoes
pode tornar a avaliagdo numérica mais desafiadora e exigir métodos especificos. Apesar
das diferencas fundamentais, ambas as equagoes compartilham variaveis comuns, como
Xo, X1, Xo, X3, X4, Xg, e representam relagdes entre essas variaveis e a variavel dependente.
Essa semelhanca fornece uma base para comparacgao e avaliagao dos modelos em contextos

especificos.

y = 10, 7035966439515.X, + 95, 9084649305018 X, + 2632, 5695548877 X2
0,0011251868 (4.1)

278,16913X, — 0, 11387765X
+ 2, S 6+ (X5 + 0,0012534792)

y = 2,28831066837893(— Xa/* + 0, 661062478136522asinh (674, 378044732575 X 4 (Xo+

1, 4395000868357\/)(1 + 0,482588100680425.X 5 + 0, 00293682250964633)+

(e1643232095556T1Xz | ¢ (0, 10)75’78649> e~ X6)2))
(4.2)
Na equacgdo (4.1), a pressdo na cabeca do pogo (WHP), simbolizada por Xj, revela
uma influéncia moderada e positiva com a FBHP. Esta relacao sugere que aumentos na
WHP tendem a elevar a FBHP, indicando uma dependéncia essencial na pressao exercida
na entrada do pogo sobre a pressao no fundo do mesmo. A taxa de fluxo de dgua (WFR),
X1, também exibe uma influéncia moderada e positiva com a FBHP, refletindo o impacto

direto da quantidade de dgua injetada no poco sobre a pressao no fundo do mesmo.

No entanto, a taxa de fluxo de 6leo (OFR), representada por X, apresenta uma
influéncia fraca e negativa com a FBHP. Este resultado sugere uma relagao inversa entre a
quantidade de 6leo extraido e a pressao no fundo do poco, indicando que um aumento na
producao de 6leo geralmente resulta em uma diminui¢ao na pressao. A producao didria
de dgua (WPD), X,, demonstra uma influéncia moderada e positiva com a FBHP, o que
implica que aumentos na producao de agua contribuem para o aumento da pressao no

fundo do poco.

Por fim, o didmetro interno do tubo (ID), X, mostra uma influéncia fraca e negativa
com a FBHP, sugerindo uma relacao inversa entre o didmetro interno do tubo e a pressao
no fundo do pogo. Os resultados obtidos da andlise da equagao (4.1) sdo consistentes com
as conclusoes derivadas da matriz de correlagao (Figura 3.1) e dos graficos de dispersao da

Figura 3.2, refor¢ando a validade das relacoes entre as variaveis consideradas.

Na equagao (4.2), as interagoes multiplas e interdependentes entre as varidveis na
previsao da FBHP complicam a definicdo de uma influéncia clara e linear de cada variavel
isoladamente. Cada varidvel nao apenas afeta diretamente a FBHP, mas também interage

com outras variaveis de maneiras complexas e nao lineares. A producao diaria de agua
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(WPD, X,) nao s6 influencia diretamente a FBHP, mas também modula o impacto de
variaveis como a pressao na cabega do pogco (WHP, X)), a taxa de fluxo de éleo (OFR,
X3), e a taxa de fluxo de dgua (WFR, X). Além disso, varidveis como a taxa de fluxo de
gas (GFR, X3) e a temperatura na cabega do poco (WBHT, X;) sao afetadas de maneira,
indireta, criando um sistema de relacoes interdependentes. A relagdo dindmica e iterativa
entre as variaveis, podem desencadear efeitos em cascata em todo o sistema. Por exemplo,
um aumento na produgao didria de d4gua (WPD) pode levar a um aumento na a taxa de
fluxo de 6leo (OFR), devido ao aumento do volume de fluido deslocado, afetando a FBHP.
Além disso, a presenca de termos na equacao, como a funcao trigonométricas e exponenciais,
indica que as interagoes entre as variaveis nao sao simplesmente proporcionais, mas sim

complexas e nao lineares.

Por outro lado, as Equagoes (4.3) e (4.4) como menor complexidade obtida pelos
modelos, demonstram uma complexidade equivalente a 9 nos graficos das Figuras 4.7 e
4.8, revelando erros de 8,8801% e 7,7261%, respectivamente. A andlise das equacgoes (4.3)
e (4.4) revela um padrio consistente na influéncia das varidveis na previsdo da pressao no
fundo do pogo (FBHP). Ambas as equagoes utilizam trés varidveis principais: a pressao
na cabeca do poco (WHP, Xj), a produgdo didria de dgua (WPD, X,), e a taxa de fluxo
de dgua (WFR, X;). A estrutura similar dessas equagdes permite uma andalise conjunta

de como cada variavel contribui para a determinacao da FBHP.

Em ambas as equagoes, a pressao na cabega do pogo (Xj) é somada a produgao
didria de dgua (X4), multiplicada por um coeficiente (35,59885 na equagao (4.3) e 32,964043
na equagao (4.4)). Esta soma reflete uma influéncia direta e combinada de Xy e X sobre
a FBHP, comportamento que é esperado e consistente com a analise das figuras 3.1 e 3.2.
O impacto significativo do coeficiente associado a X, indica que a produgao diaria de agua
tem um peso consideravel na determinagao da FBHP, conforme previsto pela matriz de

correlacao.

A taxa de fluxo de dgua (X;), presente no denominador de ambas as equagoes,
introduz uma relacao critica. Especificamente, a FBHP é dividida pela diferenca entre
um valor constante (0,11096645 na equagao (4.3) e 0,103881694 na equagao (4.4)) e
X;. O posicionamento de X; no denominador sugere que a medida que X; se aproxima
do valor constante, a FBHP aumenta exponencialmente, indicando uma relagao direta
sensivel. Pequenas variacoes em X; proximas ao valor constante podem resultar em
grandes mudancas na FBHP, ou seja, quando X; tende aos valores das constantes nas

equagoes a FBHP tenderd a infinito.

A semelhancga estrutural das equagdes pode ser interpretada como uma convergéncia
de solugoes em algoritmos de PG. A natureza desses algoritmos, incluindo a fungao de
aptidao, a sele¢ao de operadores genéticos e as caracteristicas do problema, pode contribuir

para a emergéncia de estruturas analogas. Portanto, as equagoes fornecem uma visao
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sobre como diferentes abordagens podem convergir para solugoes que compartilham uma
esséncia matematica comum. Esse fenomeno destaca a complexidade e a flexibilidade

inerentes ao modelo.

 Xo +35,59885.X,
Y= 0,11096645 — X,

(4.3)

X+ 32,964043X,
Y= 0,103881694 — X,

(4.4)

A Tabela 4.3 apresenta um comparativo entre os resultados obtidos pelas equagoes

com o melhor resultado encontrado por Al-Shammari em (4) utilizando o modelo ANFIS.

Tabela 4.3 — Resultados da andlise estatistica das equagoes e do modelo ANFIS.
Fonte: Elaborada pelo autor (2024).

Modelo MAPE (%) R

Equacao (4.1) 5,12 0,91
Equagao (4.2) 5,22 0,90
Equagao (4.3) 8,88 0,76
Equagao (4.4) 7,72 0,77

ANFIS (4) 4,93 0,93

Em termos de desempenho preditivo, ambas as abordagens foram capazes de
produzir previsoes precisas da FBHP. Tanto as equagoes obtidas quanto o modelo ANFIS
demonstraram baixo Erro Percentual Médio Absoluto (MAPE) e alto Coeficiente de
Correlagao (R) em conjuntos de teste, indicando uma boa capacidade de previsao. Esses
resultados sugerem que tanto as equagdes quanto o modelo ANFIS conseguem capturar

efetivamente as relagoes entre as variaveis de entrada e a FBHP.

No entanto, uma diferenca significativa entre as duas abordagens reside na inter-
pretabilidade do modelo. As equagoes desenvolvidas sao expressas em termos de variaveis
ambientais dados de pogos conhecidos e compreensiveis. [sso permite uma interpretagao
direta dos resultados e uma compreensao clara das relagoes entre as variaveis de entrada
e a FBHP. Por outro lado, o modelo ANFIS, embora seja capaz de fornecer previsoes
precisas, pode ser menos interpretavel devido a sua natureza baseada em redes neurais
e logica fuzzy. As relagoes entre as varidveis de entrada e a FBHP sao representadas
por meio de neurdnios e fungoes de pertinéncia fuzzy, o que dificulta a interpretagao dos

resultados.

Além disso, a complexidade computacional também é um aspecto a ser considerado
na comparagao entre as equagoes e o modelo ANFIS. As equagoes uma vez obtidas se
tornam simples e diretas, o que resulta em baixo custo computacional para implementacao
e execucao. Por outro lado, a execucao do modelo ANFIS pode exigir mais recursos

computacionais devido a natureza das redes neurais.
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Em comparacao com as correlagoes empiricas apresentadas na revisao bibliografica
baseadas em variaveis do fluido, as equacgoes apresentadas neste trabalho utilizam variaveis
ambientas e dados de producao, proporcionando uma representacao alternativa dos fatores
que influenciam a FBHP. Além disso, os modelos tém a vantagem de serem continuamente
ajustaveis e aprimoraveis a medida que novos dados se tornam disponiveis. No entanto,
¢ importante ressaltar que devido a natureza dos dados utilizados para a obtencao das
equacgoes e a falta de parametros do fluido presentes na base de dados disponivel, nao é
possivel realizar uma comparacao direta entre a precisao das correlacdes empiricas e as

equacgoes obtidas.

Os resultados expostos apresentam evidéncias contundentes acerca da eficacia
do modelo PG como uma ferramenta promissora para antecipar a pressao de fundo de
pogo (FBHP) em operagdes de extragao de petréleo. Ambas as abordagens demonstram
habilidade na predicao da FBHP, revelando uma margem de erro pequena se comparada a

outro método utilizado na mesma base de dados.

Entretanto, é importante ponderar sobre alguns compromissos essenciais ao se-
lecionar o modelo mais adequado. A formulacao que permite a inclusao de qualquer
tipo de equagao pode gerar expressdes mais complexas e oferecer uma precisao relativa
maior, permitindo uma representacao mais detalhada dos fenémenos envolvidos no pro-
cesso. No entanto, essa complexidade adicional pode acarretar desafios significativos na
interpretacao e implementacao dos resultados. Por outro lado, os modelos restritos a
equagoes polinomiais sacrificam um grau de precisao, mas sdo notoriamente mais simples
e diretos, facilitando a interpretacao dos resultados. Essa simplicidade torna o processo de
validacao e verificacdo mais eficiente, permitindo uma compreensao clara das relagbes entre
as variaveis. Além disso, o ganho de precisao dos modelos livres é relativamente pequeno
quando comparado aos modelos polinomiais, e estes tltimos apresentam um menor tempo

de processamento.

A decisao acerca do modelo ideal estd vinculada aos requisitos especificos da
aplicagdo em questao. Caso a simplicidade e a interpretabilidade das equacoes sejam
prioritarias, a opcao pelo modelo restrito a equagdes polinomiais se mostra prudente.
Porém, se a eficiéncia computacional ou a busca pela maxima precisao absoluta forem
prioritarias, a escolha pelo modelo que permite a inclusao de qualquer tipo de equacgao

podera ser mais apropriada.
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5 CONCLUSAO

Com base nos resultados deste estudo, a aplicagdo da Programacao Genética
revelou-se uma abordagem promissora na determinacao da Pressao de Fundo de Poco em
sistemas de escoamento multifasico na industria de exploragdo e produgao de petréleo e
gas. Através da PG, foram desenvolvidos modelos simbdlicos capazes de descrever, de
maneira interpretavel, a complexa relagao entre variaveis operacionais e ambientais e a

FBHP, proporcionando estimativas precisas e compreensiveis dessa variavel crucial.

A obtencao de modelos simbdlicos compreensiveis contribui significativamente para
a aplicabilidade pratica, permitindo uma melhor compreensao dos fatores que influenciam
a FBHP e promovendo uma tomada de decisao mais informada por parte dos profissionais

da industria.

Em sintese, este estudo nao apenas avanga o conhecimento teérico, mas também
oferece contribui¢oes praticas e aplicaveis para a industria de exploracao e producio
de petrdleo e gas. As compreensoes obtidas nao sé reforcam a relevancia da PG, mas
também destacam a importancia da modelagem avancada na compreensao e otimizagao
de sistemas complexos. Assim, este trabalho aponta para caminhos promissores e areas de

aprimoramento futuro na aplicacdo da PG na industria.
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APENDICE A - Pseudocédigos

Algoritmo 1: Grow - Geracdo de Arvores em Programacéo Genética.

Grow (profundidade maxima):

se profundidade maxima é 0 entao
| retorne um terminal aleatério de T
senao
Escolha aleatoriamente entre crescer uma fungao (F') ou um terminal (7°)

se for uma fun¢do entao
Escolha aleatoriamente uma funcao f de F
Crie um n6 com a fungao f
para cada argumento de f faca
Adicione GROW(PROFUNDIDADE MAXIMA - 1) como subérvore
recursivamente

fim

senao
> Se for um terminal

retorne um terminal aleatorio de T’
fim

fim

retorne a arvore gerada

Algoritmo 2: Ful - Geracdo de Arvores Completas em Programacio Gené-
tica.

Full(profundidade_atual, profundidade maxima)

se profundidade atual é igual a profundidade maxima entao
| textbfretorne um terminal aleatério de T’

senao
Escolha aleatoriamente uma funcao f de F'

Crie um n6 com a funcgao f
para cada argumento de f faca
Adicione FULL(PROFUNDIDADE__ATUAL + 1,
PROFUNDIDADE__MAXIMA) como subdrvore recursivamente

fim
fim

retorne a arvore gerada
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Algoritmo 3: Random-branch - Geracdo de Arvores em Programacio
Genética.

RandomBranch(S)

se S é terminal entao
| retorna Aleatoriamente um terminal

senao
Escolha aleatoriamente um nao-terminal n com aridade a < S

Seja b, a aridade de n
Crie uma lista vazia args
para i de 1 até b,, faga
a; < RANDOMBRANCH(| )
Adicione a; a lista args
fim
retorna n com todos os argumentos preenchidos com os valores em args
fim

Algoritmo 4: PTCI - Geracdo de Arvores em Programacio Genética.

Dados
Profundidade maxima D
Conjunto de funcoes F' e de terminais T'
A probabilidade p de escolher uma funcao
As probabilidades ¢; e ¢y para cadat €T e f € F
PTC1(d)
se d = D entao
| retorna aleatoriamente um terminal de 7" baseado em ¢
senao

se com probabilidade p entao
Escolha aleatoriamente f € F' baseado em gy

para cada argumento a de f faga
| Preencha a com PTC1(d+ 1)
fim
retorna f com todos os argumentos preenchidos

senao
| retorna aleatoriamente um terminal de T" baseado em ¢;

fim
fim
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Algoritmo 5: PTC2 - Geracio de Arvore em Programacao Genética

Dados
Tamanho méximo S

Distribuicao de probabilidades wq, ws, ..., wg para arvores de tamanho 1 a .S

PTC2(d)

Escolha aleatoriamente o tamanho da arvore s de acordo com a distribuigao de
probabilidades wq, ws, ..., wg

se d = s entao
| return aleatoriamente um terminal de T’
senao
se com probabilidade p entao
Escolha aleatoriamente f € F' baseado em gy
para cada argumento a de f faga
| Preencha a com PTC2(d + 1)
fim
return f com todos os argumentos preenchidos
senao
| return aleatoriamente um terminal de T’

fim
fim

Algoritmo 6: Operador de Cruzamento (Crossover) na Programagao Ge-
nética

Cruzamento(programa_ pail, programa_ pai2):
> Escolha aleatéria de pontos de cruzamento ponto cruzamentol <
EscolhaAleatoriaPontoCruzamento(programa_ pail) ponto cruzamento2 <—
EscolhaAleatoriaPontoCruzamento(programa_ pai2)
> Intercambio de subarvores abaixo dos pontos de cruzamento
programa__filhol < SubarvoreAtéPontoCruzamento(programa_ pail,
ponto_ cruzamentol) SubarvoreApdsPontoCruzamento(programa_ pai2,
ponto_ cruzamento2) programa__ filho2 <
SubarvoreAtéPontoCruzamento(programa_ pai2, ponto_cruzamento2)
SubérvoreAposPontoCruzamento(programa,__pail, ponto_ cruzamentol)
retorne programa__filhol, programa__filho2

Algoritmo 7: Operador de Mutacao na Programagao Genética

Mutagao(programa_ pai):
> Escolha aleatéria de um né para mutacdo no_mutacao <
EscolhaAleatériaNoMutacao(programa_ pai)
> Geragao de uma nova arvore aleatéria nova__subarvore <—
GereNovaSubérvoreAleatoria()
// Substitui¢do da subarvore mutada pela nova subérvore programa__filho <
SubstituirSubéarvore(programa_ pai, no_mutacao, nova_ subarvore)
retorne programa__filho




