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RESUMO

As folhas desempenham papel fundamental para o corpo vegetal ao realizarem
fotossintese e as caracteristicas morfologicas (e.g., drea foliar) associadas a sua superficie
sao parametros que podem contribuir para explicar respostas a diversos processos, como
mudancas climaticas, relagoes ecologicas e produtividade agricola. Porém, a maioria dos
métodos para medi¢ao das dimensoes de superficies foliares existentes sao trabalhosos
e onerosos. Além de utilizarem muitas das vezes abordagens destrutivas que impossi-
bilitam acompanhar o crescimento da planta. Neste contexto, construiu-se uma nova
base de imagens anotadas para estimativa nao destrutiva das dimensoes (area, largura,
comprimento e perimetro) de superficies de folhas de feijao, com base em um marcador
de realidade virtual adicionado na cena. A construcao do conjunto de dados envolveu
um processo de plantio, aquisicdo de imagens, colheita das folhas, medi¢cado manual das
dimensoes reais, segmentacao semi-automatica e estimativa de pose do marcador. Além
disso, desenvolveu-se uma nova rede neural profunda que receba uma imagem de entrada
contendo uma folha saliente acompanhada de um marcador, e retorne a estimativa da
area foliar pela comparagao entre as proporc¢oes dos dois objetos na imagem. O modelo
proposto é baseado na arquitetura de uma rede neural de segmentacao seméantica. A
hipétese principal é que é possivel adaptar uma rede neural convolucional para realizar a
regressao da area dos pizels da imagem. Assim, propoe-se um novo moédulo decodificador
para a rede, utilizado para remapear a representacao da imagem na estimativa da area
relativa dos objetos de interesse, folha e marcador. O modelo apresentado é composto por
um codificador e dois decodificadores, que estimam a segmentacao da imagem e a area dos
pizels dos objetos de interesse. Também define-se uma forma para calcular a perda deste
decodificador e critérios para selecdo do melhor modelo. Para determinar a viabilidade
da proposta realiza-se uma andalise extensiva, em termos quantitativos e qualitativos, do
comportamento das predi¢coes do modelo para 1033 imagens de 90 folhas distintas. Os
resultados obtidos evidenciam que o modelo é capaz de aprender a estimar a area dos

objetos de interesse tendo apenas uma imagem de entrada.

Palavras-chave: Rede neural. Aprendizado profundo. Area foliar. Base de imagens.

Método nao destrutivo.



ABSTRACT

Leaves perform a fundamental role for the plant body doing photosynthesis and
morphological characteristics (e.g., leaf area) associated with its surface are parameters
that could help explain responses to various processes, such as climate change, ecological
relationships, and agricultural productivity. Most of the existing methods for measuring
leaf surface dimensions are expensive and often complicated. In addition, it commonly uses
destructive approaches that make it impossible to monitor plant growth. In this context,
a new database with annotated images was constructed for non-destructive estimation
of bean leaf dimensions (area, width, length, and perimeter), based on a virtual reality
marker added to the scene. The construction of the database involved a process of planting,
image acquisition, leaf picking, manual measurement, semi-automatic segmentation, and
marker pose estimation. Furthermore, a new deep neural network was developed that
receives one input image containing a salient leaf accompanied by a marker and provides
relative leaf area by comparing the proportions of both objects in the image. The proposed
method is based on the architecture of a semantic segmentation neural network. The main
hypothesis is that is possible to adapt a convolutional neural network to regress image
pixels area. Thus, a new decoder module is proposed for the network, used to remap
image representation on relative area estimation of the objects of interest, leaf and marker.
The model presented is composed of one encoder and two decoders, which estimate the
image segmentation and the pixels area of the objects of interest. A way of calculating the
loss of the decoder and selection criteria for the best model are also defined. For proposal
viability determination, an extensive quantitative and qualitative analysis is performed
with the model’s predictions on 1033 images of 90 different leaves. Results indicate that
the model is capable of learning to estimate the area of the objects of interest with only

one input image.

Keywords: Neural network. Deep Learning. Leaf area. Image database. Non-

destructive method.
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1 INTRODUCAO

As folhas sao responsaveis por converter a energia solar em energia quimica através
do processo de fotossintese (EVERT; EICHHORN, 2013), e seu crescimento influencia
na determinagao de produtividade da planta (KOESTER et al., 2014). Além disso, a
morfologia da superficie foliar, em especial a area foliar (AF), desempenha um papel
crucial no desenvolvimento vegetal, sendo a AF o principal fator no acimulo de biomassa
e produtividade (TAIZ; ZEIGER, 2010). E importante observar também que o tamanho e
a forma das folhas apresentam variacoes intra e interespecificas que impactam diversos

parametros fisioldgicos (e.g. fotossintese e respiragao foliar) (WRIGHT et al., 2004).

A analise das respostas de vegetais a diversas condi¢oes ambientais, como mudancas
climaticas (SRINIVASAN; KUMAR; LONG, 2017), disponibilidade de dgua no solo ou
periodos de seca (WELLSTEIN et al., 2017), disponibilidade de luz (POORTER et al.,
2019), poluicio (JANHALL, 2015), fertilidade do solo (LAUGHLIN, 2011), efeito de
defensivos agricolas (MAREK et al., 2018) e presenga de fitopatégenos (LU et al., 2018) é
frequentemente conduzida com base na superficie foliar (determinada pela drea). Desse
modo, ferramentas para a aferigdo da AF (e derivagoes a partir desta) sao de grande
relevancia para profissionais que estudam plantas, como melhoristas vegetais, botanicos e

agronomos.

O dimensionamento (area, largura, comprimento e perimetro) da superficie foliar
pode ser realizado por varios métodos. Dentre eles estao equipamentos de alto custo, como o
aparelho integrador LI-COR® (LI-COR, 1996), muitas vezes referenciado na literatura, que
mede a area da folha pelo principio de células de grade de area conhecida. Uma alternativa
menos custosa ¢é a estimativa realizada manualmente com base no peso de um contorno da
folha, tragado sobre papel milimetrado de gramatura conhecida (PANDEY; SINGH, 2011).
Nota-se que este método esta sujeito a erros cometidos no tracado da folha, no recorte do
contorno e na pesagem. Outra possibilidade sao as solugoes computacionais que utilizam
imagens para medi¢ao de superficies foliares. Alguns desses métodos realizam a estimativa
com base na resolucao de captura da imagem (dots per inch — dpi) (KAUR; DIN; BRAR,
2014) ou um padrao de escala na cena (JADON, 2018) por meio de um algoritmo que
integra o tamanho dos pizels que compoem a folha. A maioria dos métodos de medicao
mencionados anteriormente sao destrutivos, ou seja, é preciso remover fisicamente as folhas
da planta. Além disso, é comum que a folha seja planificada (e.g., utilizando-se uma placa

de vidro para pressioné-la), uma vez que sua superficie é irregular.

Uma possivel abordagem nao destrutiva para estimativa da AF é ajustar um
modelo alométrico para cada espécie de cultura. Fanourakis, Kazakos e Nektarios (2021)
desenvolveram um modelo de regressao para medicao da AF em funcao da largura e do

comprimento de folhas individuais de crisantemo. Para isso, os parametros morfolégicos
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de uma elevada quantidade de folhas devem ser analisados. Os autores usaram 2625 folhas
no total, tornando o processo lento e trabalhoso. Hé, portanto, o interesse em desenvolver
metodologias para medi¢ao nao invasiva e que possibilitem acompanhar o desenvolvimento
da folha. Segundo Koubouris et al. (2018), medigoes sucessivas da AF auxiliam na
otimizacao do cultivo, através do monitoramento do crescimento e produtividade de

culturas.

Com os avangos em visao computacional e processamento de imagens, o aprendizado
profundo (Deep Learning — DL) tem sido amplamente estudado e aplicado para solucionar
problemas em varias areas do conhecimento, alcancando resultados que superam modelos
anteriores (SARKER, 2021). Ao longo dos tltimos anos, técnicas de DL tém sido aplicadas
em diversas tarefas do campo da agricultura (DHANYA et al., 2022), que vao desde
auxilio aos agricultores na preparagao do solo até o momento da colheita. Focando
especificamente em aplicagoes com plantas, algumas solugoes que tiveram resultados
promissores sao segmentacgao de areas de vegetacao (YANG et al., 2020), detecgao de
doengas e/ou anomalias em plantas (ALE et al., 2019; WU et al., 2021), classificagao de
plantas (ISLAM et al., 2021), predi¢ao do crescimento de plantas (KIM; LEE; KIM, 2022)
e contagem de folhas (FAN et al., 2022).

As redes neurais convolucionais ( Convolutional Neural Network — CNN), em especial,
fornecem grande auxilio para andlise foliar. Estudos, como os de Lee et al. (2015), Dyrmann,
Karstoft e Midtiby (2016) e Liu et al. (2017), demonstraram resultados com altos niveis de
acuracia no uso de CNN para identificacao de caracteristicas das folhas para reconhecimento
de espécies e doengas em plantas. Além disso, estudos recentes, como de Triki et al. (2021)
e Li et al. (2023), atestaram a eficdcia das CNNs para segmentagao de folhas como base
para medicao posterior de suas superficies. Inspirando-se no sucesso obtido por trabalhos
como estes na literatura, neste trabalho é proposta uma adaptacao da arquitetura de uma
rede de segmentagao semantica (CHEN et al., 2018), para estimativa nao destrutiva da
AF utilizando imagens da folha ainda na planta e em seu ambiente natural. A meta é
obter uma nova arquitetura capaz de prever a medida relativa da folha em comparacao

com um marcador conhecido adicionado na cena.

1.1 MOTIVACAO

O feijao-comum (Phaseolus vulgaris L.) é uma planta dicotiledonea (SAKHRAVI;
DEHDARI; FAHLIANI, 2023), ou seja, é caracterizada por apresentar dois cotilédones ou
folhas embrionarias durante a germinacao da semente. Existem varias espécies conhecidas
como feijoeiro, sendo a sua morfologia foliar semelhante a folhagem da soja, uma das

commodities de maior relevancia para a economia mundial (SONG et al., 2021).

Devido a facilidade de acesso ao grao na regiao de Ouro Branco, Minas Gerais,

o conjunto de imagens proposto nesta dissertacdo é composto por imagens de folhas
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de feijao-comum. Adicionalmente, o feijao é considerado um alimento essencial para a
populacao brasileira (OLIVEIRA et al., 2018). Além de ser utilizado como suplemento
alimentar em alguns paises (ONAKPOYA et al., 2011), o que reforga o interesse pela
espécie.

Visao computacional e processamento de imagens podem oferecer diversos recursos
para apoiar o processo de analise foliar através da estimativa da area de superficies. A
abordagem proposta neste trabalho objetiva estimar nao destrutivamente a area foliar.
Este ¢ um parametro diretamente relacionado a produtividade agricola, que auxilia no
monitoramento da saude de plantas e contribui para estudos de processos fisiolégicos

vegetais.

Embora haja solucoes relacionadas na literatura que utilizem redes neurais para
realizar a tarefa de dimensionamento de superficies foliares, como em (ZHANG et al., 2020;
TRIKI et al., 2021; LI et al., 2023), o campo ainda ¢ relativamente novo. Dessa forma,
este trabalho propde uma nova abordagem para o problema. A proposta consiste em uma
arquitetura de rede neural para a tarefa de segmentacao e regressao da area dos pizels da
imagem de entrada. Deste modo, estima-se a area da superficie foliar sem a exigéncia de

pos-processamento dos elementos de imagem.

1.2 DEFINICAO DO PROBLEMA

O problema principal deste trabalho é estimar a area relativa de superficies com a
topologia do plano e imersas em um espaco tridimensional (3D), representadas projeti-
vamente por uma imagem cujo suporte é bidimensional. As superficies de interesse sao
aquelas que representam folhas isoladas, acompanhadas de um marcador de realidade

virtual e aumentada cujas dimensoes reais sao conhecidas.

Este trabalho aborda a seguinte pergunta de pesquisa: “E possivel obter uma rede
neural capaz de comparar dois objetos, um de dimensoes conhecidas, e outro cuja dimensao

sera calculada em relagdo ao primeiro, prevendo assim uma estimativa de area?”.

1.3 OBJETIVOS

O objetivo deste trabalho é analisar a viabilidade de desenvolver uma nova arquite-
tura de rede neural profunda capaz de estimar a area relativa da superficie foliar tendo
apenas uma imagem como entrada. Esta imagem em questao possui uma folha saliente
proxima de um marcador fiducial de tamanho fixo conhecido. Para realizar o treinamento
do modelo de rede neural, propos-se construir uma base de dados com imagens de folhas

de feijao-comum ainda na planta, acompanhadas por um marcador fiducial.
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1.4 CONTRIBUICOES

As contribuic¢oes deste trabalho sao:

« Construgao de uma base de dados com anotagdes de duas mascaras de segmentacao,
bem como as dimensoes esperadas de cada folha (area, largura, comprimento e
perimetro), informagoes da situagao de captura (plana ou curva, com ou sem recortes,
ao sol ou a sombra) e de calibracao (matriz extrinseca homogénea, matriz perspectiva,

entre outras).

o Desenvolvimento de uma nova arquitetura de rede neural profunda para estimativa
da area foliar de amostras coletadas, adaptando a rede de segmentagdo DeepLabv3+

(CHEN et al., 2018).

1.5 ORGANIZACAO

Além deste capitulo introdutério, esta dissertagao esta estruturada do seguinte
modo: O Capitulo 2 introduz os fundamentos que se relacionam com este trabalho. O
Capitulo 3 apresenta trabalhos da literatura relacionados a medicao de superficies de
objetos utilizando imagens. O Capitulo 4 descreve a construgao da base dados. O Capitulo
5 apresenta o método proposto. O Capitulo 6 descreve os resultados e discussoes. Por fim,

o Capitulo 7 apresenta as conclusoes.
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2 FUNDAMENTACAO TEORICA

Neste capitulo, sdo apresentados os fundamentos que embasam esta dissertacao.
Na Secao 2.1, sao descritos alguns conceitos relacionados com geometria de camera. A
Secao 2.2 aborda sobre redes neurais convolucionais. Por fim, a Secao 2.3 apresenta a

arquitetura original da rede DeepLabv3+.

2.1 MODELO DE CAMERA

O processo de formacao da imagem pode ser representado por uma camera pinhole
ou camera de furo. A imagem neste modelo é formada quando raios luminosos atravessam
um pequeno furo e incidem sobre o fundo de uma caixa. No entanto, como a imagem
obtida é invertida, considera-se a existéncia de um plano a frente deste orificio ou centro
optico c. O funcionamento geométrico de uma camera pinhole é constituido exclusivamente
pelo processo de projecao perspectiva. Isso faz com que esse modelo seja muito importante,
em teoria, para compreensao desse processo. Além disso, na pratica, ele é utilizado para

modelar diversas cameras disponiveis no mercado.

A geometria deste modelo define que, para cada ponto p = (¢, Y., 2.) do espago
existe um ponto q = (z;, y;) correspondente no plano 7 situado a uma distancia f, conforme
ilustra a Figura 1. Esta projecao é definida através da intersecao do plano 7 com a reta que
liga os pontos c e p, formada por todos os pontos da forma a(z.,y., z.). Para simplificar,
pode-se considerar que a imagem é formada em z. > 0. Desta forma, o ponto sobre a

imagem possui o = f/z., com coordenadas dadas por:

i
;i = —Te
Zc
/
vi= Y (2.1)

As correspondéncias entre os pontos do espacgo e pontos da imagem podem ser
expressas através de transformacoes de coordenadas. No sistema de coordenadas do mundo
(SCM) tridimensional, utiliza-se coordenadas (z,,Ym, zm) para representar um ponto.
Enquanto, no sistema de coordenadas da camera (SCC), cuja origem é o centro 6ptico da

camera c, as coordenadas sao denotadas por (x., Ye, 2¢)-

Para realizar a mudanca de coordenadas entre os dois referenciais tridimensionais,
tem-se t o vetor que representa a origem do mundo no SCC e R uma matriz ortogonal
composta por vetores unitarios correspondentes aos eixos do SCM. Dado um ponto

S = (Tm, Ym, Zm), 0 ponto p no SCC é dado por:

(:Ea Ye, ZC) =t+ Ty + YmT2 + ZmY3, (22)
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onde ry rg e rg sao as colunas da matriz R. Em coordenadas homogéneas, tem-se:

Te Tom
c R t m

Ye| = U (2.3)

Ze 0 1 Zm

1 1

Além disso, a rotacdo R também pode ser representada por 3 nimeros reais que caracteri-
zam a rotagao do espaco. Isto pode ser feito utilizando os angulos de Euler, quatérnions, ou
ainda pela férmula de Rodrigues (CARVALHO et al., 2005). A matriz R e o vetor t corres-
pondem aos parametros extrinsecos da camera e estao relacionados ao seu posicionamento

em relacao as coordenadas do mundo.

Figura 1 — Projecao perspectiva.

Sistema de coordenadas
do mundo

s = (Xm 9 ym b an)
P=(Xe» Ve Z)

Sistema de coordenadas
da camera

Plano de projegdo

Fonte: Elaborada pela autora (2023).

Além dos parametros extrinsecos, uma camera possui parametros intrinsecos relati-
vos a fatores que influenciam na formacao da imagem, como a distancia focal, tamanho do
pizel e distorgoes de lente. A projecao perspectiva do modelo pinhole, no qual o tinico
parametro intrinseco é a distancia focal f, pode ser expressa como uma transformacao do

SCC para o sistema de coordenadas da imagem (SCI):

; F000

yl~lo fo ol |" (2.4)
Zec

1 0O 01O 1

onde (z;, y;) sdo coordenadas bidimensionais (2D) no SCI, cujas coordenadas situam-se
sobre o plano de projecao com origem na projecao ortogonal de c. E importante observar

que a transformagao dada por esta equacao nao é invertivel.



20

O sistema de coordenadas em pizel (SCP) também 2D, por sua vez, possui co-
ordenadas (z,, y,) que representam a matriz de pizels, cuja origem é no canto superior

esquerdo. Pode-se definir a transformacao dos pontos de SCI para o SCP, como:

Tp Sy T U x;
Y| = [0 sy ve| o |ui (2.5)
1 0 0 1 1

onde s, e s, representam o nimero de pizels por unidade de comprimento, nas direcoes
horizontal e vertical, respectivamente, 7 é a tangente do angulo que as colunas de pizels
formam com as linhas (idealmente 7 = 0). Os valores u,. e v, fornecem a posigdo em pizels
da projecdo da origem sobre o plano de projecao. Contudo, os valores individuais de f, s,
e s, nao sao possiveis de estimar, somente o fabricante da camera pode disponibilizé-los.
Sendo assim, a matriz intrinseca da camera M, ou matriz de calibra¢do, normalmente é

definida pelos produtos destes parametros fs, e fs, :

fse [T e
Mem = | 0 fsy, vl (2.6)
0 0 1
podendo ser expressa por:
fo ¢ u
Megm = [0 f, |- (2.7)
0 0 1

A calibragao é um procedimento realizado para estimar os parametros intrinsecos e
extrinsecos de uma camera. Existem diversos métodos de calibracao presentes na literatura,
sendo um dos mais populares, introduzido por Zhang (2000). De forma simplificada, o
método necessita de um conjunto de imagens de um padrao conhecido, para realizar uma
busca por pontos qi, qs, ..., q, que correspondam a pontos conhecidos pi, p2, ..., Pn do
padrao no espaco tridimensional. Desta forma, a partir das correspondéncias encontradas,
obtém-se um conjunto de valores {fs, fy, ¢, t¢, v.} para a matriz de cAmera (Equagao 2.7)
e outro para modelar a distor¢ao 6tica. Quando as configuragdes da camera nao sao

ajustadas, estes pardmetros nao variam entre diferentes imagens capturadas.

O modelo pinhole considera a existéncia de um tnico raio luminoso para cada ponto
da cena. Na pratica isso ¢ inviavel, em razao do tempo de exposicao da camera ter que
ser muito grande, pois a luz atinge o plano com intensidade extremamente baixa. Além
disso, para garantir nitidez na imagem, a abertura precisaria ser muito pequena, o que
possivelmente causaria difracao e, consequentemente, borroes na imagem. Para contornar
este problema, utiliza-se um conjunto de lentes que concentram a entrada dos feixes de luz.

A inclusao de lentes pode resultar em raios luminosos desviando-se da trajetoéria, causando
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distor¢oes radiais (efeito de curvatura em linhas retas) na imagem. A distor¢ao radial
impacta a transformacgao dos pontos de SCC ao SCI, ao invés do ponto (x,y) dado pela
Equacao 2.4, a imagem se forma em (2’,7'). Uma forma de modelagem desta distorgao é

dada por:

d=kyr® 4+ kor* + ksr + ..., (2.8)

onde r = /a2 +y? e k;, com i € {1,2,3,...} sdo os coeficientes de distor¢ao radial. Outra
forma de distor¢ao que pode ocorrer é a distorcao tangencial, causada pela descentralizagao

das lentes, que provoca rotacao e inclinacao do plano da imagem.

2.2 REDES NEURAIS CONVOLUCIONAIS

Em matemaética, a convolugdo ¢ um operador linear sobre duas fungdes, resultando
em uma terceira funcao, que expressa o quanto a forma de uma é modificada pela outra
(GOODFELLOW; BENGIO; COURVILLE, 2016). Sua defini¢ao continua é uma integral
do produto de uma das fungoes por uma cépia deslocada e invertida da outra. No contexto
de processamento de imagens, ¢ comumente utilizada a sua versao discreta. Isso possibilita
aplicar a convolucao em duas matrizes que modelam imagens, normalmente a primeira
é uma imagem discreta e a segunda uma matriz menor chamada de filtro ou nucleo (ou
em inglés kernel) (GOODFELLOW; BENGIO; COURVILLE, 2016). Desse modo, o
filtro desliza sobre a imagem, enquanto multiplicagoes pizel a pizel em toda a regiao de
sobreposi¢ao sao realizadas e a soma dos produtos resulta no valor do pizel da saida. O
valor do deslocamento percorrido por um filtro nesta operagao é chamado de tamanho do

passo ou stride.

As redes neurais convolucionais sdo modelos que utilizam multiplas operacgoes de
convolucao para extrair mapas de caracteristicas da imagem. O primeiro uso notavel deste
modelo foi descrito por (LECUN et al., 1998) para reconhecimento de digitos escritos a
mao em envelopes. As redes convolucionais profundas (KRIZHEVSKY; SUTSKEVER;
HINTON, 2012) exploram a propriedade de composigao de muitos sinais naturais, usando
um padrao neural tridimensional em que caracteristicas de niveis superiores sao obtidas
através da composicao de caracteristicas de niveis inferiores. Nas imagens, por exemplo,
as combinagoes locais de arestas resultam em partes, as quais formam objetos (LECUN;
BENGIO; HINTON, 2015). Estas arquiteturas, conforme ilustra a Figura 2, consistem em
pelo menos trés tipos de camadas: 1) camadas convolucionais que realizam filtragem e
detectam caracteristicas locais a partir da camada anterior, gerando um mapa de recur-
sos. 2) camadas de agrupamento (pooling) que agrupam caracteristicas semanticamente
semelhantes do mapa de recursos e 3) camadas totalmente conectadas compostas pelos

neuronios, pesos e vieses que conectam as informagoes extraidas por diferentes camadas,

gerando a saida (logits) da rede (LECUN; BENGIO; HINTON, 2015).
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Figura 2 — Exemplo de uma rede neural convolucional.

Totalmente
Entrada Convolugao Pooling Convolugdo Pooling conectada
(= Saida
[T = ]
kernel

Fonte: Elaborada pela autora (2023).

Existem diferentes tipos de operagoes de agrupamento, sendo os dois mais utilizados
maz pooling (o maior elemento do filtro é passado para a saida) e average pooling (retorna a
média dos elementos do filtro). Outro elemento importante de uma CNN sdo as chamadas
fungoes de ativagao, as quais decidem como os neurénios serao ativados. Em outras palavras,
sao usadas para aplicar transformagoes nao lineares a saida do neurdnio, adicionando viés
a ele. Existem varias funcgoes de ativacao, sendo uma das mais tradicionais a funcao ReLU,

usada quando se quer preservar valores positivos e transformar os negativos em zero:

o(z) = maz(0, 2), (2.9)

essa caracteristica leva a uma convergéncia mais rdpida da rede, por outro lado, alguns

neuronios podem nunca ser ativos.

2.3 DEEPLABV3+

A segmentacao, no campo da visao computacional, é o processo de decomposicao
de uma cena em suas partes constituintes (JAIN, 1989). Em sintese, a segmentagao de
imagens visa determinar um conjunto finito de regioes homogéneas que nao se sobrepoem.
Desta forma, pode-se dizer que uma imagem ¢é formada por regioes conectadas pelas bordas,
onde cada pizel recebe um rétulo indicando a regiao a qual ele pertence (ACHARYA; RAY,
2005). Para problemas de segmentacao, espera-se que a entrada e a saida da rede sejam
imagens, de forma que a saida possua as mesmas dimensoes da entrada. Em geral, este
processo é realizado como passo inicial para analise de imagens em busca de uma regiao de
interesse. A segmentacdo convencional é realizada a partir de métodos de processamento
de imagens envolvendo deteccao de descontinuidades ou de similaridades. Ao longo dos
ultimos anos, modelos de segmentacao semantica vém sendo propostos para esta tarefa,
cujo objetivo é realizar previsoes refinadas da localizacao espacial de classes presentes em

uma imagem de entrada.

DeepLab (CHEN et al., 2014) é um modelo de aprendizado profundo concebido e
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disponibilizado pela Google, para segmentacao semantica de imagens usando convolugoes
dilatadas (Subsegao 2.3.1). As duas primeiras versoes da DeepLab (CHEN et al., 2014;
CHEN et al., 2017a) contavam com aprimoramento de detalhes dos objetos através de
um campo aleatério condicional totalmente conectado (Fully Conditional Random Field —
CRF) (KRAHENBUHL; KOLTUN, 2011). Além disso, a segunda atualizacio do modelo
passou a contar com uma camada de agrupamento de pirdmide espacial dilatada (Atrous
Spatial Pyramid Pooling — ASPP) que permite segmentar paralelamente uma imagem
em multiplas escalas e em multiplas taxas de amostragem. No terceiro aprimoramento,
DeepLabv3 (CHEN et al., 2017b), o CRF foi removido e o médulo ASPP aprimorado
com recursos ao nivel da imagem, conforme descrito na Subsecao 2.3.2. Finalmente, a
extensao atual nomeada DeepLabv3+ (CHEN et al., 2018), conta com uma arquitetura
codificador-decodificador utilizando a DeepLabv3 como codificador, conforme mostra a
Figura 3. Na Subsecao 2.3.3 sao apresentados detalhes sobre o decodificador do modelo.
A Subsecao 2.3.4 descreve a sua funcao de perda. Para o extrator de caracteristicas os
autores testaram alguns modelos, dentre eles, uma versao modificada do modelo Xception
(CHOLLET, 2017), o qual se empregou no presente trabalho e serd apresentado na Subsecao
2.3.5.

Figura 3 — Fluxograma DeepLabv3+.

— : ________________________________________________
i Codificador ASPP :
i Conv 256 1x1 I
i ReLU i
[ Batch Norm 1
|
1 Conv 256 3x3 (r = 6) :
[ ReLU 1
1 )

Modified Batch Norm Conv 256 1x1 :
Aligned » | Conv2563x3 (r=12) ||—» ReLU I

. | Xception ReLU Batch Norm I
i Batch Norm :
: Conv 256 3x3 (r = 18) I
1 ReLU :
1 Batch Norm 1
: I
1 Global Pooling :
[ I
I - - I
I| Decodificador v I
|
1 Reamostragem :
: Caracteristicas bilinear por 4 i
1 de baixo nivel T :
|
, | 1 !
1 Conv 256 1x1 Conv 256 3x3 Conv 256 3x3 Conv 1x1 + i
I ReLU ™ Concatenagio [ | ReLU — ReLU ™ Reamostragem [ Lyeg
: Batch Norm Batch Norm Batch Norm bilinear por 4 :

Fonte: Adaptado de Chen et al. (2018).

2.3.1 Convolucao dilatada

Convolucao dilatada é uma implementacao para modelos de DL, do algoritmo
conhecido como hole algorithm, desenvolvido por Mallat (1999), para o calculo da trans-

formada wavelet nao-decimada. O processo de uma convoluc¢ao dilatada se difere da
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convolugao tradicional quanto aos filtros. Enquanto a convolucgao tradicional processa
pizels contiguos, a dilatada analisa pizels espacados entre si. Dessa forma, é possivel
escolher a resolucao com a qual a resposta de uma camada é calculada. Considerando um

sinal unidimensional (1D), a equagdo para esta convolugao é definida como:

Yi = Y TigrkWr, (2.10)
=1

onde y; é a saida para o sinal z; 1D, com um filtro w; de tamanho n. O parametro r define
a taxa de dilatacdo da convolugao ou tamanho do passo na qual o sinal é amostrado, sendo
que, quando r = 1 o efeito é igual a convolugao tradicional. Desse modo, este mecanismo
oferece uma forma de controle e equilibrio entre localizacao (filtro pequeno) e captura do
contexto (filtro grande) sem aumentar o nimero de pardmetros ou custo computacional.
Contornando-se assim o problema da reducao da amostragem do sinal e da invariancia
espacial das CNNs. A Figura 4 ilustra um comparativo entre o comportamento dos filtros
em uma convolucao tradicional 3 X 3 e uma convolucao dilatada, também 3 x 3, com r = 3.
E possivel observar que quanto maior o valor de r, maior serd a drea considerada pelos
campos receptivos dos filtros, visto que r — 1 zeros sdo adicionados entre as entradas da

convolucao.

Figura 4 — Comparativo entre os filtros de uma convolugao tradicional (a) e uma convolugao
dilatada com r = 3 (b).

kernel: 3x3 kernel: 3x3
r=1 r=3
(a) convolugao tradicional (b) convolugao dilatada

Fonte: Elaborada pela autora (2023).

Para DeepLabv3+, adicionou-se o conceito de group convolution apresentado por
Krizhevsky, Sutskever e Hinton (2012) ou convolugao separavel em profundidade como
descrita por Sifre (2014), que consiste em decompor uma convolugao tradicional em: uma
convolugao espacial que aplica um tnico filtro para cada canal de entrada (depthwise
convolution) e outra que combina os resultados da primeira, em profundidade nos canais
(pointwise convolution). A Figura 5 ilustra um comparativo entre as duas operagoes. Ao
adaptar a convolugao dilatada na convolugdo em profundidade (Figura 5¢), surge um novo

tipo de operacao chamada por Chen et al. (2018) de convolugao separavel dilatada (atrous
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separable convolution). Os autores conseguiram reduzir significativamente a complexidade
de computacao do modelo com esta proposta, mantendo-se um desempenho semelhante

aos trabalhos anteriores.

Figura 5 — Decomposi¢ao de uma convolugao separavel em profundidade em (a) depthwise
convolution e (b) pointwise convolution. A Figura (c) ilustra uma convolugao dilatada em
profundidade, com r = 2.
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(a) depthwise convolution  (b) pointwise convolution (c) convolugao dilatada em
profundidade

£

Fonte: Adaptado de Chen et al. (2018).

2.3.2 ASPP

O moédulo ASPP, inspirado no trabalho de He et al. (2015), foi projetado para o
mapeamento do ultimo mapa de caracteristicas do extrator a partir de diferentes campos
receptivos. A codificagdo das informacgoes contextuais em multiplas escalas é motivada
pela possibilidade de existirem objetos na cena da mesma classe e em tamanhos diferentes.
Para isso, conforme ilustra a Figura 6, sdo aplicadas paralelamente uma convolugao 1 x 1
e trés convolugoes 3 x 3 separaveis dilatadas com diferentes taxas de dilatacao (as taxas

padroes sao 6, 12 e 18 respectivamente).

Porém, descobriu-se que a medida que a taxa de dilatagdo aumenta, o niimero de
pesos de filtro aplicados a regiao de caracteristicas validas diminui, devido a quantidade
de zeros do preenchimento. Para contornar este problema, adicionou-se no ASPP um
agrupamento da média global (global average pooling), explorado no modelo ParseNet (LIU;
RABINOVICH; BERG, 2015), proposto para substituir camadas totalmente conectas em
CNNs. Esta operagao consiste em calcular a saida média de cada mapa de caracteristicas
(average pooling) na camada anterior. Na sequéncia, é aplicada outra convolugao tradicional

1 x 1 e realizada uma reamostragem bilinear para recuperar o tamanho do mapa anterior.

A interpolacgao bilinear, realiza uma média ponderada dos quatro vizinhos mais
préximos de um pizel para estimar o seu novo valor na imagem de saida. E importante
observar que todas as convolugoes mencionadas possuem 256 filtros. Além disso, camadas de

normalizagao do lote (batch normalization) foram inseridas entre as camadas convolucionais.
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Apés aplicadas todas as operagoes paralelas, os resultados de todas as ramificagoes sao
concatenados e aplica-se uma terceira convolucao 1 x 1 seguida de uma camada de dropout
com probabilidade p = 0.9, para definir quais nds da rede serdao descartados. Desse modo,

gera-se o ultimo mapa de caracteristicas do codificado (ou DeepLabv3).

Figura 6 — Fluxograma Atrous Spatial Pyramid Pooling.
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Fonte: Elaborada pela autora (2023).

2.3.3 Decodificador

Para o decodificador, Chen et al. (2018) propuseram primeiro realizar uma rea-
mostragem bilinear do mapa de caracteristicas gerado pelo codificador por um fator de
4. Na sequéncia, as caracteristicas aumentadas sdo concatenadas com as caracteristicas
de baixo nivel correspondentes, de mesma resolucao espacial, geradas pelo extrator de
caracteristicas. Isto foi inspirado pelo trabalho de Hariharan et al. (2015) que demonstrou
as vantagens de se explorar as informagoes de interesse distribuidas em todos os niveis de
uma CNN.

Antes da concatenacao, uma convolugao 1 x 1 é aplicada nas caracteristicas de baixo
nivel para reduzir o nimero de canais para 256, para que nao se tornem mais importantes
para a rede do que as caracteristicas aprendidas pelo codificador. Uma vez concatenadas,
duas convolugdes separaveis dilatadas 3 x 3 com 256 filtros sdao aplicadas para refinar a

segmentacao e definir quais recursos do codificador devem ser usados.

Os logits finais sao obtidos aplicando-se outra convolugao 1 x 1, com o nimero

de filtros igual ao niimero de classes do conjunto de imagens no qual a rede é treinada,
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seguida de outro aumento bilinear com fator 4. Os autores definem a proporcao entre a
resolugao espacial da imagem de entrada e a resolugao de saida final como passo de saida
(output stride). Além de determinar a resolugdo do mapa de caracteristicas de saida, este
valor esta associado ao tamanho do lote necessario para o treinamento da rede com ajuste
fino da normalizagao do lote. Isso ocorre porque ¢é necessario um lote maior para se obter

estatisticas razoaveis.

O passo de saida da DeepLabv3+ é o mesmo que na DeepLabv3, porém, ao aplicar
dois aumentos separadamente, o resultado alcancado é mais eficiente do que aplicar uma

Unica reamostragem por um fator de 16.

2.3.4 Funcgdo de perda

Para o calculo da perda do modelo, primeiro cria-se uma codificacdo one-hot
nos logits aumentados, conforme ilustra a Figura 7. Esta codificacao se trata de uma
representacao binaria, onde o valor 1 no vetor representa a classe correspondente e os
demais valores sao iguais a 0. Posteriormente, sao atribuidos pesos para os pizels conforme
suas classes (e.g., peso 1,0 para todas as classes). Adicionalmente, a rede DeepLabv3+
possibilita que pizels ndao rotulados sejam desconsiderados. Para isso, atribui-se no GT um
rétulo de classe ao qual o modelo deve ignorar (e.g., ignorar rétulo = 255). Dessa forma,
no calculo da perda utiliza-se uma mascara com pesos, gerada de modo que os elementos
referentes aos pizels validos recebem o peso pré-definido e os pizels ignorados recebem
peso 0,0. Por fim, pode-se definir a funcao de perda L, como uma soma, ponderada pela
mascara de pesos, dos termos da entropia cruzada softmax para cada posi¢do da saida:

1 eYii

N C
Lseg - N ZZtU . log

e — . w .
SR ijs
i=1 =1 D €V

onde N ¢ o total de pizels, C' ¢ o nimero de classes, w;; é peso atribuido ao pizel i da

(2.11)

classe j, t;; e y;; sao, respectivamente, o valor real e a predicao.

Figura 7 — Exemplo de codificagdo one-hot para as classes folha, marcador e fundo.
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Fonte: Elaborada pela autora (2023).
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2.3.5 Aligned Xception modificada

O modelo Xception (CHOLLET, 2017) foi originalmente proposto para a tarefa de
classificagao, tendo obtido resultados promissores no conjunto ImageNet (RUSSAKOVSKY
et al., 2015). A estrutura deste modelo conta com trés fluxos: de entrada, usado para
reduzir a dimensao espacial da imagem de entrada; intermediario, que aprende associagoes
e otimiza recursos; e o de saida, responsavel por classificar os recursos e retornar um mapa

de pontuacao.

Qi et al. (2017) modificaram sua arquitetura para uma versao mais profunda
(nomeada Aligned Xception) que alcangou um bom desempenho na tarefa de detecgao de
objetos. Inspirados por esta versao, Chen et al. (2018) realizaram novas alteragdes na
arquitetura, conforme ilustra a Figura 8, substituindo todas as operagoes de maz pooling
por convolugoes separaveis em profundidade (em vermelho na Figura 8) com tamanho
do passo igual a dois. Além disso, foram adicionadas uma normalizagao extra do lote e
funcoes de ativagdo ReLLU apos cada convolucao em profundidade 3 x 3. Posteriormente,

a arquitetura proposta foi pré-treinada no conjunto de imagens ImageNet.

Figura 8 — Arquitetura da rede Aligned Xception modificada.
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3 TRABALHOS RELACIONADOS

Este capitulo apresenta trabalhos da literatura relacionados com medicao a partir
de imagens. No limite do nosso conhecimento, nao foram encontrados modelos que estimam
a area da superficie de um objeto com base na previsao da area relativa dos pizels da

imagem.

Nos ultimos anos, foram publicados diversos trabalhos para medi¢ao da superficie
foliar. Nas abordagens convencionais, que utilizam apenas técnicas de processamento de
imagens, a identificagdo da regiao da imagem pertencente a folha é comumente realizada por
meio de uma filtragem por cor (LIANG; KIRK; GREENE, 2018) ou por uma limiarizagao
(POLUNINA; MAIBORODA; SELEZNOV, 2018; TECH et al., 2018; SABOURI et al.,
2021; SILVA et al., 2023). Além disso, geralmente os experimentos sao realizados com
as folhas planificadas e dispostas sobre um fundo que garanta contraste. Desse modo,
é comum que os métodos sejam sensiveis a iluminagao e aos ruidos que aparecam na
imagem. Tu et al. (2021) propuseram um método de medi¢do que combina calibragao
da cor de fundo, correcao de distor¢ao da camera e correcao de margem para extrair os
pizels da folha. As folhas sao fotografadas utilizando um suporte com fontes de luz fixas e
hé a necessidade de recalibragao sempre que a camera se move. Isto pode ser bastante
trabalhoso considerando a analise de amostras com folhas de tamanhos variados. Uma
possivel solugao seria adicionar um padrao de escala conhecido na cena e nao apenas uma

area de medicao delimitada no plano de fundo.

Em alguns métodos recentes, rede neurais de segmentacao sao utilizadas para
mapear a imagem, contornando-se assim o problema com ruidos das abordagens anterio-
res. Triki et al. (2021) propuseram a rede neural Deep Leaf, baseada na Mask R-CNN
(Mask Region Convolutional Neural Network), para detecgao e dimensionamento de folhas
digitalizadas de herbério (colegdo de plantas secas prensadas). Apoés a identificacao de
cada folha, as dimensoes sao estimadas utilizando coordenadas de pizel e a escala presente
na imagem. A proposta do trabalho se limita a um tipo muito especifico de imagem,
Digitized Herbarium Specimens (DHS), se comparado com imagens de folhas realizadas
por cameras ou dispositivos méveis. Somado a isso, os autores puderam validar apenas
as medicoes de largura e comprimento das superficies (tendo estimado area e perimetro)
devido a fragilidade das folhas secas. Richardson et al. (2023) desenvolveram o sistema
chamado PhenoBot, baseado em DL, para a estimativa da area foliar em um ambiente
comercial. Os autores treinaram um modelo baseado na rede de segmentacao U-Net para
gerar imagens binarias, onde as folhas estao em branco, e aplicam um segundo método
para identificacao de cada folha. Por fim, os respectivos niimeros de pizels das folhas sao
correlacionados com um quadrado vermelho de calibracdo que, por sua vez, é identificado
com uma limiarizacao fixa. Utilizar informagao de cor para identificar a escala pode nao

ser efetivo em algumas condi¢oes de iluminagao. Nesse sentido, a rede poderia ter sido
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usada para segmentar todos os objetos da cena.

Tratando-se da medigao nao destrutiva da AF, em trabalho recente, Li et al. (2023)
propuseram um método para monitoramento do crescimento de folhas de Brassica napus
utilizando uma rede neural profunda para segmentar as imagens. Os autores testaram
trés configuragoes para aquisicdo das imagens da folha na planta: (1) posicionando a
folha entre duas placas acrilicas, (2) com a folha em frente a um fundo quadriculado e
(3) fixando a folha com cinco pequenos clips sobre um fundo branco. Diferentes modelos
de segmentacao também foram comparados, como PSPNet, DeepLabv3+ e U-Net. Ao
final, propos-se um modelo com base na U-Net com bloco de atencao para segmentacao.
A estimava da AF é realizada por um algoritmo que compara o nimero de pizels da folha
com os pizels de calibracdo. A proposta requer bastante contato com as folhas, o que

poderia gerar prejuizos danificando plantas mais sensiveis.

Para além da medigao da superficie foliar, alguns trabalhos para monitoramento de
plantas e sua area foliar total tém sido desenvolvidos. Zhang et al. (2020) investigaram o
uso de uma CNN com cinco camadas convolucionais para realizar a regressao de parametros
morfolégicos associados ao crescimento de alface, como peso de folhas frescas e secas e
a area foliar. A previsdo de cada medida foi ligada a uma saida da camada totalmente
conectada. A proposta alcancou resultados R? acima de 0,89 para todas as estimativas.
No entanto, o método exige aquisicao controlada das imagens com altura de captura fixa e
vista superior da planta. Liiling, Reiser e Griepentrog (2021) apresentaram um método
baseado na rede Mask R-CNN para estimativa do volume e area foliar total de repolho. O
método conta com imagens RGB e de profundidade, geradas a partir de uma gravagao
em perspectiva vertical dos vegetais. O modelo de segmentacao foi treinado para dividir
as imagens coloridas em trés classes de interesse. Na sequéncia, o nimero de pizels de
cada regiao é convertido para centimetros e usado em diferentes equagoes para estimar
o volume e a area foliar total. A proposta depende do angulo e distancia da cdmera e a

medicao das folhas é realizada com base no comprimento médio das folhas visiveis.

Abordagens para medigao de outros objetos com base em segmentacao e DL também
sao encontradas na literatura. Por exemplo, Fernandes et al. (2020) utilizaram diferentes
modelos para segmentar imagens de tilapia e realizar medigdes do corpo do peixe (4rea,
largura, comprimento e excentricidade). A partir da segmentagio, o tamanho de cada
pixel é estimado com base em uma régua afixada na mesa. A proposta é limitada por um
ambiente de captura controlado, com a camera fixa a 0,5 m e o peixe colocado sobre um
fundo verde. No contexto da construgao civil, Dang et al. (2022) desenvolveram um método
para medir o comprimento de rachaduras em alvenaria. Os autores treinaram diferentes
modelos de DL, dentre eles U-Net, DeepLabv3+ e FPN, para segmentar as fissuras das
paredes. A rede DeepLabv3+ superou os demais modelos com loU (Intersection over
Union) igual a 0,92. Para identificar as rachaduras, as segmentagoes foram combinadas

com poés-processamento das imagens e um método de esqueletonizacao. Além disso, uma
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rede baseada na Mask R-CNN foi usada para detectar os tijolos da parede e estimar a
medida real de milimetro por pizel. Por fim, obtém-se o comprimento pela contagem dos
pizels do esqueleto gerado. Ao utilizar a medida real de uma unidade de tijolo, os autores

conseguiram desenvolver um método capaz de contornar cenarios complexos.

No contexto da medicina, Brummen et al. (2021) apresentaram um modelo custo-
mizado de aprendizado para segmentar faces de pacientes e realizar medigoes da palpebra
e periorbitais. Para o treinamento da rede neural, dividiram-se as imagens originais na
vertical gerando duas imagens, as quais foram escaladas e espelharam-se horizontalmente
as imagens com os olhos esquerdos. A partir das mascaras geradas, reconstruidas para o
tamanho original, o algoritmo proposto realiza as medi¢des em pizels que sao convertidas
para milimetros com base no didmetro da iris e a largura média da cornea. Oghli et al.
(2021) propuseram um método para medir pardmetros biométricos fetais (e.g., circunfe-
réncia da cabeca e do abdémen, tamanho do fémur) a partir de imagens de ultrassom.
Os autores propuseram um modelo baseado na MFP-Unet para detectar regioes salientes
da imagem. Além disso, um algoritmo de limiarizagao foi usado para pré-processamento
das imagens, destacando as bordas. Posteriormente, um método para ajuste de elipses é
usado para extrair esqueletos das regioes e assim estimar as dimensoes. Estas propostas se

assemelham as demais quanto ao ambiente controlado e aplica¢oes para imagens especificas.

A maioria das propostas descritas neste capitulo realiza algum nivel de pods-
processamento dos pizels para realizar as medigoes. Pensando-se nisso, propds-se de-
senvolver um método capaz de estimar diretamente o tamanho dos pizels dos objetos
presentes na cena, uma folha saliente e um marcador. Além disso, almejou-se nao recorrer
a um ambiente fixo de aquisi¢do das imagens, de modo que, a comparagao entre as propor-
¢oes das regioes dos objetos presentes na imagem (folha e marcador) servem como base

para estimativa da area da superficie foliar.
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4 CONSTRUGAO DA BASE DE DADOS

Neste capitulo sao apresentadas todas as etapas da construcao da base de dados,
uma das principais contribuicoes deste trabalho. A Figura 9 apresenta as etapas principais
deste processo, detalhadas nas se¢oes a seguir. A Secao 4.1 aborda informacoes sobre a
espécie escolhida e o processo de cultivo das plantas. Posteriormente, a Secao 4.2 abrange
aspectos relacionados ao marcador, o dispositivo de captura e a metodologia de aquisi¢ao
das imagens. Na Secao 4.3, sdo descritos os processos manuais de medicao das dimensoes
foliares. A Secao 4.4 apresenta os processos realizados para anotagao das imagens. Por
fim, a Secao 4.5 apresenta os detalhes do processamento das imagens e a obtencao das

mascaras de segmentacao e para estimativa de area.

Figura 9 — Principais etapas da construcao da base de imagens.
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Fonte: Elaborada pela autora (2023).

4.1 CULTIVO DAS PLANTAS

Neste trabalho, propoe-se realizar a estimativa da area de superficies foliares ainda
na planta. Ao projetar uma superficie ndo-plana como a de uma folha, sem plana-la, pode-
se subestimar ou superestimar suas dimensoes. Almejando-se nao intervir demasiadamente
na folha, durante a captura das imagens, uma espécie ideal para a investigacao seria aquela

com folhas o mais planas possivel.

Oliveira et al. (2018) descrevem que o feijoeiro no inicio de seu desenvolvimento,
especificamente na fase vegetativa (V2), apresenta folhas primdrias totalmente expandidas
na posicao horizontal. Esta caracteristica favorece a captura de imagens das superficies

foliares no sentido perpendicular da camera.

Adicionalmente, salienta-se que no estadio V2 ocorrem muitos ataques de pragas,
tanto no solo quanto nas folhas, que reduzem a area foliar. Além disso, hd maior
vulnerabilidade a estresse hidrico, que reduz o incremento de area foliar ao longo do tempo.
A ocorréncia destes problemas no inicio do cultivo pode desencadear danos irreversiveis
aos feijoeiros (OLIVEIRA et al., 2018). Portanto, do ponto de vista fisiologico é relevante

realizar o monitoramento da cultura ao longo desta fase do desenvolvimento.

Na Figura 10, é possivel observar as duas folhas no inicio deste estadio de desenvol-
vimento, que possui duragao de aproximadamente 1 semana. Ao passo que, o tempo de

cultivo, do plantio até a fase V2, leva de 2 a 3 semanas.
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Figura 10 — Estadio de desenvolvimento das folhas primarias.

Para este trabalho, foram selecionados graos de feijao-preto e o plantio foi realizado
no final do més de abril de 2022, na cidade de Ouro Branco, Minas Gerais, Latitude
-20.535912, Longitude -43.711031, Brasil. Semearam-se em média 3 sementes em cada cova,
feita com auxilio de enxada, ao longo de 9 fileiras de 30 plantas. O terreno utilizado nunca
havia sido cultivado e possuia rejeitos de material de construgao na lateral. Posteriormente,
esse fato contribuiu positivamente para uma variacao do fundo da cena conforme a posicao
da planta. A disposigao das plantas no local é mostrada na Figura 11. Foram usadas 306

plantas, 612 folhas no total, para aquisi¢ao das imagens conforme descrito na Secao 4.2.

Figura 11 — Disposicao das plantas no terreno.
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Fonte: Arquivo da autora (2022).

4.2 AQUISICAO DAS IMAGENS

Nesta secao, sao fornecidos detalhes sobre a aquisicao das imagens: aspectos
relacionados ao marcador fiducial adotado (Subsecao 4.2.1), além de informagoes do

dispositivo (Subsegao 4.2.2) e metodologia de captura (Subsecao 4.2.3).
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4.2.1 Marcador fiducial

Como referencial de escala e perspectiva foi utilizado um marcador fiducial da
biblioteca ArUco. Originalmente desenvolvidos por Garrido-Jurado et al. (2014), estes
marcadores sao amplamente utilizados em aplicagoes de realidade virtual e aumentada
por apresentarem boa detec¢ao sob condigoes de iluminagao nao uniforme (ROMERO-
RAMIREZ; MUNOZ-SALINAS; MEDINA-CARNICER, 2018). Uma das principais vanta-
gens desta biblioteca é a possibilidade de criacio de diciondrios configurdveis. E possivel
personalizar o tamanho e o nimero de bits do marcador conforme a aplicagao. Deste modo,

a biblioteca trata apenas marcadores especificos, reduzindo o tempo de computacao.

Foi definido um diciondrio contendo apenas um marcador de tamanho 3 x 3
composto por bits iguais a [[1,0,1],[1,0,0],[1,1,1]] e largura de borda padrio (equivalente
a um bit interno). Buscou-se uma combinagao de bits que apresentasse linhas e dngulos
bem definidos, a fim que estas caracteristicas auxiliem no aprendizado da rede neural.
O marcador customizado foi impresso com dimensdes 5 cm X 5 cm (25 cm?) em papel
adesivo e, posteriormente, afixado em uma placa de MDF (Medium Density Fiberboard)
de tamanho similar. Para facilitar o posicionamento do marcador na cena, foi usado um

bastao de selfie como suporte.

4.2.2 Dispositivo de captura

Antecipando a possibilidade de desenvolvimento de uma aplicagdo para dispositivos
moveis futuramente, optou-se por utilizar um smartphone modelo Galaxy M31 (SM-
M315F) como dispositivo de captura. Utilizou-se a cadmera do dispositivo no Modo Pro,
com ajuste do foco manual e o restante das configuragoes (valor de ISO, velocidade do
disparo, exposigao, controle de branco e tom da cor) com ajuste automético. Assim, a
distancia focal foi fixada em 5,23 mm com abertura de £/1,8. A resolugdo das imagens
originais em formato JPEG (Joint Photographic Experts Group) obtidas foi de 3468 x 4624

pizels (64-megapizels) e 3:4 de razao de aspecto.

Para calibragdo da camera, foi usado o algoritmo de Zhang (2000) que obtém
parametros intrinsecos e extrinsecos da camera a partir de visualizacoes de um padrao
de dimensoes reais conhecidas. Para isso, foram capturadas 15 imagens de um tabuleiro
de xadrez com 9 x 6 quadrados de 15 mm. O padrao foi impresso e afixado sobre uma
placa de vidro. Para capturas das imagens, moveu-se o dispositivo em diferentes angulos,

a aproximadamente 20 ¢cm de distancia do plano do tabuleiro.

4.2.3 Metodologia de captura

Para a aquisicdo das imagens, posicionou-se o smartphone perpendicularmente ao
plano dos objetos de interesse (folha e marcador), a uma distdncia aproximada de 20 cm.

Observou-se os limites do foco da camera, de modo que apenas a extensao de uma folha
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(demais folhas com oclusdo) ficasse visivel na cena. Além disso, procurou-se assegurar que
o marcador planar e a folha estivessem aproximadamente coplanares na cena, considerando
o plano médio da folha. Assim, a posicdo do marcador sofreu alteracoes, de maneira que
pelo menos um de seus lados permanecesse a mesma altura que a folha. Tratando-se de
todas as imagens de uma folha, buscou-se equilibrio entre a quantidade de poses com
maior e menor inclinagdo do marcador. A Figura 13 mostra exemplos da disposigao dos
objetos na cena. E possivel observar que o marcador aparece em diferentes perspectivas

ao redor da folha (em baixo, a esquerda e a direita).

A aquisicdo das imagens aconteceu no decorrer dos dias 5 a 13 de maio de 2022.
Nao foi utilizado zoom ou flash no momento da captura. Ao longo do processo, foram
capturadas imagens no periodo da manha e da tarde, em dias ensolarados com alguns
momentos nublados. Além disso, foram fotografadas plantas expostas diretamente sob a
luz solar e a sombra. Inicialmente um total de 9645 fotos foram capturadas e, apds um
processo de filtragem, 7488 permaneceram no conjunto. Foram descartadas imagens com
oclusoes de partes da folha ou do marcador e imagens borradas ou muito semelhantes

entre si.

4.3  AFERICAO DAS DIMENSOES REAIS

Apébs serem fotografadas, as duas folhas do feijoeiro receberam numeracoes de
identificacao. Posteriormente, cada folha foi destacada e imediatamente contornada sobre
uma folha de papel sulfite A4 evitando assim a perda de massa por desidratacao. Devido a
fragilidade das folhas do feijao, para extracao do contorno, primeiramente foi utilizado um
pigmento em pé e depois reforgou-se a forma com um lapis grafite (Figura 12). Optou-se
por desconsiderar recortes no interior da superficie. Assim, nestes casos especiais, somente

o contorno de maior perimetro foi obtido (Figura 13d).

Figura 12 — Extracdo do contorno da folha.

|

Fonte: Arquivo da autora (2022).

Cada um dos contornos foi devidamente recortado e utilizado para obtencao das

dimensoes reais (em centimetros) das folhas. Neste trabalho, usaram-se métodos manuais
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Figura 13 — Exemplos de anotacao das imagens. Os contornos das folhas estao destacados
em vermelho e dos marcadores em verde. As imagens (a) e (b) exibem folhas com elementos
na superficie, 4gua e um inseto, respectivamente. Em (c), (d) e (e) as folhas possuem
recortes. Enquanto em (f) e (g) as folhas apresentam ondulagoes. A imagem (h) apresenta
uma folha pequena de coloracao clara. Por fim, (i) mostra uma folha maior que o marcador
sobre um plano de fundo com rejeitos de construcao.

Fonte: Elaborada pela autora (2023).
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de medi¢do. Para a area, foi utilizado um método descrito por Pandey e Singh (2011),
baseado no peso do papel. Para isso, utilizou-se um papel A4 cuja gramatura g é conhecida
para realizar o contorno da folha. Na sequéncia, obtém-se o peso deste contorno p por
uma balanca de precisao. Este procedimento foi realizado pelo técnico especializado,
Alex Rodrigues Borges, no laboratorio de Ciéncias da Natureza do Instituto Federal de
Educacao, Ciéncia e Tecnologia de Minas Gerais (IFMG) - Campus Ouro Branco. Por

fim, a area a é obtida através da féormula:

a="L, (4.1)

[Y
Para estimativa do perimetro foliar utilizou-se um curvimetro. Este dispositivo permite

realizar medicoes de percursos que contenham curvas em mapas e cartas por meio de uma
roda micro dentada conectada a um ponteiro. Para obter maior precisao, foram realizadas
sucessivas medigdes do mesmo contorno até que um mesmo valor de perimetro fosse obtido
duas vezes consecutivas. A largura e o comprimento, por sua vez, foram obtidos com o

auxilio de uma régua.

4.4 ANOTACAO DAS IMAGENS

E de conhecimento geral que a tarefa de rotulacao de dados é custosa e demorada.
Para anotagao deste conjunto de imagens fez-se necesséario a obtencao de duas maéscaras,
sendo uma para segmentacao das imagens e outra para estimativa de area dos objetos.

Para isso, contou-se com o apoio de alunos de iniciacao cientifica da UFJF.

Inicialmente, para rotulagao dos pizels, é preciso identificar a folha e o marcador na
imagem. A Figura 13 mostra exemplos dos poligonos gerados para efeito de segmentacao.
Devido a maior complexidade das folhas, um procedimento especifico foi empregado para
sua anotacao, conforme descrito na Subsecao 4.4.1. A Subsecao 4.4.2 apresenta o modo

utilizado para extracao da regiao do marcador. Os algoritmos mencionados nesta secao

sdo implementagoes da biblioteca OpenCV (BRADSKI, 2000).

4.4.1 Identificagao da folha

A regido da imagem pertencente & folha possui um formato irregular, com angulos
desafiadores. Diante disso, a anotacao em forma de poligono foi a mais adequada, por

permitir uma delimitagdo mais precisa e flexivel do seu contorno.

Para isso, o primeiro passo foi a criacdo de uma mascara inicial de segmentacao
com a ferramenta Quick Selection Tool disponivel no Adobe Photoshop® 2023 (Adobe
Systems Incorporated, San Jose, CA, EUA). Este procedimento foi realizado por um aluno

de iniciagao cientifica e foi essencial para facilitar a separagao da regiao de interesse (folha)
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do restante da cena. Ao final deste processo, obteve-se uma imagem binaria I, onde a

folha estd em branco e o fundo em preto (Figura 14).

Figura 14 — Comparativo entre a imagem original (a) e a mascara bindria gerada (b).

(b)

Fonte: Arquivo da autora (2022).

Na sequéncia, para vetorizagao inicial do contorno da folha, aplicou-se o algoritmo

de Suzuki e Abe (1985) na imagem [,. Este algoritmo extrai um conjunto C'

C={C,0Cy,...,C.},

onde cada C; é um contorno, representado pelo conjunto de pontos que o compoem:

Ci= {(1‘1, yl)a <x27 y2)’ SRR ('rrm ym)}’

em que cada (z;,y,) é a posicao de um ponto (pizel) na imagem que forma o contorno.
Caso |C| > 1, existem contornos que devem ser descartados, por exemplo, recortes internos
da folha. Em seguida, realizou-se uma filtragem com base nas areas em pizels dos contornos,
calculadas utilizando a férmula de Green (STEWART, 2009). Dessa forma, obtém-se um

conjunto de areas:

A= {a17a27 s 7an}7
onde cada a; € A é a area do respectivo contorno C; € C.

Considerou-se que o conjunto C; com maior drea em A representa a regiao da folha.
Para minimizar a quantidade de pontos em Cj, foi realizada uma aproximacao poligonal
usando o algoritmo de Douglas e Peucker (1973), gerando um novo conjunto C/ que é um

conjunto reduzido de Cj que representa a folha.

Por fim, foi realizado um refinamento manual do poligono utilizando, a ferra-

menta “Basic image labeling toolbox” disponivel na plataforma Supervisely (DROZDOV;
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KOLOMEICHENKO; BORISOV, 2023). Também foi utilizada uma alternativa a esta
ferramenta', desenvolvida por um aluno de iniciacdo cientifica durante o periodo de ano-
tagdo das imagens. Os pontos do conjunto C! sofreram ajustes, sendo reposicionados
conforme necessario, enquanto novos pontos foram adicionados para cobrir falhas ao longo
da borda. Este processo foi realizado em lotes de 15 folhas, com o apoio de alunos de
iniciacao cientifica. Ao término desta etapa, uma rigorosa revisao da consisténcia das
anotagoes foi realizada, desenhando-se os poligonos sobre a imagens originais. A Figura
15 ilustra um comparativo entre o contorno extraido da méscara gerada pelo Photoshop
(azul) e o contorno revisado (vermelho). Os pontos obtidos foram normalizados pela altura

da imagem e armazenados em um arquivo XML (Eztensible Markup Language).

Figura 15 — Comparativo entre a segmentacao inicial da folha (azul) e o contorno revisado
(vermelho). Os destaques salientam partes da folha com curvaturas mais irregulares.

Fonte: Elaborada pela autora (2023).

4.4.2 Identificacdo do marcador

O marcador possui uma geometria plana simples, portanto, extrair os 4 pontos
referentes aos seus cantos é suficiente para representa-lo. Inicialmente, foi utilizado o
algoritmo de Garrido-Jurado et al. (2014), implementado pelo médulo ArUco, o qual
realiza uma deteccao dos marcadores presentes em uma imagem com base em um dicionario

pré-definido. Dessa forma, obtém-se um conjunto M:

M = {(l’l, y1), ($27 y2>; (xg, y3)’ (I4, y4)}7

onde cada (z;,y;) é a posi¢do na imagem referente a um dos cantos do marcador. Na

sequéncia, este conjunto foi exportado e revisado utilizando-se as ferramentas de anotacao

1 https://paulo-rozatto.github.io/subvisor/
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descritas na Subsec¢do 4.4.1. Para analise visual, desenhou-se o poligono formado pelos
pontos do conjunto M sobre a imagem original. A Figura 16 mostra um comparativo entre

o marcador detectado pelo ArUco e o marcador revisado.

Figura 16 — Comparativo entre a detecgao inicial do marcador (azul) e o poligono revisado
(verde). O destaque mostra que o canto detectado pelo ArUco ficou deslocado do esperado.

Fonte: Elaborada pela autora (2023).

Posteriormente, os vetores de translacao t e rotacdo r do marcador foram obtidos
com o algoritmo de estimativa de pose de Collins e Bartoli (2014). Este algoritmo utiliza
os cantos do marcador juntamente com a matriz de cAmera e os coeficientes de distorcao
obtidos a partir da calibracdo da camera, descrita na Subsecao 4.2.2. Feito isso, usou-se a

férmula de Rodrigues para obter a matriz de rotagao R (3 x 3):

0 —-r, ry
R = cos()I + (1 — cos(@)rr” +sin(@) | r, 0 —r,|, (4.2)
—Ty Ty 0
onde ¢ ¢é igual a norma de r e I é a matriz identidade. Desta forma, obtém-se a matriz

extrinseca homogénea M., (4 x 4):

ri1 Ti2 T3 ta
To1 Too T2z 1y
M, = (4 3)
, )
31 T3z T3z L

0O 0 0 1
onde os valores de r1; a r33 pertencem a matriz R e ¢,, t,, t. ao vetor t. A matriz de
projecao do modelo M,,,; (4 x 3) é obtida multiplicando-se a matriz da camera pela matriz

homogénea:
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fo 0 cu| |T11 T2 T13 t
proj = | 0 fy ¢yl |ra1 Taa Tz Byl - (4.4)

0 0 1 31 T3z T3z Uy

M

Por fim, os cantos revisados do marcador foram normalizados pela altura da
imagem e armazenados em um arquivo XML juntamente com a area real do marcador, os

coeficientes de distorcao, os vetores de t e r e as matrizes M gm, R, Mcy € My,

4.5 PROCESSAMENTO DAS IMAGENS

As imagens originais foram capturadas em alta resolugao, com dimensoes iguais a
3468 x 4624 pixzels. No entanto, para o treinamento de redes neurais normalmente usam-se
entradas menores, devido ao elevado consumo de recursos computacionais e ao tempo de
processamento necessario. Somado a isso, os arquivos originais também sao consideravel-
mente grandes (em torno de 4 MB). Portanto, fez-se necessario o redimensionamento das
imagens para um tamanho gerenciavel. Antes disso, fez-se uma transformagao da razao de
aspecto original 3:4 em uma razao de 1:1, visando adaptar melhor as imagens as entradas
tipicas de redes como a DeepLabv3+ e, consequentemente, eliminar informagoes menos
relevantes do fundo da cena. Na Figura 17b, é possivel observar que a extensao da segunda
folha (canto superior direito) e o bastao (canto inferior esquerdo) foram descartados da

imagem reduzida em comparagao a imagem original (Figura 17a).

Figura 17 — Comparativo entre a imagem original (a) e a imagem reduzida (b).

Fonte: Arquivo da autora (2022).

Inicialmente, para auxiliar no deslocamento vertical da origem da imagem original
I,.i4, calculou-se uma caixa envolvente com base nas anotagoes da folha e do marcador, de
modo que os objetos ficassem por completo na nova imagem reduzida I,.4,. Para isso, a
altura da regiao calculada deveria ser menor ou igual a largura original da imagem. Na

sequéncia, a imagem foi recortada e aplicou-se uma amostragem por area para reducao da
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resolugdo, diminuindo o fenémeno de aliasing. Desta forma, ao final do processo obteve-se

uma nova imagem de 512 x 512 pizels.

A Subsecao 4.5.1 descreve a obtencao das mascaras para a tarefa de segmentacao e
a Subsecao 4.5.2 o processo realizado para as méscaras de estimativa da area dos objetos

(folha e marcador).

4.5.1 Mascara de segmentacgao

Para a tarefa de segmentacao, os pizels das imagens foram rotulados em 3 classes:
fundo (0 - preto), folha (1 - vermelho) ou marcador (2 - verde), conforme ilustra a Figura
18. Para isso, foram usados os conjuntos C; e M anotados para identificacao da folha e do
marcador, conforme descrito na Se¢ao 4.4. Cada ponto do conjunto foi transportado de

I,.iy para I,.4,, por meio de uma transformagao de escala:

T r 0 0| |z
v =10 7 oy |yl (4.5)
1 0 0 1 1

onde (x,y) é o ponto ou pizel na imagem original, r é a razao entre a resolugdo original e
reduzida, o, é a altura da nova origem e (2, y') é o pizel resultante na imagem reduzida. Por
fim, a mascara ou ground truth (GT) da segmentacao foi obtido desenhando-se poligonos
fechados formados pelos pontos de C; e M, conforme cada um dos rétulos, sobre uma

imagem preta.

Figura 18 — Exemplo da mascara de segmentacao. Os pixels pretos, vermelhos e verdes
representam o fundo, a folha e o marcador, respectivamente.

Fonte: Arquivo da autora.

4.5.2 Mascara para estimativa de area

Para a tarefa de estimativa de area, o GT proposto é uma matriz em que cada
posigdo contém o tamanho do pizel, estimado com base na area esperada dos objetos (Segao
4.3). Considerando que o fundo nao possui objetos com dimensoes a serem estimadas, as

posicoes da matriz referentes a ele foram igualadas a zero.
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A regido da folha também foi rotulada uniformemente, de modo que o tamanho
do pizel foi definido calculando-se a razao entre a 4rea real (cm?) da folha e o total de
pizels daquela regiao na imagem. Para o marcador, por sua vez, primeiro foi necessario
contornar o problema de ambiguidade de pose do ArUco em algumas imagens. Isso ocorre

devido a estimativa de pose com uma tnica imagem de um objeto planar possuir duas

possiveis solugoes (BENLIGIRAY; TOPAL; AKINLAR, 2019).

Neste trabalho, analisou-se todas as rotagoes possiveis dos cantos do marcador até
encontrar a ordem correta, verificando-se visualmente cada solugao via mapa de cores

como mostra a Figura 19.

Figura 19 — Comparativo entre a imagem reduzida (a), o mapa de cores da ordem correta
dos cantos do marcador (b) e um exemplo de solugdo incorreta (c).
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(a) imagem reduzida  (b) mapa de cores correto  (c) mapa de cores incorreto

Fonte: Elaborada pela autora (2023).

Apés esta etapa, para rotular o marcador, considerou-se a perspectiva da cena,
projetando os quatro vértices de cada pizel que o compoem no plano associado ao marcador
no espaco tridimensional. Dessa forma, dado um pizel (z,y) pertencente a regiao do

marcador, as coordenadas de cada vértice podem ser obtidas da seguinte forma:

T — 0,5,y1

= ( ,5),
= (22— 0,5,y2 + 0, 5), (4.6)
(l‘3+0 5 y3+0 5),

( ,5)

vy = (24+0,5,y4 —

bl

onde vy, va, V3 e v4 referem-se aos cantos superior-esquerdo, superior-direito, inferior-
direito e inferior-esquerdo, respectivamente. Este conjunto V de vértices foi obtido da
imagem original com resolugao 3468 x 4624 pixels, para uma maior precisao no calculo.
Além disso, a distor¢ao da lente foi removida, obtendo os pontos (z},y.) dos cantos em
coordenadas de tela (e.g., fungdo undistortPoints do médulo ArUco). Na sequéncia, cada

ponto (x},y!), i € {1,2,3,4} foi convertido para o SCC multiplicando-o pela inversa da
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matriz de cAmera (Equacao 2.7):

z; fe 0 . ;
di= |y | =10 f, v vil > (4.7)
1 0O 0 1 1

onde d; = (x;,¥;, 1) indica a dire¢ao 3D do vértice v;. O conjunto de valores que compdem

a matriz de camera sao descritos na Segao 2.1.

Para encontrar o plano relacionado ao marcador, extraiu-se o vetor normal unitario
contido na matriz de rotacao e usou-se o vetor de translagao como ponto situado no plano.
Substituindo esses valores na equacao geral do plano, ax + by + cz + d = 0, incluindo o
calculo do termo d, obtém-se a equacao do plano do marcador 7,. Por fim, tomando-se as
intersegoes em 7, das retas que passam pelo ponto do observador (0, 0, 0) e cada diregao
d; dos vértices, obtém-se o rétulo atribuido no GT calculando-se a soma das areas dos dois
tridngulos formados sobre o plano 7,, conforme ilustra a Figura 20. Ao final, obtém-se
uma imagem com valores reais que contém as areas calculadas para todos os pizels do

marcador.

E importante salientar que a drea projetada pode ndo somar 25 cm?. Dessa forma,
optou-se por utilizar apenas as imagens dos marcadores com uma diferenca absoluta entre

drea projetada e area real menor ou igual a 1 cm?.

Figura 20 — Representacao da projecao dos cantos do pizel no plano 7, do marcador
passando pelo plano 7 de formagao da imagem.

Fonte: Elaborada pela autora.
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5 METODO PROPOSTO: REDE ESTIMADORA DE AREA FOLIAR

Este capitulo apresenta a segunda contribuicao do presente trabalho, uma nova
arquitetura de rede neural profunda para estimativa da area da superficie foliar. Uma rede
para prever a area relativa dos pizels da imagem foi construida a partir da modificagdo de
uma rede neural de segmentacao semantica. O proposito foi a obtencao de um modelo
capaz de identificar e comparar as proporgoes dos objetos de interesse representados por
uma imagem. A Secao 5.1 aborda o ajuste fino realizado no modelo base adotado. Na
sequéncia, a Secao 5.2 descreve a proposta para rede estimadora de area foliar. Por fim, a

Secao 5.3 apresenta a funcdo de perda proposta para o novo modelo.

5.1 AJUSTE FINO DA DEEPLABV3+

Conforme apresentado no Capitulo 4, este trabalho propoe realizar a estimativa da
AF a partir de imagens da folha ainda na planta, acompanhada de um marcador fiducial.
Para alcangar este objetivo, é necessario que a rede neural proposta aprenda a isolar os
objetos de interesse do restante da cena e obter suas informagoes espaciais. A funcao de

modelos de segmentagao é mapear pizels em classes.

A rede proposta neste trabalho se baseia na arquitetura da DeepLabv3+, detalhada
na Sec¢ao 2.3, a qual tem alcancado resultados significativos para segmentacao semantica
em diversas aplicagoes e contextos. O aprendizado da DeepLabv3+ é supervisionado,
utilizando méscaras rotuladas para o treinamento. Para isso, foram utilizadas as méscaras

rotuladas de acordo com processo descrito na Subsecao 4.5.1.

Propos-se incluir um novo decodificador na estrutura da rede, o qual sera descrito
em detalhes na Secao 5.2. Durante o treinamento do modelo completo, realiza-se um
ajuste fino nos pesos da rede original, responsaveis pela segmentacao. Esse ajuste objetiva
treinar o modelo para localizar a folha saliente e o marcador, enquanto o restante da cena

é segmentado como fundo (Figura 18).

Como extrator de caracteristicas utilizou-se a rede neural Aligned Xception mo-
dificada, descrita na Subsecao 2.3.5, especificamente a versao Xception-65 que conta 65
camadas convolucionais. A escolha da Xception como extrator de caracteristicas se deu
pelo fato de que ela é comumente utilizada na DeepLabv3+, tendo alcancado anteriormente
resultados rapidos e acurados na classificagdo de imagens e detecgdo de objetos (CHEN et
al., 2018).

Para o treinamento, foram reutilizados todos os pesos da DeepLabv3+ pré-treinados
no conjunto PASCAL VOC 2012 (EVERINGHAM et al., 2015), exceto os logits, visto
que o nimero de classes para estimativa de area foliar é menor (3 classes: fundo, folha e
marcador). A fungao de perda padrao usada no modelo é apresentada na Subsegao 2.3.4.

Além disso, optou-se por desabilitar o ajuste de pardmetros da normalizacao do lote por
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limitacao na meméria da GPU.

5.2 DECODIFICADOR DE AREA PROPOSTO

Nesta secao, é apresentado o decodificador proposto para estimativa de area, que é
uma das principais contribuicoes deste trabalho. A proposta do decodificador parte da
hipotese principal de que é possivel adaptar uma CNN para realizar a regressao da area dos
pizels. O objetivo é obter uma arquitetura capaz de relacionar informacoes espaciais entre
dois objetos para prover medidas relativas para os elementos de imagens que compoem
os objetos. Nesse sentido, assume-se que o modelo seja capaz de considerar perspectiva
e propor¢ao das regices projetadas (folha e marcador). Em especial, assume-se que a
superficie planar do marcador com areas conhecidas para cada pixel sirva de referéncia

para estimar a area foliar.

Para isso, propds-se estender a arquitetura da DeepLabv3+ com um segundo
decodificador, destacado em vermelho na Figura 21. Esse decodificador tem como proposito
remapear a representacao da imagem aprendida pelo codificador na estimativa do tamanho
dos pizels. Além disso, para o treinamento supervisionado, propds-se utilizar méascaras
de area para os marcadores usando-se estimativa de pose, conforme descrito na Subsecao
4.5.2. Desta maneira, a perspectiva da cena é aprendida com base no marcador. Na rede
original (destacada em azul na Figura 21), o decodificador é um mdédulo extra para refinar

a segmentacao, sobretudo nas bordas dos objetos.

O decodificador proposto para estimativa da AF recebe as mesmas caracteristicas
de entrada do decodificador original, que sdo concatenadas. Sua conexao na DeepLabv3+
adiciona caminhos exclusivos para treinamento do codificador. O intuito é que as carac-
teristicas concatenadas no decodificador de area sejam transformadas pela sequéncia de
convolugoes 3 X 3 com 256 filtros, as quais sao usadas, nesta ramificagdo, para inferir a area
dos pizels. Os recursos extraidos sao entao combinados por uma convolugao 1 x 1 gerando
os logits finais. Para essa convolucao, optou-se por utilizar a fungdo de ativacao ReL.U,
visto que valores de area nao podem ser negativos. Além disso, essa ramificagdo gera dois
canais, um para folha O/ e outro para o marcador O™, pois sdo os Unicos objetos na
cena que devem ter as areas estimadas. Ao longo da pesquisa, observou-se que a geracao
de apenas um canal com todas as areas tem desempenho inferior. Por fim, realiza-se o
aumento bilinear por um fator 4, da mesma forma que o decodificador original. Os dois
decodificadores trabalham paralelamente, produzindo duas saidas, uma para segmentacao
e outra para a estimativa da AF. O intuito é que o modelo associe a localizagao dos
objetos com a informagao de area dos pizels. Nesse esquema, a segmentagdo semantica no
primeiro decodificador é preservada, sendo possivel combinar as duas saidas da rede para

determinar a area apenas da regiao da folha e do marcador.

Neste contexto, a segmentacao semantica da DeepLabv3+ define a localizacao dos
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Figura 21 — Fluxograma do método proposto. Os destaques em vermelho salientam as
camadas do decodificador de area.
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Fonte: Elaborada pela autora (2023).

pizels da folha e do marcador através das méscaras bindrias S¥ e S™, respectivamente. A
Figura 22 mostra exemplos destas méscaras, onde os pizrels que compoem os objetos de
interesse sao iguais a 1 e os demais 0. O decodificador de area prové duas imagens com
estimativas de drea: uma para a folha O/ e uma para o marcador O™. A 4rea estimada
para cada objeto é obtida pelos produtos de Hadamard (HORN, 1990):

Af=070¢8/,

(5.1)
A" =0" O 8S™,

onde as matrizes A/ e A™ contém a estimativa de drea apenas para os pizels da folha e
do marcador, respectivamente. A Figura 22 mostra um exemplo de combinacao das saidas
dos decodificadores. E possivel observar que estimativas para ambos os objetos, folha e
marcador, aparecem nos dois canais de saida Of e O™. Nota-se que outros elementos
aprendidos pela segmentacao, como o suporte do marcador e a folha menos saliente, tém
uma pequena resposta do decodificador de area. As estimativas finais Af e A™ contém
apenas areas estimadas para pizels da folha e do marcador. Portanto, a resposta do
decodificador de area para o fundo ¢é ignorada nesta proposta, pois nao se conhece sua

geometria e essa regiao nao é de interesse.
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Figura 22 — Representacao do produto de Hadamard entre as matrizes extraidas dos
logits da segmentacdo S/ e S™ pelos canais da estimativa da drea Of e O™ da folha e do
marcador, respectivamente. As estimativas de 4rea resultantes A/ e A™ sdo usadas na
funcao de perda do decodificador proposto.

Fonte: Elaborada pela autora (2023).

Posteriormente, obtém-se a AF somando-se os valores previstos para a folha. Em
sintese, abordou-se a tarefa de estimativa da area como uma inferéncia fina, na qual,
previsoes densas inferem as 4reas dos pizels. E importante ressaltar que uma mesma
regiao (conjunto dos pizels de uma classe de objeto) como a do marcador contém pizels de

diferentes areas.

5.3 FUNCAO DE PERDA

Com o objetivo de prever valores de area para os pizels, a funcao de perda para
treinamento do decodificador proposto deve penalizar discrepancias entre as predigoes
realizadas pelo modelo e os valores de area esperados. Utiliza-se o erro quadratico médio
(Mean Squared Error — MSE), frequentemente usada para avaliar modelos de regressao e

controlar previsoes atipicas.

Para o marcador, o MSE é calculado entre a estimativa do modelo A™ e a méscara
de 4rea do marcador E™ (GT) (Secdo 4.5.2). A mascara de area média da folha E/ (GT)
é calculada distribuindo-se uniformemente a area conhecida da folha para todos os pizels
que a formam. Embora de facil aplicagao, essa abordagem tem a desvantagem de nao
considerar a geometria e a perspectiva da folha, informacoes de dificil obtencao durante a
construcao da base de dados. Assim, para a folha, o MSE é calculado entre a estimativa

do modelo A7 e essa méscara de drea média da folha E/.

As méscaras de area que compoem o GT sdao compostas por valores decimais na
ordem de 1073. Para beneficiar a rede, multiplicou-se um escalar 3 pelas mascaras Ef e

E™. Definiu-se empiricamente o valor # = 1000, fazendo com que as previsoes deixem de



49

ser realizadas em centimetros quadrados, conforme sugere a rotulagdo original das imagens.

Dessa forma, a funcao de perda proposta para o decodificador de area é:

1 1 Y )

Larea = N ; N ;(a;n - Btgn> ) (52)
onde N é o nimero de pizels das mascaras, cada valor tlf € E/ é a 4area conhecida do
i-ésimo pizel da folha, e a{ € A/ é a estimativa da 4rea para este pizel. Analogamente, os
valores tI" € E™ e a" € A™ sao, respectivamente, a area conhecida e a predigao da area
do i-ésimo pizel do marcador. A perda do decodificador de area proposto, por conseguinte,

é a soma dos erros da estimativa de area da folha e do marcador.

O método proposto, ilustrado na Figura 21, conta com a supervisao de duas
funcoes de perda: a funcao L4, definida pela Equacao 2.11 para medir o erro original do
DeepLabv3+ para segmentacao, e a fun¢do de perda L., definida anteriormente pela
Equagao 5.2 para medir o nivel de discrepancia da estimativa da area relativa dos pizels.

Dessa forma, o custo total é dado por:
Ltotal = Lseg + Larea- (53)

Assim, busca-se minimizar o erro do treinamento do modelo para conseguir a cada passo
a segmentacao dos objetos que, por usa vez, indicam onde a estimativa de area deve ser
considerada. Essa localizagao dos objetos também é reforcada pela funcao de perda do

decodificador de area.
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6 RESULTADOS E DISCUSSAO

Neste capitulo, sao apresentados os experimentos realizados para avaliar o modelo
de estimativa de area foliar proposto. A Secao 6.1 apresenta a divisao das imagens
para o treinamento e avaliacdo do modelo. Na Secao 6.2, descreve-se a configuragao dos
hiperparametros e o protocolo de treinamento. A Se¢ao 6.3 apresenta a analise quantitativa
e a Secao 6.4 a analise qualitativa dos resultados. Por fim, na Secao 6.5, realiza-se uma

discussao geral dos experimentos realizados.

6.1 BASE DE DADOS

O conjunto de imagens proprio desta dissertacao, apresentado no Capitulo 4,
contém imagens de 612 folhas distintas. No entanto, em razao da anotagao das imagens
nao ter sido completamente finalizada em tempo da defesa de mestrado da autora, devido
a grande quantidade de trabalho manual necessaria, os experimentos foram realizados

usando somente as primeiras 300 folhas do conjunto, totalizando 3374 imagens.

Foram selecionadas aleatoriamente 70% destas folhas para o treinamento e 30%
para teste. E importante ressaltar que se mantiveram as imagens de cada folha sempre no
mesmo conjunto. No conjunto de treinamento, usou-se a biblioteca Pillow (CLARK et al.,
2015) para realizar rotagoes de 90°, 180° e 270° graus, espelhamento vertical e horizontal
nas imagens originais, totalizando 14040 imagens de 210 folhas. Utilizou-se a interpolacao

bicuibica na aplicagao das transformacgoes, visando manter a qualidade das imagens.

A Figura 23 mostra o histograma com a distribuicao das areas das folhas e dos
marcadores do conjunto de treinamento. A area foliar média deste subconjunto é de 25,243
cm? com desvio padrio de 4,811 cm?. Enquanto a drea projetada média dos marcadores
¢ igual a 25,144 cm? com desvio de 0,313 cm?. A 4rea projetada se difere da &rea real
do marcador devido ao processo descrito na Subsecao 4.5.2 para obtencao dos valores
esperados de seus pizels. O conjunto de teste é consequentemente formado pelas 90 folhas
restantes, com 1033 imagens, sendo sua distribui¢ao exibida no histograma da Figura 24.
A AF média deste conjunto é de 25,076 cm? com desvio 4,655 cm?. Para os marcadores,
a 4area projetada média é de 25,129 cm? com desvio de 0,319 cm?. Portanto, foi possivel

alcancar uma distribuicao semelhante nos dois conjuntos.

6.2 CONFIGURACAO E PROTOCOLO DE TREINAMENTO

A rede neural proposta foi implementada na plataforma Tensorflow 1.15.0. O
uso desta versao ¢ motivada pela implementacao original do modelo base desta proposta.
Todos os modelos foram executados utilizando uma GPU NVIDIA GeForce RTX 2080 Ti

com 12GB de memoria. Os modelos foram treinados por 55 mil steps, nimero observado



o1

Figura 23 — Histograma da &rea no subconjunto de treinamento: (a) distribuigdo da area
foliar e (b) 4rea projetada do marcador.
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Fonte: Elaborada pela autora (2023).

Figura 24 — Histograma da drea no subconjunto de teste: (a) distribuicao da area foliar e
(b) area projetada do marcador.
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Fonte: Elaborada pela autora (2023).

ao longo da pesquisa como suficiente para convergéncia do modelo.

O tamanho de entrada utilizado é de 512 x 512 com tamanho de lote (batch size)
fixo em 4. A dimensao da imagem de entrada e o tamanho do lote foram inspirados em
artigos que usam a DeepLabv3+ (AYHAN; KWAN, 2020; WU et al., 2021; ZHU et al.,
2023). Além disso, o tamanho exiguo da meméria na GPU impediu experimentos com

lotes maiores.

Dado que o treinamento ocorre por steps e nao por épocas, para cada experimento
foram salvos diferentes modelos para avaliacao posterior. Para escolha da taxa de aprendi-
zado inicial mais adequada e selecdo do melhor modelo treinado, foi realizado um estudo

apresentado na Subsec¢ao 6.2.1.

Inspirando-se nos resultados alcancados no trabalho de Wu et al. (2021) para
segmentacao de imagens de folhas de alface, decidiu-se utilizar os hiperparametros padroes
de treinamento da rede DeepLabv3+, listados na Tabela 1. As taxas de dilatagao 6, 12,

18 sao usadas como padrao nas convolugoes do modulo ASPP. Além disso, a regularizacao
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Ridge ou L2 é utilizada no aprendizado, com decaimento do peso de 4 - 1075,
A politica de aprendizado padrao usada por Chen et al. (2018) é a polinomial,
i power

onde 7, ¢ a taxa de aprendizado inicial, ¢ é o nimero da iteragao, N; ¢é o total de iteracoes.

definida como:

O termo power (configurado com valor 0,9) controla o decaimento da taxa de aprendizado

corrente 7).

Como otimizador, é utilizado o Momentum, com termo momentum (m) = 0,9. A
descida do gradiente (Gradient Descent — GD) definida por 6 <— 6 — nVyJ(0), pode levar
muito tempo para convergir. Inspirado-se na fisica, o termo m e um fator de desconto =
sao inseridos no céalculo do GD:

m < ym +nVeJ(0)

(6.2)
0+ 60—m,

onde v ¢ usado para adicionar mais importancia as ultimas atualizacoes.

Tabela 1 — Hiperparametros padroes de treinamento da DeepLabv3+.

Parametros Valores
Taxas de dilatagao do ASPP | [6, 12, 18]
Decaimento do peso 0,00004
Politica de aprendizado Polinomial
power 0,9
Otimizador Momentum
momentum (m) 0,9

Fonte: Elaborada pela autora (2023).

O codificador e o decodificador da segmentagao foram inicializados com pesos
pré-treinados, conforme descreve a Subsecao 5.1. As camadas do decodificador proposto
foram inicializadas com valores iniciais a partir de fung¢des disponiveis no TensorFlow
1.15.0. As convolugoes separaveis sao inicializadas com uma distribui¢do normal truncada,
com desvio padrao de 0,33 e média 0,0. Para a convolucao tradicional sao usados pesos do
inicializador Xavier, projetado por Glorot e Bengio (2010) para extrair amostras de uma

distribuicao uniforme.

6.2.1 Selecdao do melhor modelo

Para um bom funcionamento do modelo, alguns hiperparametros precisam ser
definidos. A taxa de aprendizado 7 é um deles, responsavel por indicar o ritmo no qual os
pesos do modelo sao atualizados. A sua funcdo principal é controlar o tamanho da etapa

na descida do gradiente. Uma taxa muito pequena pode tornar o tempo de aprendizado
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da rede proibitivo, enquanto uma alta taxa pode implicar em oscilagoes no treinamento,

impossibilitando a convergéncia.

Dessa forma, um estudo inicial é necessario para definir a taxa de aprendizado
mais adequada para convergéncia do modelo. Somado a isso, fez-se necessario realizar

uma analise das possibilidades de selecao do melhor modelo treinado.

O critério empregado para avaliacao quantitativa dos resultados foi a taxa de erro
relativa (Relative Error Rate — RER), a qual é a porcentagem da diferenga absoluta entre
a estimativa da area a.s realizada pelo método proposto e a area real a,., esperada,

definida por:

RER(%) = [dest = reatl 100 (6.3)

Qreal

Observou-se experimentalmente que a curva de aprendizado do modelo se estabiliza por
volta de 50 mil steps, entao decidiu-se por salvar modelos a cada 50 steps partindo-se
desta. Posteriormente, calculou-se o RER referente a predicao de area da folha e do
marcador, para cada uma das 14040 amostras do conjunto de treinamento em cada um
dos 101 modelos salvos. Para cada modelo foram calculados a média i e o desvio padrao
o do RER da folha e do marcador, totalizando 101 x 14040 x 2 operacoes. Por fim, para
determinar o melhor modelo, realizou-se uma anélise extensiva dos seguintes critérios de

selecao:

1. py = Menor RER médio da folha.

2. py + oy = Menor: RER médio da folha + desvio padrao RER da folha.

3. tm = Menor RER médio do marcador.

4. fy + 0m = Menor: RER médio do marcador + desvio padrao RER do marcador.
5. ptf + i = Menor: RER médio da folha + RER médio do marcador.

6. g+ of+ b + 0, = Menor: RER médio da folha + desvio padrao RER da folha +
RER médio do marcador + desvio padrao RER do marcador.

A Tabela 2 mostra os valores de RER obtidos no conjunto de imagens de teste para
as taxas de aprendizado iniciais 79 € {0,005, 0,0025, 0,001, 0,0005, 0,0001}. O melhor
resultado tratando-se do RER médio da folha foi obtido com o modelo treinado usando a
taxa de aprendizado inicial ng = 0,0005. Sendo a melhor step de treinamento a de niimero
53250, selecionada pelos critérios 3, 4, 5 e 6, com py = 5,827% e oy = 4,748%, células

destacadas em cinza escuro.

Os valores de RER para o marcador nesta step foram p,, = 1,541% e o,, = 1,154%.

E possivel observar também que este foi o0 melhor modelo entre os selecionados para taxa
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1o = 0,0005. O que aponta para uma influéncia do aprendizado do marcador na acuracia
final do modelo, visto que os critérios 1 e 2, relacionados apenas com o erro para folha,

selecionaram modelos com erros mais elevados.

O comportamento do treinamento com ny = 0,005, apresentado na primeira linha
da tabela, corrobora com esta analise ao passo que os critérios 3 e 4 selecionaram a step
com os menores valores de RER. Adicionalmente, o modelo selecionado apresenta o melhor
desempenho na estimativa de drea do marcador, com p,, = 0,786% e o,, = 0,652%, células
destacados em cinza claro, o que indica nao ser suficiente o superajuste da estimativa da
area dos pizels do marcador para que o modelo se torne acurado também na predicao da

area foliar.

O comportamento dos modelos filtrados para as taxas iniciais ng = 0,0025 e 1
= 0,001 foi semelhante. Os critérios 1 e 2 filtraram modelos com uma maior acuracia
para a folha, mas que erram um pouco mais na estimativa da area do marcador. Por
outro lado, os critérios 3 e 4 filtraram modelos que acertam mais para o marcador, porém
afetam a estimativa da area foliar. Em especifico, para a taxa de aprendizado ny = 0,001,
é possivel observar que o modelo selecionado pelos critérios 3 e 4 apresenta o RER médio
da folha mais elevado da tabela, com py = 8,322%. Isso demonstra que o uso apenas de
critérios de ganho para o marcador pode nao ser interessante. Por fim, os critérios 5 e
6, que combinam os erros de ambos os objetos, conseguiram selecionar modelos com um
desempenho mais equilibrado. Portanto, pode-se dizer que é mais favoravel utilizar os
critérios da folha ou ainda a combinacao destes com erros do marcador, que selecionar
um modelo apenas com base no erro para o marcador. A ultima taxa de aprendizado
experimentada, com 7y = 0,0001, apresentou valores RER médios da folha acima de 6,4%
em todos os modelos filtrados. Além disso, apresentou os piores desempenhos para area

do marcador da tabela, com RER médio do marcador atingindo valores acima de 3%.

Analisando-se todos os experimentos apresentados nesta se¢ao, tem-se uma evi-
déncia positiva de que o modelo foi capaz de aprender a estimar as areas dos objetos,
sobretudo para o marcador. Porém, é notorio que o modelo comete alguns erros expressivos
para a estimativa da area da superficie foliar, com erros minimo e maximo em torno de
0,0007% e 24,7189% para o melhor modelo selecionado. Resumidamente, os critérios 3, 4,
5 e 6 tendem a selecionar modelos que favorecem a estimativa de area da folha. O melhor
critério efetivamente depende da base de dados. Para o caso médio, porém sugere-se o uso

do critério 6 (pf + of + fm + o) que nao favorece individualmente nenhum dos objetos.

6.3 RESULTADOS QUANTITATIVOS

Visando compreender melhor a dimensao do problema abordado no presente
trabalho, estimar areas utilizando uma rede neural, foram gerados resultados quantitativos

a partir das predi¢oes do melhor modelo, selecionado na Secao 6.2.1. Na Subsecao 6.3.1,
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Tabela 2 — Variacao da taxa de aprendizado inicial ng para o treinamento do modelo por 55
mil steps. RER médio (i) e desvio padrao do RER (o) obtidos para a folha e o marcador,
conforme os critérios de escolha definidos para selecao da melhor modelo. As células em
cinza destacam os menores RER obtidos para a folha e o marcador.

Folha Marcador
Critério(s) que
) selecionou(aram) Melhor step | RER (1) | RER (0) | RER (1) | RER (o)
o melhor modelo
3) pm 52700 5,910 4,511 0,786 0,652
4) pim + Om
D py s
0,005 2) py oy, 53250 6,041 4,557 0,828 0,728
5) py + fim s
6) pif+0f+ pim +om
3) fm 53050 6,831 5,123 0,959 0,866
4) Hm + Om
5) g + fim. 53250 6,047 4,470 1,062 0,966
6) pif +0f+ fim + om
0,0025 5
o 53700 5,808 4,425 1,268 1,141
2) pp+oy
5) g+ fim. 51850 5,862 4,651 1,944 1,269
6) ur+of+ pim +om
3) pm 53050 8,322 5,711 1,774 1,197
4) pim + Om
0,001 5
Heo 53650 5,878 4,641 2,397 1,396
2) py+oy
3) Hm 5
4) i+ om 53250 5,827 4748 | 1541 1,154
5) wy + Um
6) iy +0f 4 pim + om
0,0005 2) s+ oy 53550 5,895 4,748 2,267 1,328
1) 11y 53650 5,861 4,608 2,561 1,381
3) Hm
4) i+ om 53250 6,685 4,990 1,975 1,652
5) pf + Hm
6) pf+0f+ pim +om
0,0001 1) 11 53550 6,444 1,346 3,112 2,099
2) uy+05 53950 6,504 1,888 3,209 2.115

Fonte: Elaborada pela autora (2023).

sao apresentados os resultados obtidos considerando-se todas as predi¢oes do conjunto de
teste. Adicionalmente, a Subsecao 6.3.2 apresenta os resultados obtidos com base em uma
Unica estimativa de area por folha. Por fim, na Subse¢do 6.3.3, é realizada uma analise
complementar do método proposto, em termos da influéncia do marcador nas estimativas,

impacto das modificagoes propostas na segmentacao e custo computacional do modelo
final.
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6.3.1 Predicao por imagem

A fim de avaliar a consisténcia nas predigoes, primeiro plotou-se um grafico de
dispersdo das dreas foliares estimadas (eixo x) em relacdo as areas reais esperadas (eixo
y), conforme exibe a Figura 25. As predigdes para todas as imagens das mesmas folhas
sao consideradas. O grafico apresenta a equacgao de regressao linear e o coeficiente de
determinacdo R2. E possivel observar que os valores de AF estdo linearmente relacionados.
Além disso, hd uma correlacao positiva para maioria dos pontos no grafico, com R? igual a
0,809. Os pontos vermelhos na mesma coluna do gréafico representam predi¢oes da mesma
folha. Por conseguinte, nota-se que para algumas folhas, os valores de predicao de area

foram bastante discrepantes.

Figura 25 — Grafico de dispersao das areas foliares estimadas com o melhor modelo
selecionado.
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Fonte: Elaborada pela autora (2023).

Com o intuito de observar o impacto destas predi¢oes atipicas, foram gerados
os graficos da distribuicao de erros para a folha e o marcador, exibidos na Figura 26.
Os erros foram calculados fazendo-se a diferenca entre a area estimada menos a area
real. Conforme mostra a Figura 26a, os erros das predi¢oes da folha apresentam uma
distribuicao assimétrica com tendéncia a cauda pesada, em que os valores tém uma maior
inclinacao negativa. Isto aponta para uma tendéncia do modelo em subestimar a area
da superficie foliar na maioria das imagens e/ou situagoes de captura. Ao analisar as
extremidades do histograma, tem-se que seis das estimativas subestimaram a AF em -9,50
a -6,69 cm?. Em contrapartida, hé trés predicoes que mais superestimaram a AF, com 4,09
a 5,50 cm? de 4rea excedente. Por fim, tem-se que a maior concentracio dos resultados
estd contida no intervalo de -2,00 a 1,75 cm? de erro, sendo que a frequéncia mais alta

do histograma, com uma contagem de 135/1033 imagens, apresenta erros no intervalo de
-0,13 a 0,34 cm? de 4rea.

Para o marcador, conforme mostra a Figura 26b, a distribuicao dos erros também é
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assimétrica. Contudo, a maior concentracao dos erros das estimativas esta no intervalo de
-0,75 a 0,27 cm? de drea. Dessa forma observa-se que, apesar da inclinacdo do modelo em
subestimar a area, as predi¢oes para o marcador foram bastante satisfatorias. Além disso,
é possivel observar que a maior frequéncia da distribui¢ao, com um total de 237/1033
imagens, apresenta valores de erro que vao de -0,34 a 0,14 cm? de 4rea. No entanto, nos
extremos das caudas da distribuicdo estdo os valores de erro 2,27 cm? de 4rea superestimada
e -3,52 cm? de subestimada da 4rea da superficie do marcador. Isso corrobora para a
conclusao de que ha situagoes de captura mais e menos complexas para o modelo. Em
sintese, percebe-se que para a maior parte das imagens de teste, o desempenho do modelo
foi satisfatério. Porém, ha uma tendéncia de estimativa de area menor que a esperada

para os objetos, com o extremo de cauda mais pesado a esquerda dos histogramas.

Figura 26 — Histograma dos erros das predigdes no conjunto de teste realizadas pelo melhor
modelo. A Figura (a) mostra a distribuicao dos erros da area foliar e (b) da area do
marcador.
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Fonte: Elaborada pela autora (2023).

6.3.2 Predigao por folha

Como visto no grafico de dispersao da AF, na Figura 25, entre as multiplas predi¢oes
de uma tnica folha existem valores préoximos do esperado e outros mais distantes. A fim
de contornar essa situagao, foram propostas formas de determinar uma tnica estimativa
de area, para cada uma das 90 folhas do conjunto de teste, a partir das estimativas de
suas multiplas imagens. Portanto, nesse refinamento, para cada folha consideram-de todas
as suas imagens e respectivas predigoes de area. Duas areas sao calculadas para cada

conjunto de imagens da mesma folha: a média das predigdes e a mediana das predigoes.

A Tabela 3 apresenta os resultados obtidos: RER médio e o desvio padrao, e os
coeficientes de correlagdo de Pearson r entre as dreas reais e as areas preditas a partir do
conjunto de imagens de cada folha. E possivel observar uma melhora significativa na taxa
de erro com ambas as alternativas, obtendo-se pr de 4,80% com a predigdo média e ¢ de
4,83% com a predigao mediana das folhas. Contudo, o erro méximo permanece significativo,

atingindo 16,80% e 18,31% com a predicao média e predicao mediana, respectivamente.



o8

Para realizar um comparativo da correlacao dos resultados do modelo, ao considerar todas
as estimativas obtém-se r = 89,95. Portanto, tem-se que a correlagao das estimativas
também foi melhorada, com r = 92,74% com a média e r = 92,43% para a mediana. A
correlacao tem sido utilizada em trabalhos recentes para avaliar o potencial de uso de
métodos de estimativa de area em aplicagoes para biologia (HAGHSHENAS; EMAM,
2022). Em vista disso, as correlagoes positivas indicam a possibilidade de implementagao

e utilizacao pratica do método apresentado nesta dissertacao.

Tabela 3 — Comparativo entre a correlacao de Pearson (r), RER médio (1) e desvio padrao
do RER (o) da érea das folhas, considerando-se todas as predigoes, a predigdo média e
mediana de cada folha, estimadas com as predigoes do melhor modelo.

Todas as predi¢oes | Predicao média | Predi¢ao mediana
r 89,95% 92,74% 92,43%
RER (p) 5,83% 4,80% 4,83%
RER (o) 4,75% 4,34% 4,42%

Fonte: Elaborada pela autora (2023).

Adicionalmente, na Figura 27 exibe-se o grafico de dispersao das éareas foliares
médias e medianas estimadas (eixo x) em relacdo as dreas reais esperadas (eixo y).
Comparando-se os valores de R? e as equacoes da linha de regressao ajustada, com os
do grafico da Figura 25 nota-se que houve um pequeno ganho no ajuste das estimativas
do modelo. Em geral, os resultados alcancados com a predigdo média foram ligeiramente
melhores. Portanto, os resultados quantitativos apresentados fortalecem a evidéncia da
capacidade do modelo em estimar a area dos objetos. Em razao das estimativas destoantes
para area da folha e do marcador, na Se¢do 6.4 sdo apresentados resultados de um estudo

qualitativo de casos significativos.

Figura 27 — Gréficos de dispersao das areas foliares médias e medianas estimadas com as
predicoes do melhor modelo.
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Fonte: Elaborada pela autora (2023).
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6.3.3 Analise complementar

Em adicao as analises apresentadas nas Subsec¢oes 6.3.1 e 6.3.2, realizou-se o
treinamento da rede neural proposta somente com as classes fundo e folha, a fim de avaliar
a influéncia do marcador no aprendizado do modelo. Para tanto, utilizaram-se os mesmos
hiperpardmetros do melhor modelo. De acordo com os critérios 1 e 2, a melhor step do
treinamento foi a de nimero 53650, com RER médio da folha de 6,081% e desvio padrao
igual a 4,638%. Em comparagao com o resultado do melhor modelo, apresentado na Tabela

2 observa-se um leve aumento do erro.

A Figura 28 mostra um comparativo dos histogramas das distribui¢oes dos erros
das estimativas realizadas pelo modelo obtido sem utilizar o marcador (em amarelo) e
o melhor modelo (em vermelho) treinado com todas as classes. E possivel observar um
comportamento semelhante entre os dois, porém, nota-se que houve uma maior frequéncia

de superestimativas.

Somado a isso, tem-se que 570/1033 amostras tiveram sua estimativa de area
prejudicada, ou seja, o valor do erro absoluto foi maior no modelo que nao utilizou o
marcador. Portanto, os resultados indicam que o marcador favorece as predi¢oes do método
proposto, o que evidencia o proposito estabelecido no Capitulo 5 sobre o método proposto

comparar as proporcoes dos objetos de uma imagem.

Figura 28 — Comparativo dos histogramas dos erros das predi¢oes no conjunto de teste
realizadas pelo melhor modelo (em vermelho) e o modelo treinado somente com as classes
fundo e folha (em amarelo).

B Modelo treinado com todas as classes (contagem) Modelo treinado com as classes fundo e folha (contagem)

125

100

75

50

) I|| |

0 I I
(%] O W~~~ NWMD <
! DO ONDOND =<
¥ RN T T T °©

Frequéncia (numero de imagens)

- -llll'l l. llll-

QO NNODMODT OO« NN ®© o < < o =) ©COTDMPONN = © O
WO NYTONTON®MOQ @ © 0 N ~ LWaeANWLONGOMOO
FFIBFENNNGSGE GO Y TG oo SRR R R R

Erro da area estimada (cm?)

Fonte: Elaborada pela autora (2023).

Por fim, a Tabela 4 mostra um comparativo entre o desempenho do modelo proposto
e a rede DeepLabv3+, em termos da média da intersecao de pizels sobre a uniao (Mean
Intersection over Union — mIOU ), na tarefa de segmentacao das imagens do conjunto de
teste. Para isso, treinou-se a rede DeepLabv3+ com a mesma configuracao de treinamento

do melhor modelo da rede proposta. Quantitativamente, os resultados demonstram
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que as modificagoes na arquitetura original nao afetaram a qualidade da segmentacao,

mantendo-se a mloU geral acima de 99% e acima de 98% para cada uma das trés classes.

Tabela 4 — Comparativo do desempenho (mIOU) da rede DeepLabv3+ e do modelo
proposto para estimativa de area foliar, na segmentacao das amostras de teste.

Modelo mlOU

Fundo | Folha Marcador | Geral
DeepLabv3+ 99,71% | 98,72% | 99,12% | 99,18%
Rede estimadora de 4rea foliar | 99,70% | 98,69% | 99,08% | 99,16%

Fonte: Elaborada pela autora (2023).

Em termos do tempo para realizar as predigoes de todas as imagens do conjunto de
teste, a rede DeepLabv3+ leva em média 42 segundos (24 imagens por segundo), enquanto
o modelo proposto estimou as duas saidas, segmentacao e estimativa de area dos pizels, com
um tempo médio de 47 segundos (21 imagens por segundo). Os tempos foram calculados
pela média de trés predicoes em todo o conjunto de teste. A taxa de amostras preditas
por segundo indica a possibilidade do método ser aplicado em tempo real. Adicionalmente,
o arquivo salvo contendo os pesos do modelo original da DeepLabv3-+ possui 337,7 MB,
a0 passo que o melhor modelo para estimativa de area possui 340 MB. Portanto, pode-se
dizer que a arquitetura proposta nao elevou demasiadamente o custo computacional de

tempo e espaco necessario da rede original.

6.4 RESULTADOS QUALITATIVOS

Para se ter percepgoes visuais da qualidade das predigoes, realizadas pelo melhor
modelo selecionado, propds-se uma andalise qualitativa das amostras do conjunto de
teste com estimativas mais e menos corretas. Dessa forma, para cada caso de estudo é
apresentada a imagem original com os contornos da segmentacao estimada, acompanhada
de visualizacoes da saida da segmentacgao, do GT da area e da saida da estimativa de
area. Para simplificar a analise, uniram-se as duas saidas do decodificador de area em uma
imagem.

Primeiro, com foco nos resultados da folha, observou-se que, para algumas das
imagens da folha de nimero 146 com area esperada igual a 22,533 cm?, foi obtida a
estimativa da AF mais préxima do esperado, com RER igual a 0,0007%. A Figura 29
mostra visualizagoes dos resultados das predi¢oes. Esta folha apresenta uma leve curvatura
na borda, sem recortes, tendo sido fotografada sob a incidéncia direta de luz solar. Em
relagdo a segmentacgao, é possivel notar algumas falhas ao longo das bordas dos dois
objetos, sobretudo na parte inferior do foliolo, englobando parte do fundo. Tratando-se
da visualizacao da estimativa da AF, observa-se que o aprendizado da perspectiva do
marcador foi satisfatério. Os pizels mais claros contém valores de drea menores, enquanto

os de cores mais escuras representam uma area maior. Além disso, é possivel perceber
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uma tentativa do modelo em replicar o aprendizado da orientagao do marcador na regiao
da folha. O resultado é que a metade superior da folha apresenta coloragoes mais escuras
que a inferior. Interessantemente, o RER do marcador presente na imagem foi igual a

5,0421%, com uma superestimativa de 1,260 cm? acima da 4rea esperada que é 25 cm?.

Figura 29 — Resultados qualitativos da amostra com menor RER da folha. A Figura (a)
mostra a imagem de entrada com os contornos extraidos da saida da segmentacao (b).
Nas Figuras (c) e (d), sao exibidos os mapas de cores referentes a drea estimada e real dos
pizels dos objetos, respectivamente.
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Fonte: Elaborada pela autora (2023).

Em contrapartida, a amostra com maior RER da folha (24,7189%) é de uma das
imagens da folha de nimero 276, cuja area real é 31,600 cm?. A estimativa da area
subestimou a superficie da folha em 7,811 cm?. Uma das hipdteses para a discrepancia da
estimativa pode ser atribuida a menor frequéncia de folhas com &reas acima de 30 cm? no
conjunto (Figuras 23 e 24). Conforme exibe a Figura 30 os objetos foram fotografados
sob sombra e a folha apresenta topologia préxima de um plano, sem recortes. Outra
hipdtese é que a vista lateral do feijoeiro pode ter colaborado para a subestimativa da
predicao. Adicionalmente, para o marcador da imagem, o RER foi igual a 2,8200%, também
considerado alto, com uma subestimativa de 0,450 cm?. Observando-se a visualizacao da
segmentacao, ¢ possivel notar um arredondamento dos cantos do marcador, além disso,
ha uma perda de area na extensao do foliolo. Na visualizagao da AF, como no exemplo
anterior, percebe-se uma tentativa do modelo em projetar a perspectiva do marcador na

superficie da folha.

Analisando-se os resultados com foco no marcador, descobriu-se que para a amostra
exibida na Figura 31, foi obtido o menor RER com 0,0115%. Na Figura 31b, é possivel
observar uma boa previsao de segmentacao. Acredita-se que as condigoes de captura
dos objetos, sob um céu nublado e o fundo da cena sem muitas informacoes, auxiliaram
no aprendizado. No que diz respeito a visualizacao da estimativa de area, a perspectiva
aprendida para o marcador foi bastante satisfatoria em comparacao com o GT, apresentando
coloracao mais clara a esquerda e mais escura no lado direito. Em relagao a regiao da
folha, nota-se que os pizels dos seus veios e do seu entorno receberam valores de area
maiores. Comportamento semelhante ocorre no marcador, destacando o contorno da

forma geométrica da sua superficie. Este efeito pode ser atribuido as caracteristicas
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Figura 30 — Resultados qualitativos da amostra com maior RER da folha. A Figura (a)
mostra a imagem de entrada com os contornos extraidos da saida da segmentagao (b).
Nas Figuras (c) e (d), sdo exibidos os mapas de cores referentes a area estimada e real dos
pizels dos objetos, respectivamente.
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Fonte: Elaborada pela autora (2023).
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compartilhadas entre os decodificadores da rede neural proposta. O RER da folha presente
na imagem foi igual a 3,0472%, com uma superestimativa de 0,723 cm? da sua area, abaixo

da média do conjunto de teste.

Figura 31 — Resultados qualitativos da amostra com menor RER do marcador. A Figura
(a) mostra a imagem de entrada com os contornos extraidos da saida da segmentagao (b).
Nas Figuras (c) e (d), sdo exibidos os mapas de cores referentes a drea estimada e real dos
pizels dos objetos, respectivamente.
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Com o maior valor de RER do marcador (14,0835%), encontrou-se a amostra da
Figura 32. E possivel observar que a pose deste marcador ndo favorece a estimativa, com
sua superficie bastante inclinada em direcao a folha, contraria a visao da camera. Além
disso, na Figura 32a é possivel notar falhas nas bordas dos dois objetos, em que partes
de suas superficies foram segmentadas como fundo. Pela visualizacao da estimativa de
area, nota-se valores de area maiores tanto a esquerda quanto a direita. Por outro lado,
apesar do erro alto na 4rea do marcador, para a folha de 24,533 cm? presente na imagem,
o RER foi igual a 1,1309% com uma subestimativa de apenas 0,277 cm?. Este resultado
indica que, apesar da posicao desafiadora do marcador, a rede foi capaz de estimar a AF

de forma satisfatoria.

Adicionalmente, para andlise de um caso médio, selecionou-se a amostra com RER
da folha igual a 3,6954% e RER do marcador igual a 2,5603%. Para selecdo da amostra



63

somaram-se os RER dos objetos, ordenou-se os valores e buscou-se pela amostra central
do conjunto. A Figura 33 mostra as predigdes do modelo. A imagem de entrada contém a
folha de ntimero 285 de 4rea esperada igual a 23,067 cm?, que apresenta uma superficie
curva e pequenos recortes na borda. Percebe-se que os objetos foram fotografados a sombra.
Na Figura 33a, nota-se que alguns pizels do fundo foram segmentados como folha, incluindo
parte do fundo adicionado a extensao do foliolo. Tratando-se da visualizacdo da estimativa
de area, nota-se uma distribuicao de cores na regiao do marcador em conformidade com o
esperado. Além disso, percebe-se valores um pouco mais uniformes no interior da regiao

folha, em relacao as amostras anteriores.

Figura 32 — Resultados qualitativos da amostra com maior RER do marcador. A Figura
(a) mostra a imagem de entrada com os contornos extraidos da saida da segmentacao (b).
Nas Figuras (c) e (d), sdo exibidos os mapas de cores referentes a area estimada e real dos
pizels dos objetos, respectivamente.
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Fonte: Elaborada pela autora (2023).

Figura 33 — Resultados qualitativos da amostra com RER médio. A Figura (a) mostra a
imagem de entrada com os contornos extraidos da saida da segmentagao (b). Nas Figuras
(c) e (d) sao exibidos os mapas de cores referentes a area estimada e real dos pizels dos
objetos, respectivamente.
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Em resumo, analisando-se todas as amostras de teste apresentadas, observa-se que
a segmentacao apresenta resultados suficientemente adequados, mas pode ser melhorada
principalmente nas extremidades dos objetos. Em geral, o aprendizado da perspectiva
visto na regiao do marcador é satisfatorio. Em relagao a folha, observaram-se evidéncias de

que a rede pode aproximar a area. Entretanto, a auséncia da informacao de profundidade
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da folha produz incerteza na predicao dos seus pizels, uma das limitacoes da presente

proposta.

6.5 DISCUSSAO

Com base nas analises apresentadas ao longo do capitulo, conclui-se que o objetivo
principal do presente trabalho foi alcancado. Quantitativamente, o erro médio de 5,827%
considerando todas as imagens do conjunto de teste mostra uma evidéncia de que é possivel
estimar a area relativa da superficie foliar utilizando uma rede neural profunda, tendo
apenas uma imagem como entrada. No entanto, conforme visto na andlise quantitativa
apresentada na Secao 6.3, conclui-se que a abordagem proposta neste trabalho pode obter
estimativas de area com menor erro ao se utilizar varias imagens de uma mesma folha.
Ao utilizar apenas a predicao média ou a predicdo mediana de cada folha, obteve-se o
erro médio de aproximadamente 4, 8% na estimativa. Contudo, o desvio na ordem de 4%
nos resultados do melhor modelo obtido sinaliza que para algumas folhas com predigoes
nos extremos da distribuicao de erros, mesmo a estimativa a partir de varias amostras
gera erros altos. Em geral, essas folhas tém geometria com grandes curvaturas. Dessa
forma, a abordagem proposta é valida para folhas com aproximadamente a topologia do
plano. Considerando o conjunto de dados proposto, observa-se que o marcador deve estar
o mais alinhado possivel com a dire¢ao de captura da camera, e deve estar o mais coplanar

possivel com a folha a ser medida.

De acordo com resultados qualitativos apresentados na Secao 6.4, atribuem-se os
erros mais elevados as condi¢oes de captura dos objetos. A baixa iluminagao combinada
com uma elevada quantidade de informacao no fundo da cena prejudica a segmentacao
das imagens, principalmente dos cantos do marcador e na parte inferior da folha. Além
disso, o angulo de captura e a pose do marcador sao fatores que podem comprometer a
estimativa. Além de dificultarem o aprendizado da orientacdo do marcador, a inclinacao
da camera provoca distor¢oes na projecao dos objetos da imagem. Porém, ¢ possivel que a
baixa representatividade de certos cenas no conjunto de dados impeca que a rede neural
aprenda suas peculiaridades. Por exemplo, a baixa frequéncia de folhas com dimensoes
superiores a 30 cm? no conjunto impactou negativamente a generalizaciao do modelo. Visto
que, conforme os resultados obtidos, hd uma maior tendéncia em subestimar as areas. O
nao conhecimento da area real dos pizels da folha também limita o aprendizado pela rede
neural. De fato, a auséncia de informacoes adicionais da geometria e perspectiva da folha

impossibilita alcangar um nivel maior de comparagao entre folha e marcador.

O coeficiente de correlacao de Pearson entre as medigoes manuais e as estimativas
de 4rea foliar realizadas pelo modelo, foi acima de 89%. Ao considerar apenas uma
predicao por folha, o coeficiente obtido foi acima de 92%. Tendo em vista que, este é

um indicativo relevante para investigar potenciais aplicagoes que realizam medigoes na
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biologia, a correlacao positiva alcancada pode indicar a viabilidade do emprego do método
em uma ferramenta de suporte para especialistas em fisiologia vegetal, futuramente. Ao
avaliar este valor juntamente com o RER médio obtido, sobretudo considerando-se apenas
uma predicao, acredita-se na possibilidade de uso do modelo para monitoramento de

plantas e culturas no inicio da fase fenologica.



66
7 CONCLUSAO

Nesta dissertacio, buscou-se responder a indagacdo central: “E possivel obter
uma rede neural capaz de comparar dois objetos, um de dimensoes conhecidas, e outro
cuja dimensao sera calculada em relacao ao primeiro, prevendo assim uma estimativa de
area?”. Com esse propoésito, apresenta-se um método nao destrutivo para estimativa de
area foliar, desenvolvido e implementado ao longo deste trabalho. O método proposto é
baseado em uma nova arquitetura de rede neural profunda, treinada em amostras de um
conjunto de imagens construido para esta tarefa. A arquitetura foi construida a partir de
uma rede de segmentacao semantica e tem como objetivo realizar a comparagao entre as
proporgoes da folha saliente e do marcador presente na imagem de entrada. A partir dessa
comparacao obtém-se a area relativa dos pizels de ambos os objetos. Foram realizados
experimentos, analises quantitativas e qualitativas para analisar a viabilidade da proposta.
Os resultados obtidos demonstraram uma evidéncia de que o modelo é capaz de estimar a
area dos objetos. Observou-se que o alinhamento do marcador com a folha, o angulo de
captura e a baixa iluminacao da cena impactam a estimativa da area. Além disso, a falta
de informacoes adicionais da perspectiva da folha limita a comparacao entre os objetos.

Portanto, este trabalho oferece uma resposta positiva a pergunta de pesquisa.

Adicionalmente, apresenta-se uma nova base de dados com imagens de folhas de
feijao-comum acompanhadas por um marcador de realidade virtual e aumentada. Essa base
constitui uma das principais contribui¢oes do trabalho, um conjunto inédito de imagens
com anotacoes de mascaras, informacoes de calibragao e medigoes das folhas, realizadas
por método padrao. Acredita-se que a base proposta possui potencial a ser explorado pela
comunidade de visao computacional no desenvolvimento e validacao de metodologias para
medicao de superficies foliares. Adicionalmente, espera-se que as imagens do conjunto
sejam utilizadas também em outras aplicacbes como o treinamento de modelos para

identificacao de folhas e/ou espécies.

Como trabalhos futuros, a principio pretende-se usar o restante das imagens da
base de dados proposta. Além disso, planeja-se explorar o uso de multiplas imagens como
entradas para a rede. Teoricamente, o uso de uma sequéncia de quadros de uma mesma
folha, pode beneficiar a estimativa da area ao fornecer diferentes poses do marcador para
comparacao. Além disso, pretende-se treinar o modelo para estimar as demais dimensoes
anotadas (e.g., comprimento, largura e perimetro). Outra linha a ser seguida consiste
na utilizacao dos dados anotados de calibracao de camera no treinamento do modelo.
Estes dados podem ser uma alternativa para aprimorar o aprendizado da perspectiva pelo
modelo. Outras fungoes de perda podem ser incorporadas para reforcar a capacidade de
comparagao das informagoes aprendidas. Abordagens que utilizem a reconstrucao 3D da
folha também podem ser interessantes para obtencao de uma reconstrucdo com maior

acuracia. O objetivo, diante disso, é prover uma forma de contornar a falta da informacao
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de perspectiva da folha. Nao obstante, acredita-se que a rede proposta nao estd limitada
apenas a folhas de feijao. Neste caso, o objetivo é expandir a base dados com outras
espécies que apresentem morfologia semelhante. Além disso, considera-se o uso de outras
arquiteturas de redes neurais para segmentacao como métodos baseados em transformer

ou modelos de difusdo.
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