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RESUMO

No complexo processo de extracao de petrdleo e gas, hd muitos indicadores im-
portantes que devem ser acompanhados para manter a eficiéncia e seguranca dos pogos,
do meio-ambiente e principalmente dos profissionais envolvidos na operagao. Um desses
indicadores, é a Pressao de Fundo de Pogo (FBHP). Esse indicador influencia diretamente
o controle de producao e a integridade dos pocos, sendo um parametro crucial para evitar
falhas operacionais e minimizar riscos. Tanto a FBHP baixa (que reduz a produgao)
quanto alta (que acarreta riscos diversos, entre eles o risco de explosao) devem ser foco
constante de atencao. Nesse sentido, modelos computacionais tém sido desenvolvidos para
prever a FBHP, fornecendo formas adicionais ou alternativas as medidas tradicionais desse
indicador. Essa dissertacdo explora a técnica do GMDH (Group Method of Data Handling)
na modelagem preditiva da FBHP. O GMDH se refere a uma familia de algoritmos ainda
pouco explorada, sobretudo na area de petroleo e gas. Essa pesquisa visa preencher essa
lacuna, avaliando a técnica como uma alternativa possivel na modelagem de FBHP. E
feita uma andlise comparativa entre quatro diferentes tipos de algoritmos GMDH, apon-
tando vantagens e limitagoes em termos de precisao, sendo gerados modelos interpretaveis

relativos aos algoritmos em sua melhor configuracao de desempenho.

Palavras-chave: pressao de fundo de pocgo; fbhp; rede neural polinomial; gmdh; modelagem

computacional; modelo interpretavel; inteligéncia artificial; aprendizado de maquina.



ABSTRACT

In the complex oil and gas extraction process, there are many important indicators
that must be monitored to maintain the efficiency and safety of the wells, the environment
and especially the professionals involved in the operation. One of these indicators is
Flowing Bottom Hole Pressure (FBHP). This indicator directly influences production
control and well integrity, being a crucial parameter to avoid operational failures and
minimize risks. Both low FBHP (which reduces production) and high FBHP (which entails
various risks, including the risk of explosion) must be a constant focus of attention. In this
sense, computational models have been developed to predict FBHP, providing additional
or alternative forms to traditional measurements of this indicator. This dissertation
explores the GMDH (Group Method of Data Handling) technique in FBHP predictive
modeling. GMDH refers to a family of algorithms that is still little explored, especially
in the oil and gas area. This research aims to fill this gap, evaluating the technique
as a possible alternative in FBHP modeling. A comparative analysis is made between
four different types of GMDH algorithms, pointing out advantages and limitations in
terms of precision, generating interpretable models relating to the algorithms in their best

performance configuration.

Keywords: flowing bottom hole pressure; fbhp; polynomial neural network; gmdh;

computational modeling; interpretable model; artificial intelligence; machine learning.
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1 INTRODUCAO

O petroleo é uma das commodities mais importantes e valiosas do mundo, desem-
penhando um papel crucial na economia global. Ele ndo s6 é a principal fonte de energia
para o transporte, aquecimento e geracao de eletricidade, mas também é um componente
essencial na fabricagdo de produtos como plésticos, produtos quimicos e farmacéuticos (9).
O setor de petrdleo e gas contribui significativamente para o Produto Interno Bruto (PIB)

de muitos paises e é uma fonte vital de receitas fiscais e criacdo de empregos.

Atualmente, o petréleo representa cerca de 31% do consumo total de energia
mundial, fazendo dele a maior fonte de energia, seguida pelo carvao e pelo gas natural
(10). Apesar dos esforgos globais para transigdo para energias renovaveis, a demanda por
petroleo continua alta devido ao crescimento econémico e ao aumento da urbanizacao,
especialmente em paises em desenvolvimento. Essa dificuldade de transicdo para energias
renovaveis é uma preocupacao mundial a ponto de em 2011, a Agéncia Internacional de
Energia (IEA) sugerir que os paises deveriam interromper a construgdo de novos campos
de exploragao de petréleo e gas para manter as temperaturas globais dentro de limites
seguros e alcangar as metas de emissoes liquidas zero até 2050 (13). A motivagdo para
essa sugestao foi a necessidade urgente de reduzir as emissoes de gases de efeito estufa e

combater a crise climatica (11) (12).

A Petrobras, empresa estatal brasileira responsavel por toda atividade de explo-
ragao, avaliacao, desenvolvimento e produc¢ao de 6leo gas no Brasil, prevé em seu Plano
Estratégico 2024-2028 a perfuracao de 50 novos pogos em areas onde possui direito de
exploragao (34). Essas atividades relativas a cadeia produtiva de éleo e gas (O&G) sao
extremamente complexas e um desafio constante para diversas areas do conhecimento
tais como Geologia, Fisica e Engenharias, onde sao extensamente aplicadas ferramentas
matematicas e computacionais (47) (48) (49). O chamado pogo de produgio ou desenvolvi-
mento, que € o tipo em que se drena o petroleo de um campo, é submetido constantemente
a varias medidas de monitoracao de sua satude (1). Algumas dessa métricas sdo vazao,
temperatura, monitoramento de composicao de fluidos, monitoramento de intergridade do
poco, e a pressao no fundo do pogo em escoamento. Essa tltima é a pressdo conhecida

como FBHP (Flowing Bottom Hole Pressure), que é o objeto de modelagem desse trabalho.

A medicao da FBHP é um aspecto critico na gestao da producgdo de petroleo
e gas. Tradicionalmente, a FBHP é medida usando manoémetros de fundo de poco ou
calculada através de modelos empiricos e simuladores de reservatério. Varios tipos de
bombas de pressao tém sido usadas para medir a pressao no fundo dos pocos. Uma delas
¢ um pedaco de tubo de aco com uma valvula de reten¢do no fundo e uma conexao para
um manoémetro no topo (36). No entanto, essas técnicas apresentam diversos desafios

e limitagoes. A instalacdo e manutencao de mandémetros de fundo de pogo podem ser
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perigosas, expondo os trabalhadores a condigoes adversas e ambientes de alta pressao
(50). O custo de instalagdo e manutengao dos equipamentos de medigdo é elevado, além
dos custos associados a interrupc¢ao da producao durante a instalagdo e manutencao. A
precisao das medig¢oes pode ser comprometida por diversos fatores, como incrustagoes nos

equipamentos, mudangas nas condigoes do reservatério e falhas nos sensores (51).

1.1 MOTIVACAO

Falhas na leitura precisa da FBHP podem resultar em desastres significativos,
tanto em termos de seguranca quanto de impacto ambiental. Alguns exemplos incluem
blowouts, que é a incapacidade de monitorar e controlar a pressao do poco, que pode levar
a erupgoes descontroladas de petréleo ou gas, causando explosoes e incéndios. Falhas
na gestao da pressao do pogo podem resultar em vazamentos e derramamentos de 6leo,
causando danos ambientais severos e custos elevados de limpeza e recuperacao (11). A
Figura 1.1 demonstra a magnitude do dano que o excesso de pressao pode causar em uma
coluna de extragdo. A imagem se refere a um revestimento de 16” colapsado no pogo
Pompano A-31 no Golfo do México (53).

Figura 1.1 — Revestimento de 16”colapsado
Fonte: Adaptada de (54)

Um exemplo contundente dessa falha na leitura foi o acidente ocorrido em 20
de abril de 2010, em um poco em desenvolvimento em aguas profundas no campo de
Marlin, no Golfo do México (14). A explosao da plataforma Deepwater Horizon foi um
dos piores desastres ambientais da historia. Estima-se que aproximadamente 4,9 milhoes
de barris de petréleo foram derramados no Golfo do México durante os 87 dias em que
o poco esteve descontrolado. Milhares de aves, peixes, tartarugas marinhas e mamiferos
marinhos morreram devido a exposi¢do ao petroleo. Manguezais, pantanos, e recifes de
corais sofreram danos severos, prejudicando os ecossistemas que dependem desses habitats.

O petréleo contaminou a cadeia alimentar marinha, afetando tanto a vida marinha quanto
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os seres humanos que dependem dos frutos do mar para alimentacao. A recuperacao
total dos ecossistemas afetados pode levar décadas. Estudos indicam que os impactos do
derramamento de 6leo e dos dispersantes ainda sao visiveis muitos anos apos o desastre
(15), (16), (17).

Essa situacao coloca o tema da dissertacao em alinhamento com varios dos 17
Objetivos de Desenvolvimento Sustentavel (ODS) estabelecidos pela Organizagao das
Nagoes Unidas (ONU). Dois desses objetivos sdo bastante aderentes ao trabalho que
sao o ODS 9 (Industria, Inovacdo e Infraestrutura) e ODS 12 (Consumo e Produgao
Responsaveis) (18). O ODS 9 tendo como meta "Construir infraestruturas resilientes,
promover a industrializacao inclusiva e sustentavel e fomentar a inovagao'se alinha ao
trabalho na medida em que a utilizacao de técnicas ML representa alguma inovacao no
setor de petroleo e gas. Melhorar a previsao de FBHP pode levar a operagoes mais seguras
e eficientes, promovendo uma industria mais resiliente. J4 a meta do ODS 12 ("Assegurar
padroes de producao e de consumo sustentaveis') também demonstra um alinhamento com
este estudo no momento em que a producao de petréleo e gas através de previsoes precisas
propicia uma redugao da pegada ambiental das operagoes e garante que os recursos sejam
usados de forma mais eficiente e sustentavel. Além desses dois ODS, varios outros como
ODS 7: Energia Limpa e Acessivel, ODS 13: Acao Contra a Mudanca Global do Clima,
ODS 14: Vida na Agua e ODS 15: Vida Terrestre podem também de alguma forma ter
algum alinhamento com esta dissertacao. Esses alinhamentos demonstram a relevancia
e a contribui¢do potencial da pesquisa em um contexto mais amplo de desenvolvimento

sustentavel.

A crescente demanda por métodos eficazes e precisos na previsao de parametros
criticos de producao petrolifera, como a FBHP, que influencia diretamente a eficiéncia e a
seguranca das operagoes de extracao de petréleo e gas é uma das motivacoes do trabalho.
A previsao precisa da FBHP é crucial para otimizar a producao, reduzir custos operacionais
e minimizar riscos ambientais, o que sera detalhado na Secao 1.1. Com o desenvolvimento
das tecnologias de Inteligéncia Artificial, mais especificamente nas areas de Aprendizado
de Maquina e Redes Neurais, surgem oportunidades significativas para aplicar técnicas

que possam superar as limitacoes dos métodos tradicionais de modelagem.

Modelos como RNA (Rede Neural Artificial), Deep Learning, Logica Fuzzy, Arvore
de Decisao, Random Forest ou modelos hibridos tem sido usados para modelar o dominio
O&G. A Figura 1.2 mostra um aumento nesta area de pesquisa nos tltimos anos (42).
Esse estudo coletou artigos indexados no Web of Science, Science Direct, Scopus e IEE,
especificamente sobre uso de modelagem preditiva utilizando Machine Learning para
modelos na area de O&G. Somente um artigo foi encontrado ulilizando a técnica de
GMDH. Trata-se de (27) GAO, em um trabalho de predi¢ao de pressdo em poros. Nota-se
que ha espaco para mais estudos para avaliar novos modelos e conjuntos de dados com

relacdo a adequacao, assertividade e diversidade técnica.
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Total de publicacoes de teor preditivo no setor de O&G por ano
40

35

32

30

25

20
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Publicagdes

2021 m2022 ®2023

Figura 1.2 — Publicagoes de teor preditivo no setor de O&G
Fonte: Elaborada pelo autor (2024)

Embora os métodos de Inteligéncia Artificial oferecam um grande potencial para
a modelagem de sistemas complexos, existem varias limitagoes a serem consideradas.
Primeiramente, a qualidade e a quantidade de dados disponiveis que podem impactar
significativamente a precisao dos modelos preditivos. Dados incompletos ou ruidosos
podem levar a resultados menos confidveis. Além disso, a complexidade dos modelos
pode aumentar substancialmente com a adi¢cao de mais variaveis, exigindo maior poder

computacional e tempo de processamento (42).

Comumente, os primeiros métodos empregados no calculo da FBHP eram baseados
em correlagoes empiricas como em Ros (37), Hagerdon (38) e Orkiszeski (39). Em pogos
de producao de petrdleo ou gas, o fluxo multifasico geralmente consiste em 6leo, gas e
agua. Devido a complexidade do fluxo multifasico, varias abordagens foram adotadas para
explicar e avaliar o comportamento do fluxo. O foco se voltou para técnicas de modelagem
mecanicista baseadas em principios hidrodindmicos (40) (41). Nos tltimos dois anos, os
modelos de algoritmos de ML (Machine Learning) tém sido amplamente usados em anélises
preditivas de O&G para abordar as limitacoes dos modelos matematicos classicos. A
Figura 1.3 mostra um grafico representando a distribuicao do modelo de analise preditiva

(42), énfase em abordagens de classificagao relativas a reservatérios e pogos.

Em suma, esta dissertacao busca contribuir para a melhoria das técnicas de previsao

de FBHP, reconhecendo as limitagoes inerentes e propondo solugdes para superar esses
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Predicoes

REGRESSAD CLASSIFICAGAOD AGRUPAMENTO

® Regressdo ™ Classificacdo  ® Agrupamento

Figura 1.3 — Distribui¢do das predi¢oes na area de O&G
Fonte: Elaborada pelo autor (2024)

desafios. Através da aplicacdo de métodos indutivos e da analise dos resultados obtidos,
espera-se oferecer insights valiosos para pesquisadores da industria de petrdleo e gas.
Utilizou-se, no trabalho, uma técnica de Redes Neurais Polinomiais (RNP) conhecida
com GMDH (Group Method of Data Handling). Apesar de ja utilizada na area de O&G,
como demonstrado na Se¢ao 1.5, a técnica foi pouco utilizada para previsao de FBHP.
O trabalho pretende, nesse sentido, colocar o GMDH como mais uma alternativa a ser

explorada para a previsao desse indicador.

1.2 A PRESSAO DE FUNDO DE POCO (FBHP)

O petrdleo, principal alvo da producao, pode existir em diversas viscosidades e
composigoes dependendo das caracteristicas especificas do reservatério. A dgua também
estd presente em muitos pogos de petréleo, seja na forma de dgua de formacao (uma fase)
ou de agua injetada para métodos de recuperagao secundaria. No contexto dos pocos
de petroleo, o termo “fases” refere-se aos diferentes estados em que os hidrocarbonetos
e outras substancias podem existir nas condig¢oes encontradas no reservatorio e no pogo.
Essas fases podem incluir hidrocarbonetos liquidos (petréleo), hidrocarbonetos gasosos
(gés natural) e dgua. Compreender os tipos de fases presentes em um pogo é essencial

para os fendmenos fisicos inerentes ao sistema como temperatura e pressao (46) (35) (36).
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Além destas fases primdrias (6leo, gas e agua), os pogos de petrdleo também
podem conter outras substancias, como o sulfureto de hidrogénio (H2S) e o didxido de
carbono (CO3), que devem ser cuidadosamente geridas devido ao seu potencial impacto

na seguranca e na produgao (43).

Quando a pressao natural do reservatorio nao é suficiente para elevar os fluidos até
a superficie, é necessario o uso de sistemas de elevacao artificial, como bombas submersas
elétricas (ESP), bombas de cavidade progressiva (PCP) ou gas-lift. As bombas, ao
alterarem o gradiente de pressao ao longo do pog¢o, podem mudar o comportamento do

fluxo multifésico e, por consequéncia, a distribuigdo das fases ao longo do pogo (44).

O fluxo vertical refere-se ao movimento do fluido dentro do pocgo, que é influenciado
por uma variedade de mecanismos e variaveis. Esses mecanismos incluem fluxo natural,
elevacao artificial ja citada e a interagao entre o fluido e o reservatério circundante. As
variaveis que impactam o fluxo vertical incluem a viscosidade do fluido, os diferenciais de
pressao dentro do poco e a presenca de quaisquer obstrucoes ou irregularidades no pogo
(37).

No caso do fluxo natural, o movimento de fluidos dentro do poco é impulsionado
principalmente pelos diferenciais de pressao entre o reservatério e a cabeca do pogo.
Isto pode ser influenciado por fatores como a permeabilidade da rocha reservatorio, a
viscosidade do fluido e a geometria geral do poco. Na tubulacdo, por exemplo, a dindmica
do fluxo é influenciada por fatores como taxa de fluxo, propriedades do fluido e geometria
do poco. No revestimento e no anel, a dindmica do fluxo é afetada por fatores como

viscosidade do fluido, diferenciais de pressao e presenca de fases gasosas ou liquidas (45).

Um fenomeno critico é a pressao do ponto de bolha. Refere-se a pressao na qual a
primeira bolha de gas é formada no fluido do reservatério a medida que sofre separagao de
fases. Este fenomeno é de grande importancia na producao de petréleo e gas, pois afeta
diretamente o comportamento do reservatério e o desempenho do pogo. Compreender
a pressao do ponto de bolha ¢é crucial para determinar a estratégia de produgao ideal,
estimar as reservas recuperaveis e garantir a produtividade do pogo a longo prazo. A
pressao do ponto de bolha de um fluido de reservatorio é influenciada por varios fatores,
incluindo a composicao do fluido, temperatura e condi¢des de pressao. Em termos praticos,
a determinacao da pressao do ponto de bolha envolve testes e analises laboratoriais,

utilizando equipamentos e procedimentos especializados (51).

A interacao de diversos parametros e variaveis como temperatura, pressao e compo-
sicao influencia significativamente o comportamento nao linear dos fluidos em reservatorios
de petrdleo. Para compreender o comportamento nao linear dos fluidos, é essencial con-
siderar a influéncia de parametros e variaveis no desempenho geral do reservatério. A
nao linearidade de deve a complexa interacao de fatores como comportamento de fases,

composicao de fluidos e heterogeneidade e permeabilidade do reservatério (52).
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A permeabilidade do reservatério, que é a capacidade da rocha de permitir o fluxo
de fluidos através de seus poros, é um fator determinante na FBHP. Reservatorios com
alta permeabilidade permitem que o fluido flua mais livremente, o que pode resultar
em uma menor FBHP, enquanto reservatorios com baixa permeabilidade podem causar
um aumento na pressao devido a resisténcia ao fluxo. A diagénese, que é o processo
de alteragao das rochas apds sua deposicao, pode modificar significativamente a perme-
abilidade do reservatério. Processos diagenéticos, como a compactacao, cimentagao ou
dissolug¢ao de minerais, podem reduzir a conectividade dos poros, resultando em uma
menor permeabilidade e, consequentemente, em uma maior FBHP (52). A medida que
o sedimento é enterrado, a compactagao e a cimentagao reduzem o espago dos poros,
levando & diminuic¢ao da porosidade e ao aumento da pressao de formacgao. A relacao entre
diagénese e pressao de formacgao é crucial para entender o comportamento dos reservatorios
de hidrocarbonetos. Na avaliacdo da pressao de formacao, varios dados petrofisicos de
registro de poco, como densidade, néutrons, sonicos, raios gama e registros de resistividade,
sao usados para avaliar e prever indiretamente a pressao dos poros. Essa abordagem
envolve comparar as propriedades da formacao subterranea com as propriedades de pressao
normal para identificar formagodes sobrepressurizadas, que exibem caracteristicas distintas,
como porosidades mais altas, densidades de massa mais baixas e velocidades mais baixas
(55).

Além disso, as caracteristicas diagenéticas e a evolucao das bacias sedimentares
desempenham um papel vital no controle da qualidade do reservatorio. Os processos
diagenéticos em bacias sedimentares sao influenciados por fatores como transferéncia de
massa e sistemas geoquimicos. Entender o tempo e os processos de diagénese é essencial
para avaliar a qualidade do reservatério e prever a porosidade em reservatorios (56). O
impacto da diagénese na reducao da porosidade ressalta ainda mais a importancia de

estudar a relagdo entre diagénese e pressao de formagao em reservatorios de hidrocarbonetos.

O comportamento da FBHP em sistemas de escoamento multifasico é inerentemente
nao linear, devido a essa complexa interacao entre as fases de fluido, a permeabilidade do

reservatorio e as condi¢des operacionais, como a elevagao artificial.

1.3 ORIGENS DO GMDH

A teoria do Group Method of Data Handling (GMDH), tem como base a teoria
neuronal do perceptron e é baseada no principio de auto-organizacao. Foi formalizada
por Ivakhnenko (4), portanto ainda antes dos trabalho se Geoffrey Hinton sobre MLP
(Multi-Layer Perceptron) e back-propagation (5). Posteriormente, em 1994, em seu livro
Inductive Learning Algorithms for Complex Systems Modeling (3), Ivaknenko j& apresenta
algorimos multi-camadas, multi-camadas com aspectos combinatorios e diversos outros

algoritmos que viriam a ser a base conceitual das varias implementacoes da familia de
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algoritmos baseados em GMDH. Por conta de sua forte natureza algébrica, os algoritmos

GMDH sao também conhecidos por Redes Neurais Polinomiais. Na Secao 2.1 sao expostos

detalhes do GMDH.

1.4 MODELOS INTERPRETAVEIS

Um modelo interpretével é um modelo de ML (Machine Learning) que pode ser
entendido por humanos em termos de suas previsoes e decisoes. Isso significa que o modelo
permite que os usuarios compreendam e sigam o raciocinio por tras de suas previsoes.
Modelos como regressoes lineares e arvores de decisao sao considerados interpretaveis
porque suas estruturas e processos de tomada de decisao sao transparentes e compreensiveis.
Em contraste, modelos mais complexos, como redes neurais profundas e o préprio GMDH,
sao frequentemente vistos como "caixas-pretas'devido a sua complexidade, dificultando a

interpretagao direta de suas operagoes internas (19).

Tais modelos, também denominados IA Explicavel (Ezplainable Al ou XAI) sdo
em geral produzidos por Programacao Simbodlica, uma subarea da Computagao Simbdlica,
envolvendo o uso de métodos para encontrar expressoes matematicas que melhor se
ajustam a um conjunto de dados. A técnica mais comum é a regressao simbolica, que
busca identificar a relacdo matematica subjacente entre variaveis de entrada e saida. Pode
ou nao, utilizar algoritmos evolutivos, como a programacao genética, para gerar modelos

matematicos interpretaveis. (20).

1.5 REVISAO BIBLIOGRAFICA

A utilizacao da técnica de GMDH tem sido exitosa na predicao de varios indicadores

na area petrolifera. Algumas dessas aplicagoes podem ser conferidas na Tabela 1.1.

Dentre as aplicagoes mais recentes, Mulashani (26), Gao (27) e Guo (28), tratam
da permeabilidade, pressao do poro e produgao respectivamente. Mulashani (26) aborda o
desafio de prever a permeabilidade de reservatérios de petroleo, uma variavel crucial para
a caracterizacao de reservatorios e estimativa do fluxo e volume de hidrocarbonetos. A
permeabilidade é geralmente avaliada a partir de amostras de rochas de laboratoério ou
informagoes de testes de pocos, mas também pode ser estimada indiretamente usando dados
de registros de pocos assim como a FBHP no presente trabalho. No trabalho de Mulashani
foi feita uma comparacao entre o GMDH-LM e o BPNN (Backpropagation Neural Network).
O GMDH-LM, uma aplicagao de GMDH desenvolvido com base no algoritmo de otimizagao
de Levenberg-Marquardt, utilizado por Mulashani, mostrou melhor desempenho em termos
de precisao e eficiéncia de tempo comparado ao BPNN. Foram obtivos um RMSE de 0,679
e MAE de 0,056. Gao (27) estudou a pressao de poro (PP), em formagdes subterraneas,
um parametro crucial na industria de petroleo e gas. A PP é fundamental em varias etapas

da exploracao e producao de petroleo, incluindo perfuracao, planejamento de reservatorios,
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Tabela 1.1 — Aplicagoes de GMDH na area de petroleo e gas.

Referéncia(s)

Aplicacao

Notas

Alvin (26)

Predicao da permeabilidade
do reservatoério

A rede neural GMDH foi usada para
prever com sucesso a permeabilidade
dos registros do poco

Mesbah (29)

Predicao da temperatura de
formacgao de hidrato

O GMDH hibrido foi usado na previsao
da temperatura de formagao de hidrato
de uma ampla gama de misturas de gas
natural, incluindo gas doce e acido.

Guo (28) Previsao da producao de GMDH modificado usado para prever
campos petroliferos em séries temporais de producao de
séries temporais campos petroliferos usando parametros
de reservatorio
Mahdavi- Previsao do fluxo de ar Um novo GMDH integrado foi

Meymand (30)

desenvolvido e aplicado para estimar a
demanda de ar no vertedouro
utilizando parametros de vazao.

Amar (31)

Modelagem e previsao da
capacidade de adsorcao de
metano em gas de xisto

O GMDH foi utilizado para fornecer
expressoes matematicas explicitas
precisas e confidveis para prever a
adsorcao de metano.

Mahdaviara (32)

Previsao de permeabilidade
de formacao

O GMDH foi utilizado para estimar a
permeabilidade de formacao do
reservatério heterogéneo de 6leo
carbonatado a partir de propriedades
petrofisicas.

Youcefi (33)

Previsao de pressao do tubo
vertical (SPP)

O GMDH estendido foi usado para
prever a pressao do tubo vertical (SPP)
em tempo real como uma funcao do
fluxo de lama a partir dos parametros
de perfuracao.

Fonte: Elaborada pelo autor (2024).

e prevengao de acidentes como explosoes (blowouts). Essa pressao se refere a pressao

exercida pelos fluidos dentro dos poros de uma rocha reservatorio. A medicao direta da

PP, realizada com ferramentas como o Modular Formation Dynamics Tester (MDT) ou o

Repeat Formation Tester (RFT), é cara e demorada, limitando a determinagao precisa

da PP em diferentes profundidades. O estudo utilizou dados petrofisicos de trés pogos

em um campo petrolifero no Oriente Médio. O GMDH foi treinado com dados de dois

pogos e validado/testado com dados do terceiro pogo. O modelo apresentou alta precisao,
com um erro médio (RMSE) de 1,83 Psi e um coeficiente de determinacio (R?) de 0,9994.

O artigo apresenta um modelo hibrido de previsao de producao de campos de petroleo,

combinando o GMDH modificado com BPNN. O objetivo do estudo é melhorar a precisao

na previsao da producao de petroleo ao explorar as vantagens de ambos os métodos: o
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GMDH modificado para a sele¢ao eficaz de variaveis e a BPNN para o mapeamento nao
linear. E Guo, (28) apresenta um interessante exemplo de um modelo testado usando
dados de séries temporais da produgao de um campo de petréleo, e seu desempenho
foi comparado com outros modelos, incluindo regressao linear multipla (MLR), GMDH
tradicional, GMDH modificado, BPNN, e uma combinac¢ao de GMDH tradicional com
BPNN (GMDH-BP). Os resultados indicaram que o modelo hibrido GMDH-BP modificado
apresentou maior precisao na previsao da producgao de petréleo em comparagao com os
outros modelos testados, R = 0,9986, RMSE = 13,7979 e MAPE = 2,9889.

J& para a previsao especificamente de FBHP, em 2005, Osman (25) conseguiu com
modelos de ANN (Artificial Neural Networks) um Coeficiente de Determinagdo (R?) de
0,97, um RMSE (Erro Quadratico Médio Relativo) de 2,80, com um Desvio Padrao de
66,24. O modelo desenvolvido usa redes feedforward com multiplas camadas, sendo a
camada de entrada composta por nove neuronios que representam variaveis como taxa de
produgao de 6leo, agua e gas, didmetro e comprimento do tubo, pressao na cabeca do poco,
gravidade do 6leo (API), temperatura de superficie e de fundo de pogo. Apés otimizagoes,
a arquitetura final do modelo inclui trés camadas ocultas e uma camada de saida que prevé
a pressao de fundo de pogo. Ahmad Al-Shammari (1) (2011), em sua tese utilizou um
modelo ANFIS (Adaptive Neuro Fuzzy Inference System) atingindo um R? de 0,93, MAE
(Erro Médio Absoluto) de 4,93%, RMSE de 6,03% e Desvio Padrao dos Erros de 5,87%.
foi treinado usando 596 conjuntos de dados de testes de pogos também do Oriente Médio
e posteriormente testado com 199 conjuntos de dados. Tariq (22) (2020), desenvolveu um
modelo baseado em PSO-ANN (Particle swarm optimization — Artificial Neural Network)
atingindo um R? de 0,98. O estudo utiliza dados de producao na superficie para treinar
o modelo. Testes de andlise de tendéncia mostram que o modelo captura com precisao
a fisica subjacente ao problema. A metodologia inclui a aquisicao e pré-processamento
de dados, a aplicacdo do modelo ANN e a otimizagdo dos parametros do modelo com
PSO. Em uma publicagdo no ano de 2023, Goliatt et al. (23) (2023) desenvolveu um
modelo hibrido integrando um algoritmo de selecao de caracteristica com experimentos
em quatro algoritmos de ML (Machine Learning). O melhor resultado, com o algoritmo
MARS (Multivariate Adaptive Regression Splines) alcangou um R* de 0,88, Coeficiente
de Correlagao (R) = 0,94, RMSE = 97,88, MAE (Mean Absolute Error) de 74,69 e Erro
Percentual Médio Absoluto (MAPE) = 3,12%.

Notas-se que estudos com boa assertividade de previsao FBHP tem sido conduzidos
nos ultimos tempos. Tais estudos tém utilizado diversas técnicas de Inteligéncia Artificial.
Mas a utilizagdo da técnica de GMDH, especificamente para previsao de FBHP sao raros.
Estudo com técnica de GMDH e com a gera¢ao de modelos simbdlicos é uma inovagao do

presente trabalho.

Um trabalho inovador na utilizacao de programacao simbélica na previsao de FBHP,

foi conduzido por Campos (8) em que foi utilizada a Programacao Genética Simbdlica



22

(SGP) para desenvolver modelos preditivos de FBHP. O estudo alcancou um R? de 0,756,
mostrando que a programacao simbélica pode ser uma abordagem eficaz para previsoes de

FBHP, embora com uma precisao ligeiramente inferior em comparacao com as técnicas
baseadas em redes neurais, mas com bons indices de RMSE de 0,1963 e MAPE de 6,334.

Em um dos raros trabalhos utilizando GMDH, para previsao de FBHP, Ayoub
(2014) (24) atingiu um indice notéavel de R? de 0,92 ¢ um RMSE de 5,86 com um Desvio
Padrao de 3,8. Nesse trabalho, Ayoub afirma que a abordagem GMDH foi utilizada para

desenvolver, pela primeira vez, um modelo para estimar com sucesso a pressao em pogos

verticais.
Tabela 1.2 — Resumo do levantamento dos trabalhos relacionados.

Autor Ano Técnica Utilizada Resultados

Osman (25) 2005 ANN R? = 0,97 RMSE 2,80 Desvio
Padrao de 66,24

Shammari (1) 2011 ANFIS R? de 0,93 MAE 4,93% RMSE
de 6,03% e Desvio Padrao dos
Erros de 5,87%

Ayoub (24) 2014 GMDH R? de 0,92 RMSE de 5,86 com
um Desvio Padrao de 3,8

Tariq (22) 2020 PSO-ANN R? de 0,98

Goliatt (23) 2023 MARS R? de 0,88 R = 0,94 RMSE =
97,88 MAE de 74,69 MAPE =
3,12%

Campos (8) 2024 SGP R? de 0,756 RMSE de 0,1963

e MAPE de 6,334

1.6 OBJETIVO

Esta dissertagdo tem como objetivo principal desenvolver e avaliar modelos prediti-
vos para a Pressao de Fundo do Poco (FBHP - Flowing Bottom Hole Pressure) utilizando
Redes Neurais Polinomiais, mais especificamente a GMDH (Group Method of Data Han-
dling). A pesquisa busca contribuir com mais um método preditivo de bom nivel de
assertividade que gere também uma representagao simbodlica interpretavel do modelo.
Essas duas caracteristicas (boa assertividade e geragdo de modelo interpretavel) pretendem
ser o ponto focal do trabalho. Propoe-se também disponibilizar um estudo sintetizado
sobre quatro tipos de algoritmos GMDH como nao encontrado em nenhuma bibliografia

estudada para essa dissertacao.

1.6.1 Objetivos especificos

¢ Desenvolver Modelos Preditivos Baseados em GMDH: utilizar a técnica de GMDH

criar modelos preditivos que possam capturar as relacoes complexas entre as variaveis
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envolvidas na determinacao da FBHP.

o Implementar e Treinar Redes Neurais Polinomiais: implementar redes neurais poli-
nomiais como parte da técnica GMDH, ajustando e treinando esses modelos com

conjuntos de dados reais provenientes de operagoes de petroleo e gas.

o Validar e Avaliar os Modelos: realizar validagoes cruzadas rigorosas e testes empi-
ricos para avaliar a precisao, robustez e generalizacdo dos modelos desenvolvidos,

comparando-os com modelos preditivos tradicionais.

o Analisar o Impacto de Varidveis Criticas: investigar como diferentes variaveis, como
profundidade do pogo, densidade do éleo (API), e condigoes operacionais, influenciam

a FBHP e a precisao das previsoes.

o Publicar os Resultados: disseminar os achados da pesquisa por meio de publicacoes
em revistas cientificas, contribuindo para o avanco do conhecimento na area de

modelagem preditiva e inteligéncia artificial aplicada a industria de petroleo e gas.

1.7 VISAO GERAL DA DISSERTACAO

No Capitulo 1, estabelece-se as diretrizes do trabalho bem como expondo para o
leitor requisitos e ferramentais basicos para acompanhar o restante do texto. No Capitulo 2,
é feita uma dissertagao sobre o método GMDH, situando entre as RNP e discorrendo sobre
os quatro algoritmos que serao alvo de implementagao no capitulo seguinte. A Metodologia
do trabalho é apresentada no Capitulo 3, onde se encontra detalhado o experimento objeto
da dissertacao. O Capitulo 4 apresenta os resultados do trabalho ressaltando os objetivos
atingidos com a anélise dos erros e medidas de desempenho. O trabalho se encerra no

Capitulo 5 com a conclusao e sugestao de trabalhos futuros.



24

2 REDES NEURAIS POLINOMIAIS

Uma Rede Neural Polinomial (RNP) é um tipo de Rede Neural Artificial (RNA)
onde a funcao de ativacao é sempre uma funcao polinomial em vez das funcoes de ativacgao
nao lineares tradicionais. Ela utiliza polindmios de multiplas variaveis para modelar as
relagbes entre as entradas e as saidas (3). Seu treinamento é feito através da selegao de
termos polinomiais que melhor explicam os dados, o que pode incluir uma busca heuristica
para determinar a estrutura da rede. Sua estrutura é construida de forma incremental,
selecionando os melhores neurdnios (as fungoes polinomiais) com base em critérios de
desempenho, como minimizagao do erro. Pode resultar em modelos mais interpretaveis,
que é o caso deste trabalho, pois a saida de cada neurénio é uma expressao polinomial
explicita. As RNP possuem aplicacoes semelhantes as das RNAs convencionais, mas
especialmente uteis em problemas onde a modelagem explicita de relacdes polinomiais é

vantajosa.

As principais diferencas entre uma RNP e uma RNA estao nas fungoes de ativacao,
no processo de aprendizado, na estrutura, na complexidade e nas aplicagoes, conforme

exposto na Tabela 2.1.

Tabela 2.1 — Comparagao Resumida entre RNA e RNP

Caracteristica RNA Convencional Rede Neural Polinomial
(RNP)
Funcses de Ativacio Nao lineares (sigmoide, tanh, | Polinémios de multiplas va-
E ¢ ReLu, ELU, softmax) ridveis

Processo de Aprendizado Algoritmos de~ otimizagao Sele;c;ao beprlstlca de termos
(retropropagacao) polinomiais
Flexivel, multiplas camadas | Incremental, baseado em de-

Estrutura o
e neur6nios sempenho

) Pode ser elevada com muitas . [

Complexidade Pode ser mais interpretavel
camadas

Anlicacses Classificacao, regressao, vi- | Modelagem de relagoes ex-

pheag sao, NLP plicitas, previsao

Fonte: Elaborada pelo autor (2024).

2.1 VISAO GERAL DO METODO

O método GMDH ¢ técnica de aprendizado indutivo e baseado no principio da auto-
organizagao para a modelagem de sistemas complexos (3). Fundamentado na construgao
de redes neurais polinomiais, sao utilizados algoritmos auto-organizaveis para selecionar,
dentre um conjunto de candidatas, as fun¢des polinomiais que melhor representam a relacao

entre variaveis de entrada e saida. Esse processo é iterativo e orientado por critérios de
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desempenho, garantindo que a complexidade do modelo se ajuste de maneira otimizada
ao problema especifico (7). Matematicamente, o GMDH opera através da construcao de
polindmios de Volterra e Kolmogorov-Gabor (VKG), que sao utilizados como funges base
nas camadas da rede neural. Esse polinomio é uma série que expande a saida do sistema

em termos das fungoes de entrada e é descrito por
n

Yy = Qo + Z a; r; + Z Z Qi X325 + Z Z Z Qi XiT Tk + - (21)
i=1 i

n
i=1j=1 i=1 j=1 k=1
Onde:
e y ¢é a variavel de saida,
o X(x1,x9,23,...,7,) é um vetor de varidveis de entrada,
* ag representa o componente de viés (bias),
o A(a;, aij, ajjg, ..., ) € o vetor dos coeficientes ou pesos em cada neurdnio e

n é o numero de termos de entrada.

Os componentes do vetor de entrada X podem ser variaveis independentes, fungoes
ou termos de diferencas finitas. Outras func¢oes de referéncia nao lineares, como diferenca
probabilistica, harmonica, logistica também podem ser usadas. O método permite encontrar
simultaneamente a estrutura do modelo e a dependéncia da saida do sistema modelado com
os valores das entradas mais significativas do sistema. Esses polindomios sao combinados
e testados em cada iteracao do processo de modelagem, com a selecdo dos melhores

candidatos baseada em técnicas de validacao cruzada.

A cada etapa, novos polindémios sao gerados como combinac¢des nao-lineares das
variaveis selecionadas anteriormente, permitindo a construcao de modelos hierarquicos
que capturam de forma precisa a dindmica do sistema modelado. E um algoritmo que se
mostra bastante eficiente e escalavel. Ele emprega um procedimento de busca heuristica
para explorar o espaco de solugoes possiveis, e utiliza algoritmos de otimizacao para ajustar

os parametros dos polinomios.

A estrutura do modelo é determinada automaticamente, o que reduz a necessidade
de intervencao manual e facilita a aplicacao do método a diferentes tipos de dados e
problemas. Além disso, o GMDH pode ser combinado com outras técnicas de machine
learning, como algoritmos genéticos e redes neurais profundas, para aprimorar ainda
mais sua capacidade de modelagem. Essa flexibilidade e eficiéncia computacional tornam
o GMDH uma ferramenta valiosa para aplicacbes em areas como previsao econdémica,

controle de processos, e analise de séries temporais. A figura 2.1 ilustra de forma macro a
dindmica de uma rede GMDH.
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Camada oculta
Camada de entrada \ Camada de saida

X, —— — |

x3 —_— j.

. = neurdnio selecionado

O = neurdnio ndo selecionado

. = funcao de saida

Figura 2.1 — Rede Neural Polinomial GMDH
Fonte: Elaborada pelo autor (2024).

De forma geral, GMDH se refere a uma familia de algoritmos que implementam
redes neurais polinomiais. Esse trabalho se concentra na exploracao de dois dos principais
algoritmos dessa familia: o modelo COMBI(Combinatorial Algorithm) e o modelo MIA
(Multilayer Iterative Algorithm) e suas principais variagoes: o RIA(Recursive Iterative
Algorithm) e o MULTI( Multilayer Combinatorial Algorithm) que serdo vistos nas segoes

seguintes.

2.2 O MODELO COMBI

O algoritmo COMBI ¢ o algoritmo GMDH bésico e ¢ iniciado com um conjunto de
dados X e uma variavel de saida y. Os dados sao divididos em treinamento e teste. Com
esses dados sao gerados os primeiros polindmios VKG. Usando a parte de treinamento, os
coeficientes (pesos) a; sdo estimados por métodos como o dos minimos quadrados. Cada
modelo ¢é avaliado com base em seu desempenho no conjunto de teste usando critérios
como regularidade, regularidade simétrica ou estabilidade estruturando os modelos nesse

momento. Os melhores modelos sao selecionados e usados para formar a préoxima camada
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de modelos. O processo de geracao, avaliacao e selecao de modelos continua até que um
critério de parada seja atingido (por exemplo, erro minimo). Este processo iterativo e
exaustivo garante que o COMBI encontre a melhor estrutura de modelo polinomial possivel

para os dados fornecidos (3) e (6). O algoritmo segue os seguintes passos:

1. Dados de Entrada: O algoritmo comeg¢a com um conjunto de dados X e uma

variavel de saida y.

2. Divisao da Amostra: Os dados sao divididos em duas partes: treinamento

(Xtraina ytrain> e teste (Xtesta ytest)~

3. Geragao de Modelos:

o Modelos polinomiais sao gerados usando combinagoes das variaveis de entrada
X.

» (Cada modelo polinomial é expresso como polinomios VKG:
y=ao+ Y airi+y Y agria;+ -
i i

4. Estimativa de Coeficientes: Usando a parte de treinamento, os coeficientes a;

sao estimados por métodos como minimos quadrados.

N

1
D) = 7 E est — 0)?
ITo N i:1(yt t y)

Onde ¢ é a predicdo do modelo.

5. Avaliacao de Modelos: Cada modelo é avaliado com base em seu desempenho
no conjunto de teste utilizando varios critérios. Nesse trabalho, nao sé6 o algoritmo
COMBI, como também os outros algoritmos, utilizaram critérios baseados na Tabela

3.3 de hiperparametros.

6. Selecao de Modelos: Os melhores modelos sao selecionados e usados para formar

a proxima camada de modelos.

7. Iteracao: O processo de geracgao, avaliacao e selecado de modelos continua até que

um critério de parada seja atingido (por exemplo, erro minimo).

A rede COMBI ¢ ilustrada na Figura 2.2.

No combi cada perceptron é uma combinacao de todas variaveis com os coeficientes
(determinados via LSM). Entao cada modelo é uma combinagao. Como exemplo, de acordo
com Figura 2.2 a combinagdo da varidvel x; com seu peso w;, da varidavel zo com seu

peso wq e assim por diante ata a variavel z, com seu peso w,. Em seguida teremos as
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Camada oculta

Camada de saida
V= Wp+wix;

Camada de entrada

X, —— |
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v— Wo + WXy + WaXs + ... +wnxy

. = neurdnio selecionado

O = neurdnio néo selecionado

. =funcao de saida

Figura 2.2 — Rede neural COMBI
Fonte: Elaborada pelo autor (2024).

combinagoes das varidaveis x; com 9, x5 com x3, até xrs com x,. Em seguida z; com
To e x3, assim por diante. O algoritmo faz todas as combinagoes possiveis. Todas as
combinagoes sao avaliadas e o algoritmo elege a melhor. Isso nos da 2" — 1 combinagoes
onde m é o niimero de variaveis. No caso do presente estudo com 8 variaveis teremos 255

combinagoes.

2.3 O MODELO MULTI

O Multi é uma variacdo com COMBIL. E um combinatério multilaeyer. Ele nao
implementa todas as possiveis combinagoes. Ele obtem as melhores combinagdes em uma
camada, e combina somente essas melhores com todas as outras da camada anterior. Temos
entao as fungoes SELECIONADAS de uma camada combinadas com TODAS as fungoes
da camada anterior. Sempre um par de (selecionada, selecionada ou nao). Por exemplo:
supondo um dominio de 4 varidves de x; a x4, e supondo que na primeira camada as
melhores fungoes sejam as fungoes com x5 e 3, ou seja y = f(x2) e y = f(x3). Na segunda
camada teremos as seguintes combinagoes: y = f(xqe,21), y = f(x2,23), y = f(x2,24) €
y = f(x3, 1) e y = f(w3,74). Nao havera por exemplo a combinagdo f(z1,x4), pois a

funcao com a variavel z; nao foi selecionada na primeira camada.
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K / O = neurdnio néo selecionado

. = fungao de saida

Figura 2.3 — Rede neural MULTI
Fonte: Elaborada pelo autor (2024).

2.4 O MODELO MIA

Assim como o modelo COMBI, o modelo MIA também executa as fases de trei-
namento, teste, geracao dos polinomios VKG, estimativa dos coeficientes a; e avaliagao
de seu desempenho. A diferenca aqui é que hd um processo de iteracao que gera novas
camadas de modelos usando as melhores combinagoes das camadas anteriores, continuando
até que um critério de parada seja atingido, como o erro minimo. A cada combinacao os
elementos combinados sdo polindémios f(z;,z;). Esses polindmios podem ser nao lineares.
O tipo de polindmio pode ser especificado usando um hiper-parametro informando o
tipo de polindmio a ser usado. No MIA duas variaveis sao passadas para cada unidade,
compondo as fungdes de cada camada. Cada neur6nio desse que é ativado para a proxima
camada ird ser um parametro para as funcoes da proxima camada. Entao a partir dai
cada camada ¢ feita por fungoes que sao combinagoes 2 a 2 de fungoes ativadas na camada
anterior. Supondo que as melhores combinagoes na primeira camada sejam y = f1(x1, 23),
y = folz1,23) e y = f3(wa,x4). A segunda camada ird considerar as possiveis combinagoes:
y = fa(f1, f2), vy = f5(f1, f3) e y = fe(f2, f3). Se temos m varidveis de entrada entdo a

. . ’ 2 ~
primeira camada gerara C;, funcoes.

A Figura 2.4 ilustra uma rede GMDH MIA.
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X1 —

v =falfuf2)

X2 ———

Xy ——— >( v = fs(f1. f3)

¥ = fa(x1,%2)

@ —

V= Wp+wyxs +wpXz ..+ Wiy,

\/

Xy —— | ¥ = f3(x2,%4)

¥ = fe(f2.f3)

Xy ——— <

.
.

& o

.= neurénio selecionado
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. =fungéao de saida

Figura 2.4 — Rede neural MIA
Fonte: Elaborada pelo autor (2024).

2.5 O MODELO RIA

O modelo RIA é uma variacdo do modelo MIA, implementando uma fase de iteragao
recursiva. Ele gera novas camadas de modelos utilizando os melhores modelos das camadas
anteriores de forma recursiva, continuando até que um critério de parada seja atingido,
como o erro minimo (3) e (6). A rede RIA ¢é ilustrada na Figura 2.5. E uma variacio do
modelo MIA. Duas variaveis sdo passadas para cada unidade, compondo as fungoes da
primeira camada. Cada neurdnio (fung¢ao) desse que é ativado ird ser um parametro para
as fungoes da préxima camada, juntamente com uma variavel. Entao a partir dai cada
camada ¢ feita por fungoes que sao combinagoes 2 a 2 de fungoes ativadas na camada
anterior e variaveis utilizadas na camada anterior. Novamente, supondo que as melhores
combinagdes na primeira camada sejam y = fi(x1,22) e y = f2(x1,23), na segunda
camada teremos como combinagoes do RIA: y = f3(f1,21), y = fa(f1,22), v = f5(f1, x3),
y = fo(f221), y = fr(fos2), y = fs(fo, 23).
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Figura 2.5 — Rede neural RIA
Fonte: Elaborada pelo autor (2024).
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3 METODOLOGIA

Neste capitulo apresenta-se a metodologia utilizada na pesquisa, detalhando os
aspectos relativos a obtencao, tratamento e processamento dos dados, as métricas de
avaliacao utilizadas, os recursos computacionais com os quais foram executados os modelos

e detalhada também a aplicagdo de quatro algoritmos da familia GMDH.

3.1 BASE DE DADOS

Os dados representam a base dos trabalhos relacionados a Inteligéncia Artificial,
mais especificamente nas areas de Aprendizado de Maquina e Ciéncia de Dados. Especifica-
mente neste trabalho a base dados utilizadas ja estava razoavelmente limpa e exigiu pouco
trabalho de preparacao e formatacao dos dados para execucao dos algoritmos. A base de
dados se refere a 795 amostras de medigoes de pressao de fundo de pogo em varios campos
do Oriente Médio. Essa base é detalhada por Al-Shammari (1). Além da varidvel de saida
FBHP, Pressao de Fundo de Pogo (Flowing Bottom-hole Pressure) a base apresenta outras

sete varidveis conforme lista abaixo:

 Pressao na cabeca do pogo (Wellhead Pressure - WHP)

» Taxa de fluxo de dgua (Water Flow Rate - WFR)

o Taxa de fluxo de 6leo (Oil Flow Rate - OFR)

« Taxa de fluxo de gés (Gas Flow Rate - GFR),

« Producao diaria de agua (Water Production Rate - WPD)

« Gravidade API (American Petroleum Institute Gravity - API)
« Didmetro interno do tubo (Internal Diameter of Pipe - 1ID)

« Temperatura na cabeca do pogo (Wellbore Head Temperature - WBHT)

A Figura 3.1 exibe os coeficientes de correlagao entre as variaveis de entrada e a
pressao de fundo de pogo (FBHP). Os coeficientes variam entre +1 e -1, onde +1 representa
uma correlagdo direta entre as variaveis e -1 uma relagao indireta entre as duas variaveis.
Trés variaveis apresentam correlagdo importante (acima de 0,4) com a medigdo de FBHP:
a pressao na cabega do pogo (WHP) com 0,53, a produgao didria de dgua (WPD) com
0,47 e a gravidade API (API) com 0,42.

Em relacao ao WHP é natural que haja relevancia na relacao com FBHP, pois

é esperado que a perda seja a menor possivel entre a pressao no fundo e na cabega do

poco. Ao passo que a variagdo na pressao no fundo também impacte diretamente na
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Mapa de calor da correlacao entre as variaveis
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Figura 3.1 — Mapa de calor da correlacao entre as variaveis

Fonte: Elaborada pelo autor (2024).

pressao na cabeca do pogo, mesmo levando em consideracdo as perdas com atrito ou
temperatura, por exemplo. Da mesma forma, a producao didria de d4gua (WPD) apresenta
uma relagao positiva com o FBHP, explicada pela necessidade proporcional de agua para
elevacao artificial dos fluidos, levando a uma pressao maior no fundo do pogo. A correlagao
positiva entre FBHP e gravidade API, dada pela Férmula 3.1 precisa ser melhor explorada,
considerando que, em geral, 6leos com maior API (menos densos) fluem mais facilmente
e exigem menos pressao para serem produzidos. Pode haver outros fatores contextuais
ou especificos do campo de petréleo que precisam ser considerados para explicar essa

correlacao.

141
AP = 210 s (3.1)
Y

onde 7 representa a densidade do fluido em relagao a agua.



34

Tabela 3.1 — Faixas de dados coletados de parametros de entrada e saida

Minimo | Maximo | Média | Desvio Padrao
WHP (psi) 92 1550 423,82 253,74
WEFR (bpd) 0 11395 2215,13 2294 8
OFR (bdp) 176 17663 2215,13 3722,13
Entrada | GFR (scf/stb) 9 17859 2699,15 2370,41
WPD (L/dia) 4243 8620 6326,89 511,37
API 25.4 47,5 33,86 3,11
ID (in) 1,995 6,276 3,95 0,57
WBHT (°F) 160 233 210,25 18,26
Saida FBHP (psi) 1198 3698 2469,73 387,23

Fonte: Elaborada pelo autor (2024).

As variaveis estao distribuidas nas faixas de valores apresentadas conforme Tabela
3.1.

Em funcao do alto desvio padrao e diferencas de escala apresentadas pelas variaveis,

foi utilizado um escalonamento utilizando a técnica de padronizacao (standardization).

Nao havia dados faltantes e a quantidade de outliers nao se mostrou relevante para

variaveis com alta correlacao com a variavel alvo, conforme Tabela 3.2 e Figuras 3.2, 3.3 e
3.4.

Tabela 3.2 — Percentual de outliers por variavel

Variavel Outliers(%)

WHP 5,03
WFR 3,27
OFR 2,76
GFR 2,89
WPD 6,01
API 2,51

D 13,20

WBHT 12,95

FBHP 0,25

Fonte: Elaborada pelo autor (2024).

3.2 AVALIAGCAO DO MODELO

O desempenho do modelo foi avaliado usando as métricas Coeficiente de Determi-
nagao (R?), Erro Quadratico Médio (MSE), Erro Quadratico Médio Relativo (RMSE) e
Erro Percentual Médio Absoluto (MAPE). A escolha se deu para garantir uma avalia¢ao
abrangente e robusta dos modelos de previsao de FBHP. Cada métrica fornece uma pers-

pectiva diferente sobre o desempenho do modelo, permitindo uma compreensao completa
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Figura 3.2 — Outliers das variaveis WHP, WFR e OFR
Fonte: Elaborada pelo autor (2024).
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Figura 3.3 — Outliers das variaveis GFR, WPD e API
Fonte: Elaborada pelo autor (2024).

de suas capacidades e limitagoes. Essas métricas sao fundamentais para garantir que os
modelos desenvolvidos sejam precisos, confidveis e aplicaveis em contextos operacionais

criticos na industria de petréleo e gés.

O Coeficiente de Determinacao (R?) indica o quao bem o modelo ajusta os dados
(Férmula 3.2). Um R? préximo de 1 indica um bom ajuste, enquanto um R? préximo de
0 indica que o modelo nao explica bem a variabilidade dos dados. Ele ¢ calculado como
a soma dos quadrados das diferencas entre os valores observados e os valores previstos,
normalizada pela soma dos quadrados das diferencas entre os valores observados e a média

dos valores observados.

Z(yz - @1)2
RP=1-"%— (3.2)
Z(yi -7)°

O Erro Quadrético Médio (MSE) (Férmula 3.3) é uma métrica que calcula a média

dos quadrados das diferencas entre os valores observados e os valores previstos. Mede a
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Figura 3.4 — Outliers das variaveis ID, WPHD e FBHP
Fonte: Elaborada pelo autor (2024).

qualidade do ajuste do modelo. Penaliza erros grandes de forma mais severa do que erros

pequenos, devido ao termo quadratico.

1 N

MSE = N ;(?Jz —9i)° (3.3)

O Erro Quadratico Médio Relativo (RMSE) (Férmula 3.4) fornece uma medida
da magnitude média do erro de previsao. O RMSE esta na mesma unidade dos valores
previstos, tornando a interpretagdo mais intuitiva. Um RMSE menor indica que as

previsoes do modelo estdao mais proximas dos valores reais.

Va2 (v - )
Yy

RMSE =

(3.4)

O Erro Percentual Médio Absoluto (MAPE) mede a precisao das previsoes em
termos percentuais. E fdcil de interpretar e 1til para comparar o desempenho de previsoes
em diferentes escalas.

Yi— Y
Yi

100 &
MAPE = ——
N

(3.5)

i=1
Onde N é o nimero total de elementos testados, y sdo os valores reais e {j sdo os

valores previstos e y ¢ média dos valores observados.

3.3 RECURSOS COMPUTACIONAIS

Os experimentos realizadas nesta pesquisa foram feitos em um laptop com um
processador Intel Core 17-1355U, 13% geracao, com 1.70 GHz de frequéncia, memoria RAM
de 16 GB DDR3, 2400 MHz. Os cédigos foram gerados em linguagem de programagao
Python (Python versao 3.11). A execucao dos algoritmos GMDH bem como a geragao das
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expressoes simbdlicas representando os polinémios, foram feitas utilizando a biblioteca
gmdh (versao 1.0.3) Para as métricas de avaliagao foi utilizada a biblioteca do médulo

scikit-learn (versao 1.3).

3.4 EXPERIMENTO COMPUTACIONAL

Para o experimento, inicialmente os dados foram submetidos a uma divisao de
treino e teste na razao de 70/30 (treinamento e teste). Com essa divisao, os dados foram
submetidos a um algoritmo de grid search com todas as combinagoes possiveis de todos os

hiperparametros disponiveis para cada modelo (que estao expostos na Tabela 3.3).

O hiperparametro criterion se refere a uma funcao utilizada para avaliar a qualidade
dos modelos gerados durante o processo de modelagem. Serve como uma base para
selecionar os melhores modelos em cada etapa do algoritmo, garantindo que a complexidade
do modelo seja controlada enquanto se maximiza a precisao e a capacidade de generalizacao.
Sao fungdes matematicas ou heuristicas que avaliam a qualidade dos modelos gerados em
cada iteracao do algoritmo, selecionam os melhores polinomios ou redes que serao mantidos
e usados para gerar novos modelos em iteragoes subsequentes. O valor STABILITY
avalia a estabilidade do modelo em relagao a pequenas perturbacoes nos dados de entrada.
Um modelo estavel é menos sensivel a variacoes nos dados, o que significa que ele deve
apresentar desempenho consistente, mesmo quando submetido a pequenas mudancas nas
entradas. SYM STABILITY é um criterion de estabilidade simétrica. Ele considera
nao apenas a estabilidade do modelo, mas também como o modelo se comporta de
forma simétrica em relagdo a pequenas perturbacoes. Isso significa que ele avalia se
o modelo mantém sua precisao de forma consistente quando os dados sao perturbados
simetricamente. UNBIASED OUTPUTS verifica se as saidas do modelo nao apresentam
viés. Um modelo com saidas nao tendenciosas deve produzir previsoes cujas médias estejam
alinhadas com a média dos valores reais observados. Em outras palavras, a diferenca
média entre as previsoes e os valores reais deve ser proxima de zero, indicando que o
modelo nao esta consistentemente superestimando ou subestimando os resultados. O valor
SYM UNBIASED OUTPUTS é uma extensao do criterion UNBIASED OUTPUTS,
mas com um foco em verificar se as saldas sao simetricamente nao tendenciosas. Isso
significa que o critério ndo apenas avalia se 0 modelo é tendencioso em termos gerais, mas
também se essa tendéncia se mantém de forma simétrica em relacdo a pequenas variagoes
nos dados de entrada. O objetivo é garantir que o modelo nao favorega sistematicamente
uma diregdo (superestimagao ou subestimagao) quando os dados sao ligeiramente alterados.
Ja o valor UNBIASED COEFFS é um critério que avalia os coeficientes do modelo,
verificando se eles sdo tendenciosos. Um modelo com coeficientes nao tendenciosos
deve apresentar coeficientes que reflitam corretamente as relagoes entre as variaveis de

entrada e a variavel de saida, sem inclinagoes sistematicas em nenhuma direcao. Este
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critério é importante para garantir que o modelo represente fielmente as dependéncias nos
dados. ABSOLUTE NOISE IMMUNITY : este critério avalia a capacidade do modelo
de ser imune ao ruido absoluto nos dados. Um modelo com alta imunidade ao ruido
absoluto deve ser capaz de manter sua precisao e estabilidade mesmo quando os dados
de entrada contém variagoes aleatdrias significativas (ruido). Isso é crucial para garantir
que o modelo seja robusto e confiavel em condigoes de dados imperfeitos ou ruidosos.
Finalmente, o valor SYM ABSOLUTE NOISE IMMUNITY é semelhante ao critério
ABSOLUTE _NOISE _IMMUNITY, este critério considera a imunidade ao ruido, mas
com foco em como o modelo responde a ruidos simetricamente distribuidos. Ele verifica
se 0 modelo pode resistir ao ruido de maneira uniforme em todas as diregoes, o que é
importante para garantir que o modelo nao se torne instavel ou impreciso quando os dados

contém ruido que afeta as entradas de forma simétrica (3), (4), (6).

Esses critérios mencionados sdo essenciais no processo de selecao e otimizacao de
modelos no algoritmo GMDH. Eles permitem que o algoritmo escolha os modelos mais
adequados para prever os dados de maneira precisa, robusta e generalizavel. Cada critério
tem um foco especifico, seja na estabilidade, na auséncia de viés, ou na imunidade ao ruido,

garantindo que o modelo final seja o mais adequado possivel para os dados disponiveis.

Os hiperparametros p average, n_jobs e test size possuem a mesma faixa de
valores para todos os algoritmos. p average especifica o nimero maximo de combinagoes
para o céalculo do erro médio aceitavel em cada nivel, foram testadas até 16 combinacoes.
O hiperardmetro n_jobs define o nimero de processos (threads) a serem usados no
processamento do algoritmo. No trabalho foi configurado n_jobs = -1 indicando o uso
maximo possivel de processos. Por fim, o pardmetro test size determina a propor¢ao dos
dados de entrada a serem incluidos no conjundo de testes, usado pra calcular os valores
dos critérios. Foi usado o conjunto de valores {0,01;0, 25;0,5; 0, 75;0,99}.

A quantidade das melhores combinacoes, em cada camada que irdo ser combi-
nadas com outras variaveis nao utilizadas na combinacao anterior é determinada pelo

hiperparametro k_ best.

O hiperparametro polynomial type define o tipo de polindmio a ser usado para
construir o polinémio final. Os algoritmos COMBI e MIA sao lineares por padrao e nao
possuem esse parametros. Os outros modelos utilizam polindémios lineares, quadraticos ou
lineares com termo de covariancia, conforme o valores sejam QUADRATIC, LINEAR ou
LINEAR _COV que sao as equagoes lineares incluem variaveis covariaveis. Uma covariavel
é uma variavel que pode influenciar ou estar associada a variavel dependente, e seu efeito

¢é considerado no modelo.

Apés a obtencao da melhor combinagao de hiperparametros para cada algoritmo
(conforme métricas colocadas na Se¢ao 3.2), os modelos foram novamente executados em
k-folds e kk-folds nos valores de 5-folds, 5x5-fold e 10x5-folds, nas divisdes de treino e
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teste nas proporgoes de 60/40, 70/30 e 80/20.

Para cada execucgao, também foi feita a medi¢ao de tempo e extraida a expressao

polinomial que representa o modelo de forma simbélica interpretavel.

A Figura 3.5 ilustra os passos do experimento computacional.

RIA- MIA | COMBI - MULTI

Selecao de hiperparametros

!

5-FOLD 5-5FCLD 5-10FOLD

Validagao cruzada

RIA- MIA | COMBI- MULTI

Figura 3.5 — Fluxo macro da execuc¢ao do experimento

Fonte: Elaborada pelo autor (2024).



Tabela 3.3 — Tabela de Hiperparametros dos Algoritmos

Hiperparametros

Algoritmo

criterion

k best

p__average

n__jobs

test_ size

polynomial_type

RIA

REGULARITY
SYM REGULARITY
STABILITY
SYM_ STABILITY
UNBIASED_OUTPUTS
SYM__UNBIASED OUTPUTS
UNBIASED COEFFS
ABSOLUTE_NOISE_IMMUNITY
SYM_ABSOLUTE_NOISE_IMMUNITY

[1,26]

[1,16]

0.01, 0.25, 0.5, 0.75, 0.99]

QUADRATIC
LINEAR
LINEAR_COV

MIA

REGULARITY

3,6]

[1,16]

[0.01, 0.25, 0.5, 0.75, 0.99]

QUADRATIC
LINEAR
LINEAR COV

COMBI

REGULARITY
SYM_REGULARITY
STABILITY
SYM_STABILITY
UNBIASED_OUTPUTS
SYM__UNBIASED_ OUTPUTS
UNBIASED_COEFFS
ABSOLUTE_NOISE_IMMUNITY
SYM__ABSOLUTE_NOISE_ IMMUNITY

[1,16]

[0.01, 0.25, 0.5, 0.75, 0.99]

MULTI

REGULARITY
SYM_REGULARITY
STABILITY
SYM_STABILITY
UNBIASED_OUTPUTS
SYM__UNBIASED OUTPUTS
UNBIASED_COEFFS
ABSOLUTE_NOISE IMMUNITY
SYM__ABSOLUTE_NOISE_IMMUNITY

[1,26]

[1,16]

[0.01, 0.25, 0.5, 0.75, 0.99]

ov

Fonte: Elaborada pelo autor (2024).
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4 RESULTADOS E DISCUSSOES

Neste capitulo, serao apresentados os resultados e discussoes obtidos por meio da

aplicagdo de modelos GMDH na previsao dos valores de FBHP.

De acordo com o exposto no Capitulo 3, os dados foram submetidos a divisoes de
treino e teste de nas razoes de 60/40, 70/30 e 80/20 (treinamento/teste). E cada uma
das divisoes executadas 5, 25 e 50 vezes. As Tabelas 4.1, 4.2 e 4.3 apresentam resultados
médios obtidos por cada modelos de GMDH. O desempenho dos modelos ¢é avaliado através
das métricas apresentadas na Secao 3.2. Os indicadores na divisao 60/40 apresentaram
exatamente os mesmos resultados que a divisao 70/30 em todos os folds para todos os

algoritmos.

Tabela 4.1 — Resultados médios para os modelos de GMDH usados para prever os valores

de FBHP no conjunto de teste divido na razao 70/30 com 5 execugoes. Valores entre

parénteses indicam o desvio padrao. Valores destacados em negrito indicam os melhores
valores médios.

Modelo R? MSE RMSE MAPE

RIA  0,8161 (0,0298) 27200,1389 (6445,3726) 163,7129 (19,9560) 5,1379 (0,5564)

MULTI  0,6696 (0,0384)  48472,9689 (7607,3357) 219,3927 (18,4346)  7,4130 (0,9088)

COMBI  0,6696 (0,0384) 48472,9689 (7607,3357) 219,3927 (18,4346) 17,4130 (0,9088)

MIA  0,5612 (0,0987)  64150,7782 (15766,2555)  251,2992 (31,6149)  8,1766 (0,8921)

Fonte: Elaborada pelo autor (2024).

Tabela 4.2 — Resultados médios para os modelos de GMDH usados para prever os valores

de FBHP no conjunto de teste dividido na razao 80/20 com 5 execugoes. Valores entre

parénteses indicam o desvio padrao. Valores destacados em negrito indicam os melhores
valores médios.

Modelo R? MSE RMSE MAPE

RIA  0,8256 (0,0266) 25725,5576 (5762,9172) 159,3830 (17,9615) 5,2100 (0,5549)

MULTI  0,5438 (0,0001)  66702,3256 (14702,8219)  256,6853 (28,5479)  8,3345 (0,8679)

COMBI  0,5479 (0,0936) 66175,2228 (15357,4388) 255,4794 (30,0917) 8,2738 (0,9711)

MIA 0,6483 (0,0532) 51605,4144 (10331,1230) 226,0056 (22,9537) 7,5228 (0,7182)

Fonte: Elaborada pelo autor (2024).

A Tabela 4.4 registra quais os hiperparametros foram determinados no melhor

cenario que é o apontado na Tabela 4.3.

A partir de 25 execugdes, cada métrica de cada modelo, convergiu para o mesmo
valor, dentro de suas partigoes de 70/30 ou 80/20. Os testes foram realizado com a precisao
de 10713,
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Tabela 4.3 — Resultados médios para os modelos de GMDH usados para prever os valores de
FBHP no conjunto de teste dividido na 70/30 com 25 execugoes. Valores entre parénteses
indicam o desvio padrao. Valores destacados em negrito indicam os melhores valores

médios.

Modelo

R2

MSE

RMSE

MAPE

RIA

0,8256 (0,0266) 25725,5576 (5762,9172)

159,3830 (17,9615) 5,2100 (0,5549)

MULTI  0,6696 (0,0384)

48472,9689 (7607,3357)

210,3927 (18,4346)

7,4130 (0,9088)

COMBI  0,6696 (0,0384)

48472,9639 (7607,3357)

219,3927 (18,4346)

7,4130 (0,9088)

MIA

0,6483 (0,0532)

51605,4144 (10331,1230)

226,0056 (22,9537)

7,5228 (0,7182)

Fonte: Elaborada pelo autor (2024).

Tabela 4.4 — Tabela de Melhores Hiperparametros dos Algoritmos

Hiperparametros
Algoritmo criterion k_best | p_average | n_ jobs | test__size | polynomial type
RIA SYM_REGULARITY 4 1 -1 0.25 QUADRATIC
MIA REGULARITY 4 2 -1 0.25 QUADRATIC
COMBI STABILITY - 1 -1 0.25 -
MULTI STABILITY 1 1 -1 0.25 -

Fonte: Elaborada pelo autor (2024).

Cabe observar que na divisao 70/30, com 5 execugoes os modelos combinatoérios
(MULTI e COMBI) ja haviam atingido seus melhores resultados. Cenario em que os
modelos RIA e MIA apresentaram seus piores desempenhos (RIA ainda superior aos outros).
Ainda com 5 execugoes, mas com divisdo 80/20 o cendrio se inverteu com os modelos RIA
e MIA ja apresentando seus melhores resultados e MULTT e COMBI apresentando uma

queda no desempenho conforme Tabelas 4.1 e 4.2

Com 50 execugoes seja com divisao 70/30 ou 80/20 o desempenho se mantém

inalterado, seguindo os mesmos valores da Tabela 4.3.

Apesar de as Tabelas acima demonstrarem uma sensibilidade dos modelos combi-
natérios (MULTT e MIA) a proporcao de divisao entre treino e teste, seus valores nao se
alteraram para a divisao de 60/40 nas diversas execugoes. Os outros modelos também néao

se alteraram com essa divisao.

Percebe-se uma sensibilidade dos modelos combinatérios a mudanca particao, natu-
ralmente, uma vez que quanto mais combinag¢oes puderem ser feitas maior a probabilidade
de acerto. A quantidade de combinagoes esta ligada a disponibilidade maior de dados
de teste, caso em que 70/30 se mostrou mais favoravel que 80/20 para esses algoritmos.
Interessante notar que disponibilizando uma partigao de 60/40 tais algoritmos nao sofreram

alteracoes em seus indicadores.
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Ja os modelos iterativos (RIA e MIA) se mostraram mais sensiveis ao nimero de
execugbes. Ambos atingiram seu melhor desempenho somente em 25 folds ao passo que os
combinatoérios ja ndo mostraram seu melhor desempo com 5 folds. A Figura 4.1 ilustra

essas situacoes.

Na Figura 4.1 os circulos vermelhos representam o pior desempenho e os simbolos

verdes representam o melhor desempenho.

RIA- MULTI COMBI MIA

S ® v v ® Tabela 4.1

60/40 - 70/30 25 vV vV v  Tabela43s
e I S vl A

5 v e ® v  Tabela4.2
80/20 25 v e o VvV -
50 J ® ® J i

Figura 4.1 — Representacao esquematica de desempenho x particionamentos x folds

Fonte: Elaborada pelo autor (2024).

Nota-se claramente um performance superior do modelo RIA em relacao aos outros
modelos, em todas as métricas. Esse desempenho (R? mais alto, MSE, RMSE e MAPE
mais baixos), indica tanto precisao quanto robustez na predigao. MULTI e COMBI tém
desempenhos idénticos, mas ambos significativamente inferiores a RIA em todas as métricas

mas melhores que o modelo MIA que apresenta o pior desempenho intermediario.

Ainda que o modelo RIA tenha ficado com um R? mais alto que os outros modelos,
ainda ficou bem abaixo do valor de 0,98 apresentado por Tariq (22) utilizando PSO-ANN;,
conforme apresentado na Secao 1.5. Ainda na revisao bibliografica nota-se que os melhores
modelos sao aqueles em que foram aplicadas técnicas hibridas, como o proprio Tariq (22),
Goliatt (23). Por outro lado o presente trabalho apresenta um valor de R? acima de
Campos(8) com um valor de 0,756. O RMSE de 159,3830 do presente trabalho é um valor
alto se comparado com o maior valor RMSE encontrado na bibliografia que é de Golliat
(23).

Em relacao ao desvio padrao, também o modelo RIA apresenta os menores valores,
indicando uma maior consisténcia e confiabilidade em suas previsoes. MIA apresenta alto

desvio padroe em todas as métricas, sugerindo maior variabilidade e menos consisténcia



44

em suas previsoes. MULTI e COMBI, com desvios padroes intermediarios, mostram maior

consisténcia que MIA, mas ainda menos consistentes que RIA.

Efetuando uma analise de erros tendo em vista o erro médio de previsao, a largura
da faixa de incerteza e o intervalo de confianca observa-se que o modelo RIA apresenta o
menor erro médio de previsao, seguido pelo modelo MIA, enquanto os modelos MULTTI
e COMBI possuem o maior erro médio da previsao. Esses resultados sao exibidos na
Tabela 4.5. O modelo RIA também tem a menor largura da faixa de incerteza, o que
significa que suas previsoes sao mais consistentes em comparacao aos outros modelos. O
modelo MITA tem uma faixa de incerteza menor do que os modelos MULTT e COMBI. O
intervalo de confianga do modelo RIA é o mais estreito e mais préximo ao seu erro médio
de previsao, seguido pelo modelo MIA. Os modelos MULTT e COMBI tém intervalos de
confianca mais amplos, indicando maior variabilidade nas previsoes. Em resumo, o modelo
RIA se destaca como o melhor devido a sua maior precisao e consisténcia nas previsoes,
enquanto os modelos MULTI e COMBI apresentam desempenho inferior em todos os

critérios analisados.

Tabela 4.5 — Analise de erros para os modelos RIA, MULTI, COMBI e MIA

Modelo  Erro médio da previsao (psi)

Larg. faixa de incerteza (psi)

Intervalo de confianga (psi)

RIA 65,5328 589,6765 42,1505 a 88,9149
MULTI 101,3528 799,9336 69,6333 a 133,0721
COMBI 101,3528 799,9336 69,6333 a 133,0721

MIA 77,0920 748,0375 47,4303 a 106,7536

Fonte: Elaborada pelo autor (2024).

4.1 ANALISE DE INCERTEZA

Uma andélise de incerteza para a modelagem do FBHP ¢ exibida na Tabela 4.6. O

erro médio absoluto (MAD)

1 Nuc
MAD = > |FBHP; — mediana(FBHP)| (4.1)
MC =1

é usado para o calculo da incerteza dado por

Incerteza % =

MAD
mediana(FBHP)

x 100

(4.2)

onde Ny = 159 e FBHP; é a pressao de fundo de pogo prevista para a i-ésima

amostra.

Tendo o menor RMSE entre todos, o modelo RIA tem previsdes mais proximas

dos valores observados. No entanto possui maior MAD e maior incerteza. Ja os modelos
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Tabela 4.6 — Andlise de incerteza para os modelos RIA, MULTI, COMBI e MIA (Resultados
médios).

Modelo Mediana (psi) MAD (psi) Incerteza (%) RMSE (psi)

RIA 2442,4490 299,7079 12,2831 159,3830
MULTI  2425,2755 257,1305 10,6046 219,3927
COMBI 24252755 257,1305 10,6046 219,3927

MIA 24434703 262,6479 10,7417 226,0056

Fonte: Elaborada pelo autor (2024).

MIA e COMBI apresentaram boa precisdo com a menor incerteza dentre os modelos e

também o menor indice MAD.

O modelo COMBI apresentou os mesmos valores que o modelo MULTI, incerteza
baixa (10,6046%), MAD baixo (257,1305), e RMSE igual a 218,3927.

Ja o modelo MIA tem uma incerteza relativamente baixa (10,7417%), préxima a
dos modelos MULTI e COMBI. Apresenta um MAD mais alto (262,6479) e um RMSE
maior que os modelos MULTI e COMBI (226,0056), indicando previsées menos precisas.
Apesar do MAD ser menor que o do RIA, ele ainda é maior comparado aos modelos
MULTI e COMBI.

Em termos de precisao das previsdes (RMSE) o modelo RIA é o melhor, pois tem
o menor RMSE (159,3830), apesar de ter maior incerteza e variabilidade dos dados. Em
termos de incerteza e a variabilidade dos dados (MAD) os modelos MULTI e COMBI
apresentam desempenho idénticos e seriam escolhas melhores devido a sua menor incerteza

(10,6046%) e menor MAD (257,1305).

Considerando todas as métricas até o momento, o modelo RIA pode ser considerado
o melhor para previsdes precisas, enquanto os modelos MULTI e COMBI sao mais
adequados se a precisao relativa (baixa incerteza) for mais valorizada. O modelo MIA se

destaca como tendo a pior performance.

A Figura 4.2 ilustra o gréfico relacionando RMSE e incerteza demonstrando que
o modelo RIA possui menor RMSE e maior incerteza, em contraposi¢ao aos trés outros

modelos.

O diagrama de Taylor (Figura 4.3) foi elaborado com os dados de previsao e testes.
Esse diagrama corrobora as métricas explicitadas até agora, na medida em que revela o

modelo RIA com o maior R? e menor RMSE.

A Figura 4.4 exibe a dispersao dos valores preditos do modelo RIA indicando
uma coeréncia com o valor de 0,82 para R?, sobretudo nos valores préximos & mediana
(2401,8030 psi).
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Relacao entre Incerteza e RMSE dos Modelos
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Figura 4.2 — Comparacao gréafica da incerteza x RMSE dos modelos avaliados

Fonte: Elaborada pelo autor (2024).

4.2 MODELOS POLINOMIAIS

Para cada modelo em sua melhor configuragao foram geradas as seguintos formula-

¢oOes polinomiais, representadas pela equagoes abaixo:

Equacao 4.3, referente ao modelo RIA:

y = —1.15661e — 13 x z6 + f51 + 4.35659¢ — 17 * x4 * f51 — 8.33846e — 15 * x
+4.702e — 2 % f2, +1.28495¢ — 12 (4.3)

Onde as fungoes de f; a f51 sao explicitadas no Apéndice A.

Equagao 4.4, referente ao modelo COMBI:

y = 274.2747 x x1 + 186.0511 * 29 4 73.1367 * x5 — 93.9845 * x4 + 152.5278 * x5
—19.1894 * x5 — 62.9113 x 27 — 4.0596 * w3 + 2489.7719 (4.4)

Equacao 4.5, referente ao modelo MULTT:

y = 274.2747 % x1 + 186.0511 * x9 + 73.1367 * x3 — 93.9845 * x4 + 152.5278 * x5
—19.1894 * x5 — 62.9113 x x7 — 4.0596 * x5 + 2489.7719  (4.5)
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Figura 4.3 — Diagrama de Taylor
Fonte: Elaborada pelo autor (2024).

Equacao 4.6, referente ao modelo MIA:
y = 3.6568f} — 2.6698f5 — 0.0044f} f3 4 0.0016( £7)? + 0.0027(f3)? +19.1692  (4.6)

onde as funcoes de fi' a f3' sao dadas por:

ft = 240.8531x; + 177.0585x5 + 21.108621 25 — 30.852% — 0.881222 + 2532.8779

2 =307.1902 %z, +237.1291 % 29 +25.4238 % 11 * 25 — 22.1628 % 22 — 23.7596 * 22 + 2558.6253
[ =237.2173 % 11 +202.4862 % 15 — 14.713 % 2 * x5 — 24.3136 % 22 +59.6844 + 12 + 2464.3955
[t =223.3231 %5 +218.2477 % w5 +20.0841 % 15 % 15 +22.7496 * 12 4+ 80.5464 + 12 +2388.0514
f3 = —0.9055 % f2 4+2.3997 * £ 4+ 0.0005  f2 * fi +8.70503¢ — 05  (f2)? — 0.0006 * (f1)? —
1215.4082

f2 =0.0005% f1; +0.373% f2+0.0013 % f1; % fZ —0.0005 % ( f{)2 —0.0006 * ( f2)? 4 585.6934
f3 =0.5489 % f1 +1.7848 * fi — 0.0013 £ % £ +0.0007 * (f{)% +0.0004 * (f})? — 1838.7813
f4 = —2.0676* f} +2.2005 % £ 40.0006 * 3 * £ 40.0003 * (f3) — 0.0006 * ( £{1)? 4 510.8552
[ =0.8802% f3 —0.6947 % f3 4 0.0015 % £} * f3 —0.0007 * (£})* — 0.0006 * ( £3)% + 932.3497
f2=—1.2724x% f24+2.8012 % f3 +0.0005 % f2 % f3 +0.0001 % (f2)? — 0.0007 * ( f31)? — 749.259

A Equagao 4.3, do modelo RIA possui uma riqueza estrutural que reflete na precisao
do modelo. A nao linearidade associada a utilizagao de 51 sub-fungoes consegue refletir
a complexidade da previsdio do FBHP. A presenca somente de exponenciagoes sem a

utilizacdo de fung¢des mais complexas como seno ou cosseno é um grande diferencial ao
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Figura 4.4 — Gréfico de dispersao modelo RIA
Fonte: Elaborada pelo autor (2024).

introduzir de certa forma uma simplificacao na formulacao do problema, podendo refletir

inclusive em ganho de performance computacional em relagdo a outras formulagoes.

Os modelos COMBI e MULTI apresentaram exatamente as mesmas equagoes
(equagoes 4.4 e 4.5). Como foi colocado na se¢ao 2, sendo o MULTI um aperfeigoamento
do COMBI, os recursos adicionais do MULTI nao agregraram valor em performance e

convergiram ao estagio que o COMBI.

O modelo MIA (Equagao 4.6) apesar de também possuir uma natureza indutiva
assim como o RIA, comprova que a nao linearidade por si s6, nao é garantia de melhor

performance, ainda que utilizando sub-fun¢ées como o modelo RIA.

A performance e a modelagem polinomial dos modelo COMBI e MULTT explicitam
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que o problema pode ser abordado tanto da forma indutiva quanto combinatorial. A
formulacao polinomial apresentada nessa se¢ao explicita e complementa bastante as anélises
efetuadas em torno das métricas de erro. O algoritmo mais promissor (RIA) é representado
por uma Equagado mais sofisticada ao passo que os algoritmos com menor performance
(COMBI e MULTI) possuem formulagao linear.

4.3 TEMPOS DE EXECUCAO

Para cada modelo em cada execugao, foram compuatados seus tempos conforme

Tabela abaixo:

Tabela 4.7 — Tempo médio de processamento em milisegundos com desvios padrao (calcu-
lado em 50 execugoes independentes).

Modelo Tempos (ms)

RIA 14,4137 £ 8,0810
MULTI  3,3533 £ 6,1692
COMBI  4,9909 £ 7,4695

MIA 5,6419 + 7,1049

Fonte: Elaborada pelo autor (2024).

Apesar do alto desvio padrao de todos os modelos, o tempo de execucao se mostrou
como um diferencial deste trabalho com GMDH. RIA com maior tempo de execugao e
MULTT com menor tempo, como era esperado pela natureza do préprio algoritmo. E
MULTI e COMBI em uma posi¢ao intermediaria de custo computacional. Em comparacao
com outros estudos onde houve aferi¢ao de tempo, como Campos (8) e Mulashani (26)
onde os melhores modelos apresentaram 2900 segundos e 1,15 segundos respectivamente, o

presente trabalho se destaca com custo computacional na ordem de milissegundos.
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5 CONCLUSAO E TRABALHOS FUTUROS

A abordagem efetuada no trabalho acrescenta mais uma visao a trabalhos ja
existentes ao redor do método GMDH ao explorar quatro algoritmos diferentes desse método

e também propoe formulacdo em programacao simboélica com indicador R? relevante.

O estudo demonstra que o método GMDH, mais especificamente utilizando o
modelo RIA se mostrou eficiente para modelagem do valor de FBHP. Além disso foi gerado
o modelo polinomial relativo ndo somente ao RIA, mas também a outros trés modelos, o

que fornece uma opcao interpretdavel do problema.

O trabalho aponta também a sensibilidade do GMDH a variagoes na relacao da
divisdo da base em treino e teste, apontando uma perfomance melhor com percentuais de

80% para treinamento.

Foi demonstrado também que abordagens tanto polinomiais quanto combinatorias

podem ser exploradas e otimizadas no tratamento da previsao de FBHP.

A caracteristica de custo computacional também se mostrou relevante, ao apresentar

valores muito baixos de execugao, ainda considerando um alto desvio padrao.

Como trabalhos futuros, pode ser feita a exploragdo de outros algoritmos da familia
GMDH como Objective System Analysis (OSA), Multiplicative-Additive (MAA) ou Objective
Computer Clusterization (OCC). Outros dados também podem ser testados representando
campos de petroleo com caracteristicas diferentes, bem como pode-se acrescentar a técnica
de selecao de caracteristicas nos algoritmos ja testados. Outras faixas de particionamento

entre treino e teste podem ser exploradas na tentativa de sensibilizar os diversos algoritmos.
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APENDICE A — Funcbes componentes do modelo RIA

f1 = 292.542%2, +222.854%x9+36.1403% 21 ¥ 15— 18.4365+27 —10.4838x234-2523.5853
fo = —493.8028 * w5 + 1.6068 * f + 0.2521 * x5 * f — 4.0388 x 2 — 0.0001 * f2 — 654.8963
f3 = —129.0458 * x4+ 2.1651 % f5 4+ 0.0134 % 24 * fo +26.9644 % 2 — 0.0002 * fZ — 1548.6547
f1=82.0141 %23 +0.7654  f3— 0.0486 x 13 * f3+60.2186 * 22 +4.56204e — 05 * f2 +231.1158
f5 = —145.9778 % 17 + 1.6811 % f; + 0.0309  z7 * f4 + 5.6539 * 22 — 0.0001 * f2 — 885.6034
fo = 114.5424 % 21 +1.0556 % f5 —0.0385 % z1 * f5+20.8081 % 2 — 1.82227¢ — 05 % f2 — 36.6165
fr = —140.1323 %25 +0.642 f5+0.1044 % 5% fg+46.2092 % 23 +6.68772e — 05 f§ +406.9022
fs = T7.4465 % 16+ 1.1831 % f7 — 0.0383 * g * f7 — 0.429 % 22 — 2.97573¢ — 05 * 2 — 259.9308
fo = 241.6074% 25+ 1.2907 * fg —0.0864 % 3 % fz — 3.0571% 22 — 5.51709¢ — 05 * f2 — 377.3244
fio = 81.6674 % 25 4 0.9521  fo — 0.0272 % 25 * fo + 12.2381 % x2 + 8.4064¢ — 06 * f2 + 58.581
Ji1 = —16.9646% 21 +1.1548% f19+0.0103% 21 * f10+0.0235x 23 — 3.37845e — 05% fZ, — 173.4602
fi2 = —133.5816 %25+ 1.0657 f1; +0.0547x g% f11 —1.1279% 22 — 1.32416e — 05% f2, —86.227
fi3 = 13.0935 % 26+ 1.018 % f15 — 0.0082 x4 * f1o — 1.463 % 2§ — 1.54676€ — 06 * f7, — 31.8951
J1a = —60.832% 294 1.2141 % f1340.0143 % xg % f13+7.2274% 235 —3.83681e — 05 f15—299.0972
fis = 13.7345 % 26+ 1.0021 * f14 — 0.0052 % 2 * f1s — 1.8264 % 12 —5.66161e — 07 * £2, +0.9743
fi6 = 47.9881 % 27 4 1.0005 * f15 — 0.024 % 27 % fi5 +2.334 % 22 +4.16269¢ — 07 * fZ — 6.6389
Jir = —17.3843 %23+ 0.943% f15+0.0098 % x5 % f16 —3.4784 % 23+ 1.26102¢ — 05* f +66.3378
fig = —0.4667 x 26+ 1.0065 % f17 —0.0007 % 6 * f17+0.2848 x 2 — 6.68488¢ — 07 * fZ, —11.9264
fio = —0.7152% 23 +0.9953 % f15 +0.0007 % 23 % f15 — 0.2402 % 22 +1.05185¢ — 06 * £ +5.3652
fa0 = 0.8219 % 264 1.0005  f19 — 0.0005 % g * f19 +0.0737 % 2§ +9.07473e — 09 % ff, —1.1948
for = —0.047x23+-0.9991% f20+7.93496 — 053 fog—0.0382%224+1.86803e—07* £2,40.9809
faz = 0.1742%26+1.0001% fo; —9.27583e — 05% g% fo1 +0.0143%224-4.03497e —09% f2, —0.1911
fo3 = —0.0095 % 3 + 0.9998 * foy + 1.43404e — 05 * 23 * fan — 0.0067 * 22 + 3.42192¢ — 08 *
[ +0.1813
foa = 0.0317 % w6 4 fog — 1.67071e — 05 * xg * fo3 + 0.0025 * 2§ + 6.85432¢ — 1 % f35 — 0.0337
Jos = —0.0018 %23 + fos +2.57842e — 06 * 23 * fog —0.0012 % x5+ 6.06707e — 09 x f3, +0.0322
fa6 = 0.0056 * 26 + fo5 — 2.96995€ — 06 * ¢ * fo5 4 0.0004 % 2§ + 1.21179¢ — 1 f3; — 0.0059
for = —0.0003 % 23+ fog +4.56168¢ — 07 % 23 % fog —0.0002 % 23+ 1.07028e — 09  f3; +0.0057
fos = 0.001% 26+ for —5.25341e — 07 * 2 % for +7.71377e — 055 12 +2.15463¢ — 11 % f2,—0.001
fog = —5.83141e — 05 * 3 + fog + 8.04836e — 08 * x3 * fog — 3.6408¢ — 05 * x% + 1.88754e —
1% f3 +0.001
f30 = 0.0002% 26+ fa9—9.27284e — 08+ x4 * f29+1.35964e —05% 22 +3.81092e — 12 £2,—0.0002
f31 = —1.02985¢ — 05 * x5 + f30 + 1.41944e — 08 * 23 * f39 — 6.41686e — 06 * 22 + 3.32843¢ —
11 % f2 4 0.0002
f32 = 3.11637e — 05 % x4 + f31 — 1.63555¢ — 08 ¢ * f31 + 2.39699¢ — 06 * 22 + 6.72559¢ —
13 % f3 — 3.23702¢ — 05
f33 = —1.81688¢ — 06 * 3 + f3o + 2.50297e — 09 * 3 * f3o — 1.13126e — 06 * 23 + 5.86882¢ —
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12 % f2, 4 3.11638¢ — 05

f34 = 5.49564e — 06 * z6 + f33 — 2.88411e — 09 * xg * f33 + 4.22612¢ — 07 * x2 + 1.18619¢ —
13 % f2, — 5.70704e — 06

f35 = —3.20413¢ — 07 x w3 + f34 +4.41333e — 1 x 23 * f34 — 1.99451e — 07 % x% +1.03479¢ —
12 % f2, + 5.49482¢ — 06

f36 = 9.69034e — 07 * x¢ + f35 — 5.08541e — 1 % wg * f35 + 7.45128e — 08 % x% + 2.09175e —
14 fZ — 1.00622e — 06

far = —5.64983¢ — 08 * w3 + f35 + 7.78155¢ — 11 * 23 * f36 — 3.51661e — 08 * 12 + 1.8245¢ —
13 * f2: + 9.6883¢ — 07

f3s = 1.7086¢ — 07 * w6 + f37 — 8.96655¢ — 11 % wg * f37 + 1.31378¢ — 08 x 22 + 3.68929¢ —
15 % f2 — 1.77405e — 07

fa9 = —9.96291e — 09 % 3 + fag + 1.37207e — 11 % x5 * f3g — 6.20033¢ — 09 * 22 + 3.21705¢ —
14 % f% + 1.70828¢ — 07

f10 = 3.01259¢ — 08 * 26 + f39 — 1.58097e — 11 * g * f39 + 2.31643e — 09 * 22 + 6.49265¢ —
16 * f2, — 3.12864e — 08

fau1 = —1.75697e — 09 % 3 + fi0 + 2.41936e — 12 % 23 * f10 — 1.09327e — 09 * 23 + 5.67092¢ —
15 % f3 + 3.01151e — 08

fao = 5.31206e — 09 * xg + f41 — 2.78764e — 12 * x¢ * f41 + 4.08407e¢ — 1 x :vg + 1.15471e —
16 x f — 5.51174e — 09

faz = —3.09349¢ — 1 % x5 + fio +4.2637e — 13 % x3 * fio — 1.92702¢ — 1 % x% + 1.00408e —
15 % f2, + 5.3315¢ — 09

J1a = 9.36379¢ — 1% xg + fi3 — 4.91432¢ — 13 % 26 * f43 + 7.20352¢ — 11 * 22 + 1.69996¢ —
17 % f& —9.90464¢ — 1

f15 = —5.37502¢ — 11 % w3 + faq + 7.48883e — 14 % x5 * f14 — 3.39894e — 11 x 23 + 1.78346¢e —
16 * f2, + 9.45777e — 1

f16 = —1.53102e — 11 % 3 + f45 + 6.10948¢e — 15 % x5 * f45 — 3.01894e — 13 x 22 — 9.69964¢ —
18 x f& — 5.87017e — 11

far = 1.66283e — 1 % x5 + fa6 — 8.71318e¢ — 14 % xg * fig + 1.24337e — 11 x a:% + 1.54572¢ —
17 % f& —9.70722¢ — 11

fig = 5.1083e — 12 % x3 + fu7 + 7.34262¢ — 15 * 23 * f47 — 5.64015e — 12 * x% + 2.80858¢ —
17 % f2 +1.4729¢ — 1

f19 = 2.84586e — 11 % w¢ + fas — 1.49344e — 14 * xg * fag + 2.45167e¢ — 12 x% — 5.22331e —
19 % f& — 3.53946e — 11

fs0 = —1.98461e — 12 % 3 + fio + 2.49039e — 15 % x3 * fi9 — 1.10753e — 12 x 23 + 7.52221e —
18 % f2 + 4.00077e — 11

f51 = 5.21294e — 12 % 26 + f50 — 2.71851e — 15 % wg * f50 + 3.91859¢ — 13 * 22 — 5.32306¢ —
19 % f2 — 7.94334¢ — 12



