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RESUMO

As secas sao fendomenos naturais capazes de gerar consequéncias negativas tanto
para o meio ambiente quanto para a sociedade humana, como escassez de dgua, perda
de colheitas, incéndios florestais e até desertificacdo do solo. A literatura fornece varios
{ndices para monitoramento de secas, como o Indice de Precipitaciao Padronizada (SPI),
que visa determinar periodos secos e imidos em escalas de tempo que variam de 3 a
48 meses. Esta dissertacao apresenta uma abordagem para a modelagem de secas ao
introduzir um modelo de Expansao Polinomial Evolutiva (EPE) com técnicas integradas de
selecao de caracteristicas. Utilizando o EPE é possivel gerar um modelo de previsao com
explicabilidade. O modelo EPE, uma importante ferramenta matematica, é empregado
para aumentar a precisao da previsao de secas. O EPE foi avaliado em um conjunto de
dados de seca da Turquia. O EPE pode capturar a dinAmica complexa da seca e identificar
as caracteristicas mais importantes para a previsao de secas, ou seja, € uma ferramenta
valiosa para a previsao e mitigacdo de secas. Esta informacao pode ser usada para
desenvolver sistemas de alerta precoce para secas e estratégias para mitigar os impactos
da seca. Nesse trabalho o EPE foi aplicado em conjunto com a regressao Lasso para criar
polindémios interpretaveis a partir dos dados de entrada, assim gerando um modelo de

previsao de secas com explicabilidade e métricas satisfatérias.

Palavras chave: Secas; Modelagem; Expansao Polinomial, Explicabilidade



ABSTRACT

Droughts are natural phenomena capable of generating negative consequences for
both the environment and human society, such as water scarcity, crop loss, forest fires, and
even soil desertification. The literature provides various indices for monitoring droughts,
such as the Standardized Precipitation Index (SPI), which aims to determine dry and wet
periods on time scales ranging from 3 to 48 months. This paper presents a novel approach
to drought modeling by introducing an Evolutionary Polynomial Expansion (EPE) model
with integrated feature selection techniques. The EPE model, a powerful mathematical
tool, is employed to enhance the accuracy of drought prediction. The EPE was evaluated
on a dataset of drought data from Turkey. It can potentially be a valuable tool for drought
forecasting and mitigation. The EPE can capture the complex dynamics of drought and
identify the most important features for drought prediction. This information can be
used to develop early warning systems for drought and strategies for mitigating drought

impacts.

Keywords: Drought; EPE; Explainable Al
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1 INTRODUCAO

A seca esta entre as calamidades climaticas mais destrutivas que ameacam ecos-
sistemas e a sociedade, devido as graves consequéncias para a quantidade e qualidade
da dgua em escalas menores e maiores. A seca surge de uma escassez de precipitacao, e
outros fatores, como o aumento das temperaturas e o crescimento do consumo humano
de dgua, que podem agravar esse evento (6). O déficit de precipitagdo pode se acumular
rapidamente em um curto periodo de tempo ou levar meses para se manifestar através de
fluxos de rios reduzidos, niveis de reservatorios mais altos ou lengéis freaticos subterraneos

mais profundos.

Para estimar a gravidade da seca, os indicadores relativos sao medidos empregando
um conjunto de informagoes sobre meteorologia, agricultura, hidrologia ou socioeconomia,
além de fatores relacionados ao clima, como temperatura e precipitagao (7). Esses indices
avaliam a severidade da seca em desenvolvimento e, se apoiados pela estrutura institucional
e fungoes adequadas, podem ser utilizados para acionar planos de contingéncia contra a

seca.

Alguns indicadores de seca baseados em precipitagdo foram propostos, como o indice
padronizado de precipitacao (SPI) (5) e o indice efetivo de seca (EDI) (8). No entanto,
embora sejam funcionais para determinar sinais prévios de secas, eles apenas identificam
casos ja ocorridos. O desafio é estimar os dias futuros de seca, semanas, meses, e sua
intensidade, ou seja, aumentar o potencial de alerta dos sistemas de monitoramento de seca
por meio da previsao de seca. Embora esses indices sejam inicialmente meteorolégicos, sua
medida seria instrutiva na administragao da seca agricola e no desempenho dos recursos

hidricos.

Varias técnicas e abordagens computacionais para previsao de seca foram propostas
e aplicadas em zonas distintas nos ultimos anos. Devido a importancia da seca na vida
da populagao, varias pesquisas recentes foram realizadas para aumentar a precisao dos
métodos de previsao de seca (9). Nesse contexto, o potencial de modelos de aprendizado de
maquina (ML) distintos, como Arvore de Decisdo, Gradient Boosting, Floresta Aleatéria e

Maquina de Vetor de Suporte, entre outros, foi substancialmente analisado.

1.1 MOTIVACAO

A previsao de secas é uma tarefa complexa e desafiadora, dado o carater multi-
facetado e ndo linear dos fatores que contribuem para a ocorréncia e severidade desses
eventos. A variabilidade climatica, associada a fatores como precipitagao, temperatura, e
umidade, torna dificil a aplicacdo de métodos tradicionais de modelagem que dependem
de suposicoes lineares e simplificagbes dos processos naturais. Como resultado, os indices

de seca comumente utilizados, como o Indice Padronizado de Precipitacio (SPI), ainda
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que eficazes na identificacao de secas passadas, apresentam limita¢oes quando aplicados a
previsao de eventos futuros, especialmente em escalas temporais mais longas (5). Esse
contexto exige o desenvolvimento de abordagens mais robustas e adaptativas, capazes de

capturar a complexidade e a dindmica intrinseca dos sistemas climaticos.

Nesse cendrio, técnicas de aprendizado de maquina (ML) surgem como uma solugao
promissora para melhorar a acuracia das previsoes de seca. Modelos como arvores de
decisdo, florestas aleatérias, e maquinas de vetor de suporte tém sido amplamente estudados
e aplicados para esse fim, proporcionando uma capacidade superior de identificar padroes
ocultos nos dados e de lidar com a natureza nao linear dos processos envolvidos (10). O
modelo de Expansao Polinomial Evolutiva (EPE) se destaca nesse contexto, pois combina
a flexibilidade e o poder de predicao do aprendizado de maquina com a interpretabilidade
das expressoes polinomiais. Ao evoluir polindémios de forma iterativa e seletiva, polindomios
construidos evolutivamente permitem a construcao de modelos que nao apenas sao precisos,
mas também oferecem uma compreensao clara das relagoes subjacentes entre as varidveis

como mostrado por (11) no contexto de modelagem de escoamento sob barragens de ago.

1.2 OBJETIVOS

Este estudo visa avancar o campo da modelagem de secas através do desenvolvimento
e validacao de abordagens hibridas de aprendizado de maquina que priorizam a otimizagao

e a explicabilidade.

1.2.1 Objetivos especificos

Os objetivos especificos sao:

o Introduzir uma metodologia inovadora para a modelagem de secas que integra

técnicas de aprendizado de maquina de ponta.

o Aperfeicoar os processos de tomada de decisao, combinando modelos de aprendizado

de maquina altamente otimizados com resultados transparentes e interpretaveis.

 Implementar um modelo de expansao polinomial evolucionéaria (EPE), aprimorado
com técnicas integradas de selecao de recursos, para melhorar o desempenho do

modelo.

o Implementar um modelo de expansao polinomial evolucionaria (EPE), aprimorado
com técnicas integradas de selecao de recursos, para melhorar o desempenho e a

interpretabilidade do modelo.

o Avaliar a eficacia desses algoritmos otimizados na previsao precisa das condigoes de
seca, fornecendo, assim, uma ferramenta confidavel para o gerenciamento e planeja-

mento de recursos.
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2 REVISAO BIBLIOGRAFICA

Foi realizada uma revisao bibliografica para obter uma visao abrangente da literatura
de pesquisa sobre o tema. A equacgao légica envolvendo os seguintes termos foi utilizada na
busca nos titulos, resumos e palavras-chave dos artigos: (seca) E (previsao OU previsao OU
modelagem) E (inteligéncia artificial OU computagao suave OU aprendizado de maquina)
E (indice padronizado de precipitagdo OU SPI). De acordo com os protocolos de triagem
estabelecidos, foi conduzido um processo de revisao para avaliar os artigos. Artigos de
pesquisa que nao focavam em investigagao baseada em dados foram excluidos. Um total
de 122 artigos foi encontrado e, apds um processo de triagem, 72 referéncias relevantes
foram selecionadas, relacionadas ao tema deste estudo. A Tabela 1 apresenta o nimero de
artigos encontrados no Scopus relacionados a previsao de seca e ao uso de aprendizado
de maquina. Um aumento pode ser observado a partir de 2020, e, comparando os anos
de 2023 e 2022, o nimero de artigos publicados dobrou. Isso mostra que o interesse em

resolver o problema com maior precisao estda aumentando.

Tabela 1 — Publicacoes por ano, 2011-2024.

Ano | N2 de publicagoes
2024 9
2023 36
2022 18
2021 16
2020 14
2019 D
2018 9
2017 3
2016 5
2015 1
2014 3
2013 2
2012 0
2011 1

A Figura 1 mostra os grafos de coocorréncia de palavras-chave gerados usando o
software Vosviewer. As palavras-chave foram extraidas dos corpos dos artigos e normali-
zadas para letras mintsculas, e as palavras de parada foram removidas. Um minimo de
8 ocorréncias nas publicacoes foi selecionado para clareza na representacio. Sindénimos
foram agrupados para evitar duplicagoes. As palavras-chave mais frequentes e relevantes
foram selecionadas para a criacao do grafico. Um mapa de rede foi criado com base na
coocorréncia de palavras-chave. Os parametros do grafico foram ajustados para otimizar
a visualizacao e interpretagao dos dados. Os clusters de palavras-chave no grafico foram

identificados e interpretados em relacao a temas e subtemas de pesquisa. As relagoes entre
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& VOSviewer

Figura 1 - Grafo de co-ocorréncia de palavras-chave.

palavras-chave foram analisadas para identificar conexdes entre diferentes temas e subte-
mas. O grafico foi analisado para identificar tendéncias de pesquisa, como o surgimento

de novos temas ou a evolucao de temas existentes.

A Tabela 2 mostra as referéncias que utilizam aprendizado de maquina para prever
secas e os métodos utilizados. Nota-se que a maioria dos artigos optou por usar os métodos

Random Forest, Modelos Hibridos e Maquinas de Vetor de Suporte.
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Tabela 2 — Métodos de aprendizado de maquina com referéncias

Modelo Referéncia

Floresta aleatéria (12, 13, 14, 15, 16, 17, 18, 19, 20, 21,
22,23, 24, 25, 26, 27, 28, 29, 30, 31,
32, 33, 34, 35, 36, 37, 38, 39)
Arvores de decisao (12, 15, 22, 23, 27, 31, 40, 41)
Support Vector Machines (14, 20, 29, 40, 42, 43, 44, 45, 46, 47,
48, 49, 50, 51, 52, 53, 54, 55, 56, 57,
58, 59, 60, 61, 62, 63, 64, 65, 66, 67,

68, 69, 70)

Fuzzy (44, 71)

Gradient Boosting (17, 31, 41)

Ensemble (20, 25, 31, 36, 40, 42, 46, 53, 59, 72,
73, 10)

Modelos Hibridos (44, 45, 47, 48, 51, 52, 62, 65, 73, 10,
74,75, 76, 77, 78, 79, 80, 81, 82, 83)

Modelos Explicaveis (41, 49, 84, 85)

Embora métodos explicaveis de modelagem, como a Regressao Polinomial Evolutiva
(EPE), ainda nao sejam amplamente abordados na literatura em comparacao com técnicas
de aprendizado de maquina mais populares, sua importancia é crescente, especialmente
em aplicacoes criticas como a previsao de secas e a gestao de recursos hidricos. A
principal razao para adotar métodos explicaveis reside na necessidade de transparéncia e
interpretabilidade dos modelos, permitindo que os tomadores de decisao compreendam
as relagoes subjacentes entre as variaveis. Isso é crucial em contextos onde as decisoes
baseadas em modelos precisam ser justificadas, auditadas e replicaveis. Além disso, a
capacidade de identificar explicitamente os fatores que influenciam os resultados do modelo
pode levar a insights mais profundos e melhorias nas politicas de gestdao, um aspecto
frequentemente negligenciado em abordagens de "caixa-preta’como redes neurais profundas

(86)

2.1 ORGANIZACAO DA DISSERTACAO

Esta dissertacao esta estruturada em cinco capitulos principais, além desta introdu-
¢ao. No capitulo 3, s@o abordados os conceitos tedricos fundamentais para o entendimento
do estudo, com foco na revisao bibliografica sobre a modelagem de secas, indices de
monitoramento e as técnicas de aprendizado de maquina aplicadas na previsao de secas.
O capitulo 4 descreve detalhadamente a metodologia empregada neste estudo, incluindo a
area de estudo, a coleta e andlise dos dados, bem como o desenvolvimento e implementacao
do modelo de Expansao Polinomial Evolutiva (EPE). No capitulo 5, sdo apresentados e
discutidos os resultados obtidos a partir das simulacoes realizadas, destacando as expres-

soes polinomiais geradas e a eficacia do modelo proposto. O capitulo 6 traz as conclusées
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finais do trabalho, além de sugestoes para trabalhos futuros, indicando caminhos para
o aprimoramento das técnicas desenvolvidas e possiveis aplicacoes em outros contextos.
Por fim, sdo apresentados os apéndices, que contém pseudocddigos e outros materiais

complementares que auxiliam na reproducao e compreensao dos resultados aqui discutidos.
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3 FUNDAMENTACAO TEORICA

3.1 TIPOS DE SECA

As secas podem ser classificadas em trés categorias principais: meteorologica,

agricola e hidrolégica, cada uma com caracteristicas especificas e impactos diferenciados.

o Seca Meteorologica: Este tipo de seca ¢é definido por um periodo prolongado de
precipitacio abaixo do normal. E geralmente o primeiro sinal de que uma seca pode
estar se desenvolvendo. A seca meteorolégica nao leva em consideragao a demanda
de dgua, mas apenas a quantidade de precipitagao recebida. Segundo (87), a seca
meteoroldgica pode levar a condicoes de seca agricola e hidrolégica, dependendo da

severidade e duracao da deficiéncia de precipitagao.

o Seca Agricola: Ocorre quando a umidade do solo se torna insuficiente para sustentar
as culturas agricolas. A seca agricola estd diretamente relacionada a falta de
precipitacao e a evapotranspiracao. Este tipo de seca afeta diretamente a produgao
de alimentos, podendo causar falhas nas colheitas e aumento dos precos dos alimentos,
0 que agrava a inseguranga alimentar em regioes vulnerdveis. (87) destacam que a
seca agricola pode ter consequéncias devastadoras para a seguranca alimentar e a

economia rural.

» Seca Hidrologica: Refere-se a reducao dos niveis de agua em corpos d’agua como rios,
reservatorios e aquiferos. Este tipo de seca é geralmente observado apds periodos
prolongados de seca meteorologica e agricola e pode levar a sérios problemas de
abastecimento de dgua. A seca hidrologica impacta a disponibilidade de dgua para
consumo humano, irrigacao agricola e geracao de energia hidrelétrica. Conforme
discutido por (87), a seca hidrologica pode resultar em conflitos pelo uso da agua e

altos custos para a obtencao de agua de fontes alternativas.

A figura 2, (1) ilustra como os tipos de seca estao relacionados com os fenémenos
hidrolégicos que por sua vez sdo determinados pela combinagao de precipitagdao e umidade.
Essas defini¢bes nos mostram que a precipitagdo nao é o tunico fator envolvido. A
intensidade das secas também ¢ influenciada por altas temperaturas, tipo de vegetacao,
tipo de solo e topografia. Além disso, as atividades humanas desempenham um papel
crucial, especialmente na forma como utilizamos a agua e alteramos o uso do solo, como

através do desmatamento e da expansao de areas agricolas e urbanas.

O levantamento feito por Bakshi e Shah (2) indica que pelo menos 30superficie
terrestre (excluindo a Antartida) ja foi afetada por secas severas e prolongadas. Entre as

regides mais impactadas estdao a Califérnia, o Mediterraneo, o Leste e o Sul da Africa, e
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Figura 2 - Tipos de seca e sua relagdo com precipitagao e temperatura. Adaptado de (1)

a Australia. Segundo um estudo da NASA, cerca de 45 da superficie terrestre pode ser

atingida por eventos extremos de seca até 2059.

3.2 IMPACTOS SOCIOECONOMICOS DAS SECAS

Os impactos das secas mostrados na figura 3 sdo amplos e variam desde prejuizos
econdmicos até crises humanitarias. A seguir, sdo destacados alguns dos principais impactos

socioeconémicos das secas segundo (3):

Agricultura e Seguranga Alimentar: A seca agricola resulta em perdas significativas
de colheitas, o que reduz a producao de alimentos e aumenta a inseguranca alimentar. Em
regioes onde a agricultura de sequeiro é predominante, a falta de 4gua pode levar a colheitas
falhadas, forcando agricultores a abandonar suas terras e buscar meios de subsisténcia
alternativos. Este fenomeno é especialmente critico em paises em desenvolvimento, onde a

agricultura representa uma grande parte da economia e da forca de trabalho.

Economia: A diminuicao da produtividade agricola durante periodos de seca pode
resultar em aumentos nos pregos dos alimentos, afetando a economia local e global. Além
disso, as secas podem levar ao desemprego em areas rurais, onde a agricultura é a principal
fonte de emprego. As perdas econémicas associadas as secas incluem nao apenas a reducao
da producao agricola, mas também os custos relacionados ao racionamento de dgua e a

importacao de alimentos.

Abastecimento de Agua: A seca hidrolégica pode comprometer seriamente o

abastecimento de dgua potavel, afetando tanto areas urbanas quanto rurais. A escassez de
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Figura 3 - Escala de estresse hidrico pelo mundo, adaptado de (2)

agua pode levar a racionamento, conflitos pelo uso da agua e altos custos para obter agua
de fontes alternativas. A falta de dgua potavel também pode resultar em problemas de

saude publica, como o aumento de doencas transmitidas pela agua.

Ecossistemas e Biodiversidade: A seca afeta os ecossistemas, reduzindo a dispo-
nibilidade de dgua para plantas e animais, o que pode levar a perda de biodiversidade.
Além disso, os habitats aquaticos sao particularmente vulneraveis, com quedas nos niveis
de dgua que afetam a flora e fauna aquaticas. A reducao na disponibilidade de agua
pode alterar os habitats naturais, colocando em risco espécies que dependem de condi¢oes

hidricas especificas para sobreviver.

Conflitos e Migragoes: A escassez de recursos hidricos durante periodos de seca pode
levar a conflitos entre comunidades e paises pelo acesso a dgua. Além disso, a falta de dgua
e a perda de meios de subsisténcia podem forgar populacoes a migrar para areas menos
afetadas, criando pressoes adicionais sobre os recursos dessas regioes e potencialmente

exacerbando tensoes sociais e politicas.

As secas sao, portanto, fendmenos de grande relevancia que exigem monitoramento
constante e a implementacgao de estratégias de mitigacao e adaptacdo para reduzir seus
impactos devastadores. A utilizacdo de indices como o Standardized Precipitation Index
(SPI) e o Standardised Precipitation Evapotranspiration Index (SPEI) tem sido essencial

para monitorar e analisar esses eventos extremos, permitindo uma melhor gestdo dos
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Figura 4 - Tipos de seca. Adaptado de (3)

recursos hidricos e a adocao de medidas preventivas.

3.3 METRICAS PARA MONITORAMENTO DE SECAS

Para estimar a gravidade da seca, os indicadores relativos sao medidos utilizando
um conjunto de informagoes sobre meteorologia, agricultura, hidrologia ou socioeconomia.
Fatores climéticos, como temperatura e precipitacao, sao frequentemente aplicados para
determinar o indice de seca. Esses indices avaliam a severidade da seca em desenvolvimento
e, se apoiados pela estrutura institucional adequada, podem ser utilizados para acionar

planos de contingéncia contra a seca (3).

Alguns indicadores de seca baseados na precipitagao foram propostos, como o indice
padronizado de precipitacdo (SPI) e o indice de seca efetivo (EDI). No entanto, embora
a observacgao, apesar de funcional para determinar sinais precoces de secas, identifique
apenas casos ja ocorrendo. O desafio é estimar os futuros dias, semanas, meses de
seca e sua intensidade, ou seja, aumentar o potencial de alerta antecipado dos sistemas

de monitoramento de seca por meio da previsao de seca. Embora esses indices sejam
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inicialmente meteoroldgicos, sua medida seria instrutiva na administracao da seca agricola

e no desempenho dos recursos hidricos.

3.3.1 Indice padronizado de precipitacio

O Indice de Precipitacio Padronizado (SPI), proposto por (5), é uma medida
amplamente utilizada para quantificar a deficiéncia de precipitacao em diversas escalas
temporais. O SPI permite a caracterizagao das secas com base em dados historicos de

precipitacao, oferecendo uma forma objetiva de identificar e monitorar eventos de seca.

3.3.2 Definigao e Calculo do SPI

O SPI é definido como a diferenca entre a precipitacao acumulada durante um
periodo especifico e a média historica desse periodo, normalizada pela variabilidade da

precipitacao (desvio padrao). A férmula matemaética do SPI é dada pela equagao 3.1:

gpr — 2 =X (3.1)

g

onde:

o X, é a precipitacao acumulada no i-ésimo periodo.
e X é a média histérica da precipitacio para o mesmo periodo.

e 0 é o desvio padrao da precipitacao historica.

3.3.3 Metodologia de Calculo do SPI

1. Coleta de Dados: Um conjunto de dados mensais de precipitacao ¢ preparado para
um periodo de m meses, idealmente abrangendo pelo menos 30 anos de registros

continuos.

2. Escalas Temporais: Seleciona-se um conjunto de periodos de média j meses, onde
j pode ser 3, 6, 12, 24 ou 48 meses. Essas escalas representam diferentes tipos
de fontes de agua utilizaveis, como agua do solo, aguas subterraneas, escoamento

superficial e armazenamento em reservatorios.

3. Ajuste a Funcao Gama: Cada conjunto de dados é ajustado a distribuigao
Gamma para definir a relacdo de probabilidade com a precipitacao. A funcdo Gama
é utilizada devido a sua flexibilidade em modelar a distribuicao assimétrica tipica da

precipitacao.

4. Calculo da Probabilidade: A probabilidade de qualquer ponto de dado observado

de precipitagao é calculada e utilizada, juntamente com uma estimativa da inversa
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normal, para calcular a desvio da precipitagao para uma densidade de probabilidade

normalmente distribuida com média zero e desvio padrao unitario.

5. Calculo do SPI: O valor do SPI é entao calculado para o ponto de dado especifico

de precipitagao.

3.3.4 Categorias de Seca

O trabalho de (5), também propos a defini¢do de categorias de seca baseadas nos

valores do SPI, permitindo uma classificagdo quantitativa da intensidade da seca como

pode ser visto na tabela 3:

Tabela 3 — Categorias de Seca baseadas no valor do SPI

Valor do SPI

Categoria de Seca

0a-0.99
-1.00 a -1.49
-1.50 a -1.99

<-2.00

Seca Leve
Seca Moderada
Seca Severa
Seca Extrema

O SPI apresenta diversas vantagens em relagao a outros indices de seca:

e Normalizacao: O SPI é normalizado, permitindo comparagoes entre diferentes

regides climaticas.

« Flexibilidade: Pode ser calculado para diferentes escalas temporais, tornando-o

aplicavel a diversas fontes de agua utilizaveis.

« Probabilidade: Esta diretamente relacionado a probabilidade de ocorréncia de

eventos de seca, facilitando a interpretagao e a comunicacao dos resultados.

A introducao do SPI por (5) forneceu uma ferramenta robusta e versatil para a

monitorizacao e andlise de secas, reconhecendo a importancia das escalas temporais e

proporcionando um método padronizado para a avaliagao da deficiéncia de precipitagao. A

aplicagao do SPI em diversas regioes tem demonstrado sua eficdcia na gestao de recursos

hidricos e na mitigacao dos impactos da seca.

3.3.5 Indice de Seca Efetivo (EDI)

O EDI considera a precipitacao diaria e o déficit de a4gua no solo, incorporando

a evapotranspiracao potencial. Este indice é calculado com base no déficit acumulado

de precipitagao efetiva, que é a precipitacao didria menos a evapotranspiracao potencial.

O EDI reflete a resposta imediata do sistema hidrico a deficiéncia de precipitacao. As

principais aplicacoes do EDI incluem:
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o Avaliacao da seca agricola e hidrolédgica.

o Monitoramento de curto prazo, com rapida resposta as mudangas nas condigoes de

seca.

o Gestao de irrigacao e suporte a tomada de decisao em tempo real.

3.3.6 Principais Diferencas entre SPI e EDI

Ao analisar os pontos relevantes do SPI segundo (5) e EDI segundo (8) é possivel

fazer a seguinte comparacao:

o Escala Temporal: O SPI pode ser calculado para vérias escalas temporais (mensal,
trimestral, anual, etc.), enquanto o EDI foca nas mudangas didrias, sendo mais

sensivel as variagoes de curto prazo.

» Dados Utilizados: O SPI utiliza precipitacdo acumulada em periodos mais longos, ao

passo que o EDI baseia-se na precipitacao didria e na evapotranspiracao potencial.

o Sensibilidade: O EDI responde mais rapidamente as mudancas nas condi¢oes de
seca devido a sua base diaria, enquanto o SPI oferece uma visao mais estabilizada

ao longo de periodos maiores.

o Aplicagoes Especificas: O SPI é mais adequado para analises de longo prazo e
comparagoes regionais de secas, ao passo que o EDI ¢ til para monitoramento em

tempo real e decisoes imediatas relacionadas a agricultura e gestao de agua.

Em resumo, ambos os indices sao valiosos para a gestao e monitoramento de
secas, mas sao aplicaveis em diferentes contextos e escalas temporais, complementando-se

mutuamente para fornecer uma visao abrangente das condigoes de seca.

3.4 INTELIGENCIA ARTIFICIAL EXPLICAVEL

No contexto do estudo abordado na dissertacao, a Inteligéncia Artificial Explicavel
(XAI) desempenha um papel crucial na modelagem e previsao de secas, segundo (84),
principalmente ao balancear precisao preditiva e transparéncia interpretativa. A XAI
permite que modelos complexos, como o Expansao Polinomial Evolutiva (EPE) utilizado
neste estudo, sejam compreendidos nao apenas em termos de acuracia, mas também em
termos dos fatores subjacentes que influenciam as previsoes. Ao integrar técnicas de sele¢ao
de caracteristicas, como a Lasso, o modelo EPE nao s6 melhora a eficiéncia computacional,
mas também promove uma compreensao clara das relagoes entre variaveis climaticas e o
indice de precipitagao padronizado (SPI), fundamental para a previsao de secas em &dreas

vulneréveis.
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A relevancia da XAI em contextos hidrolégicos e climatoldgicos, como a previsao
de secas, reside na sua capacidade de fornecer modelos que sdo tanto precisos quanto
interpretaveis. No caso do modelo EPE, a capacidade de derivar expressoes polinomiais
que elucidam as interagoes entre variaveis climaticas oferece aos gestores de recursos
hidricos uma ferramenta valiosa para decisoes informadas. Essas expressoes interpretaveis,
derivadas através de aprendizado evolutivo, permitem uma melhor avaliacao e compreensao
dos fatores que contribuem para eventos de seca, o que é crucial para o desenvolvimento

de estratégias de mitigacao eficazes.

Além disso, o uso de XAI no contexto de previsao de secas representa um avango
significativo na capacidade de modelos preditivos de serem auditados e validados por
especialistas. Ao possibilitar uma anéalise detalhada dos componentes do modelo e das
relacoes entre as variaveis, a XAl aumenta a confianga nas previsoes, facilitando a adocao
de tais modelos em politicas publicas e estratégias de planejamento. Estudos como os de
(88) e (84) destacam a importancia de combinar modelos de aprendizado de méquina com
abordagens explicaveis para melhorar tanto a transparéncia quanto a aplicabilidade desses

modelos em cenarios complexos e criticos

3.5 MODELO DE EXPANSAO POLINOMIAL EVOLUTIVA (EPE)

Este trabalho, utiliza o modelo de Expansao Polinomial Evolutiva (EPE) com
selecao de caracteristicas Lasso, uma abordagem para a previsao do indice SPI que
prioriza a interpretabilidade e aborda a complexidade dos dados. Ao contrario dos modelos
tradicionais de caiza preta, o EPE aproveita um mecanismo de aprendizado evolutivo que se
baseia em expressoes polinomiais interpretaveis. No entanto, os dados hidrometeorologicos
podem ser ricos em caracteristicas, algumas potencialmente irrelevantes ou redundantes.

E aqui que a selecdo de caracteristicas Lasso desempenha um papel importante (86).

Esta abordagem integra o Lasso, uma técnica conhecida por reduzir coeficientes
e promover a esparsidade, no processo de aprendizado do modelo EPE. O Lasso analisa
efetivamente as caracteristicas dos dados e identifica as mais relevantes que contribuem
significativamente para a previsao de fluxos de dgua. A incorporacao do Lasso permite
que o modelo EPE se concentre na construcao de sua estrutura interna utilizando apenas
as caracteristicas mais impactantes. Isso nao s6 melhora a eficiéncia do modelo, mas
também aumenta a interpretabilidade. O modelo resultante prevé o SPI e destaca os
principais fatores expressos através de fungdes polinomiais interpretaveis que impulsionam
essas previsoes. Esse nivel de explicabilidade capacita pesquisadores e gestores de recursos
hidricos a obter insights valiosos sobre os fatores criticos do comportamento do fluxo de
agua. Usando o conhecimento descoberto, os especialistas podem tomar decisdes mais

informadas para a gestao de recursos hidricos e estratégias de mitigacao de secas.
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3.6 MODELO DE REGRESSAO POLINOMIAL EVOLUTIVA (EPR)

A Regressao Polinomial Evolutiva (EPR) é uma técnica de modelagem que combina
a robustez dos algoritmos genéticos com a simplicidade e interpretabilidade dos modelos
polinomiais. Desenvolvida como uma ferramenta para capturar interagoes nao lineares e
complexas em sistemas de engenharia e fendmenos naturais, o EPR permite a construcao
de modelos que sdo a0 mesmo tempo precisos e facilmente interpretdaveis. A abordagem se
destaca por sua capacidade de selecionar automaticamente as variaveis mais relevantes
e de encontrar a estrutura polinomial que melhor se ajusta aos dados observacionais,
minimizando erros de previsao. O processo evolutivo utilizado no EPR, que combina
algoritmos genéticos com métodos de minimos quadrados, garante que os modelos gerados
sejam otimizados tanto em termos de precisao quanto de simplicidade, evitando o overfitting

e promovendo a generaliza¢ao dos resultados (11).

Comparando as duas técnicas similares, é possivel observar que o EPE Oferece
maior interatividade ao usudario, permitindo que ele faca suposi¢oes sobre a estrutura do
modelo e sobre quais elementos devem ser considerados na func¢ao alvo. Isso oferece mais
controle sobre o processo de modelagem. Ja para o EPR, embora o usuario ainda tenha
controle sobre certos parametros, como o nimero de termos e o tipo de funcao, o foco esta

mais na automatizagao da selecao do modelo através do processo evolutivo.

3.6.1 Engenharia de Caracteristicas via Expansao Polinomial

A engenharia de recursos desempenha um papel crucial na extracao de caracte-
risticas informativas dos dados brutos e na melhoria do desempenho dos modelos de
aprendizado de maquina. A expansao polinomial é uma técnica valiosa de engenharia de

recursos para previsao de secas usando o modelo EPE.

Os dados hidrometeorolégicos frequentemente exibem relagoes complexas entre
varias variaveis climaticas que influenciam a severidade da seca. Abordagens tradicionais
podem ter dificuldade em capturar essas relagbes nao-lineares de forma eficaz (9). A
expansao polinomial aborda essa limitacao gerando novos recursos com base nos existentes

através de suas interagoes binarias e de ordem superior.

Sejam x1, xa, ..., Tq as caracteristicas originais no conjunto de dados. A expansao

polinomial visa criar um novo conjunto de caracteristicas, F},, através da expressao 3.2:

E, = {fi(xi,x;) | i,5 € {1,2,....,D},i < j, k€ {1,2,...., K}}U{a,...,ah} (3.2)

onde i e j sao indices iterando pelas caracteristicas originais, as funcoes fi(z;, z;) repre-
sentam a criacao de novos recursos através de interagoes binarias entre as caracteristicas
originais, e K é o nimero de fungdes de expansdo. O segundo termo, z2, ..., 25, introduz

as caracteristicas originais.
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Neste estudo, K foi definido como 3, levando a:

Fy = {fi(zi, x;), fo(i, 25), fa(ws, 25)} (3.3)

e as seguintes fungoes de expansao:

fl(.%i, Z’j) =XT; - .fj (34)
fo(wi, z5) = ;; (3.5)
folassa;) =~ (3.6)

estabelecem diferentes interacoes entre x; e x;. Como todas as observagoes do SPI
sao positivas, as funcoes sao definidas para quaisquer valores de x; e x;, permitindo expan-
soes em todos os termos. Nos casos em que as observacoes podem assumir valores préximos

de zero, as expansoes devem ser calculadas com cuidado para evitar indeterminagoes.

Considerando n variaveis, cada funcao f;(x;, x;) expande em n(n — 1)/2 termos, e
usando a formulagao na Equagao 3.1, o nimero de termos no espago de fungdes expandidas
¢ dado por n+ Kn(n —1)/2, onde n é a dimensdo do espago de varidveis originais e K ¢é o

numero de fungoes de expansio.

3.7 INTEGRACAO COM O MODELO EPE

O modelo EPE aproveita o conjunto de caracteristicas expandidas gerado através
da expansao polinomial. Durante o processo de aprendizado evolutivo, o modelo seleciona
e combina dinamicamente esses novos recursos juntamente com os originais para construir
sua estrutura interna. Isso permite que o modelo EPE identifique as intera¢Ges mais
relevantes e as relagoes nao-lineares entre variaveis climaticas que influenciam os valores

do SPI, melhorando, em tltima analise, a precisao da previsao de secas.

O Lasso minimiza a soma residual dos quadrados sujeita a soma do valor absoluto
dos coeficientes ser menor que uma constante (46). Devido a natureza dessa restricao,
ele tende a produzir alguns coeficientes que sao exatamente 0 e, portanto, gera modelos

interpretaveis.

A Evolugao Diferencial (DE) é um algoritmo de otimizagao estocéstica baseado em
uma populagao de solucoes, que opera através de etapas computacionais semelhantes as
empregadas pela maioria dos Algoritmos Evolutivos. DE é simples e facil de implementar, e
possui algumas caracteristicas como desempenho superior em relacao a precisao, velocidade

de convergéncia e robustez, e poucos parametros de controle.
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A funcao objetivo, a ser minimizada pela evolucao diferencial, é escrita como segue:

Nfeat
f(z) = RMSE(z) x (1 + Nf@ > x¥B> (3.7)
eat ;—1

O parametro  controla indiretamente a complexidade das expressoes geradas para
o modelo linear. Dessa equacao, observa-se que quando 5 = 0, a expressao resultante
da solucdo candidata nio é penalizada por seu comprimento. A medida que § aumenta,
expressoes com mais termos sao mais penalizadas do que expressoes com poucos ter-
mos. Uma escolha adequada de [ é crucial para equilibrar a precisao da expressao e a

interpretabilidade do modelo de previsao associado.

3.8 VALIDACAO CRUZADA DE SERIES TEMPORAIS

O uso de modelos de aprendizado de maquina em dados de séries temporais
requer cuidados especiais devido as suas peculiaridades. Deve-se escolher o conjunto de
teste dentro de um periodo de tempo apoés o conjunto de treinamento. Caso contrario,
algumas informacoes podem vazar do conjunto de treinamento para o conjunto de teste,
comprometendo o processo de aprendizado do modelo de aprendizado de maquina. Uma
solucao mais robusta é operar de forma semelhante a validagao cruzada k-fold, mas de
maneira ordenada no tempo (89). A Figura 5 ilustra o procedimento de validagio cruzada
para séries temporais. Podemos obter uma estimativa imparcial do desempenho do modelo
treinando e ajustando o modelo no conjunto de treinamento para cada fold e calculando a

média dos erros nos conjuntos de teste.
Fold 1 Teste Treino Treino Treino
Fold 2 Treino Teste Treino Treino

Fold 3 Treino Treino Teste Treino

Fold 4 Treino Treino Treino Teste

Figura 5 - Esquema de validacao cruzada k-folds com 4 folds.

3.9 METRICAS DE DESEMPENHO

O modelo é avaliado usando métricas apropriadas ao tipo de problema, como
a eficiéncia Kling-Gupta (KGE), erro absoluto médio (MAE), erro absoluto percentual
médio (MAPE), erro quadréatico médio (MSE), coeficiente de eficiéncia de Nash-Sutcliffe
(NSE), erro quadrético médio da raiz (RMSE), erro quadratico médio relativo (RRMSE),
coeficiente de determinagdao (R?) e indices de Willmott (WI) sao usado (9).

>i(yi — 1)

fe=1- >i(fi—7)
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Os valores reais e simulados nas equagoes sao representados por y e ¢, respectiva-

mente. 7 representa a média real e r é o coeficiente de Pearson e « indica a proporc¢ao

entre os desvios padrao dos valores simulados e reais. Finalmente, v é a proporcao entre

as médias dos valores simulados e observados.



31
4 METODOLOGIA

4.1 AREA DE ESTUDO

Os dados utilizados, obtidos de Ali (83) foram coletados em estagoes meteoroldgicas
na regiao de Ancara, capital da Turquia no periodo de 1971 até 2015. Esta cidade possui
uma extensdo territorial de 24.521 km? e mais de 5,5 milhdes de habitantes. A precipitacao
média anual é de 383 mm, e a temperatura média é de 11,6°C. Medidas histéricas mensais
de precipitagao das estacoes meteorologicas de Beypazari, Esenboga, Nallihan, Kecioren,
Kizilcahamam e Polath foram utilizadas para construir o modelo. As localiza¢oes dessas
estagoes na regiao estao ilustradas na Figura 6. A Tabela 4 mostra a associacao de cada

variavel com a estacdo em que os experimentos foram conduzidos.

Beypazar esta situada a oeste de Ancara e é conhecida por suas atividades agricolas
e importancia historica. O clima de Beypazari, caracterizado por condi¢oes semiaridas, faz
dela um indicador essencial para a modelagem de secas. Os padroes de precipitagao em
Beypazar1 podem fornecer sinais antecipados de mudancas nas condi¢ées meteorologicas
que podem afetar a regiao mais ampla, incluindo Ancara. Como um centro agricola, as
mudancas na precipitacdo em Beypazar: podem ter implicagoes significativas para o uso e
disponibilidade de agua, impactando tanto a agricultura local quanto os recursos hidricos

em Ancara.

Polath é outro centro agricola localizado a oeste de Ancara. Seus dados de
precipitacao sao vitais para entender a disponibilidade regional de agua, especialmente
considerando suas extensas atividades agricolas. As condigoes climaticas em Polatl podem

influenciar as estratégias de gestao de dgua e a preparacao para secas em Ancara.

Kizilcahamam, localizada ao norte de Ancara, apresenta um terreno montanhoso
e areas florestais que experimentam padroes de precipitagao diferentes em comparacao
com as planicies centrais. Os efeitos orograficos da area e as variagoes climaticas locais
contribuem com dados climaticos inicos que aumentam a precisao do modelo na previsao
de condigoes de seca em Ancara. A precipitacdo em Kizilcahamam influencia o balango

hidrico geral da regiao.

Esenboga, localizada a nordeste de Ancara, é uma estacao meteoroldgica critica
devido a sua proximidade com o principal aeroporto de Ancara. Esta area fornece dados

climaticos de alta qualidade em tempo real, cruciais para a modelagem precisa de secas.

Nallihan, situada a noroeste de Ancara, possui uma mistura de terras agricolas
e reservas naturais. Os dados de precipitacao de Nallihan capturam padroes climaticos
unicos que outras estagdes podem nao registrar, proporcionando uma visao abrangente

das influéncias climaticas regionais nas condi¢oes de seca em Ancara.

Kegioren, localizada na area urbana de Ancara, fornece dados valiosos sobre
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padroes de precipitagdo urbana. Como um distrito densamente populado, as medigoes de
precipitacao de Kecioren sao cruciais para entender o impacto da urbanizacao no clima

local e nos recursos hidricos.
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Figura 6 - Localizacao das seis estagdoes meteoroldgicas na cidade de Ancara, capital da
Turquia, utilizadas no estudo. Adaptado de (4).

Tabela 4 — Associag@o entre estagoes e varidveis.

Estacao Variavel
Beypazari T
Polatli To
Kizilca Hamam T3
Esenboga Ty
Nallihan Ts
Kecioren Tg
Ancara Y

A anélise de previsao do indice SPI sera realizada utilizando dados de medi¢Ges
anteriores. A Figura 7 mostra as medi¢des histéricas de precipitacdo para as variaveis
de entrada das estagoes (azul) e saida (laranja) para os 3, 6 e 12 meses anteriores,
respectivamente.
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Medicoes histéricas de precipitacdo mensal para o Indice Padronizado de Precipitacao (a)
SPI-3, (b) SPI-6, e (c) SPI-12. O conjunto de treino é indicado em azul e do conjunto de
teste em laranja.
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4.2 ANALISE EXPLORATORIA DOS DADOS

Os experimentos computacionais foram realizados utilizando a linguagem Python e

suas bibliotecas pandas (90), scipy (91) e o framework scikit-learn (92).
A anélise exploratéria de dados (EDA) do Indice de Precipitacio Padronizada

(SPI) desempenha um papel fundamental na compreensao dos padroes de seca e na gestao
de recursos hidricos. A EDA permite identificar e visualizar caracteristicas temporais e
espaciais das secas, facilitando a identificagdo de padroes e anomalias que podem informar

estratégias de mitigacao e planejamento de recursos hidricos.

O estudo conduzido por (93) proporciona uma andlise abrangente dos periodos de
seca agricola e hidrologica no Paquistao. A pesquisa se concentrou nas escalas de tempo
de 3 e 12 meses do SPI, conhecidas por refletirem mudancas sazonais e hidrologicas na

intensidade da seca, respectivamente.

Uma parte crucial da EDA é a utilizacdo de graficos de séries temporais, que
permitem visualizar as flutuagées do SPI ao longo do tempo. Esses graficos ajudam
a identificar periodos de seca severa e sua duracdo, além de fornecer insights sobre a
frequéncia e a intensidade das secas em diferentes locais. Tabelas detalhadas complementam
esses graficos, fornecendo uma visao resumida dos periodos de seca, incluindo dados sobre
inicio, término, duracao e valores de pico de intensidade. A figura 8 mostra os dados de
SPI das estacoes do conjunto de dados de SPI-12, destacando os periodos de seca conforme
a definigao de (5)

A andlise de séries temporais desempenha um papel crucial nos métodos de previsao
do Indice Padronizado de Precipitacao (SPI), uma métrica amplamente utilizada para
quantificar anomalias de precipitacao e monitorar eventos de seca. Através da decomposicao
de séries temporais, é possivel identificar componentes fundamentais como tendéncia,
sazonalidade e ruido, cada um dos quais oferece insights valiosos sobre o comportamento
dos dados ao longo do tempo. A sazonalidade, em particular, é uma caracteristica essencial
na analise de séries temporais de precipitacao, dado que padrdes sazonais repetitivos podem
fornecer informacoes importantes para a selecao de features na modelagem preditiva. A
identificagdo de ciclos sazonais permite ajustar modelos que capturam variagdes periddicas
na precipitacao, melhorando assim a precisao das previsoes do SPI. Estudos como o de
(94) , que explorou a aplicagdo do SPI em diversas escalas temporais, e o trabalho de (5),
que introduziu o conceito do SPI, destacam a importancia de considerar a sazonalidade

nos processos de modelagem.

A compreensao detalhada da sazonalidade é vital, pois esta pode variar significati-
vamente de uma regiao para outra, influenciada por fatores climaticos locais e padroes
meteoroldgicos globais. Ao identificar corretamente esses padroes sazonais, os modelos

preditivos podem ajustar seus parametros de maneira a capturar melhor as flutuagoes
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Figura 8 - Periodos de seca do conjunto de dados segundo a clasificagao de (5)
esperadas na precipitacdo, reduzindo assim os erros de previsao. Por exemplo, regioes

tropicais podem apresentar uma sazonalidade marcada por estacoes chuvosas e secas

bem definidas, enquanto regides temperadas podem mostrar variagoes sazonais ligadas a
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mudancas de temperatura e precipitacao ao longo do ano. Esta compreensao facilita a
incorporacao de variaveis que capturam essas nuances sazonais nos modelos, aprimorando

a capacidade de previsao.

Além disso, a analise de séries temporais permite a deteccao de tendéncias de
longo prazo na precipitacao, que podem ser atribuidas a mudancas climaticas ou a outros
fenomenos de escala global. A identificacao de tendéncias e sua separagao dos componentes
sazonais e aleatorios é essencial para prever mudancas futuras na disponibilidade de agua
e para planejar estratégias de mitigacao de secas. Ferramentas como o modelo ARIMA
(AutoRegressive Integrated Moving Average) ou técnicas mais avangadas de machine
learning, como redes neurais recorrentes (RNNs) e LSTM (Long Short-Term Memory), tém
sido aplicadas com sucesso na modelagem de séries temporais de precipitacao, incorporando

sazonalidade e tendéncias para melhorar a precisao preditiva (39).

A integracao de andlise de séries temporais com técnicas de aprendizado de maquina
pode ainda melhorar a capacidade de previsao do SPI. Métodos hibridos que combinam
decomposicao de séries temporais com algoritmos de aprendizado supervisionado tém
mostrado resultados promissores. Por exemplo, a decomposi¢ao da série temporal pode
ser utilizada para extrair componentes sazonais e de tendéncia, que sao entao usados
como inputs para modelos de machine learning, como suporte vector machines (SVM) ou
redes neurais artificiais (ANN). Esta abordagem permite que o modelo aprenda padroes

complexos nos dados que podem nao ser capturados por métodos tradicionais (80).

Estudos recentes tém explorado a utilizagdo de redes neurais convolucionais (CNNs)
para a analise de séries temporais climaticas, aproveitando sua capacidade de capturar
padrdes espaciais e temporais nos dados. A pesquisa de (95) demonstrou que a combinagao
de CNNs com LSTMs pode melhorar significativamente a previsao do SPI, capturando
tanto as variacoes sazonais quanto as tendéncias de longo prazo. Essa abordagem hibrida
exemplifica como a analise de séries temporais, quando integrada com técnicas avancadas

de aprendizado de maquina, pode proporcionar previsoes mais precisas e robustas.

Em resumo, a andlise de séries temporais ¢ fundamental na previsao do Indice
Padronizado de Precipitacao devido a sua capacidade de decompor a série em componentes
interpretaveis, como tendéncia, sazonalidade e ruido. A identificagdo e modelagem da
sazonalidade permitem uma selecdo de features mais informada e ajustada, o que é crucial
para a precisao dos modelos preditivos. A literatura, incluindo os trabalhos de (96) e (5),
enfatiza a importancia dessa abordagem para a melhoria das previsdes do SPI. Além disso,
a combinacao de métodos de séries temporais com técnicas de aprendizado de maquina,
como mostrado por (14), pode levar a avangos significativos na previsao de eventos de
seca, oferecendo ferramentas mais eficazes para a gestao de recursos hidricos e mitigagao

de desastres naturais.

A matriz de correlacdo mostrada na Figura 9 é outra ferramenta essencial na EDA|
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pois ajuda a identificar as rela¢oes entre diferentes variaveis climaticas e o SPI. Ao analisar
as correlagoes, é possivel determinar quais fatores climaticos tém maior influéncia nas

secas, o que é crucial para desenvolver modelos preditivos mais precisos.

Matriz de Correlacdo entre Séries Temporais de SPI das Estacdes de Medicao

Beypazari

Polatli

Kizilca Hamam

Esenboga

Nallihan

Ankara

Figura 9 - Matriz de correlacao.

A andlise da fungao de autocorrelagao (ACF) e da fungao de autocorrelagao parcial
(PACF) também desempenha um papel significativo na EDA. A ACF permite entender a
dependéncia temporal dos dados, mostrando como os valores do SPI estao correlacionados
com seus valores passados. Ja a PACF ajuda a identificar a ordem dos modelos de séries
temporais, indicando quantos lags (atrasos) sao relevantes para prever o SPI. Essas anélises
sao fundamentais para modelar corretamente as séries temporais e prever eventos de seca
com maior precisao. A Figura 10 mostra os graficos de auto correlacao total e parcial para
os dados das estagoes. E possivel observar que, devido ao comportamento sazonal dos
fenomenos hidrolégicos, ha forte correlacao parcial em intervalos de 12 meses se repetindo
em menor escala em um intervalo de 24 meses. Esses intervalos estao marcados pela linha
tracejada do grafico. Além disso, percebe-se que existe uma correlacdo com os pontos

anteriores no conjunto de dado, um ponto em um instante t possui uma correlacao alta
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com os pontos em t — 1 o que diminui até o lag t — 12. Esse comportamento do conjunto

de dados, gera possibilidades interessantes na adi¢ao de caracteristicas ao modelo EPE.
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Figura 10 - ACF e PACF para as estagoes do conjunto de dados.
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Além disso, a EDA destaca a importancia de mostrar que os eventos de seca se
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tornam mais frequentes ao longo do tempo. Esta tendéncia pode ser visualizada através
de graficos de séries temporais que mostram um aumento na frequéncia e intensidade dos
eventos de seca. Identificar essa tendéncia é crucial para entender as mudancas climaticas
e seus impactos nos recursos hidricos, permitindo que gestores tomem medidas proativas

para mitigar os efeitos adversos.

A anélise exploratéria de dados do SPI, conforme discutido por (97), é vital para
fornecer uma compreensao detalhada dos padroes de seca. Isso nao so facilita a previsao e
gestao de secas, mas também ajuda a desenvolver estratégias de adaptacao a longo prazo,
essenciais para a sustentabilidade dos recursos hidricos. A utilizacao de métodos robustos
de EDA, como a matriz de correlacao, ACF, PACF e graficos de séries temporais, fornece

uma base solida para decisoes informadas e eficazes na gestao de secas

4.2.1 Anadlise da evolugao da amplitude

A anélise da evolucao da amplitude é uma etapa critica para entender as mudancas
na variabilidade climatica ao longo do tempo e como essas mudancas podem influenciar
a severidade e a frequéncia das secas. A amplitude, neste contexto, refere-se a variagao
entre maximos e minimos de uma intervalo, o que pode indicar uma maior incerteza ou
volatilidade nos padroes de precipitagao. Essa andlise ¢ fundamental para aprimorar a

modelagem preditiva, especialmente em regioes suscetiveis a eventos extremos(98).

A aplicacao de técnicas como o Regressor RANSAC (Random Sample Consensus)
(99) é essencial para detectar outliers e ajustar modelos de regressao robustos que possam
captar tendéncias na evolucao do spread ao longo do tempo. O uso do RANSAC é
particularmente relevante em dados hidrometeorologicos, onde as séries temporais podem
ser influenciadas por anomalias climaticas e ruidos de medi¢do, como demonstrado em
trabalhos de (89). A figura 11 ilustra a evolugao da ampitude (spread) ao longo do tempo
para os dados do SPI-12, onde observamos uma tendéncia de aumento, sugerindo uma

maior volatilidade nas condigoes de seca.

Ao correlacionar o aumento da amplitude com variaveis climéaticas, é possivel
identificar padroes de mudanca que sao cruciais para a modelagem preditiva. Essa
correlacdo pode ser explorada utilizando técnicas de analise multivariada, como discutido
por (100), que permitem compreender melhor as interagoes entre diferentes varidveis

climaticas e o impacto dessas interagoes na evolucao das secas.

Esta analise, portanto, nao apenas fornece percepgoes sobre as tendéncias de
variabilidade climatica, mas também aprimora a capacidade dos modelos preditivos de
capturar e prever eventos de seca, contribuindo para o desenvolvimento de estratégias

eficazes de mitigacao e adaptacao.
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4.2.2 Importancia da Sele¢dao de Caracteristicas

A selecao de caracteristicas visa identificar e selecionar o subconjunto mais relevante
de variaveis que contribuem significativamente para a previsdo do modelo. A escolha
adequada de caracteristicas pode melhorar a precisao do modelo, reduzir a complexidade
computacional e aumentar a interpretabilidade dos resultados. Em dados hidrometeorolo-
gicos, onde ha uma abundancia de variaveis potenciais, a selecao de caracteristicas ajuda

a focar nas mais impactantes para a previsao de secas (101).

Dentre as varias técnicas disponiveis para selecao de caracteristicas, a técnica Lasso
(Least Absolute Shrinkage and Selection Operator) foi integrada ao modelo EPE. O Lasso é
conhecido por sua capacidade de promover a esparsidade ao penalizar a soma absoluta dos
coeficientes, resultando em alguns coeficientes exatamente zero e, portanto, eliminando

caracteristicas menos relevantes (102).

O Lasso minimiza a soma residual dos quadrados sujeita a soma do valor absoluto
dos coeficientes ser menor que uma constante. Essa restricao induz esparsidade, pois
tende a definir alguns coeficientes como exatamente zero, efetivamente selecionando um
subconjunto de caracteristicas que contribuem para o modelo. Isso nao sé melhora a
eficiéncia do modelo, mas também facilita a interpretabilidade ao reduzir o niimero de

variaveis consideradas.

No contexto do modelo EPE, a técnica Lasso foi utilizada para analisar efetivamente
as caracteristicas dos dados hidrometeorologicos e identificar aquelas que mais contribuem
para a previsao do SPI. A integracdo do Lasso permite que o modelo EPE se concentre na
construcao de sua estrutura interna utilizando apenas as caracteristicas mais impactantes,
resultando em um modelo eficiente e interpretavel. A figura 12 ilustra o funcionamento do
modelo EPE.
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Figura 12 - Funcionamento do modelo EPE.

4.2.3 Inclusao das variaveis da analise exploratéria

Considerando o comportamento sazonal observado e a correlagao mostrada anteri-
ormente, as caracteristicas de spread e lag foram adicionadas ao modelo EPE em rodadas

subsequentes, foram adicionadas:

o Lag 12 e 24

o Spread 12, 48 e 60

4.2.4 Benchmark com PYSR

O benchmarking de modelos preditivos é uma etapa crucial para validar a eficacia
de novas abordagens em relagao a métodos estabelecidos. Neste estudo, o modelo de
Expansao Polinomial Evolutiva (EPE) foi comparado com outras técnicas de regressao
simbolica utilizando a ferramenta PYSR (Python Symbolic Regression), uma biblioteca
moderna que implementa métodos de regressao simbodlica altamente eficientes (103). A
PYSR se destaca por sua capacidade de encontrar expressoes matematicas que descrevem

os dados com alta precisao e simplicidade, utilizando algoritmos baseados em Programacao
Genética (GP).
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A regressao simbdélica, como implementada pelo PYSR, oferece uma abordagem
interpretavel para a modelagem preditiva, uma caracteristica que é fundamental para a
compreensao dos mecanismos subjacentes em modelos climaticos e hidrologicos. Traba-
lhos anteriores, como o de (104), demonstraram a eficicia da Programacao Genética na
descoberta de modelos simbdlicos que capturam complexas interagoes nao lineares entre
variaveis. Ao utilizar o PYSR, foi possivel obter uma comparacao direta entre a EPE e

modelos gerados através de GP, destacando as vantagens e limitagoes de cada abordagem.

A principal métrica utilizada para o benchmarking foi o RMSE (Root Mean
Squared Error), uma métrica amplamente aceita para avaliar a precisao preditiva de
modelos regressivos. Além disso, foram calculados o coeficiente de determinagao (R?) e a
eficiéncia de Kling-Gupta (KGE) (105), que proporcionam uma visao mais abrangente

sobre a qualidade do ajuste dos modelos.

A utilizacdo do PYSR também permite a exploragao de diferentes configuracoes de
pardmetros e a andlise de sua influéncia na qualidade do modelo gerado. Essa flexibilidade
¢é essencial para identificar as melhores praticas na aplicagdo de técnicas de regressao
simbélica em contextos climaticos, onde a interpretabilidade dos modelos é tao importante

quanto sua precisao (106).
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5 RESULTADOS E DISCUSSAO

A Tabela 5 apresenta as estatisticas descritivas da métrica de desempenho produzida
pela metodologia proposta. A primeira coluna mostra o conjunto de dados, a segunda
apresenta o (3, e as colunas restantes as oito métricas de desempenho. Os resultados
mostram que, para SPI-12 e § = 0.5, as previsoes apresentaram melhor desempenho na

maioria das métricas, exceto para MAPE.

O [ controla a complexidade das expressoes polinomiais geradas ao penalizar
expressoes mais longas. Com [ = 0.5, o modelo alcangou um equilibrio ideal entre
complexidade e precisao, resultando em expressdes que eram tanto interpretaveis quanto
eficazes na minimizacao do RMSE. Esse equilibrio ¢ crucial, pois garante que o modelo

permaneca compreensivel para os usuarios, mantendo um alto desempenho preditivo.

As expressoes obtidas para prever secas utilizando a metodologia proposta sao
apresentadas na Tabela 6. Para cada teste realizado, considerando os conjuntos de dados e
os valores de f3, foi retornada uma expressao para prever a seca em Ankara (y) usando um
conjunto de variaveis que minimiza o RMSE. As expressoes que resultaram nos menores
valores de RMSE estavam relacionadas ao SPI-12 utilizando 4 varidveis (x2, 3, x4 € x5)

que represantam as outras estacoes da regiao.

O modelo destacou a importancia de certas variaveis de entrada, especificamente
as estagoes localizadas em Polath (z5), Kizilcahamam (z3), Esenboga (z4) e Nallihan (z5),
particularmente para o SPI de 12 meses (SPI-12). Essas variaveis foram consistentemente
identificadas como preditores criticos, sublinhando sua influéncia significativa nas condigoes
de seca em Ankara. A inclusdo das estagoes Polatli, Kizilcahamam, Esenboga e Nallihan
no modelo EPE ressalta sua importancia coletiva em fornecer um conjunto diversificado
e representativo de dados climaticos, aumentando a precisao preditiva do modelo para
as condigoes de seca em Ancara. A diversidade geogréfica dessas estagoes captura uma
ampla gama de condi¢oes climaticas e caracteristicas geograficas, como planicies, colinas,
florestas e areas urbanas, o que é crucial para compreender as interacoes complexas e as

relagoes nao lineares que afetam os padroes de seca.

Os dados historicos de precipitacao, especialmente para o SPI de 12 meses, refletem
tendéncias climaticas de longo prazo e anomalias criticas para a previsao de periodos pro-
longados de seca, permitindo que o modelo identifique e antecipe as condigoes de seca com
maior precisao. Além disso, estacoes como Esenboga, com infraestrutura robusta de coleta
de dados, fornecem dados de precipitacao de alta qualidade e confidveis, garantindo que as
previsoes do modelo sejam baseadas em informagoes precisas e atualizadas. As localizagoes
estratégicas dessas estagoes também permitem monitorar os insumos hidrolégicos que
afetam os recursos hidricos de Ancara, ajudando a avaliar a disponibilidade de dgua e os

impactos potenciais da seca em Ancara de forma abrangente. Esses fatores, coletivamente,



Tabela 5 — Métricas de média e desvio padrao. Desvio padrao entre parénteses.

R WI RMSE MAE MAPE NSE KGE

0.876 (0.002)  0.966 (0.00)  2.36 (0.020)  0.353 (0.003)  0.273 (0.002) 70.94 (1.50)  0.876 (0.002)  0.709 (0.088)
0.877 (0.002)  0.967 (0.00) 0.351 (0.002)  0.272 (0.001)  70.25 (0.808)  0.877 (0.002)  0.693 (0.045)
0.878 (0.00)  0.967 (0.00) 0.350 (0.00)  0.272 (0.001)  70.17 (0.503)  0.878 (0.00)  0.697 (0.017)
0.878 (0.00)  0.967 (0.00)  2.34 (0. 0.350 (0.001)  0.272 (0.001)  70.10 (0.614)  0.878 (0.00)  0.695 (0.019)
0.878 (0.00)  0.967 (0.00)  2.34 (0.00 0.350 (0.00)  0.271 (0.00)  70.27 (0.436)  0.878 (0.00)  0.693 (0.005)
0.878 (0.00)  0.967 (0.00)  2.34 (0.002 0.350 (0.00)  0.272 (0.001)  70.13 (0.573)  0.878 (0.00)  0.695 (0.008)
0.878 (0.00)  0.938 (0.00) 0.350 (0.00) 0.728 (0.000)
0.897 (0.002)  0.973 (0.00) 0.353 (0.004)  0.292 (0.004)  101.98 (1.56)  0.897 (0.002)  0.809 (0.047)
0.898 (0.006)  0.973 (0.001) 0.353 (0.010)  0.291 (0.007)  100.30 (3.45) 0.898 (0.006) 0.851 (0.083)
0.895 (0.002)  0.972 (0.00) 0.357 (0.003)  0.286 (0.002)  109.67 (2.60)  0.895 (0.002)  0.662 (0.048)
0.895 (0.00)  0.972 (0.00) 0.357 (0.00)  0.286 (0.00)  110.15 (0.389)  0.895 (0.00)  0.654 (0.002)
0.895 (0.001)  0.972 (0.00) 0.357 (0.002)  0.286 (0.00)  109.64 (2.50)  0.895 (0.001)  0.663 (0.048)
0.895 (0.001)  0.972 (0.00) 0.357 (0.002)  0.286 (0.00)  109.52 (2.46)  0.895 (0.001)  0.664 (0.046)
0.898 (0.000) 0.352 (0.00) 0.698 (0.000)
0.902 (0.003) 0.972 (0.001) 0.349 (0.006)  0.285 (0.005)  123.01 (8.32)  0.902 (0.003)  0.712 (0.067)
0.907 (0.005)  0.974 (0.002) 0.340 (0.009)  0.278 (0.007)  117.01 (5.16)  0.907 (0.005)  0.774 (0.103)
0.914 (0.00)  0.977 (0.00) 0.326 (0.00)  0.268 (0.00)  113.14 (1.01)  0.914 (0.00) 0.911 (0.012)
0.913 (0.003)  0.977 (0.00) 0.328 (0.005)  0.269 (0.003)  112.01 (5.49)  0.913 (0.003)  0.892 (0.060)
0.913 (0.004)  0.977 (0.001) 0.329 (0.007)  0.269 (0.005)  111.30 (6.51)  0.913 (0.004)  0.881 (0.077)
0.911 (0.006)  0.977 (0.001) 0.332 (0.011)  0.271 (0.006) 106.86 (11.45)  0.911 (0.006)  0.845 (0.117)
0.910 (0.000) 0.333 (0.000) 0.674 (0.000)

¥
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destacam a importancia dessas estagoes na melhoria da capacidade do modelo em prever

com precisao as condi¢oes de seca.

Tabela 6 — Expressoes para previsao de seca.

Dataset /3 # var. RMSE Expression (y)
SPI-3 00 5 0348 x; - (0.065438z4 — 0.031779z5) +
(0.4524 — 0.038433x3) + 23 - (0.059723 — 0.016967x4) +
0.498031z4 — 0.04947625 + 0.006301
01 3 0348  0.455642z5 + x4 - (0.501748 — 0.006454x3) 4 0.021436
0.5 0.347  0.449359z5 + 0.05742425 + 0.475391z4 + 0.009358
10 4 0.347  0.447717m + 25 - (0.056808 — “001706) 4 (. 476609z, +
0.009888
15 3 0349 0.454934y + xy - (0.502252 — CO0LT8) 1 0,018129
2.0 0.349  0.451833x5 + 049597624 + 0.016304
SPI6 0.0 5 0349 a; - (0.045872x + 0.020121z4 — 0.038107z5) +

22 (—0.0401 14z, + 0.490713 — 00013L) 4
(0.545761 + 200316 ) gy (—0.095141 4 200067L)

w

\)

0.003401

0.1 5 0.346 x5 - (0.490102 — 0.017279z3)  + x4 -
(0.018656x1+0.540545+%) — 0.09504x5 +
0.001836

0.5 3 0.346  0.490587x5 + 0.55039z4 — 0.107172x5 + 0.003939

1.0 3 0.357  0.481616z5 + =4 - (0.50263 + %) +0.028295

1.5 4 0.345  15-(0.487884 — 0.00314123)+0.54638124 —0.10162x5+
0.006395

2.0 3 0.346  0.490585x5 + 0.550387x4 — 0.107168x5 + 0.003939

SPI-12 0.0 5 0.328 a1 - (0.051353x4 — 0.038817z5) + 0.464196x5 +

0.604415z4+5 (—0.062861z5 — 0.153804) —0.018482+
0.00154124—0.001864 x5

0.1 4 0.324 0.4700795(;2 — % + 0.581248x, — 0.141698x5 —
0.001256

0.5 3 0.325  0.476589z2 + 0.588741x4 — 0.15268x5 — 0.003222

1.0 3 0.325  0.47658x2 + 0.588731x4 — 0.152665x5 — 0.00322

1.5 3 0.325  0.475971x9 + 0.587893z4 — 0.151498x5 — 0.00305

2.0 4 0.319 0.466306x4 + 0.590777Tx4 +

x5 (—0.073891x5 — 0.139466) + 0.009325
x1(Beypazari), zo(Polatli), x3(Kizilca Hamam), x4(Esenboga), x5(Nallihan), x¢(Kecioren),
y(Ankara).

A Figura 13 ilustra a relagao entre (3, o nimero de varidveis selecionadas, e o
Erro Quadrético Médio (RMSE) para cada conjunto de dados (SPI-3, SPI-6, SPI-12). Os
graficos revelam uma tendéncia clara: um valor menor de § leva a selecao de um maior

nimero de variaveis. Isso é evidente no niimero de variaveis para todos os conjuntos de

dados.

A Figura 14 mostra a frequéncia de selegao das varidveis. Pode-se observar que o
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Figura 13 - Distribuicdo do nimero de variaveis

SPI-3 e o SPI-6 exibem comportamentos semelhantes. Em ambos os conjuntos de dados,
modelos contendo trés variaveis sao frequentemente escolhidos em diferentes configuracgoes
de modelos. Isso sugere que modelos com trés variaveis podem ter um poder preditivo
significativo para a seca nesses conjuntos de dados. No entanto, o SPI-12 apresenta
um padrao distinto, com modelos de quatro variaveis sendo os mais frequentemente

selecionados.
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Figura 14 - Numero de variaveis de acordo com o parametro (3.

A Figura 15 apresenta as estatisticas de beta e o niimero de variaveis nos conjuntos
de dados. Os graficos de nimero de variaveis por beta mostram que, para todos os
conjuntos de dados, o valor de [ influencia a sele¢ao de variaveis; para um valor de 3 mais
baixo, mais variaveis sao selecionadas, enquanto para um valor de 5 mais alto, o nimero
de variaveis selecionadas é menor. Nos gréaficos de contagem por nimero de variaveis, para
SPI-3, a variavel selecionada com mais frequéncia foi a variavel 3; para SPI-6, a variavel 3
também foi a mais selecionada, mostrando que teve grande influéncia nos resultados desses
conjuntos de dados. No entanto, para o conjunto de dados SPI-12, a variavel 4 foi a mais
selecionada. Finalmente, nos graficos de RMSE por niimero de variaveis, é evidente que,
para o conjunto de dados SPI-3, os menores valores de RMSE ocorrem para um maior
numero de variaveis, o que também acontece para o conjunto de dados SPI-6. No entanto,

para o conjunto de dados SPI-12, os menores valores de RMSE ocorrem para um menor
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nimero de varidveis, mostrando que, para este conjunto de dados, um nimero menor de

variaveis influencia a previsao de seca.

Dataset = SPI-3 Dataset = SPI-6 Dataset = SPI- 12
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Figura 15 - Boxplots para RMSE de acordo com o numero de variaveis.

A Figura 16 apresenta diagramas de dispersao que mostram o desempenho dos
modelos de regressao Lasso otimizados com diferentes valores de 3 para cada estagdo nos
conjuntos de teste. Os resultados indicam que o conjunto de dados SPI-12 alcancou os
maiores valores de R-quadrado, sugerindo o melhor ajuste geral a linha de regressao. Dentro
do conjunto SPI-12, os modelos com (3 igual a 0.1 e 0.5 exibiram o melhor desempenho com
base nas métricas de avaliagao. Essa observacao destaca a influéncia de § no desempenho
do modelo, com valores mais altos de 8 geralmente levando a melhores pontuacgoes nas

métricas.

Os modelos de aprendizado de maquina interpretaveis ganharam consideravel tracao
nos ultimos anos segundo (107, 108), impulsionados pela necessidade de entender e explicar
as previsoes dos modelos. Expressoes interpretaveis, particularmente aquelas derivadas da
regressao simbolica, oferecem uma ferramenta valiosa para decifrar o comportamento do
modelo e obter insights sobre as relagoes subjacentes entre as caracteristicas de entrada e a
saida. No entanto, formular expressoes interpretaveis enquanto se mantém o desempenho

do modelo continua sendo um desafio formidavel.

Nesta dissertacao, introduzimos um parametro de controle de complexidade, de-
notado como 3, para regular a complexidade das expressoes geradas. Este parametro é
incorporado na fungao objetivo, conforme mostrado na Equacao (3.7), influenciando indire-
tamente a complexidade das expressoes. Embora o parametro de controle de complexidade
ofereca uma abordagem simples para regular a complexidade das expressoes, apresenta
certas limitagoes. Primeiramente, ele depende da sele¢ao de parametros definidos pelo
usuario, que pode nem sempre estar alinhada com o nivel ideal de complexidade para um
dado problema. Em segundo lugar, a relagdo entre § e a complexidade das expressoes

pode nao ser totalmente capturada, potencialmente levando a resultados sub 6timos.

Uma abordagem alternativa para lidar com a troca entre complexidade e interpre-

tabilidade envolve o emprego de técnicas de otimizacao multiobjetivo. Essa estratégia
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Figura 16 - Dispersao dos melhores modelos por 3 e dataset.

consiste em definir objetivos conflitantes para o problema, como minimizar tanto a com-
plexidade das expressoes quanto o erro de previsao, criando uma estratégia alternativa
para equilibrar complexidade e interpretabilidade. Essa abordagem assume que expressoes
mais simples geralmente apresentam menor precisao preditiva. Algoritmos de otimizacao
multiobjetivo visam identificar solu¢oes nao dominadas ao longo da fronteira de Pareto.
Esse processo garante que as melhores solugdes possiveis sejam obtidas, mitigando o

problema de expressoes com precisao semelhante, mas complexidades variaveis.

Pesquisas futuras envolvem a formulagao multiobjetivo (85) para modelar a troca
entre complexidade e precisao, gerando uma populacao de modelos que servem como

solucgoes alternativas enquanto auxiliam na tomada de decisao.
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6 CONCLUSAO

A presente dissertacao investigou a aplicacao de modelos de aprendizado de maquina
na previsio do Indice Padronizado de Precipitacio (SPI), com foco especial na complexidade
e interpretabilidade das expressoes geradas. Os resultados obtidos demonstram que
a utilizagdo do modelo de Expansdao Polinomial Evolutiva (EPE), aliado a selecao de
caracteristicas Lasso, oferece uma abordagem robusta para a previsao de secas, equilibrando

precisao e interpretabilidade.

Os principais achados deste estudo indicam que o controle de complexidade, através
do parametro g = 0, encontrado através dos experimentos, é essencial para gerar modelos
que sao ao mesmo tempo eficazes e compreensiveis. A integragao dos parametros dentro
da funcao objetivo, mostrou-se eficaz na identificacao de solugoes que atendem a ambos
os critérios, oferecendo um conjunto de modelos alternativos que podem ser utilizados

conforme a necessidade especifica da aplicagao.

Além disso, a analise exploratéria dos dados, utilizando técnicas como a funcao de
autocorrelacao (ACF), funcao de autocorrelacao parcial (PACF) e a matriz de correlagao,
proporcionou uma compreensao detalhada dos padroes de seca, essenciais para a selecao
de caracteristicas relevantes se sazonalidade anual (12 e 24 meses) e para a construgao de
modelos preditivos mais precisos. Além de indicar, como sugere a literatura, o aumento

dos eventos de seca ao longo do tempo.

A validagao cruzada de séries temporais provou ser uma abordagem robusta
para avaliar o desempenho dos modelos, evitando o vazamento de informacoes e ga-
rantindo estimativas imparciais. As métricas de desempenho encotradas, KGE =
(0.709, 0.851, 0.911), para SPI-3, 6 e 12 respectivamente e , R* = (0.878, 0.898, 0.977) e
RMSE = (0.350, 0.353, 0.326), permitiram uma avaliacgdo abrangente da eficicia dos mo-
delos gerados, destacando a importancia de equilibrar a precisao com a complexidade das
expressoes. Essas métricas foram balizadas pela solu¢ao de mercado PYSR e mostraram

estar em niveis de desempenho similares.

Em suma, a pesquisa contribui para o campo da previsao de secas, oferecendo uma
metodologia que nao apenas melhora a precisao das previsoes, mas também mantém a
interpretabilidade das expressoes, facilitando a tomada de decisoes informadas por parte de
gestores de recursos hidricos e especialistas em clima. Pesquisas futuras podem explorar a
integracao de outras técnicas de aprendizado de maquina e a aplicagao do modelo proposto
em diferentes contextos climaticos, ampliando ainda mais a aplicabilidade e a eficidcia dos

métodos desenvolvidos.



o1

6.1 TRABALHOS FUTUROS

A fim de aprimorar a eficicia e a aplicabilidade da modelagem de secas utilizando
o modelo de Expansao Polinomial Evolutiva (EPE), diversas linhas de investigacao e

desenvolvimento podem ser exploradas:

« Expansao do Modelo para Previsao em t+1: Uma direcao promissora para
futuras pesquisas é a expansao do modelo EPE para realizar previsdes em um
horizonte temporal futuro, como t+1. Este avango permitiria nao apenas a detecgao
de eventos de seca em andamento, mas também a antecipagao de futuras anomalias
hidrometeorolégicas. Modelos de previsao em séries temporais, como aqueles descritos
por (109) e (110), demonstram o potencial de abordagens que integram aprendizado
de maquina com modelagem de séries temporais para melhorar a precisao de previsoes

climaticas.

e Aprimoramento da Inclusao de Variaveis da EDA: A inclusdo das varidveis
selecionadas durante a Andlise Exploratéria de Dados (EDA) no modelo EPE
deve ser otimizada para assegurar que caracteristicas criticas sejam eficazmente
capturadas e que o modelo mantenha sua interpretabilidade. Métodos avancados
de selegao de caracteristicas, como os propostos por (111), podem ser integrados
ao processo de EDA para identificar as variaveis mais influentes de maneira mais

robusta, melhorando assim a qualidade das previsoes.

o Desenvolvimento de um Sistema de Monitoramento em Tempo Real: A
transicao do modelo EPE para um sistema de monitoramento de secas em tempo
real representa um passo crucial para a aplicagao pratica deste estudo. Este sistema
pode ser desenvolvido para fornecer alertas precoces e insights acionaveis para a
gestao de recursos hidricos e mitigacao de desastres naturais. Estudos de caso como
o de (112) enfatizam a importancia de sistemas de monitoramento em tempo real

para a gestao proativa de secas.

e Aprimoramento da Definigdo do Parametro Beta: O parametro § no modelo
EPE desempenha um papel critico ao balancear a complexidade e a precisao do
modelo. Pesquisas futuras devem focar no desenvolvimento de métodos mais sofisti-
cados para a definicdo e ajuste deste parametro, possivelmente utilizando técnicas
de otimizagao evolutiva ou algoritmos de busca global, como discutido por (113). A
definicao adequada de 3 ¢ fundamental para assegurar que o modelo gere expressoes

polinomiais que sejam ao mesmo tempo precisas e interpretaveis.

o Inclusao de Variaveis Geograficas na Analise: A inclusdo de variaveis geografi-
cas, como elevagao, uso do solo e caracteristicas geomorfologicas, pode enriquecer a

analise, permitindo ao modelo EPE capturar de maneira mais completa as interagoes
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espaciais que influenciam os eventos de seca. Abordagens integradas que combinam
dados climaticos com informagoes geograficas, como explorado por (114), podem
revelar padroes espaciais criticos que influenciam a severidade e a extensdo das secas,

oferecendo uma visao mais holistica do fendémeno.

Essas sugestoes delineiam um caminho claro para avangos significativos no campo
da modelagem de secas, alavancando as capacidades do modelo EPE e promovendo sua

aplicacao pratica em contextos reais de monitoramento e gestao de secas.
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APENDICE A - Pseudocédigos

Algorithm 1 EPE - Expansao Polinomial Evolutiva

1: procedure EPE(X, Y, 5, N, P)

2 Inicialize a populagao de expressoes polinomiais aleatérias Pop
3 for cada geragao g =1 até N do

4 for cada individuo 7 em Pop do

5: Calcule o RMSE da expressao polinomial f;

6

7

8

9

Calcule a penalidade de complexidade
Calcule o fitness F; como F; = RMSE(f;) x (1+ 3 X pen;)

end for

Selecione os melhores individuos com base em Fj
10: Aplique operadores genéticos para gerar nova populagao Pop
11: end for
12: retorne a melhor expressao polinomial f.s da tltima geracao

13: end procedure

Algorithm 2 Célculo do SPI - Indice de Precipitacio Padronizada

1: procedure CALCULARSPI(P, m)

2 Entrada: Conjunto de dados de precipitacao P, periodo de tempo m
3 Saida: Valor do SPI para o periodo m

4 Calcule a média historica da precipitagao X

5: Calcule o desvio padrao da precipitagao historica o

6 for cada periodo ¢ = 1 até n do

7 Calcule a precipitacao acumulada X; para o periodo m

8 Calcule o SPI utilizando a férmula:

9: SPI; = X=X

10: end for
11: retorne SPI
12: end procedure




