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RESUMO

A doenga renal crénica (DRC) é um grave problema de saide publica tanto no
Brasil quanto no mundo. Caracterizada pela perda progressiva e irreversivel da funcao
renal, a DRC apresenta uma prevaléncia média projetada de 9,5% na populacao adulta
mundial. No Brasil, milhoes de individuos possuem o diagnéstico da doenca, tendo
esse numero atingido um total estimado de 17 milhdes em 2017. Intervencgoes precoces
podem retardar sua progressao e reduzir a necessidade de terapias renais substitutivas.
A antecipacao da deteccao da DRC, em cada um de seus seis estagios de gravidade, é
essencial para o adequado manejo clinico dos pacientes, representando o método mais
eficaz para a reducao dos custos associados ao tratamento. O objetivo desta tese foi
desenvolver cenarios de aplicacao de algoritmos e técnicas de aprendizado de maquina
(AM) para a predigao dos estagios da DRC, utilizando uma base de dados de satide publica
do Brasil, composta por mais de sete mil registros que incluem informacoes pessoais,
socioeconOmicas, clinicas e laboratoriais dos pacientes. A proposta foi explorar diferentes
combinacoes de variaveis preditoras que pudessem servir de base para a aplicacao de
métodos de AM capazes de predizer a progressao da doenga, reduzindo a dependéncia de
marcadores tradicionais, como a creatinina sérica, amplamente utilizada nos trabalhos da
literatura relacionada. A partir dessas combinagoes de variaveis relacionadas a exames
clinicos e dados pessoais, esta tese também teve como objetivo identificar o menor conjunto
viavel de varidveis preditoras dos seis estdgios da DRC. Para o desenvolvimento dos
cendrios, foram exploradas trés diferentes configuracoes da base de dados, com o objetivo
de extrair distintas perspectivas sobre a representacao do contetido. Métodos variados
foram aplicados para a inferéncia de dados faltantes, juntamente com técnicas voltadas
ao balanceamento dos dados, selecao de variaveis relevantes e divisao dos dados para
fins de classificacdo. Adicionalmente, uma série de algoritmos supervisionados de AM,
com diferentes fundamentacgoes e objetivos, foram empregados para permitir uma anélise
comparativa dos resultados. Em cada cenario proposto, os resultados obtidos variaram.
No primeiro, com classificagoes realizadas pelo algoritmo de floresta aleatéria (RF, do
inglés random forest), todas as abordagens apresentaram valores elevados de acurécia,
exceto o agrupamento que nao incluiu a creatinina sérica como variavel preditora. No
segundo cendrio, composto por 25 variaveis e sem a inclusao da creatinina, o algoritmo
extreme gradient boosting (XGBoost) apresentou alta acurdcia, comparavel aos valores
reportados na literatura, em estudos que fazem uso da creatinina em suas analises. No
terceiro cenario, o desbalanceamento da base de dados foi tratado com diferentes métodos
e a classificacdo considerou apenas trés variaveis preditoras. Embora os resultados gerais
tenham ficado aquém do esperado, alguns se revelaram promissores para a deteccao dos
estdgios iniciais da DRC. No quarto cenario, a inferéncia de dados faltantes foi abordada

por meio do conceito de cépulas, mas os resultados foram insatisfatorios. Por fim, o quinto



cenario foi o mais completo em termos de organizacao, tratamento, selecao e classificacao
dos dados. Entretanto, as novas abordagens nao resultaram em melhorias significativas
nos resultados. Em conclusao, uma parte dos cenarios desenvolvidos foi bem sucedida em
corresponder aos objetivos delineados nesta tese, sobretudo por nao prescindir do uso de
marcadores tradicionais da doencga. Os resultados promissores possivelmente poderiam
ser avaliados para o uso na pratica clinica diaria e no auxilio ao diagnodstico precoce da

doenca renal cronica.

Palavras-chave: Aprendizado de Maquina. Algoritmo de Classificagao. Doenca

Renal Crénica. Taxa de Filtracio Glomerular. Sistema Unico de Satde.



ABSTRACT

Chronic kidney disease (CKD) represents a significant public health concern in
Brazil and globally. Characterized by the progressive and irreversible loss of kidney
function, CKD has an estimated average prevalence of 9.5% among the global adult
population. In Brazil, millions have been diagnosed with the disease, with the total
reaching an estimated 17 million in 2017. Early interventions can slow disease progression
and reduce the need for renal replacement therapies. Early detection of CKD across its
six clinical stages is critical for appropriate clinical management and is the most effective

approach to reducing treatment-associated costs.

This thesis aimed to develop application scenarios for algorithms and machine
learning (ML) techniques to predict CKD stages using a Brazilian public health database
comprising over seven thousand records containing personal, socioeconomic, clinical, and
laboratory information from patients. The proposal explored various combinations of
predictor variables to serve as a basis for ML methods capable of predicting disease
progression, thereby reducing reliance on traditional markers such as serum creatinine,
commonly used in related literature. Based on these variable combinations, connected to
clinical exams and personal data, this work also sought to identify the smallest viable set

of predictor variables for the six stages of CKD.

In developing the scenarios, three different dataset configurations were explored to
derive distinct perspectives on content representation. Various methods were applied to
infer missing data, along with techniques aimed at balancing the data, selecting relevant
variables, and partitioning the data for classification purposes. Additionally, supervised
ML algorithms with diverse theoretical foundations and objectives were employed to

facilitate a comparative analysis of the results.

The outcomes varied across the proposed scenarios. In the first scenario, classi-
fications were performed using the random forest (RF) algorithm, with all approaches
achieving high accuracy, except for the dataset excluding serum creatinine as a predictor
variable. In the second scenario, which included 25 variables but excluded creatinine, the
extreme gradient boosting (XGBoost) algorithm demonstrated high accuracy comparable
to values reported in the literature, despite the latter’s inclusion of creatinine. In the third
scenario, dataset imbalance was addressed using different methods, and classification was
performed based on only three predictor variables. Although the overall results did not
meet expectations, some findings were promising for detecting early CKD stages. In the
fourth scenario, missing data inference was handled using the copula-based approach, but
results were unsatisfactory. Lastly, the fifth scenario was the most comprehensive in terms
of data organization, processing, selection, and classification; however, the new approaches

did not lead to significant improvements in results.



In conclusion, some of the developed scenarios successfully met the objectives
outlined in this thesis, especially as they retained the use of traditional disease markers.
The promising results may have potential applications in daily clinical practice and could

assist in the early diagnosis of chronic kidney disease.

Keywords: Machine Learning. Classification Algorithm. Chronic Kidney Disease.
Glomerular Filtration Rate. Public Health System.
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1 INTRODUCAO

As doengas cronicas nao transmissiveis (DCNTs) sdo as principais causadoras de
morte em todo o mundo (155) (167) (267). No Brasil, esse cenério nao é diferente, com
as DCNTs sendo responsaveis por aproximadamente trés quartos dos 6bitos em 2017
(263). Embora o cenario atual indique uma tendéncia de redu¢do no nimero de mortes
(156), com uma previsao de diminui¢do continua até 2025 (155), as DCNTs permanecem
sendo um desafio significativo para a satiide ptublica, especialmente em paises onde uma
parcela consideravel da populacdo pertence a grupos em situacao de vulnerabilidade

socioecondmica, como aqueles de baixa escolaridade e de baixa renda (155) (156) (263).

1.1 Caracterizacao do problema

A doenca renal é um tipo de DCNT de elevada prevaléncia a nivel global, superando
em incidéncia outras doencas crénicas nao transmissiveis priorizadas pela Organizacao
Mundial da Satide (OMS), como as doengas cardiovasculares, o cancer, a diabetes mellitus
(DM) e a hipertensao arterial (HAS) (137) (263). Em particular, a DM e a HAS desempe-
nham um papel significativo na deterioracao da funcao renal (56), ao promoverem lesoes
nos néfrons, as unidades funcionais dos rins responsaveis pela filtracao renal. Tais lesoes
podem comprometer, a longo prazo, tanto a anatomia quanto a func¢do renal, levando ao
desenvolvimento da doenga renal cronica (DRC), que atualmente afeta cerca de 10% da
populacao mundial, niimero que pode ser ainda maior devido aos casos de subdiagnostico
(268).

A DRC é uma doenga silenciosa, nao raramente assintomatica em seus estagios
iniciais, de relevancia e incidéncia globais, mas que ainda nao recebe o financiamento e a
abordagem adequados para o seu efetivo combate (85). Apenas 48% dos governos nacionais
em todo o planeta consideram a DRC e suas medidas de tratamento e prevenc¢ao como uma
prioridade nas politicas de saude (137). Intervencoes eficazes podem ser implementadas
no nivel da atencao primaria dos sistemas de satide ptublico, possibilitando a prevencao da
progressao da doencga para estagios mais avancados e reduzindo a necessidade de terapias
renais substitutivas (TRS), como a didlise e o transplante renal (TR) (264). No contexto
brasileiro, a implantac¢ao de programas de atendimento pré-dialitico demonstra o potencial
de gerar uma economia superior a 33 mil reais no custo médio para cada ano de tratamento

dialitico que seja evitado (165).

A estratificagao de risco de pacientes doentes renais é realizada por meio de seis
estagios classificados através de dados pessoais e clinicos — com destaque para a creatinina
sérica — inclusos em equacdes que calculam a taxa de filtragio glomerular (TFG) (264). B
fundamental a compreensao das razoes clinicas e individuais responsaveis por encaminhar

os pacientes a cada um desses estdgios e como isso acontece. A deteccao precoce da
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DRC também ¢é crucial para identificar os estagios de gravidade da doenca, auxiliando
na diminuicao de custos e possibilitando a aplicagao de outros métodos de tratamento
mais eficientes. Durante o seu acompanhamento clinico, cada paciente tem seu valor de
TFG calculado de acordo com a demanda, uma vez que pode ter seu estagio da DRC

modificado ao longo do tempo, indicando o grau de evolugao do seu tratamento (265).

A utilizagao de métodos de inteligéncia artificial (IA), com énfase nos algoritmos de
aprendizado de maquina (AM), tem se expandido substancialmente nos ultimos anos. Esta
expansao é resultado do continuo aprimoramento das técnicas de AM e de sua capacidade
de elevar tanto a eficdcia quanto a personalizacdo no cuidado a satude, contribuindo para
avancos significativos no diagnéstico e na predicao de desfechos clinicos em diversas doencas
(82).

Diversos trabalhos (9), (10), (90), (105), (126), (136), (180), (191), (199), (201),
(204) e (243) utilizaram a base de dados de doentes renais cronicos do repositério online
da University of California, Irvine (UCI) (210) para a predi¢ao do risco da DRC. Essa
base é formada por dados de 400 individuos de origem indiana e possui 25 atributos,
entre dados pessoais e clinicos, utilizados em um problema binério de predi¢ao do risco
da DRC. Um parcela expressiva dos estudos encontrados na literatura de AM e DRC
faz uso desses dados por meio da implementacao de diferentes métodos de inferéncia de
dados faltantes e de algoritmos de classificacdo, como arvores funcionais (FT, do inglés
functional trees), floresta aleatéria (RF, do inglés random forest), maquina de vetores de
suporte (SVM, do inglés support vector machines) e extreme gradient boosting (XGBoost).
Muitos desses trabalhos chegaram a resultados com valores médios de acuracia de 97%
na predigao do risco da DRC (259). No entanto, a base de dados da UCI apresenta
vieses importantes, os quais foram destacados por Wang et al. (2021) (259). Esses dados
representam uma populagao com perfil étnico homogéneo, caracteristica que pode ser

limitadora na generalizagao dos resultados para outras populagoes (259).

O estudo de Debal e Sitote (2022) (65) utilizou os algoritmos arvores de decisao
(DT, do inglés decision tree), RF, SVM e XGBoost na predigao dos estdgios da DRC em
uma base de dados de pacientes etiopes. J& Ghosh e Khandoker (2024) (96), fizeram uso
de dados provenientes de um hospital dos Emirados Arabes Unidos. Silveira et al. (2021)
(228) utilizaram dados clinicos e pessoais de pacientes atendidos em um hospital ptiblico
de Maceid, no Brasil. Embora este estudo tenha sido o tinico, entre os mencionados, a
considerar um cenario com potencial para variabilidade étnica, a base de dados nao incluiu
variaveis relacionadas a fatores raciais. Além disso, as andlises foram realizadas com uma

amostra limitada a apenas 60 pacientes.

Conforme detalhado na revisao sistemética conduzida por Sanmarchi et al. (2023),
os 68 estudos selecionados, que empregam técnicas de aprendizado de maquina aplicadas a

doenca renal crénica, utilizaram bases de dados provenientes da Asia, Europa, América do
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Norte e Africa. A América do Sul é citada em apenas um estudo, mas de forma equivocada,
dado que Guo et al. (2020) (103) utilizaram dados clinicos de hospitais localizados na
China, com pacientes de perfil étnico chinés, segundo os préprios autores. De forma
similar, a revisao sistematica realizada por Khalid et al. (2024) (135) também destacou
exclusivamente estudos dos primeiros quatro continentes mencionados. Nesta tese, os
dados analisados sao provenientes de um centro interdisciplinar de satde ptublica no Brasil,
compreendendo mais de sete mil registros pessoais, socioeconémicos, étnicos, clinicos e
laboratoriais de pacientes atendidos pelo Sistema Unico de Satde (SUS), ao longo de um

periodo de acompanhamento aproximado de quatro anos.

Por ser um marcador fundamental da funcao renal devido a sua relagao direta com
o calculo da TFG, a creatinina sérica é uma variavel amplamente utilizada em modelos de
classificacao da progressao da DRC. Todos os estudos revisados nesta tese a utilizaram
como variavel preditora nos processos de classificagao desenvolvidos. E Sanmarchi et al.
(2023) também a destacaram entre as varidveis mais utilizadas nos estudos selecionados

pelos autores.

Diante do panorama apresentado, torna-se imperativa a realizacao de pesquisas que
proponham novas abordagens para a predi¢ao dos estagios da DRC. Os estudos devem focar
nao apenas em bases de dados que possuam maior variabilidade étnica e socioeconémica
(3) (148) (208), como também em conjuntos de dados com volume de registros de pacientes
superiores aos observados na maioria das pesquisas disponiveis na literatura. Além disso,
¢é fundamental fomentar investigacoes que permitam o acompanhamento da progressao
da DRC em diferentes estégios, utilizando exames laboratoriais simples e amplamente
acessiveis, evitando a dependéncia de exames convencionais, como a creatinina sérica,
que pode ser limitada em certos contextos. A exploracdo de métodos alternativos pode

contribuir para a melhoria da predicao e do manejo clinico da DRC em populacoes diversas.

1.2 Motivacao

Com base nos fatos apresentados, a principal motivacao desta tese é contribuir
para o desenvolvimento de cenérios diversos de aplicagao de algoritmos e técnicas de
aprendizado de maquina voltados a predi¢dao dos estagios clinicos da doenca renal cronica.
Nesse contexto, a inovagao central reside na identificagao empirica do menor conjunto
possivel de variaveis, composto por dados pessoais e exames clinicos, que permita a
predicao dos estagios da DRC sem a necessidade de utilizacdo de marcadores laboratoriais

convencionais, como a creatinina sérica.

O diferencial desta proposta reside na identificacao de modelos preditivos capazes
de utilizar de forma eficaz variaveis alternativas aos padroes clinicos convencionais. Essa
abordagem visa nao apenas simplificar o processo de predi¢ao dos estagios da DRC, mas

também torna-lo mais acessivel em contextos nos quais exames laboratoriais complexos ou
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de alto custo representam uma limitacao. Além disso, devido a estruturagao e a coleta dos
dados na base utilizada, o problema de classificacao dos estagios da DRC apresenta-se

como uma tarefa de natureza multiclasse, diferindo da maioria dos estudos mencionados.

Com a proposicao de diferentes cenarios, espera-se que os resultados obtidos possam
contribuir para aprimorar o tratamento e o acompanhamento da evolugao de pacientes
doentes renais cronicos em diferentes estagios de gravidade, promovendo maior eficacia e
redugao de custos. Como demonstrado por Moraes et al. (2021) (165), a otimizacao do
tratamento pré-dialitico, em detrimento dos diferentes tipos de TRS, constitui o método

mais eficaz para a reducao dos custos associados a DRC.

Para atingir os objetivos propostos, foram desenvolvidos cinco cenérios que exploram
diferentes formas de organizacao dos dados e de aplicacao de algoritmos e técnicas de AM
para a predi¢ao dos estdgios da DRC na base de dados considerada. Os dois primeiros
cenarios adotaram abordagens mais objetivas, focadas na classificacdo e na organizacao
das variaveis preditoras em agrupamentos variados, com o intuito de realizar uma anélise
exploratéria e inicial dos dados e compara-los com os estudos previamente encontrados
na literatura. Ja os trés cendrios subsequentes, seguiram abordagens mais detalhadas,
englobando diversas etapas e técnicas de tratamento, organizacao, classificacao e avaliagdo
dos dados. O objetivo central desses ultimos cendrios foi identificar o menor conjunto
possivel de exames capaz de predizer os estagios da DRC com a maior eficacia possivel.
Os resultados obtidos apresentaram variagoes em termos de eficacia: alguns mostraram-
se promissores e alinhados com a literatura existente, ao passo que outros introduziram
abordagens inovadoras. Houve também cendrios que nao atingiram os resultados esperados,
mas que, ainda assim, geraram discussoes relevantes, capazes de fundamentar futuras

analises e orientar o desenvolvimento de novos estudos.

1.3 Objetivos

1.3.1 Objetivo Geral

O objetivo deste trabalho foi desenvolver cenarios de aplicacao de técnicas de
aprendizado de maquina voltadas a predicao dos estiagios da doencga renal cronica, por
meio da identificacdo de variaveis que pudessem se distanciar dos padroes tradicionais

empregados na pratica clinica e laboratorial.

1.3.2 Objetivos Especificos

A partir da definicao do objetivo principal, podem ser destacados os seguintes

objetivos especificos.

o Desenvolver cendrios que considerem varios agrupamentos distintos de dados pessoais

e exames clinicos para a predi¢ao dos estiagios da DRC, de forma a se obter um
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entendimento analitico dos dados considerados;

Selecionar e aplicar diferentes algoritmos e técnicas de aprendizado de méquina em

cada um dos cenarios desenvolvidos;

Identificar o menor conjunto factivel de variaveis preditoras dos estdgios da doenga
renal cronica, que seja viavel, clinicamente adequado e que se diferencie dos padroes

clinicos e laboratoriais convencionais;
Avaliar as principais contribui¢oes de cada um dos cenérios propostos;

Possibilitar que as estratégias desenvolvidas nos cenarios possam contribuir para a
deteccao precoce dos estagios da DRC, criando condigoes alternativas e favoraveis a
postergacao ou até mesmo a prevencao da necessidade de terapias renais substitutivas.
Esse avanco poderia resultar em uma significativa reducao de custos e melhorias

substanciais na qualidade de vida dos pacientes.
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2 A DOENCA RENAL CRONICA

A doenca renal cronica (DRC) é definida como a perda gradativa e sem possibilidade
de reversao da estrutura ou da fungao renal (206) por um periodo superior a trés meses
(17) (73) (174). Em sua fase terminal, quando os rins se tornam incapazes de suprir as

necessidades basicas de um individuo, a DRC ¢é definida como insuficiéncia renal cronica
(IRC) (206).

Pacientes em estégios mais avancados da DRC, que geralmente apresentam quadro
de IRC e passam por algum tipo de terapia renal substitutiva, podem sofrer graves
limitacoes que influenciam o seu dia-a-dia, suas relagoes sociais, suas aptidoes fisicas e

psicolégicas, além de diversas outras dreas (89).

Assim como ocorre para as doencas cronicas nao transmissiveis (DCNTS), os
principais fatores que influenciam no desenvolvimento da DRC sao a diabetes mellitus
(DM) e a hipertensao arterial sistémica (HAS), sendo esta presente em mais de 75% dos
pacientes de todas as idades (15). Ademais, diversos fatores também podem influenciar o
surgimento e a progressao da DRC: idade, doencas cardiovasculares, doencas respiratoérias,
doencas autoimunes, doencas hepaticas, cancer, relacao de parentesco com doentes renais
cronicos, entre outros (15) (165) (166).

2.1 Taxa de Filtracdo Glomerular

A taxa de filtracao glomerular (TFG) é um marcador da fung¢ao renal que realiza
a medigao da depuragao (clearance) da filtragao do plasma sanguineo pelos glomérulos
renais em uma determinada unidade de tempo (34) (234). Desse modo, é utilizada tanto

para a deteccdo, quanto para o tratamento da DRC.

Seguindo as orientacoes da Kidney Disease: Improving Global Outcomes (KDIGO)
— organizacao global sem fins lucrativos que desenvolve e implementa diretrizes de pratica
clinica baseadas em evidéncias das doencas renais — a TFG deve ser estimada a partir da
creatinina, substancia presente na corrente sanguinea e que ¢ um produto do catabolismo
da creatina, composto de aminoacidos encontrado sobretudo no tecido muscular na forma
de fosfocreatina (242).

A filtracao da creatinina ocorre principalmente nos glomérulos renais (234) e, em
uma pequena por¢ao, nos tibulos renais (16). Os rins também s&o os tnicos 6rgaos respon-
saveis pela secrecao da creatinina, uma vez que ela nao é reabsorvida nem reaproveitada
pelo organismo, razao também pela qual a concentracao de creatinina no plasma sanguineo
influencia diretamente os valores de TFG. Quanto maior o valor de creatinina, ha uma
menor filtragem do plasma sanguineo, o que indica que o funcionamento dos rins esta
deficiente (242).
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Na pratica clinica, a depuragao da creatinina é comumente utilizada para a avaliacao
da TFG, por meio da coleta de urina durante um periodo de 24 horas, no qual a proporcao
entre as quantidades de creatinina no sangue e na urina é avaliada. Essa abordagem
apresenta algumas limitagoes, como a necessidade da coleta intermitente de urina durante
as 24 horas — que pode ser probleméatica para certos grupos de pacientes — e o fato da
creatinina nao ser secretada exclusivamente pelos glomérulos, de forma que a concentracao
urinaria nao representa a totalidade da concentragao de creatinina. Portanto, o uso da
depuracao de creatinina ¢é indicado apenas em casos especificos, geralmente em pacientes
que apresentam valores de TFG superiores a 60 mL/min/1,73 m? (valor da superficie

corporal média) e certas patologias associadas (16).

Com o intuito de minimizar as limitacoes sobre o uso da creatinina e de sua
depuracao na avaliagdo da funcao renal, diversas equagoes para o calculo do valor de
TFG tem sido elaboradas (234). As trés mais utilizadas e frequentemente encontradas na
literatura sdo: Cockeroft-Gault (CG) (54), Modification of Diet in Renal Disease (MDRD)
(142) (143) (244) e Chronic Kidney Disease Epidemiology Collaboration (CKD-EPI) (145).

A Equagéo CG (2.1), inicialmente publicada em 1973 (54), foi pioneira em obter
ampla aceitagdo na comunidade cientifica para a estimativa da depuracao da creatinina
sérica (34). Seu desenvolvimento baseou-se em um estudo conduzido com 249 homens de
etnia caucasiana, hospitalizados, sem lesoes renais e com funcao renal normal, apresentando

uma idade média de 57 anos, variando entre 18 e 92 anos.

140 — Idade) x Peso
72 x Creatinina
sendo a idade expressa em anos, o peso em quilogramas e a creatinina em mg/dL. Na

CG(ml/min) = ( x 0,85 (se for mulher) (2.1)

equacao, foi desconsiderada a superficie corporal média dos individuos; portanto, para as

mulheres, deve-se adicionar um fator de corregao de 0,85 (16) (34).

Um dos grandes limitadores do uso da Equacao CG é a superestimacao dos seus
resultados para a obtencao da TFG, uma vez que a porcao da secrecao de creatinina
realizada pelos tubulos renais nao é considerada. Ademais, o valor do peso corporal de um
paciente nem sempre esta disponivel para o calculo de sua TFG e esta sempre sujeito a

variagoes frequentes (34).

A Equacao MDRD foi inicialmente publicada em 1992 (244) e englobou apenas
pacientes doentes renais cronicos. Ao contrario da depuragao de creatinina utilizada
na Equacio CG, a elaboracao da MDRD foi baseada no clearance de iotalamato-I'25,
composto organico de iodo cuja depuracao ocorre via filtracao glomerular sem secre¢ao ou
reabsor¢ao nos tubulos renais, podendo ser utilizado como ferramenta diagnéstica para a
determinagao da TFG (16) (34).

Do grupo de individuos considerados no estudo de proposicao da Equacgao MDRD

(244), 88% eram brancos, nao transplantados, parte deles apresentando quadro de nefropatia
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diabética, com média de idade de 51 anos e valores de TFG iguais a 40 mL/min/1,73 m?.
Esta unidade de medida de TFG leva em consideragao a taxa de depuracao, dada em
mililitros por minuto, para uma superficie corporal média de 1,73 m?, valor referente aos

individuos que participaram do estudo (16).

A Equacao MDRD passou por pequenas alteragdes ao longo dos anos, principal-
mente em 1999 (142) e 2006 (144), sendo a modificagao realizada neste ultimo ano a mais
importante, principalmente por apresentar a mesma precisao da equacgao original e apenas
quatro variaveis: valor de creatinina sérica, idade, raca e género, como evidencia a Equacao
2.2 (expressa em mL/min/1,73 m?).

MDRD = 186 x Creatinina™ 1% x Idade™%** x

(2.2)
x0, 742 (se for mulher) x 1,21 (se for negro)

sendo a idade expressa em anos e a creatinina em mg/dL.

Para mulheres, a Equagao 2.2 deve ser adicionado um multiplicador no valor
de 0,742 devido a diferenca de massa muscular média em relagao aos homens. E, por
apresentarem maior prevaléncia para diabetes e para hipertensao arterial (139), no caso

de individuos negros, a Equagao 2.2 deve ser multiplicada por 1,21.

Especialmente para pacientes idosos, a Equacao MDRD demonstra precisao elevada
na avaliagdo da fungao renal (17) (153) (193). Ao contréario do que ocorre com a equagao
Cockeroft-Gault, a MDRD ¢é menos suscetivel a vieses com relacao ao peso, uma vez que

considera apenas a superficie corporal média de um individuo.

Como o estudo MDRD nao englobou pessoas saudaveis, a acuracia de sua equacao
é prejudicada quando aplicada em individuos que apresentam funcao renal dentro dos
padroes da normalidade. Para esses casos, o valor de TFG tende a ser superestimado (194).
Ja para valores de TFG inferiores a 60 mL/min/1,73 m?, a Equacgdo MDRD apresenta

maijor acuracia na obteng¢ao dos resultados.

Outro importante limitador da Equacao MDRD ¢ o célculo da TFG para diferentes
grupos étnicos (3) (148) (208). A inclusao do multiplicador para pessoas negras na Equacao
2.2 é mais eficaz em populagdes com maior distingdo étnica, como nos Estados Unidos da
América (EUA), por exemplo, ao contrario da populagao brasileira em que héd uma maior
miscigenagao racial (34).

Em 2009, foi desenvolvida a Equacao CKD-EPI, batizada com o nome do grupo de
pesquisa responsavel pela sua elaboragao. Ao contrario do estudo que gerou a Equacao
MDRD, o estudo principal que elaborou a CKD-EPI (145) considerou uma coorte composta
nao somente por individuos doentes renais cronicos, mas também por individuos que nao
apresentavam o diagnéstico de DRC. Ao todo, para a elaboracao da equacgao, foram
realizados dez estudos com um total de 8.254 participantes. Outros 16 estudos, totalizando

3.896 participantes, foram desenvolvidos para a validacao dos resultados anteriores, sendo
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que 72% deste tltimo total foram compostos por pacientes oriundos de populagoes com

caracteristicas de elevado risco para a DRC (16) (34).

Como mostra a Equagao 2.3 (145), a CKD-EPI também apresenta as mesmas quatro
variaveis da Equagao 2.2 e coeficientes especificos para diferentes grupos populacionais.
Para mulheres e negros, multiplicadores no valor de 1,018 e no valor de 1,159 devem ser

adicionados a Equacao 2.3, respectivamente.

CKD/EPI = 141 x min(Creat/k,1)* x max(Creat/r, 1)—1,209

(2.3)
x0,99379%4¢ 5 1.018 (se for mulher) x 1,159 (se for negro)

sendo k = 0,7 para mulheres e 0,9 para homens; a = —0, 329 para mulheres e -0,411 para
homens; e sendo o resultado expresso expresso em mL/min/1,73 m?, a idade em anos e a

creatinina (Creat) em mg/dL.

Ao ser comparada com a MDRD, a Equacao CKD-EPI possui menor viés na
obtencao dos dados e maior desempenho e eficacia na predicdo de riscos, sobretudo
para valores de TFG superiores a 60 mL/min/1,73 m2. Ja para pacientes que estejam
consideravelmente abaixo do peso ideal, a CKD-EPI pode superestimar a TFG. Por outro

lado, para pacientes obesos, a equagdo pode subestimar essa taxa (34).

A CKD-EPI vem sendo considerada, pelos especialistas em nefrologia, a equacao
mais recomendada para a avaliacao da funcao renal. Todavia, o mais indicado é sempre
aplicar a equacao cujas caracteristicas se adequem melhor a cada grupo de pacientes,

seguindo as melhores préticas e experiéncias clinicas (16) (34).

2.2 Diagnoéstico

A organizacao de satide voluntaria estadunidense conhecida como National Kidney
Foundation (NFK) publicou em 2002, através do seu guia pratico de diretrizes, o Kid-
ney Disease Outcome Quality Initiative (KDOQI), novas orientagoes conceituais para o

diagnostico da doenga renal cronica. Trés foram os componentes principais definidos (17):

e anatdomico ou estrutural;
« funcional, baseado na TFG;

e e um componente temporal com pelo menos trés meses de duracao.

A partir desses componentes, um individuo poderia ser diagnosticado como doente
renal cronico se apresentasse valor de TFG abaixo de 60 mL/min/1,73 m?. Também
poderiam ser diagnosticados com DRC os individuos com TFG igual ou acima deste valor
e em associacao a algum dano renal presente hd mais de 3 meses, como, por exemplo, a
albumintria persistente com valor superior a 30 mg por 24 horas (17). Outros marcadores

também podem ser levados em consideracdo, como: anormalidades no sedimento urinario,
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distirbios eletroliticos e de outros tipos devido a lesdes tubulares; anormalidades estruturais
detectadas por exame de imagem; e histérico de TR (118) (119) (138) (165) (166). Todas

essas definigoes foram referendadas pela Sociedade Brasileira de Nefrologia (SBN) (15).

Ja em 2013, a KDIGO ampliou as diretrizes para o diagnéstico da DRC (138):
alteragoes na estrutura e na anatomia dos rins nao sao, necessariamente, indicativos
irrefutaveis de lesao renal. Assim, a KDIGO determinou que com relagao aos componentes
de alteragoes anatdmicas e estruturais houvesse uma ponderagao no sentido de que elas
devem, de fato, acarretar implicacoes para a saude do individuo, sempre com o componente

temporal atrelado (138).

Com a combinagao dos dois principais marcadores, TFG e albumintria, a estratifi-
cacao de risco da DRC deve ocorrer por meio dos seguintes seis estagios: G1, G2, G3a,
G3b, G4 e G5, como mostra a Figura 1. Portanto, quanto menor for o valor de TFG
e quanto maior for o valor de albumintria, mais avancado serd o estagio clinico de um
individuo.

Figura 1 — Relagao entre os valores de TFG e os niveis de albumintria para a estratificacao
dos estagios da DRC. As cores refletem os riscos de morte, morbidade e progressao, do

melhor para o pior: verde (baixo risco para DRC), amarelo (risco moderadamente elevado),
laranja (alto risco), vermelho (risco muito alto) e vermelho escuro (maximo risco).

CATEGORIAS DE ALBUMINURIA

Al A2 A3
i Zi;Tnael:te Moderadamente Severamente
g aumentado aumentado
B aumentado
ESTAGIOS DA DRC DE <30 mg/g 30-299 mg/g > 300 mg/g
ACORDO COM O VALOR DE TFG <3 mg/mmol 3-29 mg/mmol > 30 mg/mmol
G1 Normal ou elevado >90
G2 Levemente diminuida 60-90

Levemente a
45-59
G3a demoradamente diminuida

G3b Moderadam.enFe a' 30-44
severamente diminuida

G4 Severamente diminuida 15-29

Estdgios da TFG (ml/min/1.73 m 2)

G5 Insuficiéncia renal <15

Fonte: Adaptado de (175).

As cores também podem servir de referéncia para o acompanhamento clinico anual
de um paciente. Se a DRC estiver presente, a cor verde pode indicar estabilidade da doenca.
No caso da cor amarela, é indicado o acompanhamento anual do individuo associado a
cuidados complementares. Pacientes identificados em estédgios com a cor laranja requerem

aproximadamente duas medi¢oes de TFG por ano. J& a cor vermelha indica pelo menos
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um acompanhamento quadrimestral do paciente. Por fim, a cor vermelha escura sugere um

quadro clinico grave do paciente e, pelo menos, acompanhamento trimestral (166) (174).

No quinto e tltimo estagio da DRC, quando a TFG apresenta valor inferior a 15
mL/min/1,73 m? e o paciente apresenta um quadro de IRC, é recomendada a aplicagao
de alguma modalidade de TRS, como a hemodidlise, a didlise peritoneal ou o transplante
renal (16) (118) (119).

2.3 Epidemiologia

Em todo o mundo, no ano de 2017 foram registrados 695,5 milhdes de casos de
DRC e 1,2 milhao de mortes causadas pela doenca, colocando-a na décima segunda posicao
entre as principais causas de ébito em todo o mundo (29) (39). O Brasil ficou no grupo de
paises com mais de 10 milhoes de casos contabilizados, totalizando quase 17 milhoes de
individuos com DRC (29). Entre 1990 e 2017, a mortalidade global por DRC aumentou
41,5% (39). E, de acordo com o estudo publicado por LV e colaboradores (151) em 2019,

a prevaléncia da doenca renal cronica na populacao mundial foi de 13,4%.

Como evidencia a Figura 2, cerca de 1 a cada 5 homens e 1 a cada 4 mulheres,
entre as idades de 65 a 74 anos, possui doenga renal cronica no mundo todo. Ja na faixa

etaria a partir de 75 anos, cerca de metade das pessoas sofrem de DRC.

Figura 2 — Prevaléncia global da DRC entre adultos a partir de 65 anos.

1 emcada5 homens 1 em cada 4 mulheres

T

O Centers for Disease Control and Prevention (CDC) dos EUA mostrou que, no

Idades

75+

Metade das pessoas

Fonte: Adaptado de (231).

ano de 2021, mais de 15% da populacao adulta deste pais, aproximadamente 37 milhoes
de pessoas, foram considerados como possiveis doentes renais cronicos. Desse total, 9 em
cada 10 estadunidenses nao possui conhecimento do diagnéstico. Ademais, 2 em cada

5 adultos nao sabem que possuem quadros severos da DRC. Nessa mesma populacao, a
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maioria dos doentes, 38%, possui mais de 65 anos de idade. A prevaléncia é maior entre

as mulheres e entre os adultos negros nao-hispanicos (41).

No Brasil e em todo o mundo, ha uma tendéncia de crescimento do ntimero de
pacientes em didlise e das taxas de prevaléncia (45) (254). No ano de 2010, o nimero
aproximado de pacientes em dialise no planeta era de 2 milhGes e esse total deve ser
duplicado até 2030 (45). Dados de 2019 (151) indicam que pacientes com IRC em estagios
finais da doenca e submetidos a algum tipo de TRS sao estimados entre 4,902 milhdes a

7,083 milhoes em todo o mundo.

Segundo a Sociedade Latino Americana de Nefrologia e Hipertensao (SLANH)
(230), em 2018 a taxa média de prevaléncia de pacientes em TRS era de 805 partes por
milhdo (ppm) de pessoas na América Latina. Os paises com as maiores taxas foram Porto
Rico (2,129 ppm), Chile (1,541 ppm) e México (1,405 ppm). Ja nos EUA, em 2017 a taxa
de prevaléncia era de 2,203 ppm (254). No Brasil, a taxa estimada de pacientes em TRS é
de 876 (178).

A SBN realiza anualmente o Censo Brasileiro de Dialise (CBD). A pesquisa nacional
online tem por objetivo avaliar as dimensoes epidemiolégicas e clinicas de pacientes em
didlise cronica. No ano de 2014, cerca de 112 mil brasileiros passaram por algum tipo
de tratamento dialitico (216). Segundo os dados do CBD da década de 2009 a 2018,
estruturado por Neves e colaboradores (178) e disponibilizados pela SBN, houve um
crescimento consideravel do total de centros clinicos ativos que disponibilizam o tratamento
de didlise cronica. Em 2009, eram 594 centros, ao passo que eram 786 em 2018. Neste
mesmo periodo, também houve um aumento médio de 5.587 pacientes por ano que passaram

a se submeter a didlise cronica, como mostra a Figura 3.

Figura 3 — Estimativa anual de pacientes em didlise cronica.
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Fonte: Extraido de (178).

A 1ltima edi¢ao divulgada do CBD corresponde ao ano de 2022, sendo que 28%
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(n = 243) dos centros de didlise cadastrados na SBN responderam a pesquisa. No més
de julho, 153.831 pacientes eram estimados para a realizacao da dialise. A prevaléncia
e a incidéncia de pacientes por milhao de habitantes foram de 758 e 214, nesta ordem.
Levando em consideracao essa prevaléncia, 95,3% dos pacientes realizaram hemodidlise,
4,6% hemodiafiltracao e 4,7% didlise peritoneal. A pesquisa concluiu que o nimero e as
taxas de prevaléncia de pacientes submetidos a dialise cronica estao aumentando, enquanto
a taxa de mortalidade diminuiu. Essa reducao foi justificada pelo fim da pandemia de
COVID-19. Vale ressaltar que a pesquisa ¢ voluntaria, e a baixa adesao pode levar a

limitagoes metodolbgicas quanto as estimativas apresentadas. (177).

A fim de mapear o perfil epidemiolégico da insuficiéncia renal do Brasil, entre os
anos de 2012 e 2021, realizou-se um estudo baseado nos dados fornecidos pelo departamento
de informacéo de Satide do SUS (Sistema Unico de Satide). Entre os resultados obtidos, é
possivel averiguar um total de 1.185.600 internacoes, das quais 152.053 sucederam a obito.
Com relacao a amostra, a parcela mais acometida pela doenca foi formada por homens
(56,9%), da raga branca (35,2%), entre 59 e 69 anos de idade (41,3%). A regiao do pais
com maior nimero internagoes, 6bitos e gastos hospitalares foi o Sudeste. A prevaléncia
elevada nesta regiao pode ser justificada pelo maior acesso aos servigos de saude, o que
facilita a disponibilidade de tratamento e, como consequéncia, aumenta o nimero de

notificagoes da doenga (75).

Ainda no contexto, o Atlas Global de Satide Renal da Sociedade Internacional de
Nefrologia tem como objetivo mapear a disponibilidade de tratamento para essa doenca
em todo o mundo (149). Dados sobre a prevaléncia da DRC estao presentes em 73,9% dos
paises, apresentando uma prevaléncia média global de 9,5%. Nesse contexto, destacam-se
as prevaléncias em diferentes regioes, com a Europa Central e Oriental apresentando a
taxa mais elevada (12,8%) e a Africa, a mais baixa (4,2%). Os paises com as maiores
prevaléncias sao Japao (20,2%), Estonia (16,8%) e Porto Rico (16,8%), ao passo que Chade
(3,2%), Somalia (3,0%) e Uganda (3,0%) apresentam os menores indices. A incidéncia da
doenca tende a ser mais alta em paises com maior rendimento. A distribui¢ao apresenta-se
da seguinte forma: paises de rendimento baixo (3,6%), paises de rendimento médio-baixo
(7,5%), paises de rendimento médio-alto (10,7%) e paises de alta renda (11,1%) (22).

2.4 Atendimento especializado em Juiz de Fora e regiao

Para coordenar a estruturacao da rede de atencao a saide e o monitoramento de
DCNTs como a hipertensao arterial sistémica, a diabetes mellitus, doengas cardiovasculares
e a doenca renal cronica, a Secretaria de Estado de Satide de Minas Gerais (SES/MG) criou
em 2010 o Programa Hiperdia Minas (223). Com a criagdo de um sistema regionalizado e
integrado de ac¢oes em satide, o Hiperdia Minas determinou a implementacao dos chamados

Centros Hiperdia Minas (CHDM), para que pacientes com condigoes cronicas de maior
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complexidade pudessem ter atencao especializada e interdisciplinar no nivel secundario de

atencao a saide (245).

Fundada em 1986 por professores da Faculdade de Medicina da Universidade
Federal de Juiz de Fora (UFJF), a Fundagao Instituto Mineiro de Estudos e Pesquisas
em Nefrologia (IMEPEN) foi a responsavel, em 2010, pela implementacao do Centro
Hiperdia da cidade de Juiz de Fora (CH), na regiao da Zona da Mata do estado de Minas
Gerais. A criacao do CH diversificou e ampliou a atuacao do Programa Multiprofissional
de Prevengao das Doengas Renais, o PREVENRIM, criado em 2002 (118).

A atuacao do CH abrangeu trés microrregioes determinadas pelo Instituto Brasileiro
de Geografia e Estatistica (IBGE):

e Juiz de Fora, com 25 municipios;
o Santos Dumont, com 3 municipios;

e e Sao Joao Nepomuceno, com 9 municipios.

No total, a populacao atendida nesses 37 municipios, mostrados pela Figura 4,
chegou a mais de 837 mil pessoas, total que representa pouco mais de 4% da populacao do
estado (118) (119).

Figura 4 — Mapa com os municipios atendidos pelo Centro Hiperdia de Juiz de Fora.
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4
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Fonte: Extraido de (118).
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Seguindo a proposta original de implementacao dos CHDM, o CH oferece atencao
ambulatorial compartilhada e interdisciplinar com foco nao somente em atendimento
médico, mas também em atendimento psicolégico, nutricional, socioldgico, fisioterapico,
entre outros. O atendimento inicial a um paciente deve ser realizado em sua cidade
de origem, onde profissionais de saiide da atencao priméaria decidem se é necessario o
encaminhamento do paciente ao CH, seguindo os critérios estabelecidos pelas Linhas Guias
de Atengao a Satide do Adulto da SES/MG com relagao a informagoes clinicas relativas a
DM, a HAS e a DRC (118) (119).

E para o registro completo do atendimento a um usuario em todas as suas fases,
incluindo o registro dos prontudrios médicos, foi criado um sistema de registro eletronico
de pacientes para o CH. A validacdao dos dados do registro eletronico e a caracterizagao do
perfil dos pacientes a partir de indicadores clinicos foram realizados por Huaira em 2017
(118) (119). Todos os dados coletados foram autorizados pelo Comité de Etica da UFJF e
foram aprovados sob o protocolo de nimero 36345514.1.0000.5139.

Sob nova gestao estadual, em 2015 a SES/MG realizou modificagdes no Programa
Hiperdia Minas, que passou a ser denominado Centro Estadual de Assisténcia Especializada
(CEAE) (245).
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3 TRABALHOS RELACIONADOS

A revisao dos trabalhos relacionados ao tema desta tese foi dividida em dois tépicos
principais: a utilizagdo da base de dados de pacientes atendidos pelo CH e a aplicacao de
métodos de inteligéncia artificial para a predi¢ao dos estagios da DRC a partir de conjuntos
de dados pessoais e clinicos de um grupo de individuos. Esses dois topicos constituem a

base para a construcao, implementacao e obtencao dos cendrios que serao propostos.

3.1 Base de dados do Centro Hiperdia de Juiz de Fora

Os trés trabalhos descritos a seguir sao oriundos do Programa de Poés-graduacao
em Saude da UFJF e utilizaram os registros de pacientes atendidos majoritariamente entre
os anos de 2011 e 2014 no CH. Cada estudo adotou uma abordagem especifica aos dados,
ampliando a compreensao sobre os mesmos e viabilizando o desenvolvimento de pesquisas

futuras complementares.

A dissertagao de mestrado de Huaira (2017) (118) e a publicacdo baseada em seus
resultados (2018) (119) objetivaram a validacao dos registros eletronicos criados para o
acompanhamento do historico dos pacientes atendidos pelo CH. A validacao foi essencial
para que os dados armazenados pudessem ser utilizados na qualificacdo da gestdao do CH
como um todo e para possibilitar o seu uso em outros trabalhos de pesquisa, uma vez que

a consisténcia das informacoes presentes em uma base de dados ¢ fundamental.

Os outros objetivos foram construir o perfil demogréfico dos usuérios atendidos e
utilizar indicadores clinicos de qualidade para caracterizar os pacientes em relagdo a HAS,
a DM e a DRC. Os mais de 63 mil registros de atendimentos, que vieram de 7.266 pacientes
presentes na base de dados, foram coletados entre agosto de 2010 e dezembro de 2014. A
eles foi aplicada uma série de filtros para a selecao dos dados considerados clinicamente
relevantes, excluindo, assim, erros no ato de registro, informacoes incompletas, pacientes
que foram encaminhados apenas uma vez ao CH, pacientes com menos de 18 anos de idade
e pacientes sem consulta ao ambulatorio de DRC. Assim, para a caracterizacao do perfil
dos pacientes doentes renais cronicos atendidos pelo CH, foram considerados os registros

de 1.997 usudrios.

Os resultados apontaram que 51,4% dos pacientes eram homens, com idade acima
dos 64 anos e 81,6% estavam acima do peso. O tempo médio de acompanhamento dos
pacientes foi de 21 meses e 33,7% apresentaram queda nos valores de TFG ao longo do
tempo. Em geral, o grupo de pacientes analisados é idoso, obeso, usuario de diferentes
tipos de medicamentos, com baixa renda e escolaridade, sendo, portanto, uma populacao
que carece de atencao médica e social. Resultados relacionados a medicamentos e a
outros dados clinicos também foram apresentados. A autora concluiu que a validacao dos

registros e a elaboragao do perfil do paciente com DRC sao resultados que contribuem para
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melhorias na gestao do CH, principalmente devido a vulnerabilidade social e econémica da
maioria dos usuarios, apontada pelos resultados obtidos. Por fim, os estudos contribuiram,
principalmente, na estruturagao dos dados de forma que pudessem ser utilizados em outros

trabalhos de pesquisa.

Dentro do contexto de pacientes diagnosticados com HAS, DM ou DRC, a tese
de doutorado de Tirapani (2018) (245) e a respectiva publicagdo que a originou (2015)
(246) preconizaram a avaliacao da prevaléncia de fatores de riscos socioeconémicos nessa
populagao, através de informacoes como renda, cor e educagao, e a sua correlagdo com
indicadores clinicos de controle. Com o uso da base de dados do CH, a autora estabeleceu
dois critérios de selecao de dados: usudrios com mais de 18 anos de idade e com registro
de pelo menos duas consultas no CH. E para cada um dos ambulatérios - HAS, DM e
DRC - foram utilizados critérios clinicos especificos para a selecao de pacientes, além da
avaliacao de variaveis demograficas, clinicas e relacionadas a medicamentos. Assim, a

amostra resultante utilizada na tese foi composta pelos dados de 6.369 usuarios.

Apos a etapa de andlise de dados, as conclusoes obtidas com o estudo foram de
que informacoes sobre a cor, a renda e a educacao dos pacientes demonstraram pequena
associagdo na progressao da HAS, da DM e da DRC. A tnica excegao foi o impacto gerado
pela renda na progressao da diabetes mellitus, fato que pode ser explicado pelo acesso
limitado apenas as medicacoes disponibilizadas pelo SUS, das quais a populacao de menor
renda pode usufruir. Por fim, Tirapani (2018) (245) apontou que a universalidade e a
interdisciplinaridade do SUS como um todo podem ter contribuido de maneira eficaz
para mitigar a atuagao dos fatores de riscos socioeconémicos sobre a satde da populagao

considerada.

Uma abordagem economica dos custos para o or¢gamento piblico do tratamento em
pré-didlise (PD) e da terapia dialitica (TD) foi proposta pela tese de doutorado de Moraes
Junior (2019) (166), que gerou o artigo (165), publicado em 2021. A hipdtese apresentada,
pelo autor considerou que o monitoramento pré-didlise atua como redutor de custos se
comparado a TD ambulatorial. Consequentemente, foi proposto um estudo financeiro junto
a prestadores de servico de PD do SUS. O estudo foi focado no atendimento a pacientes no
CH e propds duas abordagens de custos, uma top-down e uma bottom-up. Ambas foram
utilizadas para o apontamento da evolugao dos custos relativos aos seis estagios da DRC —
ja que os valores gastos com tratamento tendem a aumentar com a progressao da doenca

— e para o aumento dos custos com o encaminhamento dos pacientes a TD.

A partir de um total de registros de 5.689 pacientes atendidos pelos ambulatérios
de HAS, de DM e DRC, foram aplicados critérios para a selecao da amostra populacional a
ser estudada. Foram excluidos todos os pacientes atendidos antes de 2010 e depois de 2014,
e doentes renais cronicos nos estagios G1 a G4 sem registro na base de dados entre 2011 e

2014. O autor assumiu que foram encaminhados para a terapia dialitica todos os pacientes
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no estagio G5 que nao mais seguiram tratamento no CH, uma vez que informagoes sobre
os desfechos clinicos dos pacientes nao estavam disponiveis na base de dados. A amostra
resultante foi composta pelo registro de 537 pacientes, sobre os quais foram considerados e
estudados, além de outros fatores, dados sociodemograficos e informacoes sobre os estagios
da DRC em que se encontrava a populacao estudada e as probabilidades de transicao
entre tais estagios. Os resultados apontaram que tratamentos de PD podem reduzir os
custos do orgamento publico em R$ 33.023,12 (£ R$ 1.676,80), em média, por paciente
para cada ano evitado em terapia dialitica. Ademais, os resultados indicam que acoes
preventivas de deteccao precoce e de cuidado a pacientes doentes renais cronicos podem

reduzir o montante de gastos futuros com o atendimento em terapia dialitica.

3.2 Aplicacdo de métodos de inteligéncia artificial

A utilizagao de métodos de inteligéncia artificial (IA) para o auxilio ao diagnéstico de
diferentes doencgas tem sido cada vez mais constante em trabalhos da literatura relacionada.
Especificamente, algoritmos de AM estao sendo progressivamente utilizados em trabalhos
interdisciplinares para analises de dados biomédicos e clinicos de alta dimensionalidade
(82). Assim, processos automatizados sao desenvolvidos para os mais diversos fins, como a
detecgao precoce de doencas, predicao de desfecho clinico, avaliacao do uso de medicamentos,

reconhecimento de padroes clinicos, entre outros.

3.2.1 Base de dados da UCI

A literatura relacionada a aplicacao de métodos de TA para a predi¢ao dos estagios
da DRC fundamenta-se, em grande parte, em dados provenientes do repositério online
da University of California, Irvine (UCI) denominado Chronic Kidney Disease Data Set
(210). Essa base de dados contém um total de 400 pacientes, sendo 250 doentes renais
cronicos e 150 sem o diagnéstico de DRC. Sao, ao todo, 25 variaveis, das quais 24 sao
atributos multivariados, entre numéricos e categéricos, como creatinina sérica, idade,
pressao sanguinea, gravidade especifica, albumina, potassio, hemoglobina, sddio e nivel de
acucar, entre outros. E o atributo alvo é class, que identifica se um paciente possui ou
nao o diagnostico de DRC sendo, portanto, um problema de classificagdo binaria. Os dados
foram doados em 2015 e sdao provenientes da rede de hospitais indiana Apollo Hospitals,

da cidade de Karaikudi, localizada no estado de Tamil Nadu, no sul da India.

Trabalhos como Polat et al. (2017) (191), Tekale et al. (2018) (243), Almasoud
e Ward (2019) (10), Almansour et al. (2019) (9), Rady e Anwar (2019) (201), Khan et
al. (2020) (136), Ogunleye e Wang (2020) (180), Reshma et al. (2020) (204), Qin et al.
(2020) (199), Ganie et al. (2023) (90), Islam et al. (2023) (126) e Halder et al. (2024)
(105) sao alguns exemplos de pesquisas que utilizaram, com sucesso, a base de dados da

UCI (210) para aplicacao de diferentes algoritmos de classificagdo na predigao do risco da
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DRC. Criticas importantes sobre os dados do repositério da UCI (210) foram feitas por
Wang et al. (2021) (259) e estao descritas no fim desta secao.

Polat et al. (2017) (191) utilizaram todos os 24 atributos do conjunto de dados da
UCI (210). Os dados faltantes foram inferidos através da média dos dados presentes. Para
reduzir a dimensionalidade do conjunto de dados e melhorar a eficacia da classificagao,
foram aplicados métodos de selegdo de atributos do tipo empacotador (wrapper) e do tipo
filtro (filter) através do software WEKA (versao 3.6.13). Para o primeiro, foram utilizados
os métodos ClassifierSubsetFEval, com busca passo-a-passo gulosa (greedy stepwise search),
e WrapperSubsetFEval, com busca pelo melhor primeiro (best first). Para o segundo, foram
utilizados os métodos CfsSubsetFval, com busca passo-a-passo gulosa e o FilterSubsetFEval
com busca pelo melhor primeiro. A validacao cruzada k-fold, com 10 subconjuntos, foi
escolhida para a separacao dos conjuntos de teste e treinamento, e como algoritmo de
classificagao foi implementado o SVM. Os resultados do estudo mostraram que a combinacao
do SVM com métodos de selecao de caracteristicas melhorou significativamente a acuracia
do diagndstico da DRC. A aplicacao do método FilterSubsetFval, com busca pelo melhor
primeiro, reduziu a dimensao do conjunto de dados para 13 atributos e alcan¢ou a maior
taxa de acurécia, 98,5%. Outros métodos como ClassifierSubsetEval, com busca passo-a-
passo gulosa, e WrapperSubsetFval, com busca pelo melhor primeiro, também mostraram
uma melhoria na acuracia em comparagao com a abordagem sem selecao de atributos,
com taxas de acurdcia de 98% e 98,25%, respectivamente. Sem a selecao de caracteristicas,
0o SVM teve uma taxa de acuracia de 97,75%. Portanto, a reducao da dimensionalidade
dos dados e a selecao de atributos possuem a capacidade de proporcionar melhorias
significativas no desempenho dos algoritmos de classificacao, reduzindo a complexidade

computacional e minimizando o risco de sobreajuste (overfitting).

No estudo de Tekale et al. (2018) (243), os autores utilizaram um total de 14
dos 25 atributos disponiveis, e a média foi utilizada como método de inferéncia de dados
faltantes. Para a predigdo, os autores implementaram os algoritmos DT e SVM, com os

quais obtiveram acuracias de 91,75% e 96,75%, respectivamente.

O trabalho de Almasoud e Ward (2019) (10) aplicou a base de dados da UCI (210),
quatro algoritmos de AM: regressao logistica (LogR, do inglés logistic regression), gradient
boosting (GB), SVM e RF, que foram treinados e testados por meio de uma validagao
cruzada k-fold com 10 subconjuntos. O tratamento dos dados faltantes foi realizado a
partir de multiplas inferéncias baseadas nos algoritmos de regressao linear (LR, do inglés
linear regression). Como resultados, foram gerados cinco diferentes conjuntos de dados.
Para a remocao de redundancia entre os atributos dos dados utilizados e a diminuigao
de dimensionalidade, alguns testes estatisticos foram aplicados, como o teste ANOVA, a
correlagdo de Pearson e o teste V-quadrado de Cramer. O conjunto de dados resultante
foi composto por apenas trés atributos: albumina, hemoglobina e gravidade especifica. A

maior acuracia entre os resultados foi de 99%, o maior valor de Fl-score foi de 99,1% e a
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maior precisao foi de 99,5%, todos valores resultantes da aplicacao do classificador GB.
Os resultados também evidenciaram que, além da creatinina, a hemoglobina exerceu um

papel fundamental na classificacdo do risco da DRC para os algoritmos GB e RF.

Com a aplicagao comparativa dos algoritmos de SVM e de redes neuronais artificiais
(ANN, do inglés artificial neural networks) na base da UCI (210), Almansour et al. (2019)
(9) consideraram todos os 24 atributos disponiveis. A média foi o método escolhido para a
inferéncia dos dados faltantes. Para a separacao dos dados, foi utilizada a validagao cruzada
k-fold com 10 subconjuntos. Toda as trés definigdes anteriores também foram realizadas
por Polat et al. (2017) (191). Foram aplicadas etapas de otimizagao de pardmetros, tanto
para o SVM (tipo de kernel e custo) quanto para redes (nimero de camadas ocultas e taxa
de aprendizado). A acuracia dos resultados foi de 99,75% para as ANNs (maior tempo de
execugao) e de 97,75% para SVM (menor tempo de execucao), e para ambos os algoritmos,
a curva ROC AUC (area under the receiver operating characteristic curve) ficou muito
proxima de 1. Os autores concluiram que, embora ambas as técnicas de AM sejam eficazes
para a predicao de DRC, as ANNs foram capazes de oferecer acuracia ligeiramente superior
em comparacao com o SVM. No entanto, a escolha entre os dois modelos pode depender

das necessidades especificas de tempo de execucao e complexidade dos dados.

Algoritmos de mineragao de dados foram utilizados por Rady e Anwar (2019) (201)
para a predigdo dos estagios da DRC: probabilistic neuronal networks (PNN), radial basis
function (RBF), o perceptron multicamadas (MLP, do inglés multilayer perceptron) e o
SVM. Foram utilizadas 361 das 400 amostras disponiveis no repositério da UCI (210) e
todas as 25 variaveis. O valor estimado da TFG foi obtido para cada paciente por meio
de uma versao alternativa da Equacao 2.2. E os dados faltantes foram preenchidos com
a média dos valores. Diferentemente de outros trabalhos que objetivaram unicamente a
predicao do risco da DRC, Rady e Anwar (2019) (201) expandiram essa abordagem para
cinco dos seis estagios da DRC, ja que G3a e G3b foram considerados como sendo estagio
G3. Os quatro algoritmos foram implementados para pacientes de cada um dos estagios e
os resultados foram comparados. O algoritmo PNN apresentou o melhor desempenho na
predicao das severidades de todos os cinco estégios, com valores de acuracia variando de 96,9
a 99,7%; de precisao, variando de 89 a 100%; e de F1-score, variando de 93,6% a 99,37%.
Os resultados de Rady e Anwar (2019) (201) mostraram que as variaveis preditoras mais
importantes na construcao do modelo de classificagdo foram, respectivamente: creatinina

sérica, ureia, albumina, idade, hemoglobina e hipertensao.

Ja Khan et al. (2020) (136) utilizaram todas as 25 varidveis da base e também
trataram os dados ausentes com os valores de média. Foram aplicados sete algoritmos de
classificagdo, entre eles composite hypercube on iterated random projection (CHIRP), naive
bayes tree (NBTree), SVM, MLP, LR, DT e J48. Os resultados de acuracia variaram de
95,75% a 99,75%.
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Seis algoritmos de classificagao foram implementados e comparados por Ogunleye e
Wang (2020) (180): linear discriminant analysis (LDA), k-vizinhos mais préximos (KNN,
do inglés k-nearest neighbors), classification and regression tree (CART), LR, SVM e
XGBoost. A aplicagdo desses métodos na base de dados da UCI (210) apresentou os
melhores resultados para o XGBoost, com valores de acuracia, F1-score, sensibilidade
e ROC AUC iguais a 0,98740,016, 0,97+0,06, 0,984+0,08 e 1,00£0,00, respectivamente.
Em seguida, o modelo de aplicagdo do XGBoost foi refinado por meio de um processo
de otimizacao de parametros realizado a partir de trés técnicas: eliminacao recursiva de
atributos (RFE, do inglés recursive feature elimination), extra trees classifier (ETC) e
univariate selection (US). Os resultados apontaram valores de acuricia, sensibilidade e
especificidade proximos a 1,0. Outro modelo foi criado a partir da reducao de cerca da
metade dos parametros da base dados e os resultados obtidos foram os mesmos do modelo
aplicado na base completa. Os autores concluiram que a utilizacdo desses modelos, aliada
a experiéncia de especialistas em nefrologia, pode ser eficaz na redugao de tempo e de custo
do diagnostico da DRC em um paciente. Ademais, os autores indicaram que a extragao
de caracteristicas a partir de imagens geradas por alguns testes de deteccao da DRC e a
implementagao de algoritmos de AM devem ser considerados como propostas de trabalhos

futuros.

O valor aproximado de 96% foi obtido pela aplicacao do método SVM associado
a algoritmos de colonia de formigas no trabalho de Reshma et al. (2020) (204). Foram
utilizados apenas 12 atributos da base de dados e a média novamente foi utilizada para

inferir dados faltantes.

Os algoritmos de classificagdo implementados por Qin et al. (2020) (199) foram:
feedforward neuronal network (FNN), KNN, LR, naive bayes (NB), RF e SVM para a
predicao do risco da DRC. Em cada implementacao foi utilizada uma quantidade especifica
de atributos da base de dados, que variou de 8 a 15 variaveis. Diferentes implementacoes do
algoritmo KNN foram aplicadas para o tratamento dos dados ausentes, com k sendo igual
a3, 5 7,9 e 11. Também foram utilizadas a média e a moda dos valores. Dependendo da
combinacao entre todos os fatores citados, os resultados obtidos apresentaram acuracia
variando de 88% a 99%.

O estudo proposto por Ganie et al. (2023) (90) aplicou cinco algoritmos de boosting:
adaptive boosting (AdaBoost), categorical boosting (CatBoost), gradient-boosting machine
(LightGBM), GB e XGBoost para a detecgao precoce da DRC. Os valores ausentes
foram inferidos com a média e a mediana para as variaveis numéricas e categoéricas,
respectivamente, e os dados foram normalizados para um intervalo de [0,1]. Para o
desbalanceamento dos dados, foi utilizado o método synthetic minority over-sampling
technique (SMOTE) e por meio da selegdo de atributos, a hemoglobina, a creatinina e a
glicose no sangue foram identificadas como as variaveis de maior relevancia. Os melhores

resultados foram obtidos com o AdaBoost, 98,47% de acurécia, 98,50% de precisao e de
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revocacao, e 98,60% para a ROC AUC.

Por meio da andlise de componentes principais (PCA, do inglés principal component
analysis) e da RFE, Islam e colaboradores (2023) (126) reduziram os 25 atributos da
base de dados da UCI (210) para 30% do total. Para a inferéncia de dados, as varidveis
numéricas ausentes foram preenchidas pela média dos valores observados; as variaveis
categoéricas ausentes foram preenchidas pela moda; e as variaveis faltantes, relativas a
dados fisiologicos, foram preenchidas por meio do algoritmo KNN, ja que individuos com
condigoes fisicas semelhantes tendem a possuir caracteristicas fisiologicas comparaveis. Para
garantir que os modelos criados nao estivessem sobreajustados aos dados de treinamento,
foi utilizada a validagdo cruzada k-fold com 10 subconjuntos. Doze algoritmos de AM
foram implementados, entre eles podem ser citados AdaBoost, DT, GB, KNN, RF e
XGBoost. Este ultimo apresentou maior acuracia, 0,98. O PCA ajudou a identificar as
variaveis mais importantes, ao passo que a RFE refinou ainda mais o conjunto de variaveis,
removendo as menos relevantes e contribuindo significativamente para a eficiéncia dos
modelos. No entanto, destaca-se a importancia de dados de alta qualidade e técnicas de
pré-processamento robustas. Os autores sugeriram que futuras pesquisas devem focar na
integracao de dados clinicos adicionais e na validagao dos modelos em cenarios clinicos

reais para aumentar a aplicabilidade pratica das solucoes propostas.

O tltimo dos trabalhos supracitados, que fizeram uso do conjunto de dados da UCI
(210), foi o de Halder et al. (2024) (105), que desenvolveu uma aplicacao web baseada em
AM para facilitar e popularizar o diagnostico precoce da DRC. Na etapa de preparagao dos
dados, os autores realizaram a inferéncia de dados faltantes por meio da média, aplicaram
o método de normalizacao Min-Max, além de diversas técnicas de selecao de atributos.
Sete classificadores foram utilizados: AdaBoost, DT, GB, RF, SVM, NB e XGBoost, sendo
todos avaliados pela acuracia, pela matriz de confusao e pela ROC AUC. A validagao
cruzada k-fold com 10 subconjuntos também foi utilizada. Os resultados mostraram que
AdaBoost e RF alcancaram taxas de acurdcia préximas a 100% e AUC perfeita, enquanto
NB se destacou pela eficiéncia em tempo de execucao. A aplicagdo web desenvolvida
operacionalizou o modelo, melhorando a acessibilidade para profissionais de saude. Apesar
das forgas do estudo, como a robustez do modelo e a inovac¢do da aplicacdo web, limitagoes
como a auséncia de analise de complexidade temporal e escalabilidade foram destacadas.
Os autores concluiram que a combinacao de técnicas avancadas e classificadores robustos
pode melhorar a predicao de DRC, contribuindo para a melhoria do cuidado ao paciente e

para a reducao de custos associados ao tratamento tardio.

3.2.2 Demais trabalhos

O estudo de Chan et al. (2020) (42) realizou a pesquisa dos termos “machine

learning” e “kidney” (“rim”, em inglés) na plataforma para pesquisa de publicagoes
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cientificas na area de saiude, PubMed (253), restringindo a busca apenas a estudos com
humanos. Foram encontrados 207 resultados, sendo que metade deles foi publicada entre
2018 e 2019. Uma grande parcela dessas publicacoes ¢ limitada por generalizagoes em suas
abordagens e por falta de perspectiva na validacao dos dados resultantes com especialistas
da area de satide, o que dificulta a manutencao de processos de melhoria continua e que
gerem maior confiabilidade em seus resultados. Segundo os autores, os principais temas
abordados pelas publicagdes encontradas foram a predi¢ao do diagndstico de doengas renais,
o reconhecimento de padroes por meio de imagens e bidpsias, o processamento de linguagem
natural e a identificagdo de subtipos em doengas complexas. Os autores concluiram que
ha uma necessidade urgente para o desenvolvimento de parcerias e investimento financeiro
para fomentar estudos que foquem na melhoria do atendimento, do diagnéstico e do

tratamento dos pacientes doentes renais cronicos.

Na contramao de todos os trabalhos citados na subsecao anterior, Wang et al.
(2021) (259) apresentaram criticas a disseminagao do uso da base de dados da UCI (210). A
primeira delas disserta que, embora a acuracia média dos trabalhos que utilizam essa base
seja de 97%, os dados apresentam um viés com relacio a proporcao entre doentes renais
cronicos e pacientes sem o diagnoéstico de DRC, que é de 250 para 150, respectivamente.
Essa razao é diferente da propor¢ao comumente encontrada na realidade clinica, em que
h& uma elevada predominédncia de pacientes que nao possuem DRC. A segunda critica
fundamenta que, entre os pacientes com DRC, hd 140 (56% do total) cujos valores de
creatinina sérica excedem 10 mIL/min, valor que é considerado bastante elevado e que,
por isso, pode ser inadequado para a predicao do risco da DRC. Outra critica levantada
pelos autores foi direcionada nao somente ao repositorio da UCI (210), mas também a
todos os trabalhos que consideram a creatinina como variavel preditora, ja que seu valor
estd diretamente relacionado aos valores de TFG (como evidenciam as equagoes 2.1, 2.2 e
2.3) e, consequentemente, ao estagio da DRC em que se encontra o paciente. Wang et al.
(2021) (259) fizeram o uso de uma base com 1 milhdo de amostras coletadas no ano de
2017, proveniente do National Health Insurance Data Sharing Service, da Coreia do Sul, e
composta por dados de individuos com idades entre 25 e 90 anos. No total, a base de dados
possui 24 atributos, incluindo a creatinina sérica. Mais trés atributos foram adicionados
pelos autores: o valor de TFG, o estagio da DRC e uma variavel binaria para a classe
do paciente (risco da DRC), indicando se ele possui ou ndao DRC (foram considerados
doentes renais cronicos todos os pacientes classificados em estédgios superiores ao G2). A
metodologia proposta foi dividida em duas abordagens. Na primeira, foi desenvolvido um
modelo de regressao que nao considerou a creatinina como variavel preditora, mas sim
como o alvo das 23 varidveis restantes. Para a aplicacdo da segunda abordagem, como os
dados de creatinina sao extremamente desbalanceados, os autores aplicaram um método
de undersampling e propuseram uma nova func¢ao de erro quadratico médio sensivel ao

custo, dividindo os dados em alguns subconjuntos. Para potencializar os resultados da
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predi¢do da creatinina, foram utilizados dois métodos de AM, o RF e o XGBoost, e uma
rede neuronal residual para a regressao linear. Dessa forma, foi construido um método de
ensemble learning (EL) a partir da elaboracao de oito preditores distintos. Por fim, para a
finalizacao da segunda abordagem, os valores preditos de creatinina foram combinados aos
23 atributos originais para a predi¢ao das classes dos pacientes. A partir da selecao da
melhor estratégia de undersampling, o melhor resultado do EL utilizando o coeficiente de
determinacgao R? foi de 0,5590. Com a utilizacao do valor predito de creatinina o modelo
obteve uma ROC AUC no valor de 0,76 na predicao das classes de DRC. O algoritmo RF
foi utilizado para avaliar a importancia de cada variavel na classificacao. Os seis atributos
que mais influenciaram o valor de creatinina foram: sexo, idade, hemoglobina, niveis de
proteina na urina, circunferéncia abdominal e o tabagismo. Por fim, os autores concluiram
que o impacto da DRC na satide publica pode ser reduzido com a detecgdo precoce da

doenga mesmo em situagoes em que o valor de creatinina dos pacientes nao esta disponivel.

O estudo brasileiro de Silveira et al. (2021) (228) utilizou registros médicos oriundos
de um hospital alagoano para a avaliacao do risco da DRC. Os dados sao relacionados
a 60 individuos brasileiros, com ou sem diagnéstico da doenca, incluindo variaveis como
hipertensao, diabetes mellitus, creatinina, ureia, albuminuria, idade, sexo e TFG. A base
de dados possui quatro classes de acordo com risco da DRC: baixo, médio, alto e muito alto.
Duas abordagens foram aplicadas para o aumento da base: aumento manual dos dados,
validado por um nefrologista, e aumento automético usando o SMOTE e duas de suas
variagoes. Modelos de classificagao foram implementados com algoritmos como DT, RF e
AdaBoost multiclasse. Técnicas como a validagao cruzada estratificada (stratified cross-
validation) e a validagao cruzada aninhada (nested cross-validation) foram empregadas.
Os melhores resultados foram obtidos com os modelos de DT e AdaBoost multiclasse
quando aplicados 0 SMOTE e as validacoes, com acuracias de 98,99% e 98%, nesta ordem

para os algoritmos.

Debal e Sitote (2022) (65) publicaram um estudo baseado na ideia de inteligéncia
artificial explicavel (XAI, do inglés explainable artificial intelligence), o que permite aos
humanos compreenderem e confiarem nas decisdes ou previsoes feitas por sistemas de
inteligéncia artificial. O foco da XAl é criar modelos de TA que nao apenas tenham bom
desempenho, mas também sejam transparentes em suas operacoes e decisdes, o que é
particularmente importante em aplicagoes criticas, como satide, na qual decisoes de TA
podem ter consequéncias significativas (2). Os autores aplicaram os algoritmos DT, RF,
SVM e XGBoost na predicao da DRC em diferentes estagios, utilizando dados de 1.718
pacientes do Hospital St. Paulo, em Adis Abeba, Etiépia. Entre as 19 variaveis consideradas
ha idade, género, pressao arterial, creatinina sérica, nitrogénio ureico, hemoglobina, entre
outras. A etapa de preparagao dos dados envolveu a remogao de valores atipicos (outliers),
por meio da aplicacao do intervalo interquartil (Q1 - 1,5 e Q3 + 1,5), e a suavizagao de

dados ruidosos. Ademais, a inferéncia de dados faltantes foi realizada pela média, e a
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técnica z-score, de normalizacao, foi aplicada para garantir que todas as caracteristicas
numéricas estivessem na mesma escala, transformando os valores com base na média e no
desvio padrao. Variaveis categoricas foram convertidas para valores numéricos binarios.
Dois métodos de selecao de atributos foram aplicados: RFE com validagao cruzada e
selegao de recursos univariados (UFS, do inglés univariate feature selection). Os quatro
algoritmos de AM foram treinados e testados utilizando validagao cruzada k-fold com
10 subconjuntos. O estudo também utilizou técnicas de oversampling para corrigir a
distribuicao desequilibrada das classes. Os resultados indicaram que a combinacao do
modelo RF com a RFE com validacao cruzada apresentou o melhor desempenho para a
classificacdo binaria, com uma acuracia de 99.8%, ao passo que o XGBoost teve a melhor
performance para a classificagdo multiclasses com uma acurécia de 82,56%. Os métodos de
selecdo de caracteristicas mostraram que creatinina sérica, nitrogénio ureico, hemoglobina

e gravidade especifica foram as variaveis com maior influéncia na predicao.

O trabalho publicado por Ghosh e Khandoker (2024) (96) utilizou uma base de
dados dos Emirados Arabes Unidos com dados clinicos, bioquimicos e demograficos de
491 pacientes, dos quais 56 com DRC e 435 sem a doenca. Para a inferéncia dos dados
ausentes, foi utilizada a média dos valores presentes. Cinco algoritmos de AM foram
empregados para a predicao da DRC: DT, LogR, NB, RF e XGBoost, sendo este tltimo o
de melhor desempenho com ROC AUC de 0,9689 e acuracia de 93,29%. Para avaliar a
influéncia das variaveis nos modelos, os métodos SHAP (shapley additive explanations) e
local interpretable model-agnostic explanations (LIME) foram utilizados. As andlises com
o SHAP e o LIME forneceram uma visualizacao detalhada da influéncia de cada variavel
nas predi¢oes dos modelos, aumentando a transparéncia e a confiabilidade dos modelos
obtidos. Como resultado, ambos os métodos indicaram que a creatinina, a hemoglobina
glicada e a idade foram as trés varidveis mais influentes na predigao do risco da DRC pelo
modelo XGBoost.

Delrue e colaboradores (2024) (68) realizaram um balango acerca do uso de algo-
ritmos de AM na avaliacdo da DRC. Entre as limitagoes citadas pelos autores estao o
sobreajuste (overfitting), a necessidade de dados de alta qualidade e a complexidade dos
modelos que podem dificultar a interpretacao pelos clinicos. A falta de padronizacao e a
necessidade de validacao externa sao obstaculos importantes a serem superados. Além
da discussao sobre os algoritmos e as métricas de avaliagao mais utilizados em estudos
recentes, os autores apresentaram perspectivas futuras de pesquisas sobre o tema. O
futuro da uniao entre AM e DRC envolve a expansao e a integracao de fontes de dados
heterogéneas, incluindo registros eletronicos de satide, dados genomicos e de imagem,
possibilitando uma visdo mais completa da DRC, além de diagndsticos e tratamentos mais
personalizados e precisos. Modelos mais sofisticados, como redes neurais profundas, tém o
potencial de identificar padroes complexos nos dados, automatizando a quantificacao de

lesoes renais e melhorando a eficiéncia dos diagnésticos patoldgicos. Ademais, a personali-
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zacao do tratamento é um dos principais objetivos da aplicagao de AM em DRC. Modelos
preditivos que consideram a variabilidade individual nos dados clinicos e genomicos podem
desenvolver estratégias terapéuticas personalizadas, incluindo a otimizacao de doses de
medicamentos e intervencoes preventivas especificas para cada paciente. A implementacao
de sistemas de apoio a decisao clinica baseados em AM pode auxiliar os médicos na
tomada de decisoes mais informadas e precisas, fornecendo previsdoes em tempo real sobre
a progressao da DRC e sugerindo intervencgoes terapéuticas. No entanto, a validagdo e a
padronizacao dos modelos, além da gestao ética dos dados e a transparéncia nos algoritmos,
sao essenciais para garantir a robustez e a aceitacao dessas tecnologias na pratica clinica. A
integragao eficaz do AM depende de uma colaboragao continua entre clinicos, pesquisadores
e profissionais que trabalham com dados — como também sugeriram Schena et al. (2022)
(217) — além da implementacao de politicas robustas de compartilhamento de dados. A
validagao continua e o aprimoramento dos modelos sdo essenciais para garantir sua eficacia

e aceitacdo na pratica médica.

3.2.3 Revisoes sistematicas e analise bibliométrica

A revisdo sistemética realizada por Sanmarchi e colaboradores (2023) (215) abordou
a aplicacao de métodos de AM na prevencao, no diagnostico e no tratamento da DRC
por meio da abordagem PRISMA (preferred reporting items for systematic reviews and
meta-analyses) (197) e da inclusao de publicagoes em lingua inglesa disponiveis no PubMed
(253) até 20 de outubro de 2021. Um resumo dos principais itens avaliados pelos autores

esta especificado na Tabela 1.

Tabela 1 — Resumo das principais caracteristicas avaliadas pela revisao sistematica proposta
por Sanmarchi e colaboradores (2023) (215).

Item Valor mais comum Total
Objetivo Predicao 41%
Origem Asia 48,5%
Populagao Individuos com DRC e individuos saudaveis 26
Base de dados Registros hospitalares 48,5%
Varidveis (geral) PA, idade, hemoglobina, creatinina sérica e sexo | 25,34%
Varidveis (prognéstico) | Idade, hemoglobina e proteintria -
Algoritmos de AM DT, RF e XGBoost 33,53%
Avaliagdo Acurécia e ROC AUC 34,10%

Para cada estudo, foram extraidas 16 variaveis, entre elas: objetivo principal,
populacao estudada, fonte de dados, tamanho da amostra, tipo de problema, preditores
usados e métricas de desempenho. Apods etapas de analises prévias, 68 artigos foram
selecionados, dos quais 48,5% sédo relativos a estudos oriundos da Asia, 25% da Europa,
17,6% da América do Norte, 7,35% da Africa e 1,47% da América do Sul. E importante

ressaltar que o unico estudo sul-americano mencionado, Guo et al. (2020) (103), na
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realidade, se refere a uma pesquisa conduzida utilizando uma base de dados de trés
hospitais situados na China, composta por pacientes de perfil étnico chinés, de acordo com
os proprios autores. A maioria dos estudos teve foco na predi¢ao do prognostico da DRC
(progressao e mortalidade). Em geral, a populagdo mais comum entre todos os trabalhos
era composta por 26 individuos, divididos em doentes renais cronicos e em pacientes
saudaveis. Os dados foram obtidos majoritariamente por meio de registros hospitalares
contendo dados socioeconémicos, clinicos e laboratoriais de individuos. Com relacao a
aplicacao de algoritmos de AM, o total variou de 1 a 10 modelos por trabalho, sendo
os baseados em arvores os mais frequentes — DT, RF e XGBoost — seguidos por redes
neuronais artificiais — com destaque para o MLP — e pelo SVM e a LogR. Entre as
métricas de avaliagdo dos resultados, a mais utilizada foi a acuracia, seguida pela ROC
AUC, pela sensibilidade, especificidade, precisao e Fl-score para a classificacdo. Nos
estudos de prognostico da DRC, os valores da ROC AUC ficaram entre 0,69 e 0,96; os
valores de acuracia entre 0,54 a 0,99; sensibilidade, de 0,54 a 0,93; e a especificidade, de
0,78 a 0,99. De todos os trabalhos considerados, 83,8% envolveram classificacao e 16,2%
aplicaram técnicas de regressao. O total de varidveis consideradas nos estudos ficou entre
o minimo de 4 e 0 maximo de 6.624, sendo 813 variaveis distintas entre si ao todo. As mais
comuns entre todos os estudos foram pressao arterial (PA), idade, hemoglobina, creatinina
sérica e sexo, nesta ordem. E as varidveis mais frequentes (em ordem decrescente) de

acordo com o objetivo de cada trabalho foram:

» Prognostico da DRC: PA| idade, colesterol sérico, sexo, potassio sérico, hemoglobina,

sédio sérico, célcio sérico, indice de massa corporal (IMC) e albumina sérica;

o Diagnéstico da DRC: PA, hemoglobina, infec¢ao urinaria, glicose sérica, idade,
creatinina sérica, globulos vermelhos, diabetes mellitus, gravidade especifica da urina

e historico de doenga cardiovascular;

» Risco de desenvolver DRC: PA, idade, sexo, TFG, histérico de doencga cardiovascular,
glébulos vermelhos, colesterol sérico, diabetes mellitus, creatinina sérica e albumina

sérica;

o Tratamento da DRC: ferro sérico, hemoglobina, globulos brancos, volume globular
médio, medicamentos utilizados, proteina C reativa, altura, creatinina sérica, calcio

sérico e albumina sérica.

A generalizacao dos algoritmos e os testes em populacoes diversas raramente foram
considerados. Questoes de viés e equidade dos modelos também nao foram abordadas
com frequéncia, levando a obtencao de resultados potencialmente injustos. Situacoes como
essa podem nao ser adequadas na representagao de populagoes diversas, exacerbando a
disparidades em certos grupos demograficos e impactando negativamente populagoes sub-

representadas. Somente 12 dos 68 estudos incluiram variavel referente a raga ou a etnias,
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dos quais somente 10 também incluiram o género. E quando a populacao considerada
envolveu pessoas de fenotipo nao branco e nao hispanico, elas formavam a maioria dos
individuos alvos dos estudos. Outro problema identificado foi a falta de transparéncia
na selecao de variaveis e na explicabilidade dos modelos. A revisao também destacou a
necessidade de se abordar questoes de interpretabilidade, generalizacao e equidade dos
modelos para garantir a aplicacdo segura dessas tecnologias na pratica clinica. A maioria
dos estudos nao considerou a implementacao clinica dos modelos, e poucos avaliaram a
integracao desses na pratica médica diaria. Por fim, Sanmarchi e colaboradores (2023)
(215) apontaram que o AM possui importante potencial para melhorar o diagndstico,
progndstico e tratamento da DRC, embora sejam necessarias mais pesquisas para abordar
a interpretabilidade, a generalizacao e a equidade dos modelos antes que possam ser
aplicados de forma segura e eficaz na pratica médica diaria. A validacao clinica rigorosa
e a adocao de diretrizes de boas praticas de elaboracao de relatérios sao essenciais para
o avanco na implementacao dessas tecnologias. Portanto, futuras investigacoes devem
focar na integracao desses modelos na pratica clinica, considerando as implicagoes éticas e

sociais.

Também por meio da metodologia PRISMA, Khalid e colaboradores (2024) (135)
propuseram uma revisao sistematica através da pesquisa por trabalhos disponiveis nas
bases de dados Embase (78), PubMed (253), Scopus (220) e Web of Science (55), utilizando
termos relacionados ao AM, a IA e a DRC. Foram encontrados 137 estudos, dos quais
13 atenderam aos critérios de inclusao apoés a triagem de titulos, de resumos e do texto
completo. Os critérios de inclusao foram artigos revisados por pares, estudos observacionais
e ensaios clinicos publicados nos tltimos cinco anos, que aplicaram AM na predicao da
progressao da DRC. Os estudos selecionados foram publicados entre 2019 e 2023 e sao
oriundos de seis paises diferentes: China, EUA, Egito, Israel, Japao e Paises Baixos. As
populagdes de pacientes abordadas variaram de 500 a 550.000 individuos, incluindo tanto
doentes renais cronicos quanto individuos saudaveis, e dados representando informagoes
demograficas, medigoes clinicas, resultados laboratoriais e registros longitudinais. Entre
os modelos de AM mais implementados estdo o RF (utilizado devido a sua robustez
e capacidade de lidar com grandes conjuntos de dados), o SVM (devido & eficdcia em
classificagoes binarias), a LogR (utilizada em vérios estudos por sua simplicidade e
capacidade de interpretagao) e as ANNs (promissoras na modelagem de relagoes complexas
e nao lineares). Alguns dos outros algoritmos de AM utilizados foram DT, GB, KNN,
NB e XGBoost. Varios dos modelos analisados apresentaram desempenho promissor na
predi¢ao da progressao da DRC, com varios estudos relatando elevados valores de acurécia,
de sensibilidade, de especificidade e da curva ROC AUC. Diversos estudos ressaltaram a
relevancia da incorporagao de dados longitudinais, caracteristicas de base e biomarcadores
especificos ou atributos clinicos para aprimorar a acuracia das previsoes. Como resultado da

revisao sistematica, os autores apontaram que os algoritmos de AM possuem a habilidade
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de identificar padroes e relagoes complexas de alta dimensionalidade, que podem nao ser
detectaveis por métodos estatisticos convencionais. Essa caracteristica é especialmente
util no contexto da DRC, uma vez que a doenga sofre a influéncia de diversos fatores,
como idade, comorbidades, predisposi¢ao genética e exposi¢coes ambientais. Os modelos
tradicionais de predigao de risco frequentemente enfrentam dificuldades para considerar
essas interacoes complexas, resultando em um desempenho subdtimo. Variaveis clinicas e
pessoais como idade, sexo, comorbidades, TFG basal, proteintria, albumina sérica, niveis
de hemoglobina e marcadores inflamatorios sao frequentemente apontadas como preditores
significativos da progressao da DRC. Esse fator possibilita que os médicos concentrem
seus esforcos no monitoramento e gerenciamento desses fatores criticos, potencialmente
retardando a progressao da doenca e adiando a necessidade de terapia renal substitutiva.
Por fim, os autores também apontaram ser fundamental o reconhecimento das limitagoes
e dos desafios na aplicagao de técnicas de AM em ambientes clinicos. Outros fatores
importantes sdo a questao acerca da qualidade dos dados, de possiveis vieses e de questoes
éticas relacionadas a privacidade. Além disso, a transparéncia dos dados precisa ser
cuidadosamente abordada. Sao necessarios estudos de validagao externa e prospectivos
para avaliar a generalizacao e o desempenho desses modelos preditivos no mundo real, em

diferentes populagoes de pacientes e sistemas de satide.

A andlise bibliométrica desenvolvida por Wu e colaboradores (2024) (270) objetivou
a compreensao das tendéncias de pesquisas em IA aplicadas a doenca renal. Foram
coletados artigos publicados na lingua inglesa entre 2010 e 2023 a partir da base de
dados Web of Science (55). A estratégia de busca foi construida com base em termos
encontrados em artigos previamente publicados e em consultas com especialistas em
estudos bibliométricos além de serem direcionados a doenca renal e ao uso de modelos de
IA. A anélise incluiu a identificacdo de tendéncias de publicacao, produtividade dos paises,
instituigoes, autores, e a analise de ocorréncia de palavras-chave para determinar os temas
de pesquisa predominantes. Ao final da aplicagdo dos critérios de selecao, restaram 631
trabalhos — sendo 172 do ano de 2022 e 135 de 2023 — publicados em 324 diferentes
revistas cientificas. Os resultados indicaram um crescimento exponencial nas publicac¢oes
anuais sobre a aplicagdo de TA na doenga renal, com um aumento significativo apds 2015.
As principais contribuigoes, 60,54%, vieram de trés paises: EUA, em primeiro lugar,
seguidos pela China e pela India. Com relagdo aos temas de pesquisa mais frequentes,
os principais foram “aprendizado de méaquina”, “aprendizado profundo”, “inteligéncia
artificial”, “florestas aleatérias” e “redes neuronais artificiais”. O trabalho com maior
nimero de citagoes é o de Almansour et al. (2019) (9) — ja comentado neste Capitulo —
com um total de 104, seguido pelo estudo de Polat et al. (2017) (191), também ja descrito,
com 88 citagoes. A andlise de Wu e colaboradores (2024) (270) trouxe uma visao detalhada
do panorama atual das pesquisas sobre TA e a doenca renal, evidenciando as principais

tendéncias, possiveis contribuicoes e temas emergentes na area, além de permitir que
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pesquisadores e formuladores de politicas publicas identifiquem areas de grande impacto e
inovacao. No tocante ao futuro das pesquisas, podem ser citados sete temas principais da

contribuicao da A para a doenca renal e suas variantes:

o Deteccao e diagndstico precoces: reconhecer padroes e sinais precoces de doencga renal
e identificar biomarcadores sutis e fatores de risco que podem nao ser imediatamente

perceptiveis para os clinicos humanos;

o Tratamentos personalizados: assim como proposto por Sanmarchi et al. (2023) (215),
¢ fundamental buscar a elaboracao de planos de tratamentos personalizados com
base em dados individuais do paciente, como genética, estilo de vida e resposta
ao tratamento, antecipando a progressao da doenca e ajustando as intervencoes

conforme o necessario;

o Otimizacao da gestao de medicamentos: aumentar a adesao a medicacao através
de lembretes, monitoramento de efeitos colaterais e ajuste de dosagens com base
em dados em tempo real do paciente, identificando aqueles com maior risco de nao

seguirem o tratamento e permitindo intervencgoes proativas;

o Monitoramento remoto de pacientes: realizar o monitoramento continuo dos sinais
vitais e outros parametros de saide importantes, possibilitando a supervisao remota

dos pacientes;

o Andlise preditiva para complicagoes: antecipar complicacoes relacionadas a do-
enca renal, como lesao renal aguda, possibilitando intervencoes precoces e agoes

preventivas;

o Alocacgao eficiente de recursos: aprimorar a alocacao de recursos ao prever taxas de
admissao de pacientes, identificar populacoes de alto risco e distribuir os recursos

conforme necessario.
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4 REFERENCIAL TEORICO

4.1 Inteligéncia Artificial

A inteligéncia artificial é um ramo da ciéncia da computacao e da engenharia
que propoe, desenvolve e implementa métodos computacionais destinados a simulacao de
sistemas caracterizados por sua complexidade e dinamismo, como a inteligéncia humana.
Esses métodos baseiam-se em processos naturais, bioldgicos e sociais, distinguindo-se pela
capacidade de aprendizado, adaptacao e robustez. A TA pode ser especialmente eficaz
em contextos nos quais os métodos computacionais tradicionais se mostram inadequados
devido a interdisciplinaridade, a complexidade, a incerteza ou a variabilidade inerentes ao

problema considerado (80).

As origens da TA remontam ao trabalho seminal de McCulloch e Pitts (161)
publicado em 1943, cujo pioneirismo, segundo Piccinini et al. (2004) (189), se destacou
pela utilizagao da logica matemaéatica e da computacao na compreensao da atividade
neuronal e, por consequéncia, da atividade mental. Entre as principais contribui¢oes
do trabalho, podem ser destacadas a criacao de um formalismo, cujo aprimoramento e
generalizagdo resultaram na nogao de automatos finitos, conceito crucial na teoria da
computabilidade; o desenvolvimento de uma técnica que inspirou a no¢ao de design logico,
componente essencial do projeto de computadores modernos; a aplicacao pioneira da
computacao para abordar o problema mente-corpo; e a formulagdo da primeira teoria

computacional moderna da mente e do cérebro (189).

Ja na década de 1950, Alan Turing (249) estabeleceu o “Teste de Turing” como
preceito fundamental para a avaliacao da inteligéncia de maquinas computacionais. Desde
entao, as pesquisas sobre IA avancaram e fomentaram a criagdo de novas areas de estudo e
a formalizacao de dreas ja existentes a época, como a inteligéncia artificial (IA). Em 1958 e
tendo como inspiragao o trabalho de McCulloch e Pitts, Frank Rosenblatt (207) formalizou
a ideia de perceptron, uma unidade bésica de processamento que poderia reconhecer padroes
e aprender com base em exemplos. Assim, o autor estabeleceu as bases fundamentais do
conceito de redes neuronais artificiais para simular a capacidade do cérebro de aprender,

reconhecer padroes e tomar decisoes.

No ano seguinte, Arthur Samuel (214) sugeriu o termo aprendizado de maquina
(machine learning) ao propor um programa para o jogo de damas, que possivelmente esta
na historia como o primeiro programa de autoaprendizagem do mundo e um dos principais
trabalhos ja produzidos na area de IA (266). Citando a publicacdo de Samuel (214): dois
procedimentos de aprendizado de mdquina foram investigados com algum detalhe usando o
jogo de damas. Trabalho suficiente foi feito para verificar o fato de que um computador
pode ser programado de modo que aprenda a jogar damas melhor do que aquele que pode

ser jogado pela pessoa que escreveu o programa. Além disso, ele pode aprender a fazer
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isso em um periodo de tempo notavelmente curto (8 ou 10 horas de jogo de mdquina)
quando lhe sao dadas apenas as regras do jogo, um senso de diregio e uma lista redundante
e incompleta de parametros que sao pensados para ter algo a ver com o jogo, mas cujos
sinais corretos e pesos relativos sao desconhecidos e nao especificados. Os principios do
aprendizado de madquina verificados por esses experimentos sao, obviamente, aplicdveis
a muitas outras situacoes. Os resultados obtidos por Samuel foram fundamentais para o
desenvolvimento de novos tipos de algoritmos de AM, principalmente a partir da década
de 1980 com o surgimento das redes neuronais artificiais multicamadas e dos algoritmos

de retropropagacao.

Em 1965, Lotfi Zadeh (271) introduziu o conceito de légica fuzzy, que trouxe
importante inovacao no tratamento da incerteza e da imprecisao, possibilitando a tomada
de decisao computacional em ambientes ambiguos. Inspirado na teoria da evolugao
darwiniana, John Holland (115) propos, ainda na década 1960, os conceitos inicias que
levaram ao desenvolvimento dos algoritmos genéticos e evolutivos. Ao longo das décadas
seguintes, Holland solidificou e ampliou essas novas abordagens em outros diversos trabalhos

que se tornaram referéncias (116).

As décadas de 1970 e de 1980 trouxeram o surgimento de novos conceitos como as
arvores de decisao, métodos de aprendizado nao supervisionado e redes bayesianas, bem
como o aprimoramento de algoritmos como o KNN. Em 1986, Rumelhart et al. (212)
propuseram uma anélise experimental do algoritmo de retropropagagao (backpropagation),
possibilitando o treinamento de ANNs multicamadas. Nos anos 1990, em trabalhos como
(28) e (57), Vapnik e colaboradores introduziram o conceito de maquinas de vetores de
suporte, um dos principais métodos utilizados para classificacao e regressao. Houve um
importante fomento nas pesquisas sobre a logica fuzzy e sobre agentes inteligentes, como o
trabalho de Wooldrige e Jennins (269).

Desde entao e com maior destaque sobretudo a partir dos anos 2000, a TA tem
passado por um crescimento significativo e sem precedentes. Esse cenario pode ser explicado
sobretudo pelo progressivo e vertiginoso aumento da capacidade computacional, aliado
a crescente disponibilizagao e digitalizacao de grandes volumes de dados (big data) de

diversos tipos e fontes, e a popularizacao mundial da internet.

Em 2001, Leo Breiman (33) propos o método de floresta aleatdria, um dos mais
utilizados em problemas de classificagao e regressao. Anos depois, Hinton e Salakhutdinov
publicaram um trabalho (114) que fomentou a intensificagdo das pesquisas a respeito
das redes neuronais artificiais de aprendizado profundo (deep learning) (140). Por serem
multicamadas, essas redes permitem o treinamento de cada camada separadamente e,
dessa forma, sdo capazes de trabalhar com grandes volumes de dados (44). O estudo
de Goodfellow et al. (2014) (99) abordou as redes adversarias generativas (GANs, do

inglés generative adversarial networks). Elas sao formadas por duas camadas de ANNs,
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uma geradora e uma discriminadora, que sdo processadas em competicao. A primeira é
responsavel pela sintetizacao de dados a partir da alteracdo de uma parte do conjunto
de dados considerado inicialmente. Ja a segunda, tem a funcdo de verificar o grau
de veracidade dos dados gerados, diferenciados das informacoes reais. As GANs sao

amplamente utilizadas na geragao de imagens e videos (6).

Em anos mais recentes, tem-se destacado pesquisas no campo de processamento de
linguagem natural (NLP, do inglés natural language processing), sobretudo com foco na
arquitetura Transformer, proposta por Vaswani et al. (2017) (258). A grande contribuigao
deste trabalho foi fundamentar a utilizacao do mecanismo de atencao (attention mecha-
nism) no processamento de sequéncia de dados, possibilitando eficiéncia, profundidade e
paralelismo nas etapas de processamento. A arquitetura Transformer fomentou o surgi-
mento dos modelos de linguagem de larga escala (LLMs, do inglés large language models),
capazes de capturar padroes complexos e nuances de linguagem em grandes volumes de
texto. Neste contexto, foram propostos o BERT (bidirectional encoder representations
from transformers) (69), e o transformador generativo pré-treinado (GPT, do inglés gene-
rative pre-trained transformer) (200), modelo que utiliza o mecanismo de atengao para
potencializar o processamento de big data, focando em partes distintas de um texto de
entrada, capturando as dependéncias de longo alcance em contextos complexos de NLP. Os
GPTs tem revolucionado a area de inteligéncia artificial generativa em diversos segmentos
como pesquisas e diagnésticos em satide, automagao de processos industriais, ensino e
aprendizado em diferentes niveis educacionais, geracao de contetido multiplataforma para
jornalistas, artistas em geral, profissionais liberais, cientistas , entre outros. Desde o surgi-
mento do primeiro GPT em 2018 (200), novos modelos foram desenvolvidos por diferentes
empresas e institutos de pesquisa, acarretando em um avango vertiginoso das LLMs e das
[As generativas, como um todo e para os mais variados propoésitos. Atualmente, em 2024,
a versao mais recente do GPT da OpenlA ¢é a de nimero 5 (181) e outras ferramentas de
TA generativa podem ser destacadas como a PaLM 2 (pathways language model) (12) e a
Gemini (93), do Google, a Megatron-Turing NLG (232), da NVIDIA e Microsoft, entre

outras.

4.2 Aprendizado de Maquina

O aprendizado de maquina pode ser conceituado como uma das principais areas
da inteligéncia artificial e suas pesquisas remontam a trabalhos como os supracitados de
Turing (249), Rosenblatt (207), Samuel (214), entre outros.

O objetivo principal das investigac¢oes, que levaram ao surgimento da AM, emergiu
do anseio em desenvolver sistemas capazes de adquirir conhecimento a partir de conjuntos de
dados e aprimorar seu desempenho ao longo do tempo, sem a necessidade de programacao

explicita para cada tarefa especifica. Dessa forma, o AM pode ser utilizado em uma
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ampla variedade de aplicagoes como a visao computacional, e.g. segmentacao de imagens,
deteccao de objetos e reconhecimento facial; processamento de linguagem natural; sistemas
de recomendacao, e.g. contetdos de redes sociais e plataformas multimidias; satde, e.g. em
analises de imagens médicas, predicao e auxilio a diagnosticos variados; analises financeiras,

e.g. através da construcao de modelos preditivos (163).

Um problema de AM pode ser formalmente definido pela divisao dos dados em
dois subconjuntos: X, denominado preditor, que compreende as variaveis de entrada; e
Y, conhecido como resposta, que engloba as variaveis de saida vinculadas as entradas em
X (132). Seja f uma fungdo que mapeia os dados do conjunto X ao Y. E seja € o erro
de aproximagao de um modelo desenvolvido. Os diferentes algoritmos de AM procuram
relacionar os subconjuntos X e Y por meio da Equacao 4.1, para a qual a funcao f pode

ser aproximada por meio da geragao de intimeras fungoes (132).

Y=f(X)+e (4.1)

Um caso de exemplo pode ser a aplicagao de AM em um problema relacionado
a saude publica. O subconjunto X pode representar os dados clinicos e pessoais de um

individuo, ao passo que Y pode ser composto pelo desfecho clinico do paciente (72).

4.2.1 Tipos de Aprendizado de Maquina

Os algoritmos de AM podem ser treinados por meio de quatro abordagens distintas
que sao diretamente baseadas no tipo e na estruturagao do conjunto de dados a ser
considerado (11).

4.2.1.1 Aprendizado Supervisionado

Na abordagem do aprendizado supervisionado (AS), os dados de entrada estao
rotulados de acordo com as saidas previamente conhecidas e associadas a eles. Logo, o
treinamento aplicado ao algoritmo de AM é vinculado ao rétulo dos dados e o objetivo do
processo é obter uma funcao capaz de mapear as entradas com a saidas desejadas (X — Y).
Dessa forma, o modelo a ser construido aprendera com os resultados do treinamento e,

consequentemente, sera capaz de realizar previsoes potencialmente corretas para novos

dados (140).

Em termos matematicos, o AS pode ser descrito como o problema de minimizar
uma funcao de custo, que quantifica a discrepancia entre as previsoes do modelo e os
valores reais. A minimizacao desta funcao de custo é realizada através de técnicas de
otimizagao, como o gradiente descendente (132). Em termos de categorias de aplicagao, o

AS pode ser divido em duas principais: regressao e classificagao.
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Regressao é um conceito estatistico que se refere a um tipo de analise cujo objetivo
é identificar e quantificar a relacdo entre uma variavel dependente (também conhecida
como variavel resposta) e uma ou mais varidveis independentes (denominadas preditores)
(11). O exemplo da Figura 5 evidencia a linha de regressao tracada em vermelho, a qual
procura representar a maioria dos pontos do conjunto de dados (em azul). Este, por sua

vez, representa a relagao entre as variaveis X e Y.

Figura 5 — Exemplo do tracado da linha de uma regressao que representa a maioria dos
pontos do conjunto de dados em azul.

A

Y
Conjunto de
dados
./ Linha da
regressao
Variaveis o
dependentes

»
>

Variaveis independentes X

Fonte: Elaborada pelo autor.

A regressao é amplamente utilizada em diversos campos, como a analise de ten-
déncias de mercado, a previsao do tempo, a precificacdo de imdveis e a estimacgao de
demandas futuras com base em dados histéricos. A forma mais frequentemente empregada
de regressao é a linear (11), que busca modelar a relagdo entre as varidveis através de uma

equacao linear, além da regressao logistica e das arvores de regressao.

Jéa a classificagao, ¢ um método de AS cujo objetivo é predizer uma categoria ou
rotulo discreto para uma dada entrada X, organizando os resultados obtidos em grupos
predefinidos: os alvos (classes). A Figura 6 exemplifica a separagao dos dados em duas
classes distintas: A e B, que poderiam representar, por exemplo, pacientes portadores de

uma doenga e pacientes saudaveis (11).

O processo de classificagao ¢ iterativo e pode ser aplicado tanto em dados estrutura-
dos quanto em nao estruturados. O objetivo central é determinar um padrao desconhecido
a uma classe conhecida. Para isso, o modelo é treinado em um conjunto de dados rotulados,
sendo cada instancia de dados associada a uma classe especifica. A partir desses dados, o
modelo aprende a identificar padrdes e a distinguir entre diferentes classes, permitindo

que ele faca previsoes potencialmente precisas para novas instancias (11).
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Figura 6 — Exemplo de classificacdo que separa o conjunto de dados em duas classes
distintas: A e B.

A

Y

Classe A

Classe B

A\ 4

Fonte: Elaborada pelo autor.

4.2.1.2 Aprendizado Nao Supervisionado

Ao contrario do AS, o aprendizado nao supervisionado (ANS) é desprovido da
classificacao dos dados de entrada. Uma vez sem os rétulos, cabe exclusivamente ao modelo
desenvolvido quais sao os dados que devem ou nao ser considerados em um problema

proposto. Para tal, grandes quantidades de dados sdo necessarias (172).

O principal objetivo do ANS é encontrar padroes desconhecidos no conjunto de
dados. Essa vantagem ¢ especialmente ttil para problemas nos quais a estruturacao dos
dados nao é previamente conhecida. Dessa forma, o préprio algoritmo pode ser capaz de

identificar padroes inesperados entre os dados considerados (11).

Entre os algoritmos mais utilizados para o ANS estao o agrupamento (clustering),
as regras de associagao (association analysis), a detecgao de anomalias (anomaly detection),
a analise de componentes principais (principal component analysis, PCA) e os codificadores

automaticos (autoencoders) (11) (172).

4.2.1.83 Aprendizado Semissupervisionado

O aprendizado semissupervisionado (ASS) é uma abordagem intermedidria que
combina os dois conceitos anteriores com o objetivo de sobrepujar as desvantagens de
ambos (184). A sua utilizagdo é adequada para problemas em que a proporcao de dados
nao rotulados é sobremaneira superior ao total de dados rotulados, principalmente quando
a obtencao de dados rotulados é complexa devido a limitagoes de recursos ou a propria
dificuldade do processo de coleta dos dados (11).
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Entre as principais aplica¢oes do aprendizado semissupervisionado estao a analise
de discursos (speech analysis), classificagdo de paginas web (web content classification),
classificacao de sequéncias de proteinas (protein sequence classification) e classificacao de

documentos (document classification) (11).

4.2.1.4 Aprendizado por Reforco

O aprendizado por refor¢o (AR) é um método de AM baseado na abordagem de
tentativa e erro (129), que possibilita que agentes aprendam a tomada de decisoes sequen-
ciais em um ambiente dinamico que objetiva a maximizacao da recompensa cumulativa
e o descarte de respostas indesejadas. Esse tipo de aprendizado nao requer pares de
entrada/saida rotulados, uma vez que o aprendizado ocorre através da interacao continua

do agente com o ambiente, sem a supervisao explicita de terceiros (11).

Embora o AR seja, em algumas situacoes, definido como uma subcategoria do
ASS, sua originalidade é comumente destacada devido a sua abrangéncia e aplicabilidade
(11). Entre as suas aplicagoes, podem ser citadas a teoria de jogos, pesquisa operacional,

sistemas multiagentes, algoritmos genéticos e em jogos como o Go (227).

4.2.2 Algoritmos

Nesta Subsecao, serao apresentados e definidos os conceitos fundamentais de diversos

algoritmos de aprendizado de maquina.

4.2.2.1 Algoritmos de Ensemble

A definicao de ensemble constitui uma classe de métodos de aprendizado de maquina
que combinam multiplos modelos (definidos como modelos “base” ou “fracos”) com o
intuito de potencializar os seus resultados preditivos. Essa melhoria pode ser alcancada por
meio da reducdo da variancia das predigoes e, consequentemente, a melhoria da eficacia
dos resultados. Logo, a combinacao dos modelos tende a alcancgar resultados preditivos
mais robustos do que a aplicagao isolada de cada um deles (192). A Figura 7 esquematiza
a estrutura de um algoritmo de ensemble (AE) por meio da constru¢ao de um modelo

preditivo “forte” de ensemble a partir do treinamento dos modelos fracos.

Uma das principais vantagens dos algoritmos de ensemble é que eles sao menos
suscetiveis ao sobreajuste (overfitting), que se manifesta nos casos em que um modelo
apresenta previsoes muito satisfatorias para os dados de treinamento, porém falha ao
generalizar essas previsoes para novos dados (164).

Dois dos principais tipos de AE sao a agregagao (bagging) e o boosting. O tipo de
treinamento dos modelos preditores base é diferente para cada uma das duas abordagens:
é simultaneo no bagging e é sequencial no boosting (182). Ambos os métodos podem ser

utilizados para classificacao e para a regressao.
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Figura 7 — Esquematizacao da combinacao de n modelos base para
a formagao do modelo preditivo de ensemble.

Conjunto de dados

Conjunto de
treinamento #n

Conjunto de Conjunto de
treinamento #1 treinamento #2

Modelo #1 Modelo #2 sun Modelo #n

Combinacéo

Predicio
Ensemble

Fonte: Adaptado de (11) e (182).

No bagging, diversos subconjuntos da amostra total sao gerados com o intuito
de desenvolver modelos preditivos com maior variagao, ajustando uma redistribuicao
estocdstica dos conjuntos de treinamento (164). J& a abordagem sequencial do boosting,
permite a disposi¢ao adaptativa de varios modelos preditivos fracos, i.e., para cada novo
modelo gerado ha a tentativa de correcao dos erros do modelo anterior. Logo, a cada
nova iteracao, a influéncia dos dados classificados incorretamente na etapa anterior é
evidenciada, auxiliando o algoritmo nos ajustes necesséarios para a redugao dos danos para

as proximas iteragoes (182).

4.2.2.2  Arvores de Decisao

As arvores de decisao (DT, do inglés decision tree) sao um algoritmo de AS cujo
funcionamento é baseado na estrutura natural de uma simples arvore, com suas raizes,
ramos, galhos e folhas. Do mesmo modo, a construgao de uma DT tem inicio com o seu no
raiz, a partir do qual os demais sdao dispostos comumente na direcao de cima para baixo e
da esquerda para a direita. Os chamados “noés de decisao” sao relacionados a condigoes
que devem ser consideradas pelos algoritmos. J& os “folhas” — que sao conectados por

segmentos chamados de “ramos” — sdo o0s nés em que ha o término de cada ramificacao
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(subérvore) (8).

A Figura 8 mostra um exemplo da estrutura de uma DT. A construcao da arvore é
fundamentada na divisao do conjunto de dados em partes menores determinadas pelas
caracteristicas que melhor o segmentem. Um no representa uma caracteristica especifica do
conjunto de dados considerado no algoritmo de DT, ao passo que os ramos correspondem
a intervalos de valores, que funcionam como pontos de divisdo para o conjunto de valores
de uma caracteristica particular. O processo é aplicado recursivamente a cada subconjunto
particionado dos itens de dados e é concluido quando todos os itens de dados no subconjunto

atual pertencem & mesma classe (8).

O né raiz representa o melhor preditor para o conjunto de dados considerado. Os
nos de decisao sao constituidos pelos pontos de divisao nos quais o conjunto de dados é
particionado com base em uma determinada caracteristica e seguindo o método de divisao
e conquista (205). J& os ramos se conectam aos nds e representam os resultados dos
testes aplicados nos nés de decisdo. Por fim, os nés folha representam a saida final do

algoritmo, que pode ser uma classificacdo ou uma decisao final, a depender do método de
AS considerado (8).

Figura 8 — Representacao de uma arvore de decisdo com seus diferentes tipos de nés, ramos
e folhas.

N6 de decisao N6 de decisdo N6 de decisdo

N6 de decisao N6 de decisao

N6 folha N6 folha N6 folha

Fonte: Adaptado de (11).

Entre as principais vantagens das DT estao a simplicidade e a interpretabilidade,
uma vez que a construgao de uma arvore é intuitiva, de facil interpretacao e pode ser

aplicada a um vasto nimero de problemas. As DTs também sdo capaz de modelar relagoes
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nao lineares entre as varidveis e, por serem um algoritmo nao paramétrico, nao requerem
muitas condigoes para serem implementados e baixo custo computacional (11). Ademais,
as DTs podem trabalhar tanto com dados nominais quanto numéricos, além de poderem
lidar com bases de dados com erros, dados faltantes (205) e valores atipicos (outliers) (235).
J& entre as desvantagens, ha o fato das DTs serem propensas a ocorréncia de sobreajuste
dos dados de treinamento. Nesses casos, o algoritmo apresenta dificuldade na generalizacao
para novos dados e, assim, alta variancia. Outra desvantagem ocorre quando a construgao
de um problema pode se tornar complexa ao ser estruturada como uma DT, sobretudo
em casos que envolvam grande volume de dados. As DTs também podem apresentar
instabilidade quando pequenas variagoes nos dados ocasionam a construcao de arvores
radicalmente distintas (11) (205).

4.2.2.8 Florestas Aleatorias

No trabalho supracitado publicado em 2001 (33), Breiman apresentou uma extensao
do conceito de bagging para arvores de decisao. Surgiram assim as florestas aleatoérias
(RF, do inglés random forest), algoritmo de aprendizado supervisionado e ensemble que
constréi com os dados de treinamento multiplas DTs — “floresta” — e realiza a selecao
estocastica de subconjuntos de atributos para a construcao individual de cada arvore. Os
principais objetivos do RF sao o aprimoramento da eficiéncia e da robustez dos modelos

preditivos, além da redugao do risco de sobreajuste (33).

Um modelo preditivo de RF pode ser expresso pela Equacao 4.2 (108), na qual y é

a predicao final, T' é o total de arvores e h,(z) é a predigdo da arvore ¢ para a entrada x.

y= g 2l (12)

Durante a etapa de amostragem de dados, é selecionado, com reposi¢do, um
subconjunto aleatério de dados para cada arvore utilizando a técnica de bagging. Em
seguida, para cada divisao de nd na arvore, é escolhido um subconjunto aleatério de
caracteristicas. Essa abordagem ajuda a garantir que as arvores nao apresentem correlagao,
o que ¢é essencial para o desempenho do modelo. Finalmente, na etapa de predicao, cada
arvore faz uma predigdo para um novo exemplo, e a estimativa final do modelo de RF é
obtida através da votagdo (no caso de classificacao) ou pela média (no caso de regressao)
das previsoes de todas as arvores (11) (108). Um exemplo do funcionamento das etapas

do algoritmo de RF esta descrito nos pseudocddigos 1 e 2.

Entre as principais vantagens das florestas aleatorias estao a sua capacidade de
lidar com grandes volumes de dados, com valores atipicos e com ruidos, além de serem
um algoritmo eficaz na redugao da variancia e do sobreajuste (11). Em um modelo RF, a

proximidade par-a-par entre as amostras pode ser mensurada pelo conjunto de dados de
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treinamento (196).

Algoritmo 1 Pseudocddigo do algoritmo RF. Adaptado de (102).

Requer: Conjunto de dados D = {(z;, y;) }I;, nimero de arvores B, nimero de atributos
m a serem considerados em cada no

Garante: Floresta de arvores de decisao

: Para b =1 até B faga

Dy, + Amostragem com reposicao de D

Ty, < ConstruirArvore(Dy, m)

: Fim Para

. Retorne {T}}2,

TU s WY

Algoritmo 2 ConstruirArvore
Requer: Subconjunto de dados D,, nimero de atributos m
Garante: Arvore de decisao T

: T < No raiz

: Enquanto Critério de parada nao for satisfeito faga

1

2

3 JFp < Selecionar m atributos aleatérios de x
4: Apest < MelhorAtributo(D,, Fy)
5

6

7

Dividir né usando Apes
: Fim Enquanto
: Retorne T

Com relagao as desvantagens, o RF costuma necessitar de um tempo maior para o
treinamento dos dados quando comparado a outros algoritmos. Ademais, o RF pode exigir
um elevado custo computacional quando modelos mais complexos sao construidos (11). E
nos casos de conjunto de dados em que ha varidveis categéricas com niveis distintos, o RF

tende a apresentar viés em fungao de tais variaveis (196).

4.2.2.4  Gradient Boosting

Por meio de uma generalizacdo do conceito de boosting, Jerome Friedman propos em
1999 (88) um novo algoritmo de ensemble que utiliza gradientes para minimizar fungoes de
perda. O gradient boosting (GB) é baseado na construgao sequencial de modelos preditivos
com o objetivo de que um novo modelo seja treinado de forma que os erros dos anteriores

sejam minimizados.

Para atingir seu objetivo, o algoritmo desenvolve uma aproximacao adaptativa da
fungao F(x), dada pela Equagao 4.3, que relaciona cada varidvel de entrada, x, a sua
respectiva saida resultante, y, por meio de uma soma ponderada de fungoes. A variavel

Am € 0 peso da m-ésima fungao, h,,(z) (23).

Fo(x) = Froi(x) + Aphin(2) (4.3)
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O processo iterativo do GB tem inicio com a defini¢gdo de um modelo, Fy(x), que é
inicializado como uma aproximagao constante, como mostra a Equacao 4.4, na qual L é
a funcado de perda, y; sdo os valores reais que estao sendo considerados, N é o total de

amostras do conjunto de treinamento e ¢ ¢ uma constante (23) (88).

Fy(x) = arg mcinZL(yi, c) (4.4)

i=1

As diferencas entre os valores reais e os preditos dos modelos a cada iteracao sao
chamadas de residuos. Estes sao utilizados no ajuste do proximo modelo do processo
sequencial e iterativo de aprendizado do GB, de forma que os erros residuais tenham
propagacao minima. Na m-ésima iteracao, os residuos r;, sao calculados por meio da
Equagao 4.5, na qual é calculado o gradiente da fungao de perda L(y, F/(z)) em relacao
a predicao atual F,,_i(x). As demais variaveis sao y;, que é o valor do i-ésimo exemplo;
F(z;), a predicdo do modelo para o i-ésimo exemplo; e F,,_1(x;), que é a predigdo apos
m — 1 iteragoes (88) (173).

= PL(?JF(SC)) (4.5)

OF (z;) ‘|F(z)_Fm—1(ac)
Em seguida, o novo modelo, F,,(z), é ajustado pelos residuos, como mostra a
Equagao 4.6, e a m-ésima predicao realizada pelo GB é atualizada pela Equacao 4.3 (23)

(88).

F(x) = arg mFl‘nZ [Tim — F(a:z)]2 (4.6)

i=1

Por fim, como mostra a Equacao 4.7, a predicao final do algoritmo GB, dada por
Fyy, é constituida pela soma individual dos M modelos obtidos ao longo de todo o processo
iterativo e sequencial. A varidvel F'(x) representa o m-ésimo modelo e \ é a taxa de

aprendizado acumulada ao longo de todas as iteragoes (23) (88).

Fuy(x) = Zl A () (4.7)

Uma visao resumida de todas as etapas do algoritmo GB esta descrita em pseudo-

codigo no Algoritmo 3.

Como vantagens da utilizagao do gradient boosting podem ser citadas a sua ca-
pacidade de capturar dependéncias complexas e nao lineares entre variaveis do conjunto
de dados, permitindo que o algoritmo consiga resultados de acuracia superiores a outros

métodos. Ademais, o GB ¢ flexivel e adaptéavel para diferentes requisitos praticos (173).

J& a principal desvantagem do algoritmo ¢é o sobreajuste, sobretudo nos casos em

que processo iterativo nao é devidamente regularizado. Portanto, o GB pode nao ser
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capaz de ser generalizado para uma ampla gama de novos casos de entrada (23). Outro
inconveniente é o elevado custo de memoria, comumente ocasionado por aplicagoes que

exigem um grande nimero de iteragoes do algoritmo (173).

Algoritmo 3 Pseudocddigo do algoritmo gradient boosting. Adaptado de (88).

1: Entradas: {(z;,y;)}Y: conjunto de treinamento; M: total de iteracdes, \: taxa de
aprendizado

Inicializacdo: Fy(z) = argmin. >~ | L(y;, c)
Para m =1 até M facga
. e — _ 9Ly, F(=4))
Calcule os residuos: 74, [ OF () }F(x)sz_l(x)

Ajuste do modelo F,(x) com os residuos {ri, }~,
Atualizagao do modelo: F,(z) = F,—1(x) + A\ fin ()
Fim Para
Saida: modelo final Fy(z)

4.2.2.5  Adaptive Boosting

Introduzido por Freund e Schapire em 1997, o adaptive boosting (AdaBoost) é um
algoritmo de ensemble amplamente utilizado em problemas de classificagao. O principio
béasico do AdaBoost é treinar uma série de classificadores fracos, denotados por hy(z),
sendo t o indice do classificador, de modo que cada novo classificador se concentre em

corrigir os erros dos anteriores.

Inicialmente, cada exemplo de treinamento recebe um peso igual. A cada iteracao,
o peso dos exemplos mal classificados aumenta, e os exemplos corretamente classificados
tém seus pesos reduzidos, fazendo com que os classificadores subsequentes deem mais

énfase aos erros anteriores (21) (50).

A funcao de perda exponencial é dada pela Equacao 4.8, na qual a cada iteragao, o
AdaBoost realiza o ajuste dos pesos dos exemplos e a combinagao com classificadores fracos
para construir um modelo forte, ponderando-os com base na eficiéncia de cada classificador

fraco, Portanto, o AdaBoost realiza a minimizagao da fungao durante o treinamento (21)
(50) (87).

L(w) = Z e~ vif (i) (4.8)
i=1

Na Equagao 4.8, y; é a classe verdadeira do exemplo i, f(x) é a predigdo do modelo
e w representa o peso dos exemplos. A constru¢ao do modelo final, F(x), é dada pela
combinac¢ao ponderada dos classificadores fracos, como mostra a Equacao 4.9. Nesta,
hi(z) é o classificador fraco na t-ésima iteragao; ay é o peso atribuido ao classificador hy,

calculado com base na sua taxa de erro; e T é o ntimero total de classificadores fracos (21).



63

F(x) = Z;atht(x) (4.9)

O peso a4 é calculado pela Equacao 4.10, na qual ¢ é a taxa de erro do classificador
he (21).

at:;ln(l;et) (4.10)

O Algoritmo 4 exibe o pseudocddigo para o processo de iteracdo do AdaBoost, que
comega com a inicializacao, na qual cada exemplo de treinamento recebe um peso igual a
w; = %, sendo n o total de exemplos. Em seguida, o algoritmo realiza o treinamento de
um classificador fraco utilizando os pesos atribuidos aos exemplos. Apds o treinamento, é
calculado o erro do classificador, €;, como a soma dos pesos dos exemplos que foram mal

classificados pelo classificador fraco (50) (87).

Algoritmo 4 Iteracao do AdaBoost
: Entrada: Dados de treinamento (z1,y1), (T2, 42), - - -, (ZTn, Yn)
: Inicialize: Pesos dos exemplos w; = %, Vi=1,...,n
: Parat =1 até T faga
Treinar classificador fraco hy(z) usando os pesos w;
Calcular o erro e, = >0 | w; - W{h(x;) # vi}
Calcular o peso do classificador a; = %ln (t—:t
Atualizar os pesos dos exemplos: w; < w; - exp (—ay - y; - hy(x;)), normalizar os
pesos
: Fim Para

. Saida: Classificador final F(z) = 7, ayhy(z)

AN S o o

O o

A préxima etapa envolve a atualizacao dos pesos dos exemplos, com um aumento
para os exemplos mal classificados, para que tenham mais importancia nas préximas
iteragoes. Finalmente, apos T iteragoes, o algoritmo combina os classificadores fracos em
uma combinagao final ponderada, gerando um classificador forte, mais preciso e capaz de

generalizar melhor os dados (50) (87).

O AdaBoost é simples de implementar e eficiente em melhorar classificadores
fracos, oferecendo boa generalizacao e flexibilidade em diversos problemas de classificacao.
Contudo, é sensivel a ruidos e a valores atipicos, o que pode levar a sobreajuste, além de
depender da qualidade dos classificadores fracos e necessitar de muitas iteragoes em alguns
casos (134).

4.2.2.6  FExtreme Gradient Boosting

O extreme gradiente boosting (XGBoost) é um algoritmo supervisionado de ensemble,

altamente escalavel e versatil, no qual os modelos preditores fracos sdo arvores de decisao
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regularizadas (23). Em 2016, Chen e Guestrin (48) introduziram o método XGBoost como

uma extensao do algoritmo GB, expandindo a defini¢ao da sua fungao de perda (23).

Uma das principais abordagens do algoritmo é o aprendizado regularizado, cujo
objetivo é controlar a complexidade do modelo a ser criado evitando ou reduzindo o

impacto de possiveis problemas como o sobreajuste (4).

Seja ¢; a i-ésima predicao realizada pelo XGBoost em um conjunto de dados
D = {(x;,y:)}, definido como |D| = n,z; € R™ e y; € R, sendo m varidveis de entrada e n
varidveis de saida. A predigao para §; é dada pela Equagao 4.11, na qual F = {f(z) =
W) (g : R™ = T w € RT) representa o CART, i.e., o espaco das drvores de regressao
(48).

K
Ji = ¢(x;) = > fulz), fr € F (4.11)
P

A varidavel K corresponde ao total de func¢des considerado; g é a definicao da
estrutura de cada arvore no modelo CART que mapeia um dado para o indice da folha
associada; o total de folhas na arvore é dado por T'; cada funcao f; se refere a um valor de

q e a um peso w, ambos estruturas independentes da arvore (48).

Nas tradicionais arvores de decisao, cada folha contém uma categoria especifica.
Ja no XGBoost, toda arvore apresenta uma pontuacao continua em suas folhas, denotada

por w;, para a i-ésima folha (48).

As ¢ regras de decisdo nas arvores sao aplicadas na classificacdo de um dado
qualquer nas folhas. E pela soma das pontuacoes nas respectivas w folhas é obtida a
predicao final. E para a otimizacao do conjunto de fungoes empregadas no modelo, a

minimizac¢ao da fun¢do de perda regularizada dada pela Equagdo 4.12 é necessaria (23)

(48).

£(6) = X Ui v) + X QUf)
(4.12)

1
onde  Q(f) =T + S A[w]f*

As varidveis n e [ representam a volumetria de amostras e o erro quadratico médio
(MSE, do inglés mean squared error), respectivamente. Logo, [ denota a diferenca entre
a predicao g; e a variavel alvo y; Com relacgao as folhas, o total é dado por T e os pesos
por w. Ja o termo €2, expressa a regularizagao, que é representada nos pesos L e Lo,
respectivamente, por v e X\. A inclusao de 2 objetiva a suavizacao dos pesos finais

aprendidos de forma que seja evitada ocorréncia de sobreajuste (23) (48).
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Métodos tradicionais de otimizacao do espago euclidiano nao podem ser utilizados
para otimizar o modelo ensemble da Equagao 4.12, um vez que alguns dos parametros sao
funcdes. Para contornar essa questdo, §(t) deve representar predicdo da i-ésima instancia
na iteracao dada por t, de forma que o modelo seja treinado de forma gulosa com a inclusao

de f; para a minimizagao da fungao objetivo da Equagao 4.13 (48).

£0 =3 U + filz) + QAf) (1.13)
i=1

A Equacao 4.13, f(t) é adicionado o valor 6timo de f; para a melhoria do modelo.
Consequentemente, a aproximacao de segunda ordem pode ser utilizada para a otimizacao,
como expressa a Equagao 4.14, na qual g; e h; sdo respectivamente, na funcdo de perda,

as estatisticas de gradiente de primeira e segunda ordem (48).

JURRS Z[l(yu??z(t_l)) + gift(xi) + ;hiff(zi)] + Q(ft)
i=1

(4.14)

onde  g; = Gy l(ys, g e hy= 8§<z_1>l(yi7 §i=1)

Por meio da remocao dos seus termos constantes, a Equacgao 4.14 pode ser simplifi-

cada, resultando na Equagao 4.15 (48).

n

£0 = Y lgifiws) + Ghif2 (] +O(f) (4.15)

i=1
Como mostra a Equacgao 4.16, €2 pode ser expandido na Equacao 4.15 e o termo

Seja I; = i|q(zi;) = j pode ser inserido como o conjunto de instancias da folha dada por j
(48).

o 1 1 &
L) = Z[Qift(l“i) + ihsz(xz)] +97 + 5)\210]2

i=1 j=1

(4.16)

- ¥

T
[
j=1

(3 g0y + 5(3 ho) + Nl + T

iEI]‘ iEIj

O valor 6timo do j-ésimo peso de uma folha j, dado por wj, pode ser calculado
para a estrutura fixa denotada por ¢(z), como evidencia a Equagdao 4.17. Nesta, £(*)

representa o valor 6timo correspondente (48).



66

.Z gi

W=

J > ohi+ A

1€l
(4.17)
L
E(t)(q): Z >, +)\

=1 i€l

A qualidade de uma estrutura ¢ da arvore pode ser calculada a partir da utilizagao
da Equagao 4.17 como uma fungao de pontuagao (score), semelhante a pontuacao de
impureza utilizada na avaliacdo das arvores de decisio. E impraticdvel listar todas as
possiveis estruturas de arvore q. Como alternativa, pode ser utilizado um algoritmo guloso
que inicia com uma unica folha e, de forma iterativa, adiciona ramos a arvore. Sejam I, e
I conjuntos de instancias dos nés esquerdo e direito apds a separagao, respectivamente.
Assumindo que I = I, U Ig, a Equacao 4.18 expressa a reducao da perda apds a divisao
(48).

1 (iGZIZL 9i)°? (iGZIZR 9i)? (% 9:)°

20 S hi+ A S hit A S hi+A

= i€ln il

'Csplit = - (418)

Em aplicagoes praticas, o termo Ly da Equagao 4.18 é utilizado para a avaliagao
dos candidatos resultantes da divisao. Um dos desafios fundamentais na abordagem com

aprendizado de arvores consiste justamente na identificagao da divisao 6tima L.

Neste sentido, alguns dos algoritmos e métodos que podem ser empregados para
abordar a divisdo foram propostos no artigo seminal de Chen e Guestrin (2016) (48): basic
exact greedy, que enumera todas as possiveis divisdes em todas as varidveis de um conjunto
de dados a partir de uma abordagem gulosa; approrimate algorithm, que ao propor um
algoritmo de aproximacao, evita o alto custo computacional exigido pelo método anterior;
weighted quantile sketch, método baseado em percentis cuja, ideia geral é dar suporte a
operagoes de mesclagem e poda das folhas com certo nivel de eficiéncia, fazendo com que
apenas um subconjunto de divisoes candidatas seja testado, possibilitando que grandes
conjuntos de dados possam ter seus candidatos divididos com maior eficiéncia (23), situagao
que é o principal problema na abordagem por aproximacao; e, por fim, sparsity-aware split

finding, que aborda casos em que o conjunto de dados é esparso.

O XGBoost tem ganhado destaque nos tltimos anos no desenvolvimento de modelos
preditivos devido aos seus resultados positivos de acurdcia em classificagoes e regressoes,
eficiéncia e adaptabilidade. O algoritmo apresenta vantagens como a capacidade de lidar
com dados faltantes, facil utilizacao em aplicagoes que envolvam processamento paralelo

e aptidao para trabalhar com grandes e complexos conjuntos de dados. Além disso, o
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XGBoost inclui diversos parametros que podem ser ajustados para melhorar ainda mais
sua eficacia (240).

As principais etapas do XGBoost estao detalhadas em pseudocédigo no Algoritmo
5.

Algoritmo 5 Pseudocodigo com as principais etapas do algoritmo extreme gradient
boosting. Baseado em (48).

Requer: D = {(z;,y;)}~,: conjunto de treinamento; n: taxa de aprendizado; T total de
iteracgoes;\ e y: parametros da regularizacao; e funcao de perda: £
Garante: Modelo: f(z) = XL, fi(z)
1: Inicializa o modelo com fy(z) =0
2: Parat =1 até T faga

3: Calcule os gradientes g; = 0y 1(y;, §"7) e h; = 8§(t_1)l(y,~, 7)) para todo i

4: Construa uma nova arvore f;(z) por meio da minimizagao da regularizacao
5: Para cada folha j na arvore faga
" Dier, 9
6: Calcula o peso da folha w; = —m
7: Aplica a penalizacao da regularizacao na folha
8: Fim Para

9: Atualiza o modelo: §; < §; + nfi(x;)
10: Fim Para
11: Retorne f(z) = XL, fi(z)

4.2.2.7 Maquina de Vetores de Suporte

No trabalho supracitado publicado em 1992 por Boser, Guyon e Vapnik (28), os
autores propuseram um algoritmo supervisionado para classificacao e para regressao que
viria a ser tornar o algoritmo conhecido hoje como maquina de vetores de suporte (SVM,
do inglés support vector machine) (62). Trabalhos como o de Vapnik (257) e o também

supracitado de Cortes e Vapnik (57) fundamentaram a conceituagdo do SVM.

A destacada capacidade de generalizacao do SVM, juntamente ao seu poder discri-
minativo, tem atraido a atencao da comunidade de aprendizado de maquina em tempos
recentes. Devido aos seus solidos fundamentos tedéricos e excelente capacidade de genera-
lizacdo, o SVM se tornou um dos métodos de classificagao mais amplamente utilizados,
sendo inclusive superiores a outros métodos em diversos cenarios (43). Entre as princi-
pais inovagoes proporcionadas por esse algoritmo a area de AM estao o uso explicito de

otimizagao convexa, teoria de aprendizado estatistico e fungoes kernel (62).

Seja um conjunto de dados expresso pela Equacao 4.19, na qual x; é um vetor
n-dimensional com rétulos denotados por y;, e [—1,1] é o intervalo de valores possiveis
para a classificacao desses rotulos em classes. O objetivo é desenvolver um processo de

generalizacao no qual deve ser determinada uma funcao f(z) =y : R" — [—1,1] que
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obtenha bom desempenho tanto na classificacao dos dados de treinamento quanto para os

dados cujos padroes nao foram previamente definidos (36) (62).

(x1,91)s -, (2, y) € R® X [+1,—1] (4.19)

As maquinas de vetores de suporte sao baseadas em hiperplanos, cuja defini¢ao
consta na Equacgao 4.20, em que w € R® e b € R", sendo w um vetor perpendicular
ao hiperplano (43). Esta foi a proposta do trabalho de Vapnik (257), segundo o qual a
restricao das classes de fun¢des que um modelo pode aprender deve ser reduzida de forma

que a obtencao da funcdo correspondente seja factivel (36).

(w-z)+b=0 (4.20)

A Equacao 4.20 divide o espago de entrada em uma parte, que contém os vetores

da classe -1, e outra, com os vetores da classe +1, como mostra a Figura 9.

Figura 9 — Hiperplano (w, b) separando um conjunto de treinamento bidimensional.

A

Fonte: Adaptado de (36).

Um conjunto de dados sera definido como separavel linearmente nos casos em que
o hiperplano exemplificado na Figura 9 exista. E para a determinacao da classe de um
vetor x, pode ser utilizada a Equagao 4.21 (36) (62) (81).

flz)=+(w-z)+0b) (4.21)
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E possivel que haja mais de um hiperplano que classifique adequadamente o
conjunto de treinamento. E dentre todos os possiveis, o definido como de margem maxima
é o hiperplano 6timo do processo de generalizacao (61). A margem é a distancia entre o

hiperplano e o conjunto de treinamento mais proximo a ele (43).

Para construir o hiperplano ideal, é necessario resolver um problema de otimizagao
convexo, que minimiza uma funcao quadratica sob restri¢oes de desigualdade linear.
Este tipo de problema nao apresenta minimos locais, garantindo que qualquer solucgao
encontrada seja global. Quando a distancia entre os dois hiperplanos paralelos H; e Hy da
Figura 10 é maximizada, alguns pontos do conjunto de dados podem estar dispostos sobre
eles, na margem (43). Esses pontos sdo conhecidos como vetores de suporte — destacados
em amarelo na Figura 10 — e sdo cruciais e suficientes para o problema de classificagao,

uma vez que possuem todas as informagoes necessérias (36) (43).

Figura 10 — Classificador 6timo: hiperplano de margem maxima com seus vetores de
suporte destacados em amarelo.

Fonte: Adaptado de (36) e de (43).

Uma propriedade adicional e importante dos classificadores de hiperplanos é que
tanto o problema de otimizacao, usado para encontrar o hiperplano 6timo, quanto a funcao
de decisao, utilizada para a classificacdo de novos vetores, podem ser expressos na forma
dual, como mostra a Equacao 4.22. Esta forma dual depende exclusivamente de produtos

escalares entre os vetores (36) (62).

flz) =+ (Zl: Yiou(@ - 1) + b) (4.22)

=1
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Na Equacao 4.22, a variavel a € R representa o quanto de informagao x; possui.
Logo, para vetores que nao sao de suporte, este valor sera zero. E para superar as limitagoes
do SVM em representar dados complexos e realistas, pode ser empregada uma técnica de
mapeamento dos valores de entrada para um espacgo de caracteristicas mais sofisticado,
geralmente de alta dimensao, no qual os vetores se tornam linearmente separaveis. Este
mapeamento é realizado por meio de uma transformacgao nao linear, representada por por
¢ (36) (111).

Um classificador do hiperplano 6timo pode ser utilizado no espaco das variaveis de
treinamento para a definicio de um hiperplano de separacdo, como mostra a Figura 11.

Assim, como o SVM preconiza, é obtida uma superficie de decisdo nao linear no espaco de

entrada (36) (111).

Figura 11 — Mapeamento nao linear do espago de entrada para o espaco de atributos para
a simplificacao da classificagao.

Mapeamento nao linear

E de entrad.
spaco de entrada Espago dos atributos

Fonte: Adaptado de (36) e de (111).

O classificador de hiperplano 6timo usa apenas produtos escalares entre vetores no
espaco de entrada, consequentemente, no espago de atributos havera: (¢(z) - ¢(y)), que é
computacionalmente custo sobretudo em espacgos de alta dimensao. Para suplantar essa
questao, Boser, Guyon e Vapnik (28) propuseram o conceito de fungao kernel, em que a
partir de dois vetores do espago de entrada, k(zx,y), é retornado o produto escalar de suas
imagens no espaco de atributos, como mostra a Equacao 4.23. E, para cada aplicagao

especifica, pode ser definido um tipo de kernel (36) (111).

k(z,y) = (6(x) - ¢(y)) (4.23)

Em resumo, pode ser definido que o SVM representa maquinas de aprendizado

linear duais capazes de mapear, com o uso de fungoes kernel, os seus vetores de entrada
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em um espago de atributos, no qual sera calculado o hiperplano étimo. Aplicando-se a
Equagao 4.22 o mapeamento dado por ¢, é obtida a Equacao 4.24 (35) (36) (111).

fa) =+ (z yiaslo(e) - o)) + b) (4.21)

E como ja é sabido que o mapeamento explicito é computacionalmente custoso,

fungoes kernel podem ser utilizadas para se obter a funcdo de decisao nao linear dada pela

4.25 (35) (36) (111).

flz) ==+ (Zl: yiogk(x, ;) + b> (4.25)

i=1
Uma visao objetiva de algumas das etapas envolvidas na aplicagao do algoritmo

SVM pode ser vista na Figura 12.

Figura 12 — Etapas da aplicacao do algoritmo maquina de vetores de suporte.

1
Z yiaik (x,xi)+b Resultado

i=1

Produto escalar:

<P(x) . d(xi)> = k(x, xi)

Vetor Teste

Fonte: Adaptado de (111).

4.2.2.8 Regressao Linear

Conforme ja definido na Subsecao 4.2.1.1, a regressao é uma técnica de base estatis-
tica que, entre outras aplicacoes, pode servir de fundamentacao para o desenvolvimento de
um algoritmo supervisionado de AM. O objetivo é modelar a relagdo entre um conjunto de
variaveis dependentes, Y, com um conjunto de variaveis independentes, X, como mostra a

Figura 5. Por meio da modelagem, cada predi¢ao de um valor do conjunto Y é comparada
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ao valor real correspondente e as diferengas obtidas formam o conjunto residual de valores
(46).

A depender do tipo de relagao entre as variaveis, a regressao pode ser do tipo linear
simples, linear multivariada ou polinomial. Na regressao linear simples (SLR, do inglés
simple linear regression), apenas uma variavel independente esta relacionada a uma tnica
variavel independente, como mostra a Equagao 4.26, na qual 5y é o intercepto do modelo,
[z o coeficiente da varidvel independente e € é o residuo. A SLR objetiva a diferenciagao
da influéncia das varidveis independentes sobre a variavel dependente, considerando-as

isoladamente e sem interferéncias mutuas (1) (158).

J& na regressao linear multipla (MLR, do inglés multiple linear regression), a
relagdo é definida entre um conjunto de variaveis independentes, x = x1, 22, ..., x,,, e uma
variavel dependente, alvo da regressdo, como mostra a Equagao 4.27 (7) (158). O objetivo
é modelar, de forma sincrona, a influéncia das variaveis independentes sobre a variavel
dependente. (255).

y=700+bix+ Pox+ -+ Pom +€ (4.27)

A Equacao 4.27 pode ser reescrita em sua forma matricial para a MLR, resultando
na Equagao 4.28 (1) (183).

6= (X"X)" X"y

50 I 211 Zi2 ... Tipy Yo (4.28)
onde p= | x= |y
ﬁm 1 Tnl Tn2 Tnm Ym

A regressao polinomial (PR, do inglés polynomial regression) é uma extensao da
MLR na qual o modelo ¢ ajustado para capturar relagoes nao lineares entre a variavel
dependente e as variaveis independentes, incluindo n termos polinomiais das variaveis
independentes. A PR é particularmente 1til quando os dados apresentam tendéncias
nao lineares, permitindo que o modelo se ajuste de maneira mais adequada as variagoes
observadas, gerando uma modelagem mais complexa e precisa das interagoes entre as
varidveis (183). A definigdo de um modelo PR estd exemplificada na Equacao 4.29, na

qual h é o grau polinomial (158).
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y =B+ Mz + or’ 4+ Pua” + e (4.29)

Para que sejam determinadas as estimativas dos parametros dados por by e by, pode
ser utilizado o método dos minimos quadrados (MMQ). O objetivo do MMQ é determinar
a curva que melhor se ajusta a um conjunto de pontos de dados, reduzindo a soma dos
quadrados das diferengas (parte residual) dos pontos da curva, i.e., entre os atributos
(variaveis independentes) e os valores preditos (variaveis dependentes). Para encontrar
as predicoes by e by, o MMQ pode ser aplicado para a determinagdo da minima distancia
entre soma dos quadrados das diferencas dos valores reais da resposta de y; a § = By + S12;,
Equacao 4.30. Assim, tal resposta deve se aproximar do valor total minimo entre todos os
coeficientes [y e 51 (158).

(bo, bl) = min Z[yZ - (B() + lei)]Q (430)
(Bo,B1) 54
A resolucao do sistema dado pela Equacao 4.31 fornece o resultado do MMQ para
a LR).
0 “ 9
5B Z[yz — (Bo + Brxi)]” =0
5 = (4.31)
5 = Z[yz — (Bo+ Brz:))* =0
of1 i=1

As variaveis by e by podem ser consideradas como as solugoes do sistema da equagao
anterior 4.31. Logo, a linha de regressao representada por Zy) = by + bix descreve a
relacao entre as variaveis x e y. E por meio de um modelo linear central, denotado por
y; = By + B1(x; — T) + €, sendo By = 5 — 51T, podem ser obtidas as solugoes desejadas.
Por fim, por meio de uma série de manipulac¢oes algébricas possiveis, as solugoes by e by

estao expressas na Equagao 4.32 (158).

bo = bg —blfzy—blf
> (yi —Y)(zi —T) (4.32)

=
by =*

n

> (i —T)?

=1

Portanto, sao determinadas estimativas de parametros tomando a linha “mais
préoxima” de todos os pontos de dados (z;,y;) como resultado final da aplicagao do MMQ.

A LR residual pode ser determinada para as medigoes y; e os valores ajustados 7;.

Podem ser citadas como vantagens da utilizagao de algoritmos de LR a facilidade

de implementagao e a menor complexidade em comparacao a outros algoritmos de AM.
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Apesar da possibilidade de modelos de LR apresentarem sobreajuste, podem ser empregadas
técnicas como redugao de dimensionalidade e de regularizacao (124) (190). Ademais, a LR
pode ser utilizada para encontrar a relagdo natural entre as variaveis consideradas (124).
Ja o desempenho da LR pode ser afetado por valores atipicos (190) e pelo fato de boa
parte dos fendomenos e problemas naturais serem nao lineares e, portanto, mais complexos

do que a abordagem do algoritmo (124).

4.2.2.9 Regressao Logistica

A regressao logistica (LogR, do inglés logistic regression) é uma técnica estatistica
amplamente utilizada nas areas de andlise e de mineracao de dados, e em aprendizado de
maquina. A LogR é particularmente eficaz para a andlise e a classificagao de conjuntos
de dados que possuem respostas binarias, sobretudo devido a sua capacidade inerente de
fornecer probabilidades, o que a torna adequada em diversas aplicagoes praticas. Além
disso, a LogR pode ser adaptada para resolver problemas de classificagdo multiclasse (152)
(169) (275). Outra importante vantagem da LogR é a semelhanca dos métodos utilizados
em sua analise com os principios empregados na LR, permitindo uma transicao mais suave

e uma aplicagdo mais eficiente dos modelos de LogR em diversos contextos analiticos (152).

Entre as diversas areas de aplicacao da LogR, pode se destacar a medicina, em
pesquisas envolvendo a classificacdo de movimentos dos dedos para o controle de proteses
de membros superiores; na detecgao precoce de doengas cardiacas e da hipertensao (5) (160)
(213); e em estudos de andlise sobre a pandemia de Covid-19 (157) (170); em engenharias,
como na predigdo da probabilidade de falha de empresas e no tratamento de dados incertos

(169) (213); e em pesquisas envolvendo andlise de sentimento (213).

Seja um vetor x, com x € R", um vetor com as variaveis referentes aos atributos
de um problema, e y € [—1, 1], a classe bindria com rétulos associados aos valores de saida.
O modelo de regressao logistica é definido pela Equagao 4.33, na qual Pr(y/x) denota a
probabilidade condicional da variavel y dado x € R™ (160, 169).

_ 1 ~exp(y(fTz +a))
P/ = ey 1 a)) ~ 1+ expy(F7z 1 a)) (4.33)

O termo BTz + a = 0 define um hiperplano no espaco de atributos, no qual
P(y/x) = 0.5. Logo, @ € R é o termo de intercepgao e € R o vetor de pesos. Se o valor
de BTz + « for maior do que 0.5, o termo tera o mesmo sinal que y. Caso contrario, os

sinais serdo opostos (169).

Em outros termos, por meio da utilizagao de uma funcgao sigmoide, a regressao
logistica realiza o mapeamento de uma combinacao linear ponderada de atributos em
valores reais no intervalo de 0 a 1, i.e., probabilidades de um valor pertencer a uma classe

qualquer. A fungao sigmoide pode ser definida pela Equagao 4.34 (213), na qual z é a
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combinagio linear dos atributos (varidveis independentes) z: z = By+Bz1+- - -+ Bz, = STz

1
o(z) = —— 4.34
(2) 14+exp—=z ( )
Para exemplificar a aplicacdo da Equacao 4.33, pode ser utilizado o exemplo
proposto por Musa (169), no qual dado um conjunto com m dados observados ou treinados
{z;,y:}™,, com x € R" representando a i-ésima amostra e y € [—1,1] representando
a classe com o conjunto de rétulos correspondentes. Logo, o vetor de probabilidades
condicionais das m amostras independentes dado pelo modelo de regressao logistica pode
ser representado pela Equacao 4.35.
expyi (6" zi + o)

Pr(a, 8) = Pr(y;/z;) = TR e — i=1,...,m (4.35)

Seja III™ | Pr(a, 3); a fun¢ao de verossimilhanga associada as m amostras. Logo,
a funcao de verossimilhancga logaritmica associada é dada pela Equagao 4.36, na qual

a; = x;y; € R" e f(2) =log(1 + exp(—=z) é a fungdo de perda logistica.

m

i log Pr(e, )i = =Y f(B"ai + ays) (4.36)

=1

Aplicando f na Equacgao 4.36, obtém-se a Equacao 4.37.

ilogPr(oz,B)i = —ilog(l +exp — (BT a; + o)) (4.37)
i=1

i=1

Dividindo a fung¢ao 4.37 por m, é possivel obter a perda logistica média, denotada
pela Equacao 4.38, na qual a determinacdo dos parametros a e 3 pode ser realizada
por meio do método de estimativa de maxima verossimilhanca, a partir dos exemplos
observados e da resolucao de um problema de otimizacao convexa dado pela minimizagao de
lavg(v, B);. Este é conhecido como problema de regressao logistica, que pode ser resolvido,

entre outros métodos, pelo gradiente descendente.

g, ) = >~ log(1 + exp —(57 e + ) (139
i=1

Podem ser citadas como vantagens da utilizacdo da regressao logistica a baixa
variancia, a facilidade de aplicagao, baixo tempo de treinamento e a capacidade de fornecer
probabilidades para as saidas (5) (248). Algumas das desvantagens sao a dificuldade de
aplicacao do algoritmo em conjuntos de dados com atributos altamente correlacionados,
além da complexidade da determinacao da abordagem mais adequada para o tratamento
de variaveis continuas e da relagdo entre as varidveis preditoras (202). Por fim, o fato da

classificagao multiclasse s6 poder ser realizada com ajustes finos no algoritmo (5, 248).
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4.2.2.10  Perceptron Multicamadas

O perceptron multicamadas (MLP, do inglés multilayer perceptron) é um tipo de
ANN cujas origens remontam ao trabalho supracitado de Rosenblatt (207), de 1958, que
propos o perceptron simples, unidade incipiente voltada ao processamento e reconhecimento
de padroes, capaz de resolver apenas problemas linearmente separaveis (168). Décadas
mais tarde, em 1986, Rumelhart, Hinton e Williams (212) introduziram o algoritmo de
retropropagacao, também ja citado, que foi responséavel por popularizar as pesquisas acerca
do MLP.

O MLP é uma extensao do perceptron simples, uma vez que com a sua arquitetura
de multiplas camadas, o método possui a capacidade de aprender func¢oes complexas e
resolver problemas nao lineares. E o avanco no treinamento de redes neurais, através da
retropropagacao, possibilitou a aplicacao do MLP em diversas areas, como reconhecimento

de padroes, classificacao e regressao.

Como ilustra a Figura 13, a estrutura do MLP é formada pelo mapeamento nao
linear entre um vetor de entrada na rede (x = [x1, z2, 23]) e um vetor de saida (y = [y1, y2]),
conectados por sistema de neuronios interconectados, os nés. Estes, por sua vez, sao
interconectados por pesos e sinais de saida, que sao uma funcao da soma das entradas
para o né modificadas por ativagao ou alimentagao direta (feedforward), que é uma funcao
de transferéncia nao linear simples (66) (92). A capacidade do MLP de aproximar fungoes
altamente nao lineares deve-se a superposicao de multiplas fungoes de transferéncia nao
lineares simples. Uma funcao de transferéncia frequentemente utilizada é a fungao logistica

sigméide, devido a facilidade do célculo de sua derivada (92).

Figura 13 — Representacao de um perceptron multicamadas com duas camadas ocultas. O
vetor de entrada é representado por x e o vetor de saida por y.

camada de entrada camadas ocultas camada de saida

Fonte: Adaptado de (92).
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O treinamento do MLP ocorre em duas fases: na primeira, conhecida como ativacao
(forward), o vetor de entrada passa pela estrutura de célculo da rede com um certo conjunto
de pesos e sua saida é comparada com os valores observados, a fim de calcular alguma
fungao de perda. Na segunda fase, conhecida como retrocesso (backward), um algoritmo
de treinamento é aplicado para minimizar a funcao de perda ajustando os pesos, de forma
que o erro geral do MLP seja reduzido. E uma vez treinado com dados de treinamento
adequadamente representativos, o MLP pode generalizar para novos dados de entrada nao
vistos (66) (92).

No treinamento, ao se variar os pesos por todos os valores possiveis e tragar os
erros no espago tridimensional, pode ser obtida a superficie de erro. O processo de
minimizacao pode ser realizado por meio do gradiente descendente utilizado pelo método
de retropropagacao, a fim de ser encontrado o minimo absoluto ou global da superficie de
erro. Os pesos na rede, entao, sao inicialmente definidos para pequenos valores aleatorios.
Logo, o algoritmo de retropropagacgao calcula o gradiente local da superficie de erro e
altera os pesos na direcao do gradiente. Para uma superficie de erro razoavelmente suave,

é esperado que os pesos convirjam para o minimo global da superficie (92).

Segundo Gardner e Dorling (92), o algoritmo do MLP pode ser resumido nas etapas

a seguir.

1. Inicializacao dos pesos da rede.

2. A partir dos dados de treinamento, o vetor de entrada é introduzido na rede.

3. Propagacao do vetor de entrada pela rede e obtencao do vetor de saida correspondente.
4. O sinal de erro é calculado a partir da comparacao da saida real com a saida alvo.
5. Propagacao do sinal de erro de volta pela rede.

6. Minimizacao do erro geral por meio do ajustes dos pesos.

7. Para o proximo vetor de entrada sao repetidas as etapas de 2 a 7 até que o erro geral

seja razoavel e adequado as pretensoes desejadas.

Com relagao a estrutura do MLP, os n componentes do vetor de entrada da rede,
x = [x1,29,...,2,]), s20o conhecidos como covaridveis e sao denotados por z;. Cada um
deles recebe a influéncia de um peso dado por w;;, que conecta um neurénio ¢ da camada

de entrada a um dos k neur6nios j da camada oculta, sendo j =1,...,k (66).

A Equacao 4.39 exprime, portanto, que para cada neurdnio oculto j existe um
somatorio de sinais de entrada ponderados pelos pesos sinapticos do neuronio com a adigao

do termo de viés, dado por b; (110).
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V; = szww + bj (439)
i=1
Uma funcao de ativacao supracitada ¢ aplicada na saida denotada por v; e conforme
a Equacgao 4.40 (66).

1

4.40
I+e™ (4.40)

p(vy) =

Finalmente, cada neurénio j da camada oculta é ponderado por um peso wjp,
sendo h correspondente as camadas de saida. Logo, tais pesos sao adicionados com um
termo de viés, como evidencia a Equacao 4.41. O resultado, entao, passa por uma fungao
de ativagao (66).

k
ﬂh = Z U}jhgp(?]j) + bh (441)
j=1

A utilizacao do perceptron multicamadas possui algumas vantagens, como a apli-
cagao para problemas nao lineares, o bom desempenho tanto com grandes volumes de
dados quanto com pequenos conjuntos e a rapidez na obtencao das predi¢oes apds a
etapa de treinamento. Por outro lado, o MLP também apresenta desvantagens como o
desempenho do modelo criado depender sobremaneira da etapa de treinamento. E o fato
de nao ser claramente determinado o grau de influéncia de cada variavel independente
sobre a variavel dependente. A realizacao dos calculos necessarios é complexa e demanda

tempo consideravel (5).

4.2.2.11 Maquina de Aprendizado Extremo

O algoritmo supervisionado maquina de aprendizado extremo (ELM, do inglés
extreme learning machine) foi introduzido por Guang-Bin e colaboradores (100) como
uma solucdo eficiente para treinar redes neuronais de alimentagdo direta feedforward
com uma unica camada oculta (SLFNs, do inglés single hidden layer feedforward neural
networks). Diferentemente dos métodos tradicionais de treinamento de redes neuronais,
como a retropropagacao (backpropagation), o ELM propoe a determinagao aleatéria dos
pesos entre a camada de entrada e a camada oculta, ao passo que os pesos da camada

oculta para a de saida s@o calculados através de uma solugao analitica (101) (260).

Semelhantemente a defini¢ao estrutural do MLP e como demonstra a Figura 14,
uma SLFN é composta por trés camadas: entrada, oculta e saida. Entre as variaveis
ilustradas, z; representa o vetor de entrada da ¢-ésima amostra; b; denota o viés do i-ésimo
no; w; € o vetor de pesos oriundo da camada de entrada para o -ésimo no oculto; e 5;

denota o vetor de pesos do i-ésimo né oculto para a camada de saida (260).
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Figura 14 — Configuracao da estrutura de uma SLFN.

camada de saida

camada oculta

camadas de entrada

Fonte: Adaptado de (260).

O treinamento de uma rede SLFN consiste na definicdo dos parametros que
conduzem a solucgao ideal. Logo, seja S um conjunto de treinamento expresso por S =
{(@i, t)|xi = (T, Tigy -, Tin)T € Rt = (ti1, tin, - - -, tin)T € R™}, no qual ¢; representa
o alvo. Uma saida de um ELM com N neurdnios ocultos denotada por o pode ser descrita

pela Equacao 4.42, sendo g(z) a funcdo de ativagdo na camada oculta (101) (260).

N
=1

No ELM, as funcoes de ativacdo adotam uma natureza nao linear com o proposito
de assegurar um mapeamento nao linear para o sistema. Entre os tipos de funcao que
podem ser utilizadas, estao a sigmoide, a cosseno, a de base radial, as quadraticas, entre
outras. O treinamento da rede visa, principalmente, a minimizacao do erro entre o valor
alvo e a sailda do ELM, sendo que a func¢ao objetivo mais frequentemente aplicada para
essa finalidade é o erro quadratico médio: Y = (t;; — 055)*, j=1,...,m, sendoi e j os
indices para as N amostras de treinament(;_;)ara o n6 da camada de saida. Quanto maior
o valor de NN, maior a capacidade de aproximacao da rede, conforme denota a Equacao

4.43, conhecida como capacidade universal de aproximagao (101) (260).

N
> lloj =t =0 (4.43)
i=1

Substituindo o por t na Equacao 4.42, é possivel obter a equagdo matricial HG =T,
na qual cada fator esta expresso em detalhes na Equacao 4.44 e para a qual a determinacao

dos valores 6timos para 3;, b; e w; é o resultado do treinamento de uma SLFN (101) (260).
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o N (4.44)
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A sintese do treinamento do ELM pode ser descrita pelas etapas a seguir (260).

1. Defini¢ao do conjunto de treinamento S = [(z;, y;)|z; € R", y; e R™i=1,..., N].

2. Inicializacao: atribuicao de valores aleatérios para o peso oculto w; e para o viés b;, e

calculo da matriz de saida da camada oculta H a partir do conjunto de treinamento.

3. Solucao analitica: obtencao de [ a partir de Hf = T pela inversa de Moore-Penrose:

B = H'T, sendo H' a generalizacio inversa de Moore-Penrose da matriz H.

O ELM possui diversas vantagens em relagao a outros sistemas de aprendizado
superficial, como o MLP e o SVM. Entre as principais caracteristicas podem ser citadas a
sua taxa de aprendizado superior, sendo adequado tanto para problemas de aprendizado
supervisionado quanto nao supervisionado (147). Além disso, o ELM é reconhecido por
sua rapida e eficiente velocidade de aprendizado, rapida convergéncia, boa capacidade de
generalizacao e facilidade de implementacao (121). Embora o ELM exiba alta complexidade
em termos de espaco e tempo de processamento, estratégias de otimizacao vem sendo
implementadas para a mitigacao dessas limitagoes (49). O ELM também foi ampliado para
uma vasta gama de tarefas de aprendizado, incluindo agrupamento, selecao de atributos e
aprendizado representacional (121). Ademais, sua aplicagao se estende a diversos dominios,
como engenharia biomédica, visao computacional, identificacao e controle de sistemas,
além de robdtica (121).

Entre as limitacdes do ELM, esta o fato de que os pesos dos nds da camada oculta
sao definidos aleatoriamente ou de forma artificial e ndo exigem atualizacao apos a definigao
inicial. Além disso, o ELM tradicional enfrenta dificuldades para treinar grandes volumes
de dados de maneira rapida e eficiente (49). No entanto, estratégias de otimizacao podem
ser implementadas para diminuir essas limita¢oes no ELM tradicional (49). Outro ponto a
ser considerado é que o ELM possui uma capacidade limitada de robustez contra valores

atipicos, o que pode comprometer sua eficicia em certos contextos (147).
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4.3 Meétricas de avaliacao do desempenho

No contexto de AM e analise de classificadores, a avaliacdo do desempenho de um
modelo é uma etapa crucial. Para isso, utilizam-se diversas métricas que fornecem infor-
magoes complementares sobre como o modelo esta se comportando em diferentes aspectos.
As métricas mais utilizadas incluem a acuracia (accuracy), revocacao (recall), precisao
(precision), Fl-score e ROC AUC. Cada uma dessas métricas possui suas caracteristicas
e interpretagoes, sendo mais adequada em determinados cenérios e para certos tipos de
problemas (113) (195).

Para a representacao dos conceitos a seguir, devem ser considerados as seguintes
defini¢oes (113):

« Falsos positivos: FP, do inglés false positive;

o Verdadeiros positivos: TP, do inglés true positive;

Falsos negativos: FN, do inglés false negative;

o Verdadeiros negativos: TN, do inglés true negative.

4.3.1 Acuricia

Uma das métricas mais simples e frequentemente utilizada para avaliar classifica-
dores é a acuracia. Ela é definida como a proporcao de predigdes corretas em relagao ao
total de predigoes realizadas. Sua férmula estd representada pela Equacao 4.45 (42) (113)
(195).

TP +TN

Acurécia — 44
WA= b T FP L TN + FN (4.45)

A acuracia é eficaz em problemas balanceados, quando o nimero de exemplos de

cada classe é aproximadamente o mesmo. No entanto, em problemas de classificagao
desbalanceados, essa métrica pode ser enganosa. Por exemplo, em um conjunto de dados
onde 95% dos exemplos pertencem & classe negativa, um classificador que sempre prediz a
classe negativa teria uma acuracia de 95%, mesmo que nao detecte nenhum exemplo da

classe positiva (195).

4.3.2 Precisao

A precisao mede a proporcao de exemplos corretamente classificados como positivos
em relacao ao total de exemplos classificados como positivos (incluindo os falsos positivos),
como evidencia a Equacdo 4.46 (42) (113) (195).
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TP
Precisao = W (446)

Essa métrica é ttil quando o foco esta em minimizar o nimero de falsos positivos,
como em aplicagoes de deteccao de fraudes ou diagnoésticos médicos, situagoes em que

predigoes erradas de positivo podem ter consequéncias sérias (195).

4.3.3 Revocagao

A revocacgao, também conhecida como sensibilidade ou taxa de verdadeiros positivos,
mede a capacidade do classificador de identificar todos os exemplos positivos reais. A
Equacao 4.47 fornece a defini¢ao de revocagao (42) (113) (195).

TP

—_— 4.4
TP+ FN (447)

Revocacao =

A revocagao é importante em cendrios em que a identificacao correta de todos os
exemplos positivos é critica. Em problemas como diagnostico de doencas, é preferivel um
modelo que identifique todos os casos da doencga, mesmo que ocasionalmente classifique

alguns individuos saudaveis como doentes (195).

4.3.4 Fl-score

A Equacao 4.48 define o conceito de Fl-score, que é a média harmonica entre
precisao e revocagao, proporcionando um balango entre essas duas métricas (42) (113)
(195).

Precisao x Revocacgao

Fl-score = 2 x (4.48)

Precisao + Revocagao

O F1-score ¢ 1til em situagdes em que tanto falsos positivos quanto falsos negativos

devem ser minimizados, e quando hd um desbalanceamento entre as classes (195).

4.3.5 ROC AUC

A curva receiver operating characteristic (ROC) é uma ferramenta grafica utilizada
para avaliar o desempenho de modelos de classificagao. Ela traca a taxa de verdadeiros
positivos em fun¢ao da taxa de falsos positivos para diferentes limiares de decisdo. A curva
ROC ¢ 1til porque permite comparar o desempenho de diferentes modelos ao longo de

todos os limiares possiveis, em vez de focar em um tnico ponto de corte (31) (83).

A érea sob a curva ROC, denotada por AUC e exemplificada na Figura 15, é uma
métrica que resume a performance de um classificador. A AUC varia de 0 a 1, sendo 1 o
valor que indica um modelo perfeito, ao passo que 0,5 indica um modelo equivalente a

aleatoriedade. Valores mais proximos de 1 indicam melhor discriminagao entre as classes.
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Em termos praticos, a AUC representa a probabilidade de que um classificador atribua
uma pontuacao mais alta para uma amostra positiva do que para uma amostra negativa
escolhida aleatoriamente (31) (83).

Matematicamente, a AUC pode ser interpretada como a integral da curva ROC e
pode ser calculada a partir do uso de diferentes técnicas, como a aproximacao trapezoidal.
Além disso, a ROC AUC é robusta contra problemas de desbalanceamento de classes, pois
avalia a performance global do modelo em vez de se concentrar em uma tnica métrica de

acuracia.
Figura 15 — Exemplo da ROC AUC com os resultados de oito algoritmos diferentes.
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SVM with traditional feature extraction, AUC = 0.71
kNN with traditional feature extraction, AUC = 0.69
RF with traditional feature extraction, AUC = 0.68
MLP with traditional feature extraction, AUC = 0.78
SVM with CNN-AE feature extraction, AUC = 0.94
kNN with CNN-AE feature extraction, AUC = 0.88
RF with CNN-AE feature extraction, AUC = 0.91
MLP with CNN-AE feature extraction, AUC = 0.92
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Fonte: Extraido de (125).

4.4 Tratamento dos dados faltantes

Um dos pontos de atencao centrais na andlise de dados é o tratamento dos dados
faltantes. Este é um passo fundamental para garantir a efetividade e a confiabilidade das
analises e dos modelos de inteligéncia artificial que podem ser desenvolvidos a partir dos

dados em questao (273).

Uma parcela consideravel das bases utilizadas em industrias, comércios e em
pesquisas epidemioldgicas nao possui o registro de todas as informagcoes previamente
julgadas como necessarias para a sua efetiva utilizagdo. Situagoes como essa podem ocorrer
devido a diversos fatores, como falhas nos processos de inser¢do manual de dados, erros
em equipamentos e medigoes imprecisas (130) (187).

Um valor faltante pode ser representado em uma base de dados por simbolos como
wppwy @k €Y Dentre outros; pela indicagdo “NaN” (Not a Number, “nédo é um nimero”,
em tradugao livre); por “Nulo”; simplesmente por uma célula ou campo vazio; entre outros

formatos (130).
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Uma das abordagens possivelmente problematicas utilizadas em pesquisas com
dados faltantes é a simples remocao dos registros com informagoes ausentes considerando,
portanto, somente as ocorréncias com todas as variaveis completas. Uma vez sem todos
os registros, as informagoes restantes podem apresentar uma visao enviesada dos dados
como um todo, sobretudo quando a auséncia de registros é frequente para um consideravel
numero de campos. Dessa forma, ha um cenario de perda da representatividade da
amostra original, que também pode ocorrer no caso de abordagens que considerem apenas
a substituicao irrefletida dos dados faltantes por valores quaisquer. Logo, em ambas

abordagens hé perda substancial de eficicia (236).

Outras questoes concernentes a dados faltantes sao a perda de eficiéncia e o aumento
da complexidade do processo de andlise. A primeira, se refere ao dispéndio de tempo
necessario para o proprio tratamento dos dados em si, o que, via de regra, pode ser custoso
de diferentes maneiras. A segunda questao esta intrinsecamente vinculada a primeira,
uma vez que muitos algoritmos e métodos de inteligéncia artificial predominantemente

nao permitem a presencga de dados faltantes para que sejam devidamente aplicados (150).

Além da auséncia, a volumetria de dados faltantes pode ser indesejadamente elevada
em diversos casos, fomentando a necessidade de que os dados presentes sejam analisados
adequadamente. Dessa forma, lacunas podem ser preenchidas de maneira significativa e
representativa com relagao a base de dados integral. E, de acordo com a configuracao e
o relacionamento entre os dados, cada conjunto pode ser classificado em trés categorias,

descritas a seguir (187).

4.4.1 Missing at Random

O conceito de missing at random (MAR) foi proposto em 1976, por Donald Rubin
(209), e pode ser definido como uma condicao especifica na qual a auséncia de dados nao
é completamente aleatéria, mas pode ser explicada por outras variaveis observadas no
conjunto de dados. Logo, os dados estao faltando de forma diretamente relacionada e
dependente a outras informagcoes presentes na base de dados, mas nao do préprio valor

faltante. Portanto, um dado cuja auséncia se deve somente a razoes estruturais pode ser

categorizado como MAR (79) (130) (187).

Um exemplo de MAR pode ser uma base com dados clinicos em que os valores de
pressao arterial estejam faltando. Se a probabilidade de a pressao arterial estar faltando
depende da idade dos pacientes (uma variavel observada), mas nao dos préprios valores da

pressao arterial, entdo os dados sdo considerados MAR.

4.4.2 Missing Completely at Random

O termo missing completely at random (MCAR) consiste da definigdo de que

a auséncia de dados nao esta relacionada tanto aos dados observados quanto aos nao
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observados, isto é, a auséncia de dados em um conjunto ocorre de maneira totalmente
aleatéria e independente. Logo, a probabilidade de que qualquer dado esteja faltando é
a mesma para todos os casos e nao esta relacionada a qualquer caracteristica do dado
ou do conjunto de dados (146) (187). Um exemplo de conjunto de dados categorizado
como MCAR é um caso em que as amostras de uma coleta de campo sejam perdidas ou
danificadas de maneira acidental e independentemente das caracteristicas dos dados em si
(130).

Para formalizar o conceito, pode ser utilizado o exemplo proposto por Glas (2010)
(97). Considerando k variaveis relativas a dados socioeconémicos de um grupo de individuos
(com valores de 1 a M), e um grupo de ¢ individuos distintos (1 a N). Sendo y; uma

observacao aleatéria do conjunto de dados, pode ser definida a Equacao 4.49:

0 se y; nao foi observado
dix = (4.49)
1 se y;; foi observado
Portanto, para que o conjunto de dados possa ser definido como MCAR, d;;. e yx

devem ser independentes.

4.4.3 Missing Not at Random

Conjuntos de dados podem ser classificados como missing not at random (MNAR)
quanto a auséncia de dados esta diretamente relacionada aos proprios dados nao observados,
que nao estao inclusos no conjunto de dados. Esse tipo de dados faltantes apresenta um

padrao especifico que néo pode ser explicado pelas varidveis observadas (79) (187) (209).

Formalmente, se a probabilidade de uma variavel estar ausente depende dos seus
proprios valores ou de outras variaveis nao observadas no conjunto de dados, este pode
ser considerado do tipo MNAR. Isso significa que a auséncia dos dados esta diretamente

relacionada as informagdes que nao estao presentes (130).

Como um exemplo simples, em um estudo sobre o consumo de alcool, os partici-
pantes com altos niveis de consumo podem ser menos propensos a relatar seu consumo
verdadeiro, resultando em dados faltantes. Nesse caso, a probabilidade de faltar dados
sobre consumo de dlcool depende dos préprios niveis de consumo (valores nao observados).
Outro exemplo de caso pode ser uma pesquisa cientifica acerca do consumo de drogas
ilicitas, os entrevistados que possuem dependéncia quimica tem menor pretensao de serem
sinceros quanto ao seu real consumo de substancias. Logo, a probabilidade de nao se ter
todos os dados sobre o consumo de drogas ilicitas depende dos préprios niveis de consumo,

08 quais nao sao valores passiveis de observacao (130).
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4.4.4 Métodos de inferéncia simples

Algumas das estratégias mais simples e objetivas de inferéncia de dados faltantes
sao as substitui¢oes por zeros, pela média e pela mediana. No primeiro caso, os registros
ausentes sao todos essencialmente preenchidos pelo valor zero, independentemente de quais
sejam as caracteristicas e o relacionamento entre as varidveis consideradas (109). J& as
substituicoes pela média, pela mediana e pela moda sao alguns dos métodos mais comuns
para substitui¢do de dados ausentes (128), os quais sao preenchidos pelo valor da média,

da mediana e da moda, respectivamente, dos valores presentes no conjunto de dados (273).

Embora sejam métodos simples e de facil implementacao, ha desvantagens impor-
tantes em suas aplicagoes. As inferéncias por zero, pela média e pela mediana utilizam
apenas valores fixos para substituir valores ausentes, gerando resultados que podem nao
representar adequadamente a correlagao intrinseca entre as variaveis distintas de um
conjunto de dados, servindo apenas como uma estimativa geral, imprecisa e com possiveis
vieses (79). Se o nimero de valores ausentes for elevado, a substituicao pelo mesmo valor
pode alterar a forma da distribuicao dos dados, tornando o desvio padrao menor quando
comparado a configuracao inicial dos dados. Quanto maior o nimero de valores ausentes,
maior sera a reducao no desvio padrao (128). No entanto, a média, a mediana e a moda
podem ser eficazes em aplicagdes em que ndo ha muitos valores atipicos, sendo capazes de

representar de maneira eficaz as informagdes mais comuns dos dados (273).

4.4.5 Inferéncia Multipla por Equagoes Encadeadas

A inferéncia multipla por equagoes encadeadas (MICE, do inglés multiple imputation
by chained equations) é um método para tratamento de dados faltantes que permite
preservar a variabilidade dos dados originais, ao passo que estima valores plausiveis para
as observagoes incompletas (14) (133) (256).

O MICE ¢ baseado no principio de que cada variavel com dados faltantes passa
por insercao de dados condicionalmente as outras variaveis no conjunto de dados. Ao
invés de todos os dados serem inseridos concomitantemente, o processo é realizado de
maneira iterativa em etapas ou “equagoes encadeadas” (chained equations), sendo que cada
variavel sequencialmente recebe a insercao dos dados, ao passo que as demais variaveis
sdo mantidas fixas (256). Assim, cada varidvel pode ser modelada de acordo com a sua
distribuicao (14).

Segundo Azur et al. (2011) (14), o processo de equagoes encadeadas pode ser

dividido em seis etapas fundamentais:

1. Um conjunto de “marcadores de posicao” é construido a partir da inferéncia basica,

e.g. pela média, realizada para todo dado faltante da base considerada.
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2. Os marcadores de posi¢ao indicam que, para uma variavel p, as inferéncias devem

ser redefinidas como “ausentes”.

3. Para a regressao das demais varidaveis do modelo de inferéncia sao utilizados os
valores de p da etapa anterior, i.e., p é a variavel dependente. Podem ser utilizadas
todas as variaveis do conjunto de dados ou somente uma parte delas, as quais formam

a parcela independente nos modelos de regressao.

4. Inferéncias geradas pelo modelo de regressao substituem os valores ausentes. Uma
vez que a variavel p seja utilizada como independente nos modelos de regressao para

outras variaveis, serdo utilizados tanto os valores observados como os inferidos.

5. As etapas 2 a 4 sao entao repetidas para cada variavel que possui dados faltantes.
Ao final de cada iteracao, predi¢oes de regressoes substituirao os valores ausentes,

evidenciando, assim, a relacao entre os dados observados.

6. Por um total definido de interagoes e com inferéncia de valores em cada um deles,

deve ocorrer a repeticao das etapas 2 a 4.

O total de ciclos pode ser determinado para cada aplicagio especifica, mas, em geral,
dez sdo realizados (14) (203). A cada final de ciclo, o conjunto de dados vai recebendo os
dados que devem ser inseridos. Ademais, a expectativa é que ocorra a estabilizaciao da
distribui¢ao dos parametros que determinam tais dados (como, por exemplo, os coeficientes
dos modelos de regressdo), evitando que a ordem das varidveis inferidas gere algum tipo
de dependéncia (14).

Algumas vantagens do MICE sao a preservagao da variabilidade dos dados originais,
refletindo a incerteza na inferéncia; a flexibilidade, devido a sua capacidade de lidar com
diferentes tipos de varidveis e padroes complexos de dados faltantes; além de ser um

método recomendado em muitos campos de pesquisa e andlise de dados (106).

4.4.6 K-vizinhos Mais Préximos

As bases conceituais do termo “vizinhos mais proximos”, utilizadas no desenvolvi-
mento do algoritmo k-vizinhos mais préximos (KNN, do inglés k-nearest neighbors), foram

inicialmente propostas em 1967 por Cover et al. (58).

O KNN é um método supervisionado de AM fundamentado na proposta de de-
terminar e rotular pontos vizinhos com caracteristicas similares. Possui vasta aplicacao
em problemas de regressao, classificacao e inferéncia de dados faltantes, além de ser um
método simples, facil de ser implementado e eficiente para diversos problemas praticos
(239).

O algoritmo classico do KNN define uma variavel k£ que representa o total de

vizinhos mais préximos de um ponto. A partir de cada ponto do conjunto pré-definido,
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¢é calculada a sua distancia aos demais pontos considerados, de forma que os k vizinhos

mais proximos sejam determinados e rotulados (252).

Trés das métricas de distancia mais utilizadas para o calculo dos vizinhos mais
proximos sao a distancia Euclidiana, dada pela Equacao 4.50; a distancia de Manhattan,
dada pela Equacao 4.51; e uma equacao que ¢ a generalizagao das duas anteriores, a
distancia de Minkowski (63), Equagao 4.52. Em todas as equagdes, x = (21, Za, ..., T,) €
y = (y1,Y2, ..., Yn) sdo dois pontos quaisquer. E a equagao da distancia de Minkowski é
uma generalizacao da distancia de Manhattan para ¢ = 1 e da distancia Euclidiana para
q =2 (252).

d(z,y) = |2 (2 = ) (4.50)

d(z,y) = > | — ) (451)

d(x,y) = (Z: | (2 — yz-)lq) (4.52)

Apods o calculo das distancias, o algoritmo determina os vizinhos mais préximos ao
ponto considerado. Em seguida, diferentes métricas podem ser aplicadas para determinar
a classificacdo do ponto e a sua rotulacdo. A mais comum e direta é a votagao majoritaria,
na qual a maior quantidade de vizinhos de uma mesma classe vai determinar a classe do

ponto em questao (252).

A Figura 16 exemplifica o processo descrito para duas classes representadas pelos
pontos azuis e vermelhos. Se o total de vizinhos mais proximos do ponto A, denotado por
k, for definido como 4, os trés pontos azuis e o inico ponto vermelho serdao selecionados.
Logo, o ponto A serd rotulado como sendo da classe “azul”. No caso do ponto B, para
k =7, ha a predominancia de quatro vizinhos vermelhos contra trés azuis. Logo, B sera

classificado como “vermelho” (252).

Outras métricas de rotulacdo, a partir dos vizinhos mais préximos, podem ser
utilizadas. Uma delas é a atribuicao de pesos maiores aos vizinhos localmente mais
préximos, independentemente do total de £ amostras da mesma classe. Essa abordagem
implementa a votagao ponderada pela distancia, na qual os votos dos vizinhos tém peso
inversamente proporcional as suas distancias até cada ponto considerado. Uma outra
abordagem encontrada na literatura nao considera o inverso da distancia, mas sim, o seu

valor em uma fun¢io exponencial (63).

Algumas variantes do KNN cléssico sao a adaptive KNN, cujo foco reside na selegao
do valor 6timo para k em cada ponto do conjunto considerado; a locally adaptive KNN

with discrimination class, a qual determina que a quantidade e a distribuicao dos vizinhos
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das classes majoritarias principal e secundaria devem ser utilizadas para a determinacgao
de um valor ideal para k£ na vizinhanca k£ de um dado ponto; a weight adjusted KNN, que

determina pesos para cada um dos pontos do conjunto de dados considerado; entre outras
(241) (252).

Figura 16 — Exemplo do funcionamento do algoritmo KNN ao encontrar os vizinhos mais
préoximos dos pontos A e B a partir dos raios determinados: 4 e 7. O ponto A é classificado
como “azul” e o ponto B como “vermelho”.
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Fonte: Adaptado de (252).

O algoritmo KNN pode ser utilizado também no tratamento de bases de dados
com valores faltantes (18), (79), (133), (171). Nesse contexto, a similaridade entre os
dados completos pode ser avaliada e utilizada para a geracdo de dados sintéticos (24). O
mecanismo de operagao do KNN mantém os mesmos principios de sua aplicacao cléassica,
com a diferenca de que o conjunto de pontos considerados abrange apenas os valores
disponiveis na base de dados. A inferéncia de uma nova amostra é realizada identificando
os vizinhos mais proximos no conjunto de treinamento. A imputacao dos valores faltantes
pode ser realizada de diversas maneiras, sendo que a média (para varidveis continuas) e a

moda (para varidveis categéricas) estao entre as abordagens mais comumente aplicadas
(18).

O Algoritmo 6 exemplifica em pseudocddigo o passo-a-passo da aplicagdo do KNN
no tratamento dos dados ausentes, tendo a distancia Euclidiana, Equacao 4.50, como a
métrica de calculo dos k vizinhos mais préximos.



90

Algoritmo 6 Pseudocddigo do algoritmo KNN utilizando como métrica para o calculo
dos vizinhos a distancia Euclidiana.
Requer: D (conjunto de dados de treinamento), k& (niimero de vizinhos), x (novo ponto)
Garante: Classe ou valor predito para x
1: Funcao KNN(D, k, x)
distancias < []
Para cada (x;,v;) € D faca
d \/Z}l:l(xj — Ty5)?
distancias.append((d, y;))
Fim Para
distancias < ordena(distancias)
vizinhos < distancias[1 : k]
valores < {y : (d,y) € vizinhos}
10: Retorne média(valores)
11: Fim Funcao

4.4.7 Copulas

Proposto em 1959 por Sklar (229), o conceito de cépulas desempenha um papel
essencial na estatistica multivaridvel por abordar a modelagem de dependéncia entre dados
univariados. Uma vez que as distribuicoes marginais univariadas sejam conhecidas, as

copulas se relacionam diretamente a abordagem de distribui¢oes multivaridadas (226).

Dado um vetor aleatério n-dimensional X = (Xj, ..., X;,), o Teorema de Sklar (229)
define que ha uma funcao de distribuicao conjunta, H, com fun¢des marginais F,, ..., F,,, .
Logo, existe uma c6pula n-dimensional dada por C' : [0, 1] — [0, 1], que une a funcio de

distribui¢do conjunta as suas marginais, como evidencia a Equagao 4.53 (13):

H(xq,x9, ..., 2,) = C(Fy, (21), F2(x3), ..., Fp (z,)) (4.53)

A partir do seu teorema, Sklar demonstrou que para qualquer distribui¢ao conjunta
F' com marginais F,,, ..., F, , exite uma cépula C que satisfaz esta equacao. E, se F' for
continua, C' é tnica (176).

As copulas podem ser utilizadas para a geracao de dados sintéticos levando em
consideracao nao apenas as distribui¢cbes marginais das variaveis, mas também como
essas variaveis estao relacionadas umas com as outras. Isso ajuda a preservar a estrutura

multivariada dos dados, o que é crucial para manter a coeréncia nos conjuntos de dados
inferidos (176).

Diferentemente de métodos considerados mais tradicionais, as cpulas possibilitam
que a inferéncia de dados faltantes envolva estruturas de dependéncias complexas e nao
lineares entre as varidveis. E, por serem invariantes sob transformacoes marginais, as
copulas oferecem robustez na inferéncia, mesmo nos casos em que ha variacao de escala

entre as variaveis (176).
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A aplicagao do fundamento das copulas em um conjunto de dados fornece como
resultado a analise do perfil de distribuicao das variaveis envolvidas. E, a depender do
tipo de distribuicdao envolvido, podem ser aplicados diferentes métodos para a inferéncia
dos dados, como a copula Gaussiana, fundamentada na distribuicdo normal multivariada,
que ¢é eficaz para capturar dependéncias lineares entre as variaveis e particularmente
apropriada para modelagem de dependéncias simétricas (176); a cépula de Clayton, cuja
utilidade estd na modelagem de dependéncias com caudas fortes, com destaque para a
cauda inferior, i.e., em situagdes em que valores inferiores de uma variavel estao fortemente
associados a valores inferiores de outra varidvel. E aplicada especialmente em financas
para capturar a dependéncia em eventos extremos (51); a cépula de Gumbel, utilizada
para descrever dependéncias em caudas, sobretudo na cauda superior, além de ser 1til em
casos de ocorréncia de extremos simultaneos (94). A copula de Frank, a cépula de Joe e a
copula de Plackett sdo outros tipos, cujas aplicagdes podem ser facilmente encontradas na

literatura.

4.5 Desbalanceamento de dados

Nao é incomum encontrar bases cujos dados se encontram sem qualquer balancea-
mento em sua distribuicao. Esse é um problema recorrente na elaboragao de modelos de
inteligéncia artificial e computacional, e sua existéncia pode ocorrer por diversos fatores,
como: coleta imprépria dos dados, erros no registro das informacoes ou até mesmo pode
acontecer devido a caracteristicas particulares da prépria fonte de dados. Por exemplo, uma
base de dados com pessoas com a doenca de Alzheimer tende a conter majoritariamente

individuos idosos, deixando a propor¢ao desses individuos muito superior aos demais (131).

Um conjunto de dados esta desbalanceado quando a proporcao de uma ou mais
classes é superior as demais. Neste caso, o uso de algoritmos de AM nos dados de

treinamento ¢é prejudicado, uma vez que as classes majoritarias podem enviesar a criagao
do modelo (32).

Para contornar esses problemas, duas das técnicas mais utilizadas sao o oversampling
e o undersampling. A primeira, gera dados sintéticos para que a amostra da classe
minoritaria seja aumentada. J& a segunda, atua no sentido oposto, diminuindo a volumetria
da classe majoritaria. Em ambos os casos o objetivo central é proporcionar o equilibrio ao

total de dados em cada uma das classes do conjunto (131).

Diferentes abordagens podem ser encontradas na literatura para o tratamento de
dados desbalanceados por meio do undersampling e do oversampling (131). Alguns dos

métodos mais utilizados estao descritos a seguir.
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4.5.1 SMOTE

O algoritmo synthetic minority over-sampling technique (SMOTE) foi proposto em
2002 por Chawla et al. (2002) (47) e é um dos métodos mais aplicados para o tratamento
de dados desbalanceados. O SMOTE aplica o oversampling para gerar amostras sintéticas

e adiciona-las a classe minoritaria por meio do KNN (76).

O passo-a-passo do método esta detalhado em pseudocoddigo no Algoritmo 7.
Inicialmente, sdo determinados o conjunto de amostras da classe minoritaria (X, inoritaria),
o total de amostras sintéticas a serem geradas, N, e o total de k£ vizinhos mais préximos. O
método comega com a selecao de cada amostra aleatoria x; da classe minoritaria. A partir
do algoritmo KNN sao identificados os vizinhos mais proximos. E, para cada amostra,
¢é gerado um exemplo sintético aleatério por meio da Equagao 4.54, na qual x; é a nova
instancia sintetizada, x; é a amostra aleatoria original, § € um valor aleatério entre 0 e 1 e

x;j € a instancia vizinha da de z;.

Tnovo = T + 0 X (xij — .Z'l) (454)

Algoritmo 7 Pseudocodigo do algoritmo SMOTE.
Requer: X, inoritaria: Conjunto de amostras da classe minoritaria
Requer: N: Total de amostras sintéticas a serem geradas
Requer: k: Total de vizinhos mais proximos
1: Para cada 7; € Xasse minoritaria faga
2 S < KNN(z;, k) > Encontra os £k vizinhos mais préximos
3 Para n =1 até N faca
4: z;; < AmostraAleatoria(S) > Seleciona um vizinho aleatoriamente
5: d < Aleatorio(0, 1) > Valor aleatorio entre 0 e 1
6
7
8
9:

Tnovo <— i + 0 X (x5 — x;) > Gera exemplo sintético
Xsintetico — Xsintetico U {mnovo}
Fim Para
Fim Para
Garante: Xjetico: Conjunto de amostras sintéticas

Um dos principais problemas do SMOTE ¢ nao se basear em fundamentos mateméa-
ticos solidos (76) (77), gerando amostras de forma arbitraria e sem seguir necessariamente
a densidade original da classe minoritéria (77). Logo, os valores limitrofes entre as classes
minoritaria e majoritaria podem se apresentar de maneira bastante distinta da base original
devido as amostras sintetizadas (32). Outra desvantagem do SMOTE ¢ a sintetizagao de
amostras possivelmente ruidosas, isto é, indesejadas, impactando assim na qualidade de

andlises posteriores (77).

O SMOTE possui variagoes que foram desenvolvidas a partir de modifica¢oes da
ideia original do algoritmo. Uma delas ¢ o SMOTE-Tomek, que utiliza o conceito de

tomek links para identificar e remover, na classe majoritaria, as amostras que estao mais
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proximas da classe minoritaria (19). Outra variagao é a synthetic minority over-sampling
technique for time series with efficient kernels (SMOTE-TEK), que amplia o conceito
do SMOTE para a utilizacdo em séries temporais. O Borderline-SMOTE tem como
objetivo a criacao de amostras nas regides fronteiricas da classe minoritaria em relacao a
majoritaria. O SMOTE com edited nearest neighbor (ENN), uma variacao do algoritmo
KNN para identificar os K vizinhos mais préoximos de cada observacao e verificar se a
classe majoritaria dentre esses K vizinhos corresponde a classe da observagao em questao
(91). H& também, entre diversas outras variagoes, o safe-level SMOTE, que preconiza a
sintetizacao a partir das amostras da classe minoritarias que sao consideradas “seguras”
em algum nivel, sendo assim, recomendado principalmente para conjunto de dados em que

hé uma predomindncia evidente da classe majoritaria (77).

4.5.2 ADASYN

O adaptive synthetic sampling (ADASYN) pode ser considerado uma extensao
do SMOTE, uma vez que o seu funcionamento ¢ direcionado a sintetizagdo de valores
adaptativos, com foco, sobretudo, nas areas nas quais as instancias da classe minoritaria

sdo mais escassas e mais propensas de serem classificadas de maneira insatisfatéria (112).

Para potencializar a eficiéncia da analise dos dados sobre a classe minoritaria, o
ADASYN utiliza uma distribuicdo ponderada para diferentes exemplos dessas classes de
acordo com seu nivel de dificuldade de aprendizado. Portanto, nos exemplos em que o

aprendizado é mais complexo, o algoritmo gera mais dados sintéticos (112).

O Algoritmo 8 exemplifica todas as etapas do funcionamento do algoritmo ADASYN,
que é basicamente o mesmo do algoritmo SMOTE. A diferenca principal consiste nas
etapas iniciais, nas quais para cada valor da classe minoritaria, é calculada a proporcao,
r;, de valores da classe majoritaria entre os k vizinhos mais proximos. Assim, pode ser
calculada a distribuicao de dificuldade D;. A seguir, é obtido o total de exemplos sintéticos,
G, que devem ser gerados. Por fim, o algoritmo segue os mesmos passos do SMOTE (112),

descritos no Algoritmo 7.

Colocando em comparacao, SMOTE e ADASYN podem ser utilizados em conjunto
ou separadamente, a depender do propodsito de suas aplicagoes e das caracteristicas
principais da distribuicao de um conjunto de dados. Diferentes estudos ja implementaram
ambos os métodos de forma comparativa, sobretudo com relagao a qualidade e a eficiéncia
dos resultados obtidos (32). Em geral, a escolha entre SMOTE e ADASYN reside na
complexidade do problema e nos ajustes necessarios para a sintetizacao das amostras, de

forma a potencializar o desempenho de um modelo em relagdo a classe minoritaria.
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Algoritmo 8 Pseudocddigo do algoritmo ADASYN.

Requer: X, inoritario: Conjunto de amostras da classe minoritaria
Requer: X, ajoritario: Conjunto de amostras da classe majoritaria
Requer: k: Total de vizinhos mais proximos
Requer: (: Nivel de balanceamento desejado

= = e e e
A ol S ol

16:

17

: Nmin — ‘Xminoritério‘
Nmaj < |Xmajoritério|
Para cada z; € Xuyinoritario faga
S < KNN(z;, Ximajoritario; k) > Encontra os k vizinhos majoritarios mais préximos
r; % > Proporc¢ao da classe majoritaria nos vizinhos mais préximos
Fim Para
D+ ﬁ > Normalizacao da distribuicao de dificuldade
G+ p >Z<71(Nmaj — Nin) > Numero total de exemplos sintéticos a serem gerados
Para cada z; € Xinoritario faca
G+ D, xG > Nimero de exemplos sintéticos para x;
Para j =1 até G, faga
z;; < AmostraAleatéria(S) > Seleciona aleatoriamente um vizinho S
d < Aleatorio(0, 1) > Valor aleatério entre 0 e 1
Tnovo — Ti + 0 X (T4 — x;) > Gera exemplo sintético
Xsintético < Xsintético U {Inovo}
Fim Para
: Fim Para

Garante: Xstico: Conjunto de exemplos sintéticos
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5 MATERIAL E METODOS

Neste Capitulo, serao apresentadas e detalhadas a base de dados do Centro Hiperdia
de Juiz de Fora e as abordagens desenvolvidas para a aplicagao de algoritmos de AM
voltados a predigao tanto do primeiro quanto do dltimo registro de estdgio (PRE e URE)
de um paciente. As abordagens foram segmentadas em cenérios de aplicacao, de modo a

possibilitar a comparacao entre os métodos, os testes e os respectivos resultados.

5.1 A base de dados

Os dados utilizados nesta tese sdo oriundos de uma base constituida por registros
de pacientes atendidos no CH, do IMEPEN (223), através do SUS, entre agosto de 2010 e
dezembro de 2014. A utilizacdo da base de dados para fins de pesquisa foi aprovada pelo
Comité de Etica da UFJF, conforme descrito na Secio 2.4.

A base é formada por 255 campos categoricos ou numéricos, com informagoes
cadastrais (nimero de identificagdo, por exemplo), pessoais (idade, sexo, raga, entre
outras) e socioeconomicas (renda familiar, nivel de escolaridade, entre outras), além de
medicamentos, exames clinicos e laboratoriais (creatinina, hemoglobina glicada, glicose de
jejum, entre outros) relativos a 7.266 pacientes doentes renais cronicos ou com alguma
doenga que afeta a funcdo renal, como a diabetes mellitus e hipertensao arterial (118)

(119). Uma parcela dos campos que compoem a base de dados esté exibida na Tabela 2.

Os exames clinicos e laboratoriais possuem majoritariamente dois valores: um
relativo ao primeiro registro do paciente na base de dados (denominado, portanto, “inicial”)
e um relativo ao ultimo registro (“final”). E cada um deles possui um campo referente a
data de sua realizacao. Exclusivamente para a creatinina, ha 8 campos de registro, um

por semestre entre os anos de 2011 a 2014, como exemplificado na Tabela 3.

5.1.1 Pré-processamento

Conforme descrito na Subsecao 2.1, a creatinina possui papel fundamental na
determinacao da gravidade e da evolucao da DRC. Portanto, o primeiro tratamento
aplicado aos dados foi a remocao dos pacientes sem nenhum dos oito registros possiveis de
creatinina, restando um total igual a 5.689, nimero também obtido por Moraes Junior
(2019) (165) (166). Cada um dos pacientes representa uma linha da base de dados.

O segundo tratamento aplicado foi o calculo do valor da TFG a partir dos dados
disponiveis para cada paciente. Embora a base possua originalmente oito campos para o
valor da TFG e o estdgio correspondente (1 por semestre de 2011 a 2014), o célculo dos
valores nao necessariamente considerou ponderadores importantes que compoem a Equacao
MDRD (144), descrita na Subsecao 2.1: a raga (pacientes declarados como “pretos”) e o

sexo do individuo (feminino). Portanto, a equagao foi utilizada para o calculo dos novos
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Tabela 2 — Uma parcela dos campos disponiveis na base de dados correspondente a

informacgoes cadastrais, pessoais, socioeconémicas, ambulatoriais e clinicas, além de dados

relacionados & DRC. Para todos os exames clinicos, existem campos correspondentes ao

valor inicial registrado e ao valor final, ambos acompanhados de campos referentes a data
de realizacao de cada exame.

Tipo de informacao Campos
Cadastro Id
. Alt, classe_imc, Codsexo, DN, etilismo, idade,
Pessoais -

imc, peso, Raga, sedentario e tabagismo

CodCid, CodUBS, instruc,

Socioecondmicas RendaSM, RendaFamiliarSM e TamFamilia

Acompanhamento datainicial, datafinal, desfecho, retorno ¢ tempoAcompanha

AASS, BETABLOQ3, BIGUADINAG6, BRAT2, DIUR4,

Medicamentos estatina9, FIBRATO13, IECA1, insulina e SULFONIURA7

consultasDM, consultasDRC, consultasHAS,
DRC_1_2011, DRC_2 2011, DRC_1_2012, DRC_2_ 2012,
DRC_1_2013, DRC_2 2013, DRC_1 2014, DRC_2 2014,
Ambulatoriais HAS 1 2011, HAS 2 2011, HAS 1 2012, HAS 2 2012,
HAS 1 2013, HAS 2 2013, HAS 1 2014, HAS 2 2014,
DM 1 2011, DM 2 2011,DM 1 2012, DM 2 2012,
DM 1 2013, DM _2 2013,DM_1 2014 e DM_2 2014

AcidoFolico, AcidoUrico, Albumina, AntiHBs, AntiHCV,
Bilirrubinatotal, CalcioTotal, CK, Estagio,
ColesterolHDL, ColesterollDL, ColesterolTotal,
ECOAE, ECOAOQ, ECOFE, ECOPP, ECOSIV,
Ferritina, FerroSerico, FosfataseAlcalina, Fosforo,
GamaGlutamil, GlicemiadeJejum, HBsAG, Hematuria,
Hemoglobina, HemoglobinaGlicada,
IndicedeSaturacaodaTransferencia, Microalbuminuria,
PAD, TSH, PAS, Potassio, Proteinuria24hs,
PTHintacto, Rel.AlbuminaCreatininaUAUC, SodioSerico,
SodioUrinario, PAS, TGP, Triglicerides,

Ureia, Ureia24hs, VITAMINAD e VitaminaB12

Clinicas

Creatinina_1_2011, Creatinina_1_2012, Creatinina_1_2013,
Creatinina_1_ 2014, Creatinina_2_2011, Creatinina_2_2012,
Creatinina_2 2013, Creatinina_2_2014, Estagio_1_ 2011
Estagio_1_ 2012, Estigio_1_2013, Estiagio_1_2014,

DRC Estagio_2 2011, Estagio_2_ 2012, Estagio_2_ 2013,
Estagio_2_2014, TFG_1_2011, TFG_1_2012,
TFG_1_2014, TFG_2_2011, TFG_2_2012,
TFG_2_2013, TFG_2_2014,
Creatininal, CreatininaF, Estagiol e EstagioF
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Tabela 3 — Trecho da base de dados exemplificando a disposi¢ao dos campos e do contetido.

ID | Idade | Sexo | ... | Cr. 2011-1 | ... | Cr. 2014-2 | ... | EstagioF
27 74 Masc. | ... 1,40 Nulo 2

35 50 Fem. | .. Nulo Nulo 3a

40 78 Fem. | .. 2,50 1,68 3b

42 102 | Masc. | ... 1,32 Nulo 3a

44 83 Masc. | ... 2,50 Nulo 4
9835 60 Fem. | ... Nulo 1,1 2

valores de TFG e, consequentemente, para a obtencao das novas informagoes de estagio
para cada paciente. A base de dados resultante dos tratamentos descritos constituiu a
configuracao inicial adotada em todos os cenarios propostos e detalhados nesta tese. Todas
as propostas de reorganizacao, que serao apresentadas neste Capitulo, sao derivacoes da
base de dados original, obtida apds o processo de pré-processamento. A distribuicao de
pacientes com valores de TFG registrados por semestre no quadriénio 2011-2014 esta

descrita na Tabela 4, na qual também constam os totais de pacientes por estagio da DRC.

Tabela 4 — Total de pacientes por estagio com valores de TFG em cada um dos semestres
de 2011 a 2014. Os valores circulados representam o maior total de registros de pacientes
por semestre.

— TFG 2011/1(2011/2(2012/1(2012/2(2013/1|2013/2|2014/1|2014/2
Estagio

1 148 196 183 208 216 436 531
2 406 0953
3a 341 295 401 430 482 500 496 323
3b 222 199 309 351 410 425 376 315
4 161 178 182 193 209 231 212 190
5 43 54 53 37 59 49 46 41

Total 1283 | 1604 | 1694 | 1724 | 1960 | 2093 | 2310 | 2038

Finalmente, uma vez que a aplicagdo dos métodos de AM nesta analise visa a
classificagdo do URE dos pacientes considerados, em todos os cendrios de testes realizados
as variaveis categoricas foram convertidas em valores numéricos. Do total de 255 campos,
114 sado do tipo categoérico, sendo a maior parcela formada por informacoes de data
referentes a realizacao dos exames. Visto que para as classificagoes que serao apresentadas
nessa tese foram considerados conjuntos de exames com no maximo 50 campos, somente as
variaveis categoricas que fizeram parte dos testes foram convertidas para valores numéricos.
A Tabela 5 fornece um exemplo da conversao de alguns campos: Codsexo (variavel referente
a0 sexo do paciente e com dois valores possiveis), Raga (cinco valores possiveis) e Estagio

(seis valores possiveis).
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Tabela 5 — Exemplos da conversao de trés campos categéricos para valores numéricos.

Campo | Valores originais Valores convertidos

Codsexo | {Feminino, Masculino} {1, 2}

{Branca, Parda, Preta,

Raga Amarela, Indigena}

{1, 2, 3,4, 5}

{Estégio 1 - >= 90 ml, Es-
tagio 2 - 60-89 ml, Estagio
Estagio | 3a - 45-59 ml, Estagio 3b - {0, 1,2, 3,4, 5}
30-44 ml, Estagio 4 - 15-29
ml, Estdgio 5 - < 15 ml}

Os valores minimo, maximo e da média de alguns campos da base de dados estao

disponiveis na Tabela 6 e nas Figuras 17 e 18.

Tabela 6 — Dados estatisticos sobre alguns campos da base de dados. Cada campo se refere,

respectivamente, aos dados de idade, peso inicial, peso final e altura; total de consultas

nos ambulatérios de DM, DRC e HAS; tamanho da familia e a renda familiar em funcao

do total de salarios minimos; valores inicial e final de creatinina; e o valor de TFG por
semestre entre 2011 e 2014.

Campo Minimo | Maximo | Média | Total
Idade 4 102 61,96 5.689
pesoi 14,05 243,75 77,00 5.639
pesof 14,05 240,45 77,40 5.689

Alt 1,11 199,00 159,88 5.584
consultasDM 1 124 2,85 3.002
consultasDRC 1 20 2,82 2.396
consultasHAS 1 26 2,90 2.329
TamFamilia 1 18 3,00 3.295
RendaFamiliarSM 0 23.9 1,94 3.291
CREATININAI 0,02 230,01 1,52 5.689
CREATININAF 0,02 230,01 1,44 5.689
TFG_1 2011 0,25 189,54 53,52 1.283
TFG_2 2011 0,18 236,12 55,24 1.604
TFG_1_2012 0,13 205,53 54,87 | 1.694
TFG_2 2012 0,19 342,03 54,63 1.724
TFG_1 2013 2,26 826,76 54,84 1.960
TFG_2 2013 6,04 868,73 56,25 2.093
TFG_1 2014 0,16 298,57 61,98 2.310
TFG_2 2014 0,37 5607,59 70,14 2.038
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Figura 17 — Total de pacientes em cada classe, por exame, distribuidos conforme os estagios.
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Figura 18 — O primeiro gréafico exibe os diferentes graus de instrugao dos pacientes da base
de dados. Ja o segundo exibe a renda familiar em fung¢ao do valor de salario minimo.
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5.1.2 Reorganizacao da base de dados

Com o objetivo de proporcionar diferentes perspectivas acerca da organizagao da
base de dados, foram implementadas duas propostas de reorganizagao, que serao utilizadas

em parte dos testes descritos nesta tese.

5.1.2.1 Em funcao das datas

Para o desenvolvimento dos dois primeiros cenarios de aplicagao de algoritmos
de AM na base de dados, esta foi reorganizada de forma a ser obtido um entendimento
temporal dos dados clinicos e laboratoriais, isto ¢, uma visao da evolugao da condicao

clinica do paciente ao longo do seu periodo de tratamento no CH.

Em substitui¢do a organizacao inicial da base tendo um paciente por linha (Tabela
3), a nova estruturacdo proposta considerou uma linha para cada exame realizado por
paciente entre 2010 e 2014, a partir das datas de realizagao. Consequentemente, todos
os exames aplicados a um paciente em uma data comum passaram a ser dispostos em
uma mesma linha. Dados considerados inicialmente imutaveis, como data de nascimento,
numero de registro e raca, foram replicados em todas as linhas, como exemplificado na
Tabela 7. Em decorréncia dessa nova organizagao, o total de registros (linhas) da base de

dados aumentou de 5.689 (um por paciente) para 40.100.

Tabela 7 — Trecho da base de dados exemplificando a reorganizacao dos dados em funcao
das datas de realizagao dos exames laboratoriais e clinicos.

Data ID | Sexo | ... | Colest. HDLI | ... | Triglic. I | ... | Potassiol
03/08/10 | 27 | Masc. | ... Nulo Nulo Nulo
20/08/10 | 27 | Masc. | ... A7 204 | . 18
08/02/11 | 27 | Masc. | ... Nulo Nulo Nulo
16/06/11 | 27 | Masc. | ... Nulo Nulo Nulo
21/09/12 | 27 | Masc. | ... Nulo Nulo Nulo
26/08/14 | 27 | Masc. | ... Nulo Nulo Nulo
22/07/10 | 40 | Fem. | ... 36 153 47
09/08/10 | 40 | Fem. | ... Nulo Nulo Nulo
17/09/10 | 40 | Fem. | ... Nulo Nulo Nulo
10/11/14 | 40 | Fem. | ... Nulo Nulo Nulo
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5.1.2.2 Classes

Uma segunda proposta de reorganizacao da base de dados considerou uma estratégia
para a reducao da complexidade e a mitigacao de questoes problematicas associadas a
distribuicao dos dados, a qual nem sempre é representativa do estégio e da evolugao clinica
de um paciente a partir dos valores dos exames feitos durante o tratamento no CH. Dessa
forma e com base em valores clinicos e laboratoriais de referéncia (98), os dados foram
separados segundo uma divisdo em trés classes: valores inferiores ao esperado (classe 1),
valores correspondentes ao esperado (classe 2) e valores superiores ao esperado (classe
3). Com essa defini¢do, uma transi¢ao de classe de um paciente ao longo do tratamento

poderia indicar, de maneira mais clara, a alteracao em seu estado clinico.

Com o objetivo de identificar o melhor conjunto de exames para caracterizar os
estagios da DRC, para a divisdo em classes foram selecionados apenas os valores de exames
relativos a primeira coleta, garantindo que os pacientes estivessem em fases iniciais do
tratamento. Para minimizar a interferéncia de medicamentos no acompanhamento da
doenca, foram considerados apenas os exames realizados no mesmo semestre do inicio do
tratamento. Contudo, como nao é obrigatério que todos os exames contenham valores
associados, foi necessario lidar com a auséncia de dados. Uma abordagem adotada foi
selecionar apenas pacientes atendidos no ambulatério de DRC ao menos duas vezes, a fim
de que fossem identificados os exames mais relevantes, o que reduziu o conjunto de dados
de 5.689 para 1.427 pacientes (98).

Pela observacao dos dados expressos nas tabelas na Figura 19, é possivel notar, por
exemplo, que a distribuigao entre as classes do exame inicial de creatinina (CREATININAT)
passou por alteragoes ao longo da evolucao dos estagios da DRC. Pode ser observada a
prevaléncia integral de valores das classes 1 e 2 no primeiro estagio, que se refere ao inicio
do tratamento, quando as fungoes renais ainda nao estao gravemente comprometidas. Com
0 avango para o estagio 2, os valores predominantes passam a pertencer integralmente
a classe 2, e a partir do estdgio 3a, a classe 3 se torna predominante, indicando maior
comprometimento renal. Para a maioria dos exames é esperado que os valores normais da
classe 2 evoluam para as classes 1 e 3 com a progressao da gravidade da DRC, reforcando

a expectativa de deterioracao dos resultados.

Por meio da analise das tabelas da Figura 19, pode ser observado que, além do valor
inicial de creatinina, os seguintes exames também exibiram alteracoes na quantidade de
valores em cada uma das classes, evidenciando uma progressao conforme o agravamento do
estagio da DRC: GlicemiadeJejumI, ColesterolHDLI, AcidoUricol, TrigliceridesI,
Ureial, Proteinuria24hsI e Hemoglobinal. E para evitar que possiveis impactos na
classificacao possam acontecer devido a grande quantidade de dados ausentes — como
evidencia a Figura 20 — uma outra estratégia considerou apenas os pacientes com 90% dos

dados registrados para os valores iniciais de creatinina e de todos os sete exames citados.
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Tabela 8 — Classificagdo dos intervalos de valores de referéncia para cada exame (25) (26)
(27) (60) (74) (104) (117) (159) (179) (185) (250) (251) (262). Adaptado de (98).

Exame

Classe 1

Classe 2

Classe 3

Acido Urico (U/L)

Homens < 3,4
Mulheres < 2,4

3,4 < Homens < 7
2,4 < Mulheres < 6

Homens > 7
Mulheres > 6

Idosos < 2,9 2,9 < Idosos < 6 Idosos > 6
Célcio Total (mg/dL) valor < 8,8 8,8 <walor < 10,4 | walor > 10,4
Colesterol HDL (mg/dL) 35 < walor < 50 valor > 50 valor < 35
Colesterol Total (mg/dL) 200 < walor < 240 valor < 200 valor > 240

Creatinina (mg/dL)

Homens < 0,7
Mulheres < 0,6

0,7 < Homens < 1,3
0,6 < Mulheres < 1,2

Homens > 1,3
Mulheres > 1,2

Fésforo (mg/dL)

Homens < 2,4
Mulheres < 3,8

2,4 < Homens < 4.6
0,6 < Mulheres < 1,2

Homens > 1,3
Mulheres > 1,2

Glicemia de Jejum (mg/dL)

valor < 70

70 < valor < 99

valor > 99

Hemoglobina (g/dL)

Homens < 14
Mulheres < 12

14 < Homens < 18
12 < Mulheres < 16

Homens > 18
Mulheres > 16

Hemoglobina Glicada (%) valor < 4,7 4,7 < walor <9,9 valor > 9,9
PAD (mmHg) valor < 80 80 < walor < 110 valor > 110
PAS (mmHg) valor < 130 130 < walor < 180 valor > 180
Potéssio (mg/dL) valor < 3,5 3,5 < valor < 5,2 valor > 5,2
Proteintria 24h (mg/24h) 150 < walor < 300 valor < 150 valor > 300
Sodio Sérico (mEq/L) valor < 138 138 < walor < 142 valor > 142
Homens - 40 anos
valor < 25 valor > 301
25 < walor < 301
Sédio Unindrio (mEq/L) Homens + 40 anos
valor < 18 valor > 214
18 < walor < 214
Mulheres - 40 anos
valor < 15 valor > 267
15 < walor < 267
Mulheres + 40 anos
valor < 15 valor > 237
15 < walor < 237
TGP (U/L) valor <7 7 < walor < 56 valor > 56
Triglicérides (mg/dL) valor < 50 50 < valor < 200 valor > 200
TSH (pUI/mL) valor < 0,3 0,3 < walor < 4 valor > 4
Ureia (mg/dL) valor < 13 13 < walor <43 valor > 43




a) Estagio 1

Classe 2(%)

Classe 1(%)
TSHI I 714
Hemoglobinal
AcidoUricol
CalcioTotall
SodioUrinariol
ColesterolHDLI
ColesterolTotall
HemoglobinaGlicadal
TGPI
Triglicerides|
Potassiol
GlicemiadeJejuml
Fosforol
Proteinuria2dhsl

SodioSericol

Ureial
PAS_inicial
PAD_inicial

CREATININAI

c) Estagio 3a

Classe 1(%) Classe 2(%)
TSHI | 252

Hemoglobinal
AcidoUricol
CalcioTotall
SodioUrinariol
ColesterolHDLI
ColesterolTotall
HemoglobinaGlicadal
TGPI

Triglicerides|
Potassiol
GlicemiadeJejuml
Fosforol
Proteinuria24hs|
SodioSericol

Ureial

PAS_inicial
PAD_inicial

CREATININAI

e) Estagio 4
Classe 1(%) Classe 2(%)
TSHI | 4.08
Hemoglobinal
AcidoUricol
CalcioTotall
SodioUrinariol
ColesterolHDLI
ColesterolTotall
HemoglobinaGlicadal
TGPI
Triglicerides!
Potassiol
GlicemiadeJejuml
Fosforol
Proteinuria24hs|
SodioSericol
Ureial
PAS_inicial
PAD_inicial

CREATININAI

Fonte: Adaptado de (127).

Classe 3(%) Total por estagio

Classe 3(%) [Total por estagio
19
203

175

Classe 3(%) Total por estagio

120
120
185

b) Estéagio 2

Classe 1(%)

Classe 2(%)

TSHI | 351
Hemoglobinal
AcidoUricol
CalcioTotall
SodioUrinariol
ColesterolHDLI
ColesterolTotall
HemoglobinaGlicadal
TGPI

Triglicerides!
Potassiol
GlicemiadeJejuml
Fosforol
Proteinuria24hs|
SodioSericol

Ureial

PAS_inicial
PAD_inicial

CREATININAI

Classe 3(%) Total por estagio

d) Estagio 3b

Classe 1(%) Classe 2(%)
TSHI | 18

Hemoglobinal
AcidoUricol
CalcioTotall
SodioUrinariol
ColesterolHDLI
ColesterolTotall
HemoglobinaGlicadal
TGPI

Trigliceridesl
Potassiol
GlicemiadeJejuml
Fosforol
Proteinuria24hs|
SodioSericol

Ureial

PAS_inicial
PAD_inicial

CREATININAI

f) Estagio 5
Classe 1(%) = Classe 2(%)
TSHI ' 13.33
Hemoglobinal
AcidoUricol
CalcioTotall
SodioUrinariol
ColesterolHDLI
ColesterolTotall
HemoglobinaGlicadal
TGPI
Trigliceridesl
Potassiol
GlicemiadeJejumi
Fosforol
Proteinuria24hs|
SodioSericol
Ureial
PAS_inicial
PAD_inicial
CREATININAI

Classe 3(%)

Classe 3(%)

TTotal por estagio

Total por estagio

104

Figura 19 — Total de pacientes em cada classe, por exame, distribuidos conforme os estégios.
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Figura 20 — Porcentagem de valores ausentes para alguns dos principais exames da base
de dados.
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Fonte: Elaborada pelo autor.

Como resultado da estratégia, o total de pacientes novamente foi reduzido, de 1.427
para 850. Adicionalmente, todos os exames com mais de 40% dos valores ausentes foram
retirados, processo que resultou na permanéncia de 19 exames, que estao representados
nas tabelas da Figura 19: AcidoUricoI, CalcioTotall, CREATININAI, ColesterolHDLI,
ColesterolTotall, Fosforol, GlicemiadeJejumI, HemoglobinaGlicadal, Hemoglobinal,
PAD_inicial, PAS_inicial, Potassiol, Proteinuria24hsI, SodioSericol,

SodioUrinarioI, TGPI, TSHI, TrigliceridesI e Ureial (127).

A porcentagem de valores ausentes para cada um dos 19 exames pode ser vista
na Tabela 9, que evidencia ainda um volume consideravel de dados faltantes na base de
dados. Tomando como referéncia a avaliacao da distribuicao dos valores dos 19 exames e a
comparagao com os padroes clinicos estabelecidos, foram removidos os valores considerados
atipicos em cada exame mencionado, resultando em um total final de 794 registros de

pacientes. Os valores utilizados como referéncia para cada exame foram (98):

« ColesterolTotall > 370 mg/dL;
o CREATININAI > 10 mg/dL;

e GlicemiadeJejumI > 500 mg/dL;
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e Proteinuria24hsI > 5.000 mg/24h;
e SodioUrinariol > 400 mEq/L;

e TGPI > 74 U/L;

e TSHI > 12 pUI/mlL;

e Ureial > 200 mg/dL.

Exame Percentual (%)
HemoglobinaGlicadal 25,6
SodioUrinariol 25,2
TSHI 23,6
TGPI 21,9
Proteinuria24hsI 20,3
Fosforol 19,4
SodioSericol 19,1
CalcioTotall 18,0
Ureial 16,4
AcidoUricol 8,0
Potassiol 9,0
ColesterolTotall 0,8
PAS _inicial 0,6
PAD_inicial 0,6
ColesterolHDLI 0,0
Creatininal 0,0
GlicemiadeJejumI 0,0
Hemoglobinal 0,0
TriglicerideslI 0,0

Tabela 9 — Porcentagem de valores ausentes por exame. Adaptado de (98).

5.2 Configuragoes para os testes

Em todos os cendrios e testes descritos nesta tese, foi utilizada a linguagem
de programacao Python (198), nas versdes 3.7 e 3.8, juntamente com diversas de suas
bibliotecas para leitura e tratamento de dados, implementacao de algoritmos, geragao de
graficos, entre outros propdsitos. As principais bibliotecas empregadas incluem: copulas
(37), fancyimpute (211), imblearn (141), Matplotlib (122), NumPy (107), Pandas (162),
Scikit-learn (188) e Seaborn (261).

E todas as simulacoes foram realizadas em uma maquina equipada com processador
Intel Core i7-10510U, com uma de CPU 1.80-2.30 gigahertz, com 16 gigabytes de memoria
RAM e sistema operacional Windows, versao 11 Home Single Language 23H2.



107
6 CENARIOS, RESULTADOS E DISCUSSAO

Seguindo os objetivos gerais e especificos delineados neste estudo, foram elaborados
diferentes cenarios de aplicagdo de algoritmos de aprendizado de méquina para a predicao
dos estagios da doenca renal cronica utilizando o conjunto de dados selecionado. A criacao
de cada cenario visou nao apenas a resposta aos objetivos mencionados, mas também o
desenvolvimento de abordagens que possam contribuir para a literatura sobre a predi¢ao da
DRC com o auxilio de métodos de AM. Essa é uma importante contribuicdo para o auxilio
a tomada de decisoes estratégicas por gestores e profissionais de satude, aprimorando o
controle de qualidade no diagnéstico e no tratamento da DRC. E mesmo nos casos em que
os resultados nao atingiram as expectativas, as abordagens desenvolvidas podem contribuir
para a discussao sobre as estratégias mais adequadas a serem adotadas, bem como para a

identificacdo das limitagoes inerentes a base de dados utilizada nesta tese.

Para alcancar esses objetivos, o conjunto de dados foi organizado de diversas
maneiras, multiplos algoritmos foram implementados, diferentes métodos de inferéncia de
dados faltantes foram empregados, os atributos da base de dados foram ajustados conforme
cada objetivo e variadas métricas de avaliagao foram aplicadas para a apresentacao e

discussdo dos resultados.

6.1 Cenério 1

6.1.1 Definicao

Para a predicdo do URE da DRC na base de dados para cada paciente, o primeiro
cendrio de aplicacdo ! considerou a configuraciao da base de dados em funcao das datas de
realizacao dos exames laboratoriais e clinicos de cada paciente, como evidencia a Tabela
7, permitindo a compreensao cronoldgica da evolugao da condigao clinica do paciente ao
longo do seu tratamento. E importante destacar que o URE corresponde ao tltimo registro
de estagio da DRC presente na base de dados para um dado paciente. Assim, o URE pode

se referir a qualquer um dos seis estagios da doenca: 1, 2, 3a, 3b, 4 ou 5.

Conforme detalhado no Capitulo 3, o algoritmo supervisionado RF foi utilizado
por uma relevante parte dos estudos revisados nesta tese (10) (65) (82) (96) (105) (126) e
(199), e com resultados satisfatorios. Adicionalmente, o RF foi apontado nos levantamentos
realizados pelas duas revisoes sistematicas (135) (215) como um dos métodos mais utilizados

na literatura da aplicagdo de algoritmos de AM na predigdo da progressao da DRC.

No cenério 1, foram propostas quatro abordagens distintas para o agrupamento
de 50 das variaveis disponiveis na base, as quais estao especificadas na Tabela 10. Cada

uma das abordagens buscou a elaboracgao de testes distintos envolvendo diferentes totais

1 O estudo proposto no cenério 1 e os seus resultados foram publicados em 2021 no volume

1355, paginas 255-265, da Advances in Intelligent Systems and Computing (221).
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de variaveis para a predicao do URE, de forma que fosse desenvolvida uma compreensao

preliminar dos resultados nos processos de classificacao aplicados a base de dados do CH.

Como detalhado na Tabela 10, as variaveis preditoras selecionadas sdo compostas
pelos quatro componentes principais de determinagao da TFG pela Equagao 2.2 (MDRD):
creatinina sérica, idade, raca e sexo; pelas variaveis referentes as frequéncias semestrais
dos pacientes nos ambulatérios de DM, DRC e HAS; e pelos exames clinicos que exercem
impacto direto na evolucao dos pacientes (10) (65) (96) (201), como acido trico, colesterol,
glicemia, hemoglobina, hemoglobina glicada, potassio, pressao arterial, transaminase
glutdmico piravica (TGP), hormonio tireoestimulante (T'SH, do inglés thyroid stimulating

hormone) e ureia, além do peso.

As variaveis preditoras numeradas de 1 a 26 na Tabela 10 também foram selecionadas
em funcao de suas frequéncias na base de dados, ja que correspondem aos 26 campos
com o maior numero de registros individuais. Neste contexto, embora a albuminiria
seja um dos dois principais marcadores para a avaliagdo de risco da DRC, conforme
explicado na Subsegao 2.2, seus registros iniciais e finais ndao foram incluidos nos processos
de classificacdo em nenhum dos cenarios desenvolvidos nesta tese. Tal exclusao deve-
se, principalmente, a disponibilidade extremamente reduzida desses valores na base de
dados, com mais de 97% de registros ausentes em cada caso. As quatro abordagens estao

detalhadas a seguir:

e« Abordagem 1: foram selecionadas como variaveis preditoras somente os quatro
valores determinantes para o calculo da TFG: o primeiro registro de creatinina sérica

(PRCS), idade, raca e sexo, respectivamente, as variaveis 1, 2, 3 e 4 da Tabela 10.

o Abordagem 2: tomando como referéncia o total de atributos da base de dados da
UCIT (210), utilizada em estudos como os de Ogunleye e Wang (2020) (180) e Rady
et al. (2019) (201), foram adotados os 25 dados com mais registros de pacientes na
base: variaveis 1, 2, 3 e de 5 a 26 da Tabela 10. Sao cinco dados pessoais — idade,
peso inicial, peso final, raga e sexo — e 20 valores de exames clinicos e laboratoriais.

Este é a tinica das abordagens do cenario 1 a nao incluir o PRCS.

o« Abordagem 3: foram contabilizadas as visitas semestrais dos pacientes a cada
um dos trés ambulatérios do CH no quadriénio 2011-2014: diabetes mellitus (DM),
doenca renal cronica (DRC) e hipertensao arterial sistémica (HAS), correspondentes
as variaveis 27 a 50 da Tabela 10, identificadas por um digito referente ao semestre,
seguido por quatro digitos referentes ao ano. O PRCS também foi incluido nesta

abordagem.

« Abordagem 4: a combinagdo das abordagens 2 e 3 resultou em todas as 50
variaveis preditoras da Tabela 10: os 25 dados e exames mais frequentes, o PRCS e

a contabilizacdo das visitas semestrais aos trés ambulatorios.
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A Tabela 10 é formada por 50 variaveis preditoras e 1 variavel alvo comum a
todos os cenarios: o URE. Para cada atributo, é especificado o tipo de dado — numérico
ou categorico — e o total de registros ausentes na base. Esse fator constitui um dos
principais desafios da base de dados, devido a elevada quantidade de informagoes ausentes,
especialmente relacionadas aos registros dos exames clinicos e laboratoriais dos pacientes
ao longo do periodo de tratamento no CH, cujo processo, a época, era realizado de forma
manual. Portanto, é essencial que diferentes estratégias para o tratamento de dados

faltantes sejam cuidadosamente analisadas e implementadas.

Segundo as defini¢oes de Azur e colaboradores (14) e de Pedersen e colaboradores
(187), a base de dados utilizada neste trabalho pode ser caracterizada como do tipo missing
at random (MAR), uma vez que a auséncia de registros ndo ¢ totalmente aleatéria. Uma
importante parcela dos dados faltantes pode ser explicada por outras variaveis, como
a condicao clinica do paciente e os exames de realizagao fundamental em cada etapa
da progressao e do tratamento da doenca renal cronica nos diferentes ambulatérios de

atendimento.

O fluxograma com todas as etapas propostas no cenario 1 esta ilustrado na Figura
21.

Figura 21 — Fluxograma com as etapas do cenario 1.
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Fonte: Extraido de (221).
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Tabela 10 — Descri¢ao das variaveis utilizadas nas diferentes abordagens do cenario 1.
Adaptado de (221).

Ne  Valor Variaveis Classe Tipo Registros Ausentes

1 - Idade Preditora  Numérica 0

2 - Raca Preditora Categorica 0

3 - Sexo Preditora Categorica 0

4  Primeiro Creatinina Sérica Preditora Categorica 0

5 Inicial  P. A. Sistémica Preditora  Numérica 21
6 Final P. A. Sistémica Preditora  Numérica 21

7 Inicial  P. A. Diastdélica Preditora Numérica 21
8 Final P. A. Diastdlica Preditora Numérica 21
9 Inicial  Peso Preditora  Numérica 50
10 Final Peso Preditora Numérica 50
11 Inicial ~ Hemoglobina Preditora  Numérica 280
12 Final = Hemoglobina Preditora  Numérica 1770
13 Inicial  Colesterol Total Preditora  Numérica 285
14 Final Colesterol Total Preditora  Numérica 1615
15  Inicial  Glicose de Jejum Preditora  Numérica 328
16 Final Glicose de Jejum Preditora  Numérica 1453
17 Inicial  Triglicérides Preditora  Numérica 335
18 Final = Triglicérides Preditora  Numérica 1713
19  Inicial  Colesterol HDL Preditora  Numérica 389
20 Final Colesterol HDL Preditora  Numérica 1758
21 Inicial  Potassio Preditora  Numérica 819
22 Inicial  Ureia Preditora  Numérica 1132
23 Inicial TSH Preditora Numérica 1229
24  Tnicial  Acido Urico Preditora Numérica 1280
25  Imicial ~ Hemoglobina Glicada Preditora Numérica 1338
26 Inicial TGP Preditora  Numérica 1405
27 - DRC 1 2011 Preditora  Numérica 5197
28 - DRC 2 2011 Preditora  Numérica 5000
29 - DRC 1 2012 Preditora Numérica 4899
30 - DRC 2 2012 Preditora  Numérica 4852
31 - DRC 1 2013 Preditora  Numérica 4585
32 - DRC 2 2013 Preditora Numérica 4566
33 - DRC 1 2014 Preditora  Numérica 4562
34 - DRC 2 2014 Preditora  Numérica 4633
35 - HAS 1 2011 Preditora  Numérica 5293
36 - HAS 2 2011 Preditora  Numérica 4962
37 - HAS 1 2012 Preditora  Numérica 4903
38 - HAS 2 2012 Preditora  Numérica 4844
39 - HAS 1 2013 Preditora  Numérica 4805
40 - HAS 2 2013 Preditora  Numérica 4566
41 - HAS 1 2014 Preditora  Numérica 4557
42 - HAS 2 2014 Preditora  Numérica 4295
43 - DM 1 2011 Preditora Numérica 5156
44 - DM 2 2011 Preditora  Numérica 4863
45 - DM 1 2012 Preditora  Numérica 4860
46 - DM 2 2012 Preditora  Numérica 4737
47 - DM 1 2013 Preditora  Numérica 4419
48 - DM 2 2013 Preditora Numérica 4240
49 - DM 1 2014 Preditora  Numérica 3923
50 - DM 2 2014 Preditora  Numérica 3760
51 - URE Alvo Categorica 0
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Dado o carater experimental da proposta do cenario 1, que consiste em andlises
preliminares do conjunto de dados do CH, foram aplicados cinco métodos distintos para a
inferéncia de dados faltantes: a substituicao por zeros, pela média e pela mediana, trés dos
métodos mais comuns de inferéncia (128), sendo a substitui¢do pela média amplamente
utilizada nos estudos revisados nesta tese no Capitulo 3 (9) (65) (105) (126) (136) (199)
(201) (204) (243) e (259); a inferéncia pelo algoritmo KNN, utilizado por (126), cuja
robustez neste tipo de uso foi destacada por (71) (128) (171) e (272); e pelo método MICE,
adotado por (30) e (95), sendo especialmente adequado para conjuntos do tipo MAR, uma
vez que em outros tipos de composi¢ao de dados, o processo de inferéncia resultante pode

conduzir a estimativas enviesadas (14) (187).

Para a predicao do URE, todos os cinco métodos de inferéncia de dados faltan-
tes foram aplicados uma tunica vez em cada abordagem. Para o tratamento adequado
dos dados, foi aplicado o processo de conversao das variaveis categéricas para valores
numéricos, conforme exemplificado pela Tabela 5. Para a implementacao da classificacao
com o algoritmo RF, foi selecionada a func¢do train_test_split (219), da biblioteca
Scikit-learn (188), da linguagem de programacao Python, que foi utilizada na sua versao
3.7. Conforme o framework da biblioteca mencionada, 70% dos dados foram destinados
a etapa de treinamento, e os 30% restantes foram reservados para a etapa de validacao.
Com essa configuragao, foram realizadas 100 iteragoes do processo de classificacao para
cada abordagem de forma individual, a fim de obter o valor médio das acuracias para cada

Ccaso.

6.1.2 Resultados e Discussao

Ao se considerar apenas os quatro dados e exames necessarios para o calculo da
TFG, na abordagem 1 foi possivel predizer, em média, o URE para mais de 80% dos
pacientes analisados conforme demonstrado na Tabela 11. Apesar da utilizacao de apenas
quatro atributos, a abordagem 1 apresentou resultados significativamente superiores aos
da abordagem subsequente, o que destaca a influéncia determinante da creatinina sérica
na predicao do URE.

Ja na abordagem 2, as acuracias médias apresentaram os resultados mais baixos
desta analise, sobretudo pelo fato dessa ter sido a tinica abordagem a nao ter considerado
a creatinina sérica como variavel preditora. Embora esta abordagem tenha sido fundamen-
tada em estudos que utilizaram a base de dados da UCI (210) e suas 25 varidveis, como o0s
de Ogunleye e Wang (2020) (180) e Rady et al. (201), os resultados demonstraram uma
perda consideravel na acuracia média em comparacao as demais abordagens. Essa discre-
pancia pode ser parcialmente explicada pelas diferencas entre a base de dados utilizada
nesta tese e a da UCI (210): mais de 50% dos atributos sao distintos e o total de pacientes

na base do CH é mais do que 14 vezes superior ao total de registros na base da UCI (210).
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Tabela 11 — A acuracia média da classificagdo com o algoritmo RF para as quatro
abordagens de acordo com cada método de inferéncia de dados. Adaptado de (221).

ACURACIA MEDIA (%)
Abordagem 1 Abordagem 2 Abordagem 3  Abordagem 4

Zero 83,75 68,77 95,17 98,53
Média 83,76 69,82 95,17 98,82
Mediana 83,76 69,85 90,58 97,24
KNN 83,76 69,83 95,17 96,42
MICE 83,75 69,76 95,13 98,05

A combinagao, na terceira abordagem, entre o primeiro registro de creatinina sérica
(PRCS) e o ntimero total de vezes que um paciente frequentou as clinicas ambulatoriais de
DM, DRC e HAS aumentou significativamente a acuracia média, alcangando os segundos
maiores valores. Pode se concluir, portanto, que saber quantas vezes e quais clinicas
ambulatoriais um paciente frequentou durante seu tratamento pode ser fundamental para a
predicao do URE e para a compreensao da evolucao das condigoes clinicas. Até o momento,

essa abordagem nao possui equivaléncia conhecida na literatura revisada nesta tese.

Por meio da combinacao das abordagens 2 e 3, a de nimero 4 apresentou os maiores
valores médios de acurécia, com resultados proximos a 100%. Esta abordagem também nao
possui equivaléncia conhecida na literatura revisada. Portanto, os 25 exames e dados mais
frequentes, juntamente com o PRCS e as informacoes relacionadas as clinicas ambulatoriais
previamente descritas, demonstram capacidade de predicao do URE para quase todos os

5.689 pacientes considerados neste estudo.

Os resultados de acuracia do cendario 1 apresentaram variacao aproximada entre 69 e
99%, dependendo da abordagem utilizada e do método de inferéncia aplicado. Pela analise
comparativa dos valores detalhados na Tabela 12 entre este cenario e cinco trabalhos
revisados no Capitulo 3, é importante salientar que um dos principais diferenciais da
abordagem do cenario 1 foi a utilizacdo de uma base de dados significativamente maior
que a de cada um dos estudos revisados, além de ser uma classificacdo multiclasse, em
contraste com as classificagdes binarias de todos os outros trabalhos. Como ja era esperado,
os resultados também evidenciam a influéncia da creatinina sérica na predicao dos estagios.
A abordagem 2 foi a tinica a nao considerar essa variavel como preditora, resultando em
valores de acurdcia entre 68 e 69%. J4 quando a creatinina foi inclusa nas outras trés
abordagens, os valores de acuracia ficaram entre 83 e 99%, aproximadamente, resultados

bastante semelhantes aos dos demais trabalhos revisados.
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Tabela 12 — Comparacao entre o cenario 1 e cinco estudos revisados nesta tese, considerando
as abordagens implementadas, os conjuntos de dados empregados e os resultados de acuracia
obtidos na classificacao utilizando o RF.

RESULTADOS COMPARATIVOS DE ACURACIA PARA O RF

Trabalho Tot.al de Creatinina Tipo Acuracia
registros
Cenério 1 5.689 Sim e Nao  Multiclasse 69 a 99%
Debal e Sitote . C
(2022) (65) 1.718 Sim Binério 99%
Ghosh e Khandoker . C
(2024) (96) 491 Sim Binério 93%
Islam et al. . C
(2023) (126) 400 Sim Binério 98%
Qin et al. . -
(2020) (199) 400 Sim Binério 98 a 99%
Halder et al. . C .
(2024) (105) 400 Sim Binario 96 a 100%

6.2 Cenério 2

6.2.1 Definicao

Ao contrario do cenério 1, que considerou o PRCS em trés das suas quatro abor-
dagens, o segundo cenario de aplicacao? propds a classificacio do URE sem a inclusao
da creatinina sérica como variavel preditora, devido ao seu valor estar intrinsecamente
relacionado a obtencao da taxa de filtracao glomerular e, por conseguinte, ao estagio clinico
da doenca renal cronica de um paciente. Este cenario utilizou a mesma configuracao da
base de dados do primeiro, na qual os dados estao organizados de acordo com a data de
realizagao dos exames clinicos e laboratoriais, permitindo que um paciente tenha seus
registros distribuidos em uma ou mais linhas da base de dados, conforme exemplificado na
Tabela 7.

Novamente seguindo o total de atributos da base da UCI (210), foram selecionadas
25 variaveis para os processos de classificacao: as trés variaveis relacionadas ao calculo da
TFG, com excegao da creatinina sérica — idade, raca e sexo — e os 22 exames com maior
numero de registros na base de dados, como detalhado na Tabela 13. Em sintese, o cenario
2 utiliza a segunda abordagem do cenario 1 com o objetivo de expandir a aplicacao dos
algoritmos de aprendizado de maquina para a classificacdo do ultimo registro de estagio,
buscando, assim, a obtencao de mais informacoes acerca do comportamento dos dados nas

classificacoes aplicadas.

2 Uma parte da abordagem e dos resultados do cenario 2 foram publicados em 2021 no volume
1351, paginas 901-910, da Advances in Intelligent Systems and Computing (222).
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Ne  Valor Variaveis Classe Tipo Registros Ausentes
1 - Idade Preditora  Numérica 0

2 - Raca Preditora Categorica 0
3 - Sexo Preditora Categorica 0
4 Inicial P. A. Sistémica Preditora  Numérica 21
5 Final P. A. Sistémica Preditora  Numérica 21
6 Inicial P. A. Diastolica Preditora  Numérica 21
7 Final P. A. Diastélica Preditora  Numérica 21
8 Inicial Peso Preditora  Numérica 50
9 Final Peso Preditora  Numérica 50
10 Inicial Hemoglobina Preditora Numérica 280
11  Final Hemoglobina Preditora Numérica 1770
12 Inicial Colesterol Total Preditora Numérica 285
13 Final Colesterol Total Preditora  Numérica 1615
14 Inicial Glicose de Jejum Preditora  Numérica 328
15 Final Glicose de Jejum Preditora  Numérica 1453
16 Inicial Triglicérides Preditora Numérica 335
17 Final Triglicérides Preditora Numérica 1713
18 Inicial Colesterol HDL Preditora  Numérica 389
19 Final Colesterol HDL Preditora  Numérica 1758
20 Inicial Potéassio Preditora  Numérica 819
21 Inicial Ureia Preditora  Numérica 1132
22 Inicial TSH Preditora  Numérica 1229
23 Inicial Acido Urico Preditora  Numérica 1280
24 Inicial Hemoglobina Glicada Preditora Numérica 1338
25 Inicial TGP Preditora Numérica 1405
26 - URE Alvo Categorica 0

Para a classificacao, foram definidos cinco algoritmos: ELM, KNN, MLP, RF e
SVM, cujos resultados foram comparados aos obtidos pelo algoritmo XGBoost, utilizado
em estudos como os de (65) (96) (105) (126) e (180), revisados no Capitulo 3. O XGBoost
¢ amplamente reconhecido nas revisoes sistematicas (135) e (215) como um dos algoritmos

mais utilizados e eficazes na predicao dos estagios da DRC.

Se no cenario 1 o KNN foi utilizado para a inferéncia de dados faltantes, no cenario
2 ele foi aplicado para a classificagdo do URE, como também realizado por (180) (199) e
(259). Ademais, segundo (135), o KNN é amplamente empregado em estudos encontrados
na literatura sobre AM e DRC. Da mesma forma, o SVM foi destacado tanto pela revisao
sisteméatica (135), quanto pela revisao (215), e implementado, com resultados relevantes,
na maioria dos estudos revisados nesta tese (9) (10) (65) (82) (105) (136) (180) (191)
(199) (201) (204) e (243). O MLP, além de ter sido utilizado nas publicagdes (82) (136) e
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(201), foi selecionado por sua fundamentagdo no conceito de redes neuronais artificiais,
assim como o ELM, diferenciando-se dos outros algoritmos. Sua relevancia também foi
destacada na revisao sistemdtica (215), juntamente com o algoritmo LogR, aplicado por
(96) e ressaltado por (135).

A Tabela 14 fornece uma comparacao entre os seis algoritmos selecionados. Consi-
derando que cada um deles possui fundamentacao matematica, estrutura e funcionamento
distintos, foi possivel, no cenario 2, aplicar e avaliar diferentes processos de classificagao
sobre a base de dados do CH. Assim, os resultados obtidos podem servir como referéncia

para o desenvolvimento de novos cenarios de aplicacao.

Tabela 14 — Comparagao entre a estrutura e o funcionamento dos seis algoritmos utilizados
no cenério 2 (48) (57) (58) (120) (152) (212).

Algoritmo Estrutura Funcionamento
Treinamento rapido com ajuste
d 1d d )
ELM Rede neuéiicae catada dos pesos da camada de saida,

sem ajuste da camada oculta
Classificagdo com base nos k
KNN Baseado em vizinhos vizinhos mais préximos do
conjunto de variaveis
Utilizacao de camadas ocultas e

Rede neural com multiplas de ajuste de pesos para o
MLP . -
camadas aprendizado de representacoes
complexas

Fungiio logfstica/sigmoide Modelagem da probabilidade de

LogR linear um evento binario com uma
i . o
combinagao linear de variaveis
. . . Determinacao do hiperplano
Hiperplano linear ou nao " o
SVM . otimo que maximiza a margem
linear
entre classes
Utilizacao do conceito de boosting
Conjunto de arvores de para a combinacao de varias
XGBoost - )
decisao arvores fracas a fim de

potencializar os resultados

Mais uma vez, as varidveis categéricas foram convertidas em valores numéricos.
Considerando o carater exploratério e preliminar do cenario 2, e dado que os melhores
resultados do cenario 1 foram obtidos utilizando a inferéncia pela substituicdo por zeros e
por média, o primeiro método foi o escolhido para a inferéncia dos dados faltantes, também
devido a sua simplicidade e objetividade. E para os seis algoritmos de classificacao, foi
mais uma vez adotada a fun¢do train_test_split (219) do pacote Scikit-learn (188).
O conjunto de dados foi separado em 70% para o treinamento e 30% para a validacao. E

um total de 100 iteragoes foi executado para a classificacao de cada algoritmo.
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6.2.2 Resultados e Discussao

Para cada um dos seis algoritmos de classificagao, o resultado da acuracia média,

ap6s 100 iteracoes, esta ilustrado na Tabela 15.
Tabela 15 — Acuracia média para cada um dos seis algoritmos de classificagdo. Adaptado
de (222).
ACURACIA MEDIA (%)
Algoritmo XGBoost KNN ELM MLP LogR SVM
Valor 96 48 36 35 35 25

Ja os resultados detalhados para cada algoritmo encontram-se na Tabela 16. Além
da acuracia média global, sao apresentados os valores das métricas de precisao, revocacao
e Fl-score. Todos os dados se referem a uma tnica iteracao, selecionada aleatoriamente
como exemplo entre as 100 iteragoes realizadas para a obtenc¢ao dos resultados. Em todas
as situagoes, o conjunto de suporte foi composto por 12.030 registros, distribuidos entre os
estagios 1, 2, 3a, 3b, 4 e 5 da DRC, conforme a seguinte ordem: 2.285, 3.913, 2.404, 1.847,
1.146 e 435 registros.

Pela analise das Tabelas 15 e 16, é possivel verificar que entre todos os algoritmos
implementados, o XGBoost foi o tinico que alcan¢ou uma acuracia superior a 50%,
destacando-se consideravelmente em relagao aos demais métodos. Quando comparados aos
resultados reportados por Ogunleye e Wang (2020) (180), que obtiveram uma acurécia de
98,7%, e por Islam et al. (2023) (126), com uma acurécia de 98,3%, os dados obtidos no
cenario 2 mostraram valores de acuracia similares, reforcando a eficicia do XGBoost no

contexto de classificacdo proposto.

Embora os valores de acuracia e o total de variaveis sejam muito préximos, existem
diferencas essenciais entre as abordagens dos dois trabalhos mencionados e o cenario
2. A primeira reside no uso da variavel mais influente no calculo da TFG: a creatinina
sérica. Em contrapartida, a abordagem desenvolvida neste cenario nao incluiu a creatinina,

conforme descrito na Tabela 13.

A segunda diferenca consiste na utilizagdo de um banco de dados com 5.689
pacientes doentes renais cronicos ou com condigdes clinicas prévias a doenga. Os estudos
de Ganie et al. (2023) (90), Ogunleye e Wang (2020) (180) e Islam et al. (2023) (126)
consideraram a base de dados da UCI (210), um conjunto com somente 400 pacientes
com DRC, valor mais do que 14 vezes inferior ao total de pacientes da base do Centro
Hiperdia. Nao obstante a base utilizada nesta tese tenha consideravelmente mais pacientes
e uma quantidade significativa de valores ausentes, a implementacao do algoritmo XGBoost
permitiu alcangar resultados muito préximos aos obtidos por Ogunleye e Wang (2020)
(180), Ganie et al. (2023) (90) e Islam et al. (2023) (126).
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Tabela 16 — Resultados da acuracia, precisao, revocagao e F1-score da classificagdo com os
algoritmos SVM, LogR, MLP, ELM, KNN e XGBoost para cada um dos seis estagios da
DRC. Em todos os casos, o conjunto suporte possui 12.030 registros.

SVM LogR

Estagios | Precisao Revocacao F1-score|Precisao Revocagao F1l-score| Suporte
1 0,94 0,06 0,12 0,50 0,18 0,26 2.285
2 0,98 0,06 0,12 0,35 0,84 0,50 3.913
3a 0,99 0,10 0,18 0,23 0,04 0,06 2.404
3b 0,95 0,21 0,34 0,27 0,21 0,24 1.847
4 0,11 0,99 0,19 0,20 0,02 0,04 1.146
5 0,99 0,39 0,56 0,38 0,02 0,04 435

Acurdcia| 25% 35% 12.030

Estagios | Precisao Revocacao F1-score | Precisao Revocacao F1-score|Suporte
1 0,45 0,23 0,30 0,59 0,06 0,11 2.285
2 0,35 0,80 0,49 0,34 0,93 0,50 3.913
3a 0,25 0,03 0,05 0,15 0,02 0,03 2.404
3b 0,32 0,27 0,29 0,30 0,15 0,20 1.847
4 0,20 0,00 0,00 0,14 0,00 0,00 1.146
5 0,34 0,04 0,07 0,98 0,00 0,01 435

Acurdcia| 35% 56% | 12.030

XGBoost

Estagios | Precisao Revocag¢dao F1-score | Precisio Revocacao F1-score|Suporte
1 0,39 0,41 0,40 0,89 0,82 0,86 2.285
2 0,42 0,58 0,49 0,80 0,91 0,85 3.913
3a 0,35 0,30 0,32 0,86 0,83 0,85 2.404
3b 0,49 0,35 0,41 0,93 0,88 0,90 1.847
4 0,52 0,32 0,40 0,95 0,84 0,89 1.146
5 0,59 0,31 0,41 0,98 0,86 0,92 435

Acurécia| 48% 96% | 12.030

Ao comparar os resultados com os quatro estudos revisados no Capitulo 3, pode ser

observado que o XGBoost, no cenario 2, alcangou uma acuracia semelhante a dos demais

trabalhos, conforme indicado na Tabela 17. Assim como no cenério 1, deve ser enfatizado

que o cenario 2 considerou uma base de dados muito mais ampla em comparagao com

cada um dos estudos revisados, além de aplicar processos de classificagao multiclasse,

diferindo dos demais trabalhos que, em sua maioria, optaram por classificagoes binarias.

Ademais, é relevante notar que, diferentemente do cendrio 2, todos os outros estudos

utilizaram a creatinina sérica como variavel preditora. Portanto, pela analise dos resultados

comparativos da Tabela 17, o cenério 2 foi capaz de oferecer uma solugao robusta mesmo em

um ambiente com uma maior quantidade de variaveis e sem a dependéncia de marcadores

padrao.
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Tabela 17 — Comparagao do cenario 2 com quatro trabalhos revisados nesta tese conside-
rando as abordagens implementadas, a base de dados utilizada e os resultados de acuracia
da classificagdo com XGBoost.

RESULTADOS COMPARATIVOS DE ACURACIA PARA O XGBoost

Trabalho i;:iriz Creatinina Tipo Acuracia
Cenério 2 5.689 Nao Multiclasse 96%
e T
((}2%“21;) 6(2598; 400 Sim Binario 95,93%
Ghos(gozgh(zrg;"ker 491 Sim Binario 93%
(125(1)% ‘Etl ;é) 400 Sim Bindrio 08Y%
Og(‘;%lggf (elgg?ng 400 Sim Bindrio 99%

Além da acuracia, a analise da revocacao é igualmente fundamental, por avaliar a
proporcao de pacientes cujo estagio da doenca é corretamente identificado pelos modelos,
em relagao ao nimero total de pacientes em cada estdagio real. Portanto, a capacidade do
modelo de identificar corretamente o estagio da DRC em que os pacientes se encontram,
fato fundamental, sobretudo a medida que a doenca evolui. A anélise da precisdo também
tem a sua importancia ja que denota a proporc¢ao de acerto dos modelos com relacao a
todas as previsoes realizadas para um mesmo estagio, corretas ou incorretas, minimizando

os casos de falsos positivos.

A LogR demonstrou um valor elevado de revocacao para o estagio 2 (0,84), o que
indica que o modelo foi eficaz em capturar a maioria dos pacientes nesse estagio. No
entanto, para os demais quatro estagios, os valores de revocagao foram baixos (variando
de 0,02 a 0,21), sugerindo uma alta taxa de falsos negativos nesses estagios. Os valores de
precisao para a LogR foram moderados, com um desempenho razoavel no estagio 1, mas
valores baixos nos demais, sobretudo no estagio 4, o que pode indicar uma alta taxa de

falsos positivos.

O SVM teve um comportamento semelhante ao do LogR na revocagdo, com valor
elevado apenas para o estagio 4 (0,99), consideravelmente maior do que os valores para
os demais estigios, podendo indicar um caso de sobreajuste do modelo e que muitos
pacientes nao foram corretamente identificados nos estagios iniciais. Esses resultados sao
preocupantes, especialmente para os estagios 1 e 2, nos quais a identificacdo precoce é
crucial para o encaminhamento adequado do paciente. Com relagao a precisao, o SVM

apresentou valores elevados nos estagios 1, 2, 3a, 3b e 5, indicando que a maioria das
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previsoes positivas nesses estagios foi correta. No entanto, para o estagio 4, a precisao
foi consideravelmente baixa (0,11), sugerindo que, embora o modelo tenha identificado
corretamente muitos pacientes no estagio 4, ele também classificou incorretamente muitos

outros que estavam em outros estagios.

O MLP, por sua vez, apresentou revocacao de 0,27 no estagio 3b, indicando que
apenas 27% dos pacientes foram corretamente identificados. O valor da revocacao foi ainda
mais baixo para os estagios 1, 3a, 4 e 5. No entanto, no estagio 2, a revocacao aumentou
consideravelmente para 0,80, o que demonstra uma capacidade elevada de identificar
corretamente os pacientes nesse estagio especifico. E, para todos os estagios, os valores de
precisao foram baixos para o MLP, sendo o melhor resultado para o estagio 1, 45% e o

pior, assim como para a maioria dos outros algoritmos, o estdgio 4, com apenas 20%.

O estagio 2 se destacou entre os resultados do ELM, com uma revocacao de 0,93,
indicando uma capacidade elevada de identificar corretamente pacientes nesse estagio.
No entanto, o desempenho do ELM foi insatisfatério nos demais casos, com valores de
revocagao proximos ou iguais a zero nos estagios 1, 4 e 5, o que sugere uma elevada taxa
de falsos negativos. Ja com relagdo a precisao, o ELM obteve valor elevado no estégio 5,
98%. Contudo, assim como no SVM, esse resultado deve ser interpretado com cautela
devido aos valores baixos de revocagdo em ambos os casos, isto €, uma pequena proporcao

de previsoes positivas.

Com excecao do estagio 2, em que apresentou um valor moderado de revocacao,
0,58, para todos os demais o KNN foi insatisfatorio, variando de 0,30 a 0,41. Também
para a precisao, o algoritmo nao apresentou resultados muito diferentes. Nos estagios
intermediarios, a precisao pouco variou, com valores de 0,35 no estagio 3a e 0,49 no estagio
3b. Esses resultados indicam que o KNN foi razoavelmente eficaz em alguns estagios
intermedidrios, mas ainda gerou um ntmero consideravel de falsos positivos. Nos estagios
4 e b, a precisao subiu para 0,52 e 0,59, respectivamente, sugerindo que o modelo foi mais

eficiente em evitar falsos positivos nos estagios mais avancados da DRC.

Além da acuracia, o XGBoost também demonstrou ser o mais eficaz dos algoritmos
testados, com 6timos resultados de revocacao e de precisao em todos os estagios, com
valores entre 0,82 e 0,91, e de 0,80 a 0,98, respectivamente, o que demonstra uma capacidade
robusta de identificar corretamente pacientes com DRC em diferentes estagios, minimizando
falsos negativos e, consequentemente, favorecendo o diagnéstico preciso. Também para a
precisao, o0 XGBoost obteve valores elevados em todos os estdgios, variando de 82% a 91%.
Portanto, o modelo foi eficaz em evitar falsos positivos e, ao mesmo tempo, manteve um

bom desempenho na identificacao correta dos estégios dos pacientes com DRC.

Com base na anélise das métricas de revocagao e precisao para os seis algoritmos
avaliados, pode ser concluido que o XGBoost foi o algoritmo mais robusto e confiavel para

a predicao dos estagios da DRC. Sua alta revocacao em todos os estagios da doenca pode
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garantir que a maioria dos pacientes com DRC seja corretamente identificada, minimizando
o numero de falsos negativos, o que é crucial para assegurar um tratamento precoce e
adequado. Além disso, a alta precisdo em todos os estagios pode reduzir o risco de falsos
positivos, evitando diagnodsticos incorretos e intervencoes desnecessarias. Esse equilibrio
entre acuracia, revocacao e precisao coloca o XGBoost em uma posi¢ao vantajosa no
contexto clinico, no qual a correta identificacao dos estagios da DRC é essencial para o
manejo eficaz da doenca. Os resultados apresentados na Tabela 17 fornecem uma analise

objetiva da eficacia do XGBoost na predicao da DRC no cenario considerado.

Em contrapartida, os demais algoritmos apresentaram desempenho variavel e, em
muitos casos, inconsisténcias significativas em termos de revocacao e precisao. O SVM e a
LogR tiveram bons desempenhos apenas em alguns estagios especificos, comprometendo
sua aplicagao pratica em cenarios clinicos sensiveis. Excetuando o estégio 2 para o MLP e
o ELM e, juntamente ao KNN em todos os estagios, esses trés algoritmos demonstraram
limitacoes substanciais, com baixa revocagao e precisao em varios estagios, o que os torna
menos confiaveis para predigao precisa. Dada a natureza complexa e multifatorial da DRC,
na qual a detecgao precoce e a progressao precisa da doencga sao fundamentais, o XGBoost
proporcionou resultados muito promissores, se colocando como a melhor opcao entre os
algoritmos avaliados para a classificagdo correta de todos os estdgios dos pacientes da base

do Centro Hiperdia.

6.3 Cenéario 3

6.3.1 Definicao

Conforme evidenciado pela revisao sistematica realizada por Sanmarchi et al. (2023)
(215), a creatinina sérica é uma das principais varidveis empregadas na literatura de AM
aplicado & DRC. Estudos como os de Rady et al. (2019) (201), Wang et al. (2021) (259),
Debal et al. (2022) (65) e Ghosh et al. (2024) (96), destacaram a relevincia dessa variavel
na predicao dos estagios da DRC, especialmente porque seu valor estd intrinsecamente
relacionado a TFG de um individuo sendo, portanto, um indicador do estagio da doenca.
A base de dados da UCI (210), utilizada pela maior parte dos estudos revisados nesta tese,

considerou a creatinina entre as suas variaveis preditoras.

Entre as implementagoes propostas nos cenarios 1 e 2, apenas a abordagem 2
do primeiro cenario, que foi replicada no segundo, fez uso da creatinina como variavel
preditora. Foram consideradas 25 variaveis para a classificacdo do URE, um total que
também é observado em outros estudos, como os de Ogunleye e Wang (2020) (180) e Islam
et al. (2023) (126). No entanto, esse nimero elevado de dados pessoais e exames clinicos
representa um desafio, uma vez que o processo de coleta nem sempre é viavel ou trivial

em rotinas laboratoriais.
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Com base nos cenarios analisados e em alinhamento com os objetivos iniciais
estabelecidos na Se¢ao 1.3, foi delineada a proposta central para o cenario 3, que também
serviu de base para os cenarios 4 e 5, que serao definidos. Essa proposta visa a identificagao
de um conjunto minimo de varidveis, que seja viavel, clinicamente adequado e que se
diferencie dos padrdes clinicos e laboratoriais convencionais, para a predicao do URE dos
pacientes da base de dados do CH, sem a necessidade de utilizar a creatinina sérica como

parametro.

Uma vez que um dos objetivos do cenario 3 é propor uma nova abordagem para a
classificacao dos dados, todos os métodos selecionados foram aplicados sobre a base em
sua formatacgao original, com os dados dispostos em uma linha para cada um dos 5.689
registros de pacientes. Entre os cinco algoritmos selecionados, encontram-se os dois com
melhor desempenho nos cendrios anteriores, RF e XGBoost. Como este tltimo obteve a
maior acuracia no segundo cendrio e, seguindo as propostas de Ganie et al. (2023) (90),
foram inclusos no terceiro outros dois métodos de ensemble, o AdaBoost, empregado por
(90) (105) e (126), e o GB, adotado por (10) (90) (105) (126) e (180) e destacado na
revisao sistematica (135). O quinto algoritmo escolhido foi o SVM, amplamente utilizado
na maioria dos trabalhos revisados nesta tese (9) (10) (65) (82) (105) (136) (180) (191)
(199) (201) (204) e (243), e destacado nas revisoes (135) e (215).

Para o tratamento do desbalanceamento dos dados foram utilizados cinco métodos:
ADASYN, SMOTE — assim como Silveira et al. (2021) (228), Su et al. (2022) (238)
e Ganie et al. (2023) (90) — e trés de suas principais variagoes: o SMOTE-Tomek , o
Borderline-SMOTE e o SMOTE-ENN, detalhados na Segao 4.5.

Como no cenéario 1, os dados ausentes foram inferidos pelos métodos KNN e MICE,
e pela substituicao por zeros, pela média e pela mediana. Da mesma forma, a funcao
train_test_split (219) foi empregada para realizar a divisdo do conjunto de dados
em uma parcela com 70% das informacoes para o treinamento e 30% para a validacao.

Novamente, um total de 100 iteracoes foi executado para a classificacao de cada algoritmo.

6.3.2 Resultados e Discussao

Os resultados aproximados da acuracia média obtidos pelos algoritmos RF e

XGBoost na predicao do URE, apds 100 iteracoes, sdo apresentados na Tabela 18.

Tabela 18 — Resultados aproximados da acuracia média para os algoritmos RF e XGBoost
com cinco métodos de inferéncia de dados.
ACURACIA MEDIA (%)
Algoritmo Zero Média Mediana KNN MICE

RF 43 43 43 43 43
XGBoost 42 42 42 42 42

Mesmo que s6 tenham sido utilizadas trés das quatro variaveis necesséarias para o
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calculo da TFG pela Equagao 2.2 (MDRD), os resultados dos dois algoritmos acabaram
sendo praticamente iguais, independentemente de qual método de inferéncia foi aplicado.
No entanto, todos os valores de acuracia ficaram abaixo do esperado, o que significa que
os algoritmos nao conseguiram classificar corretamente o URE dos pacientes da base de
dados do CH. Por isso, ¢ preciso considerar outras técnicas de andlise e maneiras de tratar
os dados, de forma que os resultados sejam melhorados para a obtencao de classifica¢oes

mais precisas.

A avaliacao do balanceamento dos dados é crucial para a construgdo de um modelo
de aprendizado de maquina. Um conjunto de dados desbalanceado pode gerar modelos
enviesados, que favorecem a classe majoritaria em detrimento da minoritaria, como
exemplificado no trabalho de Wang et al. (259). Portanto, as métricas de desempenho
podem nao refletir adequadamente a verdadeira eficacia do modelo, além de prejudicar a

sua generalizagao.

A Tabela 19 evidencia o desbalanceamento da base de dados em relagdo aos estagios
da DRC em que se encontram os pacientes. H4 clara predominancia dos estagios iniciais
(1, 2 e 3a), ao passo que os demais apresentam amostras menores. E necessario aumentar
a representacao das classes minoritarias (3b, 4 e 5) por meio de métodos de oversampling.
Para tratar o desbalanceamento, foram selecionados os algoritmos ADASYN, SMOTE,
SMOTE-Tomek (ST), Borderline-SMOTE (BS) e SMOTE-ENN (SE). A partir da andlise
da Tabela 19, pode ser observado que o balanceamento realizado pelo algoritmo SMOTE
foi eficaz em igualar a distribuicao das classes referentes aos diferentes estagios da doenca,

tomando como referéncia a classe minoritaria, correspondente ao estagio 1.

Tabela 19 — Distribuicao das classes por estagio antes e depois do balanceamento com

SMOTE.
Estagio | Distribuicao original | Distribuicao com SMOTE

1 1406 1405
2 846 1406
3a 815 1405
3b 517 1405
4 288 1405

110 1406

A Tabela 20 apresenta os resultados dos testes realizados com os cinco algoritmos
de AM e os cinco métodos de balanceamento de dados. A coluna “S/B” (sem balancea-
mento) apresenta os resultados dos algoritmos sem a aplicagao de qualquer método de
balanceamento. Além disso, o valor médio da métrica ROC AUC também é fornecido para
todos os seis estagios da DRC, sendo detalhado tanto por algoritmo quanto por método

de balanceamento.



123

Tabela 20 — Resultados da acuracia e da ROC AUC média para os cinco algoritmos de
AM utilizados com cada um dos cinco métodos de balanceamento dos dados.

VALORES DE ACURACIA
Algoritmos | S/B  ADASYN SMOTE ST BS SE | AUC,ui

RF 0,35 0,37 039 0,39 0,37 046 0,83
SVM 0,21 0,32 034 034 031 0,18 0,76
GB 0,36 0,45 046 0,46 045 047 0,87
AdaBoost | 0,36 0,41 043 043 042 0,25 0,77
XGBoost | 0,22 0,39 042 042 0,40 045 0,85

Apesar dos resultados, em geral, terem sido insatisfatérios, a aplicacao de técnicas de
balanceamento de dados proporcionou uma melhor acuracia em quase todos os casos. Neste
conjunto de testes, o GB pode ser destacado como o algoritmo mais robusto, apresentando
consistentemente os melhores resultados de acurécia, especialmente apos a aplicacao do
SMOTE-ENN, tendo atingido o valor de 0,47. Além disso, o resultado de ROC AUC de
0,87 denota a capacidade de discriminagao entre as classes — i.e. os diferentes estagios

— pelo algoritmo. O XGBoost e o RF apresentaram desempenho razoavel, sobretudo
por terem proporcionado uma melhoria significativa na acuracia quando as técnicas de
balanceamento foram aplicadas. No entanto, os resultados também mostram que o impacto

do balanceamento de dados é sensivel ao algoritmo especifico, como evidenciado pela queda
de acuracia para o SVM e o AdaBoost com o uso de SMOTE-ENN.

Em contraste com os resultados de acuracia, os valores de ROC AUC obtidos
indicam potenciais aplicagoes promissoras dos algoritmos na classificagdo proposta, es-
pecialmente para o GB, RF e XGBoost, que obtiveram os valores de 0,87, 0,83 e 0,85,
respectivamente. A Figura 22 apresenta uma anélise dos resultados de ROC AUC obtidos
apos o balanceamento dos dados com o método SMOTE, considerando os cinco algoritmos

e com a separacao dos valores por estagio.

A anélise dos resultados apresentados nos graficos e nas tabelas da Figura 22 revela
que os maiores valores de ROC AUC foram observados nos estigios extremos da DRC:
o estagio inicial (1) e os estagios finais (4 e 5). Este comportamento é consistente com
o esperado, pois no estagio 1 da DRC o paciente ainda apresenta poucos indicios de
comprometimento renal, podendo inclusive ser assintomético e sem alteragdes significativas
nos exames clinicos. Nos estagios 4 e 5, por outro lado, as fungoes renais ja se encontram
severamente prejudicadas, conforme exemplificado na Figura 1, e o paciente esta em
processo de iniciar ou ja se encontra em tratamento por meio de alguma TRS. Portanto, para
esses trés estagios, os padroes clinicos dos pacientes sao bem estabelecidos e amplamente
reconhecidos. Entretanto, nos estagios intermediarios (2, 3a e 3b), o comportamento
clinico pode variar consideravelmente, uma vez que a progressao ou regressao da doenca

pode ocorrer em funcao de intervengoes terapéuticas, como tratamentos medicamentosos.
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Figura 22 — Graficos e tabelas exibindo os resultados da curva ROC AUC, por estéagio,
para cada um dos cinco algoritmos de classificagdo, apds o processo de balanceamento dos
dados com SMOTE.
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Fonte: Elaborada pelo autor.

Para que sejam realizadas analises mais especificas e detalhadas, a Figura 23 e
a Tabela 21 apresentam os resultados obtidos especificamente pelo algoritmo XGBoost.
Nessas representacoes, sao reportadas as métricas de acuracia, precisao, revocagao e
F1-score, além dos valores correspondentes a curva ROC AUC para cada estagio da doenca

renal cronica.

Na auséncia de técnicas de balanceamento, o XGBoost apresentou uma acuracia
global limitada, alcancando apenas 22%, com um desempenho moderado nas demais
métricas de avaliagdo. No entanto, destacou-se pela obtencao de valores elevados para
a métrica ROC AUC, especialmente no estdgio 5, com um valor de 0,94. De maneira
similar a etapa inicial deste cenério, os resultados sugerem um desempenho superior do
modelo na correta classificacado do estagio inicial e dos dois estagios mais avancados da
DRC. Adicionalmente, para os estagios intermediarios, o algoritmo também apresentou

resultados relevantes.
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Figura 23 — Resultados, por estagio, da curva ROC AUC para o algoritmo XGBoost
quando implementado apds o processo de balanceamento por cada um dos cinco

étodos
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Fonte: Elaborada pelo autor.

As métricas de precisao e revocagao apresentaram variagoes expressivas, com va-
lores inconsistentes e relativamente baixos entre os diferentes estagios clinicos da DRC.
Esse comportamento pode sinalizar uma limitacdo do modelo em identificar corretamente
instancias de classes menos representadas, refletindo a dificuldade em lidar com a dis-
tribuicao desequilibrada dos dados. Em consequéncia, pode ser observada a presenca
de uma quantidade consideravel de classificagoes equivocadas, especialmente na forma
de falsos positivos, nos estagios 1, 3a, 3b e 4. A imprecisdo na defini¢do do estagio da
doenca renal cronica pode acarretar sérios prejuizos ao tratamento adequado e ao correto
encaminhamento clinico dos pacientes, comprometendo significativamente a eficacia das

intervengoes terapéuticas.

Com a aplicacao de métodos de balanceamento, é possivel observar uma melhora
discreta em algumas métricas de desempenho. A acuracia aumentou consideravelmente,
alcangando 39% com ADASYN e 42% com SMOTE e SMOTE-Tomek, com o maior valor
registrado sendo 45%, com o SMOTE-ENN. O SMOTE-Tomek e o Borderline-SMOTE
conseguiram manter a ROC AUC alta, especialmente nos estagios 1, 4 e 5, ao passo que

as demais métricas mostraram uma leve variagao.
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Tabela 21 — Seis diferentes aplicagoes da classificacao do XGBoost. Na primeira, nao ha

qualquer método para tratar o desbalanceamento dos dados. Na segunda, foi aplicado o

algoritmo ADASYN. Nas demais, foram utilizados os métodos SMOTE e suas variagoes,

nesta ordem: SMOTE-Tomek, o Borderline-SMOTE e o SMOTE-ENN. Para todos os

casos, o conjunto suporte é de 350, 602, 362, 222, 124 e 47 (total de 1.707), respectivamente
para os estagios 1, 2, 3a, 3b, 4 e 5.

XGBoost (S/B) XGBoost e ADASYN
Estagios | Prec. Revoc. Fl-score AUC |Prec. Revoc. Fl-score AUC
1 0,60 0,39 0,47 0,89 | 0,49 0,62 0,55 0,89
2 0,48 0,64 0,55 0,79 | 0,54 0,25 0,34 0,77
3a 0,39 0,38 0,38 0,80 | 0,35 0,35 0,35 0,79
3b 0,40 0,33 0,36 0,85 | 0,29 0,38 0,33 0,83
4 0,49 0,37 0,42 0,90 | 0,23 0,44 0,30 0,89
5 0,65 0,60 0,62 0,94 | 0,35 0,64 0,45 0,91
Acuracia | 22% | 59%
XGBoost e SMOTE XGBoost e SMOTE-Tomek
Estagios | Prec. Revoc. Fl-score AUC |Prec. Revoc. Fl-score AUC
1 0,51 0,55 0,53 0,88 | 0,51 0,58 0,54 0,89
2 0,51 0,35 0,42 0,77 | 0,52 0,34 0,41 0,78
3a 0,39 0,44 0,41 0,78 | 0,38 0,43 0,41 0,79
3b 0,31 0,36 0,34 0,84 | 0,32 0,38 0,35 0,84
4 0,26 0,35 0,30 0,89 | 0,27 0,35 0,31 0,90
5 0,35 0,62 0,44 0,93 | 0,36 0,64 0,46 0,92
Acurécia | /2% | 42%
XGBoost e Borderline-SMOTE XGBoost e SMOTE-ENN
Estagios | Prec. Revoc. F1l-score AUC |Prec. Revoc. Fl-score AUC
1 0,50 0,63 0,56 0,88 | 0,51 0,57 0,54 0,88
2 0,53 0,30 0,38 0,77 | 0,52 0,34 0,41 0,79
3a 0,33 0,32 0,32 0,78 | 0,36 0,39 0,37 0,79
3b 0,29 0,40 0,33 0,84 | 0,32 0,38 0,35 0,83
4 0,26 0,41 0,32 0,89 | 0,27 0,38 0,31 0,88
5 0,35 0,60 0,44 0,92 | 0,38 0,68 0,49 0,93
Acurécia | 40% | 45%

As métricas de revocacao e precisao indicaram que o balanceamento dos dados
nao resultou em uma melhoria significativa na capacidade do modelo de identificar as
classes minoritarias sem causar um aumento excessivo no nimero de falsos positivos. De
maneira geral, o estdgio 5 apresentou os maiores valores de revocac¢ao, embora estes se
mantivessem proximos dos valores originais. Em contrapartida, o estagio 1 mostrou um

aumento substancial.
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Apesar das discretas melhorias observadas, os resultados demonstraram que alguns
métodos de balanceamento apresentaram comportamentos inconsistentes, melhorando a
revocacgao em certos estagios, mas diminuindo-a drasticamente em outros. Um exemplo
claro é o estagio 2, no qual a revocacao foi significativamente reduzida com a aplicagao de
todos os métodos de balanceamento. Portanto, embora o balanceamento dos dados possa
melhorar o desempenho geral do modelo em certo grau, a escolha do método adequado deve
ser realizada com cautela. E crucial assegurar que o modelo mantenha uma performance
robusta em todos os estagios da doenga, sem comprometer a precisao nem introduzir um

nimero excessivo de falsos positivos.

Embora os resultados tenham sido, em certa medida, insatisfatorios, foi possivel
observar melhorias modestas nos estagios 1, 4 e 5 apdés a aplicagdo das técnicas de
balanceamento. Assim, a abordagem desenvolvida no cenario 3 apresentou potencial para
ser expandida e aprimorada, especialmente em relacao ao estagio inicial. Com a utilizacao
de apenas trés variaveis — idade, raca e sexo — foi possivel obter resultados promissores em
certo nivel, particularmente no que se refere a curva ROC AUC e a revocagao. Dessa forma,
com apenas trés dados pessoais de facil obtencao, ha a possibilidade de serem alcangados
bons resultados na predicao da DRC, o que permitiria a identificacao de pacientes no estagio
1 e o consequente encaminhamento para tratamentos iniciais apropriados, possivelmente

focados em intervengoes medicamentosas.

6.4 Cenéario 4

6.4.1 Definicao

Conforme ilustram a Tabela 10 e a Figura 20, ha uma quantidade expressiva de
registros faltantes na base de dados do Centro Hiperdia. Além das técnicas ja utilizadas
nos outros cenarios como substituicao por zero, pela média e pela mediana, bem como o
uso do KNN e do MICE, métodos alternativos podem ser aplicados para a inferéncia. A
quarta proposta de cenario de aplicagao considerou a utilizacao do conceito estatistico
de cépulas para a inferéncia de dados faltantes, de forma que as variaveis possam ter
seus valores ausentes inferidos com base em distribui¢oes estatisticas, como explicado na
Subsecao 4.4.7.

Para o cenario 4, foram previamente selecionadas as 25 variaveis do cenario 2,
indicadas na Tabela 13, para as quais a fungdo Univariate da biblioteca copulas (37) foi
aplicada com o objetivo de ser obtido um modelo de copula univariada com ajuste 6timo
aos dados. A partir deste modelo, foi gerada uma base com dados sintéticos do mesmo
tamanho da original: 5.689 registros unicos de pacientes. Na Figura 24 sao exibidos os
graficos com os valores reais e com os valores sintéticos gerados por copulas para oito

variaveis da base de dados.
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Figura 24 — Graficos com as distribui¢des normais para oito variaveis do conjunto de dados.
Em cinza estdo os valores reais e em verde os valores sintéticos gerados por cépulas.
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Fonte: Elaborada pelo autor.

Os gréficos mostram que o modelo de copula univariada reproduziu de maneira
satisfatoria a distribuigdo dos valores originais dos exames, com forte sobreposicao nas
regides mais comuns. No entanto, ha pequenas divergéncias nas caudas esquerda e direita,
sobretudo nesta tultima, na qual os valores sintéticos sao ligeiramente mais altos que os

originais, indicando que ajustes nos valores gerados sdo necessarios.

Dessa forma, para todas as variaveis consideradas, as amostras sintéticas que
apresentaram valores superiores aos valores maximos observados na base de dados original
foram devidamente identificadas e removidas da base de dados sintética. O total de
amostras avaliadas como atipicas para cada um dos exames considerados esta descrito na
Tabela 22.
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Tabela 22 — Total de amostras atipicas por exame na base de dados sintética.

Exame Amostras Atipicas
TSHI 18
ColesterolHDLI
ColesterolTotalF
ColesterolHDLF
AcidoUricol
HemoglobinaGlicadal
PAS inicial

PAS final
PAD_inicial
PAD_final
GlicemiadeJejumF
TrigliceridesF
Potassiol

Ureial

pesoi

pesof
Hemoglobinal
HemoglobinaF
ColesterolTotall
GlicemiadeJejuml
TrigliceridesI
TGPI

OO OO OO OO R R R R ] DN N W W A~

Do total de 142.225 valores da base original referentes aos 25 campos considerados
(Tabela 13), 17.313 (=~ 12%) sao nulos. O processo de substituigdo dos dados ausentes
pelos sintéticos considerou o mapeamento linha-coluna entre as bases. Seja um valor
faltante, denotado por x, e posicionado na linha ¢ e na coluna j da base de dados original.
A substituicao de x é realizada por um valor sintético, y, também localizado na posi¢ao
[i, 7], mas da base sintética. Com a finalizagdo da nova versdao da base de dados, foi
aplicada a Equacao 2.2 (MDRD) para todos os pacientes cujos dados foram inferidos por
copulas, com o objetivo de ser calculado o valor de TFG e, consequentemente, o campo

correspondente ao URE.

Apoés a inferéncia dos dados realizada por copulas, foram utilizados os mesmos
cinco algoritmos de classificacdo do cenario 3 — RF, SVM, GB, AdaBoost e XGBoost
— assim como as trés variaveis preditoras: idade, raca e sexo. A fundamentacao destas
escolhas se deve ao objetivo de que seja encontrado o menor conjunto factivel para a

classificagdo dos estagios da DRC sem a consideragao da creatinina sérica.

Como proposta alternativa de classificacao do URE, foi implementado o método
RFE para identificar as variaveis mais relevantes. Esse método, que elimina de forma

recursiva as variaveis menos significativas para o modelo, foi amplamente utilizado em
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estudos anteriores, como os de Debal e Sitote (2022) (65), Islam et al. (2023) (126) e
Ogunleye e Wang (2020) (180), discutidos no Capitulo 3. No cenério 4, o objetivo foi
estabelecer um conjunto 6timo de cinco variaveis por algoritmo, buscando otimizar os

resultados de classificacao.

Por fim, similarmente aos cendarios previamente descritos, a divisao do conjunto
de dados foi realizada utilizando a fungao train_test_split (219), alocando 70% dos

dados para treinamento e 30% para valida¢do em uma tnica execucao.

O Algoritmo 9 fornece um detalhamento das etapas que compdem o processo de

inferéncia de dados com coépulas.

Algoritmo 9 Processo de inferéncia de dados com cépulas

1: Entrada: Conjunto de dados selecionado
Aplicagao da fungdo Univariate da biblioteca copulas para gerar uma distribuicao
normal para cada um dos dados
Criacao da base de dados sintética
Anaélise e remocao dos valores atipicos (outliers) da base sintética para cada exame
Parte da base sintética ¢é inserida na base original para substituir os dados faltantes
Os valores de TFG para os dados sintéticos sao calculados
O URE para os dados sintéticos é criado
Saida: Base de dados com todos os valores presentes

N

6.4.2 Resultados e Discussao

Os algoritmos RF, SVM, GB, AdaBoost e XGBoost foram novamente utilizados
no processo de classificacao, cujos resultados, por estdgio e por métrica de avaliagdo, estao
detalhados na Tabela 23.

A andlise dos resultados de classificagdo revela um desempenho geral modesto
e inferior aos obtidos no cenario 3. Com relacdo a acuracia, os melhores desempenhos
foram observados com AdaBoost (35%) e GB (33%), ao passo que XGBoost, SVM e RF
apresentaram valores inferiores, com 32%, 31% e 30%, respectivamente. Essas diferencas
sugerem uma variacao no desempenho geral dos algoritmos em funcao da capacidade de

cada um de lidar com a estrutura dos dados apds a inferéncia por copulas.

Em termos de revocacao, o desempenho dos algoritmos destacou-se no estagio 2,
com valores significativamente superiores aos observados nos demais estagios. O SVM
apresentou a melhor performance, alcancando uma revocacao de 0,83, seguido pelo GB
e AdaBoost, com 0,69 e 0,68, respectivamente. Esses resultados indicam que o SVM foi
capaz de classificar corretamente mais de 80% dos pacientes que realmente estavam no
estagio 2 da DRC. No entanto, para os estagios mais avancados, como os estagios 4 e 5,
todos os algoritmos apresentaram valores de revocacao extremamente baixos, podendo ser

considerados irrisérios e negligenciaveis.
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Tabela 23 — Resultados da classificacao com cinco algoritmos diferentes apos a inferéncia
de dados realizada com cépulas. Para todos os casos, o conjunto suporte é composto de
272, 502, 387, 298, 171 e 77 registros (total de 1.707), respectivamente para os estagios 1,

2, 3a, 3b, 4 e 5.
RF SVM
Estagios | Prec. Revoc. Fl-score AUC |Prec. Revoc. Fl-score AUC
1 0,32 0,22 0,26 0,66 | 0,47 0,10 0,16 0,73
2 0,33 0,51 0,40 0,56 | 0,32 0,83 0,47 0,59
3a 0,29 0,34 0,31 0,56 | 0,26 0,21 0,23 0,58
3b 0,28 0,19 0,23 0,61 | 0,34 0,07 0,12 0,64
4 0,17 0,09 0,12 0,54 | 0,00 0,00 0,00 0,66
5 0,00 0,00 0,00 0,53 | 0,00 0,00 0,05 0,49
Acuracia | 30% | 51%
GB AdaBoost
Estagios | Prec. Revoc. Fl-score AUC |Prec. Revoc. Fl-score AUC
1 0,37 0,19 0,25 0,71 | 0,45 0,22 0,29 0,72
2 0,36 0,69 0,47 0,59 | 0,37 0,68 0,48 0,57
3a 0,29 0,29 0,29 0,58 | 0,29 0,35 0,31 0,56
3b 0,26 0,15 0,15 0,65 | 0,30 0,19 0,24 0,64
4 0,14 0,02 0,02 0,64 | 0,75 0,02 0,03 0,65
5 0,00 0,00 0,00 0,52 | 0,00 0,00 0,00 0,51
Acurécia | 33% | 35%
XGBoost
Estagios | Prec. Revoc. Fl-score AUC
1 0,30 0,18 0,23 0,69
2 0,35 0,61 0,44 0,58
3a 0,27 0,30 0,28 0,57
3b 0,25 0,16 0,20 0,63
4 0,23 0,06 0,10 0,59
5 0,00 0,00 0,00 0,50

Acuracia ‘ 32%
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Figura 25 — Resultados da curva ROC AUC para todos os cinco algoritmos de classificagao
utilizados quando aplicados apds a inferéncia realizada por cépulas.
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Fonte: Elaborada pelo autor.

Com excec¢ao do valor 0,75 obtido pelo AdaBoost no estdgio 4, os valores de precisao
também foram insatisfatérios para as trés variaveis preditoras consideradas neste cenario,
destacando a dificuldade desses algoritmos em manter um equilibrio adequado entre falsos
positivos e verdadeiros positivos. Os valores de F1-score e AUC reforcam a incapacidade dos
algoritmos em equilibrar adequadamente precisao e revocagao, especialmente nos estagios
mais avancados da DRC. Os valores de AUC, que variam de 0,49 a 0,73, como ilustrado
na Figura 25, indicam que, embora os modelos possuam algum nivel de discriminacao,
seu desempenho na diferenciacdo das classes é limitado, particularmente nos estagios
mais graves da doenga. Portanto, a variagdo significativa no desempenho dos algoritmos
entre os diferentes estdgios da DRC revela uma limitacao expressiva na aplicabilidade
dessas abordagens em cendrios clinicos reais quando considerados como variaveis preditoras

apenas os campos de idade, raca e sexo.

Uma vez que os resultados para classificacdo com somente trés variaveis foram

insatisfatorios, uma outra proposta desenvolvida foi a utilizacdo de todos os 25 exames
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previamente selecionados para o cendrio 2 (Tabela 13). Assim, com os resultados gerados,
o foco da proposta foi avaliar a importancia da contribuicdo de cada variavel para a
classificagao. Seguindo os trabalhos supracitados de Ogunleye e Wang (2020) (180), Debal
e Sitote (2022) (65) e Islam et al. (2023) (126), foi aplicada a RFE, técnica de selegao e
eliminacao recursiva de variaveis que, ao remover os atributos irrelevantes ou redundantes,

pode melhorar a generalizacao de um modelo e reduzir o risco de sobreajuste.

Para cada modelo gerado, a RFE foi configurada para selecionar as cinco variaveis
com maior impacto na capacidade preditiva do modelo, representadas na Tabela 24. Além
das variaveis previamente consideradas e formadoras do conjunto minimo — idade, sexo e
raca — diversos exames, do conjunto de 25, foram identificados pela técnica de RFE como
relevantes para a classificagao, com énfase em hemoglobina (RF, SVM, GB e XGBoost),
triglicérides (RF, GB e AdaBoost) e ureia (RF, GB, AdaBoost e XGBoost).

Tabela 24 — Os cinco conjuntos de variaveis mais importantes selecionadas pelo método
RFE para cada um dos algoritmos utilizados.

1) RF 2) SVM 3) GB 4) AdaBoost |5) XGBoost
Ureial Codsexo Idade TGPI Idade
TrigliceridesF Raga Ureial TSHI Codsexo
GlicemiadeJejumI| AcidoUricol |TrigliceridesI Ureial Raga
HemoglobinaF Potassiol HemoglobinaF | TrigliceridesF Ureial
pesof Hemoglobinal| Hemoglobinal |GlicemiadeJejumI|HemoglobinaF

Com base nos resultados apresentados na Tabela 24, cada um dos métodos de AM
foi submetido ao processo descrito no Algoritmo 9, visando a inferéncia de dados por
meio de copulas para a classificacdo do URE dos pacientes. Esse procedimento levou em
consideracao exclusivamente as cinco variaveis identificadas como as mais relevantes pela
técnica de RFE para cada caso. Dessa forma, AdaBoost, GB, RF, SVM e XGBoost foram
aplicados nao apenas com suas cinco variaveis mais importantes, mas também com os
outros quatro conjuntos de variaveis relevantes identificados para os demais algoritmos.

Os resultados de acuracia estao apresentados na Tabela 25.

Tabela 25 — Resultados de acuracia dos algoritmos RF, SVM, GB, AdaBoost e XGBoost
para cada um dos cinco conjunto de dados considerados.

ACURACIA
RF SVM GB AdaBoost XGBoost
Conjunto 1 0,31 0,32 0,33 0,34 0,31
Conjunto 2 0,26 0,30 0,29 0,30 0,27
Conjunto 3 0,34 0,33 0,37 0,34 0,34
Conjunto 4 0,31 0,32 0,31 0,34 0,28
Conjunto 5 0,32 0,35 0,38 0,36 0,32

Em comparagao aos resultados dos testes anteriores, evidenciados na Tabela 23,
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em que nenhum método de selecao de variaveis foi implementado, os resultados descritos
na Tabela 25 demonstraram-se insatisfatorios, nao apresentando diferencas substanciais
com relagao aos testes anteriores. Mesmo quando foi considerado o seu proprio conjunto
de cinco variaveis 6timas apontado pela RFE, cada algoritmo nao foi capaz de oferecer

valores resultantes significativos.

O conjunto suporte dos testes descritos na Tabela 23 foi composto, para cada
um dos estagios — 1, 2, 3a, 3b, 4 e 5 — respectivamente, pelos valores: 272, 504, 384,
300, 174 e 73, totalizando 1.707 registros. A anélise desses niimeros permite concluir que
o desbalanceamento do total de valores por estagio é evidente, sobretudo para os mais
avancados, 4 e 5. Para contornar esse problema e fomentar a construcao de mais uma
abordagem, foram novamente seguidos os passos do Algoritmo 9, com a adi¢do de uma
nova etapa: a inclusao, na base resultante, de registros sintéticos de pacientes dos estagios
4 e 5, por meio de copulas. Assim, foram gerados 135 registros para o estagio 4 e 130
registros para o estagio 5, o que ocasionou o incremento do conjunto suporte exibido na

Tabela 26 para esses dois casos.

Tabela 26 — A distribuicdo do conjunto suporte na base original e na base com dados com
registros sintéticos de pacientes dos estagios 4 e 5.

Estagio Suporte original Suporte sintético

1 272 272

2 504 504

3a 384 384

3b 300 300

4 174 309

5 73 203
Total 1.707 1.972

Uma vez mais, também foram selecionados os cinco algoritmos de AM utilizados
neste cenario e a variavel alvo foi o URE de cada paciente. Também foi aplicada a RFE
para que os conjuntos 6timos com cinco variaveis fossem determinados para cada algoritmo.
O resultado da RFE para as cinco variaveis mais importantes, a partir do conjunto de 25
ja utilizado (Tabela 13), estda detalhado na Tabela 27.

Para garantir uma exibicao objetiva dos resultados, foram calculados os valores
médios exclusivamente da acuracia para a classificacdo, considerando tanto os cinco
conjuntos 6timos (Tabela 27), quanto as trés varidveis do conjunto minimo. Dessa forma,
seis processos de classificacao distintos foram consolidados nos resultados apresentados na
Tabela 28.
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Tabela 27 — Os cinco conjuntos de variaveis mais importantes selecionadas pelo método
RFE para cada um dos algoritmos utilizados.

1) RF 2) SVM 3) GB 4) AdaBoost 5) XGBoost
Idade TriglicerideslI Idade Codsexo TGPI
TrigliceridesI Ureial Raga Raga Codsexo
Potassiol Codsexo ColesterolTotalF Ureial GlicemiadeJejumF
Codsexo GlicemiadeJejumF TGPI Potassiol GlicemiadeJejuml
Raga Potassiol Codsexo TrigliceridesI PAD_final

Tabela 28 — Resultados médios de acuracia para a classificagio com RF, SVM, GB,

AdaBoost e XGBoost considerando os cinco conjuntos 6timos obtidos via RFE e o conjunto

minimo de trés variaveis, apés a inferéncia de dados realizada com copulas. Para todos os
casos, o conjunto suporte esta quantificado na Tabela 26.

ACURACIA MEDIA (%)

RF SVM GB AdaBoost XGBoost

35 28 36 37 35

Os valores resultantes evidenciam a incapacidade das abordagens empregadas em
classificar adequadamente os estagios da DRC. Mesmo apés todos os tratamentos de dados
e aplicacao dos métodos detalhados, com destaque para o conceito de copulas, as acuracias
médias alcancadas foram inferiores as observadas em todos os cenarios e abordagens

anteriores.

6.5 Cenario 5

6.5.1 Definicao

Os estudos de Sharma et al. (2016) (224) e Iftikhar et al. (2023) (123) ressaltaram
que os métodos diagnoésticos atuais, que se baseiam em marcadores tradicionais como a
creatinina sérica, albumintria e a TFG, embora eficazes na identificacao dos estagios da
DRC, apresentam sensibilidade limitada para identificar sinais iniciais de danos renais,
comprometendo o diagnodstico precoce. Essa lacuna ressalta a necessidade de abordagens
inovadoras que permitam a identificacao de individuos em risco de DRC em fases iniciais,

quando intervenc¢oes podem ser mais eficazes.

A partir da reorganizacao da base de dados em funcao das classes e das etapas de
filtragem dos dados descritas na Subsecdo 5.1.2.2, a proposta do cendrio de aplicacao 53
consistiu no desenvolvimento de processos de tratamento e de classificagdo que incorporas-

sem a maioria dos métodos aplicados nos demais cenarios. Considerando a reducao da

3 A reorganizacao da base de dados descrita na Subsecao 5.1.2.2 fez parte do trabalho publicado
em 2023 no volume 1052 da Lecture Notes in Networks and Systems (98).
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complexidade da base proporcionada pela divisao em trés classes e a diminuigao do total
de atributos, o cenario 5 foi o inico a nao considerar o total integral de 5.689 pacientes, ja

que apenas 794 restaram apos os processamentos realizados.

Como o uso da creatinina sérica foi desconsiderado, este foi o tinico cenario que
nao fez uso de alguma variavel diretamente relacionada a obtencao do valor da TFG, por
meio da Equagao 2.2 (MDRD). Dessa forma, o cenario 5 inicialmente empregou 18 dos 19
exames descritos na Tabela 9. Ademais, como todos os valores das variaveis se referem a
registros iniciais, a variavel alvo deste cendrio foi o primeiro estégio registrado (PRE) de

um paciente, diferentemente das abordagens anteriores que consideraram o URE.

E para a elaboragdao da abordagem de classificagdo do PRE, os métodos KNN,
MICE, cépulas e substituicao pela média foram utilizados para a inferéncia dos dados
ausentes. E, para o balanceamento das classes envolvidas, o SMOTE foi o selecionado
apOs os testes realizados no cenario 3. Com relagao aos 18 exames, novamente foi utilizada
a RFE para a determinacao das cinco varidveis mais influentes para cada um deles e de
acordo com cada um dos cinco algoritmos de AM utilizados: RF, SVM, GB, AdaBoost e
XGBoost.

Em oposicdo aos quatro cendrios anteriores, para a separacao dos conjuntos de
treinamento e teste foi aplicado o método stratified k-fold (SKF), por meio da fungéo
homdénima StratifiedKFold (218), da biblioteca Scikit-learn (188). O objetivo foi
maximizar a eficiéncia da divisdo dos conjuntos de dados e aprimorar a efetividade
dos modelos gerados. Embora os estudos revisados no Capitulo 3 (10) (9) (65) (105)
(126) e (191) tenham implementado a valida¢ao cruzada com 10 subconjuntos, o SKF ¢é
recomendado para problemas de classificagdo com classes desbalanceadas, uma vez que
garante que o modelo seja testado em subconjuntos (folds) representativos da distribuigao
real das classes (247). Logo, em todas as abordagens de classifica¢oes desenvolvidas no
cenario 5, os conjuntos de treinamento e teste foram separados por meio do SKF com
10 subconjuntos. Além disso, o pardmetro shuffle da fungdo StratifiedKFold (218)
foi ativado em todos os casos, de forma a ocorrer o embaralhamento dos dados antes da
divisao em subconjuntos, evitando qualquer ordem subjacente nos dados que possa afetar

o desempenho do modelo.

De maneira similar aos cenarios 3 e 4, o principal objetivo do cenario 5 foi investigar
uma possivel solucao para um dos objetivos deste trabalho: identificar um conjunto minimo
de exames clinicos capazes de predizer os estagios dos pacientes com DRC. Para alcancar
esse objetivo, a base de dados foi reorganizada (como detalhado na Subsegao 5.1.2.2), foram
aplicadas varias técnicas de inferéncia de dados, realizadas divisdes dos conjuntos com
SKF para a classificacdo, identificadas as varidveis mais influentes em todos os algoritmos e
conduzida a classificagdo do PRE dos pacientes do CH. Ademais, o cenério 5 ficou restrito

a analise do primeiro registro dos exames clinicos na base de dados, os quais também nao
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apresentam relagao direta com a TFG. Finalmente, apds os resultados da aplicacao da
RFE para os 18 exames, os cinco algoritmos de classificagdo foram aplicados na base de
dados com 794 pacientes, tendo como variaveis preditoras os 5 exames identificados como

os mais influentes para a classificagdo do PRE.

6.5.2 Resultados e Discussao

Na etapa inicial de implementacao da proposta, a classificacdo do PRE foi realizada
por meio da utilizacao de todas as 18 variaveis. Os resultados obtidos estao detalhados
na Tabela 29. Cabe destacar que, além do SMOTE, os outros quatro métodos de
balanceamento utilizados nos demais cenarios também foram implementados no cenario 5.
Contudo, como os resultados obtidos com esses quatro métodos foram equivalentes aos
obtidos com o SMOTE em todos os casos, e para tornar a exibicao dos achados e das
respectivas analises mais objetiva, somente os indicadores obtidos com o SMOTE foram

inclusos na Tabela 29.

Os resultados evidenciam que os melhores desempenhos baseados nas métricas
utilizadas ficaram com os algoritmos RF e SVM, sobretudo para acuracia e revocagao.
Ademais, a introducao de cépulas nao gerou o efeito esperado para nenhum algoritmo,
uma vez que os resultados gerados para todas as métricas possuem valores praticamente
idénticos aos dos demais métodos de inferéncia. Nesta abordagem, o pior desempenho ficou
por conta dos trés algoritmos de ensemble, com valores nao promissores para nenhuma

métrica.

Os resultados das métricas de avaliacao indicam que, considerando os 18 exames
analisados, os cinco algoritmos de classificacdo demonstraram uma variacdo minima
de desempenho, exibindo um comportamento praticamente indiferente aos métodos de
inferéncia de dados e de balanceamento aplicados, mesmo com o uso do SKF na divisao dos
conjuntos de treinamento e teste. Essa constatacao sugere que as técnicas de tratamento
de dados faltantes e de balanceamento de classes nao influenciaram significativamente o

desempenho dos modelos no contexto do cenario 5.

Uma vez que os resultados obtidos na primeira abordagem foram mais uma vez
insatisfatorios, a RFE foi novamente aplicada para todas as abordagens implementadas na
etapa anterior. Assim, para cada algoritmo e os respectivos métodos de inferéncia ou de
balanceamento empregados, foram identificadas as cinco variaveis mais revelantes para
as classificacoes implementadas com os cinco algoritmos. Os conjuntos de varidveis para

cada caso estao detalhados na Tabela 30.

A Tabela 31 apresenta os resultados de desempenho de cada algoritmo de clas-
sificagao aplicado aos respectivos conjuntos de cinco variaveis selecionadas por meio do
método RFE, considerando também os cinco métodos distintos de inferéncia de dados e

de balanceamento.
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Tabela 29 — Resultados médios das métricas de avaliagao para os algoritmos RF, SVM,

GB, AdaBoost e XGBoost quando utilizadas as inferéncias por média, KNN, MICE e

Cépulas, e balanceamento dos dados por SMOTE, no conjunto de dados com 18 exames.
Os valores das métricas estdo acompanhados dos respectivos desvios padrao.

RF - VALORES MEDIOS POR METODO

Acuracia Precisao | Revocacao | F1l-score AUC
Média | 0,37 £0,03 | 0,35 £ 0,02 | 0,37 £ 0,03 | 0,35 £ 0,02 | 0,61 + 0,03
KNN 0,37 £ 0,04 | 0,35 £ 0,05 | 0,37 £0,04 | 0,35 £ 0,04 | 0,61 & 0,04
MICE | 0,37 £0,04 | 0,35 £ 0,04 | 0,37 &= 0,04 | 0,35 = 0,03 | 0,61 £+ 0,03
Cépulas | 0,38 + 0,04 | 0,34 £ 0,04 | 0,38 &£ 0,04 | 0,35 & 0,04 | 0,61 £ 0,03
SMOTE | 0,34 £ 0,04 | 0,35 £ 0,02 | 0,37 £ 0,03 | 0,35 £ 0,02 | 0,62 + 0,04
SVM - VALORES MEDIOS POR METODO
Acuracia Precisao | Revocacao | F1l-score AUC
Média | 041 £0,04 | 0,34 +£ 0,04 | 0,41 + 0,04 | 0,37 £ 0,04 | 0,66 + 0,05
KNN 0,41 £0,04 | 0,34 £0,04 | 0,41 £0,04 | 0,37 £ 0,04 | 0,66 & 0,05
MICE | 041 £0,04 | 0,34 0,04 | 0,41 &= 0,04 | 0,37 = 0,04 | 0,66 £ 0,05
Cépulas | 0,41 + 0,05 | 0,34 £ 0,05 | 0,41 £ 0,05 | 0,36 &= 0,05 | 0,67 £ 0,05
SMOTE | 0,34 £ 0,03 | 0,38 £ 0,04 | 0,34 £ 0,03 | 0,35 £ 0,03 | 0,63 + 0,04
GB - VALORES MEDIOS POR METODO
Acuréacia Precisao | Revocacao | F1l-score AUC
Média | 0,35 £0,04 | 0,33 £ 0,03 | 0,35 £ 0,04 | 0,34 £ 0,03 | 0,62 + 0,03
KNN 0,35 £0,04 | 0,33 £ 0,03 | 0,35+ 0,04 | 0,33 £ 0,03 | 0,62 + 0,03
MICE | 0,35 £ 0,04 | 0,33 £ 0,04 | 0,35 = 0,04 | 0,33 = 0,03 | 0,62 £ 0,03
Cépulas | 0,36 + 0,04 | 0,34 £ 0,04 | 0,36 = 0,04 | 0,34 = 0,04 | 0,63 £ 0,03
SMOTE | 0,33 £ 0,03 | 0,35 £ 0,03 | 0,33 £ 0,03 | 0,33 £ 0,03 | 0,62 + 0,04
AdaBoost - VALORES MEDIOS POR METODO
Acuracia Precisao | Revocacao | F1-score AUC
Média | 0,30 £ 0,07 | 0,35 £+ 0,07 | 0,30 £ 0,07 | 0,31 £ 0,07 | 0,56 + 0,03
KNN 0,30 £ 0,07 | 0,35 £ 0,07 | 0,30 £ 0,07 | 0,31 £ 0,07 | 0,56 + 0,03
MICE | 0,30 £ 0,07 | 0,35 &= 0,07 | 0,30 &= 0,07 | 0,31 &= 0,07 | 0,56 £ 0,03
Cépulas | 0,30 = 0,05 | 0,33 £ 0,07 | 0,30 £ 0,05 | 0,31 £ 0,05 | 0,57 £ 0,02
SMOTE | 0,27 £ 0,07 | 0,33 £ 0,06 | 0,27 £ 0,05 | 0,29 £ 0,05 | 0,56 + 0,03
XGBoost - VALORES MEDIOS POR METODO
Acuracia Precisao | Revocacao | F1l-score AUC
Média | 0,33 £ 0,03 | 0,32 +£ 0,03 | 0,33 £ 0,03 | 0,32 £ 0,03 | 0,60 + 0,04
KNN 0,33 £0,03 | 0,32 £ 0,03 | 0,33 £ 0,03 | 0,32 £ 0,03 | 0,60 + 0,04
MICE | 0,33 £0,03 | 0,32 &= 0,03 | 0,33 = 0,03 | 0,32 &= 0,03 | 0,60 £ 0,04
Cépulas | 0,33 + 0,03 | 0,32 £ 0,03 | 0,33 £ 0,03 | 0,32 = 0,03 | 0,60 £ 0,04
SMOTE | 0,34 £ 0,03 | 0,35 £ 0,04 | 0,34 £ 0,04 | 0,34 £ 0,04 | 0,62 + 0,04
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Tabela 30 — Os conjuntos de cinco exames selecionados por meio da técnica de RFE e que
foram obtidos para cada método de inferéncia de dados faltantes, em combinac¢ido com

cada um dos algoritmos de classificacao utilizados.

RF SVM GB AdaBoost XGBoost
CalcioTotall, AcidoUricol, Hemoglobinal, ColesterolHDLI, CalcioTotall,
ColesterolHDLI, Hemoglobinal, PAD_inicial, FosforolI, Proteinuria24hsI,
Média FosforolI, Potassiol, Proteinuria24hsI, Hemoglobinal, SodioUrinariol,
PAD_inicial TGPI TSHI SodioSericol TSHI
e SodioSericol e Ureial e Ureial e Ureial e Ureial
CalcioTotall, AcidoUricolI, CalcioTotall, ColesterolHDLI, CalcioTotall,
ColesterolHDLI, Hemoglobinal, Hemoglobinal, Fosforol, Proteinuria24hsI,
KNN Fosforol, Potassiol, Proteinuria24hsI, Hemoglobinal, SodioUrinariol,
Proteinuria24hsI TGPI TSHI SodioSericol TSHI
e SodioSericol e Ureial e Ureial e Ureial e Ureial
ColesterolHDLI, AcidoUricolI, Hemoglobinal, ColesterolHDLI, CalcioTotall,
Fosforol, Hemoglobinal, PAD_inicial, Fosforol, Proteinuria24hsI,
MICE PAD_inicial, Potassiol, Proteinuria24hsI, Hemoglobinal, Ureial,
Proteinuria24hsI TGPI TSHI SodioSericol TSHI
e SodioSericol e Ureial e Ureial e Ureial e Ureial
CalcioTotall, AcidoUricol, AcidoUricol, AcidoUricol, AcidoUricol,
ColesterolHDLI, Hemoglobinal, ColesterolTotall, Hemoglobinal, CalcioTotall,
Cépulas Fosforol, Potassiol, Hemoglobinal, Proteinuria24hsI, | GlicemiadeJejumlI,
PAD_inicial TGPI PAS_inicial SodioSericol Hemoglobinal
e SodioSericol e Ureial e Ureial e Ureial e Ureial
ColesterolHDLI, AcidoUricol, Hemoglobinal, ColesterolHDLI, CalcioTotall,
FosforolI, Hemoglobinal, PAD_inicial, FosforolI, Proteinuria24hsI,
SMOTE PAD_inicial, Potassiol, Proteinuria24hsI, Hemoglobinal, SodioUrinariol
Proteinuria24hsI TGPI TSHI SodioSericol TSHI
e SodioSericol e Ureial e Ureial e Ureial e Ureial

Os resultados obtidos nesta etapa nao apresentam diferencas substanciais para
os resultados da etapa anterior. Mesmo que em uma modesta proporcao, os valores de
acuracia apresentaram crescimento para os trés algoritmos de ensemble: GB, AdaBoost
e XGBoost. Possivelmente, a selecao de variaveis mais importantes foi responsavel pela
reducao da propagacao de erros ao longo das etapas de execugao desses métodos, fato que

pode ter prejudicado o desempenho na primeira etapa.

Uma vez mais, a aplicacdo do SMOTE originou os piores resultados para a maior
parcela dos algoritmos. Os valores obtidos na primeira etapa sao muito semelhantes aos
valores da segunda etapa, com variacoes irrisorias para todas as métricas e dentro dos

intervalos de desvios padrao indicados.

Em comparacao aos resultados da Tabela 29, nesta etapa, o RF teve uma reducao
consideravel para todas métricas na abordagem de inferéncia por cépulas. Uma possivel
explicacdo para esse comportamento pode ser o fato das cépulas serem capazes de gerar
dependéncias nao lineares complexas, gerando padroes dificeis de serem capturadas pelas
arvores de decisao individuais do RF. Como consequéncia, esse algoritmo pode gerar
um modelo com baixa eficiéncia em suas regras de classificacao e, portanto, limitar a
capacidade de realizar previsoes precisas. Por outro lado, o SVM destacou-se ao apresentar
o melhor desempenho global, atingindo uma acurécia de até 44% e uma revocacao de 41%.
Esses resultados foram especialmente evidentes quando a inferéncia foi realizada com KNN

e com copulas.
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Tabela 31 — Resultados médios das métricas de avaliagao para os algoritmos RF, SVM,

GB, AdaBoost e XGBoost quando utilizadas as inferéncias por média, KNN, MICE e

Cépulas, e balanceamento dos dados por SMOTE, no conjunto de dados com 5 exames

determinados pela RFE. Os valores das métricas estao acompanhados dos respectivos
desvios padrao.

RF - VALORES MEDIOS POR METODO

Acuracia Precisao | Revocagao | F1l-score AUC
Média | 0,35 + 0,04 | 0,35 + 0,04 | 0,37 £ 0,04 | 0,37 = 0,04 | 0,61 £ 0,04
KNN 0,37 £ 0,03 | 0,35 £ 0,04 | 0,39 £ 0,03 | 0,39 £ 0,03 | 0,64 + 0,03
MICE | 0,39 + 0,04 | 0,38 + 0,04 | 0,39 + 0,04 | 0,37 £ 0,04 | 0,62 £+ 0,04
Cépulas | 0,28 + 0,05 | 0,24 £ 0,06 | 0,28 &£ 0,05 | 0,25 + 0,04 | 0,49 + 0,03
SMOTE | 0,35 £ 0,05 | 0,36 £ 0,05 | 0,35 £ 0,05 | 0,35 £ 0,05 | 0,61 & 0,03
SVM - VALORES MEDIOS POR METODO
Acuracia Precisao | Revocagao | F1l-score AUC
Média | 0,39 + 0,04 | 0,34 + 0,04 | 0,41 £ 0,04 | 0,38 4+ 0,04 | 0,67 &+ 0,05
KNN 0,44 + 0,04 | 0,40 + 0,04 | 0,41 £ 0,04 | 0,39 4+ 0,04 | 0,69 + 0,05
MICE | 043 4+ 0,04 | 0,39 + 0,04 | 0,40 + 0,04 | 0,37 £ 0,04 | 0,66 £+ 0,05
Cépulas | 0,44 + 0,05 | 0,38 £ 0,06 | 0,40 £ 0,05 | 0,35 + 0,05 | 0,64 £+ 0,04
SMOTE | 0,37 = 0,03 | 0,38 £ 0,04 | 0,34 £ 0,03 | 0,35 £ 0,03 | 0,63 = 0,04
GB - VALORES MEDIOS POR METODO
Acuracia Precisao | Revocacao | F1l-score AUC
Média | 0,39 £ 0,03 | 0,33 £ 0,03 | 0,35 £ 0,03 | 0,33 £ 0,03 | 0,60 = 0,03
KNN 0,38 £ 0,04 | 0,32 £ 0,04 | 0,35 £ 0,04 | 0,33 £ 0,03 | 0,61 + 0,03
MICE | 0,35 £ 0,03 | 0,35 + 0,03 | 0,38 &+ 0,03 | 0,33 + 0,03 | 0,63 £+ 0,03
Cépulas | 0,37 + 0,05 | 0,31 £ 0,04 | 0,37 £ 0,05 | 0,34 = 0,05 | 0,60 £ 0,04
SMOTE | 0,33 £ 0,03 | 0,34 £ 0,03 | 0,33 £ 0,03 | 0,33 £ 0,03 | 0,62 & 0,04
AdaBoost - VALORES MEDIOS POR METODO
Acuracia Precisao | Revocacao | F1l-score AUC
Média | 0,34 + 0,07 | 0,34 £ 0,07 | 0,30 £ 0,07 | 0,31 + 0,07 | 0,56 £ 0,03
KNN 0,33 £ 0,07 | 0,34 £ 0,07 | 0,31 £ 0,07 | 0,31 £ 0,07 | 0,57 = 0,03
MICE | 0,31 £ 0,07 | 0,35 &= 0,07 | 0,34 &= 0,07 | 0,31 &= 0,07 | 0,56 £ 0,03
Coépulas | 0,32 £ 0,03 | 0,32 £ 0,03 | 0,32 + 0,03 | 0,31 £+ 0,02 | 0,59 + 0,03
SMOTE | 0,29 +£ 0,05 | 0,33 £ 0,06 | 0,27 £ 0,05 | 0,29 + 0,05 | 0,56 + 0,03
XGBoost - VALORES MEDIOS POR METODO
Acuracia Precisao | Revocacao | F1l-score AUC
Média | 0,37 + 0,03 | 0,32 £ 0,03 | 0,33 £ 0,03 | 0,32 + 0,03 | 0,60 £ 0,04
KNN 0,33 £ 0,03 | 0,34 £ 0,03 | 0,33 £ 0,03 | 0,32 £ 0,03 | 0,60 = 0,04
MICE | 0,35 £ 0,03 | 0,32 &+ 0,03 | 0,33 &= 0,03 | 0,32 & 0,03 | 0,60 £ 0,04
Cépulas | 0,36 + 0,05 | 0,35 £ 0,06 | 0,37 £ 0,05 | 0,35 £ 0,06 | 0,62 £ 0,05
SMOTE | 0,34 +£ 0,04 | 0,35 + 0,04 | 0,34 £0,04 | 0,34 + 0,04 | 0,62 4+ 0,04
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Os resultados das duas etapas evidenciam que o cenario 5, embora tenha se
caracterizado pela implementacao de uma abordagem completa que envolveu etapas de
organizacao, analise, tratamento e classificacdo dos dados, nao atingiu os resultados
esperados. Ainda que os 18 exames tenham sido inclusos no conjunto de variaveis
preditoras, os indicadores resultantes foram insatisfatérios. Da mesma forma, a abordagem

que considerou os cinco conjuntos 6timos de variaveis também nao foi bem sucedida.

Para este cendrio, a reorganizacao da base de dados em funcao das classes de
gravidade dos exames nao produziu a melhoria esperada de reducao da complexidade dos
dados. As inferéncias realizadas por KNN, MICE, cépulas e por substitui¢ao pela média,
e o balanceamento por SMOTE (e pelas outras quatro técnicas descritas nesta tese) nao
foram capazes de melhorar o desempenho de todos os algoritmos, mesmo com a selecao de

atributos realizada via RFE.

E fundamental destacar que o cenario 5 foi o tnico a utilizar um total reduzido
de pacientes, 794, e somente exames relativos aos primeiros registros para cada paciente
tendo, portanto, o PRE como variavel preditora. Os resultados sugerem que a predicao
do estagio inicial da DRC considerando somente exames primarios nao é eficiente para
os pacientes da base de dados do CH, pelo menos em abordagens que nao considerem a

creatinina sérica como variavel preditora.

6.6 Resumo

A Tabela 32 exibe um resumo dos principais detalhes acerca da composicao de

cada um dos cinco cenarios:

e Organizagao da base de dados;

« Total de pacientes;

o Total de variaveis;

o Inclusao da creatinina sérica no conjunto de variaveis preditoras;

o Algoritmos de classificacao;

o Métodos de inferéncia de dados faltantes;

o Detalhes adicionais acerca dos tratamentos e dos métodos utilizados;

o Métricas de avaliagdo dos resultados obtidos.
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Tabela 32 — Resumo da composi¢ao de cada um dos cinco cenarios.

RESUMO DOS RESULTADOS PARA OS CINCO CENARIOS

Cenéario ‘ Base Pacientes Varidveis Creatinina Algoritmos Inferéncia Outros Resultados
Zeros, média, a0y
1 Por data 5.689 4a 50 Sim e Nao RF mediana, KNN 4 abordagens Acc: (;8/0
a 99%
e MICE
Baseado no
ELM, KNN, ) o oo
2 Por data  5.689 25 Nio LogR, MLP, Zeros fotal de dados Ace: 25%
dos trabalhos da a 96%
SVM e XGBoost
base da UCI
A((}%Bg);t' Zeros, 5 métodos Ace: 21% a 46%
3 Original 5.689 3 Nao SV\'[ e7 média, mediana, de boilqr{cealx;ellto Rev: 34% a 64%
. KNN e MICE e AUC: 0,77 a 0,94
XGBoost
AdaBoost, Incremento do
. - GB, RF, . . Ace: 28% a 37%
gina 5.6 N: T as : 0 8 e
4 Original 5.689 e Nao VM e Cépulas (()23)1:?((})(})&1;}1);):‘(6 AUC: 0,49 a 0,76
XGBoost P
AdaBoost, Exames iniciais,
- GB, RF, Média, Cépulas, balanceamento Ace: 28% a 44%
aQ |4 ? ? i ’ i)
5 | Porclasse 794 5 Nao SVM e KNN e MICE cépulas, AUC: 0,49 2 0,69
XGBoost RFE e SKF
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7 CONCLUSAO

A doenca renal cronica apresenta alta prevaléncia global, caracterizando-se fre-
quentemente pela auséncia de sintomas e sendo comumente diagnosticada em estagios
avancados. A predicao de seus estagios é fundamental para otimizar tanto o tratamento
quanto o acompanhamento clinico dos pacientes. Ademais, intervencoes precoces sao as
estratégias mais eficazes na redugdo dos custos relacionados ao tratamento, consolidando a
antecipacao do diagnostico como um fator essencial no enfrentamento da doenga enquanto

questao de saude publica.

O principal objetivo deste trabalho foi desenvolver cenarios de aplicagdo de algorit-
mos e técnicas de aprendizado de maquina para a predicao dos estagios da DRC, a partir
de uma base de dados proveniente do sistema de satde publico do Brasil. Esses cenarios
foram elaborados com o propédsito de identificar conjuntos de exames e dados pessoais que
fossem clinicamente viaveis para a deteccao dos estagios da DRC, sem depender, de forma
geral, de marcadores e exames tradicionais, como a creatinina sérica, adotando, assim,

uma abordagem inovadora.

O primeiro cenario desenvolvido teve como objetivo a realizagao de andlises pre-
liminares da base de dados, organizada em funcao das datas de realizagao dos exames
de cada paciente. Foram elaboradas quatro abordagens distintas para a classificacao do
URE dos pacientes com diferentes agrupamentos de variaveis — com e sem a creatinina
sérica ——, cinco técnicas de inferéncia de dados e tendo o RF como algoritmo de classi-
ficacdo. Em todas as abordagens que utilizaram a creatinina como variavel, os valores
de acuricia alcancados foram significativamente elevados, variando entre 84% e 99%. A
Unica abordagem que nao incluiu essa variavel apresentou os menores indices de acuracia,
situando-se na faixa de 68% a 69%, evidenciando, assim, o potencial de uso da creatinina

como variavel preditora para a base de dados considerada.

A partir do segundo cenério, todas as classificacdes desenvolvidas descartaram a
creatinina do conjunto de varidveis preditoras, de forma que o objetivo geral deste trabalho
fosse respondido. Mantendo-se a mesma organizagdao dos dados utilizada no cenario 1,
foram selecionadas 25 variaveis e seis algoritmos de classificagdo, visando uma compreensao
mais aprofundada do comportamento dos dados. Embora alguns algoritmos tenham
apresentado resultados de razoavel valor agregado para alguns estégios especificos, apenas
o XGBoost gerou indicadores consistentes e de qualidade para todos os estagios. Os valores
de acuracia, precisao e revocacao obtidos pelo algoritmo foram elevados, destacando-se pela
equivaléncia com resultados documentados na literatura. O principal beneficio derivado
desse cenéario foi a elaboracao de uma abordagem preditiva robusta, sem a inclusao da
creatinina sérica, uma metodologia que se destaca por nao ter precedentes na literatura

revisada e que atende ao objetivo central deste trabalho, no contexto da base de dados do
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Centro Hiperdia.

No cenério 3, o foco foi responder um dos objetivos deste trabalho: identificar o
menor conjunto factivel de variaveis pessoais, clinicas e laboratoriais capazes de predizer os
estagios da DRC, excluindo a creatinina sérica. O XGBoost, que apresentou os melhores
resultados no cenario 2, foi complementado pelo RF, SVM e por dois algoritmos de
ensemble: AdaBoost e GB. Foram utilizados os mesmos métodos de inferéncia do cenério
1 e o desbalanceamento dos dados foi tratado com cinco métodos diferentes: ADASYN,
SMOTE, SMOTE-Tomek, SMOTE-ENN e Borderline-SMOTE. Embora os resultados
gerais tenham sido insatisfatoérios, as técnicas de balanceamento proporcionaram uma
melhoria discreta nas métricas de desempenho em geral, sobretudo para os estagios 1, 4 e 5.
J& para os demais, os resultados foram inconsistentes, sobretudo pela queda acentuada na
revocagao apés o balanceamento. No entanto, com o uso de apenas trés variaveis minimas
(idade, raca e sexo), foi possivel alcangar valores promissores, particularmente para a curva
ROC AUC e para a revocacao com o XGBoost, especialmente no estagio 1, sugerindo que
essa abordagem pode ser eficaz na identificacdo precoce da DRC neste estagio introdutorio,
permitindo um encaminhamento mais assertivo dos pacientes para tratamentos iniciais,

como intervenc¢oes medicamentosas.

No quarto cenario, uma nova base de dados foi gerada por meio da aplicacdo do
conceito de copulas. Os dados sintéticos foram utilizados tanto para a inferéncia de dados
ausentes, quanto para o aumento do conjunto de suporte da classificacao, a qual foi realizada
com 0s mesmos cinco algoritmos do cenario anterior. Na primeira abordagem, somente
com a inferéncia por copulas, os resultados para todos os métodos foram insatisfatorios,
com valores baixos para as métricas consideradas e em todos os estagios. Houve, em
particular, uma significativa variacao nos resultados de revocagao e precisao, evidenciando
uma consideravel dificuldade dos algoritmos empregados em equilibrar falsos positivos e
falsos negativos, sendo estes tltimos os casos mais preocupantes. Por meio da andlise do
desbalanceamento do conjunto suporte entre os seis estdgios, foram inclusas na base de
dados amostras referente as classes minoritarias, os estagios 4 e 5. Foi aplicado o método
RFE para selecao das cinco varidveis mais relevantes para a classificacao de cada algoritmo.
No entanto, os resultados obtidos com a sele¢do de variaveis também foram insatisfatorios,
nao apresentando melhorias substanciais em relagao aos cenarios anteriores. Mesmo apds
a geracao de registros sintéticos para os estagios 4 e 5 por meio de copulas, as acuracias
médias permaneceram abaixo das expectativas, evidenciando a limitagao das abordagens
empregadas na classificacao adequada dos estiagios da DRC quando apenas as variaveis

referentes a idade, a raga e ao sexo dos pacientes foram consideradas na classificacao.

Assim como nos cenarios anteriores, o cendrio 5 teve como objetivo identificar um
conjunto minimo e viavel de variaveis preditoras. Para alcangar esse objetivo, apds as
tentativas realizadas nas abordagens anteriores, foi proposta uma terceira reorganizacao

da base de dados, agora estruturada em funcao das classes de gravidade de 18 exames e
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reduzida a um total de 794 pacientes, apds um processo de tratamento dos dados. Além
dos métodos de inferéncia, classificacao e selecao de variaveis aplicados nos cenérios 3 e 4, a
divisdo dos dados em conjuntos de treinamento e teste foi realizada através do método SKF
com dez subconjuntos. Os resultados das classificagoes, tanto para o conjunto completo de
18 variaveis, quanto para os conjuntos reduzidos de cinco variaveis selecionadas via RFE,
nao atingiram as expectativas. Os valores obtidos foram insuficientes para a maioria das
métricas de desempenho, independentemente do método de inferéncia ou de balanceamento
empregado. Esses achados indicam que a abordagem de predicao baseada exclusivamente
nos exames iniciais nao foi eficaz para os pacientes da base de dados do CH. Logo, neste
contexto, o uso de exames primarios, sem a inclusao da creatinina sérica, pode nao ser

adequado para fornecer predigoes precisas sobre o estdgio inicial da doenca.

A anélise dos resultados obtidos nos cinco cenarios evidencia, de forma inequivoca, a
relevancia da creatinina na predicao dos estagios da DRC, conforme amplamente reportado
na literatura especializada. No primeiro cenério, trés das abordagens incorporaram o exame
de creatinina, gerando resultados consistentes e em concordancia com os valores encontrados
em estudos correlatos. No segundo cenario, sem o uso da creatinina, mas empregando
25 variaveis, incluindo dados pessoais e exames clinicos, a classificacao realizada atingiu
acuracia de 96% na predi¢ao geral de todos os estdgios. Este desempenho se alinha
aos valores reportados na literatura, embora todos os estudos revisados neste trabalho
incluam o uso da creatinina sérica em suas andlises. Portanto, trata-se de uma abordagem
potencialmente inovadora, que poderia ser testada na deteccao dos seis estagios da DRC
na pratica clinica a partir da obtencao dos exames indicados na Tabela 13, possibilitando

o encaminhamento e o acompanhamento adequados dos pacientes.

O conjunto minimo de trés variaveis relacionadas a TFG — idade, raga e sexo —
nao apresentou desempenho satisfatorio na predicao dos estédgios da DRC, com excecao
de alguns casos isolados observados no cenario 3. Nesses, especialmente em relagao ao
estagio 1, os resultados mostraram-se promissores em certa medida, com destaque para
as métricas de revocagdo e ROC AUC. Esse desempenho sugere uma possivel redugao de
falsos negativos, evitando que pacientes com a doenga nao recebam o diagnostico correto.
Como destacado por Sharma et al. (2016) (224) e Iftikhar et al. (2023) (123), os métodos
diagnoésticos atuais, baseados na creatinina, detectam a DRC em estégios avancados, mas
apresentam limitagoes na identificagao da condicao em seus estdgios iniciais. Contudo,
mesmo considerando apenas trés dados de facil obtencao para cada paciente, e apds o
aprofundamento do método desenvolvido no cenario 3, é possivel alcancar resultados
significativos na predicao da DRC em estagios iniciais. Isso possibilitaria a identificacao
precoce desses pacientes e o encaminhamento para tratamentos apropriados, com potencial

enfoque em intervenc¢des medicamentosas.

Os diferentes conjuntos minimos compostos por cinco exames nos cenarios 4 e

5, apesar da aplicacao de métodos de reorganizacao da base de dados, balanceamento,
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inferéncia e selecdo de varidveis, nao apresentaram resultados satisfatérios em relacao a
predi¢ao de nenhum dos estagios da doenca. Portanto, nesses dois cenarios, a proposta
de identificacdo de um conjunto minimo viavel mostrou-se falha. Dentro desse contexto,
podem ser citadas algumas limitacoes do uso de técnicas de AM para a deteccao da DRC,
segundo Delrue et al. (2024) (68): o sobreajuste, a necessidade de dados de alta qualidade
e a complexidade dos modelos, que podem dificultar a interpretacao pelos clinicos. A falta
de padronizacao e a necessidade de validacao externa sao obstaculos importantes a serem

superados.

Considerando a vasta e complexa gama de fatores que podem influenciar significa-
tivamente a progressao DRC, a avaliacao precisa do risco individual de desenvolvimento
e avanco da doenca se apresenta como um desafio consideravel. A multiplicidade de
variaveis envolvidas, incluindo informagoes pessoais, socioeconémicas e clinicas, dificulta a
identificagdo de preditores consistentes e confiaveis, conforme ponderado por Sanmarchi et
al. (2023) (215). A base de dados do Centro Hiperdia apresenta elevada complexidade,
um numero significativo de pacientes e de dados faltantes, diversidade étnica e natureza
classificatoria multiclasse, caracteristicas raramente encontradas e abordadas na literatura
correlata. Ainda assim, embora nao tenha sido viavel a obtencao definitiva de um conjunto
minimo de variaveis preditoras, foi possivel alcancar, mesmo sem o uso da creatinina,

resultados promissores e com potencial inovador.

Em conclusao, com os cenarios desenvolvidos e com os resultados obtidos, pode
ser discutido e avaliado o uso das técnicas na pratica hospitalar, de forma que predigoes
possam ser realizadas com novos dados e na rotina clinica convencional. Essa abordagem
poderia auxiliar pacientes em seus tratamentos, contribuindo para detecgao precoce e a

consequente reducao de custos associada.
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8 TRABALHOS FUTUROS

Como trabalhos futuros decorrentes do desenvolvimento desta tese, podem ser

citados:

« Validacao dos modelos desenvolvidos em ambientes clinicos reais, de forma a aumentar

a aplicabilidade pratica das solugoes propostas;

o Trabalho em conjunto com especialistas em nefrologia, de forma que o desenvolvi-

mento de novas abordagens seja potencializado;

o Desenvolvimento de novos cenarios de classificagao, que possam considerar outros

algoritmos e métodos de inferéncia de dados;
o Analise detalhada acerca de possiveis casos de sobreajuste nos resultados obtidos;

o Utilizagao de métodos como shapley additive explanations (SHAP) e local interpretable
model-agnostic explanations (LIME), com o propésito de avaliar a relevancia e a

contribuicao de cada variavel preditora nos resultados produzidos pelos modelos;
o Implementacao dos cenarios desenvolvidos em diferentes bases de dados;

« Utilizacao de modelos de aprendizado profundo para predi¢ao dos estagios da DRC.
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