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RESUMO

A gestao sustentavel dos recursos hidricos ¢é essencial diante das mudangcas climéaticas
e seus impactos nos sistemas humanos e naturais. Neste cenério, os modelos computacionais
tém ajudado no processo de tomadas de decisoes, entretanto, frente as limitagoes dos
modelos fisicos tradicionais, que frequentemente demandam dados extensivos e complexos
processos de calibracao, torna-se possivel questionar: até que ponto modelos baseados
em aprendizado de maquina podem oferecer previsoes robustas e aplicaveis para a gestao
hidrica em cenarios caracterizados por alta variabilidade? Este estudo explora a aplicacao
de modelos de aprendizado de maquina, incluindo Regressao Linear, CatBoost e Random
Forest, para previsao de vazao em bacias hidrograficas de Minas Gerais, Brasil. Por meio
da analise das relacdes complexas entre precipitacao e fluxo dos rios, esta pesquisa busca
melhorar a precisao das previsoes aplicando determinadas variaveis categéricas, abordando
desafios como a assimetria dos dados e o efeito de “cauda longa”. Os resultados destacam
o potencial do aprendizado de maquina como uma solucao eficiente e economicamente
viavel, com especial destaque a Regressao Linear, oferecendo percepcoes valiosas para a
gestao de recursos hidricos e o planejamento de politicas publicas. Além disso, o estudo
contribui para a literatura cientifica ao preencher uma lacuna de conhecimento sobre o

uso de técnicas de aprendizado de maquina nesse contexto regional.

Palavras-chave: Aprendizado de Maquina. Modelagem chuva-vazao. Previsao de vazao.

Gestao de recursos hidricos.



ABSTRACT

The sustainable management of water resources is essential in the face of climate
change and its impacts on human and natural systems. In this context, computational
models have supported decision-making processes; however, given the limitations of
traditional physical models — which often require extensive data and complex calibration
processes — it raises the question: to what extent can machine learning models provide
robust and practical forecasts for water management in scenarios characterized by high
variability and climate change? This study investigates the application of machine learning
models, including Linear Regression, CatBoost, and Random Forest, for runoff forecasting
in the hydrographic basins of Minas Gerais, Brazil. By analyzing the complex relationships
between precipitation and river flow, this research aims to improve forecasting accuracy
by incorporating specific categorical variables and addressing challenges such as data
asymmetry and the “long tail” effect. The results highlight the potential of machine
learning, particularly Linear Regression, as an efficient and cost-effective solution, offering
valuable insights for water resource management and public policy planning. Furthermore,
this study contributes to the scientific literature by filling a knowledge gap regarding the

application of machine learning techniques in this regional context.

Keywords: Machine Learning. Rainfall-runoff modeling. Runoff forecasting. Water

resources management.



RESUMEN

La gestion sostenible de los recursos hidricos es esencial frente al cambio climéatico
y sus impactos en los sistemas humanos y naturales. En este contexto, los modelos
computacionales han apoyado los procesos de toma de decisiones; sin embargo, dadas las
limitaciones de los modelos fisicos tradicionales, que a menudo requieren datos extensivos
y procesos de calibracion complejos, surge la pregunta: jen qué medida los modelos
basados en aprendizaje automéatico pueden ofrecer predicciones robustas y aplicables para
la gestion hidrica en escenarios caracterizados por alta variabilidad y cambio climatico?
Este estudio investiga la aplicacién de modelos de aprendizaje automético, incluyendo
Regresion Lineal, CatBoost y Random Forest, para la prevision de caudales en las cuencas
hidrograficas de Minas Gerais, Brasil. A través del andlisis de las complejas relaciones
entre la precipitacion y el flujo de los rios, esta investigaciéon busca mejorar la precisién
de las predicciones incorporando variables categéricas especificas y abordando desafios
como la asimetria de los datos y el efecto de “cola larga”. Los resultados destacan el
potencial del aprendizaje automatico, en particular la Regresion Lineal, como una solucion
eficiente y econémicamente viable, ofreciendo perspectivas valiosas para la gestion de
recursos hidricos y la planificacion de politicas ptublicas. Ademas, este estudio contribuye
a la literatura cientifica al llenar un vacio de conocimiento sobre el uso de técnicas de

aprendizaje automatico en este contexto regional.

Palabras clave: Aprendizaje automatico. Modelado lluvia-caudal. Prediccion de caudales.

Gestién de recursos hidricos.
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1 INTRODUCAO

1.1 CONTEXTUALIZACAO

A gestao dos recursos hidricos desempenha um papel crucial nas politicas ptublicas.
Nos ambitos socioeconémico, cultural e de saude publica, em um contexto de mudancas
climaticas e seus impactos nos sistemas humano e natural (55), conhecer a dindmica dos
recursos hidricos e entender como fatores externos impactam seu comportamento é de
grande importancia para os gestores publicos. A compreensao desses aspectos permite
uma melhor tomada de decisoes, garantindo a sustentabilidade dos recursos, a seguranca

hidrica e o bem-estar da populagao.

Neste sentido, prever a vazao de rios é um componente essencial na gestao de
recursos hidricos, operagao de reservatoérios e mitigagao de desastres naturais, e tem um
carater especial em regioes onde a hidroeletricidade desempenha um papel crucial na matriz
energética, como o Brasil. Segundo o Balanco Energético Nacional de 2023, ano-base 2022,
divulgado pelo Ministério de Minas e Energia, esta matriz energética representa cerca de
64% da oferta interna total de geracdo de energia elétrica (32). Desta forma, a previsdo da
vazao de rios que abastecem os reservatérios das hidrelétricas tem importancia no impacto

econdémico que uma usina em baixa capacidade de geracao pode causar.

Em uma perspectiva direcionada a populagao, os rios abastecem represas e acudes
que fornecem agua potavel para consumo humano e animal, além de irrigar a lavoura —
nao apenas os rios, evidentemente, mas também a chuva, tem impacto significativo nesse
cenario. Uma anélise criteriosa da previsibilidade da vazao dos rios dias a frente permite
ao poder publico, por exemplo, reduzir ou até mesmo suspender outorgas para retirada de
agua destinadas a outros tipos de uso, visando o bem-estar populacional. Além disso, essa
analise pode auxiliar no planejamento de regimes de racionamento. Basta lembrarmos do
ano de 2015, quando se noticiava o “uso do volume morto” na Cantareira, no estado de
Sao Paulo, pois a estiagem fora além do previsto e o abastecimento de cidades — da cidade

de Sao Paulo propriamente — foram severamente afetados (37).

E quando se fala em bem-estar populacional, nao podemos deixar de considerar os
eventos climaticos extremos. Recordemos dos tltimos desastres ocorridos nos estados de
Minas Gerais (8), Rio de Janeiro (38), Espirito Santo (41), Sdo Paulo (39), Bahia (7) e
mais recentemente, em maio de 2024, a tragédia no Rio Grande do Sul (40) em que choveu
43mm em 6 horas — 43mm de chuva correspondem a 43 litros de agua por metro quadrado

(I/m?) — (5), que trouxeram nao apenas perda econdmica como também perda de vidas.

Ha que se pontuar ainda que populacoes carentes sofrem mais as consequéncias de
tais eventos extremos, ao ponto de cerca de 3,6 bilhoes de pessoas estarem em condig¢oes

de alta vulnerabilidade as mudangas climaticas, conforme descrito no relatério IPCC (54).
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Figura 1.1 — Carros revirados apds as chuvas fortes em Mimoso do Sul-ES.

Fonte: Foto por Fernando Madeira. (41)

Figura 1.2 — Enchente devasta o Rio Grande do Sul em 2024.

_ P — — -

Fonte: Foto por Reuters/Amanda Perobelli. (6)
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1.2 JUSTIFICATIVA

Este estudo contribui para a compreensao das dinamicas de chuva-vazao nas bacias
hidrogréficas analisadas em Minas Gerais, especialmente em um contexto climatico mundial
que tornarao tais eventos ainda piores.(17) Ao aplicar modelos de aprendizado de maquina,
como Regressao Linear (LR), CatBoost (CB) e Random Forest (RF), foi possivel identificar
padroes e relagoes complexas entre precipitagao e vazao, proporcionando compreensao
sobre o comportamento hidrologico dessas regioes. Esses avancos sao particularmente
relevantes, uma vez que as alteracoes climaticas impoem desafios adicionais na previsao e

gestao dos recursos hidricos, exigindo abordagens mais sofisticadas e adaptaveis.

O conhecimento adquirido a partir desta pesquisa possui uma aplicagdo pratica
significativa, podendo ser diretamente empregado pelas autoridades competentes na tomada
de decisoes estratégicas para a gestao de recursos hidricos e mitigacao de riscos de
inundacoes. A capacidade de prever com boa precisdo as vazoes das bacias permite a
implementacao de medidas preventivas mais eficazes, otimizagao de infraestrutura hidrica
e planejamento urbano mais resiliente. Além disso, as previsoes aprimoradas podem
informar politicas e estratégias publicas de adaptagdo as mudangas climaticas, promovendo

uma gestao sustentavel e eficiente dos recursos naturais.

Cabe destacar ainda que a revisao bibliografica, considerando as bases consultadas,
revelou uma lacuna na literatura referente a aplicagdo de técnicas de aprendizado de
maquina nas bacias hidrograficas de Minas Gerais. Poucos estudos existentes exploraram
essa intersecao, indicando uma area de conhecimento com vastas possibilidades de expansao
e desenvolvimento. Este fato sublinha a importancia e a originalidade do trabalho, que
nao apenas preenche uma lacuna existente, mas também estabelece uma base para futuras
pesquisas que possam explorar e aprimorar ainda mais a utilizacao de metodologias

avancadas de aprendizado de maquina na analise hidrologica regional.

1.3 PROBLEMA DE PESQUISA

No campo dos recursos hidricos, a utilizacdo de modelos fisicos para estudar
fendmenos hidrologicos é uma pratica amplamente estabelecida. Modelos e ferramentas
como o SMAP (Soil Moisture Account Procedure) (60), SWAT (Soil and Water Assessment
Tool) (69) e HEC-HMS (Hydrologic Engineering Center - Hydrologic Modeling System,)
(46) sdo comumente empregados para simular e prever comportamentos de vazao em bacias
hidrograficas. No entanto, esses modelos e ferramenta apresentam uma série de desafios

que impoem limites a sua aplicabilidade.

Primeiramente, os modelos fisicos sao intrinsecamente complexos, exigindo uma
vasta quantidade de dados de entrada para sua correta operacao. Entre estes dados

pode-se citar vazao, precipitagao, evapotranspiragao, uso e ocupacao do solo, tipo de
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solo, entre outros. Os dados também possuem diferentes escalas temporais e espaciais
e sua obtencao pode ser dificultosa, resultando em lacunas significativas que podem
comprometer a precisao das simulagoes. A coleta e integracao desses dados demandam
recursos substanciais, tanto em termos de tempo quanto de custo de manutencgao, tornando

a aplicacao pratica dos modelos fisicos um empreendimento oneroso.

Além das dificuldades relacionadas a obtencao dos dados, os modelos fisicos também
enfrentam desafios no que concerne a calibragao de pardmetros. A regulagem desses modelos
depende diretamente da qualidade e abrangéncia dos dados de entrada, o que adiciona
uma camada adicional de complexidade. A necessidade de otimizagdo dos parametros de
ajuste, frequentemente realizada mediante métodos computacionalmente intensivos, eleva
ainda mais os custos associados a utilizagdo desses modelos. Esse processo de otimizagao
nao apenas consome tempo, mas também requer infraestrutura computacional potente,

limitando sua viabilidade em cenarios onde recursos computacionais sao restritos.

Em contraste, os modelos de aprendizado de maquina emergem como uma alterna-
tiva promissora frente aos desafios apresentados pelos modelos fisicos. Esses modelos sao
orientados por dados e, em geral, possuem um nimero reduzido de parametros a serem
otimizados, o que simplifica seu processo de implementacao e calibracdo. A capacidade
de lidar com grandes volumes de dados de forma eficiente e a flexibilidade para modelar
relagoes complexas e nao-lineares tornam o aprendizado de maquina altamente relevante
para a previsao de vazoes. Além disso, modelos de aprendizado de maquina podem gerar
resultados de forma rapida, consumindo menos recursos computacionais em comparacao
com os modelos fisicos, o que os torna particularmente atrativos para aplica¢oes em larga

escala e em tempo real.

No entanto, é crucial reconhecer que os modelos orientados por dados também
possuem limitacoes. A qualidade das previsoes geradas por esses modelos também esta
relacionada a qualidade dos dados de entrada utilizados no treinamento. Dados incompletos,
ruidosos ou enviesados podem comprometer o desempenho dos modelos de aprendizado de
maquina. Além disso, alguns tipos de modelos podem também requerer uma quantidade
substancial de dados de treinamento para alcancar altos niveis de precisao, o que pode ser
um obstaculo em regides onde a coleta de dados é limitada. Apesar dessas limitacoes, a
capacidade de gerar previsoes rapidamente e a menor demanda por recursos computacionais
fazem dos modelos de aprendizado de maquina uma ferramenta valiosa para a gestao de

recursos hidricos.

Como ilustracao pratica, consideramos a aplicacdo do modelo de Regressao Linear
para o rio Doce, onde foram obtidos os maiores conjuntos de dados de precipitagao e
vazao para treinamento. Utilizando um computador equipado com um processador Intel
Core 15 8500 (oitava geracao) e 8 gigabytes de RAM, o modelo de Regressao Linear levou

aproximadamente 14 segundos para gerar os resultados. Embora a eficiéncia computacional
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observada seja um indicativo positivo, a avaliagao da qualidade dos resultados obtidos
sera aprofundada ao longo deste trabalho. Este exemplo serve para ilustrar que modelos
de aprendizado de maquina, mesmo com configuragbes computacionais modestas, podem
produzir resultados de maneira eficiente, destacando sua viabilidade para aplicagoes

praticas em gestao de recursos hidricos.

Em suma, esta pesquisa visa resolver alguns dos problemas inerentes a utilizacao
de modelos fisicos na previsao de vazao, propondo a adocao de modelos de aprendizado
de maquina como uma alternativa mais flexivel e menos dispendiosa. Esta transicao
para abordagens orientadas por dados pode melhorar a capacidade de prever vazoes em
cenarios caracterizados por alta variabilidade. A combinacao dessas vantagens posiciona
os modelos de aprendizado de méquina como ferramentas essenciais para a modernizacao e
aprimoramento da gestao de recursos hidricos, promovendo uma abordagem mais adaptavel

e eficiente diante dos desafios climaticos contemporaneos.

1.4 OBJETIVOS

1.4.1 Objetivos gerais

Desenvolver e avaliar modelos de aprendizado de maquina para previsao de vazao
em bacias hidrograficas de Minas Gerais, oferecendo uma alternativa eficiente e menos

onerosa em comparac¢ao aos modelos fisicos tradicionais.

1.4.2 Objetivos especificos

e Identificar e mitigar problemas de assimetria na distribuicao dos dados das séries
temporais de vazao e precipitagdo — efeito “cauda longa” —, objetivando aprimorar a

precisao das previsoes dos modelos de aprendizado de maquina;

e Realizar analise das varidveis de entrada aplicando o método SHapley Additive
exPlanations (SHAP) e identificar quais destas tiveram maior impacto na previsao

final dos modelos;

e Contribuir para a literatura cientifica ao preencher a lacuna existente na aplica¢ao

de técnicas de aprendizado de maquina nas bacias hidrograficas de Minas Gerais.
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2 REVISAO SISTEMATICA DA LITERATURA

Como forma de auxiliar o desenvolvimento do trabalho, uma revisao sistematica
foi conduzida. Buscou-se por trabalhos que analisassem os rios ou bacias hidrogréaficas de
Minas Gerais aplicando aprendizado de maquina em modelagem chuva-vazao, com intencao

de realizar previsao de vazao na finalidade de antever possivel situacao de enchente.

Como visto em Donato and Donato (27), depreende-se que uma revisao sistematica
¢ uma metodologia de investigacao estruturada e replicavel que visa compilar e analisar
evidéncias de diversos estudos sobre uma questao de pesquisa especifica. A relevancia e
importancia da revisao sistematica, obedecendo a protocolos de selecao, inclusao e exclusao
de trabalhos referentes a area, é o que garante a esta ser “abrangente, transparente e

replicdvel”) nas palavras das autoras Donato and Donato (27).

2.1 QUESTAO DE PESQUISA

Para que se realize uma revisao sistematica é preciso definir uma questao de pesquisa.
Para este trabalho, a questao principal foi obtida aplicando o critério de elegibilidade
denominado PICO - sigla para Problema ou populacao, Intervencao, Comparacao e
Outcome/resultado (87). Sobre a delimitacdo dessa questao de pesquisa, Galvao and

Ricarte (42) nos diz que

deve contemplar a especificacdo da populacdo, ou do problema
ou da condigdo que serd estudada, o tipo de intervencao que sera
analisado, se havera comparacdo entre intervencoes e o desfecho
que se pretende estudar (42)

Para este trabalho foi utilizada a extensao temporal do critério de elegibilidade,
tornando-se, desta forma, PICO(t). O ‘t’ é o tempo. Veja a tabela PICO(t) (2.1) como

ficou para este trabalho.

Tabela 2.1 — Tabela de Defini¢oes de PICO(t).

Categoria | Definicao Descricao

P Problema Enchentes urbanas em Minas Gerais cada vez mais
intensas e frequentes

1 Intervencao Aprendizado de maquina com varidveis categoéricas
para realizar a previsdo de vazao em rios

C Comparagao/Controle | Comparar com estudos que realizaram a mesma
tarefa utilizando aprendizado de maquina

O Outcome Avaliar a robustez dos resultados dos modelos sele-
cionados para o trabalho

t Tempo Prever a vazao diaria ao longo de 365 dias — 1 ano

Fonte: O autor
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Tendo esta tabela como base, foi possivel formular a seguinte pergunta: E viavel
empregar modelos de aprendizado de maquina na modelagem com variaveis categoéricas
que apresentem resultados robustos em simular a vazao ao longo de 365 dias adiante de

determinados rios de Minas Gerais?

Com esta questao de pesquisa pronta, foi possivel determinar as palavras-chave do
trabalho: aprendizado de maquina, previsao de vazao, modelagem com variaveis categoricas
e Minas Gerais. As pesquisas foram realizadas em bases internacionais, por isso os termos
foram traduzidos para o inglés, ficando machine learning, runoff forecasting e categorical
features modeling. Estas palavras foram combinadas utilizando os operadores booleanos
AND (E) e OR (OU) para gerar a string de busca nas bases. Mas houve problemas
com a especificidade do alvo do trabalho, buscando por rios ou bacias de Minas Gerais e
também de emprego de modelagem com varidveis categéricas. Quando estes termos foram
utilizados, houve poucas respostas nas bases e nenhuma que relacionasse, precisamente,
com as palavras-chave almejadas. Foi preciso ampliar a pesquisa e abriu-se a possibilidade
para rios do Brasil, cuja consulta retornou 30 resultados. Ainda ficou insatisfatério, pois
nao havia sido realizado nenhum procedimento de remocao neste ponto e esta quantidade
poderia se reduzir drasticamente — em verdade, ficariam apenas 8 artigos apos os cortes.
O que permaneceu, enfim, foi o emprego de trabalhos restritos & América do Sul, em
inglés, South America. Observou-se também que os termos “machine learning” e “deep
learning” (aprendizado profundo) muitas vezes foram empregados como sinénimos e por
isso acrescentou-se a pesquisa o termo “deep learning”. Apenas artigos dos tultimos 5 anos
foram utilizados, perfazendo os anos de 2020 a 2024 até a data de inicio de escrita deste

trabalho, em marcgo.

2.2 BASES UTILIZADAS

As bases utilizadas nesta revisao estao disponiveis na internet e foram acessadas via
plataforma Peri6dicos da Capes (Portal de Periédicos da Coordenagao de Aperfeicoamento
de Pessoal de Nivel Superior (1)). Foram utilizadas 3 bases: Scopus, Science Direct, Web

of Science. O processo de busca nas bases resultou em 355 trabalhos para a fase de selecao.

2.3 FASE DE SELECAO

Bases consultadas, resultados prontos, partiu-se para a selecao dos trabalhos que
comporiam o arcabougo de conhecimento deste trabalho. Os seguintes tipos de trabalho
foram aceitos: artigos publicados em jornais e revistas; dissertagoes e teses. Nao foram
aceitos trabalhos dos seguintes tipos para a composicao da revisao sistematica: artigos de
conferéncia, livros ou capitulos de livros. Apds essa andlise inicial, foram identificados 21

trabalhos, de um total de 355, fora dos tipos aceitos, sendo entao removidos.
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Os 334 trabalhos restantes passaram pela etapa de sele¢do, em que se verificou as
possiveis duplicatas. Ao todo 82 duplicatas foram identificadas e devidamente removidas.
Apos remocgao de duplicatas, avaliou-se o ano de publicagdo dos artigos, em que 74 foram
removidos por serem anteriores ao ano de 2020, o ano-base adotado nesta revisao. Em
seguida, foram lidos os seguintes campos: titulo, resumo e palavras-chave. A partir de
entao, era verificado se o trabalho atendia aos critérios de inclusdo ou exclusao definidos.
A figura 2.1 mostra os critérios adotados para a inclusao ou a exclusao. Foi estipulado

que um trabalho sé seria incluido se atendesse aos trés critérios simultaneamente. Porém,

para ser excluido, bastava atender apenas a um dos critérios de exclusao.

Neste ponto de leitura, apdés toda resolucao, restaram 178 artigos para analise.
Deste montante, 34 trabalhos corresponderam ao assunto tratado na pesquisa, atendendo

aos critérios de selecao estipulados, e passaram para a fase de extragao.

Figura 2.1 — Critérios de inclusao e exclusao.

CRITERIOS DE INCLUSAO CRITERIOS DE EXCLUSAO

Trabalhos que abordem a Trabalhos que nao utilizam Trabalhos que tratem de
questdo de previsao de aprendizado de maquina ou rios/hacias fora da América
vazao de rios aprendizado profundo do Sul

e e
ou deep learning assunto proposto

Trabalhos que nao tenham
informacdes suficientes
para analisar

Trabalhos em rios/bacias Trabalhos que ndo facam
da América do Sul previsdo de vazao

Trabalhos a partir

do ano 2020 Trabalhos de revisdo

Fonte: O autor
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2.4 FASE DE EXTRACAO DE DADOS

A etapa de extracao de dados compreendeu a leitura integral dos artigos e a
extragao das informagoes pertinentes. As questoes listadas a seguir foram formuladas para

auxiliar no processo de extracao dos dados provenientes dos artigos.

e Quais os objetivos do trabalho?

Os rios ou bacias analisadas situam-se na América do Sul?

e E um trabalho que realiza previsio (forecasting) de vazao?

O trabalho esta se valendo de modelos de aprendizado de maquina (machine learning)

ou de aprendizado profundo (deep learning)?

e Quais sao os resultados do trabalho?

Durante a fase de extracao, outros 15 artigos foram desconsiderados para o trabalho,
restando 18 trabalhos totalmente aderentes ao mote desta pesquisa. Foi uma reducao
significativa, mas apods andlise o que se concluiu foi que o foco desta pesquisa se insere
em um nicho muito especifico dentro do que se realiza em trabalhos na area. O simples
fato de, necessariamente, se buscar trabalhos que empreguem machine learning ou deep
learning, fez com que 9 artigos precisassem ser retirados da revisao sistematica. Estes
15 artigos removidos estao na tabela 2.2, com observacoes que se fizeram relevantes e

justificativas sobre a nao consideracao dos mesmos.

Tabela 2.2 — Tabela com artigos removidos na fase de

extracao.

Referéncia Observacoes e Justificativas

Kolling Neto et al.| Removido, pois aplica um modelo hidrolégico, ou seja,

(56) modelo fisico, de escala continental.

Paliz Larrea et al.| Removido, pois faz previsao do nivel da dgua em um

(76) reservatorio e nao de vazao de rio.

Singh and Goyal | Trabalha por uma compreensao do risco financeiro rela-
(88) cionado ao clima. Empreende esforco para incluir infor-
magoes criticas sobre os riscos provaveis relacionados as

mudancas climaticas na tomada de decisoes financeiras.

Yan et al. (95) Aplica o modelo hidrolégico — fisico — Dominant River
Routing Integrated with VIC Environment, DRIVE.




Referéncia

Observacoes e Justificativas

Stefenon et al. (91)

E um trabalho muito recente, de fevereiro de 2024, apli-
cando uma técnica bastante interessante na area de pre-
visao de séries temporais, o modelo de aprendizado pro-
fundo Temporal Fusion Transformer, TFT — uma versao
com automatizacao para busca de hiperparametros Au-
toTF'T —, contudo o direcionamento do artigo é todo para
a previsao de nivel de agua em barragens em eventos de

inundacao.

Bordin et al. (4)

Este estudo explorou o papel atual e futuro do aprendi-
zado de maquina, machine learning, no setor hidrelétrico,
com énfase no agendamento de operacao de usinas. O
objetivo principal foi revisar as aplicagoes existentes de
machine learning na literatura e propor dire¢oes futuras

de pesquisa para abordar lacunas ainda nao exploradas.

Fernandez et al.
(34)

Este trabalho propoe a criagdo de um framework, base-
ado em um modelo hidrologico simplificado, para realizar
o balanceamento hidrico em cabeceira de bacias em re-
gides com escassez de dados. O framework apresentado
é bastante interessante e pode, com adaptacoes, ser pos-
sivelmente aplicado com aprendizado de maquina. Ele
apresenta um fluxo para identificacao e selecao de es-
tacoes relevantes de precipitagao, vazao e nivel de rio,
posterior conversao de nivel de rio para vazao, aplicando
modelos matemaéticos, e final agregacao dos dados que

ird alimentar o modelo hidrologico simplificado proposto.

Paez-Trujilo et al.
(71)

Calibra e valida o modelo SWAT para realizar simulagoes
do balango hidrico no rio Cesar, Colombia. Com estes
dados simulados os autores realizam uma analise de
seca, o0 objeto de estudo da pesquisa, e s6 entdao aplicam
machine learning visando explicabilidade na relacao entre

as caracteristicas hidroclimaticas e severidade de secas.
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Referéncia

Observacoes e Justificativas

Liu et al. (59)

Aplica um modelo hidrolégico combinado com machine
learning — em verdade, apesar de os autores usarem
a expressao “machine learning” na realidade aplicam
um modelo de “deep learning”, rede Long Short-Term
Memory, LSTM — para gerar uma anélise em escala global
sobre a magnitude de inundagoes, ou seja, a América
do Sul é apenas tangencialmente tratada, o que foge do

objetivo desta pesquisa.

Siqueira et al. (89)

O trabalho aplica um modelo hidrolégico-hidrodinamico
para realizar previsao de vazao, em escala continental,

em determinados rios e bacias do continente.

Amorim et al. (2)

Calibra o modelo SWAT, um modelo fisico, para a bacia

hidrografica do rio Tocantins-Araguaia

de Jong et al. (24)

Aqui é aplicado trés diferentes modelos climaticos globais
para realizar simulacoes de longo prazo, para os anos
2030 e 2080, em cenario de elevada emissao de carbono
na atmosfera. O objetivo é avaliar o impacto da mudanca
climatica no potencial hidrelétrico em varias das bacias

da América do Sul.

Carvalho et al. (11)

A pesquisa aplica modelos de aprendizado de maquina
e de aprendizado profundo para estudo de padroes de
demanda de dgua na cidade de Fortaleza, Ceara. Nao é

um estudo de previsao de vazao.

Pereira et al. (73)

O trabalho combina a aplicacao de modelo hidrolégico e
de clima para dar suporte a operacao de reservatorios com

vista & gestao e alocagao de agua em regiao semiarida.

Rodriguez et al.

(82)

Aplica aprendizado de maquina e aprendizado profundo
exclusivamente direcionado a andlise de qualidade de
dgua — preenchimento de dados faltantes. E, no entanto,
um estudo bastante interessante, pois visa regioes com

dados escassos para qualidade de agua.

Fonte: O autor
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2.5 SINTESE DOS TRABALHOS DE REFERENCIA

Esta secao sintetiza os principais aspectos de cada artigo incluido nesta revisao
sistematica, proporcionando uma visao abrangente do conteido abordado em cada estudo.
Cada resumo delineia de maneira concisa os objetivos especificos das pesquisas e destaca
os resultados mais relevantes alcangados, facilitando a compreensao das contribuigoes
individuais para o campo de estudo. Ao apresentar essas sinteses, a se¢do permite
uma analise comparativa e critica dos trabalhos revisados, contribuindo para uma melhor
interpretacao das tendéncias, metodologias adotadas e descobertas significativas no contexto

investigado.

O estudo Meis et al. (65) aborda a aplicagdo de uma ferramenta estatistica para
previsao hidrometeorolégica na bacia inferior do rio La Plata. O objetivo principal foi
melhorar a capacidade de prever eventos extremos de vazao, como cheias severas associadas
ao fenomeno El Nino, cujo impacto socioeconomico é bastante relevante na regiao. Séries
temporais de vazao foram analisadas utilizando modelos estatisticos ARIMA Sazonal
(SARIMA) e ARIMA Sazonal com varidveis exdgenas (SARIMAX), com a incorporagao de
variaveis exégenas derivadas do indice NINO 3.4 para melhorar a precisio das previsdes,
especialmente durante eventos extremos. Os resultados mostraram que o modelo SARIMAX
apresentou maior eficicia na previsao de eventos extremos de vazao, em comparagao ao
SARIMA, durante periodos influenciados pelo El Nifio. Em condig¢des gerais, o desempenho
dos dois modelos foi semelhante, mas o SARIMAX destacou-se na previsao de cenarios

criticos.

Vilanova et al. (93) realiza um trabalho de calibracio e transferéncia de modelos
baseados em deep learning, mais exatamente Redes Neurais Artificiais (RNAs), para a
simulacao de vazoes em sub-bacias da Mata Atlantica brasileira, sendo o foco a bacia do
rio Itapemirim. As redes neurais empregadas foram do tipo MLP. Os objetivos principais
foram (I) calibrar RNA(s) para estimar vazoes diarias especificas em trés sub-bacias de
tamanhos variados e (II) avaliar a viabilidade da transferéncia dessas RNA(s) para outras
sub-bacias da mesma bacia hidrogréafica. O estudo utilizou dados diarios de 32 anos de
precipitacao e vazao consistidos em 12 sub-bacias. As RNA(s) foram eficazes para simular
vazoes nas sub-bacias para as quais foram calibradas, com desempenhos satisfatorios ao
serem transferidas para outras sub-bacias. A estimativa de vazoes maximas apresentou
limitagoes, atribuidas a escala temporal diaria dos dados de precipitacao e a variabilidade
hidrolégica e as diferengas na resposta hidrolégica entre sub-bacias grandes e pequenas

destacaram a necessidade de modelos ajustados as condigoes especificas de cada bacia.

O trabalho conduzido por Korsic et al. (57) foi realizado na bacia do rio Tupungato,
nos Andes Centrais da Argentina, e avaliou a eficacia da técnica Support Vector Regression
(SVR) para prever a vazao mensal com antecedéncia de um més. O foco foi na gestao dos

recursos hidricos em uma regiao que é dependente do derretimento de neve, afetada pelas
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mudancas climaticas e escassez de dados hidrolégicos. O estudo comparou a eficiéncia
do SVR com outros modelos, como o Classification and Regression Trees (CART) e o
tradicional modelo ARIMA. O SVR alcancou coeficientes de determinagdo (R?) entre 0, 75
e 0,89. Simulagoes com entradas mais completas — incluindo defasagens e média sazonal de
vazao — mostraram os melhores desempenhos. O modelo SVR superou significativamente
o modelo CART em todos os cenarios e também apresentou melhores resultados do que o
ARIMA. A area de cobertura de neve, obtida a partir do satélite MODIS, com 5 meses de
defasagem — lags — foi a variavel mais correlacionada a vazao, ao passo que a precipitacao

foi considerada irrelevante para o modelo.

O estudo (94) teve como objetivo principal avaliar a importancia de variaveis de
chuva-vazao no desempenho de modelos de previsao de escoamento diario utilizando o
modelo Random Forest (RF). Este trabalho foi realizado na bacia hidrografica Santa
Lucia Chico, no Uruguai, que possui relevancia estratégica devido ao abastecimento de
agua para grande parte da populagdo do pais. O trabalho objetivou compreender o
impacto dos parametros fisicos de entrada no desempenho do modelo RF, determinar quais
variaveis possuem maior importancia para simular a vazao diaria e, finalmente, avaliar
os pontos fortes e fracos dos métodos adotados no estudo. Os dados de entrada foram
séries temporais de vazao, precipitagao, temperaturas minima e maxima, radiacao solar,
velocidade do vento, umidade relativa e evapotranspiracao potencial, o que se assemelha,
em parte, ao trabalho realizado nesta pesquisa. O trabalho dos autores também conduziu
uma andlise com o método SHAP para realizar interpretagao global e local da influéncia

de cada variavel. Os principais resultados foram:

e ();_1, lag de 1 dia da vazao, e Q);_o foram as variaveis mais importantes

e A precipitacdo acumulada nos ultimos 7 dias (P,ecum) foi varidvel eficiente para as

condigoes de umidade antecedente do solo

e Apenas o uso da temperatura do ar (Ty,4: € Thnin) foi suficiente para substituir todas

as variaveis climaticas, sem perda de desempenho

Este foi o trabalho mais aderente ao tema da pesquisa realizada nesta dissertacao
e as conclusoes vistas aqui neste estudo se assemelham em alguns pontos as conclusoes da

dissertacao.

Gomaa et al. (43) analisa o uso de algoritmos hibridos de aprendizado de maquina
para prever a vazao diaria no reservatorio de Trés Marias, localizado na bacia do Rio Sao
Francisco, no Brasil. A pesquisa utilizou dados de chuva obtidos pela missao Tropical
Rainfall Measuring Mission (TRMM), e dados de vazao observados, abrangendo um
periodo de 22 anos, de 1998 a 2019. O trabalho avalia a relacao entre chuva e escoamento

utilizando modelos de aprendizado de maquina, como Rede Neural de Fungao de Base
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Radial Gaussiana (GRNN), Regressdao por Processo Gaussiano (GPR), e Multilayer
Perceptron (MLP) otimizado por Otimizacdo por Enxame de Particulas (MLP-PSO),
todas as siglas no original em inglés. Outra tarefa desempenhada foi investigar a eficacia
da integragdo da Decomposi¢cao Empirica de Modo, EMD em inglés, com a Transformada
de Hilbert-Huang, HHT também em inglés, buscando melhorar a previsao de vazoes.
As conclusoes que os autores chegaram foi que o modelo MLP-PSO obteve o melhor
desempenho em termos de precisao, com o menor Root Mean Square Error (RMSE),
superando os modelos GRNN e GPR em diferentes combinagoes de entradas. A integracao
de EMD-HHT ao MLP-PSO, denominado MLP-PSO-EMD, aumentou significativamente
a precisao na previsao de vazoes, particularmente durante a fase de testes. O modelo
MLP-PSO-EMD atingiu um RMSE de 60, 03m?/s e um Nash-Sutcliffe Efficiency (NSE)
de 0, 96.

O estudo desenvolvido por Fernando De Toledo et al. (35) explora o impacto
de indices climaticos na previsao de séries de vazao mensal em reservatorios de usinas
hidrelétricas no Brasil. O objetivo principal foi investigar se a inclusdo de indices climéticos,
mais especificamente 27 indices, melhora a precisao dos modelos de previsao, especialmente
no contexto de mudancgas climaticas que afetam os padroes hidrolégicos. Comparou-se
o desempenho de 3 modelos de aprendizado de maquina — os modelos SVR, Eztreme
Learning Machine (ELM) e Kernel Ridge Regression (KRR) — e um modelo estatistico —
SARIMAX — na previsao de vazoes, com e sem o uso de indices climéticos. Os resultados
mostraram que os modelos que incorporaram indices climaticos apresentaram uma reducao
significativa nos erros de previsao, em especial em regioes equatoriais — norte e nordeste
do Brasil —, onde a correlagao entre indices climaticos e vazoes foi mais forte. Em média,
69, 5% das previsoes feitas com emprego de modelos de aprendizado de maquina tiveram
melhorias quando indices climaticos foram incluidos, com ganhos superiores a 10% em

48% das previsoes realizadas, quase metade dos testes analisados.

Saraiva et al. (84) desenvolveram um trabalho em que aborda a previsao de vazao
diaria no reservatério de Sobradinho, localizado no nordeste do Brasil, utilizando modelos
de aprendizado de maquina acoplados a transformadas wavelet e técnicas de bootstrapping.
Os autores analisaram dois modelos de aprendizado de maquina, RNA e SVM, combinados
com técnicas de pré-processamento de dados ora mencionadas. Aferiu-se a eficicia destes
métodos em conjunto com as transformacgoes para prever vazoes de rios e identificaram
combinagoes que aumentassem a precisao e robustez destas previsoes. O modelo hibrido
Boostrap- Wavelet-Neural-Network (BWNN) foi identificado como a abordagem mais pro-
missora para previsoes de vazoes diarias em séries temporais hidrolégicas. Os resultados
obtidos a partir desta abordagem proporcionaram avancos na precisao e robustez das
previsoes, com potencial para aplicagdo em outros estudos hidrologicos e séries temporais

ambientais.

Em Nogueira Filho et al. (70) foi abordado o desafio de modelar vazao em bacias
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nao monitoradas — ungauged basins, no original —, utilizando Recurrent Neural Network
(RNN) do tipo LSTM para regionalizac¢ao de vazoes em regioes semidridas, especificamente
no estado do Ceara, Brasil. O objetivo principal foi avaliar a eficacia das redes LSTM
em regioes com dados limitados em comparacao com redes Feedforward Neural Network
(FFNN) tradicionais e o modelo hidrolégico conceitual Soil Moisture Accounting Procedure
(SMAP). Um procedimento adotado foi investigar se alteragoes simples nas FFNN, como
a inclusao de lags de chuva e vazao, podem, eventualmente, igualar ou até mesmo superar

o desempenho das redes LSTM. Os principais resultados foram:

e As redes LSTM demonstraram desempenho superior ao modelo conceitual SMAP

nos experimentos;

e Uma FFNN com lags de vazao, mais especificamente a FFNN-2 com 3 meses de
lags de precipitacao e 2 meses de lags de vazao observada, apresentou o melhor
desempenho geral, superando a LSTM em termos de eficiéncia, apresentando um
valor NSE de 0,866 contra 0,808 da LSTM;

e A inclusdo de memoéria de curto prazo mostrou ser altamente eficiente em regioes

semiaridas, devido a curta memoria hidrologica nessas areas.

Continuando, o estudo apresentado por Reis et al. (78) explorou a aplicacdo de
aprendizado de maquina para prever o fluxo diario de rios, focando nos métodos de selecao
de covariaveis ambientais para melhorar a precisao e a estabilidade dos modelos. A pesquisa
foi conduzida na bacia do rio Piranga, Minas Gerais, usando dados histéricos de 18 anos,
de 2000 a 2017. Trés modelos de aprendizado de maquina foram aplicados no estudo:
Multivariate Adaptive Regression Splines, variante EARTH (MARS-EARTH), Regressao
Linear Multipla e RF. E também aplicou 2 métodos de selecao de covaridveis: Recursive
Feature Elimination (RFE), que elimina recursivamente varidveis menos relevantes e avalia
o resultado do modelo, se melhora ou ndo, e Forward Feature Selection (FFS), cujo
procedimento é adicionar variaveis e avaliar o comportamento do modelo a cada etapa.
Todos os modelos apresentaram bom desempenho geral — coeficiente NSE acima de 0,75 e
coeficiente de determinacao, R?, acima de 0, 80 —, mas demonstraram limitacoes na previsao
de eventos extremos de vazao maxima. As covaridaveis mais importantes destacadas neste
trabalho foram a vazao de rios afluentes, precipitacao acumulada, porcentagem de cobertura
florestal e plantagao, indice EVI (Enhanced Vegetation Index) e o més representando a
sazonalidade dos eventos. O método FFS mostrou-se mais vantajoso, reduzindo o ntimero
de covaridveis necessarias para alguns modelos e melhorando o desempenho em comparacao
ao RFE. Ja entre os modelos avaliados, o RF foi o mais robusto, enquanto o MARS-EARTH
apresentou maior instabilidade. O trabalho concluiu, por fim, que modelos baseados em
aprendizado de maquina sao eficazes para prever vazoes diarias de rios e oferecem melhor

desempenho em comparagao com metodologias tradicionais e que o método FFS deve ser
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mais considerado em estudos da area devido a sua capacidade de melhorar o desempenho
dos modelos com menos covariaveis, reduzindo custos computacionais e riscos de sobreajuste

— overfitting.

No estudo realizado por Lujano et al. (62) foi abordada uma modelagem hidrolégica
utilizando o modelo kNN para prever as vazoes médias didrias do rio Ramis, no Peru. O
estudo destacou a importancia do trabalho, pois considerou que essa previsao realizada
seria essencial para sistemas de alerta e gestao de inundagoes. Dados hidrometeorolégicos,
incluindo precipitacdo média da bacia e vazdes médias diarias, foram utilizados como
entradas para o modelo, considerando certas defasagens temporais — lags. Os resultados
sugeriram que o modelo k-Nearest Neighbors (kNN) é robusto para previsdes de curto
prazo — granularidade diaria no estudo —, especialmente ao usar dados de vazoes com lags
de 1 e 2 dias e precipitacdo com lag de 3 dias. Algumas combinagdes de modelagem foram
realizadas e a melhor, a que obteve o modelo mais eficaz, incluiu como entradas a lag
de vazao de 1 dia (Q;-1) e a precipitacdo média com lag de 3 dias (M;_3), obtendo um
valor NSE de 0,979. Por fim, a pesquisa destacou que, apesar de simples, o modelo kNN
¢é eficaz para fortalecer sistemas de previsao hidroldgica e pode complementar modelos

baseados em processos fisicos, com menor custo e complexidade de implementagcao.

Rodrigues et al. (80) realizou a modelagem hidrolégica da bacia do rio Manuel
Alves da Natividade, localizada no bioma Cerrado brasileiro, para auxiliar a gestao dos

recursos hidricos na regiao. Duas abordagens foram comparadas:

e Modelo hidrolégico baseado em processos: SWAT;

e Modelo orientado por dados: RNA.

Como dados de entrada, o artigo utilizou precipitacao, temperaturas maxima e
minima, radiacao solar, umidade relativa do ar, velocidade do vento e dados histéricos de
vazao. O periodo de treinamento foi o intervalo de dados correspondente entre 1986 e 1995
e validacao foi entre 1996 e 2005. Para alimentar a RNA também empregou-se o uso de lags
de 1 dia de vazao — QQ;_1. Os resultados apontaram que ambos os modelos sdo adequados
para simular vazoes diarias, tendo a RNA o melhor desempenho na métrica NSE de 0,91,
superando o SWAT. Os autores terminam por concluir que, apesar de as anélises terem
indicado que a RNA é mais precisa, o modelo SWAT ofereceu maior detalhamento dos
processos hidrolégicos, sendo mais indicado para estudos envolvendo mudancas de uso do

solo ou cenérios climaticos.

Torres et al. (92) introduz um framework baseado em Modelagem por Média
Bayesiana — Bayesian Model Averaging, BMA — para previsao de vazoes em sistemas
dominados pela geracao hidrica, utilizando uma combinacao de modelos hidrolégicos e de
aprendizado de maquina. A pesquisa abordou a importancia de considerar as incertezas

nas previsoes de vazoes e seu consequente impacto direto no planejamento e na operagao
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de sistemas hidrelétricos. Foram utilizados dados de entrada como precipitacao e medigoes
historicas de vazao para calibrar os modelos Modelo de Grandes Bacias, — sigla MGB,
este sendo um modelo hidrologico —, SMAP/ONS e RNA(s) do tipo MLP. Os resultados
mostraram que o framework proposto pelos autores melhorou a precisao das previsoes de
vazoes em comparacao aos modelos individualmente, com destaque para as regides Sul e
Sudeste do Brasil. As atualiza¢oes semanais dos pesos com base nos tltimos 120 dias de

dados melhoraram a acuracia e foi o grande destaque da abordagem BMA.

Em de Sousa et al. (25) o estudo explorou a previsao de vazoes didrias, variando
de Q11 até @13, em uma regiao de transicao entre biomas de Savana e Amazonia, no
Brasil, utilizando modelos de aprendizado de maquina. Foram empregados 4 modelos:
kNN, SVM, RF, e RNA do tipo MLP. A pesquisa focou na previsao de vazoes diarias
com base em variaveis explicativas, como chuvas médias e lags de vazoes, extraidas tanto
de dados observados em estagoes pluviométricas quanto de produtos de sensoriamento
remoto, incluindo PDIR-Now, PERSIANN e PERSIANN-CCS. Os resultados indicaram
que o modelo RF foi o mais eficaz, apresentando menor erro na previsdo. A precisao
das previsoes foi consistente para horizontes de até 3 dias, mesmo em bacias com dados
hidrolégicos limitados. Os autores destacaram, desta forma, o potencial do aprendizado
de méaquina para apoiar o planejamento e a gestao de recursos hidricos, com aplica¢oes

especificas em usinas hidrelétricas e para mitigacdo de enchentes.

A abordagem em Duarte et al. (29) foi a previsao de vazao didria nas bacias dos rios
Sono, Manuel Alves da Natividade e Palma, localizadas na regiao hidrografica Tocantins-
Araguaia, Brasil. O objetivo principal foi selecionar as melhores varidveis de entrada para
modelos de aprendizado de maquina aplicando algoritmos de selecao — genético, RFE e
VSURF - e avaliar o desempenho de quatro modelos: RF, RNA do tipo MLP, SVR e M5
Model Tree, M5T. As variaveis utilizadas incluiam lags de vazao, precipitacao média e
evapotranspiracao. Os resultados demonstraram que o modelo M5T apresentou o melhor
desempenho geral, particularmente com variaveis selecionadas pelo método RFE nas bacias
do Sono e Palma. O estudo também destacou limitacoes, como a baixa densidade de

estagoes pluviométricas para capturar a variabilidade espacial da precipitacao.

O estudo realizado por Essenfelder et al. (33) propos o desenvolvimento de uma
ferramenta de nome Smart Climate Hydropower Tool (SCHT) uma solugao de previsao
sazonal hibrida para auxiliar na gestao de reservatorios de hidrelétricas. A ferramenta
proposta utiliza dados climéaticos sazonais do Copernicus Climate Data Store (CCDS) e
combina diferentes algoritmos de aprendizado de maquina para prever o volume acumulado
de descarga de afluentes. Os horizontes de previsao considerados variaram de 1 a 6 meses,
com resultados avaliados para diferentes periodos. O estudo utilizou lags de 1 a 6 meses
como variaveis de entrada para os modelos de previsao e estas foram incorporadas para
capturar a memoria temporal do sistema hidrolégico e melhorar a precisao dos resultados.

Os algoritmos de aprendizado de maquina, incluindo rede LSTM, e NARX, demonstraram
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alta precisao ao prever a dinamica temporal de vazao acumulada. A ferramenta SCHT
foi eficaz para gerenciar recursos hidricos e planejamento financeiro, com estimativas
econdmicas mostrando ganhos financeiros potenciais volumosos em cenarios simulados.
O trabalhou destacou ainda que os modelos com arquiteturas complexas ou recorrentes
apresentaram os melhores desempenhos em previsoes de longo prazo, superando médias

climatoldgicas e regressoes lineares.

Filho et al. (36) apresentou no trabalho o desenvolvimento de modelo do tipo
MLP para previsao de enchentes no Rio Branco, situado na bacia Amazdnica. Foram
utilizados dados de niveis fluviais e precipitacdo média acumulada em 48 horas, derivados
do produto de sensoriamento remoto PDIR-Now. A pesquisa empregou RNA(s) cuja
arquitetura foi otimizada com o algoritmo Shuffled Complex Evolution - University of
Arizona, SCE-UA resultando em previsoes para horizontes de 6, 12 e 24 horas. As RNA(s)
demonstraram alta eficacia, com indices NSE superiores a 0,9 geralmente, especialmente
quando a precipitacao acumulada foi incorporada como variavel de entrada para previsoes
de 24 horas. O estudo concluiu que os modelos sdo adequados para sistemas de alerta
contra enchentes em regioes com baixa densidade de estagdes pluviométricas, como o caso

da regiao estudada.

Chegando no trabalho de Pastrana-Cortés et al. (72), este abordou a previsao
de recursos hidrologicos, como volume 1util e contribui¢oes de vazao, com foco em 23
reservatorios na Colémbia. Utilizando um modelo probabilistico denominado Multi- Output
Variational Gaussian Process (MOVGP) o estudo propos uma metodologia que explorou
relagoes entre séries temporais para capturar as incertezas inerentes aos dados hidrologicos.
O MOVGP foi comparado com modelos classicos, como RNA do tipo LSTM e Linear
AutoRegression (LAR) demonstrando superioridade, especialmente para horizontes de

previsao mais longos. Os principais resultados apresentados no trabalho incluem:

e MOVGP apresentou menor erro médio quadratico, MSE, em previsoes de médio

prazo, mostrando-se mais flexivel na captura de interagoes nao-lineares;
e O modelo forneceu intervalos de confiancga tteis para detec¢ao de anomalias;

e MOVGP adaptou-se melhor a diferentes escalas de variabilidade nos dados hidrolégi-

COS.

Por fim, em Ribeiro et al. (79) houve a aplicagdo de ELM e Echo State Networks
(ESN) para prever séries temporais de vazao. Um novo método de treinamento foi
proposto para ESN, permitindo o uso de bagging — bootstrap aggregation. Utilizou-se,
ainda, otimizacao multiobjetivo para ajustar os pesos dos modelos-base no ensemble,
buscando equilibrio entre viés e variancia. O trabalho utilizou séries histéricas de vazao

de 5 usinas hidrelétricas brasileiras, Sobradinho, Serra da Mesa, Jirai, Furnas e Agua
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Vermelha, de 1935 a 2010. Compararam-se os modelos ELM e ESN individualmente, como
ensembles e ensembles otimizados via otimizagao multiobjetivo em horizontes de previsao
de 1, 3, 6 e 12 meses. Os resultados ressaltaram que os ensembles otimizados, ESN-MOB
e ELM-MOB, apresentaram melhor desempenho global segundo as métricas do trabalho,
principalmente para previsoes de longo prazo, de 6 e 12 meses. Os ensembles com ESN

otimizados superaram modelos tradicionais como ARIMA e SARIMA.

2.6 CONCEITOS FUNDAMENTAIS

Nesta secao serao apresentados alguns dos conceitos mais importantes que estao
presentes neste trabalho. Nao se pretende cobrir toda a area do conhecimento aqui
utilizado, mas fornecer um embasamento minimo que podera facilitar a compreensao do
trabalho.

2.6.1 Série temporal

Série Temporal é um tipo de dado bastante especifico, pois a informagao que ela
mensura ocorre ao longo de um periodo e registra como determinado fenémeno se altera.
Apesar de sua especificidade, as Séries Temporais estao em varias areas do conhecimento.
As séries podem ser regulares, como, por exemplo, a chuva acumulada por dia nos tltimos
anos — algo feito neste trabalho —, total de manchas solares anuais dos tltimos séculos
(81), entre muitas outras aplicagoes. E as Séries Temporais podem ser irregulares também.
Uma aplicagao de série temporal irregular, ou seja, que ocorre em intervalos de tempo
variados, nao fixados no mesmo ritmo, seria a mensuracao da ocorréncia de falhas em

equipamentos. (61)

Um importante aspecto da Série Temporal é que ela se estrutura de maneira
hierarquica, ou seja, o evento registrado no momento anterior (¢t — 1) tem precedéncia
sobre o momento atual (¢) e assim por diante (¢t + 1, ¢t + 2...) até o momento final (¢ + n).
Por isso a andlise de séries temporais demanda um ferramental especifico e conceituacao
distinta de outras areas da Ciéncia de Dados, pois uma série temporal pode apresentar
diversas caracteristicas que nao se encontram em dados tabulares, tais como Sazonalidade,

Ciclo, Tendéncia e Autocorrela¢ao, por possuirem a dimensao extra do tempo. (58)

Considere as imagens 2.2 e 2.3 e veja como a adi¢ao da coluna com a data passa uma
compreensao nova ao problema. A coluna com o valor aferido esta crescendo, denotando

tendéncia com variacao de um dia para cada um dos sensores.

Para compreender o problema que se deseja estudar e ter uma visao ampla de como
o(s) modelo(s) podem solucioné-lo é que se emprega o conceito de Taxonomia de Séries
Temporais. (10) Esta é uma forma estruturada de analisar a Série Temporal e responder

as questoes pode ser valioso para o desenvolvimento e aprimoramento do trabalho. Uma
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Figura 2.2 — Dados em formato tabular comumente visto em aprendizado de méaquina.

Sensor ID Value

Sensor_1 20
Dados em formato tabular —> | Sensor_1 21
Sensor_2 22
Sensor_2 23

Fonte: Lazzeri (58)

Figura 2.3 — Dados com a dimensao temporal na coluna “Time Stamp”.

Sensor ID  Time Stamp Value

Sensor_1 01/01/2020 |20
Dados de série temporal —> | Sensor_1 01/02/2020 |21
Sensor_2 | 01/01/2020 |22
Sensor_2 | 01/02/2020 |23

Fonte: Lazzeri (58))

versao mais elaborada da taxonomia é apresentada em Lazzeri (58), aqui preferiu-se por

uma versao simplificada, mas que sera suficiente para o que se pretende.

e Input x Output: Esta é uma etapa de avaliacao do que serd utilizado como entrada
aos modelos e o que se desejara prever. Em geral, um problema de predi¢ao envolve
ter observagoes do passado (inputs) e, a partir de tais dados observados, antever um

ou mais futuros possiveis (outputs).

e Enddgeno x Exodgeno: Uma varidvel de entrada é considerada enddgena quando
existem outras variaveis no sistema que influenciam ela — incluindo ela propria — e
o resultado (output) depende desta varidavel. O outro caso, quando a varidvel de
entrada ¢é exogena, ¢ quando ela independe de outras variaveis do sistema — inclusive
de si mesma —, apesar de o resultado depender desta variavel exégena. Para facilitar
a compreensao, a variavel endégena para este trabalho é a vazao e as variaveis
exbgenas sao os dados de precipitagao, variaveis categéricas e os valores defasados

(lags) da prépria vazao.

e Nao-estruturado x Estruturado: Série Temporal estruturada é o caso de haver,
sistematicamente, padroes de dependéncia temporal na série, tais como tendéncia,
sazonalidade, ciclo. E estes padroes podem acontecer juntos ou nao, nao existe regra.
Pode haver apenas um ou dois ao mesmo tempo. Ou até mesmo nenhum deles, o
que nos leva a Série Temporal nao-estruturada, que é, por 6bvio, quando nao esta

presente nenhum padrao de dependéncia temporal entre os dados da série.

e Regressao x Classificacao: Regressao é quando se deseja prever um valor, uma

quantidade. A classificagdo é rotular os dados da série com um ou mais marcadores,
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rétulos (labels).

e Univariado x Multivariado: Uma previsao ¢ univariada quando uma tnica variavel é
mensurada ao longo do tempo. Por sua vez, o problema ¢ tido como multivariado

quando o trabalho aferir mais de uma variavel ao longo do tempo.

o Single-step x Multi-step: O problema é do tipo single-step quando a previsao for
apenas do proximo passo de tempo da série. E multi-step em caso contrario, quando

se busca prever mais de um passo no futuro.

e Estatico x Dinamico: Um modelo de predigao ¢ estatico quando, uma vez treinado e
seus parametros ajustados, ele é aplicado diretamente nos novos dados que surgirem.
O modelo dindmico é retreinado e reajustado quando surgem novos dados (treino e

teste) antes de cada previsao.

e Continuo x Descontinuo: A Série Temporal é continua quando existe uniformidade
nas observagoes, por exemplo, observacao a cada hora, minuto, dia, semana, més
e dai em diante. A descontinuidade numa Série Temporal pode ser por falta de
informagao — nao foi coletada — ou corrupcao de dados. Contudo, pode ser uma
caracteristica do problema em questao também. Tome como exemplo uma série
temporal que registra oscilagoes elétricas andmalas em uma maquina industrial,
com vias a detectar uma possivel falha. As oscilagdes sao registradas no tempo,
mas podem ocorrer em uma frequéncia nao uniforme. Ela pode acontecer agora, a
proxima daqui a 5 minutos, depois disso pode levar 4 horas para uma nova oscilagao

andmala.

Este trabalho nao se presta a exaurir toda conceituagao acerca de Séries Temporais.
O que foi mostrado aqui é o que de mais importante foi empregado para a compreensao

do problema e como desenvolver modelos que pudessem resolvé-lo.

2.6.2 Modelos de aprendizado de maquina

As subsegoes a seguir descrevem os diversos modelos de regressao utilizados para
previsao de vazao. Primeiramente, é apresentado brevemente o modelo de referéncia,
seguido pelos modelos mais complexos e robustos que sao alvo de estudo e andlise deste
trabalho.

2.6.2.1 Seasonal Naive

O Seasonal Naive é um método similar ao Naive — que meramente aplica a média
histérica passada —, contudo, usa a ultima observagao conhecida do mesmo periodo — por
exemplo, mesmo dia do més anterior, mesma semana do ano anterior — numa tentativa de

capturar o comportamento sazonal.
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Este modelo nao pode ser considerado um método de previsao sofisticado, pois
nao captura as tendéncias e as variagoes complexas. Em vez disso, ele funciona como um
modelo de referéncia, baseline, servindo como ponto de partida para avaliar o desempenho

de outros modelos de previsao.(51)

Para este modelo ser executado foi preciso ajustar o hiperparametro de sazonalidade,
que é de 365 dias.

2.6.2.2 Regressao linear - LR

O modelo de Regressao Linear, Linear Regression, é uma abordagem estatistica sim-
ples, porém poderosa, que busca modelar o relacionamento entre uma variavel dependente

e uma ou mais variaveis independentes por meio de uma linha reta.

Yye = Bo + Bixis + Pawoy + - -+ BruTie + & (2.1)

O funcionamento da Regressao Linear envolve o calculo de coeficientes para as
variaveis independentes, que determinam o peso de cada uma destas variaveis na previsao
da variavel dependente. O objetivo do modelo é minimizar o somatorio do erro quadrético,
ou seja, a soma dos quadrados das diferencas entre os valores previstos e os valores
reais.(50)

Yoei =D (= Bo— Pirry — Paayr — -+ — Prne)?. (2.2)
t=1

t=1

e y; valores observados

Bo, B1,- -+, B coeficientes para as variaveis independentes

Tit, Tag, - , Ty variaveis independentes

e n nimero de observagoes

Os resultados obtidos com este modelo mostraram-se 6timos, e, na verdade, ele
se destacou como um modelo-base robusto para os outros modelos mais complexos. Sua
simplicidade e eficacia tornam-no uma escolha bastante solida. Nao houve nenhuma
selecao de hiperparametro para executar este modelo, foi utilizado conforme o padrao da
biblioteca.

2.6.2.3 (CatBoost - CB

CatBoost (Categorical Boosting) tem o funcionamento baseado no principio da
construcao de modelos fracos de arvores de decisao (decision tree) de forma sequencial,

onde cada arvore sucessiva ¢ treinada para corrigir os erros da arvore anterior. A estratégia
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do CatBoost, no entanto, tem um nome: “Ordered Boosting”. A construgao das arvores se
da de maneira sequencial, porém nao se usa todos os dados disponiveis para isso. Os dados
de treinamento sao ordenados de maneira aleatéria e apenas particoes destes dados sao
utilizados no processo. Por trabalhar sempre com uma amostra dos dados de treinamento,
e a apresentacao aleatoria destes dados ao modelo, o CatBoost tem resiliéncia ao overfitting,
mas parametros que realizam ajustes nas arvores de decisao também estao presentes e o
utilizador tem controle sobre eles.(96)(28)(75)

Os hiperparametros para execucao do modelo foram escolhidos para que o mo-
delo executasse sem escrever (‘allow_writing_files’) cada passo de treinamento em disco
durante a execucgao, para salvar espago em disco e evitar overhead dessa escrita desneces-
saria. As varidveis categoéricas foram passadas através do hiperparametro ‘cat_features’
e ‘thread__count’ para executar em paralelo, para acelerar o treinamento do modelo. O
hiperpardametro ‘verbose’ é para nao escrever cada passo de treinamento na saida de texto
do sistema e ‘random__seed’ é para garantir reprodutibilidade dos resultados em todas as
execucoes do modelo. Apenas estes hiperparametros foram selecionados, tudo mais ficou

segundo o padrao da biblioteca.

Tabela 2.3 — Hiperparametros para o modelo CatBoost.

Hiperparametro | Valor

random_seed 1984
cat_ features estacao’, 'month’]
verbose False

allow__writing_ files | False

thread_ count 8

Fonte: O autor

2.6.2.4 Floresta Aleatéria - RF

Floresta Aleatéria (Random Forest) é um modelo que também é baseado em
arvores de decisao e é amplamente utilizado em tarefas de regressao e classificacdo. O
modelo combina diversas arvores de decisao para aprimorar a precisao e a estabilidade dos

resultados.

O modelo cria diversas arvores de decisao independentemente, e cada destas arvores
¢é treinada com partigoes aleatorias dos dados de treinamento, garantindo que as arvores
sejam distintas entre si. Na selecao dos dados pode haver reposicao (bootstrapping), ou
seja, os mesmos dados podem ser utilizados para treinar arvores diferentes ou até mesmo
dados podem nunca ser utilizados em nenhuma arvore. Isso é para garantir diversidade
entre as arvores. Durante a criagao de cada né da arvore, um subconjunto aleatério dos

dados de treinamento é utilizado e isso vai até nao ser mais possivel criar novas divisoes
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(Depth-wise growth). Ao fim, quando cada arvore foi treinada, a agregacao dos resultados

se da calculando a média entre todas elas (bagging) (83)(85).

Seguindo a mesma intencao de antes, ‘random__ state’ estd aqui para garantir
reprodutibilidade dos resultados entre diversas execucgoes. Por fim, ‘verbose’ serve para
nao ficar escrevendo na saida de texto do sistema e ‘n_jobs’ para executar com paralelismo
o treinamento do modelo. O modelo Random Forest nao trata varidveis categoéricas

diretamente, por isso nao tem nenhum hiperparametro a respeito disso.

Tabela 2.4 — Hiperparametros para o modelo Random Forest

Hiperparametro | Valor
random state 1984
verbose 0
n__jobs 8

Fonte: O autor

A escolha do modelo certo para um problema de previsao desta natureza depende
das caracteristicas dos dados e dos objetivos do estudo. O Seasonal Naive, embora simples,
é um importante ponto de referéncia inicial. Contudo, foi o modelo Regressao Linear que,
de fato, serviu como uma baseline confiavel devido a sua eficacia e simplicidade. Ja os
modelos CatBoost e Random Forest foram opc¢des mais avancadas, capazes de lidar com a

complexidade dos dados e suas relagoes nao-lineares.
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3 PROCEDIMENTOS METODOLOGICOS

3.1 TAXONOMIA DA SERIE TEMPORAL

Apresentada a taxonomia de série temporal anteriormente, agora é aplicar o conceito

para o problema proposto neste trabalho.

Tabela 3.1 — Taxonomia do trabalho.

Procedimento/Classificagdao | Justificativa

Inputs x Outputs Os dados de entrada (inputs) serdo vazoes e precipi-
tagoes diarias registradas no periodo de 01/01/2013
a 31/12/2022 (para o rio Grande foi de setembro
de 2020 a dezembro de 2022), varidveis categéricas
extraidas da coluna “data” e valores de precipita-
¢oes acumuladas. Os valores de saida (outputs) dos
modelos serdo previsdes de vazao diaria para 365
dias, neste caso, para o ano de 2023 inteiro.
Endégeno x Ex6geno Varidvel endégena é o dado de vazdo para cada rio
estudado e exdgenas sdo os dados de precipitagao,
as variaveis de precipitacdo acumuladas, as lags de
vazdo e as variaveis categoricas.

Nao-estruturado x Estruturado As séries temporais de vazdo e precipitacdo apre-
sentam sazonalidade e tendéncia, ou seja, sdo séries
estruturadas.

Regressao x Classificacao Previsao de série temporal pode ser convertido para
um problema do tipo regressao, o que sera realizado
neste trabalho.

Univariado x Multivariado Este problema é do tipo univariado com uso de
varidveis exdégenas. Se assemelha aos problemas
multivariados, mas apenas uma varidvel serd o alvo
neste caso, que é a vazao.

Single-step x Multi-step A previsao realizada serd do tipo single-step, granu-
laridade de um dia a frente.

Estatico x Dinamico O trabalho é do tipo dindmico. Antes de cada
previsao (predict) seré executado o passo de ajuste
dos modelos aos dados (fit).

Continuo x Descontinuo As séries temporais utilizadas sdo descontinuas, seja
por falha de sensor, de medicdo manual ou manu-
tencdo de equipamento. Para o preenchimento das
lacunas, procedimentos especificos serdo emprega-
dos.

Fonte: O autor
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3.2 DESCRICAO DAS AREAS DE ESTUDO

Os rios estudados foram os rios Jequitinhonha, Doce, Grande e Sao Francisco, e
nestes rios, buscou-se por dados e informagcoes que estivessem estritamente dentro do

estado de Minas Gerais. Onde esta regra foi violada, destacou-se e explicou-se a motivagao.

O rio Jequitinhonha, com sua bacia hidrografica abrangendo cerca de 65 mil
quilémetros quadrados, é uma peca fundamental na paisagem e na vida socioeconoémica
de Minas Gerais. Seu curso percorre 82 municipios mineiros, abrigando uma populagao de
aproximadamente 939 mil habitantes que dependem diretamente de suas aguas (19) (21)
(22) (23).

A Mata Atlantica é o bioma predominante e a atividade econémica principal na
regiao ¢ a agropecuaria, ocupando uma area consideravel de 2,6 milhoes de hectares, em
contraste com os 3,8 milhoes de hectares de floresta. Essa dinamica evidencia a pressao
exercida sobre o ecossistema, demandando um olhar atento para a gestao sustentavel dos

recursos naturais (9).

Com informagoes do Comité da Bacia Hidrografica do Rio Doce (14), o rio Doce,
com sua nascente na Serra da Mantiqueira, em Minas Gerais, percorre 853 quilometros até
desaguar no Oceano Atlantico, no Espirito Santo, delineando uma bacia hidrografica muito
importante para o Sudeste brasileiro. Com uma area de drenagem de 86 mil quilometros
quadrados, abriga 200 municipios mineiros, onde residem cerca de 3,5 milhoes de pessoas,

e desempenha um papel crucial na dindmica socioeconomica e ambiental da regiao.

Continuando sobre a bacia do rio Doce, ha a predominancia da Mata Atlantica,
com uma pequena fracdo de Cerrado, conferindo a bacia uma vasta biodiversidade, porém,
ao mesmo tempo, a bacia encontra-se em posicao de vulnerabilidade frente as pressoes
antrépicas. As principais atividades econdmicas sao a agropecuaria, a agroindustria e o
setor de mineragao/siderurgia (Quadrilatero Ferrifero) e impulsionam a economia regional.
A cobertura do solo, com 2,4 milhoes de hectares de floresta e 5,5 milhoes de hectares
dedicados & agropecudria, reflete essa dualidade entre desenvolvimento e preservagao (14)
9).

O rio Grande é um dos cursos d’agua mais importantes do Brasil, escoando por
Minas Gerais e Sao Paulo até se unir ao rio Paranaiba e formar o rio Parana. Com uma
area de drenagem de 143 mil quilémetros quadrados, sua bacia abrange 393 municipios,
impactando a vida de cerca de 9 milhoes de pessoas. Nascido na Serra da Mantiqueira, o
rio Grande é um rio de planalto, percorrendo 1286km até seu encontro com o rio Paranaiba.
O Cerrado é o bioma predominante em sua bacia, com trechos que se limitam a Mata

Atlantica, criando uma rica diversidade de ecossistemas. (15)

A agroindtstria é a principal atividade econémica na regiao, impulsionada pela

fertilidade do solo e pela disponibilidade de 4gua. No entanto, o rio Grande também
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¢é fundamental para a geracao de energia elétrica, abrigando 13 barragens, incluindo a
importante usina de Furnas. Essa combinacao de agropecuaria e geracao de energia molda
a paisagem da bacia, com 11,1 milhoes de hectares dedicados a agricultura e 2,1 milhoes

de hectares cobertos por florestas (15) (9).

Por fim, mas certamente, ndo menos importante, rio Sdo Francisco. Carinhosamente
apelidado de “Velho Chico”, conecta regides, culturas e economias ao longo de seus quase 3
mil quilometros de extensao. Com uma bacia hidrografica que abrange 639 mil quilémetros
quadrados, a bacia do Sdo Francisco corresponde a 8% do territério nacional, impactando
diretamente a vida de cerca de 15 milhoes de pessoas. Sua grandiosidade é tamanha que
sua bacia abrange seis estados brasileiros — Minas Gerais, Goias, Bahia, Pernambuco,
Alagoas e Sergipe — e devido a tanta complexidade, a bacia é dividida em quatro regioes
fisiograficas distintas: Alto, Médio, Submédio e Baixo Sdo Francisco, cada qual com

particularidades geograficas, sociais e econémicas (16).

A diversidade de biomas que o Velho Chico atravessa é outro ponto marcante: do
Cerrado a Caatinga, passando por fragmentos da Mata Atlantica, essa variedade se reflete
também na cobertura do solo de sua bacia, com predominancia de areas destinadas a
agropecudria (12,4 milhoes de hectares) e florestas (15,3 milhoes de hectares), indicando
a importancia tanto da producao agricola quanto da preservacao ambiental. Suas dguas
impulsionam atividades como a siderurgia, mineragao, industria quimica e téxtil, além de
pesca e agropecudria (16) (9).

A figura 3.1 apresenta uma visdo ampla das bacias estudadas, seus respectivos rios

principais e dimensoes comparativamente ao estado de Minas Gerais. As bacias quase

cobrem o estado inteiro.

Todos os mapas criados para esta dissertacao fizeram amplo uso dos repositérios
publicos de arquivos shapefile fornecidos por IBGE (20) e ANA (26). A ferramenta
QGis (77) foi empregada para agregar os arquivos shapefile e gerar os mapas, tarefa esta

executada pelo autor.

3.3 DADOS UTILIZADOS

A coleta dos dados foi realizada com uma combinacao de uso da biblioteca HydroBR
(18), fungoes préprias de extragao de dados e consulta ao sistema on-line da Rhama Analysis.
A biblioteca permitiu a listagem de todas as estagoes hidrométricas disponiveis, de vazao
e precipitagao, telemétrica ou convencional. Apds a identificacao e selecao das estagdes de
interesse, cujos codigos estavam disponiveis na base de dados da ANA, desenvolveu-se um
conjunto de fungoes para automatizar o processo de extracao. Essas fungoes permitiram o

download dos dados referentes ao periodo especificado diretamente do webservice fornecido
pela ANA.
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Figura 3.1 — As bacias estudadas e seus respectivos rios principais.
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A varidvel correspondente a data foi formatada como “datetime”, enquanto os
dados de precipitacao e vazao, bem como as variaveis acumuladas, foram representados
como valores de ponto flutuante (“float”). Finalmente, as varidveis categéricas utilizadas
foram representadas por niimeros inteiros (“int”). Embora a frequéncia didria tenha sido
adotada, é importante destacar que nem todas as séries temporais estavam originalmente
nesse formato. Foi necessario lidar com quebra na continuidade das datas e com dados

ausentes.

Os dados de precipitacao e vazao obtidos do site da ANA ji estavam ajustados
nas escalas padrao utilizadas em estudos hidrolégicos. A precipitagao foi fornecida em
milimetros por dia (mm/dia), refletindo a quantidade de chuva sobre uma unidade de
drea (m?) em um perfodo de 24 horas e as vazoes, por sua vez, foram disponibilizadas
em metros cibicos por segundo (m?/s), indicando o volume de dgua que passa por uma
secao transversal do rio a cada segundo. Em algumas estacoes foram observados valores
extremamente elevados para determinados dias, tanto nas séries de precipitagao quanto
nas de vazao, os quais podem ser considerados outliers. Em relacao aos dados de vazao,

verificou-se a ocorréncia de valores nulos — vazao igual a 0 —, o que indicaria a interrupgao
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completa do fluxo do rio. Esse fend6meno, no entanto, nao faz sentido, considerando
que nao ha registro de eventos de seca tao severos nos rios analisados. Apesar destas
anomalias, os dados nao foram descartados, pois tanto os registros de vazao quanto os de
precipitacao utilizados nesta pesquisa foram considerados consistidos pela ANA, ou seja,
foram validados pela agéncia. O presente trabalho nao questionou a veracidade dos dados;
eles foram utilizados conforme disponibilizados pela agéncia e pelo sistema da Rhama

Analysis.

Em cada rio analisado, a estacao alvo, com a vazao que se pretendia prever, foram

destacadas em itdlico para ficar claro ao leitor como identifica-las.

A distincao entre estacao convencional e telemétrica deve-se a esta ter informacoes
a cada quinze minutos, a cada trinta minutos ou ser do tipo horaria. Onde ocorreu de ter

informacoes tao granuladas assim, para a precipitagao foi feito o somatoério para um dia

¢ a vazao foi a média de um dia.

Cabe destacar algumas observagoes sobre as estacoes do rio Grande. Durante o
periodo pesquisado, apenas foram encontrados dados de precipitacao e vazao em estagoes
localizadas no estado de Sao Paulo. As estacoes utilizadas para o rio Grande, as mais
préximas da foz do rio e préximas a divisa com o estado de Minas Gerais, sao aquelas

listadas na tabela.

Uma situagao semelhante ocorreu com o rio Doce. Nao foram encontradas estacoes
com dados disponiveis na foz do rio Doce, localizada no estado de Minas Gerais. Portanto,

foi necessario utilizar a estacao 56994500, situada no estado do Espirito Santo.
Estas sao as tnicas observagoes relevantes sobre as estagoes utilizadas.

Para facilitar a visualizagdo, as estacoes de vazao e precipitacdo utilizadas no
trabalho sao apresentadas abaixo — tabelas 3.2, 3.3, 3.4 e 3.5 e figuras 3.2, 3.3, 3.4 e 3.5.

Tabela 3.2 — Estacoes usadas no rio Jequitinhonha.

Telemétricas
Pluviométricas/Fluviométricas
Cdédigo Nome Municipio Latitude | Longitude
54790000 | UHE Tapebil oo da Divisa | -16,08 40,0521
montante 1
01640000 Jacinto Jacinto -16,1386 -40,2903

Fonte: O autor



Figura 3.2 — Rio Jequitinhonha e as estacoes utilizadas.

Fonte: O autor
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Tabela 3.3 — Estacoes usadas no rio Doce.

Convencionais

Pluviométricas
Cddigo Nome Municipio | Latitude | Longitude
01941010 Sao Sebastiao Aimorés | -19,4925 | -41,1617

da Encruzilhada
01941004 | Resplendor - jusante | Resplendor | -19,3431 -41,2461
01941006 | Assarai - montante Pocrane -19,5947 -41,4581
Telemétricas
Pluviométricas/Fluviométricas
Cdédigo Nome Municipio | Latitude | Longitude
56990005 | LD Almors Aimorés | -194917 | -41,1614
rio Manhuacgu

56994500 Colatina ponte Colatina -19,53383 -40,6297

Fonte: O autor

T
39.000°W



Fonte: O autor

Figura 3.3 — Rio Doce e as estacoes utilizadas.
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Tabela 3.4 — Estacoes usadas no rio Grande.

Telemétricas
Fluviométricas
Cdédigo Nome Municipio | Latitude | Longitude
62020080 | VTP Ttha Solteira 1 by g heiva | -20,3797 | -51,5686
barramento
Pluviométricas/Fluviométricas
Cddigo Nome Municipio | Latitude | Longitude
61998080 | UHE Agua Vermelha | 00| 198628 | 50,3475
barramento

Fonte: O autor
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Figura 3.4 — Rio Grande e as estagoes utilizadas.
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Tabela 3.5 — Estacoes usadas no rio Sao Francisco.

Convencionais
Fluviométricas
Cddigo Nome Municipio Latitude | Longitude
Pedras de Maria Pedras de Maria
44290002 da Cruz da Cruz -15,6011 -44,39677
Pluviométricas/Fluviométricas
Cdédigo Nome Municipio Latitude | Longitude
01544017 | Tedras de Maria Januéria _15,5978 | -44,3903
da Cruz
01544032 | USina do Pandeiros Januaria 15,4831 | -44,7672
montante
01544036 Lontra Lontra -15,9056 -44,3072

Fonte: O autor
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Figura 3.5 — Rio Sao Francisco e as estagoes utilizadas.
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3.4 PRE-PROCESSAMENTO DOS DADOS

A sazonalidade da precipitacao é um fenomeno bem estabelecido na anélise hidro-
logica para as bacias de Minas Gerais. O aumento da precipitacao comeca na primavera,
em setembro, e atinge seus picos nos meses de dezembro e janeiro, durante o verao. Conse-
quentemente, as vazoes dos rios aumentam. Com a chegada do outono e, posteriormente,
do inverno, os indices pluviométricos diminuem, assim como as vazoes dos rios. Na figura
3.6 ¢ mostrado o regime médio da precipitacao no estado de Minas Gerais entre os anos
de 1991 e 2020, tomando como base a estacao de Belo Horizonte do INMET (53).

Figura 3.6 — Regime médio da precipitacdao no intervalo 1991 - 2020.
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Crafico Comparativo Precipitacao Acumulada (mm) || Estacao: BELO HORIZONTE (83587)
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Fonte: INMET (53), estagdo de Belo Horizonte

Considerando esse fenémeno, o preenchimento dos dados faltantes foi realizado
replicando o padrao sazonal. Para preencher um dia faltante em julho, por exemplo, foi
utilizado o valor correspondente ao mesmo dia nos anos anteriores. Para evitar a repeticao
exata do ano anterior, utilizou-se a média dos tltimos trés anos. As fungdes desenvolvidas
para essa finalidade sdao personalizaveis, permitindo que se opte por repetir exatamente o

ano anterior ou considerar mais de trés anos, dependendo das necessidades do estudo.

Note que a estratégia de realizar a média, para o dia, dos anos anteriores nem
sempre preenchia exatamente as lacunas. Quando havia muitos dados faltantes no inicio
da série, por exemplo, isso causava problema e a insercao de dados falhava. O que é o

comportamento normal.

Foi entao que se realizou uma nova contagem dos dados que ainda permaneciam fal-
tantes. Para esses casos nulos foi aplicada a imputacao de dados utilizando o modelo kNN,
visando garantir uma melhor dispersao dos valores imputados. O modelo kNN operou cal-

culando a distancia euclidiana dos pontos nulos utilizando os sete vizinhos mais proximos,

atribuindo maior peso aos vizinhos mais proximos no calculo. Vizinhos, neste contexto,
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cabe destacar, sao os valores de vazao observados mais proximos ao dia faltante. Continu-
ando. Esse método de imputagao visou preservar a tendéncia local e o comportamento da
série temporal dentro da semana em que o dado faltante estava. Apods esta nova fase de
imputacao dos dados as séries ficaram completamente preenchidas. O motivo de utilizar
especificamente este modelo foi inspirado no trabalho desenvolvido por Portuguez-Maurtua

et al. (74).

E muito importante o destaque para esta fase de preenchimento de dados faltantes,
e os desafios que isso apresentou ao trabalho, porque a escassez de informagcao foi um
problema. Quando o periodo faltante era curto, o comportamento da série temporal
preservou coerentemente os padroes sazonais e de tendéncia. Contudo, mais especificamente
para o rio Grande, isso tudo ainda nao foi suficiente. A série temporal de vazao nao
preservou o comportamento sazonal esperado, ficando com muitos ruidos, a ponto de ser
preciso remover grande trecho dos dados, ficando apenas com dados de 2020 até o ano de
2023.

Neste momento cabe explicar uma nomenclatura utilizada no trabalho para rapida-
mente identificar o tipo de estagao, se convencional ou telemétrica, de que dado ela trata,
chuva ou vazao, e o cédigo da estacao. Tomemos dois exemplos que serao vistos nesta
secao. Esta é a estacdo ‘c_cv_01941010°, utilizada na analise do rio Doce. A letra ‘c’
designa ‘convencional’ e as letras ‘cv’ significam ‘chuva’, consequentemente, a sequéncia
numérica é o codigo da estacdo em questao. A mesma analogia serve para as estagoes
telemétricas. O nome ‘t_vz_ 54790000’ significa ‘estagdo telemétrica (t) de vazao (vz),

codigo 54790000
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3.4.1 Rio Jequitinhonha

A estacao de vazao utilizada no rio Jequitinhonha apresentou uma quantidade signi-
ficativa de dados faltantes, especialmente no inicio da série temporal. Observa-se na figura
3.7 uma clara sazonalidade na série, com picos de vazao ocorrendo predominantemente no
final e inicio de cada ano. As figuras 3.7, 3.12, 3.8, 3.9, 3.10 e 3.11 apresentam graficos
comparativos entre a série original, sem dados imputados, incompleta, e a série apds a
imputacao de dados, completa. Essa comparacao, contrapondo a série fornecida pela
ANA e os resultados apés a insercao de dados, permitira uma visualizacdo mais clara do
impacto das técnicas de preenchimento. Esta estagao, identificada como t_vz_ 54790000,
apresentou 532 dias de dados nulos, o que corresponde a aproximadamente 13,24% do

total. Essa é a estagdo alvo para a previsao das vazoes.

Figura 3.7 — Série temporal incompleta da estacao t_ vz 54790000.
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Fonte: O autor

A seguir, destaca-se o trecho da série com a maior quantidade de dados faltantes —
figura 3.8 —, que abrange o periodo de janeiro de 2013 a janeiro de 2016. Em sequéncia, é
apresentada a série apds a imputacao dos dados — figura 3.9. Notavelmente, essa se¢do nao
apresentou resultados ideais, uma vez que a imputacao atribuiu vazoes zero em varios dias,
0 que nao é realista, pois isso indicaria a secagem completa do rio, o que é improvavel. No
entanto, esses valores zero nao impactaram significativamente os resultados da analise, ja
que se referem a um periodo distante do foco principal deste estudo. Uma alternativa seria
excluir todo o trecho anterior ao ano de 2016, mas optou-se por manter a uniformidade nos
critérios de aproveitamento dos dados ao longo do trabalho, dado que outros rios também

foram analisados, e buscava-se assegurar consisténcia entre os resultados.

Observe também o trecho de dados faltantes mais préoximo ao final dos anos
analisados, em 2021 e 2022, na figura 3.10. Esta porcao da série ficou boa por haver
informagao prévia suficiente e a inser¢ao de dados capturou a média da sazonalidade

passada — figura 3.11.

Por fim, uma visdo ampla de como ficou a série temporal apds os procedimentos

de imputar os dados — figura 3.12.
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Figura 3.8 — Detalhe da série temporal da estacao t_vz 54790000, ainda sem dados

imputados, de 2013 a 2016.
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Figura 3.9 — Detalhe da série temporal da estacao t_ vz 54790000, com dados imputados,

de 2013 a 2016.
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Figura 3.10 — Série temporal incompleta da estacao t_ vz 54790000 no detalhe entre 2021

e 2022.
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A mesma anélise foi realizada para as estagoes de chuva. Na estacdo t_cv_ 54790000
(figura 3.13) faltavam 273 dias de dados (6,79%), no inicio do ano de 2013, em sua vasta

maioria. J& a estagdo t__cv_ 01640000 estava totalmente preenchida, sem valores nulos —
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Figura 3.11 — Série temporal completa da estacao t_ vz 54790000 no detalhe entre 2021 e
2022.
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Figura 3.12 — Série temporal completa da estagao t_ vz 54790000.
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figura 3.15.

Figura 3.13 — Série temporal incompleta da estagdo t_ cv_54790000.
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As séries de chuva completas ficaram desta forma (figuras 3.14 e 3.15)



Figura 3.14 — Série temporal completa da estagdo t cv_54790000.
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Figura 3.15 — Série temporal completa da estacao t_cv_01640000.
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3.4.2 Rio Doce

A estacao alvo para o rio Doce é a estagdo ¢ vz 56994500. Sua série temporal foi
a que apresentou melhor qualidade no que diz respeito a frequéncia de medigoes realizadas.
Faltavam apenas 3 dias dos 4017 dias do periodo inteiro. Apenas o preenchimento sazonal
bastou para completar a série e nao foi preciso mais que isso. Cabe destacar a sazonalidade

da série. Ficou bastante evidente este comportamento — figura 3.16.

Figura 3.16 — Série temporal completa da estagdo c¢_vz_ 56994500.
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Se para os dados de vazao no rio Doce a série foi, digamos, mais comportada, o
mesmo nao se pode dizer exatamente das estacoes de chuva. Ao menos, nao para duas
delas. Estas estagoes tiveram os dados desconsiderados e foram removidos das analises.
Primeiro foi a estacao t_cv_ 56990850 que possuia valores discrepantes demais para serem
considerados. Valores da ordem de 7000 mm/dia, 8500 mm/dia. Além deste problema,

havia ainda 3134 dias com dados nulos, o que representava 78% do total — figura 3.17.

A outra estagdo removida foi a t__cv_56994500. Conforme pode ser observado na
figura 3.18, nela havia um longo hiato de dados zerados, voltando a normalidade apenas
mais recentemente. Como as informacgoes de precipitacao que deveria haver para a estacao
no periodo do hiato podem ser retiradas de outras estagoes usadas na modelagem, optou-se

por remover esta estacao completamente do trabalho.

As estagoes que, enfim, foram empregadas na modelagem sao as que estdao nas
figuras 3.19, 3.20, 3.21 e 3.22.



Figura 3.17 — Série temporal da estacao t_cv_ 56990850 - nao utilizada.
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Figura 3.18 — Série temporal da estacao t_ cv_ 56994500 - nao utilizada.
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Figura 3.19 — Série temporal completa da estacao c¢_cv_01941010.
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Figura 3.20 — Série temporal completa da estacao c¢_cv_01941004.
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Figura 3.21 — Série temporal completa da estagao c_cv_01941006.
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Figura 3.22 — Série temporal completa da estagdao t_cv_56990005.
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3.4.3 Rio Grande

O rio Grande apresentou desafios significativos ao longo de todo o desenvolvimento
deste trabalho. A dificuldade inicial surgiu na auséncia de dados disponiveis em estacoes
dentro do estado de Minas Gerais para o periodo de analise estipulado. Foi necessario
buscar uma estagao o mais proxima possivel da divisa com Minas Gerais, localizada no
estado de Sao Paulo, especificamente no municipio de Ilha Solteira. Entretanto, os desafios

nao se limitaram a essa questao geografica.

A série temporal de vazao da estacao selecionada, denominada t_ vz 62020080,
estava incompleta e nao abrangia todo o periodo de 11 anos estipulado para a andlise.
(figura 3.23) Os dados disponiveis mais antigos datavam de setembro de 2020. Desta forma,
para evitar problemas com a analise deste trabalho, optou-se por utilizar apenas os dados
a partir de 2020 mesmo, sem realizar preenchimento anterior a data de setembro de 2020.

E importante ter isso em mente em todo trabalho desenvolvido para o rio Grande.

Figura 3.23 — Série temporal incompleta da estacao t_ vz 62020080.
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Apods o corte a série ficou com 1217 registros totais — figura 3.24.

Figura 3.24 — Série temporal completa (cortada) da estacdo t_ vz 62020080.
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A estacao de precipitagao utilizada, a inica neste caso, foi a estacao t__cv_ 61998080,
pois foi a tnica que apresentou dados validos. Curiosamente, outra estagao de precipitagao
disponivel também apresentou dados para o periodo analisado, mas a base de dados consis-
tia totalmente em valores 0. Por essa razao, a estagdo t_cv_ 62020080 foi completamente

excluida do estudo.

Em relacao a estacao t__cv_ 61998080, houve necessidade de preencher apenas um
nimero reduzido de dados ausentes, totalizando 169 registros, o que correspondia a 5, 14%
do total. Trata-se de uma série com uma quantidade expressiva de dados, que efetivamente
pode contribuir de maneira significativa para as andlises realizadas. Seguindo o disposto
para a série de vazoes, os dados de precipitacao foram removidos no periodo pré-setembro

de 2020. A figura 3.25 ja consta o periodo ajustado.

Figura 3.25 — Série temporal completa (cortada) da estagao t_cv_61998080.
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3.4.4 Rio Sao Francisco

Por fim, foi realizado o procedimento de preenchimento dos dados nulos para o rio
Sao Francisco. A estagao alvo ¢ vz 44290002 apresentou uma série bastante completa
ao longo do periodo de analise, com apenas 120 dias nulos em um total de 4017 dias. O

trecho com dados faltantes pode ser observado em detalhe na figura 3.26.

Para esta estacado, o preenchimento sazonal foi suficiente para suprir as lacunas
existentes, nao sendo necessario aplicar procedimentos adicionais de imputagao de dados —
figura 3.27.

Figura 3.26 — Detalhe do trecho com dados nulos da estagao c¢_vz_ 44290002.
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Figura 3.27 — Série temporal completa da estacao ¢ vz 44290002.
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No que se refere as estagoes de precipitagao selecionadas para a andlise no rio Sao
Francisco, nao foi necesséario realizar nenhuma insercao de dados, uma vez que todas as
séries estavam completas, abrangendo a totalidade dos 4017 dias de registro. As séries

temporais correspondentes podem ser visualizadas nos graficos apresentados a seguir —
figuras 3.28, 3.29, 3.30.

Figura 3.28 — Série temporal completa da estagdo ¢_cv_01544017.
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Fonte: O autor

Figura 3.29 — Série temporal completa da estagdo c¢_cv_01544032.
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Figura 3.30 — Série temporal completa da estacao c_cv_01544036.
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3.5 VARIAVEIS UTILIZADAS

As variaveis do trabalho, exceto as categéricas, obviamente, sdo todas continuas e
de ponto flutuante como dito anteriormente. Todas as séries temporais foram ajustadas

para estarem continuas dentro do periodo trabalhado para o que se obteve de dado em

cada rio.

As lags, ou seja, os valores defasados de vazao da estacao alvo foram utilizadas

como variaveis preditoras. Utilizou-se 7 dias passados, o valor de uma semana passada

para prever o comportamento de um dia a frente.

Para que se tenha uma noc¢ao melhor, abaixo seguem alguns dados estatisticos

relevantes que informam sobre os dados de vazao e precipitagdo utilizados. Conste-se que

as unidades de precipitacao estdo em mm/dia e vazao em m?/s.

Tabela 3.6 — Variaveis utilizadas - rio Jequitinhonha.

Variavel Amostras | Média | Mediana | Desvio-padrao | Min Max.

t_cv_ 01640000 4017 1,58 0,00 6,85 | 0,00 | 166,60

t_cv__54790000 4017 1,68 0,00 6,31 0,00 | 102,60

t_vz_ 54790000 (y) 4017 | 160,95 95,95 267,90 | 0,00 | 3716,65
Fonte: O autor

Tabela 3.7 — Variaveis utilizadas - rio Doce.

Variavel Amostras | Média | Mediana | Desvio-padrao | Min. Max.

c_cv_01941010 4017 2,21 0,00 8,41 | 0,00 125,60

c_cv_01941004 4017 2,59 0,00 9,83 | 0,00 131,00

c_cv_01941006 4017 2,44 0,00 9,76 | 0,00 156,60

t_cv_ 56990005 4017 1,15 0,00 519 | 0,00 124,80

c_vz_56994500 (y) 4017 | 542,05 341,26 656,99 | 75,15 | 11655,20
Fonte: O autor

Tabela 3.8 — Variaveis utilizadas - rio Grande.

Variavel Amostras | Média | Mediana | Desvio-padrao Min. Max.

t_cv_61998080 3289 3,13 0,00 13,92 0,00 330,40

t_vz_ 62020080 (y) 3289 | 3405,27 3170,08 873,88 | 1603,58 | 11939,49

Fonte: O autor

E possivel identificar algumas questdes importantes sobre a massa de dados a

partir destas tabelas. Observe que para o rio Jequitinhonha, tabela 3.6, a vazao minima
foi 0,00m?/s, o que denotaria que o rio passou por um perfodo de seca. Porém, nao foi
encontrado, seja em artigos cientificos sobre o rio, quanto em matérias de jornais, que o

rio Jequitinhonha tenha passado por isso no periodo analisado. Nao é de se surpreender,
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Tabela 3.9 — Varidveis utilizadas - rio Sao Francisco.

Variavel Amostras | Média | Mediana | Desvio-padrao | Min. Max.
c_cv_ 01544017 4017 1,60 0,00 7,39 0,00 | 110,00
c_cv_01544032 4017 2,30 0,00 8,13 0,00 | 125,40
c_cv_ 01544036 4017 1,99 0,00 7,59 0,00 | 112,00
c_vz_ 44290002 (y) 4017 | 1115,88 812,26 998,40 | 254,75 | 7338,65

Fonte: O autor

contudo, que estes valores zero tenham sido inseridos quando da imputagao dos dados,
visto que este trecho da série temporal era onde estava a maior lacuna. No entanto, nao
foi feita substituicao dos valores zero por, digamos, a média de vazao. Estas e outras
incertezas que permearam todas as analises foram, onde puder e couber, discutidas, mas
manteve-se o trabalho mesmo com estas questoes levantadas, sem fazer um tratamento
especifico. Uma observacao geral sobre os dados de vazao é que existe uma amplitude
elevada entre o minimo e o méximo, em todas as estacoes utilizadas, com uma pequena
variacao para o rio Grande. Mas o rio Doce é realmente consideravel — tabela 3.7. Vale
destacar, no entanto, que esta amplitude ndo especifica se foi em um ano. E ao longo de

toda série temporal, ou seja, ao longo dos 11 anos de dados considerados.

As variaveis de precipitacao, mesmo considerando o somatério diario de precipitacao,
tiveram muitos dados zero. Nota-se isso a partir da andlise da coluna “Mediana”, que
significa metade de toda massa de dados de precipitacao estavam abaixo deste valor, que
¢é o valor central dos dados, ou seja, metade de todos os dados de precipitagdo estavam em
0,00mm/dia. Isso reflete a dificuldade em se obter dados de precipitagdo. Essa enorme
quantidade de valores zerados poderiam prejudicar as andlises. Foi entdao que algumas
variaveis adicionais foram inseridas para todos os rios deste trabalho em vias de aflorar
a importancia das precipitacoes nas analises, tentar dar um peso significativo a elas no

treinamento dos modelos. As novas variaveis foram:

Tabela 3.10 — Varidveis acumuladas para as precipitagoes.

Nome da variavel Descricao

<ESTACAO> soma 3 dias Soma das precipitacoes dos tltimos 3 dias
<ESTACAO>_ soma_7_dias Soma das precipitagdes dos ultimos 7 dias
<ESTACAO>_ media_ 30 dias | Média das precipitacoes dos tltimos 30 dias

Fonte: O autor

Quanto aos dados categoricos utilizados neste estudo, foi inicialmente pensado
utilizar as informagoes de dia do ano (‘dayofyear’), semana do ano (‘week’), més (‘month’)
e estagao do ano. Com excecao da varidvel de estagdo do ano (‘estacao’), para a qual foi
desenvolvido um algoritmo especifico, as demais informagoes foram extraidas utilizando

a biblioteca Pandas (64). Porém, as varidveis ‘week’ e ‘dayofyear’ possuem uma elevada
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cardinalidade, que vao de 1 a 53 e de 1 a 365 (366 em ano bissexto), respectivamente.
Isso poderia representar um problema para o modelo de regressao linear, causar um
enviesamento do modelo devido a estes valores ficarem numa escala superior as demais
variaveis, fosse com os dados log-transformados, fosse com os dados normalizados de
0 a 1 (MinMax). E estas variaveis nao devem ser transformadas, pois isso tiraria o
carater categérico delas. Como pratica comum, aplicam-se transformagoes apenas nas
variaveis continuas e para as variaveis categéricas, codificagdes. Foi realizada Codificacao
Ordinal (‘Ordinal Encoding’)! e em seguida, Codificagao One-Hot (One Hot Encoding)?
nas variaveis categoricas. Mas a codificagao ‘one-hot’ cria uma dificuldade que é a elevacao

da dimensionalidade, ou seja, varias novas colunas sao inseridas nos dados de treinamento.

Pois bem, havia uma dificuldade aqui, uma vez que essas variaveis categoricas
seriam incorporadas visando capturar o comportamento sazonal da série temporal, mas o
incremento na dimensionalidade imporia um maior esforco computacional. Numa anélise
mais aprofundada, optou-se por retirar ambas as variaveis ‘week’ e ‘dayofyear’, pois as
informagoes que elas guardam poderiam estar contidas nas variaveis de ‘estacao’ e ‘month’.
Ha uma correlacao elevada entre o dia do ano, a semana do ano e o més do ano e como o
problema era a cardinalidade, e consequentemente a dimensionalidade, daquelas variaveis,
més do ano (‘month’) passou, desta forma, a representar também a informagao de que se

precisava.

Observa-se que os regimes de precipitagdo e vazao tendem a se repetir nas estacoes
de primavera e verao, com uma reducao significativa durante o outono e inverno. Por isso
‘estacao’ foi utilizada. Todas as variaveis foram codificadas primeiro no esquema “ordinal
encoding”, ficando assim as faixas de valores foram 1 a 12 para ‘month’ e de 1 a 4 para
‘estacao’. Depois deste passo, foi aplicado ‘One-Hot Encoding’, criando 12 colunas para
‘month’ e 4 colunas para ’estacao’ totalizando 16 colunas novas. Observe: se as variaveis
para ‘week’ e ‘dayofyear’ fossem utilizadas, além das 16 novas colunas mencionadas antes,
mais 418 novas colunas (419 em ano bissexto) seriam criadas. Isso colocaria dificuldades
nao apenas no pré-processamento dos dados e na execucao dos modelos, mas também na

propria interpretabilidade dos resultados e na analise SHAP das variaveis dos modelos.

3.6 ANALISE EXPLORATORIA DOS DADOS

Com os dados ajustados, algumas variaveis removidas e as séries temporais con-
tinuas, deu-se inicio a analise exploratéria dos dados. Esta etapa é fundamental para

compreender o comportamento das séries temporais.

1 Codifica a varidvel categérica como uma sequéncia de niimeros inteiros, ou seja, 1 para verao,

2 para outono, 3 para inverno e 4 para primavera, por exemplo.

Cria-se uma coluna para cada valor distinto de uma variavel categérica da seguinte maneira:
‘estacao__verao’, ‘estacao__outono’ e assim por diante. Nas colunas criadas terdo apenas valores
0 e 1, sendo 1 para quando a data corresponder ao periodo de verao e 0 no caso contrario

2
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As andlises realizadas foram idénticas para todos os rios estudados, de modo que a
descri¢ao desta fase sera apresentada de forma geral, sem a necessidade de subdivisao por
rio.

O primeiro passo foi verificar a sazonalidade dos dados. Foram avaliadas apenas
as variaveis endégenas, ou seja, as vazoes. Um teste de autocorrelacao foi suficiente para
identificar a presenca de sazonalidade. Além disso, realizou-se a decomposicao das séries
temporais em suas componentes sazonais para uma analise mais detalhada. A funcao de
autocorrelagdo (ACF) (52) é uma ferramenta essencial para identificar como os valores
passados influenciam os valores futuros em uma série temporal, permitindo a deteccao de

padroes sazonais, ciclos e tendéncias.

A decomposigdo das séries temporais foi realizada utilizando a biblioteca StatsMo-
dels, aplicando o modelo aditivo.(86) A série temporal do rio Grande apresentou o pior
desempenho em termos de autocorrelagao — figura 3.35. A decomposicao da série também
revelou um comportamento mais ruidoso — figura 3.36. Nos graficos de autocorrelacao, a

lag de 365 dias — que corresponde a um ano — foi destacada com uma linha preta vertical.

Figura 3.31 — Autocorrelagao para a vazao do rio Jequitinhonha.
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As séries temporais consideradas, digamos, mais bem comportadas foram as dos
rios Doce e Sao Francisco — figuras 3.33 e 3.37. A decomposicao sazonal da série do
rio Jequitinhonha apresentou algum nivel de ruido, embora a sazonalidade tenha sido

caracterizada de forma clara.

Outra caracteristica investigada neste estudo foi a presenca de ‘cauda longa’ nos
dados de precipitagao e vazao. Esse comportamento ¢ comumente observado em dados

ambientais dessa natureza.(63)

A ‘cauda longa’ refere-se a uma distribuicao de frequéncia na qual uma propor-

¢ao significativa dos eventos ocorre em uma regiao distante do centro ou da média da
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Figura 3.32 — Componente sazonal da série de vazao do rio Jequitinhonha.
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Figura 3.33 — Autocorrelagao para a vazao do rio Doce.
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distribuicao, causando assimetria em tal distribuicdo. Quando uma distribuicao segue a
normal Gaussiana, ou se aproxima desta, a maioria dos eventos se concentra em torno da
média, com poucas ocorréncias nas extremidades, as caudas. No entanto, na distribuicao
com cauda longa, essas extremidades contém uma quantidade substancial de eventos,
que, somados, podem representar uma fracdo importante do total. A anélise de cauda
longa é um campo especifico da estatistica, desenvolvido para lidar com eventos de baixa
frequéncia, mas de alta magnitude. No entanto, este trabalho nao se aprofundou nas
técnicas avancadas de andlise de cauda longa; o foco aqui foi identificar a presenca desse

fenomeno e determinar um tratamento adequado para os dados.

A mitigacao do efeito de cauda longa é particularmente relevante para modelos como

a Regressao Linear, que pressupoe uma distribuicao normal dos dados. Uma distribuicao
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Figura 3.34 — Componente sazonal da série de vazao do rio Doce.
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Figura 3.35 — Autocorrelagao para a vazao do rio Grande.
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assimétrica pode comprometer a convergéncia do modelo. Os dados transformados foram
utilizados para todos os modelos, indistintamente, visando garantir uma padronizagao do

estudo.

Posto que os dados contém valores iguais a zero, a transformacgao pelo logaritmo
natural (In(.)) nao foi aplicada, pois o célculo de logaritmo nao é definido para valores
zero e negativos. Ao invés disso, foi utilizada a transformacao ‘loglp(.)’” da biblioteca
NumPy (45), que adiciona 1 ao valor antes da transformacao, evitando erros relacionados

ao logaritmo de zero.

Apés a transformacao a distribuicao dos eventos ficou menos assimétrica, como
pode ser visto nas figuras 3.39, 3.40, 3.41, 3.42, 3.43, 3.44, 3.45, 3.46. Para o rio Grande,

visualmente, parece nao ter havido tanta diferenca, mas quando se analisa os valores



Figura 3.36 — Componente sazonal da série de vazao do rio Grande.
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Figura 3.37 — Autocorrelagao para a vazao do rio Sao Francisco.

Autocorrelacao (ACF) - rio Sao Francisco
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originais e transformados, houve um achatamento na distancia entre os valores maximo e

o minimo da série.



Figura 3.38 — Componente sazonal da série de vazao do rio Sao Francisco.
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Figura 3.39 — Dados originais para o rio Jequitinhonha.
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Figura 3.40 — Dados log-transformados para o rio Jequitinhonha.
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Figura 3.41 — Dados originais para o rio Doce.
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Figura 3.42 — Dados log-transformados para o rio Doce.

Variavel c_vz_56994500

Histograma e Curva Normal ajustada - série log-transformada | Assimetria de 0.82

500

400

Contagem
w
8

N
o
S

100

0.5

0.4

0.3

Densidade

0.2

0.1

Valor

Fonte: O autor

Figura 3.43 — Dados originais para o rio Grande.
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Figura 3.44 — Dados log-transformados para o rio Grande.
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Figura 3.45 — Dados originais para o rio Sao Francisco.
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Figura 3.46 — Dados log-transformados para o rio Sao Francisco.
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3.7 METRICAS DE AVALIACAO

Para avaliar o desempenho dos modelos de previsao utilizados neste estudo, foram
adotadas quatro métricas: MAPE, PBIAS e KGE. A escolha dessas métricas baseia-se na
necessidade de uma avaliagdo abrangente que considere diferentes aspectos da qualidade

das previsoes, como precisao, erro médio, tendéncia e correlagao.

e Mean Absolute Percentage Error — MAPE: A MAPE é uma métrica am-
plamente utilizada para medir a precisao das previsdes em termos percentuais. O
algoritmo calcula a média das diferencas absolutas entre os valores observados e
previstos, normalizadas pelos valores observados. O bom da métrica MAPE ¢ a sua
facilidade de interpretacao, ja que expressa o erro em termos percentuais, e por ser
“livre de escala”, ou seja, independente da escala dos dados, tornando os resultados
comparaveis entre diferentes séries temporais e modelos. Contudo, a MAPE pode
ser sensivel a valores muito baixos e esta caracteristica deve ser considerada ao

interpretar os resultados. Quanto mais préximo de 0, melhor.(49)

mapp =0y

no3

0, P,

o (3.1)

o O; valores observados
o P; valores previstos

© n o numero total de observagoes

e Percent Bias — PBIAS: A PBIAS avalia o viés das previsoes, ou seja, a tendéncia
do modelo em superestimar (PBIAS positivo) ou subestimar (PBIAS negativo) os
valores observados. Ela expressa a diferenca percentual entre a soma dos valores
previstos e observados, permitindo identificar se o modelo apresenta uma tendéncia
sistematica de erro. Um valor de PBIAS préximo de zero indica que o modelo nao
possui viés significativo. Nao se espera que esta métrica seja 0, sendo indicaria que a
previsao foi exatamente o valor observado, mas ao mostrar o viés das previsoes, isso
tem impacto diretamente nas decisoes de gestao de recursos hidricos.
s (P — 05)

PBIAS =100 x
iz O;

(3.2)

¢ O; valores observados
o P; valores previstos
© n o numero total de observagoes
o Kling-Gupta Efficiency — KGE: A KGE fornece uma avaliagdo integrada do

desempenho do modelo, considerando simultaneamente trés componentes: correlagao,

viés e variabilidade relativa entre os valores previstos e observados. A KGE é uma
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métrica robusta que combina esses trés fatores de forma equilibrada, fornecendo um
entendimento geral da qualidade das previsoes. Essa métrica é especialmente ttil em
estudos hidrolégicos, pois tem capacidade de capturar a complexidade das relagoes
entre variaveis hidrologicas de maneira mais eficaz do que métricas tradicionais
focadas em um tnico aspecto. Quanto mais préximo de 1, melhor o desempenho do

modelo.(44)

KGE=1—/(r—1)2+ (@ —1)2 + (5 — 1)? (3.3)

o r é o coeficiente de correlacao linear entre os valores observados e previstos

o a= Z—P ¢ a variabilidade relativa, sendo o, o desvio-padrao das previsoes e o, 0
o

desvio-padrao das observagoes

o = % ¢ o viés, em que p, ¢ a média dos valores previstos e p, a média dos
o

valores observados

Os modelos serao qualificados quanto ao seu desempenho seguindo a seguinte ordem
de métricas: 1. KGE, 2. MAPE, 3. PBIAS e 4. Cobertura empirica do intervalo de

previsao, que sera apresenta adiante.

3.8 MODELO PROPOSTO

Tudo detalhado até aqui, agora é preciso descrever o fluxo de trabalho. A figura
3.47 apresenta o fluxograma completo do trabalho para rapida depreensao. O texto que se

segue descreve os Passos.



Figura 3.47 — Fluxo de trabalho.
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Primeiramente, é necessario especificar o periodo histérico de analise. Apos estipu-
lado o periodo, deve-se identificar as estagoes de vazao para as quais serao realizadas as

previsoes.

Identificadas estas estacoes de vazao, verifica-se em linha reta, em sentido montante
da estagao de vazao, as estacoes de precipitacao a 50km nas sub-bacias que desdguam no
corpo hidrico analisado. Para este passo foi utilizado o programa QGis com shapefiles
das ottobacias (90). Para o shapefile de todas as estagoes do estado de Minas Gerais foi

preciso acesso ao sistema da empresa Rhama Analysis. Sistema fechado este, no caso.

Aqui uma importante etapa: aplicar transformacao logaritmica nos dados de vazao

e precipitagao para tratar o fenémeno de “cauda longa” dos dados.

O conjunto teste corresponde aos dados do ultimo ano, 2023, e os demais correspon-
dem ao conjunto treino. Realizar ajuste (‘fit’) e previsao (‘predict’), dia-a-dia, durante um
ano inteiro, para avaliar a qualidade das previsoes e a estabilidade dos modelos, simulando
o uso futuro de um sistema, em que o usudrio vai treinar e prever (fit/predict) diariamente.
Este procedimento é referido na literatura como Walk-Forward Validation, WFV, e pode ser
por uma janela deslizante ou por janela expandida, que foi a técnica aplicada neste trabalho.
Além disso, tem duas formas de realizar as previsoes: criando varios modelos que irao
prever cada um dos dias futuros (‘direct forecasting’), o que geraria 365 modelos distintos e,
consequentemente, consumiria muita memoria, ou o que foi adotado neste trabalho que foi
realizar reajustes (‘refit’) ao modelo inicial num processo recursivo (‘recursive forecasting’).
Por isso os modelos no trabalho sao considerados dinamicos, como informado na secao da
Taxonomia da Série Temporal. Esse processo WFV permite capturar mudancas ao longo
do tempo e avaliar a capacidade do modelo de generalizar para o futuro de forma mais

realista. Perceba o funcionamento nas figuras 3.48, 3.49, 3.50, 3.51.

Figura 3.48 — Diagrama mostrando a divisao dos dados de treino/teste com refit.

Time series forecasting with refit

I:I Training set I:I Test set l:l Unseen set

Fonte: Rodrigo e Ortiz (30)

Foram calculados intervalos de previsao (‘prediction intervals’) de 95%. A interpre-
tagao do intervalo de previsao é: calculados os valores inferior e superior do intervalo de
previsao de 95% (‘lo-95" e ‘hi-957), o valor real observado futuro tem 95% de probabilidade
de estar dentro destes limites.(48) Apesar de ser usado intervalo de previsao de 95% na

analise, nem sempre o valor real é capturado. Existe uma incerteza quanto a previsao. Esta
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Figura 3.49 — WFV com janela expandida e refit - imagem 1.

Time series forecasting with refit
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Fonte: Rodrigo e Ortiz (30)

Figura 3.50 — WFV com janela expandida e refit - imagem 2.
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Fonte: Rodrigo e Ortiz (30)

Figura 3.51 — WFV com janela expandida e refit - imagem 3.
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Fonte: Rodrigo e Ortiz (30)

incerteza advém da propria natureza dos dados hidrolégicos e também por assumir que os
erros do passado se manterao semelhantes nas previsoes. Estes erros sao os chamados “in
sample residuals”, residuos das previsoes realizadas no passo de treinamento dos dados.
E com estes residuos, que sdo sorteados da massa de residuos e geram novas provéveis

previsoes, que, no final, comporao o calculo do intervalo de previsao — figura 3.52.

Um fendémeno que pode acontecer é os intervalos de previsao serem estreitos.(47)
Isso porque os modelos nao conseguem capturar todas as fontes de incerteza a partir dos

dados, a saber:
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Figura 3.52 — Diagrama de como se calcula o intervalo de previsao.
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Fonte: Rodrigo e Ortiz (31)

e O termo de erro aleatério
e As estimativas dos parametros dos modelos
e A escolha do modelo para trabalhar os dados histéricos

e A continuacao, no futuro, do processo que gerou os dados histéricos

Ao produzir intervalos de previsao para modelos de séries temporais, geralmente

apenas a primeira dessas fontes é levada em consideracao. Portanto, foi criada uma métrica

para avaliar a qualidade dos intervalos de previsao, que verificou a cobertura empirica dos

intervalos. Nao se confiou apenas na cobertura esperada para os intervalos.

Ficou assim: para cada dia previsto foi feito um teste légico para verificar se o
valor real observado (‘y_true’) esteve acima do valor minimo do intervalo (‘10-95’) e
abaixo do valor maximo (‘hi-95’). Para quando estes dois testes 16gicos fossem verdadeiros,
adicionava o valor 1 a um vetor e 0 quando um destes testes logicos falhasse, ou seja, o
‘y_true’ estava de algum modo fora do intervalo. Ao final, calculou a média deste vetor e
multiplicou por 100 para uma saida percentual. Se o niimero final fosse 95% a 100% entao
significa que os intervalos de previsao capturaram perfeitamente o valor real futuro. Se
abaixo de 95%, significa que em algum ponto da previsao o valor real ficou para fora destes

limites, ou abaixo do valor minimo, ou acima do valor maximo. Veja uma demonstragao.

Aplicando a funcao detalhada anteriormente & figura 3.53 retornou 42, 86%, os 3
pontos da linha preta, os valores reais observados, de um total de 7. Isso significa que
o intervalo de previsao pretendido de 95% s6 conseguiu, empiricamente, capturar cerca
de 43% dos valores reais do horizonte de previsao em questao. Na figura 3.54, por sua

vez, o intervalo capturou 100% dos valores observados. Ambas figuras mostram previsao
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Figura 3.53 — Previsdo com valor fora dos limites.
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Fonte: O autor

Figura 3.54 — Previsao completamente nos limites.
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Fonte: O autor

de 7 dias, e sem considerar a linha rosa, que foi a previsao que os modelos geraram, o
modelo da figura 3.54 teve um desempenho melhor, segundo essa métrica criada. E mais
uma questao a ser considerada quando avaliar a qualidade dos modelos, mas deve ser
empregada com parcimonia. Isso porque os intervalos de previsao podem assumir faixas
de valores muito elevados. Se, por exemplo, o0 modelo calcular intervalos de previsao que
vao de 0m?/s a 200 mil m3/s, entdao qualquer valor observado seria capturado, de fato,

mas isso nao ajudaria em nada na tomada de decisao.

Encerrada essa etapa, procede-se com a analise dos residuos. Os modelos nao-
lineares CatBoost e Random Forest nao necessitam que haja normalidade, nem para os
dados de entrada, nem para os residuos. Diferentemente do modelo Linear Regression,
em que € necessario realizar tal avaliacao em busca de compreender o funcionamento do

modelo.

Analisar os residuos permite verificar a estabilidade do modelo quanto as previsoes.
Uma distribuicao normal dos residuos é um indicio de que os coeficientes do modelo
conseguiram capturar as relagbes temporais dos dados de entrada. Além disso, analisar os
residuos permite avaliar se o modelo assumiu uma correta relagdo entre a variavel alvo e

as variaveis independentes.(3)

A 1ltima analise é avaliacao da importancia das varidveis. Apenas os melhores

resultados serdo analisados de cada modelo. Serdao apresentados os valores SHAP das
variaveis dos modelos e discussao sobre o comportamento de cada uma delas para a

qualidade dos modelos.

SHapley Additive exPlanations — SHAP values — constitui-se de uma metodolo-
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gia robusta, derivada da teoria dos jogos cooperativos, com o proposito de elucidar o
funcionamento de modelos de aprendizado de méaquina, frequentemente caracterizados
como “caixas pretas”. A premissa fundamental reside na atribuicdo de um valor a cada
caracteristica preditiva, quantificando sua contribui¢ao individual para a predigao final
do modelo, considerando todas as interagoes possiveis com demais caracteristicas. Essa
abordagem viabiliza a compreensao dos fatores determinantes na tomada de decisao do
modelo e como cada variavel impacta o resultado, seja de forma positiva ou negativa,

promovendo assim interpretabilidade e transparéncia (66).

Nao consta no fluxograma do modelo geral proposto, mas para todos os modelos
(CatBoost, Random Forest e Linear Regression) teve também uma rodada de execugao

com os dados originais sem transformacao logaritmica, apenas havendo aplicacao de esca-

lonamento de dados usando MinMax para o Linear Regression. Mas isso ¢ obrigatorio para
este tipo de modelo, pois a escala dos dados é muito discrepante, com vaziao em m?/s e
precipitagao em mm/dia. Contudo, o escalonamento nao modifica a distribui¢ao dos dados,
mantendo o mesmo comportamento dos dados originais. Essa caracteristica ¢ importante.
Todas as comparagoes serao importantes para chegar em uma melhor interpretacao dos
fenémenos e dar direcionamentos sobre quais modelos e como utiliza-los pensando em

termos de gestao dos recursos hidricos.

O ambiente computacional em que os experimentos foram executados é:

Tabela 3.11 — Configura¢ées do computador usado nos experimentos.

Configuracao | Descrigao

CPU Ryzen 7 5700 (8 nticleos/16 threads)
GPU RTX 3060

Memoéria RAM | 32 GB 3200MHz

Disco SSD NVMe

Kernel Linux 6.8

Python versao 3.9

Fonte: O autor

Os resultados serao apresentados no capitulo 4.
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4 RESULTADOS E DISCUSSAO

4.1 DESEMPENHO DOS MODELOS

Os resultados obtidos pelos modelos apresentaram variagoes significativas em termos
de precisao, tanto nas previsoes pontuais quanto nos intervalos de confianca, refletindo
diferentes graus de precisdo para cada cenario analisado. A andlise dos residuos revelou-se
particularmente interessante, pois evidenciou comportamentos distintos em funcao da

sazonalidade, com variagoes marcantes observadas em diferentes periodos do ano.

4.1.1 Rio Jequitinhonha

Iniciando por esta bacia hidrografica, os resultados revelaram-se bastante satisfa-
torios, especialmente no que se refere ao modelo LR — a partir daqui os modelos serdo
referidos por suas siglas em inglés —, que se destacou com previsdes precisas, tanto em
termos pontuais quanto nos intervalos de confianca. Este modelo demonstrou uma capaci-
dade robusta de capturar a dinamica hidrologica do rio, refletindo precisao nas métricas e
desempenho consistente, aliado a um tempo de execucao significativamente reduzido. Em
contrapartida, o modelo (simples) Seasonal Naive (SN) apresentou resultados abaixo das

expectativas em todas as situagoes avaliadas — figura 4.1.

Com um MAPE extremamente elevado, de 150%, os resultados indicaram um viés
significativo de superestimacao, conforme evidenciado pelo PBIAS. Verificando o KGE,
ficou negativo. Em outras palavras, isso significa que o modelo nao apenas falha em
capturar a variabilidade dos dados observados, mas também introduz erros que o tornam
menos eficaz do que uma abordagem simplista, como utilizar a média histérica. Embora a
analise superficial da qualidade dos intervalos de confianca pudesse sugerir um desempenho
satisfatorio do modelo, uma inspecao mais detalhada revela uma incongruéncia: os valores
inferiores do intervalo (10-95) foram calculados abaixo de 0, o que néo faz sentido para o

rio em questao.

Considerando o desempenho insatisfatério do modelo SN, a analise foi encerrada
neste ponto, sem proceder com a avaliagdo dos residuos ou a analise da importancia das
variaveis. O modelo foi incluido apenas para fins comparativos. A andlise mais aprofundada

serd dedicada aos modelos mais complexos, que apresentaram desempenho superior.

Os resultados obtidos utilizando o modelo LR mostraram-se bastante promissores —
figura 4.2. Nesta primeira avaliacdao, os dados foram log-transformados. Isso é verificavel
pelo titulo com o uso de “destransformados”. Os dados foram log-transformados e retor-
nados para a escala original para desenhar o grafico e ficarem acessiveis para quem Ilé.

Essa dinamica no titulo se mantera por todo trabalho.

Partindo pelo KGE calculado, o resultado mostrou-se excelente. Recordando:
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Figura 4.1 — Resultado do Seasonal Naive no teste Walk-Forward Validation.

SeasonalNaive - rio Jequitinhonha
Horizonte de previsdo de 365 dia(s) | Valores na escala original
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Modelo MAPE KGE PBIAS (%)
SeasonalNaive 1.50031 -0.50459 75.54145
SeasonalNaive-l0-95 3.88613 -1.34311 -194.85927
SeasonalNaive-hi-95 5.76158 -2.69605 345.94216

Cobertura empirica do intervalo de previsao
86.3 %

Fonte: O autor.

quanto mais préxima de 1, melhor. Este valor sugere que o modelo foi eficaz na previsao
do comportamento hidrolégico do sistema em analise, oferecendo previsdes que estao
bem alinhadas com os dados observados. O MAPE de 14, 5% sugere que o modelo tem
uma precisao média absoluta razoavel e é bastante confidvel. O modelo apresentou um
viés sistemdtico de subestimar os resultados, conforme aponta o PBIAS de —0,97%.
Considerando todas as métricas, o resultado indica que o modelo teve um desempenho
global 6timo. O KGE alto é particularmente indicativa de um bom ajuste global, com o

modelo capturando bem tanto a dinamica quanto a magnitude dos dados observados.

Considerando a qualidade dos intervalos de previsao, a cobertura observada de
98, 08% excedeu o intervalo tedrico calculado de 95%, o que, a primeira vista, poderia ser
interpretado como um desempenho satisfatorio. No entanto, o limite superior do intervalo
(hi-95) mostrou-se excessivamente elevado nos meses de janeiro e fevereiro, o que pode
comprometer a interpretacao dos resultados. Isso ocorre porque intervalos de previsao
excessivamente amplos podem capturar praticamente qualquer valor observado, reduzindo

a utilidade pratica da previsao.

E importante destacar que os intervalos de previsao sdo calculados a partir dos
erros do modelo durante a etapa de treinamento — bootstrap in-sample residuals. Para
uma analise mais aprofundada desse comportamento, é necessario examinar os dados
anteriores a 2023. A figura 4.3 revela que, nos tltimos dias de 2022, houve observagoes
significativamente elevadas. E provavel que os erros associados a esse periodo mais

préoximo tenham influenciado a amplitude dos intervalos de previsao subsequentes. Essa
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interpretacao é suportada pela observacao de que o comportamento ao final de 2023 foi
mais estavel, possivelmente devido a auséncia de eventos ruidosos imediatamente anteriores

— meses de maio a agosto.

Figura 4.2 — Walk-Forward Validation para o modelo Regressao Linear.

LinearRegression WFV - rio Jequitinhonha
Horizonte de previsdo de 1 dia por 365 dias consecutivos | Valores na escala original (destransformados)
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LinearRegression-lo-95 0.40864 0.35472 -43.68866

LinearRegression-hi-95 0.88114 -0.64261 99.41937

Cobertura empirica do intervalo de previsao
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Fonte: O autor.

Figura 4.3 — Detalhe do trecho final dos dados, em 2022, usados para treinamento.
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Fonte: O autor.

A area sombreada demarcada na figura 4.4 sao os valores calculados para lower
fence e upper fence — como se vé em um bozxplot — a partir do primeiro (—12,83) e terceiro
(19,98) quartil, que aqui resultaram em —62,06 e 69,21, respectivamente. Entre estes

valores é onde se espera que os residuos estejam distribuidos (houve uma prevaléncia de



87

87,4% dos residuos nesta area), o que fica de fora dessas faixas pode ser interpretado como
um outlier ou erro. Considerando que os dados de treinamento nao foram tratados para
valores outliers, isso parece estar se refletindo neste resultado, mesmo com a transformacao
logaritmica. O modelo nao captou corretamente os valores elevados nos dados observados,
por isso residuos tao grandes assim, ainda que tenha apresentado um comportamento geral
bom, como visto nas métricas anteriormente. Outro fator a se considerar também é que
por estar na escala log, qualquer pequena variacao nesta escala, quando retornada para a

escala original, pode gerar niimeros elevados.

Nesta mesma figura 4.4 vé-se como os residuos estao dispersos ao longo do tempo.
Isso ajuda a compreender a estabilidade do modelo. No inicio do ano e final do ano,
exatamente quando os eventos de chuva mais ocorrem, o comportamento geral de vazoes
torna-se incerto e o modelo tende a se espalhar mais. No inicio do ano, como discutido
anteriormente, pode ser que devido as vazoes elevadas do final do ano de 2022, isso tenha
causado ruidos em excesso na previsao do modelo. Quando houve vazoes mais moderadas,
os residuos foram também mais moderados, como pode observar no final do ano de 2023,
em que a influéncia imediata é o meio do ano, meses de inverno, e inicio de primavera.
Quando da estacao de baixa dos rios, os meses de outono e inverno, os residuos estiveram

bem alinhados em torno do 0.

Para encerrar essa analise, a figura 4.5 apresenta que os residuos estao préoximos
da normalidade quanto a distribuicao destes em torno de 0, com uma assimetria de 0, 48.
O valor positivo para assimetria sugere que houve casos em que o modelo subestimou os
valores na previsao — existe uma cauda a direita do centro dos dados —, o que combina
com a métrica PBIAS. Mas cabe destacar que os residuos nao estao significativamente
desviados em nenhuma direcao, apresentam distribuicao concentrada em torno de 0 e este
é um comportamento desejado. A andlise da funcao de autocorrelagdo (ACF) esta na
figura 4.6 e aqui é analisado se existe independéncia ou dependéncia temporal entre os
residuos. A area sombreada representa a faixa ideal de permanéncia dos residuos, onde
se espera que a maioria dos residuos esteja concentrada caso nao haja autocorrelagao
significativa. Algumas lags estao fora destes limites (picos), mais precisamente, lags que
estdo mais préximas da lag de referéncia. Este comportamento indica que o modelo
pode ser refinado para melhor capturar dindmicas temporais, possivelmente incorporando
termos de tendéncia. Mas no aspecto geral, estd bom o comportamento dos residuos. Para
melhorar os residuos com valores tao elevados, um tratamento de outliers pode verter

bons resultados.



Figura 4.4 — Residuos da previsao ao longo do tempo.
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Fonte: O autor.

Figura 4.5 — Histograma dos residuos.
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Fonte: O autor.
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Figura 4.6 — Residuos da previsao ao longo do tempo.

Autocorrelagao (ACF) - rio Jequitinhonha
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Fonte: O autor.
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Passando agora a analise dos modelos principais deste trabalho, cujos resultados
serao comparados ao modelo de referéncia — o modelo LR —, optou-se por realizar a analise
de forma concomitante, uma vez que ambos os modelos apresentaram comportamentos
similares, embora o modelo RF tenha demonstrado um desempenho superior ao CB. Neste

ponto, os resultados dos modelos nao-lineares passaram pela log-transformacao.

Na métrica KGE, comparando-se os resultados com o comportamento visto na figura
4.2, observa-se que ambos os modelos nao conseguiram superar o modelo de referéncia, com
destaque para o CB, que apresentou um desempenho consideravelmente inferior — figuras
4.7 e 4.8. No entanto, ao considerar a previsao percentual média, avaliada pela métrica
MAPE, ambos os modelos baseados em arvores apresentaram melhorias em relagao ao
modelo de referéncia, evidenciando um desempenho superior em termos de erro percentual
meédio.

O KGE, relembrando, combina trés aspectos fundamentais: variabilidade, viés
e correlagao entre os dados observados e previstos. Considerando esses fatores, com os
dados log-transformados, o modelo LR capturou de forma mais eficaz os trés aspectos
mencionados. E provavel que a linearizacéo tenha sido um fator determinante para o bom
desempenho do modelo LR olhando por esta métrica, uma vez que, ao analisar o MAPE, os
modelos nao-lineares, CB com 0,13 e RF com 0, 12, apresentaram desempenhos melhores.
Um desempenho médio percentual melhor pode dever-se a resiliéncia dos modelos nao-
lineares a sua robustez diante de valores discrepantes, aos quais o modelo linear é mais

sensivel.

Observa-se que tanto o CB quanto o RF apresentaram intervalos de previsao menos
amplos no inicio do ano, em comparacao com o modelo LR, mesmo impactados pelas vazoes
elevadas no final de 2022, conforme figura 4.3. Em termos de previsao pontual, ambos
os modelos nao-lineares demonstraram-se robustos, no entanto, ao analisar a cobertura
empirica dos intervalos de previsao, o modelo RF mostrou-se consideravelmente defasado
em relacao aos modelos LR e CB. Isso pode ser explicado pela possivel “otimizacao”
excessiva do modelo ao calcular os intervalos, ao presumir uma repeticao dos eventos e
erros passados, resultando em intervalos estreitos. Esse fenomeno é explicado por Hyndman
(47). Apesar disso, a cobertura empirica de 80% do modelo RF ainda pode ser considerada

satisfatéria, e a cobertura de 86% obtida pelo CB demonstra um bom desempenho.
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Figura 4.7 — Walk-Forward Validation para o modelo CatBoost.

CatBoost WFV - rio Jequitinhonha

Horizonte de previsdo de 1 dia por 365 dias consecutivos | Valores na escala original (destransformados)
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Fonte: O autor.

Figura 4.8 — Walk-Forward Validation para o modelo Random Forest.

RandomForest WFV - rio Jequitinhonha
Horizonte de previsdo de 1 dia por 365 dias consecutivos | Valores na escala original (destransformados)
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Fonte: O autor.
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Os residuos em modelos nao-lineares podem ser mais dificeis de interpretar porque
esses modelos capturam interagoes e padroes complexos. Porém, mesmo assim, detectar
padroes sistematicos nos residuos ajuda a elucidar se os modelos conseguiram capturar

todas as nuances dos dados.

A dispersao ao longo do tempo foi praticamente a mesma para ambos os modelos,
com residuos de valor elevado mais presentes no inicio da série — figuras 4.9 e 4.10. Aqui
vale a interpretacao usada para o modelo de referéncia, de que os valores elevados aferidos
em final de 2022 possam ter interferido. Houve uma prevaléncia de 84,11% e 86, 03%,
respectivamente CB e RF, dos residuos na area sombreada, correspondente a +1,5 x IQR,
que é onde se espera que todos os residuos estejam — upper fence e lower fence do boxplot.
Uma leve melhor prevaléncia para o modelo RF, que pode ser vista também em menos

dispersao de residuos para fora dos limites da area sombreada no inicio do ano.

Figura 4.9 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Jequitinhonha
CatBoost | Dados destransformados
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Fonte: O autor.

Em termos de assimetria da distribui¢do dos residuos, ambos modelos apresentaram
valores elevados, com assimetria positiva indicando cauda a direita. Com valores de 2,02
para o modelo CB e 3,05 para o RF, isso mostra tendéncia de subestimar as previsoes,

como visto anteriormente pelo PBIAS de ambos os modelos.



Figura 4.10 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Jequitinhonha
RandomForest | Dados destransformados
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Fonte: O autor.

Figura 4.11 — Histograma e curva-normal dos residuos.

Distribuicao dos Residuos com Curva Normal ajustada - rio Jequitinhonha
CatBoost | Dados destransformados | Assimetria de 2.02
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Figura 4.12 — Histograma e curva-normal dos residuos.

Distribuicao dos Residuos com Curva Normal ajustada - rio Jequitinhonha
RandomForest | Dados destransformados | Assimetria de 3.05
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Observando os graficos de autocorrelagdo dos modelos, houve um comportamento
parecido nas lags iniciais. Nas primeiras lags, os graficos mostram pontos de autocorrelagao
que ultrapassam a faixa de confianca — sombreada em azul —, indicando que os residuos
possuem dependéncia temporal significativa nos primeiros periodos. Esse padrao sugere
que os modelos nao conseguiram capturar totalmente a estrutura temporal dos dados,
resultando em residuos correlacionados em curtos periodos. Uma possivel explicacao
pode ser a presenca de componentes sazonais ou padroes de curto prazo que nao foram

completamente modelados e capturados pelos modelos.

A partir de aproximadamente a lag 20, a autocorrelagao dos residuos cai para
valores proximos de 0 e permanece dentro da faixa de confianca para as lags seguintes até
a lag 365. Este ¢ um comportamento esperado para um bom modelo, onde os residuos
devem ser independentes e distribuidos aleatoriamente ao longo do tempo. A presenca
de residuos com baixa autocorrelacao em lags mais préximas — ao inicio — indica que, em

periodos mais longos, os modelos nao apresentam problemas de dependéncia temporal.

Figura 4.13 — Grafico ACF dos residuos.

Autocorrelacao (ACF) - rio Jequitinhonha
Residuos do modelo CatBoost | Dados destransformados | Mostrando 365 /ags
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Fonte: O autor.

Agora os resultados sem emprego de log-transformacao, com os dados originais.
Salientando que para o modelo LR nao é correto aplicar os dados originais na escala em que
se encontram, foi preciso realizar normalizacao antes empregando algoritmo MinMax. Este
algoritmo coloca todos os dados em valores entre 0 e 1, sendo o valor minimo correspondente
de cada série temporal passado para 0 e o valor maximo, consequentemente, é passado
para 1. Com os demais valores ¢ feito, basicamente, uma regra de trés para achar o valor

correspondente na escala entre 0 e 1.

Dito isso, o resultado para os dados originais ficou levemente inferior em relacao ao
modelo com os dados log-transformados. Em todas as métricas que se avaliar o resultado
ficou piorado. Um comportamento destacado foi as faixas nos valores dos intervalos de

previsao. Diferentemente do comportamento anterior — figura 4.2 —, em que houve uma
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Figura 4.14 — Grafico ACF dos residuos.

Autocorrelacao (ACF) - rio Jequitinhonha
Residuos do modelo RandomForest | Dados destransformados | Mostrando 365 lags
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Fonte: O autor.

prevaléncia de faixas elevadas no inicio do ano, neste resultado o inicio do ano esteve,
digamos, bem alinhado. Ao decorrer do ano que os intervalos incrementaram, a partir do
més de fevereiro, e foram aumentando até o fim do ano. Isso pode ser um indicativo de
que o modelo teve problemas na estabilidade de longo prazo, acumulando as incertezas no

periodo.

Ainda que tenha apresentado um KGE inferior, bem como nas demais métricas,
quando se observa o comportamento dos residuos, houve uma prevaléncia de 91, 78% dos
residuos na area sombreada no grafico 4.16. A faixa entre os valores minimo e maximo da
faixa aumentaram em relagdo ao grafico apresentado anteriormente. Pode-se verificar que
no inicio do ano menos outliers estao presentes, ainda que na porc¢ao final do ano tenha
aparecido alguns a mais que nao foram vistos na anélise anterior — figura 4.4. Para os
dados originais, pela andlise dos residuos, o modelo mostrou boa estabilidade nas previsoes
pontuais. Quando se considera os intervalos de previsdo, precisa considerar com cuidado,
visto que o incremento dos valores superiores (hi-95) e valores de vazao 0m?/s na faixa

inferior (10-95) indicam instabilidade de longo prazo.

Caminhando para o fim, o histograma e curva-normal apresentaram assimetria
consideravelmente superior (valor de 3,37) ao resultado de antes, com presenca de cauda
longa a direita — figura 4.17. O modelo teve, desta forma, tendéncia de subestimar os
resultados, o que é verificavel pelo PBIAS. Na figura 4.18 é possivel perceber picos fora do
intervalo de confianca. Apos cerca de 10 lags, os pontos de autocorrelagao ficam dentro desta
faixa, o que significa que a maioria dos residuos apés esse ponto nao estd significativamente
correlacionada com valores anteriores. Estes pontos vermelhos no inicio do grafico podem
indicar que ha correlagoes significativas entre os residuos nas lags mais préximas, o que
sugere, nos primeiros periodos, que os residuos estao correlacionados com os valores

anteriores. Isso é indicativo, novamente, de que o modelo pode nao estar capturando
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totalmente a estrutura temporal dos dados e ser necessario ajusté-lo, adicionar variaveis que
expliquem essa dependéncia temporal, ainda que variaveis de valor acumulado tenham sido

inseridas exatamente na intenc¢ao de capturar tais comportamentos. Contudo, claramente

precisaria aprimorar.

Figura 4.15 — Walk-Forward Validation para o modelo Regressao Linear.

LinearRegression WFV - rio Jequitinhonha
Horizonte de previsdo de 1 dia por 365 dias consecutivos | Valores na escala original (MinMax)
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96.99 %

Fonte: O autor.

Figura 4.16 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Jequitinhonha
LinearRegression | Dados originais (MinMax)
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Figura 4.17 — Histograma e curva-normal dos residuos.

Distribuicao dos Residuos com Curva Normal ajustada - rio Jequitinhonha
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Fonte: O autor.

Figura 4.18 — Gréafico ACF dos residuos.

Autocorrelacao (ACF) - rio Jequitinhonha
Residuos do modelo LinearRegression | Dados originais (MinMax) | Mostrando 365 /ags
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Relembrando que a log-transformacao lineariza os dados e para o modelo LR
ela realmente resultou em melhora dos resultados. Esperava-se que o mesmo pudesse,
eventualmente, ocorrer com estes modelos nao-lineares, pois simplificaria as relagoes entre
as variaveis. Contudo, aconteceu o oposto. Permanecer com os dados originais, sem

nenhum tipo de transformacao, foi o que fez ambos, CB e RF, se comportarem melhor.

Veja o comportamento apés WEV. Houve melhoras em quase todas as métricas
nos dois modelos, exceto para o erro médio percentual, em que ambos tiveram leve piora
~ 0,133 para o modelo CB (antes foi 0,130) e 0,14 para o RF (0,12 antes). E infimo,
porém nao descartavel. Mas o KGE, uma métrica mais robusta, melhorou bastante
entre o resultado anterior e este resultado em tela. Aplicando os modelos CB e RF nos
dados originais, melhorou também o viés sisteméatico, PBIAS. O modelo CB continuou
mostrando tendéncia de subestimar as previsoes, mas aqui o modelo RF inverteu, passando
a apresentar tendéncia de superestimar as previsdes. A cobertura empirica dos intervalos
de previsao melhoraram, sendo o CB quase 2, 5% melhor, e o RF melhorou 3% nos célculos
dos intervalos. A respeito dos intervalos de previsao, os modelos mostraram tendéncia de
aumento das faixas ao longo do ano. Diferentemente da andlise log-transformada, aqui
os modelos parecem ter demostrado incerteza quanto aos erros calculados em eventos
anteriores, ainda que no inicio do ano, para ambos, pareca ter ficado mais estavel o calculo

dos intervalos.

Figura 4.19 — Walk-Forward Validation para o modelo CatBoost.

CatBoost WFV - rio Jequitinhonha
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Figura 4.20 — Walk-Forward Validation para o modelo Random Forest.

RandomForest WFV - rio Jequitinhonha
Horizonte de previsdo de 1 dia por 365 dias consecutivos | Valores na escala original
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Fonte: O autor.
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A maioria dos residuos esta concentrada em torno da linha de referéncia y = 0,
indicando que os modelos mantiveram um desempenho geral estavel ao longo do tempo.
Porém, ha outliers significativos no inicio de 2023 — valores de residuos acima de 400 e
abaixo de —400 para o CB e acima de 500 e abaixo de —300 para o RF. Esses outliers
ocorreram em periodos de vazoes mais elevadas durante o inicio do ano, momentos de
maiores picos de vazao, indicando que ambos tiveram dificuldades em prever alguns eventos

especificos, resultando em erros grandes.

Para o modelo CB, apds fevereiro de 2023, e marco para o modelo RF, os residuos
parecem estar melhor distribuidos dentro da area delimitada pelas faixas, com menos
outliers, sugerindo que os modelos ajustaram-se melhor aos dados ao longo do tempo e

permaneceram estaveis.

Em geral, ambos os modelos apresentaram um padrao de melhora ao longo do ano,
com residuos mais bem distribuidos apods o primeiro trimestre de 2023. No entanto, os
outliers iniciais indicam que os modelos podem ter dificuldades com eventos especificos
de sazonalidade ou anomalias no inicio do ano. O CB parece ter uma leve vantagem em
termos de previsoes mais consistentes ao longo do tempo, com valores menos extremos.
Houve uma prevaléncia de 85,75% dos residuos dentro da area sombreada do grafico
4.21, ao passo que o modelo RF obteve 84,11% de prevaléncia — grafico 4.22. Ajustes de
hiperparametros podem ajudar os modelos nos periodos mais desafiadores do ano, como

no inicio do ano, ou adi¢ao de componentes de tendéncia e sazonalidade localizada.
Figura 4.21 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Jequitinhonha
CatBoost | Dados originais
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Fonte: O autor.

A distribuicao dos residuos do modelo CB — figura 4.23 — apresenta uma assimetria
positiva de 0,66, o que indica que a cauda direita da distribuicao é mais longa que a
esquerda. A presenca de residuos elevados tanto na cauda direita — acima de 200 — quanto
na cauda esquerda — abaixo de —100 — indica que o modelo teve dificuldades em prever

com precisao alguns valores mais extremos. A curva normal ajustada em vermelho nao
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Figura 4.22 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Jequitinhonha
RandomForest | Dados originais
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Fonte: O autor.

se adequa perfeitamente a distribuicao observada, especialmente nas caudas, deixando
claro que a distribuigdo dos residuos nao é perfeitamente normal. Esse comportamento é
corroborado pelo valor da assimetria. Contudo, a maioria dos residuos esta concentrada em
torno de y = 0, com uma contagem elevada préxima a 0. Isso é um bom sinal, pois sugere

que o modelo fez previsoes razoavelmente precisas para grande parte das observagoes.

A distribui¢ao dos residuos do modelo RF — figura 4.24 — apresenta uma assimetria
positiva de 0,49, indicando que a cauda direita ¢ um pouco mais longa, mas a assimetria é
menos pronunciada do que no modelo CB. A curva normal ajustada se aproxima mais da
distribuicao observada do que no grafico do CB, o que quer dizer que os residuos do RF
seguem uma distribuicao mais préxima de uma distribuicao normal, apesar da pequena
assimetria positiva. Assim como no grafico do CB, a parcela maior dos residuos esta
concentrada em torno de 0, com a maioria das previsoes sendo razoavelmente precisas,

porém, o modelo RF apresenta um adensamento ligeiramente mais equilibrado.

O RF tem um comportamento de residuos mais préximo de uma distribui¢do normal,
caracterizando-o como mais estavel e robusto em termos de previsdes para a maioria dos
dados. O CB mostrou sensibilidade a eventos extremos, com uma assimetria maior,
indicando que o modelo enfrenta dificuldades em capturar corretamente estes valores mais
extremos, resultando em erros maiores. Mas, em geral, ambos os modelos apresentaram
uma boa concentracao de residuos em torno de 0 — praticamente indistinguivel —, mostrando

que a maioria das previsoes esta correta.



Figura 4.23 — Histograma e curva-normal dos residuos.

Distribuicao dos Residuos com Curva Normal ajustada - rio Jequitinhonha
CatBoost | Dados originais | Assimetria de 0.66
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Fonte: O autor.

Figura 4.24 — Histograma e curva-normal dos residuos.

Distribuicao dos Residuos com Curva Normal ajustada - rio Jequitinhonha
RandomForest | Dados originais | Assimetria de 0.49
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Nas primeiras lags, ha autocorrelagoes significativas que ultrapassam a faixa de
confianca, especialmente nas primeiras 15 lags. Para curtos intervalos de tempo, os residuos
do modelo CB estao correlacionados — figura 4.25. A presenca dessas correlagdes positivas
nas primeiras lags pode indicar que hé padroes temporais de curto prazo nos dados que o
modelo CB nao capturou adequadamente. No entanto, apds essa lag 15, as autocorrelacoes
caem para valores dentro da faixa de confianca de 95% e permanecem préximas de 0. Isso
mostra que, para intervalos maiores, os residuos nao apresentam correlagdo significativa, o
que é um sinal positivo de que, em termos de longo prazo, o modelo esta capturando a

variabilidade dos dados de forma satisfatéria.

Assim como no grafico do CB, o modelo RF também apresenta autocorrelagoes
significativas nas primeiras lags, até perto de 20 lags — figura 4.26. Houve um comporta-
mento levemente pior aqui — levou mais 5 lags para estabilizar — neste modelo do que em
relagdo ao CB, indicando, semelhantemente, uma dependéncia temporal de curto prazo
que o modelo RF nao capturou completamente, resultando em residuos correlacionados
nas primeiras lags. A partir da lag 20, as autocorrelagbes do RF caem para dentro da
faixa de confianca e permanecem préximas de 0, indicando que, para previsoes de longo
prazo, o modelo RF também estd capturando bem a estrutura dos dados e os residuos se

comportam de maneira aleatoéria.

Ambos os modelos CB e RF apresentam autocorrelagoes significativas nas primeiras
lags, denotando que os modelos apresentaram problemas com a dependéncia temporal de
curto prazo nos dados. No entanto, o CB teve uma presenca um pouco menor de correlagoes
significativas em comparacao com o RF, o que indica um desempenho ligeiramente melhor

no curto prazo.

Para lags maiores (acima de 20), tanto o CB quanto o RF apresentaram residuos
que se comportaram de maneira aleatéria, com autocorrelagoes dentro da faixa de confianga
e proximas de 0. Considerando as previsoes de longo prazo, ambos os modelos estao

funcionando de forma satisfatéria e ndo apresentaram padroes remanescentes nos residuos.
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Figura 4.25 — Gréafico ACF dos residuos.

Autocorrelagao (ACF) - rio Jequitinhonha
Residuos do modelo CatBoost | Dados originais | Mostrando 365 /ags
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Fonte: O autor.

Figura 4.26 — Gréafico ACF dos residuos.

Autocorrelagao (ACF) - rio Jequitinhonha
Residuos do modelo RandomForest | Dados originais | Mostrando 365 lags
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Para o rio Jequitinhonha a andlise termina aqui. Aplicar a log-transformacao
melhorou o resultado do modelo LR de quando nao foi aplicada essa transformacgao, e os
modelos CB e RF (nao-lineares) foram melhores quando os dados nao foram transformados.

Aqui, para este rio, foi este o resultado, mais adiante sera visto para os demais rios.

Uma coisa que precisa ficar claro aqui: s6 serao discutidos para os outros rios

os melhores resultados. Para o rio Jequitinhonha foi mostrada toda linha de trabalho para

que ficasse claro que toda comparagao foi realizada entre resultados log-transformados e
nao transformados, tudo foi estudado e analisado. Mas pelo bem da concisao — e deve
ter ficado evidente as voltas dadas no texto mostrando exatamente cada resultado — todo
resultado nao apresentado aqui é porque nao foram considerados bons o suficiente. E nao

sera mais incluida a analise para o modelo SN.

Adiante.

4.1.2 Rio Doce

Os resultados para o rio Doce apresentaram-se 6timos, considerando-se todas as
métricas do trabalho. Isso possivelmente se deve a qualidade dos dados de treinamento,
em que nao foi preciso preencher tantos dados faltantes de vazao. Relembre: de 4017

registros, apenas 3 faltavam.

O modelo CB apresentou um desempenho bom, com KGE de 0,89 sugerindo alta
correlagao entre os valores previstos e observados. Quando se considera o MAPE, foi o
mais baixo dentre os trés modelos, contudo, mesmo assim, indica uma precisao elevada
nas previsoes médias, o que demonstra robustez do modelo. O PBIAS de —3.73% mostra
um leve viés geral para subestimar as previsoes, e a cobertura empirica de 91, 23% indica

que o intervalo de previsao capturou bem a variabilidade dos dados observados.

O grafico 4.27 revela ainda que o modelo acompanha bem os picos de vazao e que
os intervalos de previsao foram particularmente estreitos quando no periodo de vazoes
elevadas e relativamente amplos nos periodos de menores vazoes, podendo indicar que as
medigoes de precipitagdo nos periodos chuvosos conferiram leve melhoramento na precisao
do comportamento médio do modelo. Em outras palavras: o modelo fica “otimista” quando
os dados de chuva nao estao zerados e possui mais informacoes, o que ocorre nos periodos
de outono e inverno. Tanto que nestes periodos mencionados, quando ha uma profusao
de valores 0 na precipitagao, os intervalos de previsao ficaram amplos, o que denota
a tentativa do modelo de “acertar” a medida. Comportamento este que o modelo RF
também apresentou em relacao aos intervalos de previsao — visto em 4.29. A cobertura
empirica dos intervalos de previsao de ambos os modelos ficaram préximas, com uma leve

vantagem para o modelo CB — o modelo RF obteve 88, 77%.

O modelo LR, mesmo sendo um modelo simples, apresentou um desempenho

notavel, com MAPE ligeiramente maior, de 0,084, do que a do CB, mas ainda assim baixo.
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O KGE foi 0 maior dos trés modelos, alcangando 0,94, mostrando uma 6tima correlagao e
menor erro de varidncia entre os valores observados e os previstos. O PBIAS de —2,75%
sugere um viés de subestimacao, sendo o “caminho do meio” entre os modelos. A cobertura
empirica de 96, 71% mostra que o intervalo de previsao captura quase a totalidade da
variabilidade dos dados observados — visivel no grafico 4.28. O grafico também mostra
que o LR também consegue capturar os picos de vazao de forma eficaz, com intervalos
de previsao mais estreitos ao longo do ano se comparados ao CB e ao RF, porém mais

amplos no periodo inicial do ano.

O modelo RF também teve um bom desempenho, com um MAPE intermediario
entre os outros dois modelos e um KGE de 0, 93, ficando muito préximo do LR. O PBIAS
de —1,44% indica o menor viés de subestimacao entre os trés modelos, no entanto, a
cobertura empirica foi a menor, com 88, 77%, sugerindo que os intervalos de previsao nao
abrangem tanto a variabilidade observada quanto nos outros modelos. Isso ¢ perceptivel
principalmente no inicio da série, nos meses de janeiro, fevereiro e marco, ainda que tenha
captado bem os picos de vazdo, um comportamento semelhante ao CB em termos de

previsoes.

Em termos de precisao média, o CB apresentou o melhor desempenho — valor de
0,082 -, seguido de perto por RF — valor de 0,083 —e LR — MAPE de 0,084. A diferenca foi
muito pequena, na ordem de 1073, mostrando que todos os modelos tiveram alta precisao.
Analisando o KGE — a mais complexa das métricas —, o modelo LR foi o melhor nesse
critério, seguido por RF e CB. Isso sugere que, apesar de ser um modelo linear, a regressao
conseguiu capturar bem a dinamica nao-linear das vazoes do rio. Mas, novamente, os

valores ficaram muito préoximos, ndo havendo grande discrepancia entre as medigoes.

No grafico 4.30 é possivel observar que no inicio do periodo — janeiro e fevereiro de
2023 —, os residuos estao mais dispersos, com muitos valores além dos limites, tanto na
parte superior quanto na inferior. Isso denota que o modelo teve dificuldades em prever
corretamente durante essa fase inicial do ano, que pode estar associada a picos de vazao ou
condigdes hidrologicas atipicas. Apos margo de 2023, os residuos comegam a se concentrar
dentro dos intervalos, de onde se conclui que o modelo se estabilizou e comegou a prever
com mais precisao, com menos erros extremos, ou seja, o CB foi capaz de capturar bem o

padrao de vazoes ao longo do ano, exceto em eventos de pico no inicio.

Da mesma forma que o CB, o modelo LR mostra uma maior dispersao dos residuos
no inicio do periodo, particularmente nos meses de janeiro e fevereiro de 2023 — figura
4.31. A partir de margo de 2023 os residuos do LR também se tornam mais estaveis e
permanecem concentrados dentro da area sombreada, indicando uma melhor desempenho

com o passar do tempo e em periodos de amenidades nas vazoes.

E, finalmente, o modelo RF — figura 4.32. O comportamento dos residuos do RF ao

longo do tempo ¢ similar ao dos outros dois modelos anteriores. H4 uma maior dispersao
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Figura 4.27 — Walk-Forward Validation para o modelo CatBoost.

CatBoost WFV - rio Doce
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Fonte: O autor.

Cobertura empirica do intervalo de previsao

— CB_WFV

= observado
CB_WFV-I0-95
CB_WFV-hi-95

Figura 4.28 — Walk-Forward Validation para o modelo Linear Regression.

LinearRegression WFV - rio Doce
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Cobertura empirica do intervalo de previsao
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no inicio do ano (janeiro e fevereiro de 2023), mas a partir de margo os residuos se tornam

mais estaveis, com a maioria dos valores dentro da area destacada. Indica que o RF

também teve dificuldades em capturar os eventos extremos no inicio do ano e que também

apresentou bom desempenho para o restante do periodo.
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Figura 4.29 — Walk-Forward Validation para o modelo Random Forest.

RandomForest WFV - rio Doce

Horizonte de previsdo de 1 dia por 365 dias consecutivos | Valores na escala original

| — RF_WFV
u 4000 —— observado
£ 30004 RE_WFV-l0-95
b RF_WFV-hi-95
O 2000
o
3 1000
> ‘A———AM
0- T T T T T
Jan 2023 Mar 2023 May 2023 Jul 2023 Sep 2023 Nov 2023
Modelo MAPE KGE PBIAS (%)
RandomForest 0.08355 0.9375 -1.44227
RandomForest-lo-95 0.23089 0.82843 -16.07935
RandomForest-hi-95 0.43947 0.73666 24.84179

Cobertura empirica do intervalo de previsao
88.77 %

Fonte: O autor.

Os trés modelos enfrentaram desafios semelhantes durante o periodo inicial do
ano — janeiro e fevereiro —, comportamento quase indistinguivel entre eles, mas todos
estabilizaram a partir de marco, sem que tenha um modelo que realmente se destaque
frente aos demais. O comportamento dos residuos ao longo do tempo indica que, para
periodos com picos de vazao, pode ser necessario um refinamento adicional nos modelos

ou mesmo refinamento nos dados de entrada para melhor capturar estes eventos.
Figura 4.30 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Doce
CatBoost | Dados originais

® Residuos
Area £1,5* IQR
= = Upper Fence
. = = Linha de referéncia Y=0
= = Lower Fence

1000
800
600 .
400 . .,

200

IR

Residuos

-200

-400

-600
Jan 2023 Mar 2023 May 2023 Jul 2023 Sep 2023 Nov 2023 Jan 2024
Periodo

Fonte: O autor.



Residuos

Figura 4.31 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Doce
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Figura 4.32 — Dispersao dos residuos ao longo do ano.

Dispersao dos residuos ao longo do periodo - rio Doce
RandomForest | Dados originais
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A assimetria dos residuos para o modelo CB — figura 4.33 — é de 4,16, o que
indica uma distribuicao altamente assimétrica a direita e positiva. Isso quer dizer que
os erros positivos sao mais frequentes ou mais intensos do que os erros negativos, o que
combina com o viés sistematico do modelo em que o PBIAS indicou subestimagao — visto
em 4.27. Posto que o célculo do residuo é “observado — previsto” e trazendo o grafico
4.30 a vista aqui novamente, percebe-se que esta cauda longa de valores positivos ocorreu
principalmente no inicio do ano, exatamente quando as variagoes nas vazoes foram mais
intensas. Este fendomeno também ocorreu com os outros modelos — figuras 4.34 e 4.35.
Contudo, para o modelo LR com dados log-transformados, a assimetria se mostrou menor
—de 2,71 — do que em relagao aos modelos nao-lineares, restando a assimetria de 3,24 para
o modelo RF. Nesta avaliacao, o modelo CB apresentou a pior distribui¢cdo de residuos,
abrindo margem para melhorias. O mesmo, no entanto, vale para os modelos LR e RF

que também apresentaram assimetria elevada e carecem de aprimoramentos.

A curva normal estd deslocada a direita, devido a assimetria dos dados, para
todos os modelos, porém um pouco menos para o modelo LR. Todos os modelos possuem
residuos concentrados, majoritariamente, entre —200 e 200, contudo, para os modelos
nao-lineares CB e RF, a variacao total dos residuos oscila entre aproximadamente —550 e
1000, ao passo que o modelo LR, mostrando melhor comportamento, oscila entre —400 e

aproximadamente 750.
Figura 4.33 — Histograma e curva-normal dos residuos.
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Fonte: O autor.



112

Figura 4.34 — Histograma e curva-normal dos residuos.

Distribuicao dos Residuos com Curva Normal ajustada - rio Doce
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Figura 4.35 — Histograma e curva-normal dos residuos.
Distribuicao dos Residuos com Curva Normal ajustada - rio Doce
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O CB apresenta autocorrelacao significativa nas primeiras lags — até aproxima-
damente a lag 10 —, com picos consideraveis de correlagao positiva, mostrando que o
modelo estd deixando dependéncias temporais nos residuos — figura 4.36. Apds as pre-
visdes imediatas, os residuos ainda carregam dependéncias de eventos passados, o que
nao deveria ocorrer. O LR também mostra autocorrelacao nas primeiras lags, repetindo o
comportamento do CB, embora de menor magnitude quando comparado a este — figura
4.37. Ainda que o modelo LR também esteja com problemas nas dependéncias de curto
prazo, ele o faz de forma um pouco diferente que o CB. Por sua vez, o RF apresenta picos
de autocorrelagao menores que CB, igualmente baixo quanto o LR — até a lag 2 — nas
primeiras lags — figura 4.38. No entanto, ainda persiste alguma autocorrelagao, com uma
magnitude baixa, sugerindo que o RF esta deixando passar para os residuos uma dinamica

temporal.

Avancando no estudo, a autocorrelagao do modelo CB diminui rapidamente apods
as primeiras lags e por volta da lag 10, a maioria dos residuos ja se estabiliza dentro
do intervalo de confianga — a area azul esmaecida. Isso é um sinal de que, a partir de
lags maiores, os residuos sao independentes, um comportamento esperado e positivo para
previsoes de longo prazo. Perceba, no entanto, que tanto o LR quanto o RF apresentam uma
dissipacao rapida da autocorrelagao, diferentemente do CB, e seus residuos se estabilizam

rapidamente dentro do intervalo de confianca apds as primeiras lags.

Todos os modelos mostraram alguma autocorrelacao nos residuos de curto prazo,
indicando que nenhum deles conseguiu eliminar completamente as dependéncias temporais
de curto prazo nas previsoes. Esse fendmeno é mais acentuado no CB, seguido por LR e

RF, que apresentaram a menor autocorrelagao nas primeiras lags.
Figura 4.36 — Grafico ACF dos residuos.

Autocorrelacao (ACF) - rio Doce
Residuos do modelo CatBoost | Dados originais | Mostrando 365 lags

0.8

0.6

0.4

0.2

0.2
0 50 100 150 200 250 300 350

Residuos

Fonte: O autor.



114

Figura 4.37 — Grafico ACF dos residuos.

Autocorrelagao (ACF) - rio Doce
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Figura 4.38 — Gréafico ACF dos residuos.

Autocorrelagao (ACF) - rio Doce
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Toda essa analise demonstrou aspectos importantes acerca dos modelos. Todos
apresentaram uma tendéncia de subestimar os picos, com o modelo LR tendo uma oscilacao
levemente menor — de —400 a 750 —, o periodo do ano que foi complicado para os modelos foi
o periodo inicial do ano, verao, quando as vazoes sao fortemente impactadas pelas oscilagoes
nas precipitagoes e o grafico ACF deixou claro que os residuos carregam dependéncia
temporal de curto prazo. Isso sugere a necessidade de inclusao de mais variaveis explicativas
para lidar com esses eventos extremos, refinamento nos hiperparametros — para os modelos
nao-lineares —, ou mesmo de refinamento nas técnicas de modelagem — isso nao pode ser

descartado.

4.1.3 Rio Grande

O rio Grande foi o Unico que a analise foi feita em uma massa reduzida de dados.
Conforme ja detalhado, apenas dados de setembro de 2020 até dezembro de 2023. Feita
esta ressalva, os resultados mostraram-se bons e os modelos foram estaveis quando da
andlise dos residuos. Perceba que aqui, para o modelo LR, os melhores resultados foram

com os dados escalados MinMax e nao os dados log-transformados.

Iniciando pelo KGE, o RF se saiu melhor, seguido préximo pelo LR — figuras 4.41 e
4.40, respectivamente. Ambos tiveram valores superiores ao CB — figura 4.39 —, indicando
que capturaram melhor correlacao, viés e variabilidade nos dados previstos de vazao ao

longo do periodo.

Sobre o erro médio — MAPE —, o RF e o CB apresentaram os menores valores e
proximos entre si, ou seja, ambos tiveram comportamento semelhante — valores de 0, 123
e 0,126, respectivamente. O modelo LR ficou ligeiramente ruim, 0,133, mas de toda
forma, isso os coloca com resultados muito préximos, sugerindo que todos os trés modelos

ofereceram previsoes de boa qualidade.

O LR apresentou o menor PBIAS, apenas —1,99%, ou seja, suas previsoes foram
mais equilibradas, com menos tendéncia neste caso de subestimar os valores de vazao. Os
modelos CB e RF também tém PBIAS relativamente baixos — respectivamente —4, 44% e
—2,18% —, mas o CB apresentou um valor negativo pior, deixando clara uma subestimacao

elevada comparada aos outros modelos.

A cobertura empirica do LR é significativamente maior do que a dos outros dois
modelos, com 84, 38%, mostrando que o intervalo de previsdo capturou com mais precisiao
a variabilidade real presente nas observagoes. Tanto o CB (63,56%) quanto o RF (63,01%)
tém valores de cobertura mais baixos, que mostram, por sua vez, intervalos de previsao
foram mais estreitos e nao conseguiram captar toda a variabilidade observada nos dados

reais.

Em ambos os modelos nao-lineares a previsao segue de perto a série observada,

mas a subestimacao das vazoes mais altas ¢ evidente. O intervalo de previsao ¢ estreito em
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momentos de pico, o que contribui para a baixa cobertura empirica calculada. Os maiores
desvios nas previsoes ocorrem em periodos de alta vazao, por volta de marco e maio de

2023, onde os modelos apresentaram dificuldade em acompanhar as flutuacoes nas vazoes.

O modelo LR consegue capturar razoavelmente bem as flutuagoes de vazao, mas
também apresenta comportamento tendencioso de subestimar os picos mais extremos, da
mesma forma que os modelos CB e RF. Contudo, o intervalo de previsao foi o mais amplo

dos trés modelos, resultando em uma cobertura empirica melhor.

O RF foi o modelo que obteve o melhor equilibrio entre precisao (MAPE), corre-
lacao/variabilidade (KGE) e viés (PBIAS), mostrando um desempenho consistente. No
entanto, a cobertura empirica baixa sugere que o intervalo de previsao nao captura toda a
incerteza associada aos dados, é uma caracteristica que pode melhorar. O LR, embora
tenha uma MAPE ligeiramente maior, apresentou o melhor valor de PBIAS, denotando
que ele tem a menor tendéncia a viés sistematico entre os modelos. Além disso, sua
maior cobertura empirica sugere que o modelo captura melhor a variabilidade dos dados.
Finalmente, o CB, ainda que seja um modelo robusto, mostrou desempenho inferior em
termos de KGE e PBIAS, mostrando dificuldades em capturar corretamente as variagoes
sazonais e os picos extremos de vazao. Contudo, vale destacar, este é um modelo altamente
personalizavel e um procedimento de otimizagao dos hiperparametros pode aprimorar os

resultados.
Figura 4.39 — Walk-Forward Validation para o modelo CatBoost.
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Fonte: O autor.



Figura 4.40 — Walk-Forward Validation para o modelo Linear Regression.
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Figura 4.41 — Walk-Forward Validation para o modelo Random Forest.
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A analise dos gréaficos de dispersao dos residuos ao longo do tempo para os modelos
revela informagoes importantes sobre a evolucao do desempenho de cada modelo em termos
de erro durante o periodo analisado para o rio Grande. Aqui é possivel identificar padroes

de erro, presenca de outliers e a estabilidade dos residuos ao longo do tempo.

De inicio é possivel notar as largas faixas de valores em que os residuos se con-
centraram. O CB teve valores de lower fence e upper fence de —1328,72 e 1492, 10,
respectivamente, uma amplitude de 2820, o que lhe conferiu uma prevaléncia de 89, 32%
dos residuos dentro destes limites. De antemao, o menor valor dentre os modelos. Conti-
nuando para o modelo LR, tendo —1628, 38 para o valor da faixa minima e 1687, 81 para
a maxima — amplitude de 3315 — teve prevaléncia de 92,60% dos residuos. Isso parece
realmente bom, mas com uma ampla faixa assim deixa indicado que o modelo oscilou
muito nas previsoes realizadas, demostrando incerteza. Finalmente, o RF, ficou “no meio
do caminho” entre os modelos anteriores, tendo valores de —1422, 62 para lower fence e
1531, 92 para upper fence, perfazendo uma amplitude de 2953, o modelo teve prevaléncia

de 90, 68% dos residuos dentro da 4rea sombreada.

O modelo CB demonstra uma concentragao dos residuos dentro da faixa de
+1000m3/s na maior parte do periodo estudado — figura 4.42. Contudo, nos primei-
ros meses, de janeiro a maio de 2023, observa-se um maior espalhamento dos residuos,
com vérios pontos excedendo os 2000m?/s. A presenca de outliers entre marco e maio
de 2023 indica que o modelo enfrentou dificuldades para lidar com picos de vazao nesse
periodo, ocasionando erros elevados. Apesar disso, apds o pico de erro em maio, os residuos
tornaram-se mais constantes, com variagoes menores e mais previsiveis, embora alguns
outliers persistam no final do ano, demonstrando, desta forma, que houve desafios na

captura de variagoes extremas.

Em contraste, o LR apresenta uma dispersao dos residuos significativamente maior
ao longo do tempo quando comparada ao CB — figura 4.43 e é possivel inferir isso olhando
para a larga amplitude dos limites da area sombreada. Mesmo nos periodos de menor
erro, como de julho a novembro de 2023, os residuos ainda apresentam uma variacao
consideravel, ainda muito dispersos, distantes da reta de referéncia y = 0. A estabilidade
dos residuos da LR ficou, assim, comprometida e é verificavel pela elevada dispersao
mesmo em periodos em que a série de dados observados apresentou vazoes estaveis e mais
moderadas. Essa variabilidade reflete a limitagdo do LR em capturar a complexidade dos
dados de vazao, com dados de treinamento muito ruidosos — figura 3.24, revelando que o

LR nao lidou adequadamente com eventos extremos de vazao.

Por sua vez, o RF apresenta uma dispersao dos residuos semelhante a do CB —
figura 4.44 —, porém com uma quantidade menor de outliers — 35 pontos fora da area
demarcada contra 39 pontos fora para o modelo CB —, considerando acima de upper fence

e abaixo de lower fence. A maioria dos residuos do RF esta confinada a faixa delimitada,
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com algumas exce¢des nos meses de marco e abril e também os meses de novembro e
dezembro de 2023, onde o modelo aparentou maior dificuldade em prever corretamente as
vazoes. A presenca reduzida de outliers no RF, em comparagao ao CB, bem como uma
amplitude menor comparada ao LR, sugere uma maior robustez na captura das variacoes
de vazao ao longo do tempo, embora alguns outliers ocorram durante periodos de maior

instabilidade nas vazoes.

Figura 4.42 — Dispersao dos residuos ao longo do ano.
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Figura 4.43 — Dispersao dos residuos ao longo do ano.
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Figura 4.44 — Dispersao dos residuos ao longo do ano.
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O CB apresentou assimetria de 1,3, o que significa uma distribui¢cao levemente
assimétrica para a direita. Embora a por¢ao predominante dos residuos estivesse concen-
trada proximo a 0, houve uma quantidade consideravel de erros positivos, especialmente
para valores acima de 2000. A curva normal ajuda a demonstrar que os residuos seguem
uma forma proxima da normalidade, porém com uma cauda longa a direita. Esse compor-
tamento significa que o CB tende a cometer alguns erros maiores nas previsoes de altas

vazoes, subestimando estas vazoes mais extremas — figura 4.45.

Em contraste, o LR apresentou uma assimetria de 0,97, ou seja, a distribuicao
dos residuos no modelo LR foi quase simétrica, com um leve desvio a direita. Os erros
estiveram razoavelmente bem concentrados em torno de 0, apesar da grande variabilidade
mencionada anteriormente, com uma leve tendéncia de subestimativas. Contudo, ainda
houve residuos significativos acima de 1500m?/s, mostrando que o LR nao capturou

adequadamente as variacoes maiores nas vazoes — figura 4.46.

O RF apresentou a menor assimetria entre os trés modelos, com um valor de 0, 82,
a distribuicao de residuos mais simétrica entre todos. O RF lidou melhor com os erros,
distribuindo-os de maneira mais uniforme em torno de 0, concentrando os residuos, em sua
maior parte, na faixa £1000m?/s, e teve a distribuigao dos residuos mais precisa, seguindo
a forma da curva normal em comparacao com o CB e o LR. Isso indica que o modelo RF
teve uma maior capacidade de gerar previsoes com erros menores e menos dispersos, o
que ajuda a reforcar o resultado visto pelas métricas KGE, 0,83, e MAPE, 0,12. Este
comportamento e entendimento sugerem ao modelo RF uma maior robustez na gestao de

valores extremos de vazao — figura 4.47.

Figura 4.45 — Histograma e curva-normal dos residuos.
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Figura 4.46 — Histograma e curva-normal dos residuos.
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Figura 4.47 — Histograma e curva-normal dos residuos.
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Os graficos ACF de todos os modelos demonstraram que as primeiras 30 lags
apresentaram autocorrelacao significativa e positiva. Este comportamento mostra a
presenca de uma estrutura nos residuos que nao foi completamente capturada pelos
modelos, sugerindo que ainda mantiveram dependéncias temporais nao modeladas de
forma adequada. A partir da lag 30, aproximadamente lag 45 para o LR, as correlagoes
cairam dentro da faixa de confianca, sinalizando uma melhora na independéncia dos
residuos. No entanto, as flutuagdes entre autocorrelagoes positivas e negativas dentro

dessa faixa ainda foram perceptiveis.

Com o modelo RF foi menos, mas para os modelos CB e LR é possivel reparar
inclusive um comportamento sazonal nas lags iniciais do gréfico, deixando ainda mais

evidente que houve comportamento temporal que ficou remanescente nos residuos.

As conclusoes gerais indicam que todos os modelos apresentaram algum nivel de
autocorrelagao significativa nas primeiras lags, nenhum deles conseguiu modelar completa-
mente as dependéncias temporais presentes nos dados. Isso aponta para a possibilidade de
melhorias, como, por exemplo, a incorpora¢do de mecanismos para lidar com sazonalidade
ou dependéncia temporal de forma mais direta, por exemplo, features de lag mais robustas.
Cabe destacar ainda que a qualidade dos dados de treinamento também exerce influéncia

neste resultado por parte dos modelos, basta comparar com os outros rios.

Resultados visiveis nas figuras 4.48, 4.49 e 4.50.
Figura 4.48 — Grafico ACF dos residuos.
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Figura 4.49 — Gréafico ACF dos residuos.
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Figura 4.50 — Gréafico ACF dos residuos.
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4.1.4 Rio Sao Francisco

O CB apresentou um KGE de 0,93 — figura 4.51 —, apresentando assim uma boa
eficiéncia nas previsoes e demonstrando que o modelo conseguiu replicar o comportamento
hidrolégico observado de forma consistente. O LR destacou-se com o maior valor de
KGE, atingindo 0,98 — figura 4.52 —, o que corroborou sua elevada capacidade preditiva e
eficiéncia em relagao aos dados observados. O RF apresentou um KGE de 0,97, o que
demonstra uma otima qualidade de previsao, que se aproximou consideravelmente dos

valores observados, embora ligeiramente inferior ao do modelo LR — figura 4.53.

Em seguida, a métrica MAPE foi analisada. O CB exibiu um MAPE de 0, 032,
o que é um erro percentual médio muito baixo. O LR apresentou um MAPE de 0,027
e o RF 0,025, os dois modelos com o melhor resultado, sendo o RF levemente melhor.
Mas em termos praticos, ambos os modelos tiveram a mesma qualidade no erro médio das
previsoes. Considerando o resultado da KGE, até este momento, os dois modelos ficaram

quase idénticos.

Quanto ao PBIAS, o CB apresentou um valor de —2,61%, o que é um leve viés
negativo, indicando que o modelo tende a subestimar as vazoes previstas. O LR registrou
um PBIAS mediano entre os modelos, com —0,98%, um viés sistemdtico de subestimar as
previsoes, mas tao baixo que é quase irrelevante. Um desempenho excelente. O RF exibiu
um PBIAS de —0,80%, o menor viés dentre todos os modelos, ainda com subestimacao,
porém, assim como o LR, baixissimo. As previsoes praticamente “acertaram” os valores
observados. Em suma, neste ponto, todos os modelos apresentaram viés sistematico de

subestimacao, com o CB ficando com o resultado que pode ser chamado de “pior”.

Por fim, quanto a cobertura empirica. O CB cobriu 90, 68% dos dados, demons-
trando uma boa capacidade de captura das incertezas nas previsdes. O LR alcangou
a maior cobertura empirica, com 96,71%, tendo o intervalo de previsao com o melhor
desempenho, o modelo capturou quase todos os eventos da série de vazoes observadas. O
RF, por sua vez, apresentou a menor cobertura empirica, com 82,47%, o que indica que o
intervalo de previsao gerado pelo RF foi mais estreito e possivelmente nao capturou todas

as variagoes na série de vazao.

O LR destacou-se como o modelo com maior eficiéncia na replicagdo do compor-
tamento hidrologico observado, evidenciado pelo maior valor de KGE, MAPE e PBIAS
entre os modelos e pela cobertura empirica mais alta. Porém, de forma geral, todos os
modelos apresentaram resultados competitivos e para os dados do rio Sao Francisco se

mostraram altamente eficientes.

Foi observado que a area sombreada nos graficos de dispersao dos residuos perma-
neceu bastante estreita para todos os modelos. Um bom comportamento geral, deixando

indicado que os modelos realizaram previsoes bastante proximas aos valores observados.
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Figura 4.51 — Walk-Forward Validation para o modelo CatBoost.
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Figura 4.52 — Walk-Forward Validation para o modelo Linear Regression.
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Especificamente, o modelo CB apresentou um limite upper fence de 103,87 e
lower fence de —72, 34, resultando em uma amplitude de 176,21, com prevaléncia dos
residuos dentro desses limites de 83,84%. Contudo, o CB exibiu residuos discrepantes no

inicio do ano, especialmente em janeiro e fevereiro, antes de estabilizar a partir de marco,
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Figura 4.53 — Walk-Forward Validation para o modelo Random Forest.
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restringindo-se a area de tolerancia — figura 4.54. Na porcao final do ano, o modelo voltou a
apresentar alguns valores discrepantes, embora a vasta maioria dos residuos permanecesse

proxima do limite superior.

Por sua vez, o modelo LR apresentou um upper fence de 67,78 e um lower fence
de —48,93, com uma amplitude de 116,71 e uma prevaléncia de 81,92%. Embora o LR
também tenha exibido residuos discrepantes no inicio do ano, a quantidade foi visualmente
menor comparada ao CB e ao RF, e a estabilizacao dos residuos ocorreu apenas a partir
de marco. Na porcao final do periodo, o LR mostrou um aumento no ntimero de residuos
fora das faixas estabelecidas, tanto acima quanto abaixo dos limites, indicando uma menor
robustez em comparacao ao CB para este periodo. A amplitude dos residuos do LR variou
entre —600 e 600, sendo menor quando comparada aos outros modelos. Adicionalmente,
o LR apresentou mais outliers acima do limite superior, similar ao RF, e menos outliers

abaixo do limite inferior — figura 4.55.

O RF exibiu um limite superior de 46, 83 e inferior de —39, 87, resultando em uma
amplitude de 86, 70 e prevaléncia de 74, 52% dos residuos na drea sombreada, demonstrando
uma distribuicao de residuos bastante controlada em torno da linha de referéncia 0. No
entanto, o RF também apresentou diversos outliers no inicio do ano, de janeiro a marco, e
demorou para estabilizar na porcao central do periodo, semelhante ao comportamento do
LR. Na porcao final do periodo, o RF voltou a apresentar muitos outliers, e um maior
espalhamento, refletindo desafios na previsao de vazoes extremas. A amplitude dos residuos
do RF variou entre —600 e 600, igualando-se a da LR — figura 4.56.
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De maneira geral, os modelos demonstraram que, durante periodos de variagoes
elevadas nas precipitagoes e, consequentemente, nas vazoes, apresentaram resultados
incertos, evidenciados pela quantidade de outliers tanto no inicio quanto no final do ano,
com um resultado levemente melhor para o CB que teve menos outliers. Ao que tudo
indica, houve um certo atraso dos modelos em capturar eventos extremos, levando-os a
dificuldades em responder rapidamente as mudancas abruptas nas condi¢oes hidrologicas.
O CB apresentou uma boa prevaléncia dos residuos na area demarcada, apesar de algumas
discrepancias em periodos de alta variabilidade. O LR, embora com uma prevaléncia menor,
apresentou também menor amplitude, houve equilibrio entre estes dois aspectos, embora
também tenha tido problemas com vazoes extremas. O RF, apesar de sua estabilidade
geral, também enfrentou desafios semelhantes em periodos de alta variabilidade. Estes
resultados destacam a necessidade de aprimoramentos nos modelos para melhor capturar
e responder a eventos hidrolégicos extremos, potencialmente através da incorporacao de

mecanismos adicionais para deteccao de picos de vazao.
Figura 4.54 — Dispersao dos residuos ao longo do ano.
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A andlise comparativa dos residuos dos modelos de previsao para o rio Sao Francisco
revelou comportamentos semelhantes entre os diferentes modelos — figuras 4.57, 4.58 e
4.59. Todos os modelos demonstraram uma distribuicao dos residuos com cauda longa a
direita, indicando assimetria positiva, com uma concentracao central em torno de 0, em
uma faixa que se estende de —200 a 200m?3/s. Essa caracteristica sugere que, geralmente,
os residuos estiveram préximos ao valor esperado, mas houve uma tendéncia de ocorréncia

de erros discrepantes.

No entanto, o modelo LR apresentou uma menor quantidade de residuos elevados
a partir do valor de 300m?/s quando comparado aos outros modelos, ainda que o modelo
RF tenha tido resultado parecido. Este resultado do modelo LR reflete, assim, uma menor

instabilidade quanto a presenca de outliers — mas é patente que todos tiveram outliers,
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Figura 4.55 — Dispersao dos residuos ao longo do ano.
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Figura 4.56 — Dispersao dos residuos ao longo do ano.
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confirmados pelas analises anteriores. As medidas de assimetria aferidas foram de 2,19
para o CB, 1,58 para a LR e 1,75 para o RF. Tais valores indicam que a distribuicao
dos residuos do CB foi a mais assimétrica em relagdo aos outros modelos, enquanto a LR

apresentou a menor assimetria, conferindo uma distribui¢do mais equilibrada dos residuos.
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Figura 4.57 — Histograma e curva-normal dos residuos.
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Figura 4.58 — Histograma e curva-normal dos residuos.
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Figura 4.59 — Histograma e curva-normal dos residuos.
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O modelo CB apresentou residuos autocorrelacionados nas lags iniciais, estendendo-
se aproximadamente até a lag 30 — figura 4.60. Posteriormente, os residuos estabilizaram-se
dentro da faixa de tolerancia definida, demonstrando uma melhoria na independéncia dos
erros. Notavelmente, mesmo no final do ano, quando os demais modelos exibiram residuos
fora da faixa ou no limite da mesma, o CB continuou a gerar residuos estaveis, indicando
robustez durante todo o periodo analisado. Nas lags iniciais, o CB demonstrou um
comportamento sazonal nos residuos, sugerindo que certos padroes sazonais préximos nao
foram adequadamente capturados pelo modelo, resultando em autocorrelagoes residuais

persistentes.

Por sua vez, o modelo LR também exibiu alguns residuos autocorrelacionados nas
lags iniciais e também apresentou residuos fora da faixa de tolerancia no final do periodo.
Contudo, a analise geral indicou que o comportamento do LR foi relativamente estavel,
suportado por uma faixa de tolerancia estreita. Essa estabilidade sugere que, apesar
das autocorrelagoes observadas, o modelo manteve uma consisténcia na distribuicao dos

residuos ao longo do tempo, minimizando a ocorréncia de erros sistematicos — figura 4.61.

Finalmente, o modelo RF mostrou-se comportamentalmente semelhante ao modelo
LR, apresentando também residuos autocorrelacionados nas lags iniciais. No entanto, o
RF nao registrou escapadas de residuos fora da faixa de tolerancia no final do periodo,
ficando alguns pontos bem no limite. Além disso, o RF manteve uma faixa de tolerancia
igualmente estreita, refletindo uma alta qualidade e estabilidade nos residuos gerados.
Juntamente com o modelo LR, o RF destacou-se como um dos modelos que apresentaram

maior qualidade e estabilidade na autocorrelagdao dos residuos — figura 4.62.

Figura 4.60 — Grafico ACF dos residuos.
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Figura 4.61 — Gréafico ACF dos residuos.
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Figura 4.62 — Gréafico ACF dos residuos.
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4.2 IMPORTANCIA DAS VARIAVEIS

A andlise das variaveis nos modelos de aprendizado de méaquina constitui uma
etapa fundamental que impacta diretamente a eficacia, interpretabilidade e confiabilidade
dos resultados obtidos.(67) Essa andlise envolve a avaliagdo da importancia e relevincia
das varidveis de entrada, features, no processo de previsao realizado pelo modelo. Entre os
diversos métodos disponiveis para essa finalidade, a anélise de valores SHAP destaca-se
por sua abordagem robusta, proporcionando percepgdes mais profundas e precisas sobre a

contribuicao de cada variavel.

Tal anélise permite identificar quais variaveis possuem maior influéncia nas previsoes
do modelo. Métodos tradicionais, como a importancia das variaveis, feature importance, em
algoritmos baseados em arvores — por exemplo, Random Forest e CatBoost — ou técnicas de
regressao regularizada — como Lasso e Ridge na Regressao Linear —, fornecem ideias sobre
quais variaveis contribuem de forma significativa para a desempenho do modelo. Contudo,
essa analise é baseada no calculo de coeficientes — pesos — que certas variaveis tiveram
e que geraram um determinado resultado, no caso da Regressao Linear, ou a contagem
de quantas divisoes uma determinada variavel de entrada foi usada para a geracao da
4rvore, no caso dos modelos baseados em 4rvore. E uma relacio direta entre os atributos
de entrada e os resultados, no seguinte sentido: se uma variavel apareceu mais vezes na
arvore, entao ela é muito importante, se uma variavel teve o maior peso, entao ela deve

ser a mais importante e isso pode gerar uma interpretagao enviesada.

A incorporacao dos valores SHAP aprimora a andlise ao oferecer uma metodologia
consistente e teoricamente fundamentada para explicar previsoes individuais. SHAP
atribui a cada variavel um valor de importancia para uma determinada previsao, baseado
na teoria dos jogos cooperativos.(66) O método permite uma compreensao detalhada de
como cada variavel contribui para o resultado do modelo, tanto de forma global — resultado
da previsao — quanto local — uma instancia dentre todas as previsoes. Diferentemente
das métricas tradicionais de importancia das variaveis, os valores SHAP consideram as
interagoes entre as variaveis, proporcionando uma explicagao clara e aditiva da previsao, o

que facilita a interpretabilidade e transparéncia.

Além disso, a analise com valores SHAP aborda limitagdes de outros métodos de
analise de variaveis ao garantir justica e consisténcia na atribuicao da importancia das
variaveis. SHAP satisfaz propriedades desejaveis como precisao local, auséncia de viés
e consisténcia, que nem sempre sao garantidas por outros métodos. Isso torna o SHAP
uma ferramenta robusta para a andlise de variaveis, fornecendo explica¢oes confidveis que

podem ser compreendidas e utilizadas por quaisquer usuérios.(68)

Contudo, uma coisa precisa ficar bastante clara: a analise SHAP nao avalia
causalidade, ou seja, realizar a avaliacdo de impacto de cada variavel na previsao nao

significa dizer que tais varidveis mais importantes causem o evento estudado.
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A comparacao da importancia das variaveis serd realizada por modelo, visto que o
que se busca apresentar aqui é o comportamento de cada um destes frente aos tipos de
variaveis do problema, variaveis do tipo categéricas e continuas. Se as variaveis sao de um

determinado rio ou de outro ndo importa para o modelo nem para a analise SHAP.

4.2.1 Catboost

Os graficos mostrados em 4.63, 4.64, 4.65 e 4.66 representam a média do valor

absoluto SHAP para cada uma das variaveis, correspondente a cada rio estudado.

Figura 4.63 — Média dos valores SHAP - rio Jequitinhonha.
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Fonte: O autor.

Figura 4.64 — Média dos valores SHAP - rio Doce.
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Fonte: O autor.
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Figura 4.65 — Média dos valores SHAP - rio Grande.
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Fonte: O autor.

Figura 4.66 — Média dos valores SHAP - rio Sao Francisco.
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Para todos os rios, os valores defasados — lags — de vazdao empenham maior
importancia nas previsoes quando se observa as 10 variaveis de maior impacto. Isso é o
que se espera, de fato, visto que as lags possuem forte autocorrelacao. Esta natureza do
problema e a forma de modelar o problema explica tamanha prevaléncia destas variaveis
na importancia das previsoes. A lag 1 pode ser interpretada como “para prever a vazao

de amanha, basta que eu saiba a vazao de hoje”.

A tentativa de criar variaveis de chuva de valores acumulados surtiu bom efeito para
o modelo CatBoost. A nao-linearidade na interagao entre fendmenos de precipitacao e vazao
foi melhor capturada quando do uso de valores acumulados das chuvas. Apenas usando
valores das estagoes nao ficou bom para quaisquer dos rios, visto que, como ja salientado
anteriormente, as séries de chuva apresentaram muitos valores zerados, eventualmente por
muito dias em sequéncia, e isso naturalmente nao teria um peso relevante para realizacao
das previsoes — figuras 4.63, 4.64, 4.65 e 4.66.

As varidveis que ficaram na parte inferior do grafico, se removidas, podem melhorar
o comportamento geral dos modelos. Tomemos como exemplo o rio Sao Francisco. Uma
nova rodada de experimento foi executada e foi feita a remocgao das variaveis que tiveram
média abaixo de 1. Foram as colunas ‘c_cv_ 01544017, ‘c_cv_ 01544017 soma_ 3 dias’,
‘c_cv_01544032 media 30 dias’, 'c_cv_ 01544036 media_30 dias’ O resultado ficou
melhor apds a remocao — figura 4.67 — comparada com antes — figura 4.51. Com excecao
da métrica MAPE, que houve uma piora de menos de 1%, nas demais métricas o modelo

ficou melhor.

Tabela 4.1 — Resultados antes e depois da remocao das variaveis - rio Sao Francisco.

Situacao | KGE | MAPE | PBIAS | Cobertura empirica
Antes 0,93396 | 0,03296 | —2,61473 90, 68%
Depois 0,96111 | 0,03344 | —1,86549 91, 23%

Fonte: O autor.

Agora como uma previsao é realizada pelo modelo, apresentando a interagao das
variaveis que levam a determinada previsao, neste caso, a previsao do dia 19 de julho de

2023. Este grafico foi gerado com dados do rio Jequitinhonha — figura 4.68.

Um valor base é calculado sem que se considere a importancia das variaveis, como
se todas fossem neutras na previsao, e aqui este valor, também chamado de valor esperado
— expected value — foi de 29, 406.

Perceba como as lags estao fortemente relacionados a previsao que o modelo faz,
com a ‘lag 1’ tendo a maior relevancia na previsao. Aqui esta variavel apresentou valor
negativo, digamos, ‘puxou’ a previsao para baixo — aquele nimero negativo de —14, 207 é
o valor SHAP e nao estd em unidade de vazao. As variaveis de chuva acumulada, com

excecao da média de 30 dias, estiveram relevantes na previsao e isso ¢ um bom indicativo
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Figura 4.67 — Walk-Forward Validation para o modelo CatBoost apds remogao de variaveis.
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Fonte: O autor.

de que ao incluir estas variaveis, a modelagem proposta favoreceu este comportamento.
Por outro lado, as variaveis categoricas apresentaram pouca relevancia no resultado do

modelo para este dia.

Este gréafico para o rio Jequitinhonha combina com o mostrado na figura 4.63,
a ordem de importancia, e refor¢a que as variaveis acumuladas da média de 30 podem,
eventualmente, serem removidas dos dados de entrada, pois tanto no grafico geral quanto

neste de uma previsao especifica, o impacto destas variaveis permaneceu zerado.

Em suma, foi mostrado por este grafico que as variaveis lag tém um papel predo-
minante na previsao para este dia especifico, com ‘lag 1’ sendo o fator de maior impacto.
As variaveis de tendéncia, assim como a sazonalidade — ‘estacao’ e ‘month’ —, tém impacto

consideravelmente menor, ao passo que as variaveis de média mostraram-se irrelevantes.

4.2.2 Regressao linear

Para este modelo, como foi preciso aplicar a técnica de OneHotEncoding, apareceram
diversas variaveis para meés e estacao. Para deixar clara a leitura, a variavel ‘month_ 1.0’
corresponde ao més de janeiro e assim por diante até o més de dezembro com ‘month_ 12.0".
Para as variaveis da estagao, a ordem é: 1 para o verao, 2 para outono, 3 é o inverno e,

finalmente, 4 corresponde a primavera.

Dito isso, aqui também se manteve a primazia das lags conforme apresentado para

o modelo CB. Em todos os gréaficos — figuras 4.69, 4.70, 4.71 e 4.72 —, as variaveis defasadas
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Figura 4.68 — Waterfall plot de uma previsao especifica no rio Jequitinhonha.
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Fonte: O autor.

(lag_1, lag 2, etc.) tém uma importancia significativa. A lag 1 aparece consistentemente
como a variavel mais importante, indicando que o valor de vazao de um dia anterior é
altamente preditivo para o valor atual. Outras variaveis ‘lag’ também aparecem entre as

mais importantes, embora com menor impacto quando comparadas a lag 1.

Algo notével é que quando a qualidade dos dados de entrada nao foi bom, como
o caso do rio Grande, o valor de impacto da ‘lag 1’ ficou menos distante das demais

variaveis - figura 4.71.

Atributos categéricos como ‘month’ e ‘estacao’ tém um impacto, no geral, baixo
em todos os rios, sugerindo que a sazonalidade nao seria tao preditiva quanto os valores
de atraso para o modelo linear. Outra questao também ¢é que devido a modelagem aplicar

OneHotEncoding isso possa ter diluido o impacto para as previsoes.

As varidveis que representam somas e médias (‘soma_ 3 dias’, ‘soma_ 7 dias’,
‘media_ 30 _dias’, etc.) tém, em geral, impacto pequeno para todos os rios e ficaram

eclipsadas pelas variaveis de vazao defasadas.
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Figura 4.69 — Média dos valores SHAP - rio Jequitinhonha.
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Fonte: O autor.

Figura 4.70 — Média dos valores SHAP - rio Doce.
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Figura 4.71 — Média dos valores SHAP - rio Grande.
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Figura 4.72 — Média dos valores SHAP - rio Sao Francisco.
Impacto de cada variavel na previséo de 'y’ - LR

lag_1 +0.57
lag_2

lag_3

lag_7
c_cv_01544036_soma_7_dias
c_cv_01544032_soma_7_dias
lag_6

lag_a
c_cv_01544036_media_30_dias
c_cv_01544032_media_30_dias
c_cv_01544032_soma_3_dias
c_cv_01544032
c_cv_01544036_soma_3_dias
c_cv_01544017_media_30_dias
estacao_3.0

estacao_1.0
c_cv_01544017_soma_3_dias
month_11.0
c_cv_01544017_soma_7_dias
month_1.0

c_cv_01544017

month_5.0

month_10.0

month_6.0

month_2.0

month_4.0

lag_5

estacao_4.0

month_8.0

month_12.0

month_3.0

estacao_2.0

c_cv_01544036

month_7.0

month_9.0

0.0 0.1 0.2 0.3 0.4 0.5 0.6
Média SHAP

Fonte: O autor.



142

A figura 4.73 mostra a dindmica de uma previsao realizada, para o rio Doce. Este
grafico reforca a prevaléncia da variavel lag 1, conforme demonstrado anteriormente
em 4.70. As variaveis de tendéncia mostraram-se importantes neste resultado e o tnico
atributo categorico relevante foi o més de junho. Este més é de outono, tempo de seca,
tendéncia de vazoes baixas, o que parece sugerir o impacto que as variaveis com esta

caracteristica tiveram para esta previsao, mesmo tais variaveis tendo valor 0.

Figura 4.73 — Waterfall plot de uma previsao especifica no rio Doce.
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Fonte: O autor.

De maneira geral, as variaveis categéricas desempenharam pouco ou mesmo nenhum
efeito nas previsoes. Desta forma, foi executado um experimento, para o rio Doce, sem
estas variaveis, para averiguar se haveria alguma melhora no resultado. Mostrando a
complexidade da analise de valores SHAP, a qual ndao demonstra causalidade entre as
variaveis e o resultado do modelo, a nova execugao apresentou uma melhora muito marginal,
como apresentado na tabela 4.2 e na figura 4.74, com excecao apenas a cobertura empirica,

que ficou pior.

Tabela 4.2 — Resultados antes e depois da remocao das variaveis - rio Doce.

Situacdo | KGE | MAPE | PBIAS | Cobertura empirica
Antes 0,94579 | 0,08434 | —2,75287 96, 71%
Depois 0,94787 | 0,08420 | —2,51728 96, 16%

Fonte: O autor.



143

Figura 4.74 — Walk-Forward Validation para o modelo Linear Regression
apos remocao de variaveis.
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Fonte: O autor.

4.2.3 Random forest

Nao houve variavel de valor 0, todas as varidaveis apresentaram algum impacto
nas previsoes, contudo, repete-se o comportamento dos modelos anteriores: os valores
defasados de vazao se impoem frente as outras variaveis, sendo a lag_ 1 a variavel que mais
apresentou impacto. Isso indica que o modelo RF também depende muito dos valores
recentes para prever o valor atual de vazao. Este entendimento é reforgado por outras
variaveis defasadas além da lag 1, como lag 2, lag 3 e lag 6, que também apresentaram
valores SHAP elevados, reforcando que as informagoes imediatas de dias anteriores sao

cruciais para a previsao.

Da mesma forma que a regressao linear, algumas variaveis de somas e médias de
3, 7 e 30 dias também apareceram nos graficos do RF, mas com importancia moderada,

muito abaixo da importancia que as variaveis lags apresentaram.

A consideragdo de todas as varidaveis — nenhuma apresentou valor médio SHAP
0 — muito se deve a forma como o modelo Random Forest se comporta, criando arvores
e sub-arvores até um limite maximo em que nao se tenha mais variavel para empregar
na criacao de sub-arvores. Mas ainda assim, as variaveis de sazonalidade, ‘estacao’ e
‘month’, continuaram com um impacto baixo. Mesmo no modelo RF, essas variaveis do

tipo categoricas nao possuiram valor preditivo tanto quanto relevante as lags de vazao.
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Figura 4.75 — Média dos valores SHAP - rio Jequitinhonha.
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Figura 4.76 — Média dos valores SHAP - rio Doce.
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Figura 4.77 — Média dos valores SHAP - rio Grande.
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Figura 4.78 — Média dos valores SHAP - rio Sao Francisco.
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estacao | +0.91
c_cv_01544017 | +0.81
c_cv_01544036_soma_3_dias | +0.58
c_cv_01544036 | +0.3
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Fonte: O autor.
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Comecgando por um valor base de E[f(x)] = 1056, 581, ap6s avaliados os impactos
de cada variavel, mais destacadamente as varidveis lag 1 e lag 2, a previsao final do

modelo foi f(x) = 1324, 626.

Esta previsao em especifico corrobora com o grafico 4.78, de que as variaveis mais
importantes sao as observacoes passadas da vazao. Mesmo as variaveis de tendéncia, de
soma e média, nao tiveram muito impacto na previsao. Neste modelo RF, assim como nos
modelos anteriores, sempre as lags mostraram-se mais importantes para qualquer previsao

e as demais variaveis apresentaram apenas um impacto marginal para o resultado.

Figura 4.79 — Waterfall plot de uma previsao especifica no rio Sao Francisco.
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Fonte: O autor.

Nao foi incluido aqui o experimento com remocao de algumas variaveis, sejam as
variaveis com média SHAP abaixo de 1 ou os atributos categéricos, conforme realizado
anteriormente para os outros modelos. Isso deveu-se a pouca alteracdo no resultado,
sendo mudancas na ordem de 10~%, praticamente infimo, e desta forma procedeu-se com o
seguimento do fluxo deste trabalho. Como o modelo Random Forest tem por caracteristica
a execugao até o ponto de nao haver mais subdivisdes para novas arvores, e nao houve
mudancas nos hiperparametros do modelo, é provavel que o melhor resultado possivel,

com pequenas oscilagoes, tenha sido alcancado averiguando todas as possibilidades.

4.3 ANALISE DOS RESULTADOS

A discussao sobre os resultados ja foi amplamente debatida previamente, quando da
apresentacao dos resultados rio a rio. Aqui sera feito um resumo sobre o comportamento
geral dos modelos e a busca pelos motivos de porque, eventualmente, um modelo foi melhor
em desempenho que outro. E bom mostrar, para cada rio, qual o modelo, ou quais os

modelos, apresentaram melhor desempenho. A tabela 4.3 contém os resultados e destacado
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os melhores. O negrito marca a melhor métrica e também o nome do modelo com melhor

resultado.
Tabela 4.3 — Resultados dos modelos.
Rio Jequitinhonha
Modelo KGE MAPE | PBIAS | Cobertura empirica
Linear Regression (log) | 0,95461 | 0,14576 | -0,87104 98,08%
CatBoost 0,88914 | 0,13346 | —3,77912 89, 32%
Random Forest 0,95193 | 0,14003 1,24504 83, 84%
Rio Doce
Modelo KGE MAPE | PBIAS | Cobertura empirica
Linear Regression (log) | 0,94579 | 0,08434 | —2,75287 96,71%
CatBoost 0,89330 | 0,08207 | —3,73972 91,23%
Random Forest 0,93750 | 0,08355 | -1,44227 88, 77%
Rio Grande
Modelo KGE MAPE | PBIAS | Cobertura empirica
Linear Regression 0,83365 | 0,13353 | -1,99105 84,38%
CatBoost 0,76212 | 0,12605 | —4,44499 63, 56%
Random Forest 0,83524 | 0,12300 | —2,18939 63,01%
Rio Sao Francisco
Modelo KGE MAPE | PBIAS | Cobertura empirica
Linear Regression (log) | 0,98472 | 0,02707 | —0,98255 96,71%
CatBoost 0,93396 | 0,03296 | —2,61473 90, 68%
Random Forest 0,97754 | 0,02571 | -0,80974 82,47%

Fonte: O autor.

Esta analise comparativa dos modelos de previsao de vazoes nos rios avaliou o
desempenho do LR, do CB e do RF em diferentes contextos hidrologicos. A avaliacao con-
siderou aspectos como eficiéncia preditiva, robustez frente a ruidos nos dados e capacidade

de lidar com a complexidade das relagoes entre precipitagao e vazao.

No que tange ao modelo LR, observou-se que este apresentou o melhor desempe-
nho em trés de quatro rios analisados. A aplicacdo da transformacao logaritmica para
linearizacao simplificou as relagoes complexas entre os dados de precipitagdo e vazao,
relagdo esta bem estabelecida conforme discutido por Collischonn and Dornelles (12) no
contexto do ciclo hidrolégico, facilitando a modelagem. No entanto, o desempenho do
LR foi significativamente influenciado pela presenca de autocorrelagao nas lags e pela
multicolinearidade entre as variaveis. Esses fatores, combinados com a linearizagao dos
dados, refletem a natureza dessa modelagem de séries temporais que emprega lags de

vazao.

Em contraste, os modelos nao-lineares CB e RF apresentaram desempenhos distintos.

O RF se destacou ao obter os melhores resultados nos trés aspectos aferidos pelo KGE e



148

no MAPE apenas para o rio Grande, seguido préximo pelo modelo LR. Este desempenho
¢é particularmente notavel considerando que os dados do rio Grande foram considerados os
de pior qualidade, caracterizados por altos niveis de ruido e menor quantidade. Isso indica
que o RF possui uma capacidade robusta de extrair conhecimento mesmo em condigoes

adversas, superando desafios associados a qualidade dos dados.

Por outro lado, o modelo CB demonstrou um desempenho geral inferior em com-
paracao ao RF. Embora o CB utilize o algoritmo Ordered Boosting e seja também um
algoritmo baseado em arvores de decisao, tal qual o RF, cujas divisoes se dao de maneira
direcionada e eficiente, exploram menos o espaco de informacoes. Talvez seja neste aspecto
que o RF supere o CB, pois aquele realiza subdivisoes até o maximo, onde nao se pode
mais criar sub-arvores, diferentemente deste. No entanto, o CB extrai resultados mais
rapidamente e com menor consumo de recursos computacionais, o que o torna poderoso e
valioso no contexto da previsao de vazoes. Este modelo apresentou resultados robustos que,
com otimizagoes adicionais como a afinacao de hiperparametros ou a remocao de variaveis
de entrada por meio de técnicas como RFE, podem ser significativamente melhorados. Isso,
inclusive, foi algo explorado, ainda que para outros modelos, em Reis et al. (78) e Duarte
et al. (29). Um aspecto favoravel do CB é sua elevada capacidade de personalizacao,
com diversos hiperparametros que permitem melhorias tanto no processo de aprendizado
quanto na complexidade das arvores geradas pelas subdivisoes. Isso faz do CB um modelo
potencialmente robusto dentre os avaliados, apesar de ainda necessitar de ajustes para

alcangar um desempenho superior ao do RF.

Quando se observa as 5 variaveis de mais impacto nas previsoes, em todos os
modelos, percebe-se a presenca de atributos de valor acumulado de precipitagdo em alguns
rios. A partir de um ponto de vista fisico, estas variaveis de soma e média podem ser
representativas das condi¢oes de umidade do solo, provendo informacoes importantes
para a previsao da resposta do escoamento superficial dos rios.(94) Cabe destacar que
a permeabilidade do solo impacta na vazao dos rios devido a infiltracao, demorada, e
seus efeitos sao percebidos no escoamento superficial com atraso — escoamento de base.

(Collischonn and Dornelles (13), p.81, 129-130)

Os atributos categoricos nao apresentaram a importancia esperada para o trabalho.
Esperava-se que estes atributos ajudassem os modelos a capturar os efeitos da sazonalidade,
guardando a informacao da estacdo e do més em que se apresentassem as maiores vazoes
nas séries temporais. Mas este nao foi o comportamento afinal, e os modelos ficaram
concentrados nas variaveis continuas de precipitacao e vazao. De tal forma que é possivel
concluir que essas informagoes sobre sazonalidade nao importaram para os modelos
aplicados quando se trata de regressao e previsao em séries temporais de vazao a partir

dos dados utilizados nesta pesquisa.

Refletindo de maneira geral sobre os modelos avaliados, todos demonstraram
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resultados bastante satisfatérios, mantendo um comportamento estavel ao longo de um
extenso periodo de avaliacdo. A qualidade e a quantidade dos dados de treinamento
influenciaram diretamente a qualidade dos resultados. A utilizacao da validacao walk-
forward revelou-se um método poderoso para analisar o comportamento e a estabilidade
dos modelos em periodos extensos, simulando de forma eficaz a aplicagao pratica deste

estudo e conferindo seguranca e confianca nos resultados advindos dos modelos.

Em suma, a regressao linear mostrou-se altamente eficaz em contextos onde a
relacdo entre precipitacao e vazao é bem estabelecida e linearizada. Os modelos néo-
lineares, especialmente o RF, atuaram bem em cenarios de dados de menor qualidade e
maior ruido, enquanto o CB, apesar de ter apresentado um desempenho inferior, possui um
alto potencial de melhoria mediante personalizacoes adicionais. Esses achados destacam
a importancia de selecionar e otimizar adequadamente os modelos de aprendizado de
maquina conforme as caracteristicas especificas dos dados e os objetivos da previsao

hidrologica.
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5 CONCLUSAO E PERSPECTIVAS

5.1 CONCLUSAO

Este trabalho teve como objetivo principal desenvolver e aplicar determinados
modelos de aprendizado de maquina para previsao de vazao em 4 bacias hidrograficas de
Minas Gerais. Com base nos resultados desta pesquisa, este objetivo macro foi conquistado
e mostrou que ¢é viavel empregar estes modelos por 6rgaos de gestao competentes na
realizagao de previsoes diarias de vazao para tomada de decisoes, gestao e distribuicao de

recursos.

Apesar de basica, a transformacao log se mostrou bastante eficaz e tornou possivel
que um modelo simples como a Regressao Linear apresentasse resultados 6timos e que até
mesmo pudesse superar modelos mais complexos como o CatBoost e o Random Forest.
Mostra que é possivel extrair valor do que é trivial no aprendizado de maquina. Entao,

neste sentido, este objetivo foi considerado realizado.

Se o que se busca é melhores previsoes, é possivel explorar outras transformagcoes,
mais profundas, tais como Box-Cox ou Yeo-Johnson. O problema destas transformagoes —
de todas, a bem da verdade — é complicar a interpretacao dos dados ja que elas alteram a
escala dos dados. E neste momento que um método que visa explicar a interacdo entre
as variaveis e as previsoes se mostra fundamental no trabalho, como é o caso do método
SHAP. E particularmente, a andlise de importancia de varidveis, realizada aplicando este
método, demonstrou a contento quais variaveis foram mais relevantes. A partir do que se
apresentou aqui é possivel, por exemplo, direcionar esfor¢os no registro, armazenamento e

obtencao das informacoes que sejam mais relevantes para a previsao de vazao.

5.2 CONTRIBUICOES PARA A AREA

Esta pesquisa se insere em um nicho muito especifico, uma lacuna apontada neste
estudo a partir da revisao sistematica. Aplicar aprendizado de maquina para estas bacias
de Minas Gerais mostra que é possivel avancar mais sobre a compreensao das dinamicas
destas bacias a partir de uma otica diferente, a partir de modelos de aprendizado de
maquina. Os modelos fisicos, contudo, nao se tornam menos importantes. Ao contrario!
O crescimento para a ciéncia dos recursos hidricos so se beneficia desta possivel interagao.
Modelos de aprendizado de maquina podem prover de modo bastante eficiente, dados em
regides onde ha uma anemia de informagoes e isso ser utilizado por modelos fisicos, que
realizam grandes simulagdes e muitas vezes de longo prazo — longo mesmo, anos, décadas e
até mesmo séculos. E dados simulados obtidos a partir de modelos fisicos podem alimentar
modelos de aprendizado de maquina para analise de cenarios mais contidos, de curto prazo,

que visem o emprego, por exemplo, em um sistema de alertas. Existe nesta interacao um
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ciclo virtuoso de alimentacao e retroalimentacao entre estas distintas técnicas.

5.3 RECOMENDACOES PARA TRABALHOS FUTUROS

As recomendacoes a seguir incluem, mas nao se restringem, aos seguintes aponta-

mentos. Alguns itens servem também como melhoria a este préprio trabalho.

e Explorar outras técnicas de transformacao dos dados, como Box-Cox e Yeo-Johnson;

e Aplicar outras variaveis fisicas para treinamento dos modelos, como por exemplo
a temperatura, conforme mengao nos estudos (94) e (80), tipo de solo, tipo de
cobertura do solo, ou mesmo indices climaticos, tal qual em Fernando De Toledo
et al. (35);

e Explorar outros modelos mais complexos, como os diversos modelos de deep learning
—redes LSTM, TFT, PatchTST e tantos outros;

e Outras estratégias de modelagem, que apliquem mais ou menos lags de vazao, que
incluam mais variaveis de entrada a partir de técnicas de processamento de sinais,
tais como Wawvelet ou Variational Mode Decomposition, por exemplo, ou outras

estatisticas;

e Realizar otimizacao de hiperparametros nos modelos CatBoost e Random Forest

presentes neste trabalho;

e criar modelos hibridos especificos para as bacias analisadas, semelhante ao realizado

no estudo Saraiva et al. (84).

As possibilidades sao imensas. Existe um oceano de pesquisa e conhecimento a ser

explorado. H4 muito que se avancar.

Aqui se encerra uma misera gota.
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