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RESUMO

O Tempo de Permanéncia de Veiculos (TPV) é um dos principais indicadores de eficiéncia
operacional do processo de recebimento de sucata metalica de uma usina siderirgica. Uma
previsao precisa do TPV permite ndao apenas uma gestao mais eficiente de recursos,
mas também a minimizacao de gargalos, o que resulta em uma operacao mais agil e
econOomica. Nesse sentido, diversos sao os modelos de aprendizado de maquina que
tratam da previsao de séries temporais. Este estudo tem o objetivo de remodelar uma
base de dados transacional do processo de recebimento de caminhodes de descarga de
sucata metalica, com dados de Janeiro a Setembro de 2021, em uma série temporal do
indicador de TPV e aplicar algoritmos de aprendizado de maquina, tanto classicos quanto
baseados em logica fuzzy, para prevé-la. Foram aplicados métodos de grid search para
busca dos melhores hiperparametros para os modelos, além de avaliar suas generalizacoes
através de validagao-cruzada. O desempenho dos modelos foi avaliado com base em
métricas como Mean Average Error (MAE) e Root Mean Average Error (RMSE), e os
resultados mostraram que o modelo NTSK-wRLS, baseado em logica fuzzy, apresentou a
maior precisao, destacando-se por sua capacidade de adaptacao as dinamicas do TPV e
capturando, de forma eficaz, as variagoes sazonais e operacionais do processo. Por fim,
este trabalho também contribui para a aplicacao pratica do aprendizado de maquina em
ambientes industriais, evidenciando seu potencial para aprimorar processos de tomada de

decisio.

Palavras-chave: aprendizado de maquina; logistica; usina siderurgica; previsao de

séries temporais



ABSTRACT

Length of Stay (LOS) is one of the key process indicators of operational efficiency in
the scrap metal inbound process of a steel plant. Accurate prediction of LOS not only
allows for more efficient resource management but also minimizes bottlenecks, resulting in
a more agile and cost-effective operation. In this context, various machine learning models
address time series forecasting. This study aims to reshape a transactional database of the
scrap metal inbound process, with data from January to September 2021, into a time series
of the LOS indicator and apply machine learning algorithms, both classical and fuzzy
logic-based, to forecast it. Grid search methods were used to find the best hyperparameters
for the models, and their generalizations were evaluated through cross-validation. The
models’ performance was evaluated based on metrics such as Mean Average Error (MAE)
and Root Mean Average Error (RMSE), and the results showed that the fuzzy logic-
based NTSK-wRLS model demonstrated the highest accuracy, standing out for its ability
to adapt to the dynamics of the LOS series and effectively capturing the seasonal and
operational variations of the process. Finally, this work also contributes to the practical
application of machine learning in industrial environments, highlighting its potential to

enhance data-driven decision-making processes.

Keywords: machine learning; logistics; steel plant; time series forecasting
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1 INTRODUCAO

1.1 Contexto do estudo

A crescente complexidade das cadeias de suprimentos em nivel global tem impulsionado
empresas de grande porte a investirem continuamente em solugdes tecnoldgicas como
um diferencial competitivo (1). Em um cendario caracterizado por alta dinamicidade e
interconectividade, a adogao de tecnologias como automacao, inteligéncia artificial e analise
de big data permite nao apenas a otimizagao dos processos logisticos, mas também a
reducao de custos operacionais, a melhoria da rastreabilidade dos materiais e uma resposta

mais 4gil as flutuagoes da demanda e as mudangas nas condigoes de mercado (2, 3).

A logistica em uma usina de producao de acgo é caracterizada por ser uma operagao de
alto volume e complexidade, envolvendo multiplos agentes em sua cadeia de suprimentos
(4). O sucesso operacional de uma usina depende diretamente da eficiéncia com que sua
cadeia de suprimentos é gerenciada, desde a aquisicao da matéria-prima até a expedicao dos
produtos acabados. Uma coordenacao inadequada ao longo desse processo pode resultar
em impactos negativos, como aumento dos custos logisticos, desperdicio de recursos,

interrupg¢oes na linha de produgao e, consequentemente, perda de competitividade.

Dentre os materiais envolvidos nesta cadeia logistica, o recebimento da sucata metalica se
destaca como um dos mais representativos, com um volume que pode ultrapassar milhares
de toneladas diarias, além de se destacar como um recurso critico em um modelo de

economia circular, uma vez que o ago tem a vantagem de ser totalmente reciclével (5).

Entretanto, a logistica de recebimento de sucata metélica apresenta diversos desafios.
O fluxo de entrada e saida de caminhdes carregados de sucata metélica é de grande
importancia para a eficiéncia logistica e operacional, e deve ocorrer de forma eficiente a
fim de evitar atrasos no recebimento de matéria-prima (6). Dessa forma, com o objetivo de
monitorar a eficiéncia da logistica de recebimento, diversos indicadores de desempenho sao
empregados, sendo o Tempo de Permanéncia de Veiculos (TPV) um dos mais relevantes
(7, 8,9, 10, 11). Esse indicador mensura o intervalo total de tempo decorrido entre a
chegada do veiculo a usina e sua saida apds a conclusao do descarregamento. Valores
elevados de TPV podem sinalizar ineficiéncias operacionais, tais como falta de sincronizagao
entre a programacao de recebimento e a capacidade de descarga, atrasos em procedimentos

burocraticos ou baixa disponibilidade de infraestrutura para manuseio do material. Em
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contrapartida, a redugao do TPV pode trazer beneficios diretos, como maior previsibilidade
nas operacoes, aumento da capacidade de processamento de carga, menor necessidade
de estacionamento prolongado dentro das dependéncias da usina e reducao de custos

associados a periodos ociosos.

Além dos impactos operacionais e financeiros, a otimizacao do TPV possui implicagoes
diretas nas relagoes trabalhistas e na conformidade com a legislacao vigente. A regulamen-
tacao do setor de transporte rodovidrio de cargas, como estabelecido pela Lei 13.103/2015
no Brasil (12), determina limites para o tempo de espera de motoristas durante o processo
de carga e descarga, buscando garantir melhores condig¢oes de trabalho e reduzir os riscos
associados a fadiga e a exaustdo profissional. O descumprimento dessas normativas pode
acarretar penalidades legais para as empresas e prejudicar as relagdes com transportadoras
e fornecedores, tornando ainda mais relevante o monitoramento e a melhoria continua do

TPV.

Figura 1 — Exemplo de caminhdes com sucata metalica sendo descarregados

Fonte: DB Metal Arabia
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1.2 Justificativa do estudo

Em estudo prévio (13), foi verificado que a previsao do TPV por veiculo na empresa
em que esta pesquisa foi conduzida - uma grande planta sidertrgica brasileira - baseia-se
em uma suposicao simplificada, utilizando um valor fixo de vazao (toneladas por minuto)
para todas as configura¢oes de caminhao e material. Os resultados evidenciaram que o
uso de técnicas de aprendizado de maquina para o calculo do TPV permite uma reducao

significativa das métricas de erro das previsoes.

A partir da previsao mais precisa dos valores de TPV para cada caminhao, é possibi-
litada a criacao de diversas estratégias que podem minimizar os impactos no indicador
gerencial, como a redistribuicdo de baias de descarga, re-priorizagao de caminhoes e
re-dimensionamento das horas de mao-de-obra contratada. O sucesso obtido nesse estudo
inicial justifica uma exploragao mais aprofundada dos dados oriundos do processo de

descarga de sucata metalica, considerando diferentes hipdteses e abordagens analiticas.

Uma dessas possiveis abordagens consiste em considerar o valor do indicador gerencial
de TPV e reformular o problema de regressao como um problema de previsao de série
temporal. Dessa forma, é possivel obter uma base de dados com o valor do indicador em
diversas janelas de tempo ao longo do periodo em que os dados foram coletados. E esta é

a abordagem utilizada neste estudo.

Mais uma vez sao utilizadas técnicas de aprendizado de maquina para agregar valor a
um processo real. Os modelos de analise preditiva se destacam pela capacidade de se
adaptarem as mudancas de um ambiente dinamico e com muitas partes envolvidas, como:
flutuagdo de demanda, filas, problemas operacionais como indisponibilidade de maquinas,
greves, entre outros. A utilizagdo destes métodos nao sé aprimora as previsdes, como
também contribui para a criacdo de um sistema de tomada de decisao mais robusto e

proativo, permitindo a empresa antecipar e mitigar possiveis gargalos logisticos.

1.3 Declaragao do objetivo geral

O objetivo deste estudo é avaliar modelos de aprendizado de maquina para a tarefa de
previsao da série temporal do indicador gerencial de TPV do processo de recebimento de

sucata de ferro.
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1.4 Escopo do estudo

O escopo deste trabalho possui os seguintes objetivos especificos:

« Remodelar a base de dados transacional do processo de descarga de caminhoes de
sucata para criar uma série temporal do indicador gerencial de TPV, em janelas de

30 minutos.

o Realizar engenharia de variaveis para identificar e criar atributos que possam contri-

buir para a melhoria da acuracia das previsoes.

o Avaliar e comparar o desempenho de modelos classicos de aprendizado de maquina e

uma abordagem baseada em légica Fuzzy

o FExplorar e otimizar hiperparametros com o objetivo de minimizar os erros de previsao

dos modelos avaliados.

o Implementar a validagao cruzada dos modelos selecionados para consolidar os resul-

tados através de miltiplas iteragoes de previsao.

o Analisar e discutir os resultados obtidos, propondo dire¢oes para estudos futuros e

possiveis aplicagoes praticas.

1.5 Divisao do trabalho

o Capitulo 2: Neste capitulo, é abordado o indicador gerencial de Tempo de Permanén-
cia de Veiculos (TPV), explorando sua importdncia no contexto logistico da usina
siderirgica. Também sao apresentados os detalhes da base de dados utilizada e as

transformacoes necessarias para a construcao da série temporal do indicador.

o Capitulo 3: Este capitulo discute os diferentes modelos de aprendizado de maquina
que foram aplicados para prever o indicador TPV. Sao descritos tanto algoritmos
classicos quanto técnicas baseadas em logica fuzzy, destacando suas caracteristicas,

vantagens e desvantagens.

o Capitulo 4: Sao apresentados os resultados obtidos a partir dos experimentos
realizados com os modelos propostos. Sao discutidos os procedimentos de otimizagao

de hiperparametros e validagao-cruzada, bem como as métricas de desempenho
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utilizadas para avaliar os modelos. Além disso, sdo demonstrados os resultados das

avaliagoes dos modelos e os graficos de suas previsoes.

Capitulo 5: Este capitulo conclui o trabalho, sintetizando as principais descobertas,
discutindo as implicagoes dos resultados e propondo dire¢oes para estudos futuros e

aplicacoes praticas.
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2 Formulacao do problema

Neste capitulo sera explorado o indicador gerencial do TPV e apresentada sua importancia
para a empresa. Além disso, sera apresentada a base de dados anonimizada do processo

de recebimento de sucata metalica.

2.1 Tempo de permanéncia do veiculo (TPV)

O Tempo de Permanéncia do Veiculo (TPV) é um dos Key Process Indicators (KPI)
de maior relevancia no contexto da logistica de recebimento, sendo amplamente utilizado
para monitorar e avaliar a eficiéncia operacional das atividades de descarga de matérias-
primas. Este indicador representa o intervalo de tempo total que um veiculo permanece
na usina, abrangendo desde o momento de sua entrada, com a matéria-prima destinada ao

processamento, até sua saida, ja descarregado e vazio.

O acompanhamento continuo do TPV faz parte da gestao logistica da usina, uma
vez que ele fornece uma visao detalhada do desempenho dos processos operacionais e
pode refletir gargalos, ineficiéncias ou problemas estruturais. Nesse sentido, qualquer
variacao inesperada ou anomalia identificada no comportamento desse KPI é tratada com
prioridade pela administragdo da usina. Um comité de crise é imediatamente convocado
para conduzir analises detalhadas sobre as possiveis causas de possiveis intercorréncias,
propondo e implementando agdes corretivas que visem a mitigagao de problemas e a

manutencao da fluidez do fluxo logistico.

Além do impacto operacional, o monitoramento do TPV também estd diretamente
relacionado ao cumprimento de normas e legislagoes que regem as condic¢oes de trabalho
dos motoristas. A Lei 13.103/2015, conhecida como Lei do Caminhoneiro, estabelece
diretrizes claras sobre os direitos dos motoristas, incluindo limites de tempo para espera e
operagao em locais de carregamento e descarregamento (12). Assim, desvios significativos
no indicador podem indicar ndo apenas questoes internas, mas também potenciais infragoes

legais, destacando a importancia de sua manutencao dentro de padroes aceitaveis.

O calculo do TPV como um indicador gerencial - diferente do TPV de cada caminhao
- é realizado com base na média acumulada dos tempos de permanéncia de todos os
caminhoes recebidos ao longo do dia, até o momento de interesse. Em termos praticos,

isso significa que, para qualquer horario dentro do periodo analisado, o TPV ¢é obtido pela
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média aritmética dos tempos registrados para cada caminhdo que ingressou na usina até
aquele instante. Essa metodologia de célculo proporciona uma representacao agregada do
desempenho logistico diario, sendo amplamente utilizada para a identificacao de tendéncias

e o suporte a tomada de decisdo em tempo real.

Por fim, é importante destacar que o TPV nao apenas quantifica a eficiéncia do processo
logistico, mas também serve como base para analises preditivas e avaliagoes de desempenho
de diferentes setores da planta. Por exemplo, variagdes significativas no TPV entre turnos
ou em diferentes dias da semana podem estar associadas a mudancas no volume de veiculos,
caracteristicas das matérias-primas ou altera¢des nos procedimentos operacionais. Essa
sensibilidade as condigbes operacionais faz do TPV uma métrica amplamente valorizada

em estudos que buscam a otimizacao logistica e o aperfeicoamento de sistemas industriais.

2.2 A base de dados original

A base de dados utilizada neste estudo foi anonimizada com o intuito de proteger
informacoes sensiveis e preservar a confidencialidade das operagoes. Essa base compreende
um total de 24.974 registros detalhados relacionados a operacao de descarga de caminhoes,
abrangendo o periodo de janeiro a setembro de 2021. Cada registro inclui as informacoes
necessarias para o calculo do TPV, como o horario de entrada e saida de cada veiculo
nas instalacoes. Além disso, a base de dados contém diversas variaveis que caracterizam
o caminhao utilizado no transporte , como o tipo de composicao utilizada (por exemplo,
caminhoes simples ou bitrens), o Peso Bruto Total (PBT) de cada veiculo e o peso liquido
das cargas transportadas. Outro aspecto importante sao as variaveis que caracterizam o
processo, como a alocagao de pontos de descarga e a presenca de miiltiplos materiais sendo
transportados por um mesmo veiculo, o que adiciona um nivel adicional de complexidade
ao processo de descarga, uma vez que o caminhao deve descarregar um material por vez,

realizar mais pesagens e entrar mais vezes nas filas.

Além disso, a base inclui duas variaveis muito interessantes para o estudo do TPV: a
estimativa original do indicador, calculada pelo método tradicional utilizado pela usina,
e os valores reais medidos do TPV, conforme visto em estudo anterior (13), em que foi
proposta uma abordagem baseada em aprendizado de maquina para previsao do TPV de

cada caminhao.
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Os dados e codigos deste estudo podem ser encontrados no repositério: https://gith

ub.com/VictorHSPereira/dissertacao_pgnmc (14)

2.3 Transformacoes de dados

Com o objetivo de transformar os dados originais para representarem o objeto de
estudo, foi necessario implementar um método de agrupamento dos registros de saida
dos caminhGes em intervalos de 30 minutos. A escolha das janelas de 30 minutos se
deu por conveniéncia para com o processo real, uma vez que janelas menores seriam
muito tempestivas e janelas maiores nao capturariam com tanta precisao as dinamicas
intra-diarias. Apds o agrupamento foi necessario calcular, para cada janela de tempo, a
média acumulada do TPV, resultando em uma série temporal que representa de forma
consolidada o comportamento do indicador gerencial, tal como ¢ realizado na rotina

operacional da usina.

Além disso, com o intuito de enriquecer a andlise da série temporal gerada e permitir a
inclusao de informacoes que capturam dinamicas mais complexas, foram construidas novas
variaveis derivadas, conhecidas como variaveis de caracteristicas ou features. Esse processo
seguiu praticas consolidadas na literatura de séries temporais e incluiu varias estratégias
de enriquecimento dos dados. Primeiramente, foi empregada a criagdo de defasagens (lags),
que sao variaveis que representam o valor do TPV em instantes de tempo anteriores com
o objetivo de caputrar a autocorrelacao inerente a série temporal. Em seguida, foram
incorporadas variaveis para identificar dias especiais no calendario, como feriados ou datas
especificas em que ha uma alteracdo anémala no comportamento da série. A inclusao
dessas variaveis possibilita capturar os efeitos sazonais e eventos pontuais que afetam
diretamente o TPV, aumentando a capacidade do modelo de prever mudancas abruptas
no padrao observado. Outro passo importante foi a inclusao de variaveis ciclicas para
representar padroes temporais associados a ciclos didrios, semanais ou sazonais. Para isso,
as informagoes temporais, como o horério do dia ou o dia da semana, foram transformadas
utilizando fungoes trigonométricas (seno e cosseno). Essa técnica, amplamente reconhecida
na literatura, permite que variaveis temporais categéricas sejam representadas de forma
continua, preservando a estrutura ciclica do tempo e facilitando a captura de variagoes
periddicas na série. Por fim, foram adicionadas variaveis que refletem o estado do processo

operacional no momento de cada registro, como a quantidade de veiculos presentes na
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usina durante a janela de tempo, com o objetivo de modelar a possibilidade de filas e

outros gargalos devido ao nivel de ocupacao do processo de descarga.

2.3.1 Lags temporais

A geracao de lags temporais é uma técnica amplamente utilizada em problemas de
previsao de séries temporais. Um [lag refere-se ao atraso de uma variavel em relagdo ao
histérico do seu valor. Foram escolhidos os valores de lag de 1 hora, 1 dia e 1 semana para
a variavel de TPV pelo padrao ciclico de dias da semana e causalidade com o processo de

descarga de metalicos.

e Lag de 1 hora: Este lag permite capturar variagoes de curto prazo do TPV,
que podem ser influenciadas por flutuagoes imediatas no fluxo de caminhdes, como
geragao de filas ou outros gargalos logisticos. Ao considerar o TPV de uma hora
anterior, o modelo pode ajustar suas previsoes com base em eventos que ocorreram

no periodo anterior ao da previsao.

e Lag de 1 dia: A inclusao do lag de 1 dia visa capturar padroes diarios que
possam existir no processo logistico. E comum que haja uma dependéncia em
relacdo ao horario, com padroes que se repetem diariamente, como trocas de turno.
Considerando o TPV do mesmo periodo no dia anterior, o modelo pode reconhecer

a ajustar a previsao a esses padroes recorrentes.

e Lag de 1 semana: O lag de 1 semana ¢é interessante para capturar padroes semanais,
em que a atividade da usina pode ser significativamente diferente com base no dia
da semana. Esse lag permite que o modelo considere o TPV do mesmo periodo, na
semana anterior, reconhecendo, por exemplo, como a operacao pode ser afetada pelo

inicio da semana ou seu fim.

2.3.2 Dias especiais

Para diferenciar registros referentes a feriados e fins de semana dos dias uteis, além de
identificar a primeira quinzena do més, foram criadas varidveis bindrias especificas. E
importante evidenciar estes periodos pois a operagao logistica apresenta comportamentos
significativamente diferentes entre eles. Para obter os dados de feriados no Brasil, foi

utilizada a biblioteca holidays (15) disponivel para a linguagem Python.
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Essas variaveis binarias, portanto, permitem a modelagem das diferencas entre os padroes
observados durante dias uteis, dias especiais e primeira e segunda quinzenas do més, como
escala de trabalhadores, diferenca na atividade industrial e variagao na demanda, por

exemplo.

2.3.3 Quantidade de veiculos dentro da usina

Foi criada a variavel que recebe a quantidade de veiculos dentro da usina para cada
registro, uma vez que a quantidade de veiculos pode influenciar diretamente a formacao de
filas e, consequentemente, o TPV. Quando a quantidade de veiculos é alta, pode haver um
aumento na probabilidade de congestionamentos e filas nas areas de descarga. Isso pode
levar a maiores tempos de espera e a uma possivel diminuicao da eficiéncia operacional.
Periodos de alta concentragao de veiculos podem estar associados a um aumento na
frequéncia de incidentes, como atrasos e quebras de equipamentos, por exemplo. Por outro
lado, um ntimero reduzido de veiculos pode indicar menor carga sobre a infraestrutura e

processos mais ageis.

2.3.4 Variaveis temporais peridédicas

Para representar a natureza ciclica das variaveis peridédicas como hora do dia e dia
da semana, foram aplicadas transformagoes utilizando as fungoes seno e cosseno. Esta
abordagem é mais eficaz do que a representacao linear, uma vez que preserva a continuidade
dos dados (16). Por exemplo, na representacao linear a diferenga entre as horas 23 e 0 é
de 23 unidades, apesar de, na realidade, ser de apenas uma hora. A Figura 2 ilustra a

disposicao dos valores em um circulo unitario, refletindo a proximidade ciclica comentada.

De maneira analoga, a mesma representacao foi construida para os dias da semana, como

é possivel verificar na Figura 3:
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Figura 2 — Representagdo das horas do dia em um circulo trigonométrico
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Figura 3 — Representagao dos dias da semana em um circulo trigonométrico

2.3.5 Exemplo da base de dados final

A base final do projeto possui 10.271 entradas sequenciais de valores de TPV para cada
janela de 30 minutos, de janeiro a setembro de 2021. Para demonstrar a estrutura e
a composicao da base, a Tabela 1 apresenta uma amostra aleatéria composta por trés
registros extraidos do conjunto de dados gerado a partir do indicador gerencial de Tempo
de Permanéncia do Veiculo (TPV). Esses registros incluem variaveis originais e derivadas,

as quais foram criadas ou transformadas durante o processo de preparagao e enriquecimento

dos dados.
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Registro 1  Registro 2 Registro 3

Hora_ sin -1.000000 0.965926 0.258819
Hora_ cos -1.836970e-16  2.588190e-01  9.659258e-01
Dia__semana_ sin 0.000000 -0.433884 -0.433884
Dia_semana_ cos 1.000000 -0.900969 -0.900969
QTD__VEICULOS_USINA 34 9 9
Primeira_ quinzena 0 1 1
Feriado 0 1 1
Fim_ semana 0 1 0
Lag 1h 1.669976 7.327900 6.805000
Lag 1d 0.000000 6.722042 8.109762
Lag 7d 1.982072 9.366667 5.091667
TPV 1.787069 7.469917 8.953889

Tabela 1 — Amostra aleatéria de 3 registros da base de dados

A Tabela 2 apresenta as estatisticas descritivas da variavel dependente, agrupadas por

dia da semana, como média, percentis (25%, mediana e 75%) e desvio-padrao.

Dia da Semana Meédia 25% Percentil Mediana 75% Percentil

Segunda-feira 1.08 £+ 1.04 0.00 0.90 1.99
Terga-feira 5.66 + 2.97 4.90 6.14 7.55
Quarta-feira 5.21 £+ 2.68 4.34 5.70 6.81
Quinta-feira 5.32 £ 2.83 4.26 5.82 6.94
Sexta-feira 5.25 + 2.80 4.67 5.76 6.89
Sabado 5.62 + 4.85 3.74 5.72 6.88
Domingo 5.05 + 4.77 0.00 6.75 8.84

Tabela 2 — Estatisticas descritivas do indicador gerencial TPV, agrupadas por dia da
semana.

Observa-se que as segundas-feiras apresentam o menor valor médio de TPV (1,08
horas), acompanhado de uma baixa variabilidade (desvio-padrao de 1,04 horas). Este
comportamento pode ser explicado pela retomada das operacgoes apds o final de semana,
quando o fluxo de caminhoes é geralmente mais uniforme e as operacoes logisticas tendem
a ocorrer de maneira mais controlada. Além disso, o percentil 25% igual a 0,00 horas
indica que, em muitos casos, nao ha registros de atrasos ou longos periodos de espera,

sugerindo uma operacao bastante eficiente.

Por outro lado, a maior média de TPV ¢ observada na terga-feira (5,66 horas), com um
desvio-padrao de 2,97 horas. Os dias tteis intermediarios (quarta, quinta e sexta-feira)
mostram padroes relativamente homogéneos, com médias de TPV variando entre 5,21

e 5,32 horas e desvios-padrao entre 2,68 e 2,83 horas. Esses valores indicam um fluxo
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regular, sem grandes oscilagoes, mas ainda assim com tempos de permanéncia superiores
ao observado nas segundas-feiras. Esse comportamento sugere que a operagao logistica

nesses dias é mais consistente, embora ainda sujeita a possiveis gargalos especificos.

J& os finais de semana (sabado e domingo) apresentam um padrao distinto. O sdbado
possui a maior variabilidade no TPV, com um desvio-padrao de 4,85 horas, e uma média
de 5,62 horas, semelhante a terca-feira, enquanto o domingo possui um média de 5,05
horas com um desvio de 4,77 horas. Essa alta dispersao durante o fim de semana pode
estar relacionada a redugao de equipes operacionais, a priorizacao de determinados tipos
de carga ou a demandas especificas de transporte em funcao do perfil de operagao da usina.
Outro ponto relevante é a analise dos percentis. Os dias uteis apresentam distribuicoes
mais simétricas, com os valores de mediana proximos a média. Nos finais de semana, a
assimetria fica mais evidente, sugerindo que ha maior incidéncia de tempos de permanéncia

extremos, o que corrobora a percepc¢ao de instabilidade operacional nesses periodos.

Essas anéalises evidenciam que o comportamento do TPV esta fortemente influenciado
por fatores sazonais e operacionais, além de variagdes na demanda ao longo dos dias da

semana. Estes sdo insumos importantes para a modelagem e entendimento do problema.

A Figura 4 complementa a visualizagdao, demonstrando a média do TPV por horario
e dia da semana e exemplificando que ha padroes sazonais e diarios que influenciam o
TPV, evidenciando, por exemplo, picos de atividade durante determinados horarios ou

dias especificos da semana.

Média de TPV por horério durante dias da semana

Media do Indicader TPV

Seg TEr Qua Qui Sex Sab Dam
Horério por dia da semana

Figura 4 — Média de TPV por hordrio e dia da semana (dados agrupados)
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3 Modelos propostos

Esta secao descreve os aspectos gerais dos modelos de aprendizado de maquina que foram
utilizados neste trabalho para a tarefa de prever o indicador gerencial do TPV. Foram

utilizados tanto algoritmos classicos quanto algoritmos baseados em logica fuzzy.

3.1 Modelos cléssicos

3.1.1 K-Nearest Neighbors(KNN)

O K-Nearest Neighbors (KNN) (17) é um algoritmo de aprendizado de maquina supervi-
sionado que se baseia no conceito de proximidade: cada ponto de dados é analisado com
base nos valores das observacdes mais proximas no espago de caracteristicas. A distancia
entre os pontos ¢ geralmente calculada usando a métrica Euclidiana (3.1), embora outras

métricas, como Manhattan (3.2) ou Minkowski (3.3), possam ser também ser utilizadas.
d(x,y) = Z(yz —x;)? (3.1)
d(x,y) = Z |yi — i (3.2)

i=1

d(x,y) = <Zi1 lyi — xz’|p>; (3.3)

onde x e y sao dois vetores, sendo n o seu tamanho e p é um inteiro maior que zero. A
distancia FEuclidiana e a Manhattan sao casos especiais da distanica de Minkowski, com o

valor de p sendo igual a 1 e 2, respectivamente.

A técnica se baseia na premissa de que dados que estao préximos no espago de caracte-
risticas provavelmente compartilham valores semelhantes. Para cada previsao, o algoritmo
seleciona os k vizinhos mais proximos e decide o valor com base na maioria destes vizinhos.
Este modelo é amplamente utilizado para tarefas de previsao (18, 19, 20, 21), principal-

mente para definir um benchmark inicial.

Vantagens:

o Algoritmo de logica simples, excelente ponto de partida para tarefas de modelagem.
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« Baixo tempo de treinamento quando comparado a algoritmos mais complexos.

« Tem boa adaptacao a tipos de dados misturados, como dados continuos e categoricos

no mesmo espacgo de caracteristicas.
Desvantagens:

o Um alto nimero de dimensoes reduz a significancia da distancia entre os pontos, o

que pode reduzir o desempenho do modelo.

o As instancias utilizadas no treinamento sdo mantidas em memorias para a fase de
teste, o que aumenta o custo computacional do algoritmo e pode ser probleméatico

em grandes conjuntos de dados.

3.1.2  Arvores de regressio

A arvore de regressao é um caso particular do algoritmo de arvores de decisao, amplamente
utilizado para problemas de regressao (22, 23, 24). Seu algoritmo baseia-se na légica de
dividir recursivamente o espago de caracteristicas da base de dados em intervalos cada
vez menores, de modo que os valores dentro de cada intervalo sejam os mais homogéneos
possiveis. Por fim, durante a fase de treinamento, é construida uma arvore binaria baseada

em um conjunto de regras (25), como podemos ver no exemplo da Figura 5.

O algoritmo realiza a divisao de um intervalo de modo a minimizar a variabilidade dos
valores da variavel resposta dentro dos nés resultantes. Este processo continua até que um
critério de parada seja atingido, como a profundidade maxima da &rvore ou um ntmero
minimo de observagoes em um né terminal. Para a previsao, as regras de decisao sao
aplicadas a medida em que a arvore é percorrida até um noé terminal e entao o valor médio

das observagoes daquele n6 é atribuido como valor previsto.

Apesar de sua simplicidade e interpretabilidade, as arvores de regressao sofrem com a
tendéncia ao overfitting. Este problema surge quando o modelo se ajusta excessivamente
aos dados de treinamento, capturando variagoes que nao se generalizam para novos dados.
Para mitigar este problema, uma técnica frequentemente utilizada é a poda da arvore,
que consiste em remover ramos de uma arvore que possuem baixa importancia para a ta-

refa de previsao, de forma a diminuir a complexidade do modelo e favorecer a generalizagao.
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Figura 5 — Exemplo de uma Arvore de Regressao

Fonte: geeksforgeeks.org/python-decision-tree-regression-using-sklearn

Vantagens:

e Por ser baseado em um conjunto de regras de decisao, o algoritmo permite alta

explicabilidade.

o As regras podem refletir interagoes entre variaveis que poderiam ser complexas de

modelar com métodos lineares.
Desvantagens:

» Este algoritmo possui alta propensao ao overfitting caso nao sejam aplicados critérios

de parada, o que prejudica a generalizagao.

o Alta sensibilidade no periodo de treinamento. O re-treino com os mesmos dados

re-ordenados pode gerar uma arvore completamente diferente.
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3.1.3 Gradient Boosting

Gradient Boosting é uma técnica de ensemble que constréi modelos de forma iterativa,
onde cada novo modelo tem objetivo de corrigir os erros cometidos pelos modelos pre-
decessores (26, 27), método este chamado de boosting (28). Este processo é baseado em
gradientes que guiam a funcao de erro, de forma a melhorar continuamente a precisao do
modelo. O algoritmo se baseia na premissa de que a combina¢ao ponderada de todos os

modelos tende a gerar uma previsao final mais precisa.

No problema de regressao, o objetivo do algoritmo é encontrar uma fun¢ao F'(z) que mini-
mize a fung¢do de perda L(y, F'(x)), dado um conjunto de treinamento (z1,v1), ..., (1, yr)
com tamanho T, varidveis de entrada (ou preditores) z; e o valor de saida correspondente
Y. O método aditivo para encontrar a solucdo 6tima £ (z) pondera os modelos fracos
h(z;) gradualmente ao longo do procedimento de descida. A inicializacao do algoritmo é

feita com uma fungao constante Fy(z), conforme descrito a pela Equagao 3.4:

Fy(x) = arg mvinZL(yt,’y) (3.4)

O algoritmo ¢é entao otimizado pelo gradiente negativo, conforme mostrado pela Equagao

3.5:

_OL(yt, Frna(2))
OF—1(z¢)

() = (3.5)

Fo(z) = Fnoa () + ymbhm (2) (3.6)

onde F,,(z) é a integragao dos valores das arvores de regressao bésicas, h,,(x) é a m-ésima

arvore de regressao, e v,, ¢ o coeficiente de ponderagao da m-ésima arvore.

A préxima arvore de regressao h,,(x) é construida com base nos valores de z,,(x;) e x.

Os coeficientes 7, sao determinados pela equacao 3.7:

T
Ym = arg mvin > Ly, Fre1 (@) — Yl (24)) (3.7)

t=1
O desempenho do Gradient Boosting Regressor pode ser influenciado pelo nimero ma-

ximo de arvores, pela taxa de aprendizado e também pela profundidade méaxima da arvore

(29). A melhor combinagao desses parametros possibilita o resultado 6timo do modelo.
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O primeiro parametro refere-se ao nimero total de arvores (ou seja, modelos fracos)
integradas ao Gradient Boosting Regressor. O segundo parametro define a contribuicao de
cada modelo fraco para os resultados finais, com valores entre 0 e 1. O terceiro parametro
expressa a complexidade da arvore. O Gradient Boosting Regressor ¢ um modelo forte
formado pela combinagdo de diversos modelos fracos. Portanto, a profundidade maxima de

cada arvore deve ser controlada para limitar a complexidade do sistema como um todo (29).

Vantagens:

o O Gradient Boosting generaliza bem em problemas complexos e de alta dimensao.

o Parametros como taxa de aprendizado e nimero maximo de iteragoes controlam o
overfitting - caso em que o modelo se ajusta excessivamente aos dados de treinamento,

prejudicando sua capacidade de generalizacao.
Desvantagens:

e Depenendo do critério de parada escolhido, o treinamento do método de Gradient

Boosting pode ser relativamente demorado.

o Por conta de sua caracteristica recursiva e complexa, a saida do modelo possui baixa

explicabilidade.

3.1.4 LightGBM

O LightGBM ¢é um algoritmo de boosting com capacidade de ter boa performance com
grandes bases de dados. O método se baseia na construcao de arvores de decisao tal como
o Gradient Boosting, porém de forma mais eficiente (30). Este ganho de eficiéncia est4
relacionado principalmente a dois fatores: o método Gradient-based One-Side Sampling
(GOSS), que consiste em priorizar amostras com gradientes altos para reduzir o esforgo
computacional e no crescimento da arvore de forma a priorizar as folhas (leaf-wise),
que consiste em expandir as folhas com maior ganho primeiro, resultando em arvores

assimétricas e mais profundas, consequentemente melhorando a precisao.

O GOSS é, basicamente, um algoritmo de amostragem para rebalanceamento. As amos-
tras com grandes gradientes - aquelas em que ha grande erro durante o treinamento - sao

mantidas, enquanto as amostras com pequenos gradientes sao selecionadas aleatoriamente
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e recebem pesos constantes. Dessa forma, o GOSS concentra-se mais nas amostras sub-
treinadas, sem alterar a distribuigdo dos dados originais. Com as amostras selecionadas e
reponderadas, a arvore de decisao é construida como de costume, mas com um conjunto

de dados muito menor, resultando em um processo de treinamento mais rapido (30, 31).

Vantagens:

« Por conta de técnicas como GOSS e o crescimento leaf-wise, o custo computacional

¢é otimizado e o algoritmo é agil na fase de treinamento.

o O LightGBM é projetado para lidar com volumes de dados extensos, sendo otimizado

para consumo de memoria.
Desvantagens:

o Devido ao método leaf-wise de construcao de arvores, o LightGBM pode ser mais

propenso ao overfitting se nao forem aplicadas técnicas de regularizacao adequadas.

o O algoritmo possui uma grande quantidade de parametros, o que pode tornar a

tarefa de fine-tunning muito custosa.

3.2 Modelos baseados em légica fuzzy

Os sistemas baseados em légica fuzzy surgiram como uma ferramenta para lidar com
problemas em dominios em que a incerteza e subjetividade estao presentes. Baseados no
trabalho de Zadeh em 1965 (32), esses sistemas se fundamentam no conceito de conjuntos
fuzzy, que permitem a representacao de elementos com graus de pertinéncia continuos a

um determinado conjunto ao contrario da légica booleana cléassica.

Na teoria tradicional dos conjuntos, a associa¢ao de um elemento a um conjunto é binaria
-é 0 ou 1. No exemplo a seguir, considerando um conjunto A em um universo X, os

elementos de X simplesmente estao ou nao estdo em A, de acordo com a fungao fa(z):

1 se e somente sex € A
fa(z) = (3.8)

0 se e somente se x ¢ A
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O estudo de Zadeh sugere que f4(z) é capaz de assumir infinitos valores dentro do intervalo
[0,1]. De maneira similar ao exemplo previamente apresentado, um conjunto fuzzy A
em um universo X ¢é caracterizado por uma funcao de pertinéncia pa(x): X — [0,1] e é

representado por um conjunto de pares ordenados da seguinte forma:

A={pa(x)/z} ze€X (3.9)

onde p4(x) indica o grau de pertinéncia de x com o conjunto A. Além disso, é relevante
destacar que x pode pertencer a outros conjuntos fuzzy distintos de A, apresentando

diferentes graus de pertinéncia para cada um dos conjuntos.

Entre os sistemas fuzzy mais amplamente utilizados, é possivel citar o modelo Takagi-
Sugeno, introduzido em 1985 ((33)). Este modelo cria regras do tipo "se-entdo'com uma

funcao - linear ou nao linear - como saida, conforme a equacao a seguir:

Antecedente Consequente
onde R; é a i-ésima regra fuzzy, ¢ = 1,2,..., R, R é o nimero de regras fuzzy, v =
(21, ..., 2,]" € IR™ é o vetor de entrada, m ¢ o ntimero de atributos em x, A; é o conjunto

fuzzy da i-ésima regra fuzzy e y; é a saida da i-ésima regra calculada como uma funcao da

do vetor de entrada e dos parametros consequentes.

A saida global de um sistema fuzzy (3.11) é obtida através de um processo de agregagao
das saidas individuais das regras, ponderadas por seus graus de ativagao w;, normalmente

obtidos por meio das fungoes de pertinéncia dos antecedentes:

R
22‘21 w;Y;
R
Zi:l w;

Essa abordagem garante que a saida final seja uma combinacao linear das diferentes

j = (3.11)

saidas das regras fuzzy. A popularidade dos modelos Takagi-Sugeno decorre da sua
capacidade de capturar dinamicas nao lineares de forma computacionalmente eficiente,
tornando-os adequados para aplicagbes em controle automatico, sistemas de previsao,
analise de dados e aprendizagem de maquina. Pesquisas recentes tém explorado extensoes

deste modelo, como os sistemas fuzzy evolutivos, que incorporam técnicas de aprendizagem
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para adaptacao dinamica das regras e parametros, ampliando ainda mais seu potencial de

aplicacgao.

3.2.1 evolving Takagi-Sugeno (eTS)

O €TS8 (34, 35) é um modelo de sistemas fuzzy evolutivos que se adapta dinamicamente a
novos dados, atualizando suas regras fuzzy de maneira continua e incremental. Este modelo
é baseado no conceito Takagi-Sugeno, onde as regras fuzzy sao do tipo "se-entao'(Equagao
3.10), e o consequente das regras é uma fungao linear dos valores de entrada. A capacidade
de evolugao do eTS permite que ele se ajuste a mudancas no padrao de dados ao longo do
tempo, tornando-o adequado para aplicagdes em ambientes dindmicos. Porém, modelos do
tipo eT'S geralmente possuem diversos hiperparametros que regulam diferentes aspectos
do algoritmo, como a criagdo e remocao de regras, bem como a taxa de atualizagdo. Como
consequéncia, a busca por uma combinacao adequada desses hiperparametros, que equilibre
a precisao do modelo e a complexidade representada pelo nimero de regras, pode ser um

desafio considerdvel, podendo até mesmo se tornar inviavel em determinadas situagoes (36).

Vantagens:

e O eTS é capaz de se adaptar continuamente a novas condi¢oes, mantendo a precisao

do modelo em cenérios onde os dados mudam ao longo do tempo.

o A estrutura fuzzy oferece interpretabilidade, permitindo uma compreensao das regras

de decisao geradas.
Desvantagens:

o Em ambientes altamente dinamicos, o modelo pode gerar um niimero excessivo de

regras, o que pode aumentar a complexidade do modelo e o custo computacional.

o A necessidade de ajuste continuo da base de regras pode também aumentar o custo

computacional.

3.2.2 Simpl_eTS

O Simpl_eTS é uma variagao simplificada do modelo eT'S, projetada para reduzir a

complexidade e melhorar a eficiéncia computacional. Enquanto mantém a esséncia da
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adaptacao continua e incremental do eTS, o Simpl_eTS introduz simplificagoes na estru-
tura das regras fuzzy, visando reduzir o nimero de parametros e operagdes necessarias
para a evolucao do modelo. Sao exemplos da simplificacao o uso da funcao de pertinéncia
do tipo Cauchy em vez de Gaussiana, a dispersao como medida de densidade e capacidade
de resumo em vez de potencial, além do uso da idade da regra como representacao da
estacionariedade das regras (37). Essas simplificagdes tornaram o modelo mais agil em

termos de processamento, mantendo um bom desempenho preditivo.

Vantagens:

o A simplificagao da estrutura fuzzy reduz o tempo de processamento, tornando o

Simple__ TS mais eficiente

o Mantém a capacidade de adaptacao a novos dados, permitindo uma evolugao continua

com menor custo computacional quando comparado ao eT'S.
Desvantagens:

o As simplificagdes podem levar a uma redugao na capacidade do modelo de capturar

padroes complexos nos dados.

o Em alguns casos, a reducao da complexidade pode comprometer a precisao do modelo,

especialmente em casos nao-lineares.

3.2.3 extended Takagi-Sugeno (exTS)

O exTS é uma extensao do modelo eTS, incorporando técnicas adicionais para melhorar
a robustez e a precisao do modelo em cenarios com grande variabilidade de dados (38).
Em relagao ao eT'S, h4 um novo método recursivo para adaptacao do raio (dispersao
das fungoes de pertinéncia), que resulta na construgao de clusters mais flexiveis que
representam melhor a distribuicdo dos dados. Além disso, também é introduzida uma
nova condi¢ao para substituicao de clusters, a fim de evitar regras contraditorias na base
de regras (39). O exTS aprimora a capacidade de evolugao do modelo base, permitindo
a incorporacgao de diferentes tipos de informacoes contextuais e a adaptagao nao apenas
das regras fuzzy, mas também das fungdes consequentes. Isso torna o exTS mais flexivel e

capaz de capturar relagoes mais complexas nos dados, sendo amplamente utilizado para a
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tarefa de previsao de séries temporais (40, 41, 42).

Vantagens:

o A capacidade de incorporar informagoes contextuais e ajustar tanto as regras fuzzy

quanto as func¢oes consequentes aumenta a flexibilidade e a precisao do modelo.

e O ezTS§ é mais robusto em relacao a variagoes nos dados.
Desvantagens:

e A maior flexibilidade e a incorporacgao de técnicas adicionais aumentam a comple-
xidade computacional, exigindo mais recursos para treinamento e atualizagao do

modelo.

e A complexidade adicional pode tornar o modelo mais dificil de interpretar em

comparag¢ao com suas variantes mais simples.

3.2.4 ePL-KRLS-DISCO

O ePL-KRLS-DISCO (43) é um modelo de sistema fuzzy evolutivo baseado em regras,
projetado para a previsao de séries temporais (44, 45, 46, 47). Ele se origina do evolving

Takagi-Sugeno (eTS) e incorpora melhorias significativas para superar as limitagoes dos

modelos anteriores, como o ePL-KRLS ((48)).

As principais inovagdes do modelo incluem o célculo da saida global com base na regra
mais compativel, diferentemente do seu predecessor, o ePL-KRLS, que considerava as
saidas locais de todas as regras. Essa abordagem previne situa¢oes em que saidas de regras
divergentes poderiam comprometer a precisao do modelo. Além disso, a introdugao da
correlagao de distancia (DISCO) possibilita a formacao de clusters mais bem definidos,
resultando em regras com menor desvio padrdao e, consequentemente, em uma maior

qualidade.

Como visto anteriormente, as regras baseadas em Takagi-Sugeno (3.10) possuem uma
parte antecedente e uma parte consequente. A parte antecedente é constituida por regras,
que sao construidas a partir da entrada do modelo. Os autores propéem a construgao
dessas regras fuzzy utilizando técnicas de partipatory learning, além de verificar a utilidade

de regras nao utilizadas. Por fim, os parametros da parte consequente das regras é definida
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através do método kernel Recursive Least Square (KRLS) de forma recursiva a cada nova

entrada atribuida a uma regra.

O modelo ePL-KRLS-DISCO proposto por Kaike Sa Teles Rocha Alves e Eduardo
Pestana de Aguiar é descrito em detalhes a seguir, desde a construcao das regras fuzzy até

sua saida.

Primeiramente, é importante pontuar que cada regra possui um centroide, que funciona
como uma estimativa de seu média. Dado um vetor de entrada z* = [z, ..., 7,,]7 com m
elementos, o algoritmo ird atribuir essa entrada a uma regra ou, caso nao seja semelhante
o suficiente as regras ja existentes, ird criar uma nova. A semelhanca entre um vetor de
entrada e as regras existentes se da através de duas medidas: compatibility e arousal. A

definicdo de centroides de novas regras se dd por v = 2%, onde vf é o centro da i-ésima

D =

regra na k-ésima iteracao. A atribuicao de uma nova entrada a uma regra existente atualiza

a posigao do centroide da regra, segundo a Equagao (3.12):

oF = oF 4 () (2P — of (3.12)

onde « € [0, 1] é a taxa de aprendizado.

As medidas de compatibility e arousal, utilizadas para quantificar a semelhanca entre o
vetor de entrada e as regras ja existentes e indicar a necessidade da criacdo de uma nova
regra de forma a reduzir o impacto de outliers, respectivamente. Essas sdo definidas pelas

Equacoes (3.13) e (3.14):

Kb\ [ Papt + 1
cf = (1— le m”l”) <p & ) (3.13)

’ ~ k
onde p,. ¢ € [-1,1] é a correlagao entre z¥ e v1.
e

af =af '+ B(1 —cfF —af ™) (3.14)

(2 K3

onde 3 € [0, 1] controla a taxa de crescimento de a¥.

O algoritmo gera uma nova regra se o menor indice de arousal for maior que um limiar
7. Ou seja, a¥ > 7, onde i = argmin;{aF} e 7 = B (hiperparametro do algoritmo) e se
nenhuma regra ja foi excluida. Caso essas condi¢oes nao sejam atendidas, o vetor da

iteragao sera atribuido a regra com maior medida de compatibility.
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Uma das inovagoes propostas pelos autores é a implementacao do DISCO ao modelo
ePL-KRLS. Enquanto o modelo base utiliza a distancia euclidiana para formar as regras,
0 ePL-KRLS-DISCO utiliza da correlagao das distancias, o que melhora a eficacia dos

clusters criados para as regras.

O valor da correlagdo é dado pela Equagao 3.15 para vetores A e B genéricos, com
tamanho m. O valor de p(A, B) pertence ao intervalo [-1,1] em que uma correlagao de
-1 indica que os vetores sdo fortemente associados de forma inversa, 0 indica que nao ha

evidéncia de associacao e 1 indica que os vetores sao fortemente proporcionais.

_ Cov(A, B)
\/Var(4) - \/Var(B)

onde Cov(A, B) é a covaridncia entre os vetores A e B, calculados através da Equacgao

p(A, B)

(3.15)

3.16, e Var(A) e Var(B) sao as varidncias de A e B, calculadas através da Equagao 3.17.

22 (A — A)(B, — B)

Cov(4, B) = | (3.16)
Var(X) = Z’Tilgi_l Xy (3.17)

Considerando a medida de compatibility apresentada pela Equacao (3.13), é possivel
k

observar que c¥ sera grande para valores pequenos da distancia euclidiana (||z* — v¥]|)
e valores grandes de correlacdo entre o vetor de entrada de indice k (z*) e o centroide
da regra na k-ésima iteragdo (i v¥). Temos entdo que utilizar a correlagdo cria regras
com menores desvio-padrao, uma vez que valores de correlagao maiores vém de maior
covariancia (Equagao 3.16) e menores varidncias (Equagao 3.17) dos vetores. Segundo os
autores, como a acuracia da saida do modelo esta diretamente ligada a média e desvio-

padrao dos clusters formados, o método DISCO ¢é responsavel por aprimorar a performance

do ePL-KRLS.

Com o objetivo de prover mais eficiéncia computacional ao algoritmo e evitar problema
de overfitting, regras sao constantemente avaliadas por uma medida de utilidade. Quando
a medida é avaliada como menor que um limiar € (hiperpardmetro do modelo), a regra é

eliminada. A utilidade é dada pela Equagao (3.18).
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Y Al
Uk = :
k=

(3.18)
onde A é o grau de ativagio normalizado da i-ésima regra da l-ésima iteracio (calculado
conforme a Equagao 3.19), k é o indice da iteragao atual e I; é a iteracdo de quando a
i-ésima regra foi criada.

T

Ak

1

(3.19)

Zregrazl Tregra
onde 7; é o grau de ativacdo da i-ésima regra (Calculado conforme a Equacio 3.20 e R* ¢

o nimero de regras presentes na iteracao atual.

Ti = i1 X g X 0o X [l (3.20)
onde p;; é calculado conforme a Equacao 3.21.

e [

= (3.21)

Hij =

onde ’Ufj é o j-ésimo elemento do i-ésimo centroide de regra, 7 = 1,2,...,m e o define a

dispersao da parte antecedente.

Apés concluida a parte relativa ao antecedente, o algoritmo estima os parametros da
parte consequente. A estimativa dos parametros é dada através do algoritmo kernel
Recursive Least Square (KRLS). Um dicionario local é formado pelas entradas passadas,
denotado por DF = [dy,...,d,,], onde DF representa o diciondrio da i-ésima regra na
k-ésima iteragao, n; é o nimero de vetores de entrada armazenados, e d;; = [dy, ..., dy]"

é o j-ésimo vetor de entrada.

A inclusao irrestrita de todas as entradas no dicionario acarretaria em um aumento
substancial no custo computacional. Consequentemente, o modelo implementa um pro-
cedimento de esparsificacao, retendo apenas os vetores de entrada mais relevantes nos
dicionarios locais. A relevancia de cada entrada ¢é definida com base na sua distancia em

relacdo ao elemento mais préximo no dicionério local, conforme a Equacao 3.22:

m%:ﬁ%mhwm (3.22)

i €0



35

Se a distancia exceder um limiar predefinido, o vetor de entrada é incorporado ao
dicionario local. Formalmente, se dis, > 0.1v, onde j = argmin||z* — dJ||, entao
DF = [DFt U 2*], vF é o tamanho do kernel do dicionario, e n; é o niimero de vetores
de entrada no diciondrio local. O valor de v} ¢ inicializado com ¢ e atualizado ao longo

das iteragoes. Seu valor influencia diretamente o niimero de entradas armazenadas no

dicionario, sendo que valores menores resultam em um maior niimero de entradas.

Apds a adigdo de um vetor ao dicionario, os parametros da parte consequente sao

atualizados de acordo com a Equacgao 3.27.

ot - ZArte

oF = (3.23)

-
onde ©F ' =[0F 1 ..., @fn_ll}T, 2F = Q¥ gk, QF é atualizado de acordo com a Equagio
3.28, ¢" = [k(dfy, 2%), ... k(dE, . aM)]", k(-,-) é a funcdo de kernel Gaussiana calculada

conforme a Equacio 3.25, rF = X\ + k(2 2%) — (2F)Tg*, e éF = yF — g*0@% ! & o estimador

de erro.

. Q?z—lrk_’_zk(zk)T _Zk

Q= ()
—(ZM)T 1

(3.24)

k(x', 7)) = exp (—“‘T_:”]”z> (3.25)

202
onde o ¢é a largura do kernel e controla a linearidade do modelo. Quanto maior o o,
mais linear serd a funcao. Segundo os autores, os valores iniciais sugeridos para este

hiperparametro podem ser o € [0,2, 0,5].

A matriz P é atualizada da seguinte forma:

i Pikfl 0
Pk = (3.26)
0 1

onde PF é inicializada com 1.

Caso o vetor de entrada nao seja armazenado no dicionario, os pardmetros consequentes

sao atualizados conforme a Equacao 3.27, e a matriz P conforme a Equacao .

OF = OF ! + QFgret (3.27)
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onde QF ¢ obtido da Equagao 3.28 e ¢ da Equacio 3.29.

Qi =@ (3.28)
p]cflzk
k i

e 3.29
I TR 52

Pk—1,k(,k\T pk—1
[)ik — F)Z-k_l o 7 Z (Z )k_lz (330)

1+ (2)TF ™ (2%)

O parametro consequente de uma nova regra ¢é inicializado da seguinte forma:

OF = [\ + w(x®, ™) 1yF (3.31)

onde \ € [0, 1] é um pardmetro de regularizacio e y* é a saida desejada.

Quando o modelo atualiza uma regra existente, o tamanho do kernel é atualizado da

seguinte forma:

S PO e [t GO [
i : NF NF

(3.32)

K3 7

onde NF é o niimero de entradas na i-ésima regra na k-ésima iteragao.

Caso contrario, se uma nova regra for criada, o modelo inicializa o tamanho do kernel

da regra da seguinte forma:

k [lz* — o7l

v = 24 3.33
o) (24) (3.33)

onde 7,4z ¢ 0 valor maximo de n* para K = 1,2, ..., k, k é a iteracdo atual, e n* é calculado

recursivamente como na Equacao 3.34.

2
B C—— | 3.34

onde é¥ = 0.8¢F71 + ||y* — §¥|| e ! = 0.
Segundo os autores, como podemos observar nas equagoes acima, o modelo atualiza os

o tamanho do kernel conforme a métrica de erro. Dessa forma, a eficiéncia do modelo é

melhorada, uma vez que quanto menor o erro, menos dados sao armazenados no dicionario.
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E finalmente, o ePL-KRLS-DISCO calcula a saida usando a regra mais compativel, ou
seja, § = §;|i = arg max;{cF}.

O célculo da saida do modelo se da pela Equacao 3.35:

s ok ko gk
0 = 2;@17 x k(2" d;) (3.35)
]:

O pseudo-cddigo do algoritmo é apresentado a seguir (Algoritmo 1), de forma a entender

o fluxo das transformagoes:
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Algorithm 1 ePL-KRLS-DISCO
Entrada: x,y,a,8,\, 7,w,0,€
Saida: g

1. Inicializagdo: v! = 2!, D' = 2!, vl =0, Pl =1, 0} = [\ + k(2 21)] " ¢*, ol =0,
Regra_ Excluida = falso

2. Para k=2,3,...,n faca

a) Parai=1,2,... R faga

i. Calcule a medida de compatibilidade: Equacao 3.13
ii. Calcule o arousal index:

a¥ =a" B (1 — - af‘l)

b) Se (af > 7]i = argmin{a*} A Regra_Excluida = falso) entao
i. Crie uma nova regra: R = R+ 1
ii. Inicialize v, Dk, 65: vf R = [z"], D} = 2%
iii. 0% = {A—l—k(az’“ xlﬂ y*
iv. Inicialize vk: Equagio (24)

¢) Senao

i. Encontre a regra mais compativel: i = arg max;{c}}
ii. Atualize o centroide da regra:

ok = o afch) 0 (o - of )

iii. Calcule g, z e r:

:
¢ = [m(da®), . on(dh, e, = QEgE, R = (ko) — (25T

iv. Se mingyy, epr) 7% — dfj|| > 0.1v}; entdo
A. Inclua z* no dicionario: DF = DF U z*

B. Calcule QF, PF, 0% vF: Equagoes 3.28, 3.26, 3.27, 3.32
v. Senao

A. Calcule Q%, PF ¢F 0F: Equagoes 3.28, 3.30, 3.29, 3.27
3. Parai=1,2,..., R faga
a) Se UF < ¢ entdo

i. Remova regras pouco utilizadas: Remover (i)
ii. Regra_Excluida = verdadeiro

4. Calcule a saida:

Z 0i(dl;, #*)|i = arg max,{c}}
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Vantagens:

e O uso do DISCO permite a criagao de regras mais precisas, o que melhora a

capacidade do modelo de lidar com dados complexos.

e O ePL-KRLS-DISCO possui um alto nivel de adaptacao, capaz de ter bom desem-

penho com séries dinamicas.
Desvantagens:

o A complexidade do modelo pode aumentar bastante o tempo de execucao, especial-

mente quando comparado a outros modelos menos sofisticados.

o A necessidade de ajuste fino dos parametros pode tornar a implementacao do ePL-

KRLS-DISCO desafiadora.

3.2.5 NTSK-wRLS

O NTSK-wRLS (36) é uma variacdo do modelo TSK que propde uma nova forma de
construcao de regras fuzzy, em que o numero de regras ¢ definido previamente pelo usuario.
Este modelo visa melhorar a interpretabilidade e simplificar o ajuste de hiperparametros,
uma vez que o unico hiperparametro é o niimero de regras. A estrutura de regras é baseada
na variagao do valor alvo, utilizando a tangente desses valores para agrupar amostras com

caracteristicas lineares dentro de cada regra.

Para calcular os parametros consequentes, o NTSK-wRLS utiliza o algoritmo weighted
Recursive Least Squares (wRLS), que ajusta os graus de ativagao w; que indicam o quanto
cada regra é relevante para a entrada atual. Além disso, o método ajusta os parametros
consequentes de forma recursiva: a cada nova amostra de dados, os parametros sao
ajustados de acordo com o erro entre o valor previsto pelo modelo e o valor real da saida.
A atualizagao é ponderada pelo peso w;, o que significa que regras com maior relevancia

(maior w;) tém um impacto maior na atualizagdo.

O objetivo do wRLS é minimizar o erro quadratico entre as saidas reais e as previstas,
ajustando os parametros consequentes para melhorar a precisao do modelo ao longo do

tempo, permitindo que ele se adapte dinamicamente.
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No pseudo-cddigo abaixo, fornecido por Kaike Sa Teles Rocha Alves, Rosangela Ballini e
Eduardo Pestana de Aguiar (36), é possivel entender melhor como é a estrutura do novo

algoritmo. As equacOes sao mostradas logo em seguida, com explicagoes.

Algorithm 2 NTSK-wRLS
Entrada: x,y, Ryax
Saida: g

1: for k=1,2,....n—1do
: Calcular a variagao entre dois valores consecutivos da saida desejada: Equacao
(3.36)

end for

Calcular o tamanho do intervalo: Equacao (3.37)

for k=1,2,....n—1do
Calcular igr: Equagao (3.39)

end for

Agrupar as amostras com base em igxk

fort=1,2,..., Ry. do

10: Calcular os parametros dos conjuntos fuzzy Gaussianos para cada atributo: Equa-
coes (3.40) e (3.41)

11: end for

12: for k=1,2,...,ndo

13: Calcular os pardmetros do consequente: Equagao (3.42) para wRLS

14: Calcular o grau de ativagdo: Equagao (3.43)

15: Calcular a saida do modelo: Equagao (3.44)

16: end for

Como visto anteriormente, R,.. ¢ fornecido pelo usuario como uma das entradas do
algoritmo e é definido como o nimero maximo de regras que devem ser criadas. Em
seguida, o modelo calcula a variacao entre cada dois valores consecutivos, o que representa
a tangente dos valores do vetor de saida (y) como pode ser visto na Equagdo (3.36). Esta
¢ uma das novidades propostas pelos autores, pois enquanto modelos cléssicos do tipo
fuzzy criam as regras com base no input dos atributos, o método NTSK cria as regras
com base nos outputs. O objetivo é agrupar elementos com tangentes proximas para a
criacao das regras.

A k
tan(yk) = Y ) = AyF = yF — 1t (3.36)

kE—(k—1
Para a criagao desses grupos, ¢ necessario definir os intervalos, inferior e superior, para
as tangentes do output. O tamanho dos intervalos é dado pela Equagao (3.37) e o intervalo

para cada regra até o limite Ry.x é dado pela Equagao (3.38).
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ma — ma

IS = 3.37
onde ma = max(Ay*) e ma = min(Ay*).
Range; = [ma + (i — 1) X IS, ma +1i x IS] (3.38)

onde Range; representa a i-ésima regra, para ¢ = {1,2, ..., Ryax }-

Apods calculados os intervalos dos valores de cada uma das regras, os elementos y sao

devidamente atribuidos as regras criadas, de acordo com a Equagao (3.39).

. {Ayklg,mAJ ., caso AyF < ma
gk = (3.39)
Rz, c.c.

onde igr ¢ a regra em que o k-ésimo elemento sera incluido. Por exemplo, um ige = 3

significa que o sexto elemento pertence a terceira regra.

A dltima etapa do algoritmo NT'SK compreende a definicdo dos conjuntos fuzzy. Mais
uma das novidades implementadas no artigo, o algoritmo proposto cria as regras antes
mesmo de os conjuntos fuzzy estarem propriamente definidos. Os autores propoem a
utilizacao de fungoes de pertinéncia do tipo gaussiana. Logo, os Unicos parametros a
serem definidos sa@o a média e o desvio-padrao, segundo as Equacoes (3.40) e (3.41),

respectivamente:

Vij = .f'l (340)

1,J

_ !
onde v; ; ¢ a média e 0;; ¢ o desvio-padrao das amostras da i-ésima regra, para o j-ésimo
atributo, para [ = 1,2, ...,z e z é o nimero de elementos da i-ésima regra.

Por fim, apés aplicado o NTSK, o algoritmo para o Weighted Recursive Least Squares

(wRLS) é aplicado para calcular a parte consequente de cada regra.

O algoritmo para o wRLS faz uso de pesos para atualizar os parametros da parte

consequente da regra, proporcionalmente a compatibilidade de cada regra com vetor de
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entrada. Os pesos sao dados pelo grau de ativagao (w). O algoritmo do wRLS é dado

pela Equagao (3.42):

Pk = pk-1 _ wiPl e (aet) TR
o 1w (zek) T P~ Taek (3.42)

0F = 071 + PraeFw;(y* — (ve®)T0r )

(2

onde w; ¢ o grau de ativagao normalizado da i-ésima regra. P ¢ a matriz de covariancia,
K é uma varidvel auxiliar, ze* = [1, (z*)T], 6 é o conjunto de pardmetros estimados da

parte consequente e y é a saida real.

Finalmente, apos definidas a estrutura de base de regras e os parametros consequentes, o
modelo é capaz de realizar previsoes a partir de dados nao vistos. O processo de inferéncia
se da em duas partes: calculo dos graus de ativacao e a saida calculada do modelo, como
vistos nas Equagoes (3.43) e (3.44), respectivamente.

k_,. \2
H§=1 exp {_;(w'j 72%]) ]

o7 .
¥

zh—v; ;)2
f=1< j—1 XD [—5(]02”})

%)

(3.43)

w; =

onde v;; é a média da i-ésima regra e do j-ésimo atributo, v; = [vi1,..., 07, p é a

dimensao das entradas, x;“ ¢ o k-ésimo vetor de entrada para o j-ésimo atributo, e 0;; € o

desvio-padrao da i-ésima regra para o j-ésimo atributo, para o; = [0;1, ..., ;5|7
Rmaz
g="> wi(ze")"0; (3.44)
i=1

Vantagens:

e O NTSK-wRLS permite ao usuario definir diretamente o niimero de regras, favore-

cendo a interpretabilidade.

o O modelo possui um nuimero reduzido de hiperparametros, facilitando o ajuste e a

implementagcao.

Desvantagens:

o A eficiéncia do modelo depende da correta definicao do nimero de regras, que pode

nao ser trivial em situagdes com grande variabilidade nos dados.
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4 Resultados experimentais

Esta secao descreve o método e os resultados obtidos nos experimentos com a base
remodelada para o problema de previsao de séries temporais. Foram considerados todos
os modelos mencionados na se¢ao anterior. E importante relembrar que o codigo utilizado

para implementar as técnicas abaixo foi disponibilizado no repositério do projeto (14).

A etapa de modelagem inclui a selecao e ajuste de hiperparametros por meio da técnica
de grid search. Esse método consiste na avaliacao sistematica de multiplas combinagoes
possiveis de valores para cada hiperparametro relevante dos modelos, permitindo a iden-
tificagdo das configuragoes que resultam no melhor desempenho preditivo. A busca por
hiperparametros sera conduzida dentro de um espago de valores previamente definido com
base em experimentagao preliminar, de modo a equilibrar a complexidade computacional

e a eficacia do ajuste do modelo aos dados.

Para realizar o grid search, além de definir o espago de caracteristicas (Tabela 3), é
necessario realizar a divisao da base de dados. Os dados foram divididos inicialmente
em trés partes sequenciais (ndo aleatérias): treino, validacao e teste, com a proporgao
de 50%, 30% e 20% da base. Esta divisao tem o objetivo de treinar cada modelo para
cada conjunto de caracteristicas e avaliar os resultados com o conjunto de validacao. Apds
avaliar exaustivamente todos os conjuntos de caracteristicas, o conjunto de parametros que
retornar as melhores métricas de erro sera utilizado com os dados de teste e seu resultado

final sera computado.

Além disso, para estender a avaliacao dos resultados, serd empregada a técnica de
validagao cruzada com os melhores parametros obtidos na etapa de grid search. Esse
procedimento permite que cada modelo seja testado sob diferentes particoes da base de
dados, reduzindo a dependéncia dos resultados em uma tinica amostra e fornecendo uma
estimativa de sua capacidade de generalizagao, sob a forma de média + desvio-padrao
das métricas. Uma segunda divisdo dos dados sera realizada, com a utilizacdo da técnica
de TimeSeriesSplit, ainda com a preocupacgao de preservar a estrutura temporal da série
(6). E importante notar que, dado que teremos um conjunto 6timo de pardmetros para o
conjunto de validagao da etapa anterior, os resultados para o split que contiver os mesmos

indices do conjunto de validacao estejam inflados por uma questao de vazamento de dados.

Os resultados finais serao expressos por meio das métricas Root Mean Squared Error
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(RMSE) (4.2) e Mean Absolute Error (MAFE) (4.1), escolhidas por possuirem a mesma
unidade de medida da variavel dependente, o que facilita a interpretagao dos erros preditivos
no contexto do problema. O RMSFE é uma métrica sensivel a erros de maior magnitude, pois
penaliza desvios maiores de forma mais expressiva devido a presenga do termo quadratico.
Ja o MAF representa a média dos erros absolutos cometidos pelo modelo, proporcionando
uma interpretacao mais intuitiva e direta sobre a precisao das previsoes. Essas métricas
sao amplamente empregadas na avaliacao de modelos de previsao de séries temporais, uma
vez que quantificam, de forma objetiva, a magnitude dos erros cometidos durante a fase

de inferéncia.

1 .
MAE = 23" |y* — "), (4.1)
T k=1
1 T
RMSE = | = 3 (y* = §")2, (4.2)
T k=1

onde §* é k—ésimo valor previsto, y* é o k—ésimo valor real e T' é o tamanho da amostra.

4.1  Implementacao do Grid-search

Para a implementagao do grid search, foi estabelecido um conjunto discreto e finito
de valores para cada um dos possiveis hiperparametros de cada modelo, apresentado na
Tabela 3. Estes conjuntos de valores foram definidos de forma a equilibrar a abrangéncia
da busca e a viabilidade computacional do processo, uma vez que a busca exaustiva pode

se tornar inviavel quando ha um grande niimero de combinagoes possiveis.

Além disso, conforme exposto no inicio do capitulo, os dados foram divididos em trés
conjuntos: treino, validacao e teste, com as proporcoes e quantidade de amostras segundo

a Tabela 4.
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Modelo Parametros
KNN n_neighbors: [2, 3, 4, 5, 10, 20]

Arvores de Regressao max_depth: [2, 4, 6, 8, 10, 20, 30, 50, 100]

learning rate: [0.01, 0.05, 0.1, 0.5, 0.9]

Gradient Boosting n_estimators: [2, 4, 8, 16, 32, 64, 100, 200]

Light GBM learning_ rate: [0.01, 0.05, 0.1, 0.5, 0.9]

InitialOmega: [50, 100, 250, 500, 750, 1000, 10000]

eTS r: [0.1, 0.3, 0.5, 0.7, 0.9, 1., 5, 10, 50]

. InitialOmega: [50, 250, 500, 750, 1000]
Simpl_eTS r: [0.1, 0.3, 0.5, 0.7]
TS InitialOmega: [50, 250, 500, 750, 1000]

mu_threshold: [0.1, 0.3, 0.5, 0.7]

alpha: [0.05, 0.1]

beta: [0.01, 0.1, 0.25]
ePL-KRLS-DISCO lambdal: [0.0000001, 0.001]

sigma: [0.5, 1, 10, 50]

e_utility: [0.03, 0.05]

NTSK-wRLS n_ clusters: [1, 2, ..., 19, 20]

Tabela 3 — Modelos e Parametros Utilizados para Busca por Grid Search

Conjunto Percentual Quantidade de amostras

Treino 50% 5136
Validacao 30% 3081
Teste 20% 2054
Total 100% 10.271

Tabela 4 — Distribuicao dos dados nos conjuntos

A configuragdo de hiperpardmetros que apresentou o menor RMSE foi selecionada como

o conjunto 6timo para cada um dos modelos avaliados, conforme apresentado na Tabela 5.
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Modelo

Parametros

KNN

Arvores de Regressao
Gradient Boosting
Light GBM

eTS

Simpl eTS

exTS

ePL-KRLS-DISCO

NTSK-wRLS

n_ neighbors: 5
max_ depth: 6

learning_rate: 0.1
n_estimators: 64

learning_ rate: 0.05

InitialOmega: 50
r: 5

InitialOmega: 50
r: 0.7

InitialOmega: 50
mu_ threshold: 0.1

alpha: 0.05
beta: 0.25
lambdal: 0.001
sigma: 10

e utility: 0.05

n_clusters: 10

Tabela 5 — Melhores parametros encontrados para cada modelo

Apds os modelos treinados com os parametros 6timos serem avaliados no conjunto de

teste (dados nao vistos na fase de treinamento), os resultados das métricas MAE e RMSE

foram compilados na Tabela 6. Como pode ser observado, os valores de RMSFE sao maiores

que os da métrica MAFE devido a penalidade para grandes residuos das previsoes. Os

modelos KNN, exTS e ePL-KRLS-DISCO demonstraram um ajuste relativamente pior,

quando comparados aos demais modelos que obtiveram resultados bastante semelhantes.
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Modelo MAE RMSE
KNN 0.86 1.53
Arvores de Regressiao  0.25 0.55
Gradient Boosting 0.32 0.52
Light GBM 0.20 0.41
eTS 0.50 0.77
Simpl_eTS 0.36 0.65
exTS 1.69 2.99
ePL-KRLS-DISCO 1.11 1.49
NTSK-wRLS 0.35 0.64

Tabela 6 — Resultados dos modelos avaliados no conjunto de teste

4.2 Validagao-cruzada

Apds encontrados os primeiros resultados para o conjunto de teste com os parametros
otimos de cada um dos modelos, foi realizada a validagao-cruzada com o objetivo de obter
os valores médios e a dispersao das métricas de erro escolhidas para diversos pontos da
série. Novamente, é importante pontuar que os dados utilizados nessa nova divisao nao
deveriam conter aqueles utilizados como validagao durante o grid-search, uma vez que os
resultados para estes indices dos dados nao seriam confiaveis e atrapalhariam a avaliacao

da generalizacao do modelo.

4.2.1 Divisao dos dados para validacao-cruzada

O método utilizado para a divisao da base de dados em conjuntos sucessivos de treino
e teste foi o TimeSeriesSplit, disponivel na biblioteca scikit-learn (49). Este método é
especifico para séries temporais, pois preserva a ordem cronolégica dos dados, evitando
a mistura entre observacoes do passado e do futuro. A base de dados foi dividida em 5
subconjuntos (splits) de forma que, a cada iteragdo, um novo bloco de dados era incluido
no conjunto de treino, e o bloco subsequente era usado como conjunto de teste, como pode
ser visualizado na Figura 6. A técnica de validacdo-cruzada permite que o modelo seja
treinado e avaliado em multiplos periodos de tempo, proporcionando uma avaliacao mais

confiavel a respeito da sua generalizacao.



48

Sp"t " _

Sp"t H _

A _

Sp“t g _

Split 1 1 - .
mmm Conjunto de treino
mmm Conjunto de teste

2000 4000 6000 8000 10000
indice do conjunto de dados

I=r

Figura 6 — Representacao dos splits

4.2.2 Resultados da validacao-cruzada

Os resultados da validagao-cruzada sao demonstrados na Tabela 7. Dentre os modelos
classicos de aprendizado de maquina, o KNN foi o que demonstrou pior ajuste a série
temporal, com um MAF de 1.742 4+ 0.646 e um RMSFE de 2.655 + 1.213. Os demais modelos
da abordagem, Arvores de Regressao, Gradient Boosting e Light GBM, demonstraram
resultados similares entre si. Dos modelos de abordagem fuzzy, o ePL-KRLS-DISCO
registrou as maiores métricas de erro, com MAE de 1.044 + 0.101 e RMSE de 1.483
+ 0.164. Dentre todos os modelos avaliados, o NTSK-wRLS se destaca com MAFE de
0.355 4+ 0.016 e RMSFE de 0.720 £+ 0.128, demonstrando valores médios de erro e também

desvios-padrao consideravelmente menores que os demais.

Além disso, os resultados obtidos pelo modelo NTSK-wRLS destacam-se por oferecer
uma margem de erro relativamente pequena para a previsao, considerando a estatistica

descritiva do indicador gerencial de TPV presente na Tabela 2.
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Modelo MAE RMSE

KNN 1.742 + 0.646 2.655 £ 1.213
Arvores de Regressao  0.377 + 0.143 1.048 £+ 0.837
Gradient Boosting 0.369 + 0.147 1.016 £ 0.885
LightGBM 0.374 + 0.131 1.036 + 0.761
eTS 0.424 £+ 0.058 0.776 + 0.129
Simpl_eTS 0.378 £+ 0.040 0.726 4+ 0.154
exTS 0.635 £ 0.206 1.104 £+ 0.266
ePL-KRLS-DISCO 1.044 £ 0.101 1.483 + 0.164
NTSK-wRLS 0.355 + 0.016 0.720 + 0.128

Tabela 7 — Resultados de MAE e RMSE para os modelos avaliados

4.3 Discussoes

Os resultados dos experimentos revelaram diferencas significativas no desempenho dos
modelos testados para a tarefa de previsao da série temporal do indicador gerencial de
TPV. Considerando os resultados de validagao-cruzada, o modelo NTSK-wRLS destacou-se
como o mais eficaz, apresentando os menores valores de erros e desvios. O destaque do
modelo pode ser atribuido a sua capacidade de adaptacao as dinamicas da série, que sao
influenciadas por fatores reais do processo, como sazonalidade, flutuacdes de demanda e

intercorréncias operacionais.

Por outro lado, o modelo ePL-KRLS-DISCO, embora tenha demonstrado um bom

desempenho no trabalho anterior, foi menos eficaz neste contexto especifico.

A Figura 7 demonstra as previsoes realizadas pelos modelos em comparacdo com os
valores reais de TPV. Para este caso, os modelos foram treinados no conjunto de treino do
split 5, evidenciado na Figura 6, e as previsoes foram realizadas com o respectivo conjunto
de teste. A Figura 8 destaca as previsdes do modelo NTSK-wRLS. Nela, é possivel observar
quao proximas sao as previsoes do modelo em comparagao com os valores reais, o que

corrobora os resultados demonstrados na Tabela 7.

Os resultados obtidos indicam que o NTSK-wRLS é um modelo que se ajusta bem a
esta série. Esta acuracia nas previsdes pode trazer beneficios significativos para a gestao
logistica, como uma alocagao mais eficiente de recursos e uma redugao no tempo de espera
dos caminhdes, o que, por sua vez, pode resultar em uma maior eficiéncia global do

processo de recebimento de sucata metalica.
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5 Conclusao

Este trabalho apresentou uma anélise da aplicagao de algoritmos de aprendizado de
maquina para prever o TPV em uma usina sidertrgica. A pesquisa envolveu a remodelagem
da base de dados original para um formato de série temporal e a implementacao de diferentes

modelos preditivos, tanto de abordagens classicas quanto baseadas em légica fuzzy.

Os resultados experimentais demonstraram que o modelo NTSK-wRLS se destacou
significativamente em relacao aos demais, apresentando os menores valores de MAFE e
RMSE. Essa performance superior do modelo pode ser atribuida a capacidade do NTSK-
wRLS de adaptar-se as dinamicas complexas da série temporal do TPV, refletindo de
maneira mais fiel as varia¢oes operacionais e sazonais inerentes ao processo de recebimento

de sucata metélica.

Além de validar a eficicia do modelo proposto por Alves, Ballini e de Aguiar (36), este
trabalho contribui para a literatura ao destacar o potencial do aprendizado de maquina
na solucao de problemas em ambientes industriais reais. Isso é particularmente relevante
em contextos onde a utilizacdo da inteligéncia artificial pode resultar em significativas

economias de custo e aumentos de produtividade.

Esta pesquisa abre caminho para futuras investigagoes que possam explorar a integragao
de outras varidveis operacionais e o desenvolvimento de sistemas hibridos que combinem
multiplos modelos preditivos, com o intuito de maximizar a precisao e a confiabilidade das

previsoes em ambientes industriais dinamicos.

Por fim, é essencial que estudos futuros considerem a aplicacdo desses modelos em
diferentes contextos industriais e com conjuntos de dados mais amplos e diversos, a fim de
validar a generalizacao dos resultados obtidos e ampliar o escopo de aplicagao das técnicas

de aprendizado de maquina na otimizacao de processos logisticos.
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6 Limitacoes do estudo

Em primeiro lugar, apesar de propor a comparagao entre modelos classicos de aprendizado
de maquina e modelos baseados em légica fuzzy, poderiam ter sido explorados modelos
especializados em séries temporais, como ARIMA e suas derivacoes, incluindo SARIMA e

ARIMAX.

Outra limitagdo diz respeito a escolha dos hiperpardmetros dos modelos. Embora
tenha sido utilizado um processo de otimizacao baseado em grid search, abordagens
mais sofisticadas, como Bayesian Optimization (50, 51) ou Algoritmos Genéticos (52, 53),

poderiam ser exploradas para garantir uma busca mais eficiente por parametros.

Por fim, uma questao que diz respeito a forma como os hiperpardmetros dos modelos
foram ajustados. Neste estudo, o procedimento de grid search foi realizado utilizando a base
de validacao para encontrar a melhor configuracao de hiperparametros para cada modelo.
No entanto, posteriormente, os modelos foram treinados e avaliados novamente com estes
dados, ao passarem pela validacao-cruzada utilizando TimeSeriesSplit. O problema que
isso pode causar é o vazamento de dados (data leakage), que pode resultar em uma
avaliacao excessivamente otimista do desempenho dos modelos, quando avaliados naqueles
indices do conjunto de validagao. Uma possivel solucao para isso seria implementar o

processo de nested cross-validation (54).

Essas limitagoes abrem espago para futuros trabalhos, permitindo o aprimoramento dos
modelos utilizados e também a exploracao dos dados do projeto - que se encontram no

repositorio GitHub (14).
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