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RESUMO

O Céncer de Mama (CM) é uma das principais causas de morte entre mulheres,
sendo frequentemente diagnosticado e tratado tardiamente, o que contribui para as altas
taxas de mortalidade. A aplicagdo de métodos de Aprendizado de Maquina (AM) tem
demonstrado grande potencial na predi¢do de desfechos em doencas oncolégicas. Este
estudo teve como objetivo identificar e avaliar os atributos prognosticos para a predigao da
sobrevida de pacientes com CM feminino, por meio de modelos computacionais. A pesquisa
envolveu a construgao e andlise de um Banco de Dados (BD) clinico contendo informagoes
de pacientes da Zona da Mata Mineira. Apds a obtencao dos dados, foram realizadas
etapas de pré-processamento, com uma primeira fase de imputacao simples e uma segunda
fase de inferéncia dos valores ausentes, considerando a analise descritiva, a correlacao entre
os dados e a significincia clinica de cada variavel. As varidveis correlacionadas acima de
70% foram analisadas novamente, levando em conta sua relevancia clinica, e, a partir disso,
foram selecionadas as variaveis mais significativas. Essas varidveis passaram entao por
métodos de selecao de atributos, etapas essenciais para aprimorar a precisao dos modelos
e identificar fatores criticos na predi¢do da sobrevida. Com base nessa base de dados,
foram avaliados diferentes métodos AM, incluindo modelos lineares, como a Regressao
de Cox Proportional-Hazards (CPH), tanto ndo penalizada quanto penalizada (Lasso e
Flastic Net), além de Survival Support Vector Machine (SSVM). Também foram testados
modelos nao lineares, como Random Survival Forest (RSF), Gradient Boosting Survival
(GBS) e Kernel Survival Support Vector Machine (KSSVM). A avaliacao do desempenho,
utilizando métricas especificas para andlise de sobrevida, indicou que o RSF obteve o melhor
desempenho entre os modelos avaliados.O estudo também destacou a importancia do
pré-processamento dos dados e da aplicacado dos métodos de selecao de atributos, que foram
fundamentais para a identificacao de variaveis prognodsticas relevantes para a pratica clinica.
Além disso, foram discutidos os impactos dessa abordagem computacional na tomada de
decisoes clinicas. Os resultados evidenciam o potencial dos modelos computacionais na
predicao da sobrevida de pacientes com CM feminino, e essa pesquisa contribui para o
avanco da oncologia computacional, com a possibilidade de melhorar prognésticos e a

qualidade de vida das pacientes. .

Palavras-chave: Analise de Sobrevida. Aprendizado de Maquina. Neoplasia da Mama.



ABSTRACT

Breast Cancer is one of the leading causes of death among women, often diagnosed
and treated at advanced stages, which contributes to high mortality rates. The applica-
tion of Machine Learning methods has shown great potential in predicting outcomes in
oncological diseases. This study aimed to identify and evaluate prognostic attributes for
predicting the survival of female BC patients through computational models. The research
involved the construction and analysis of a clinical Database containing information from
patients in the Zona da Mata region of Minas Gerais. After data collection, preprocessing
steps were carried out, beginning with a simple imputation phase followed by a second
phase of inferring missing values, considering descriptive analysis, data correlation, and
the clinical significance of each variable. Variables with a correlation above 70% were
reanalyzed, taking into account their clinical relevance, and the most significant variables
were selected. These variables were then subjected to feature selection methods, which
were essential to enhance model accuracy and identify critical factors in survival prediction.
Based on this database, different ML. methods were evaluated, including linear models,
such as Cox Proportional-Hazards Regression, both non-penalized and penalized (Lasso
and Elastic Net), as well as Survival Support Vector Machine. Non-linear models, such as
Random Survival Forest, Gradient Boosting Survival, and Kernel Survival Support Vector
Machine, were also tested. Performance evaluation, using specific survival analysis metrics,
showed that Random Survival Forest outperformed the other models. The study also
highlighted the importance of data preprocessing and the application of feature selection
methods, which were crucial in identifying relevant prognostic variables for clinical practice.
Additionally, the impacts of this computational approach on clinical decision-making were
discussed. The results underscore the potential of computational models in predicting
the survival of female BC patients, and this research contributes to the advancement of

computational oncology, with the potential to improve prognoses and patients’ quality of

life.

Keywords: Survival Analysis. Machine Learning. Breast Neoplasm.
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1 INTRODUCAO

As Doengas Crdnicas Nao Transmissiveis (DCNT) desempenham um papel de
destaque entre as principais causas de mortalidade em todo o mundo (BRAY et al.,
2024). Dentro desse grupo, o cancer, uma das DCNT mais expressivas, se destaca como
a principal causa de 6bito. O céancer é caracterizado pela desregulacao do crescimento
celular, resisténcia a apoptose (morte celular programada) e a capacidade de invadir tecidos
adjacentes, o cancer pode levar a formagao de metastases, que representam sua forma mais
agressiva e a principal causa de morte associada a doenga (BRAY et al., 2018; FERLAY
et al., 2021; WHO, 2022).

Embora o cancer seja uma doenca desafiadora, oferece perspectivas de cura quando
diagnosticado precocemente e tratado de maneira adequada. As neoplasias, que afetam
uma em cada cinco pessoas ao longo da vida, representam um problema significativo para
a saude global. No século XXI, a prevencao do cancer tornou-se uma prioridade crescente,
capaz de reduzir até 40% dos casos por meio de medidas preventivas primdrias e minimizar
a mortalidade por meio de diagnodsticos precoces (IARC, 2023; FERLAY et al., 2021,
WHO, 2022).

Projecoes indicam que o impacto global do cancer podera alcangar 35 milhdes de
casos até 2050, um aumento de 77% em relacao a 2022. Esse crescimento ¢ impulsionado
por mudancas demograficas e pelo aumento dos fatores de risco associados a globalizagao
e ao crescimento econdémico (BRAY et al., 2024; SUNG et al., 2021). Em 2022, a
International Agency for Research on Cancer (IARC) e a Organiza¢do Mundial da Saude
(OMS) estimaram aproximadamente 20 milhdes de novos casos e 10 milhoes de mortes
atribuidas ao cancer. A prevaléncia acumulada de cinco anos foi de 53,5 milhdes de casos,
incluindo céncer de pele ndo melanoma (WHO, 2024; TARC, 2024).

Tanto globalmente quanto no Brasil, o controle do cancer é um processo continuo
que abrange desde a prevencao até os cuidados paliativos, exigindo planejamento e
monitoramento rigorosos (SANTOS et al., 2023; BRASIL, 2022). Para 2023, o Instituto
Nacional de Céncer (INCA) estimou cerca de 704.080 novos casos de céncer, destacando a
magnitude e o impacto da doenca no pais. Os dados de mortalidade, extraidos do Sistema
Nacional de Mortalidade (SIM), apontaram 244.009 6bitos em 2022 relacionados ao cancer
(INCA, 2023; BRASIL, 2022; SANTOS et al., 2023; BRASIL, 2022).

Entre os tipos de neoplasias, o CM feminino é o mais diagnosticado, representando
a forma mais prevalente tanto no Brasil (com uma incidéncia de 30,1%) quanto no cenério
global (com 23,8%) (IARC, 2024; WHO, 2024; INCA, 2023). A pandemia de COVID-19,
entretanto, trouxe incertezas quanto as estimativas de cancer, afetando tanto o diagnostico
quanto os tratamentos devido as restrigoes impostas. Esses efeitos ainda nao foram
plenamente considerados nas projegoes atuais (BRASIL, 2022; IARC, 2023; SANTOS et
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al., 2023: SIEGEL et al., 2023).

Esse cenario pandémico também ressaltou a relevancia da Inteligéncia Artificial (IA)
na area da saude, acelerando seu desenvolvimento e aplicacao. A IA tem demonstrado seu
potencial para otimizar a alocacao de recursos, personalizar tratamentos e guiar politicas
de satide mais eficazes (INCA, 2023; SIEGEL et al., 2023; SUNG et al., 2021; SCHAAR et
al., 2021). A crescente expansao dos dados médicos, impulsionada pela tecnologia e pelos
métodos de Aprendizado de Maquina (AM), tornou a andlise desses dados essencial para
a pesquisa biomédica. Apesar dos desafios em compreender completamente os algoritmos,
esses métodos tém permitido a identificacdo de padroes e relagoes até entao desconhecidos
(DENG et al., 2021; LI et al., 2021; SCHAAR et al., 2021).

A avaliagao da sobrevida em DCNT, como o CM femino, é um fator fundamental
para melhorar a qualidade de vida e aumentar a expectativa de vida apos o diagnéstico.
A pesquisa atual busca nao apenas melhorar as taxas de sobrevivéncia, mas também
reduzir o sofrimento dos pacientes (LI et al., 2021; MIN et al., 2021). Nesse contexto, os
modelos prognésticos desempenham um papel crucial ao correlacionar fatores de risco com a
probabilidade de resposta clinica. A aplicacao de ciéncia de dados e modelos computacionais
possibilita predi¢coes mais acuradas para diagnoéstico, tratamento e prognostico do cancer,
viabilizando um planejamento terapéutico personalizado e contribuindo para melhores
desfechos clinicos e uma maior taxa de sobrevida (CARVALHO et al., 2023; LI et al., 2021;
MIN et al., 2021; MONCADA-TORRES et al., 2021; XIAO et al., 2022).

1.1 MOTIVACAO

O CM ¢ uma das principais causas de mortalidade entre mulheres em todo o mundo,
independentemente de fatores econdémicos e sociais (BRAY et al., 2024; TARC, 2024).
Esse tipo de tumor maligno invasivo afeta predominantemente mulheres e apresenta alta
heterogeneidade em suas caracteristicas biologicas, resposta ao tratamento e prognoéstico.
A complexidade e variabilidade do CM, associadas a necessidade crescente de prognosti-

cos individualizados, representam desafios substanciais para a satde piiblica voltada as
mulheres (BRASIL, 2014; TENG et al., 2019; OKAGBUE et al., 2021).

Para mitigar os riscos associados ao CM, estratégias de triagem e programas de
conscientizacao sao fundamentais. Intervengdes terapéuticas, como cirurgias, radioterapia
e tratamentos sistémicos, desempenham papéis essenciais no combate a doenca, sendo a
detecgao precoce um fator crucial para aumentar as taxas de sobrevida (HAQUE et al.,
2022; OKAGBUE et al., 2021). Além disso, o avango na predi¢ao precisa da sobrevida
dos pacientes tem se tornado um campo promissor, com grande potencial para apoiar
a tomada de decisoes clinicas personalizadas, otimizar o uso de recursos financeiros e
beneficiar pacientes, profissionais de satide e a formulagao de politicas publicas (LI et al.,
2021; MIN et al., 2021; OKAGBUE et al., 2021; TENG et al., 2019).
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A taxa de sobrevida é um importante indicador da eficicia do cuidado terapéutico
em cancer. Estas probabilidades refletem e avaliam os avancos diagnésticos e terapéu-
ticos, assim como a eficiéncia global do sistema de satide (ALLEMANTI et al., 2018;
BUSTAMANTE-TEIXEIRA et al., 2002). Como por exemplo, o estudo CONCORD-3,
que monitora a sobrevida global do cdncer em um periodo de 15 anos (2000-2014), revela
que, para mulheres com CM, a sobrevida de cinco anos é de cerca de 90% em paises
desenvolvidos. Contudo, essa taxa pode ser tao baixa quanto 40% em alguns paises em
desenvolvimento, evidenciando disparidades internacionais consideraveis e a importancia

de melhorar a expectativa de sobrevida e a qualidade do atendimento clinico no CM
(ALLEMANTI et al., 2018).

Na oncologia, uma ampla gama de modelos computacionais vem sendo aplicada,
esses modelos sao derivados de estruturas matematicas, posteriormente discretizados e
implementados para predizer o curso clinico-terapéutico (KOHN-LUQUE et al., 2020;
LATI et al., 2019; LI et al., 2021; NAVE, 2020). Especificamente no contexto do CM,
modelos que utilizam dados clinicos frequentemente registrados na pratica médica tém
o potencial de aprimorar o diagnéstico, tratamento, acompanhamento e predicao de
sobrevida, resultando em uma significativa redugao no sofrimento dos pacientes e em uma
melhoria na expectativa e qualidade de vida (LI et al., 2021; MCKENNA et al., 2018).

Portanto, a integracao entre Ciéncia de Dados e a expertise de profissionais da satude
mostra-se, portanto, essencial para o desenvolvimento de tecnologias, como os métodos de
AM, que aprimoram a precisao das predi¢oes de sobrevida, como de diagnésticos precoces
e da eficicia da resposta terapéutica (LI et al., 2021; OKAGBUE et al., 2021). Para sua
efetividade e aplicabilidade na pratica clinica, necessita-se de repositérios de dados clinicos
robustos para validacao e aprimoramento continuo destes modelos. Embora significativos
avancos tenham sido alcancados, ainda ha espaco para a inclusao e o refinamento de
modelos adicionais que potencializem o uso da A na melhoria do diagndstico por imagem,
do planejamento de tratamento e do prognéstico em saide (LI et al., 2021; MIN et al.,
2021; SEDIGHI-MAMAN; MONDELLO, 2021).

Além dos beneficios diretos a saude publica, abordar a carga do cancer em mulheres
também reconhece e enfatiza o papel fundamental delas como participantes ativas na
sociedade, tanto no ambito social quanto econdmico. Além disso, valoriza sua significativa

contribuicao como cuidadoras familiares e aborda a complexa questao da desigualdade de
género (TORRE et al., 2017).

1.2 JUSTIFICATIVA

O CM feminino foi o tipo mais incidente globalmente em 2020, com 2,26 milhdes de
casos registrados, superando o cdncer de pulmao, que teve 2,21 milhdes de casos (FERLAY
et al., 2021; SIEGEL et al., 2023; WHO, 2022). No entanto, em 2022, apesar de um
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aumento no nimero de novos casos, que ultrapassou 2,31 milhoes, o CM passou a ser o
segundo cancer mais comum, atras do cancer de pulmao, que registrou 2,48 milhées de novos
casos (IARC, 2024; WHO, 2024). Vale destacar que esta doenga afeta predominantemente
mulheres e é a principal causa de mortalidade relacionada ao cancer no sexo feminino.
Segundo as estimativas da OMS e andlises da IARC em 2022, aproximadamente 2,30
milhdes de novos casos e 665.684 mortes globais foram atribuidas ao CM entre mulheres
(IARC, 2024; BRAY et al., 2024; WHO, 2024). No Brasil, os nimeros refletem essa
tendéncia global, com o INCA estimando cerca de 73.610 novos casos em 2023 e o SIM

registrando 19.363 ébitos relacionados em 2022 (INCA, 2023; BRASIL, 2021b).

Dado o impacto global e local do CM, sua andlise torna-se uma questao critica de
saude publica, sendo essencial a investigacao detalhada de dados clinicos para melhorar as
perspectivas de sobrevida das pacientes (LI et al., 2021). Para superar as limitagoes dos
modelos estatisticos tradicionais, como o modelo estatistico tradicional, Cox Proportional-
Hazards (CPH), o uso de técnicas de AM tem mostrado grande eficicia, proporcionando
maior flexibilidade e desempenho superior na analise de sobrevida, principalmente devido
as questoes de dimensionalidade e nao linearidades dos dados (MONCADA-TORRES et
al., 2021; LIU et al., 2020; FANIZZI et al., 2023). As técnicas de IA complementam esses
métodos tradicionais, visando aprimorar o entendimento do curso clinico e terapéutico
do CM. Contudo, ainda ha uma limitagdo importante: como a presenca de lacunas nos
dados. A imputacao multipla tem se mostrado uma estratégia eficaz para lidar com dados

ausentes, otimizando o uso dos métodos de AM na predi¢ao da sobrevida de pacientes
com CM (LIU et al., 2020; MAABREH et al., 2021; AFSHAR et al., 2021).

No campo da oncologia, um dos principais desafios ao trabalhar com grandes
volumes de dados clinicos é a ocorréncia de dados ausentes, o que dificulta tanto a anélise
descritiva quanto a modelagem preditiva. O pré-processamento dos dados, essencial para
o tratamento de dados faltantes, torna-se especialmente desafiador devido as imprecisoes,
inconsisténcias e valores ausentes, que afetam negativamente o desempenho dos modelos
preditivos e comprometem a precisao dos estudos (CURIOSO et al., 2023; KALAFT et al.,
2019; LIU et al., 2020). Além das melhorias no pré-processamento, a sele¢cao adequada
de variaveis é crucial para a construcao de modelos preditivos mais eficazes, utilizando
apenas as variaveis mais relevantes. Isso nao apenas aprimora a precisao das predigoes,
mas também reduz a complexidade e melhora a interpretabilidade dos modelos, que podem
se tornar dificeis de entender quando envolvem um grande ntimero de variaveis, muitas
vezes irrelevantes para os resultados desejados (LIU et al., 2020; KALAFT et al., 2019;
XIAO et al., 2022).

O controle do CM feminino exige uma abordagem integrada que inclua prevencao,
triagem, diagnodstico e tratamento precoce. A adaptacao dessas intervengoes as necessidades
locais é decisiva para reduzir o impacto do cancer e melhorar a saide das mulheres em

todo o mundo. Além disso, a pesquisa atual se concentra na predisdo da sobrevida para o
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CM, o que é fundamental para orientar decisoes clinicas e estratégias terapéuticas mais
eficazes (TORRE et al., 2017; LI et al., 2021).

1.3 OBJETIVOS

1.3.1 OBJETIVO GERAL

O objetivo principal deste estudo é identificar e avaliar os atributos prognosticos
via modelos computacionais para a predi¢gao da sobrevida em pacientes com Céncer de

Mama, aplicando Métodos de Aprendizagem de Maquina a dados clinicos.

1.3.2 OBJETIVOS ESPECIFICOS

1. Realizar uma Revisao Sistematica (RS) para identificar métodos de AM para predicao

da sobrevida para o CM validados com dados clinicos.
2. Promover o pré-processamento e analise dos dados do Banco de Dados (BD) clinicos.
3. Implementar, simular e validar os modelos selecionados, avaliando o desempenho.
4. Aplicar selecao de atributos visando aprimorar os resultados encontrados.

5. Comparar os resultados alcancados com os da literatura.
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2 REFERENCIAL TEORICO

A oncogénese, processo pelo qual células normais transformam-se progressivamente
em células tumorais, é um fendmeno complexo resultante de alteracoes genéticas e epige-
néticas, conforme ilustrado na Figura 1. Esse processo envolve tanto fatores hereditarios,
como histérico familiar, quanto fatores ambientais, biolégicos (infecgoes virais e bacteri-
anas), fisicos (exposigao a radiagdo e traumas) e quimicos (exposi¢ao a carcinégenos e
poluicao (CARVALHO, 2016; WEINBERG; WEINBERG, 2006). Os tumores, formados
a partir desse processo, sao classificados em benignos e malignos: os benignos possuem
crescimento lento e bem diferenciado, enquanto os malignos exibem crescimento rapido,
capacidade invasiva e potencial de metastase. O termo "cancer'refere-se geralmente aos
tumores malignos, os quais podem ser classificados conforme sua origem embrionéria:

carcinomas (de origem epitelial), sarcomas (de tecidos conjuntivos) e blastomas (de células
imaturas) (HAQUE et al., 2022; WEINBERG; WEINBERG, 2006; WHO, 2022).

Figura 1 - Fluxograma do processo de Oncogénese.

Oncogénese
Descontrole da divisao

Descontrole da apoptose
Células Normais Células Tumorais Cancer

Invasao de tecidos

Genéticos - Bioldgicos - Fisicos - QuUimicos Carcinomas, Sarcomas, Blastomas

Fonte: Adaptado de Carvalho (2016).

Na oncologia, a implementacao de protocolos rigorosos é essencial para orientar
as etapas de prevencao, deteccao, tratamento ativo e cuidados paliativos. Entre os tipos
de cancer, o CM é o mais comumente diagnosticado em mulheres em todo o mundo e
apresenta uma crescente incidéncia, atribuida a fatores genéticos e mudancas nos estilos
de vida modernos (BRASIL, 2014; BRAY et al., 2024). A deteccao precoce é fundamental:
diagnosticos em estagios iniciais aumentam significativamente as chances de cura, enquanto
diagndsticos em estégios avangados comprometem as taxas de sobrevida. O curso clinico
do CM feminino ¢ influenciado por fatores como idade, histérico familiar, caracteristicas
genéticas e fatores reprodutivos, conforme serd descrito na Subsegao 2.1.2 (BRASIL, 2014;
CINTRA, 2012; LI et al., 2021).

O CM masculino, embora raro, é frequentemente diagnosticado em estagios avanga-
dos, o que reduz as chances de um prognoéstico positivo. Os fatores de risco para o CM em

homens incluem idade avangada, mutagoes genéticas, condigoes testiculares, obesidade e
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exposi¢ao a radiagdo. Clinicamente, manifesta-se como nédulos indolores e, em casos mais
avancados, com ulceragoes e retragoes cutaneas. A mamografia é particularmente eficaz
para detectar lesoes subareolares em homens e representa o principal método diagnostico.
Apesar da similaridade entre os tratamentos para CM masculino e feminino, a deteccao
tardia em homens contribui para menores taxas de sobrevida, destacando a necessidade

de ampliar a conscientizagdo sobre a doenga no publico masculino (GOMES et al., 2022).

Considerando que o CM ¢ a forma mais comum de neoplasia entre mulheres em
nivel global (BRAY et al., 2024), observa-se um significativo avango tecnologico na coleta
e analise de dados clinicos dessa patologia. Essa evolugao possibilita o desenvolvimento
de modelos computacionais para a predicao da sobrevida, utilizando métodos de AM
para tarefas de classificagao, predicao e estimacgao. Tais abordagens tém demonstrado
grande potencial para auxiliar o planejamento da pratica clinica em pacientes com CM,
oferecendo perspectivas promissoras na melhoria do atendimento (LI et al., 2021; DENG
et al., 2021). Dada a relevincia do CM feminino, este trabalho se concentra em investigar
as caracteristicas biologicas, clinicas e terapéuticas dessa patologia, com a realizacao de

estudos aprofundados sobre o tema.

A anadlise da sobrevida, como nos casos de CM, é fundamental para compreender os
fatores criticos associados a progressao da doenga, além de contribuir para uma conducao
clinica mais eficaz e a melhoria da qualidade de vida dos pacientes (ALLEMANT et al.,
2018; BUSTAMANTE-TEIXEIRA et al., 2002; LI et al., 2021). Nos tltimos anos, os
métodos de AM tém ganhado destaque na predicao de desfechos em CM, superando
abordagens estatisticas como o modelo de Regressao de Cox. Esses métodos se diferenciam
por sua capacidade de processar grandes volumes de dados com alta dimensionalidade,
lidar com informacoes censuradas e modelar relagoes nao-lineares, eliminando suposi¢oes
restritivas. Além disso, sdo capazes de identificar padroes ocultos que podem aprimorar
significativamente os prognésticos (LIU et al., 2020; COX, 1972; MONCADA-TORRES et
al., 2021). Essas abordagens sao particularmente valiosas na identificacao de fatores de
risco especificos e na definicdo de estratégias terapéuticas mais precisas. O fortalecimento
da confiabilidade desses métodos é crucial para a pratica clinica oncologica, promovendo
decisoes mais informadas e tratamentos mais eficazes para pacientes com CM (LI et al.,
2021). Estudos recentes tém corroborado esses avangos, evidenciando o potencial do AM
na melhoria dos desfechos clinicos (CARVALHO et al., 2023; FANIZZI et al., 2023; LIU et
al., 2020; MONCADA-TORRES et al., 2021; PINHEIRO et al., 2022; TIZI; BERRADO,
2023; XIAO et al., 2022).

Nesse contexto, a avaliagao da sobrevida desempenha um papel vital na orientagao
de decisoes clinicas e terapéuticas, contribuindo para a promocao da saiide das mulheres
(CARVALHO et al., 2019; LI et al., 2021). Paralelamente, o desenvolvimento de métodos
de predicao prognostica ¢ igualmente importante, pois atua na reducao da mortalidade e na

melhoria da qualidade de vida das pacientes, ao considerar uma ampla gama de fatores de
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risco, incluindo o estadiamento da doenca, bem como caracteristicas moleculares, clinicas,
terapéuticas, reprodutivas, hormonais e comportamentais (RUBINGER et al., 2022;
SIEGEL et al., 2023). A aplicagdo de modelos computacionais possibilita andlises mais
detalhadas e precisas, fornecendo insights que podem ser decisivos para o desenvolvimento

de estratégias de tratamento mais eficazes e personalizadas (LI et al., 2021).

2.1 DESAFIOS E INOVACOES NA ONCOLOGIA

O controle do cancer é atualmente compreendido como um continuo de agoes
que comeca pela gestao de fatores de risco e segue com a detecgao precoce da doenca,
estendendo-se aos cuidados paliativos. Estes cuidados abrangem todas as etapas da
jornada do paciente, desde o diagndstico e tratamento até o acompanhamento durante a
sobrevivéncia e, quando necessario, cuidados de fim de vida para aqueles que nao obtém
cura ou controle da doenca. Para assegurar a integralidade do cuidado em todas essas fases,
torna-se essencial o planejamento meticuloso, uma organizacao eficiente dos servigos de
saude e a constante monitorizacao das acoes de controle e promocao da saude, viabilizada
por indicadores especificos. Embora existam desafios persistentes nessas estratégias de
controle, as estimativas atualizadas e os dados epidemioldgicos sao fundamentais para

promover a avaliagdo e o aperfeicoamento continuos dessas iniciativas (INCA, 2023).

Apesar dos avancos, a luta contra o cancer ainda enfrenta barreiras substanciais,
especialmente em paises de baixa e média renda, onde o acesso a diagndsticos e tratamentos
adequados é frequentemente limitado. Nesse cenario, estratégias de satude publica e
iniciativas de conscientizacao desempenham papéis cruciais no enfrentamento dessa doenga
devastadora em escala global, destacando a importancia de politicas de satide adaptadas
as necessidades locais e globais (OPAS, 2020).

2.1.1 A IMPORTANCIA DA VIGILANCIA ONCOLOGICA E DADOS EPIDEMIOLO-
GICOS

O cancer é um dos maiores desafios para a saude ptblica em escala global, sendo
uma das principais causas de mortalidade e uma barreira significativa para o aumento
da expectativa de vida em todo o mundo (BRAY et al., 2018; BRAY et al., 2024). O
impacto crescente da incidéncia e mortalidade por cancer é particularmente evidente
em paises emergentes, que estao passando por uma transicao epidemiolégica similar aos
paises desenvolvidos. Este aumento é impulsionado por uma série de fatores de risco
associados ao desenvolvimento socioeconémico dessas nacoes, destacando a urgéncia de
investimentos adequados em recursos para tratamento, controle e preven¢ao primaria da
doenca. Além disso, o aumento continuo das taxas de mortalidade relacionadas ao cancer,
quando comparado a outras condigoes, como acidente vascular cerebral e doenca cardiaca

corondaria, o cancer continua a apresentar taxas crescentes de mortalidade, refletindo
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diretamente as mudancas demograficas, envelhecimento populacional e transformacgoes nos
fatores de risco associados ao desenvolvimento socioeconoémico globais (BRAY et al., 2018;

SUNG et al., 2021; SIEGEL et al., 2023).

2.1.1.1 Vigilancia Oncolégica

A Vigilancia Oncolégica desempenha um papel fundamental no desenvolvimento
de estratégias de controle do cancer, baseando-se em dados provenientes dos Registros de
Cancer de Base Populacional (RCBP), que sao coletados individualmente por cada pais.
A colaboracao internacional também é crucial nesse contexto, como exemplificado pelo
projeto Cancer Cancer Incidence in Five Continents (CI5), que, a cada cinco anos, oferece
estatisticas comparaveis de alta qualidade sobre a incidéncia de cancer em todo o mundo
(FERLAY et al., 2019; TARC, 2023; TARC, 2021). Outra iniciativa significativa é o Global
Initiative for Cancer Registry Development (GICR), que visa enfrentar as desigualdades
socioecondmicas e auxiliar na preven¢ao do cancer, bem como na melhoria dos resultados
em paises com menos recursos. A parceria entre o GICR e a TARC fortalece a capacidade
de coleta, andalise e disseminacao de dados sobre o cancer, contribuindo diretamente para
a missao de controle global da doenga (IARC, 2024; SUNG et al., 2021; FERLAY et al.,
2018; FERLAY et al., 2021).

Uma ferramenta essencial para a avaliagdo global do cancer é o GLOBOCAN, que
fornece informacoes fundamentais para o planejamento de politicas de satde e prevencao
eficazes em nivel mundial. As atualizagoes periddicas deste Banco de Dados (BD) sao
cruciais para garantir estimativas precisas sobre a incidéncia e mortalidade do cancer em
escala global (FERLAY et al., 2019; TARC, 2024). O GLOBOCAN abrange 36 tipos
de céancer, conforme a Classificacao Estatistica Internacional de Doencas e Problemas
Relacionados & Satide 10 Revisao (CID-10), fornecendo dados para 185 paises ou territorios,
segmentados por sexo e 18 faixas etarias. Esses dados destacam a necessidade de adaptar
os esforcos de controle do cancer a niveis regionais e nacionais, levando em consideracao
os padroes especificos de cada regiao (IARC, 2024; FERLAY et al., 2021; SAUDE, 1994;
SUNG et al., 2021).

As estimativas do GLOBOCAN, compiladas pela IARC, estao disponiveis por meio
do Global Cancer Observatory (GCO), que oferece dados confidveis sobre a incidéncia
e mortalidade do cancer. Esses dados sao coletados a partir dos RCBP e do BD do
CI5, enquanto os dados de 6bito sao registrados em um BD de mortalidade por cancer
compilado pela OMS (IARC, 2024; TARC, 2021; WHO, 2022). O GCO fornece uma
visio abrangente da carga global do cancer, segmentada por idade, sexo e Indice de
Desenvolvimento Humano (IDH), permitindo comparagoes entre diferentes populagoes e
refletindo os niveis socioeconémicos das regioes analisadas (FERLAY et al., 2021; SUNG
et al., 2021; IARC, 2021).
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No Brasil, as informagoes sobre cancer também sao obtidas por meio dos RCBP,
apoiados pelos Registros Hospitalares de Cancer (RHC) e o SIM. Esses dados sdo essenciais
para o desenvolvimento de agoes de prevencao e controle do cancer no pais. O INCA e o
Departamento de Informética do Sistema Unico de Satde (DATASUS) desempenham papel
fundamental na coleta e disponibilizacao dessas informagoes (INCA, 2023; BRASIL, 2021a).
O INCA consolida os dados dos RCBP e dos RHC, sendo que os RCBP visam informar
sobre a incidéncia de cancer, sua distribuicao geografica e tendéncias temporais. Ja os
dados dos RHC fornecem informacoes clinicas detalhadas, como sexo, idade, topografia,
morfologia, extensao e meio de diagnoéstico, sendo essenciais para o acompanhamento
da qualidade do tratamento de cancer nos hospitais (INCA, 2023; INCA, 2022a; INCA,
2022b).

O DATASUS, por meio do TABNET, disponibiliza informacoes que orientam o
planejamento baseado em evidéncias para programas de satde, incluindo registros de
mortalidade, morbidade, nascidos vivos e dados epidemiolégicos. Esses dados categoriza-
dos sdo fundamentais para entender os determinantes de saide da populagao e a eficicia
das intervencoes de satude publica. No contexto do cancer, como ilustrado na Figura
2, 0 TABNET oferece informagoes gerais sobre morbidade pelo Sistema de Informagao
Hospilar do SUS (SIH/SUS)e Sistema de Informac¢ao Ambulatorial (STA-SUS), e especi-
ficamente do cAncer pelo Sistema de Informacdo do Cancer de Colo de Utero e Mama
(SISCOLO/SISMAMA), Sistema de Informagao do Cancer (SISCAN), tempo até o inicio
do tratamento oncolégico — PAINEL ONCOLOGICO, entre outros. Contudo, esses dados
nao contém informagoes detalhadas sobre o curso clinico e terapéutico e a sobrevivéncia
dos pacientes (INCA, 2022a; INCA, 2022b; BRASIL, 2022; BRASIL, 2021a).

Figura 2 — Informacoes de Cancer disponibilizadas no TABNET.

DATASUS SIH/SUS SISCOLO PAINEL

SISCAN

TABNET SIA/SUS SISMAMA ONCOLOGIA

Fonte: Adaptado do TABNET, Brasil (2021).

As informagcdes nacionais sobre cancer sao essenciais para o estabelecimento de
agoes estratégicas de Vigilancia Oncoldgica, que é uma pega-chave na para a promogao da
satde e controle do cancer. Esses dados, abrangendo uma variedade de tipos de cancer
e variagoes temporais, desempenham um papel fundamental na formulacao de politicas
publicas e na alocacao eficaz de recursos para o combate a doenca. Os RCBP, RHC e o

SIM fornecem dados abrangentes que sao essenciais para enfrentar o desafio do cancer
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no Brasil, além de oferecerem insights para gestores de satde e orientagoes para futuras
pesquisas (BRASIL, 2022; INCA, 2023; SANTOS et al., 2023).

2.1.1.2 Estimativas Epidemiolégicas

Embora os registros de cancer, tanto em nivel global quanto nacional, apresentem
algumas limitagoes, eles fornecem informagoes essenciais sobre a incidéncia, prevaléncia
e mortalidade da doenca. No caso da mortalidade, as informacoes sobre as causas de
obito oferecem uma visao detalhada da distribuicao dos principais tipos de cancer, além
de enriquecerem a coleta continua de dados a partir dos RCBP e registros de mortalidade.
Esses dados sao essenciais para compreender a magnitude e o impacto do cancer no Brasil
e no mundo. No contexto brasileiro, o aumento da incidéncia e mortalidade por cancer,
fendmeno observado globalmente, é particularmente influenciado pelo envelhecimento da
populacao e pelo crescimento populacional. Esses fatores, combinados com mudancas
comportamentais e ambientais, como a mobilidade, estilo de vida, dieta e exposicao a
poluentes, tém impacto direto na dindmica do cancer no pais (SANTOS et al., 2023;

BRASIL, 2022; SIEGEL et al., 2023; WHO, 2022).

A Incidéncia do Cancer, medida pelo nimero de novos casos diagnosticados
em uma regiao durante um determinado periodo de tempo, pode ser expressa em valores
absolutos ou em taxas por 100.000 pessoas por ano. Esses dados sao essenciais para a
comparagao de riscos entre paises e regioes (BRAY et al., 2018; IARC, 2024). Provenientes
dos RCBP nacionais ou subnacionais, as taxas de incidéncia desempenham um papel
crucial no controle da doenca, mesmo em contextos com recursos limitados. Isso ocorre
porque as taxas de incidéncia estao diretamente relacionadas a capacidade de diagnosticar
novos casos, 0 que, por sua vez, depende do acesso aos servicos de diagnéstico. Estratégias
eficazes de deteccao precoce aumentam a capacidade de diagnodstico e aprimoram a atengao
primaria aos servigos oncoldgicos. Portanto, as taxas de incidéncia oferecem uma estimativa
do risco médio de desenvolvimento da doenca, servindo como base para o planejamento de
estratégias locais e o desenvolvimento de estimativas em niveis nacional e global (BRAY
et al., 2018; FERLAY et al., 2019; IARC, 2024; BRASIL, 2022).

O CM feminino liderou como o tipo mais comum de neoplasia diagnosticada
globalmente em 2020, em ambos os sexos, com cerca de 2,3 milhoes de novos casos,
representando 11,7% de todos os casos de cancer, superando o cncer de pulmao em
termos de incidéncia, que teve 2,21 milhoes de novos casos e representou 11,4% de todos
os casos. No entanto, em 2022, o cancer de pulmao se tornou o segundo tipo mais comum
diagnosticado, e entre os cinco tipos de cancer mais frequentes nesse ano estao o cancer de
pulméo (2,48 milhoes - 12,4%), CM (2,30 milhdes - 11,6%), c6lon e reto (1,93 milhao -
9,6%), prostata (1,47 milhao - 7,3%) e estébmago (0,97 milhao - 4,8%), excluindo o cancer

de pele (ndo melanoma) (1,24 milhao - 6,2%). Especificamente entre as mulheres, o CM
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representa 1 em cada 4 casos de cancer, sendo o tipo mais incidente na grande maioria
dos paises do GLOBOCAN (IARC, 2024; WHO, 2024; SUNG et al., 2021; SIEGEL et al.,
2023; BRAY et al., 2024).

No Brasil, os dados de incidéncia sao obtidos por meio dos 30 RCBP ativos em
todo o territério nacional. Para 2023, as estimativas indicam 220 mil novos casos de cancer,
representando 31,3% do total de neoplasias. Dentre esses, destacam-se o CM (73.610 casos
- 10,5%), seguido pelo cancer de préstata (71.730 - 10,2%), cdlon e reto (45.630 - 6,5%),
pulméo (32.560 - 4,6%) e estomago (21.480 - 3,1%). No que diz respeito a distribuic¢ao
por sexo, 50,5% dos casos de cancer no Brasil ocorrem em mulheres, sendo o CM o mais
diagnosticado em todo o pais, correspondendo a 41,9% de todos os casos, excluindo o
cancer de pele nao melanoma. Na regiao Sudeste, essa taxa de incidéncia é ainda mais
expressiva, alcancando 52,8% dos casos registrados (INCA, 2023; BRASIL, 2022; SANTOS
et al., 2023).

As taxas de incidéncia do CM estao em ascensao, influenciadas por mudancas
no estilo de vida, fatores socioculturais e o processo de urbanizagao, impulsionado pelo
crescimento econémico e pela maior participagdo das mulheres no mercado de trabalho.
Além disso, fatores como a reducao na taxa de fertilidade e o aumento da obesidade
também contribuem para esse cenario. A implementacao de programas de prevencao
priméria para o CM é de suma importancia. Programas focados na reducao do excesso
de peso, no consumo controlado de alcool, na promogao de atividade fisica regular e na
incentivagao da amamentagao podem ter um impacto significativo na reducao da incidéncia
dessa doenga em todo o mundo (BRAY et al., 2024; SUNG et al., 2021; SIEGEL et al.,
2023; TORRE et al., 2017).

A Prevaléncia de Cancer refere-se ao nimero de individuos diagnosticados com
a doenca, que permanecem vivos com o cancer por um periodo especifico, sem a cura.
Essa métrica é particularmente util para avaliar a carga do cancer em uma populacao. No
cenario global, a prevaléncia de cinco anos para o CM, em 2022, foi de 8,18 milhoes de
casos (15,3%), seguida pelo cancer de célon e reto (5,77 milhoes - 10,8%), prostata (5,03
milhoes - 9,4%), pulmao (3,22 milhdes - 6,0%) e tireoide (2,91 milhodes - 5,4%) (IARC,
2024).

A Mortalidade por Cancer refere-se ao niimero de 6bitos causados pela doenca
em uma regiao durante um determinado periodo. As taxas de mortalidade sdo frequente-
mente expressas como o nimero de mortes por 100.000 pessoas por ano (BRAY et al., 2018;
TARC, 2023). A qualidade e abrangéncia desses registros podem variar entre os paises,
impactando a precisao das informacoes sobre as causas de 6bito. Aproximadamente 1 em
cada b paises possui registros de 6bitos confiaveis. As taxas de mortalidade sao usadas
para estimar o risco da doenga em diferentes grupos, mas podem ser menos precisas para

canceres com prognosticos favoraveis, especialmente quando ha melhorias na detecgao
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precoce e no tratamento eficaz, além das disparidades no acesso ao tratamento em paises
com menos recursos (BRAY et al., 2018; FERLAY et al., 2019; WHO, 2022).

Em 2022, as principais causas de mortalidade por cancer em ambos os sexos foram:
cancer de pulmao (1.817.469 ébitos), seguido pelo céncer de colon e reto (904.019 ébitos),
figado (758.725 6bitos), CM (666.103 ébitos) e estémago (660.175 ébitos) (IARC, 2024;
WHO, 2024; SUNG et al., 2021; BRAY et al., 2024). No Brasil, os dados de mortalidade
sao extraidos dos registros do SIM e do Atlas de Mortalidade do INCA. Em 2022, as
principais causas de morte por cincer no pais foram: pulméao (29.576 ébitos), célon e reto
(21.255 6bitos), CM (19.363 ébitos), prostata (16.429 6bitos) e estomago (14.340 6bitos)
(BRASIL, 2022; INCA, 2022). Dessa forma, o cancer se configura como um dos maiores
problemas sociais, de satude publica e economicos do século XXI, responsavel por quase
16,8% das mortes globais e 22,8% das mortes por DCNT (BRAY et al., 2024).

Figura 3 — Estimativas de 2022 do GLOBOCAN - Céancer Mundial.
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Fonte: Adaptado IARC (2024).

As Figuras 3 e 4 mostram as estimativas globais e nacionais, respectivamente,
da incidéncia e das causas mais frequentes de mortalidade por cancer (BRASIL, 2022;
BRASIL, 2022; TARC, 2024). Embora o CM ocupe a quarta posi¢do como causa de morte
por cancer globalmente e a terceira no Brasil, quando considerados ambos os sexos, sua
taxa de mortalidade pode ser impactada pelas futuras evolugdes nas taxas de incidéncia e
prevaléncia. Entre as mulheres, o CM ¢é responsavel por 1 em cada 4 casos de cancer e 1
em cada 6 mortes por cancer, sendo o tipo mais incidente na grande maioria dos paises
(SUNG et al., 2021; SIEGEL et al., 2023; BRAY et al., 2024).

Esses dados destacam a gravidade do CM no contexto da saude publica global,
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Figura 4 - Estimativas de 2023/2022 do INCA e SIM- Cancer Nacional.
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Fonte: Adaptado INCA (2024).

especialmente entre as mulheres, devido as elevadas taxas de incidéncia, prevaléncia e
mortalidade associadas a essa doenga, com variacoes significativas entre as pacientes
(CARVALHO et al., 2023; CINTRA et al., 2012). A complexidade do CM reforca a
necessidade de agoes continuas de prevencao, detecgdo precoce e tratamento eficaz, com o
objetivo de reduzir seu impacto na satde das mulheres (SANTOS et al., 2023; BRASIL,
2022; SIEGEL et al., 2023; WHO, 2022).

Um exemplo importante dessas acoes sao os programas de rastreamento do CM,
cujo principal objetivo é reduzir a mortalidade por meio da deteccao precoce e subsequente
tratamento. A OMS recomenda triagens bienais para mulheres entre 50 e 69 anos, em areas
com infraestrutura adequada, enquanto a American Cancer Society sugere triagens
anuais a partir dos 45 anos. No Brasil, as diretrizes sugerem o inicio do rastreamento
aos 40 anos, conforme orientagao da Sociedade Brasileira de Oncologia, e aos 50 anos, de
acordo com o Ministério da Saide (MS) (BRASIL, 2014; SUNG et al., 2021).

O enfrentamento do cancer exige esforcos colaborativos amplos, envolvendo governos,
organizagoes e individuos, a fim de minimizar seu impacto global. No entanto, é essencial
lembrar que as estimativas pontuais nao substituem a coleta continua de dados por meio
dos RCBP, que desempenham um papel fundamental na avaliacdo e no monitoramento
da doenca em nivel local. Dessa forma, a colaboracao internacional é fundamental para
superar os desafios operacionais e garantir a qualidade e comparabilidade dos dados em
escala global (FERLAY et al., 2021; SUNG et al., 2021).
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As estimativas de cancer no Brasil, publicadas pelo INCA e baseadas na metodologia
da TARC/OMS, possibilitam andlises abrangentes sobre fatores de risco e disparidades
temporais e regionais. Essas informagoes sao valiosas para gestores de saude, profissionais
da area, pesquisadores e a sociedade, destacando a importancia de decisoes e a¢oes passadas
e incentivando melhorias nas estratégias de controle do cancer. Importante ressaltar que os
dados apresentados nao abordam completamente os impactos da pandemia de COVID-19,
que provavelmente causou atrasos no diagnoéstico e na notificacdo de novos casos de cancer
(BRASIL, 2022; TARC, 2023; WHO, 2022).

2.1.2 CANCER DE MAMA: ABORDAGEM DO CURSO CLINICO-TERAPEUTICO
E IMPACTO NA SOBREVIDA

O CM feminino é um dos maiores desafios em satide publica, sendo o tipo de cancer
mais diagnosticado entre as mulheres globalmente e com uma histéria que remonta a
1600 a.C., no Egito. Este cancer tem sido estudado amplamente devido as suas graves
implicacoes para a saude feminina, o CM continua a impulsionar inovacoes nas estratégias
de manejo clinico e terapéutico (HAQUE et al., 2022; TORRE et al., 2017).

No contexto da saide da mulher, o aumento nas taxas de incidéncia, prevaléncia e
mortalidade por CM é preocupante, sendo influenciado por fatores de risco como historia
reprodutiva, historico familiar, alta densidade mamaéria e idade (com maior incidéncia
apds os 50 anos no Brasil). As altas taxas de mortalidade sdo agravadas pelo diagndstico
tardio e pelo limitado acesso a tratamentos de adequados (ARNOLD et al., 2022; BRASIL,
2014).

A Iniciativa Global para o Controle do CM visa promover a saude, a deteccao
precoce e o tratamento abrangente como pilares centrais na reducao da mortalidade. A
deteccao tardia e a metastase, associadas a fatores de risco, elevam significativamente
a taxa de mortalidade e afetam negativamente a qualidade de vida e a sobrevida das
pacientes (BRAY et al., 2024; CINTRA, 2012; HAQUE et al., 2022; TORRE et al., 2017).

Em termos globais, o CM feminino é o tipo de cancer mais comum, com exce¢ao dos
canceres de pele ndo melanoma, como apontam as estimativas do IARC e do INCA (TARC,
2024; INCA, 2023). Esta neoplasia é amplamente diagnosticada e uma das principais
causas de mortalidade por cancer entre as mulheres, com a probabilidade de sobrevida
intrinsecamente relacionada a detec¢ao precoce e a implementacao de terapias eficazes
(IARC, 2023; NICOLO et al., 2020; OKAGBUE et al., 2021).

Embora o CM feminino seja uma das neoplasias mais prevalentes, o prognéstico é
favoravel quando detectado precocemente, o que reforga a importancia das estratégias de
prevencao e diagnéstico precoce. Dentre as medidas de prevengao, como controle de peso,
reducao do consumo de alcool e estimulo a pratica de atividade fisica, contribuem para a

diminui¢do da incidéncia de CM, conforme mostrado na Figura 5 os fatores de risco desta
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doenga (BRAY et al., 2024; LIU et al., 2020; TORRE et al., 2017).

Figura 5 — Diagrama dos fatores de risco do CM femino.
Gestagao
Anti . 1 Reposigao
nticoncepciona Hormonal
Menarca .
Precoce Fatores de Risco M?]?loz?usa
ardia

Fonte: Adaptado BRAY et al. (2024).

O CM feminino ¢ um tumor maligno invasivo, conhecido por sua notavel hete-
rogeneidade, tanto na composicao celular quanto nas caracteristicas moleculares, nas
respostas terapéuticas e nos desfechos clinicos. Tal como ocorre com outros tipos de céncer,
o CM apresenta uma desregulacao na proliferacao celular e na apoptose, manifestando
uma grande diversidade celular. Essa diversidade se assemelha a composi¢ao das células
das glandulas mamarias saudaveis, incluindo células mioepiteliais, epiteliais do ducto e
epiteliais alveolares (CARVALHO, 2016; SOUZA, 2018).

2.1.2.1 Classificacao e Estadiamento do Cancer de Mama

A heterogeneidade do CM feminino ¢ uma das caracteristicas mais marcantes dessa
doenca e representa um grande desafio para sua abordagem clinica. Essa variabilidade se
reflete nas caracteristicas morfologicas, histopatologicas, fenotipicas e genéticas das células
neoplésicas da mama. A diversidade celular encontrada no CM contribui para as variagoes
nas respostas terapéuticas e nos desfechos clinicos, tornando esta neoplasia uma doenca

complexa, com prognostico individualizado e um importante problema de satde publica
(CINTRA, 2012; TENG et al., 2019).

O diagnéstico histopatologico do CM ¢ fundamental para sua classificagao e é
realizado por meio de exames citoloégicos. O CM é classicamente subdividido em dois
tipos principais: o carcinoma ductal e o carcinoma lobular, que podem ser in situ ou
infiltrantes. O adenocarcinoma do tipo carcinoma ductal infiltrante (CDI) é o mais comumn,
representando cerca de 90% dos casos, seguido pelo carcinoma lobular infiltrante (CLI),
que corresponde de 5 a 10% dos casos (BRASIL, 2014; CINTRA, 2012; INCA, 2023).
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Para estabelecer um tratamento oncolégico personalizado, sao utilizados biomarca-
dores como marcadores citologicos, histopatologicos, perfil molecular e imuno-histoquimicos,
os quais atribuem a cada paciente um subtipo da doenca, orientando assim a escolha do
tratamento mais adequado (LAI et al., 2019; K6GHN-LUQUE et al., 2020).

O CM é categorizado em subtipos intrinsecos (Luminal A, Luminal B, Basal e
superexpressao HER2) com base em marcadores moleculares imuno-histoquimicos como
Receptores de Estrogénio (RE), Receptores de Progesterona (RP), o receptor do fator
de crescimento epidérmico humano 2 (HER2) e Ki-67 (CIRQUEIRA et al., 2011). Esta
classificacao é fundamental para direcionar terapias especificas e prever o prognostico,
como descrito no Quadro 1. Tumores luminais, que expressam RE/RP e nao expressam
HER2, frequentemente tém prognostico mais favoravel, enquanto tumores triplo negativos
(sem expressao de RE/RP/HER2) e tumores com superexpressao de HER2 tém prognéstico
menos otimista (CINTRA, 2012; CIRQUEIRA et al., 2011; NAVE, 2020).

Quadro 1 — Classificagao molecular do perfil imuno-histoquimico.

Subtipo Perfil Imuno-histoquimicos
Luminal A RE+ e/ou RP+, HER2- e Ki-67 < 14%
Luminal B RE+ e/ou RP+, HER2- e Ki-67 > 14%

RE+ e/ou RP+, HER2+
Superexpressao de HER2 RE-, RP- e HER2+
Triplo Negativo RE-, RP-e HER2-

Fonte: Adaptado Subtipos Moleculares CM (Cirqueira et. al. 2011).

A subclassificacao do CM, baseada em exames moleculares e imuno-histoquimicos
que avaliam a resposta enddcrina (RE e RP) e fatores moleculares reguladores do cresci-
mento (HER2, P53, Ki-67), desempenha um papel decisivo na orientagao das diretrizes
clinico-terapéuticas especificas para cada subtipo. Com o avango continuo das opgoes de
tratamento, a escolha da terapia mais adequada para cada subtipo de CM tornou-se um de-
safio essencial na gestao clinica dessa doenga (CINTRA et al., 2012; MONCADA-TORRES
et al., 2021; MIN et al., 2021; NAVE, 2020).

A deteccao precoce do CM envolve a identificacao de nédulos por meio de exames
fisicos e mamografias, como ilustrado na Figura 6, que demonstra a sequéncia do curso
clinico-terapéutico (CARVALHO, 2016; BRASIL, 2014). No Brasil, o rastreamento
mamografico é recomendado a partir dos 40 anos pela Sociedade Brasileira de Oncologia
Clinica (SBOC) (ou a partir dos 50 anos pelo Ministério da Satde - MS), o que contribui
significativamente para a reducao da mortalidade e melhora da sobrevida, resultando em
diminuicao do sofrimento dos pacientes e melhoria da qualidade de vida (XIAO et al.,
2022; CARVALHO, 2016; BRASIL, 2014).

Apos a identificagdo de um nédulo, é essencial realizar uma bidpsia para determinar



37

Figura 6 — Fluxograma do curso clinico-terapéutico do CM feminino.
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Fonte: Adaptado Carvalho (2016).

se ¢ maligno ou benigno. O diagnostico do CM ¢ baseado no exame clinico combinado com
estudos de imagem e confirmado por avaliacao histopatologica. Em seguida, é estabelecido
o estadiamento da doenca, utilizando o sistema TNM, e a categorizacao dos subtipos
intrinsecos, orientando as decisoes do curso clinico terapéutico (BRASIL, 2014; BARRIOS
et al., 2022). Durante a anamnese, sao avaliados fatores como o estado menopausal,
historico familiar de CM e ovario, comorbidades e outros fatores de risco, para orientar
o plano de tratamento (BRASIL, 2014; BARRIOS et al., 2022; HUEMAN et al., 2018;
XTAO et al., 2022).

O estadiamento do CM desempenha um papel crucial na avaliacao prognéstica,
sendo realizado por meio do sistema TNM (T: tamanho do tumor; N: niimero de linfonodos
comprometidos; M: presenga de metastases a distdncia). Desde sua primeira publicacao
em 1976, o Manual de Estadiamento do Cancer passou por oito revisoes, que incorporaram
novos fatores prognoésticos, aprimorando a estratificagao dos pacientes e a precisao no
planejamento terapéutico, além de melhorar a predi¢ao dos desfechos clinicos (AMIN et
al., 2017; BARRIOS et al., 2022; HUEMAN et al., 2018).

No Brasil, os Protocolos Clinicos e Diretrizes Terapéuticas em Oncologia categori-
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zam o CM pelo estadiamento clinico (¢TNM), baseado em exames fisicos, diagnéstico por
imagem, endoscopia, cirurgia e outros exames pertinentes, e pelo estadiamento patologico
(pTNM), que incorpora achados cirirgicos e histopatolégicos (BRASIL, 2014; BARRIOS
et al., 2022; CINTRA, 2012).

O sistema TNM classifica o estdagio do CM com base nas caracteristicas do tumor
(T), no acometimento linfonodal (N) e na presenca de metastases a distancia (M). Para T,
existem categorias como Tis (carcinoma in situ), T1 (T <= 2,0 cm), T2 (2,0 < T <= 5,0
cm), T3 (T > 5,0 cm) e T4 (qualquer T com extensdo nos tecidos adjacentes). Quanto
ao N, inclui Nx (linfonodo nao avalidvel), NO (sem metdstase em linfonodos regionais) e
N1-N3 (metéstases em linfonodos regionais). Para M, temos M0 (sem metéstase) e M1
(com metéstase). Esta classificacdo, conhecida como Estadiamento Anatémico, é realizada
antes da cirurgia, conforme apresentado no Quadro 2 (BARRIOS et al., 2022; BRASIL,
2014; CINTRA, 2012; SOBIN et al., 2011).

Quadro 2 — Estadiamento Anatémico baseado no Sistema TNM.

Estadiamento Agrupamentos (TNM)
0 (TisNOMO)
IA (T1INOMO)
IB (TON1miMO, T1N1mi MO)
TTA (TONIMO, TINIMO, T2NOMO)
1B (T2N1MO, T3NOMO)
TTIA (TON2MO, TIN2MO, T2N2M0, T3N1MO, T3N2MO0)
I11B (TANOMO, T4ANIMO, T4N2MO)
ITIC (Qualquer T N3MO)
v (Qualquer T Qualquer N M1)

Fonte: Adaptado Diretrizes SBOC (Barrios et. al. 2022).

n.n

Apods o tratamento cirirgico, o estadiamento TNM é precedido pela letra "p", e para
o acometimento linfonodal, incluem-se informagoes sobre imuno-histoquimica positiva (i+)
ou negativa (i-), histologia ou molecular positiva (m+) ou negativa (m-), micrometastase
linfonodal (mi), e o nimero de linfonodos afetados(1- 1 a 3; 2- 4 a 9; e 3- >= 10).
Para metéastases, cMO (i+) indica células tumorais ou depésitos de até 0,2 mm, e cM1
indica metastases distantes detectadas clinicamente ou por imagem, enquanto pM1 indica
metastases a distancia confirmadas histopatologicamente. A 8% edicdo do Manual de
Estadiamento do Cancer da American Joint Committee on Cancer (AJCC) orienta o
estadiamento clinico e patoldgico, fornecendo uma base atualizada para a avaliacdo e
gestao do CM (AMIN et al., 2017; BARRIOS et al., 2022; SAGDE, 2019; ROSEN; SAPRA,
2023).
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2.1.2.2 Curso terapéutico e e perspectivas para a Sobrevida

Adotar uma abordagem abrangente no tratamento do CM, que inclua a deteccao
precoce e o tratamento imediato, tem se mostrado promissora para melhorar o prognostico
da doenca e, consequentemente, a sobrevida. A triagem e a conscientizagdo sobre a
importancia do diagnéstico precoce sao fundamentais para a reducao dos riscos, enquanto
modalidades terapéuticas como cirurgia, radioterapia e quimioterapia continuam sendo
as mais utilizadas (BRASIL, 2014; LI et al., 2021). Nos ultimos anos, a hormonioterapia
e a imunoterapia emergiram como tratamentos mais especificos e modernos, oferecendo
novas perspectivas para o tratamento do CM. O processo diagndstico, por sua vez, evoluiu
de simples exames fisicos para o uso de bidpsias e métodos de imagem sofisticados, como
mamografia, ultrassonografia e ressonancia magnética (BRASIL, 2014; LI et al., 2021,
OKAGBUE et al., 2021; SHUKLA et al., 2018).

Apds a classificacao e o estadiamento do tumor, ¢é iniciado um plano terapéutico
individualizado, sendo a cirurgia a intervencao primaria. Esta pode ser complementada
por terapias locais, como a radioterapia, e tratamentos sistémicos, administrados de
forma neoadjuvante (antes da cirurgia) ou adjuvante (apés a cirurgia) (CARVALHO,
2016; CINTRA, 2012; BRASIL, 2014). Uma abordagem multidisciplinar, que combina
cirurgias curativas ou paliativas com a avaliacao do envolvimento linfonodal, radioterapia
local e tratamentos sistémicos com quimioterapia e/ou hormonioterapia, visa ndo apenas
a cura, mas também a prolongacao da vida e a melhoria da qualidade de vida dos
pacientes. Além disso, os cuidados paliativos desempenham um papel fundamental em
estagios avancados da doenga, aliviando sintomas e proporcionando um melhor conforto
aos pacientes (CARVALHO, 2016; BRASIL, 2014; CINTRA, 2012; SHUKLA et al., 2018).

O tratamento medicamentoso é orientado pela avaliaciao do risco, considerando fato-
res como o estadiamento da doenca, os resultados histopatologicos e imuno-histoquimicos.
Com base nesses critérios, sao selecionados farmacos quimioterapicos ou hormonioterapicos,
que podem ser aplicados de forma profilatica, citorredutora ou paliativa, dependendo das
necessidades e caracteristicas do caso (BARRIOS et al., 2022; BRASIL, 2014).

No século XXI, o tratamento do CM passou por avancgos significativos, com desta-
que para o desenvolvimento de medicamentos direcionados, como o trastuzumabe, para
pacientes com superexpressao do HER2, e a hormonioterapia adjuvante para aquelas com
receptores hormonais positivos. Estes avancos tém contribuido para a eficacia do trata-
mento e para a melhoria dos desfechos clinicos. No entanto, é essencial que os pacientes,
bem como seus responsaveis legais, sejam informados sobre os potenciais riscos, beneficios

e efeitos adversos associados ao tratamento, especialmente no que diz respeito ao uso de
agentes antineoplasicos (BARRIOS et al., 2022; BRASIL, 2014; XIN et al., 2022).

O prognéstico do CM é mais favoravel quando a doenga ¢é diagnosticada e tratada

precocemente. No entanto, cerca de 20% a 30% das pacientes ainda enfrentam recorréncia
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com metastases distantes apds a cirurgia, o que sugere a presenca de micrometastases
clinicamente ocultas. A avaliacdo dos fatores prognésticos, como o estadiamento, os
resultados moleculares e as caracteristicas histopatologicas, é fundamental para estimar o
risco de recorréncia e disseminagao da doenca, que pode ser locorregional ou sistémica.
A recorréncia do CM é caracterizada pelo reaparecimento da doenga apds um periodo
assintomatico, geralmente apds o tratamento inicial (BRASIL, 2014; CINTRA, 2012;
BOERI et al., 2020).

O curso clinico do CM é determinado por diversos fatores, incluindo marcadores
tumorais, histérico médico, estadiamento, tipo histolégico e a sobrevida. Com base nessa
analise, uma estratégia terapéutica personalizada é delineada e monitorada ao longo do
tratamento, permitindo ajustes conforme a resposta da paciente. Compreender esses
fatores é essencial para o planejamento, a avaliagdo e o acompanhamento adequado do
CM, de modo a otimizar os resultados terapéuticos (BRASIL, 2014; CARVALHO et al.,
2018; HOWARD et al., 2018; LAI et al., 2019).

A andlise da sobrevida, que se refere ao tempo de vida apds o diagnoéstico do
cancer, ¢ um elemento essencial para orientar o manejo clinico-terapéutico e aprimorar
os desfechos clinicos. Esse parametro desempenha um papel fundamental na reducgao da
mortalidade por CM e na promocao da satide das mulheres, ao permitir uma compreensao
mais aprofundada dos fatores criticos relacionados ao diagnostico, tratamento e acesso ao
sistema de saide (ALLEMANTI et al., 2018; BUSTAMANTE-TEIXEIRA et al., 2002).

A importancia dessa abordagem pode ser ilustrada pelos primeiros modelos es-
tatisticos prognodsticos baseados em variaveis clinicas, como o "Nottingham Prognos-
tic Index"(D’EREDITA et al., 2001), o "Adjuvant! Online"(HESS, 2008) e o "Pre-
dict"(ENGLAND, 2022), conforme descrito por Min et al. (2021) . Esses modelos
foram fundamentais para a estratificacdo do risco e a definicdo de condutas terapéuticas
mais adequadas (MIN et al., 2021)

Os avangos na modelagem computacional tém permitido predi¢des mais precisas
sobre o curso da doenca e auxiliando na tomada de decisoes clinicas. Como demonstrado
na revisao sistematica conduzida por Li et al. (2021) (LI et al., 2021), que avaliou métodos
de AM aplicados a predicao da sobrevida em cinco anos para o CM, esses modelos oferecem
um potencial significativo para otimizar o tratamento e aprimorar os prognosticos (LI et
al., 2021). Além de preencher lacunas na pratica médica atual, as abordagens preditivas
computacionais fornecem informagoes valiosas que podem contribuir para tratamentos mais
eficazes e melhores perspectivas de sobrevida das pacientes (LI et al., 2021; MCKENNA
et al., 2018; MONCADA-TORRES et al., 2021; NAVE, 2020).
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2.1.3 A PANDEMIA DE COVID-19: DESAFIOS E OPORTUNIDADES NA ONCOLO-
GIA

A pandemia de COVID-19, iniciada em 2019, teve um impacto profundo na deteccao
e no tratamento do cancer. No Brasil, onde o primeiro caso foi registrado em fevereiro
de 2020, o sistema de saude enfrentou desafios complexos, agravados pela sobrecarga
hospitalar e pelas medidas de isolamento, que dificultaram o acesso a cuidados médicos. O
fechamento temporario de unidades de saude, interrupgoes laborais, dificuldades no acesso
a planos de satide e o receio da exposi¢ao ao virus comprometeram a continuidade dos
tratamentos oncoldgicos (RIBEIRO et al., 2022; SIEGEL et al., 2023; SUNG et al., 2021).

Embora os efeitos mais imediatos tenham sido sentidos em meados de 2020, a
recuperacao dos servigos de saude ainda esta em andamento. Na oncologia, a crise resultou
em atrasos no diagnostico e no tratamento, aumentando o niimero de casos detectados
em estagios avancados e, potencialmente, a taxa de mortalidade. Além disso, os impactos
psicoldgicos, sociais e nas bases de dados de satide continuarao a ser avaliados nos préximos
anos (RIBEIRO et al., 2022; FERLAY et al., 2021; SIEGEL et al., 2023; SUNG et al.,
2021).

Em 2020, o Brasil experimentou uma reducao acentuada acentuada em procedi-
mentos oncologicos em comparagao ao ano anterior, com quedas significativas nos exames
citopatologicos (44,6%), mamografias (42,6%), bidpsias (35,3%), cirurgias oncoldgicas
(15,7%) e procedimentos de radioterapia (0,7%). Surpreendentemente, a quimioterapia
foi uma exce¢ao, mantendo ou até aumentando sua producdo. Essas redugoes foram
observadas em todo o pais, variando de acordo com a incidéncia da COVID-19 e as
medidas restritivas adotadas pelas autoridades locais e estaduais (RIBEIRO et al., 2022).

A pandemia destacou a necessidade de fortalecer os sistemas de registro de satude e
aprimorar a infraestrutura para enfrentar crises sanitarias futuras. A IA, impulsionada
pela urgéncia em conter o virus e desenvolver vacinas, tornou-se uma ferramenta essencial
para otimizar recursos, personalizar tratamentos, apoiar politicas publicas e acelerar
ensaios clinicos (SCHAAR et al., 2021; DICUONZO et al., 2023). A aplicacao da IA tem
transformado fluxos de trabalho administrativos e clinicos, mas seu uso pleno ainda é

limitado por desafios praticos e éticos, como privacidade e integridade dos dados (SCHAAR
et al., 2021; DICUONZO et al., 2023; DAVENPORT; KALAKOTA, 2019).

De acordo com Schaar et al. (2021), a IA pode ajudar a enfrentar cinco desafios
destacados pela pandemia da COVID-19:

o Otimizagao de Recursos: A escassez global de recursos criticos, como testes e leitos
hospitalares, é enfrentada com a IA, que ajuda a identificar individuos de alto risco

e alocar recursos financeiros de maneira eficaz.

o Personalizacao de Tratamentos: A TA aborda a diversidade de sintomas e progressao
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da doenga, permitindo terapias personalizadas baseadas em dados individuais.

o Coordenacao de Resposta: A TA auxilia na identificagio de melhores praticas,
alinhamento de politicas e promocao da colaboracao, enfrentando os desafios de

coordenacao da resposta a pandemia.

e Melhoria dos Ensaios Clinicos: Os tradicionais ensaios clinicos limitados sao am-
pliados pela IA, considerando eficientemente subgrupos e gerando resultados mais

robustos.

« Adaptacao Continua: A evolucao da pandemia exige pesquisa em aprendizado de
transferéncia, aplicando insights a novos cenarios. A TA também mede a incerteza

nas recomendagoes, tornando as decisoes mais confidveis (SCHAAR et al., 2021).

A TA se mostrou promissora na resposta a pandemia e na oncologia, mas sua
implementagdo ainda enfrenta barreiras técnicas, regulatorias e éticas. Segundo van
Dicuonzo et al. (2023), a tecnologia tem se mostrado eficaz em dreas como diagnéstico,
terapia, intercimbio de informacoes, monitoramento, coleta de dados e até cirurgia remota.
No entanto, seu uso também apresenta desafios, especialmente no que diz respeito a
integracao de dados, seguranca, privacidade e conformidade com regulamentacoes rigorosas.
O estudo analisou 132 publicacoes académicas sobre o impacto da IA na satde, destacando
tanto as vantagens quanto as limitacoes da tecnologia e enfatizando a necessidade de
uma implementacao responsavel. Para que a IA contribua de forma eficaz na tomada de
decisoes clinicas e no aprimoramento do atendimento ao paciente, é crucial que futuros
pesquisadores avaliem criticamente obstaculos éticos e técnicos, garantindo uma gestao de
dados otimizada e alinhada as exigéncias regulatérias (DICUONZO et al., 2023).

O futuro da TA na pesquisa médica é promissor, mas exige um equilibrio entre
inovagao e responsabilidade ética (DAVENPORT; KALAKOTA, 2019; DICUONZO et
al., 2023). A transparéncia e a interpretabilidade dos sistemas de IA sdo essenciais para
garantir sua aplicacao segura e ética. Os modelos computacionais, ao serem aplicados
aos registros médicos eletronicos, podem transformar dados complexos em insights tteis,
melhorando a tomada de decisoes clinicas. A colaboragao entre médicos e desenvolvedores
de TA sera crucial para otimizar essas abordagens e garantir sua aplicacao ética e eficaz na
saude (DAVENPORT; KALAKOTA, 2019; RUBINGER et al., 2022).

2.2 AVANCOS E APLICACOES DE MODELOS COMPUTACIONAIS NA SAUDE

A modelagem na area da satde é um campo de estudo antigo, com ampla aplicacao
em pesquisas oncolégicas. De forma geral, as abordagens de modelagem podem ser classifi-

cadas em trés grandes areas no estudo do cancer: estatistica, matematica e computacional
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(WODARZ; KOMAROVA, 2005; ASSIS et al., 2019; CARVALHO, 2016; CARVALHO et
al., 2011).

A modelagem estatistica é uma das metodologias mais antigas e bem-sucedidas
no estudo do cancer, utilizando dados epidemioldgicos de registros de satide para criar
modelos descritivos que sintetizam essas informacoes. Esses modelos sdo essenciais para
a analise de dados relacionados a satde publica e ao estudo de doencgas em populagoes
especificas. Por meio de métodos estatisticos, é possivel descrever caracteristicas demogra-
ficas, incidéncia, prevaléncia, fatores de risco, eficacia de intervencoes e outras variaveis
relevantes, embasando decisoes em satude publica e orientando politicas de prevencao e
intervencao (ASSIS et al., 2019).

Por sua vez, a modelagem matematica tem se mostrado crucial na compreensao
e predicao do comportamento do cancer, sendo subdividida em modelos populacionais
e mecanicistas (CARVALHO, 2016). Os modelos populacionais, como o de Gompertz,
utilizam equacoes para descrever o crescimento tumoral ao longo do tempo, proporcio-
nando uma visao geral do crescimento e disseminacao metastatica. Por outro lado, os
modelos mecanicistas baseiam-se nas relagoes causais entre processos biologicos nos tecidos
neoplasicos (BRITTON; BRITTON, 2003; CARVALHO, 2016; PREZIOSI, 2003). Um
exemplo importante é o modelo de Lotka-Volterra, que descreve interagdes entre diferentes
espécies (BRITTON; BRITTON, 2003), e o modelo de Nicolo et al. (2020), que inclui
aspectos bioldgicos, como taxa de crescimento e probabilidade de disseminagao metastatica.
Esses modelos permitem predicoes personalizadas do curso da doenca, auxiliando na

escolha de estratégias terapéuticas mais adequadas (NICOLC) et al., 2020).

Nos ultimos anos, a modelagem computacional, especialmente com o uso de TA
e suas técnicas de AM, tem ganhado destaque devido aos beneficios no setor da satude
(CARVALHO et al., 2011; KITSIOS et al., 2023). A TA oferece solugdes inovadoras
que atendem a diversas necessidades, mas sua aplicagao ainda enfrenta desafios, como
integracao de dados, privacidade do paciente, questoes legais e seguranca. Os métodos
de AM combinam abordagens estatisticas e matemaéticas, gerando insights valiosos por
meio de técnicas como classificacdo, regressao e clusterizacao. Esses modelos sdo treinados

com grandes volumes de dados, permitindo uma andlise mais eficiente e personalizada dos

dados de satide (CARVALHO et al., 2011; PANCH et al., 2018; KITSIOS et al., 2023).
Conforme ressaltado por Kitsios et al. (2023), e ilustrado na Figura 7, a IA pode

desempenhar diversas fungoes no setor da satude, abrangendo diagnéstico, terapia, troca
de informagdes, protecao, consulta, monitoramento, coleta de dados e até cirurgia remota.
Essas aplica¢oes demonstram a versatilidade da IA na melhoria dos cuidados com a satde,
desde a prevencao até o tratamento (KITSIOS et al., 2023). Além disso, os métodos de
AM sao amplamente utilizados na pesquisa médica, oferecendo uma abordagem eficaz

e econOmica para analisar conjuntos de dados complexos. No entanto, é fundamental
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Figura 7 — Diagrama das implicagoes da [A na Satde.

Aplicagoes

Questdes Eticas

IA na Saude

Fonte: Adaptado Kitsios et al. (2023).

equilibrar os avangos tecnolégicos com a consideragao de questoes éticas, garantindo que
os sistemas baseados em TA sejam transparentes e interpretaveis. Embora o uso dessas
técnicas ainda esteja em desenvolvimento, elas estao se tornando uma realidade cada vez
mais presente na pratica médica (PAIXAO et al., 2022; RUBINGER et al., 2022).

2.2.1 APLICACAO DA INTELIGENCIA ARTIFICIAL NA MEDICINA

A pandemia de COVID-19 videnciou a urgéncia da incorporacao de tecnologias ino-
vadoras na saude, impulsionando a adocao da IA. Essas inovacoes frequentemente superam
as capacidades humanas na andlise de grandes volumes de dados, tornando-se ferramentas
poderosas para classificacdo, predigao e tomada de decisoes clinicas (MAABREH et al.,
2021; RUBINGER et al., 2022). No entanto, sua implementagao enfrenta desafios éticos e
praticos, especialmente no que se refere a interpretabilidade e transparéncia, essenciais para
garantir resultados confiaveis e seguros. Nesse contexto, a colaboracao multidisciplinar
é essencial para o desenvolvimento de modelos computacionais robustos, que, quando

alimentados por dados clinicos adequados, demonstram grande potencial na pratica médica
(DAVENPORT; KALAKOTA, 2019; LI et al., 2021).

O avanco tecnoldgico atual pode ser comparado a uma nova revolucao industrial,
com a [A como protagonista. As mdquinas nao se limitam mais a tarefas manuais,
expandindo sua atuagdo para atividades que exigem inteligéncia racional. Os métodos
de AM, por exemplo, otimizam o desempenho de sistemas computacionais por meio da
experiéncia acumulada (LUDERMIR, 2021; MITCHELL; LEARNING, 1997).

A TA, especialmente em aplicagoes clinicas, tem avancado rapidamente, muitas vezes
superando a capacidade humana em diversas tarefas médicas (MAABREH et al., 2021).
Paralelamente, os métodos de AM vém se consolidando no desenvolvimento de algoritmos
que capacitam os computadores a aprender com dados, gerando modelos preditivos e

classificatérios. A medida que esses métodos se aprimoram, surgem debates sobre como
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essas abordagens se comparam as estatisticas tradicionais, bem como sobre o seu potencial

de conflito ou complementaridade com essas técnicas mais convencionais (SHUKLA et al.,

2018; AIVALIOTIS et al., 2021).

No amplo campo da IA, destacam-se os métodos de AM e as redes neurais pro-
fundas, inspiradas na biologia neural. Segundo Mitchell (1997), os MAM podem ser
definidos como "a capacidade de melhorar o desempenho de uma tarefa por meio da
experiéncia"(CARVALHO et al., 2011; MITCHELL; LEARNING, 1997; LUDERMIR,
2021). Esses métodos tém demonstrado grande potencial na saide, permitindo diagnésticos
mais rapidos e precisos (DICUONZO et al., 2023; KITSIOS et al., 2023).

Como ressalta Panch (2018), os métodos de AM simulam habilidades cognitivas
humanas, desenvolvendo algoritmos que aprendem a partir de grandes volumes de dados.
Esses modelos sao usados para prever, classificar ou detectar padroes, proporcionando
solugoes eficazes na medicina (PANCH et al., 2018; RUBINGER et al., 2022; PAIXAO et
al., 2022).

Dentro do AM, destacam-se trés abordagens principais: supervisionado, nao su-
pervisionado e por refor¢co. No aprendizado supervisionado, os algoritmos sdo treinados
com dados rotulados para mapear entradas e saidas, sendo amplamente utilizados em
problemas de classificacao e regressao. No aprendizado nao supervisionado, os algoritmos
identificam padroes em dados nao rotulados, possibilitando a formacao de clusters e a
reducao de dimensionalidade. Ja no aprendizado por reforco, o sistema aprende por meio
de recompensas e punigoes, sendo aplicado em areas como jogos e robdtica. Em todas essas
abordagens, o reconhecimento de padroes é essencial para resolver problemas complexos de
classificagao e aumentar a flexibilidade dos modelos (LUDERMIR, 2021; PAPA; FALCAO,
2010; PANCH et al., 2018; POLSTERL, 2020).

A aplicagdo do AM na satde traz grandes oportunidades para o desenvolvimento de
modelos voltados a prevencgao, diagnoéstico precoce e prognostico de doencas. No entanto,
desafios como o pré-processamento de dados, a otimizagao de pardmetros e a selecao de
varidveis ainda precisam ser superados para aumentar a eficicia desses modelos (LI et
al., 2021; PAIXAO et al., 2022; SEDIGHI-MAMAN; MONDELLO, 2021). Além disso, o
crescimento exponencial dos dados biomédicos exige algoritmos mais precisos e robustos
para lidar com sua alta dimensionalidade, exigindo cautela na interpretacao dos resultados
e na validacao desses modelos em populacoes mais amplas (DENG et al., 2021; PAIXAO
et al., 2022; VERISSIMO et al., 2016).

Os modelos de AM voltados a predigao temporal tém demonstrado eficicia compa-
ravel ou superior aos métodos estatisticos tradicionais. No entanto, sua complexidade pode
dificultar a interpretacdo humana (JANSEN et al., 2020; KRZYZINSKI et al., 2023). A
selegao criteriosa de variaveis é essencial para a precisdo dos modelos preditivos baseados

em dados historicos. Apesar dos avancos, ha uma demanda crescente por mais pesquisas,
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incluindo a validagao de modelos existentes e o desenvolvimento de novas abordagens que

integrem dados clinicos mais completos (MIN et al., 2021).

No contexto da saude, a selecdo de caracteristicas e a avaliacado da importancia
das varidveis sao estratégias essenciais para otimizar os modelos de AM, especialmente
na reducao de dimensionalidade e na identificacdo de variaveis relevantes do problema.
A escolha dessas abordagens impacta diretamente a eficicia e interpretabilidade dos

modelos, sendo crucial para o sucesso das aplicacdes na pratica clinica (POLSTERL, 2020;

VERISSIMO et al., 2016; KRZYZINSKI et al., 2023).

A selecao de caracteristicas visa identificar um subconjunto relevante de varidveis,
mantendo ou melhorando o desempenho preditivo (POLSTERL, 2020; VERISSIMO et al.,
2016; SIMON et al., 2011). J4 a avaliagdo da importancia das varidveis determina sua
contribuicao para a predicao, sendo frequentemente realizada com técnicas como arvores
de decisdo e algoritmos baseados em permutacao (POLSTERL, 2020; ISHWARAN et al.,
2008; KRZYZINSKI et al., 2023).

A pesquisa multidisciplinar, aliada a melhoria da interpretabilidade dos modelos de
AM, é essencial para sua ado¢ao na pratica clinica. A colaboracao entre diferentes areas
do conhecimento pode viabilizar o desenvolvimento de modelos mais eficazes e confiaveis.
No entanto, a continua adaptacao dessas tecnologias aos diversos contextos da saude é
fundamental para garantir sua aplicabilidade (MIN et al., 2021; LI et al., 2021; OKAGBUE
et al., 2021).

2.2.2 MODELAGEM COMPUTACIONAL NA ONCOLOGIA

A crescente utilizagdo da IA tem sido fundamental para a compreensao e resolucgao
de problemas em diversas areas, incluindo a satide. Na oncologia, os métodos de AM se
destacam ao fornecer informacgoes preditivas valiosas para a préatica clinica, impulsionando
o diagndstico, prognéstico e tratamento do cancer (LAI et al., 2019; LI et al., 2021; K6HN-
LUQUE et al., 2020; NAVE, 2020). O avango tecnolégico, aliado ao desenvolvimento
terapéutico, favorece a criagao de modelos prognodsticos, que se mostram promissores na
medicina (LI et al., 2021; OKAGBUE et al., 2021; TAPAK et al., 2019).

A modelagem tumoral tem sido essencial para esclarecer fatores como dados
epidemiologicos, progressao e microambiente tumoral, utilizando analises estatisticas e
modelos populacionais e mecanicistas (CARVALHO, 2016; WODARZ; KOMAROVA,
2005). No entanto, com a evolugao clinica e terapéutica, hd uma demanda crescente por
modelos computacionais que permitam prever e personalizar terapias anticancer com maior
precisao (LAI et al., 2019; MCKENNA et al., 2018).

Na oncologia moderna, modelos computacionais baseados em principios matemati-
cos lidam com a complexidade do cancer, utilizando métodos de AM para prever o curso
terapéutico da doenga (LAI et al., 2019; MCKENNA et al., 2018; NAVE, 2020). Esses
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modelos também auxiliam na andalise de aspectos como a heterogeneidade tumoral e a
resposta aos tratamentos (HOWARD et al., 2018; K6HN-LUQUE et al., 2020; LAI et al.,
2019).

Além de contribuirem para o desenvolvimento de tratamentos personalizados, desde
analises estatisticas a modelos mecanicistas, os métodos de AM apoiam a predicao do
curso clinico e da sobrevida dos pacientes. Essas abordagens baseadas em ciéncia de dados
facilitam a interpretacao dos complexos dados oncologicos (K6HN-LUQUE et al., 2020;
VERISSIMO et al., 2016).

No contexto oncoldgico, os modelos matematicos de AM utilizam dados clinicos para
prever o prognostico do paciente, aprendendo com padroes extraidos de registros historicos.
A eficacia desses modelos depende de teorias robustas de probabilidade, estatistica, ciéncia
da computacao e outras areas. Com alto poder computacional, eles conseguem analisar

grandes volumes de dados e extrair informagoes tteis para diversas aplicagoes clinicas
(MIN et al., 2021; XIN et al., 2022).

Os modelos matematicos oferecem uma linguagem precisa para representar fenéme-
nos complexos. Uma estratégia comum é a simplificacdo do modelo sem comprometer seu
objetivo, embora esse processo seja desafiador, especialmente na formulagao de equagdes

que representem interacoes bioldgicas e clinicas, exigindo adaptacao continua e refinamento

(CARVALHO, 2016; EDELSTEIN-KESHET, 2005; VELTEN, 2009).

Apesar do potencial dos modelos mateméaticos para prever o curso terapéutico do
cancer, ainda ha desafios na representacao das interacoes celulares e na validagdo com
dados clinicos robustos. Um exemplo promissor é o estudo de Nave et al. (2020), que
combinou um modelo matematico com técnicas de AM (regressdo linear e redes neurais)
para prever o tamanho tumoral. Utilizando dados de 1869 mulheres diagnosticadas com
CM, o estudo analisou detecc¢ao, progressdao e recorréncia apds cirurgia conservadora,

demonstrando o potencial dessas abordagens para a medicina personalizada (NAVE, 2020).

Atualmente, os métodos de AM vém sendo aplicados no desenvolvimento de
protocolos terapéuticos que fornecem informagoes prognosticas para orientar decisoes
clinicas (NAVE, 2020; K6HN-LUQUE et al., 2020; LI et al., 2021; TAHMASSEBI et
al., 2019). Essa abordagem visa otimizar os resultados e melhorar a qualidade de vida
dos pacientes (LAI et al., 2019; K6HN-LUQUE et al., 2020). Este trabalho tem como
objetivo identificar métodos de AM especificos para a predi¢do da sobrevida de pacientes
diagnosticadas com CM, tema que serd abordado na proxima secdo. Para isso, sao
considerados modelos baseados em abordagens tradicionais de AM, ainda nao adaptadas
para dados de sobrevida. Entre essas abordagens, destacam-se modelos matematicos
amplamente utilizados em diversas areas, como o modelo de CPH (COX, 1972), além
dos modelos dos algoritmos de AM, como Gradient Boosting (GB) (FRIEDMAN, 2001,
FRIEDMAN, 2002), Random Forest (RF) (BREIMAN, 2001), Support Vector Machine
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(SVM) (CORTES; VAPNIK, 1995; BURGES, 1998), os quais serdo detalhados a seguir.

2.2.2.1 Cox Proportional Hazards

O modelo de Regressao de Cox, também conhecido como Modelo de Cox ou CPH, é
uma ferramenta estatistica amplamente utilizada na analise de dados epidemioldgicos e de
sobrevida. Desenvolvido por Sir David Cox em 1972, seu objetivo é avaliar a relagdo entre
covaridveis e a fungao de risco, combinando essas caracteristicas (variaveis independentes)
de forma linear (COX, 1972; SIMON et al., 2011). A funcdo de risco do modelo é definida

por:

h(t) = ho(t) exp® 7, (2.1)
onde h(t) > 0 representa a fungao de risco de um individuo no instante t, ho(t) > 0 é a
funcao de risco de referéncia, x; é o vetor de covaridveis e [ corresponde aos coeficientes
estimados a partir das caracteristicas preditoras de z; (COX, 1972; SIMON et al., 2011).

O modelo de Cox é classificado como semi-paramétrico, pois nao faz suposicoes
especificas sobre a forma da funcao de risco de referéncia, concentrando-se exclusivamente
no efeito das covariaveis sobre a razao de riscos. A premissa fundamental do CPH é que a
razao de riscos permanece constante ao longo do tempo, ou seja, a relagao entre as taxas de
risco de quaisquer dois individuos é constante e independente do tempo. Matematicamente,

isso é expresso como:

h(t
(t) = exp(fi1z1 + Boxo + ... + Bpzy), (2.2)
ho(t)
onde 1, B, ..., B, sao os coeficientes das covaridveis 1, x9, . . ., p, sendo p o nimero total

de variaveis consideradas no modelo. Essas covariaveis representam fatores explicativos que
podem influenciar o tempo até a ocorréncia do evento de interesse, permitindo interpretar
seu impacto na taxa de risco ao longo do tempo (COX, 1972; SIMON et al., 2011).

2.2.2.2  Gradient Boosting

O GB é um métodos de AM supervisionado utilizado tanto para tarefas de regressao
quanto de classificagdo. Esse Ensemble Learning (EL - método de conjunto) é baseado
em um processo iterativo aditivo, combinando multiplos aprendizes fracos (geralmente
arvores de decisao) para formar um aprendiz forte (FRIEDMAN, 2001; FRIEDMAN,
2002). A matematica por tras do GB envolve a otimiza¢ao de uma funcao de perda por
meio do gradiente descendente (FRIEDMAN, 2001; FRIEDMAN, 2002; HASTIE et al.,
2009; HOTHORN et al., 2006).

De forma simplificada, a formulagao matematica do modelo de regressao aditiva

proposto por Friedman (2001) é construida iterativamente, ajustando sequencialmente
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uma func¢ao parametrizada simples aos pseudo-residuos das iteracoes anteriores. O objetivo
¢ minimizar a funcao de perda, que quantifica a discrepancia entre as predi¢oes do modelo

e os valores reais. A fung¢ao aditiva do GB ¢é dada por:

Fgp(x) = Z%g(x; 0;), (2.3)

i=0
onde Fgp(x) representa a fungao aditiva, 7; os coeficientes de expansao, g(z; 6;) corresponde
a funcao do aprendiz base (g) parametrizado pelo vetor 8 = 64,0, ..., que modela o
aprendizado entre a relagao das varidveis de entrada () e saida (y); e M é o nimero total
de iteragoes (aprendizado) no processo de boosting do modelo, com i = 1,2,..., M. Um

valor elevado de M pode levar a um ajuste excessivo, enquanto um valor muito baixo pode
resultar em subajuste (FRIEDMAN, 2001; FRIEDMAN, 2002).

O Stochastic Gradient Boosting (SGB), proposto por Friedman (2002), introduz
randomizacao no processo de treinamento, selecionando aleatoriamente subamostras dos
dados de treinamento em cada iteracao. Essa abordagem aumenta a robustez do modelo,
reduzindo a correlagao entre as iteragoes e melhorando sua generalizacdo. A atualizacao

do modelo é dada por:

Fop @)(x) = Fap -1(x) + 7 g9(;00), (2.4)

onde Fgp (;y(x) corresponde a funcao aditiva na i-ésima iteracao, Fgp i—1)(x) é a funcéo
do modelo da iteracao anterior, 7; representa os coeficientes de expansao (FRIEDMAN,
2001; FRIEDMAN;, 2002).

Além disso, a regularizagao da taxa de aprendizagem do modelo, ou seja, a mag-
nitude com que as predigoes sao ajustadas em cada iteracao aditiva, pode ser aplicada
para evitar o sobreajuste, incluindo um termo de aprendizagem 0 < p < 1. O modelo

matematico regularizado é dado por:

Fop ()(x) = Fap —1(@) + p i 9(x;00). (2.5)

Dessa maneira, temos dois parametros de regularizacao: a taxa de aprendizado p e
o numero de iteracoes M, onde cada um pode controlar o grau de ajuste e, portanto, afetar
o melhor valor para o outro. Com taxas de aprendizado menores, pode-se melhorar a
capacidade de generalizacao do modelo, porém, isso requer um maior nimero de iteragoes,
0 que gera um maior custo computacional (FRIEDMAN, 2001; HASTIE et al., 2009).

2.2.2.3 Random Forest

Os modelos RF sao amplamente reconhecidos como ferramentas eficazes de predicao,

que empregam o principio de EN de arvores de decisao durante o treinamento de forma
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randomizada, ou seja, aleatoria. Essa aleatoriedade ¢ introduzida de duas maneiras
principais: primeiro, uma amostra de dados bootstrap é utilizada para cultivar cada arvore;
segundo, durante o crescimento de cada né da arvore, um subconjunto de variaveis é
selecionado como candidatos a divisdo. O objetivo dessa aleatoriedade é reduzir a variancia
dos dados em cada arvore, enquanto a profundidade fixa das arvores ajuda a diminuir
o viés (BREIMAN, 2001; ISHWARAN; KOGALUR, 2007; ISHWARAN et al., 2008;
ISHWARAN; KOGALUR, 2023).

Para ilustrar, considere um conjunto de aprendizes ai,as,...,ar treinados no
mesmo conjunto de dados de aprendizado (z1,¥1), ..., (Zn,yn), onde x corresponde aos
dados de entrada e y as saidas. Para cada arvore a; na floresta, com i =1,2,..., A, uma

amostra bootstrap ¢ inicialmente selecionada dos dados de treinamento x. O processo de
construcao da arvore inclui entao a selecao aleatoria de algumas variaveis dentre as dispo-
niveis, seguida pela escolha do melhor ponto de divisdo entre essas varidveis selecionadas e

a divisdo do né em dois nés filhos (BREIMAN, 2001; ISHWARAN; KOGALUR, 2023).

Assim, a funcao de regressao da RF Frp é obtida pela média das predigoes de

todas as arvores da floresta, expressa matematicamente pela equacao:

Frr(e) = 5 3 ai(x). (2)

i=1
onde F rr(z) € a fungdo de regressao da floresta para predicdo dos dados =, A é o
nimero de drvores na floresta e a;(x) é a predicao da i-ésima &rvore da floresta A para
os dados x. Além desses parametros, o modelo inclui a definicdo do niimero de amostras
consideradas em cada divisao do nd, bem como o critério de divisao de cada né. Ajustar

esses pardmetros corretamente é essencial para otimizar o desempenho do RF (BREIMAN,
2001; ISHWARAN; KOGALUR, 2023).

Portanto, a construcao de cada arvore a partir de diferentes amostras bootstrap e
subconjuntos de caracteristicas selecionadas aleatoriamente leva a predicao da Floresta
Aleatéria F' rr(z) para os dados de entrada z. Esse processo cria um modelo robusto que
reduz o sobreajuste (overfitting) e melhora a generaliza¢ao, combinando as predicoes de
varias arvores construidas de forma randomizada e profunda. Ao combinar as predig¢oes

de todas essas arvores, o RF fornece predi¢des mais precisas do que qualquer arvore
individualmente (BREIMAN, 2001; ISHWARAN; KOGALUR, 2007; ISHWARAN et al.,
2008; ISHWARAN; KOGALUR, 2023).

2.2.2.4  Support Vector Machine

Os métodos de SVM sao algoritmos de AM supervisionados, amplamente utilizados

em tarefas de classificacdo e regressao, com o objetivo de encontrar um hiperplano
6timo para separar duas classes de dados (CORTES; VAPNIK, 1995; BURGES, 1998).
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Introduzidos por Cortes e Vapnik em 1995, esses modelos revolucionaram o problema de
classificagao ao utilizar uma abordagem baseada na transformagcao dos vetores de entrada
em um espaco de caracteristicas de alta dimensao. Nesse espacgo, a construcao de uma
superficie de decisao linear permite uma excelente capacidade de generalizagao (CORTES;
VAPNIK, 1995). O principal objetivo do SVM é maximizar a margem entre os pontos de
dados mais préximos de cada classe, garantindo um melhor desempenho na generalizacao
para novos dados (CORTES; VAPNIK, 1995; BURGES, 1998).

Matematicamente, a funcao do SVM (Fsy ) pode ser expressa como:

FSVM(I) :wTac—I—b (27)

onde w é o vetor de pesos perpendicular ao hiperplano de separacdo, x o vetor de
caracteristicas (entrada) e b é o termo de polarizagdo (CORTES; VAPNIK, 1995; SMOLA,;
SCHOLKOPF, 2004).

A otimizacao do SVM envolve maximizar a margem entre os vetores de suporte e a

superficie de decisao, um problema de otimizacao convexa que pode ser formulado como:

1
min 3 | w ||, (2.8)
sujeito a restricao:

yi(w'z; +b) > 1, paratodoy; = +1, ou yi(w'z; +b) <1, paratodoy; = —1,

garantindo que todos os pontos sejam corretamente classificados (CORTES; VAPNIK,
1995; BURGES, 1998).

Em problemas de classifica¢ao linear, considerando um conjunto de treinamento
composto por n pares (x1,y1),..., (2, ys), onde x; é o vetor de caracteristicas e y;
representa a classe associada ao exemplo i (tipicamente —1 ou +1 para classificagao
bindria), a solugdo pode ser obtida utilizando multiplicadores de Lagrange. A formulagao

resultante é a seguinte:

1 n
min - [w|*+C &, (2.9)
w =1

sujeito as condigoes:
§>0, e y(wa+b)>1-§&, Vi

onde w e b definem o hiperplano separador, &; sdo as variaveis de folga que permitem
que alguns pontos fiquem dentro da margem ou do lado incorreto do hiperplano, e C

¢ o parametro de regularizacdo que controla o equilibrio entre maximizar a margem e
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minimizar os erros de classificagio (BURGES, 1998; BELLE et al., 2011; HASTIE et al.,
2009).

Para problemas de regressao linear, em que temos um conjunto de treinamento de
n pares (x1,y1),-- ., (Tn,Yn), com x; representando o vetor de caracteristicas e y; o valor
continuo associado a regressao, o vetor de suporte w tenta encontrar a dire¢ao 6tima de
mapeamento para r — 1, que corresponde aos hiperplanos discriminantes paralelos para as

r classificagdes. A formulacao é dada por:

nitl
min w40y (qu )+ Zazm)), (2.10)
=1 \1=1 =1

sujeito as condigoes:

wlaz; — by < =1+&5h)@), Sow =0, Vi=1,2,... .,
T * * . +1
Wiz =b 2 1= &G, e 20, Vi=12. 0,

bjgij, para j=1,....,r—2, e C>0.

Para cada limiar b;, sao consideradas duas categorias adjacentes, j e j + 1, para
erros empiricos, ou seja, cada amostra na j-ésima categoria deve ter um valor de funcao
que seja menor que a margem inferior b; — 1, caso contrério, o erro ¢ denotado como f&‘)(i)S
da mesma forma, cada amostra da categoria j + 1 deve ter um valor de funcao que seja
G- O8

pardmetros w e b representam o hiperplano de regressao, £;)(i) € (j;1);) S0 as variaveis de

maior que a margem superior b; + 1, caso contrario o erro ¢ denotado como &

folga que permitem que alguns pontos de treinamento estejam fora da faixa de tolerancia,
e C' é o pardmetro de regularizagao (custo), que controla a largura da faixa de tolerancia e
a quantidade de violagbes. Um valor maior de C' penaliza mais as violagoes, enquanto um
valor menor de C' permite mais violagbes (BELLE et al., 2011; CHU; KEERTHI, 2007).

A modelagem computacional, baseada em principios matematicos, desempenha
um papel fundamental na compreensao de uma vasta gama de problemas, incluindo o
estudo do cancer (NAVE, 2020; NICOLO et al., 2020; LAI et al., 2019). Essa abordagem
permite a captura precisa de microeventos e processos criticos que influenciam a progressao
dessa doenga complexa. Muitos desses aspectos sao intrinsecos ao cancer e nao podem ser
facilmente observados por métodos clinicos convencionais, o que ressalta a importancia dos
modelos computacionais na investigacao dessa patologia (HAQUE et al., 2022; LAI et al.,
2019). Embora tais modelos nao necessitem abranger todos os fenémenos relacionados a

doenga, suas predi¢oes podem fornecer contribuicoes valiosas tanto para avangos praticos
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quanto tedricos, impulsionando o progresso na pesquisa e na pratica clinica (CARVALHO,
2016; NAVE, 2020).

2.2.3 MODELAGEM COMPUTACIONAL PARA PREDICAO DE SOBREVIDA

Nos estudos oncolédgicos, o registro detalhado de informacoes clinicas, como diag-
noéstico, remissao, recorréncia e 6bito, é essencial para a analise da sobrevida e a avaliacao
do prognostico dos pacientes. Essa andlise permite estimar desfechos, identificar pacientes
de alto risco e otimizar a alocacao de recursos médicos (TENG et al., 2019; KALAFT et al.,
2019). Geralmente conduzida em periodos de acompanhamento de cinco anos, a andlise
de sobrevida avalia a capacidade de sobrevivéncia de uma coorte e padroniza a atribuicao
temporal de rotulos aos registros clinicos. Estudos clinicos e de acompanhamento de
pacientes com CM sao fundamentais para o desenvolvimento de modelos prognésticos
validados, contribuindo para a melhoria das taxas de sobrevida (PINHEIRO et al., 2022;
LIU et al., 2020).

A anélise de sobrevida é essencial na medicina, pois permite avaliar a progressao
das doencas e estimar a probabilidade de sobrevivéncia em periodos especificos. Essa
analise, ao considerar multiplos fatores, oferece estimativas da func¢ao de sobrevida e
do risco associado (CARVALHO et al., 2011; LI et al., 2021). A sobrevida, definida
como o periodo apds o diagnostico em que o paciente permanece vivo, ¢ um indicador
amplamente utilizado para avaliar a evolucao clinica, ou seja, a capacidade de sobrevivéncia,
refletindo avancos no diagnostico e tratamento, além de auxiliar na identificacao de fatores
prognésticos (BUSTAMANTE-TEIXEIRA et al., 2002; LI et al., 2021). No entanto, essa
analise frequentemente lida com dados censurados, uma situa¢gao comum nestes estudos
clinicos, quando as informacoes sobre o tempo de sobrevivéncia dos pacientes podem
ser incompletas, como ilustrado na Figura 8 (CARVALHO et al., 2011; LI et al., 2021;
KRZYZINSKI et al., 2023; LIU et al., 2020).

Os métodos de AM tém se destacado na oncologia ao utilizar BD clinicos para
aprimorar a predicao da sobrevida em pacientes com CM e outras doencas (AIVALIOTIS
et al., 2021; LI et al., 2021). Essas técnicas, que combinam multiplas variaveis, oferecem
predi¢Oes mais precisas, identificam fatores prognésticos e vém ganhando relevancia na
pesquisa em A, impulsionadas por avancos tecnoldgicos e suas aplicagoes praticas. Assim
como, desempenham um papel crucial na estimativa de desfechos clinicos (AIVALIOTIS

et al., 2021; LI et al., 2021; OKAGBUE et al., 2021; TENG et al., 2019).

Nos ultimos anos, os métodos de AM supervisionados tém superado abordagens
estatisticas tradicionais, como o modelo de Regressao de Cox (CPH), na predigao de
desfechos oncoldgicos (LIU et al., 2020; MONCADA-TORRES et al., 2021; FANIZZI
et al., 2023). A capacidade desses métodos de lidar com dados complexos e de alta

dimensionalidade, incluindo informagoes censuradas, elimina suposicoes restritivas, modela
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Figura 8 — Gréfico de Andlise de Sobrevida: dados censurados (azul) e dados nao
censurados (vermelho).
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Fonte: Adaptado POLSTERL (2023).

nao-linearidades e identifica padroes ocultos, resultando em uma andlise de sobrevida mais
robusta (LIU et al., 2020; MONCADA-TORRES et al., 2021; XIAO et al., 2022). (LIU et
al., 2020; MONCADA-TORRES et al., 2021; XIAO et al., 2022). Além disso, esses métodos
exploram conexoes sutis entre padroes clinicos e respostas ao tratamento, possibilitando
prognésticos mais precisos. Estudos recentes reforcam essa tendéncia e consolidam sua
importancia (CARVALHO et al., 2023; CARVALHO et al., 2024; FANIZZI et al., 2023;
LIU et al., 2020; MONCADA-TORRES et al., 2021; PINHEIRO et al., 2022; XIAO et
al., 2022). Essa abordagem é fundamental para a identificagdo de fatores prognésticos de
risco e para o aprimoramento das estratégias diagnosticas e terapéuticas, aumentando
a confiabilidade das decisoes clinicas e permitindo tratamentos mais adequados para
pacientes com CM (BURGES, 1998; OKAGBUE et al., 2021).

Os métodos de AM aplicados a andlise de sobrevida visam estabelecer relagoes entre
as covariaveis e o momento da ocorréncia do evento, aprendendo com os dados para prever
a probabilidade desse evento acontecer (POLSTERL, 2023). Uma diferenca fundamental
em relagao aos métodos AM tradicionais é a capacidade desses modelos de lidar com dados
censurados, ou seja, situagoes em que a observacao dos dados é parcial. Assim como nos
métodos tradicionais, os modelos de AM para andlise de sobrevida recebem como entrada
as variaveis a serem analisadas, mas sua saida vai além da predi¢do do tempo de sobrevida,
incluindo também a ocorréncia ou nao do evento de interesse (POLSTERL, 2023). Esses
modelos sao adaptados especificamente para o problema em questao, exceto o modelo de

Regressao de Cox (CPH), em que a avaliagao da correlagao entre o risco predito e o risco
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observado (SIMON et al., 2011; POLSTERL, 2023).

A biblioteca Scikit-Survival, um pacote de codigo aberto desenvolvido em Python,
oferece ferramentas para analise de sobrevida, incluindo métodos de predicao, avaliacao de
desempenho, otimizacdo e selecio de atributos (POLSTERL, 2020; POLSTERL, 2023).
Os modelos dessa biblioteca, detalhados na préxima sec¢ao, estao alinhados aos objetivos

deste trabalho e serao aplicados seguindo suas recomendagoes (POLSTERL, 2023).

2.2.3.1 Cox Proportional Hazards - Survival Analysis

A andlise de sobrevida busca relacionar covariaveis ao tempo de ocorréncia de um
evento, sendo amplamente utilizada na pesquisa clinica para prever sua incidéncia (CAR-
VALHO et al., 2011). Os dados de sobrevivéncia consistem em registros de informagoes
dos pacientes associados as covariaveis, ao indicador de ocorréncia ou nao do evento de
interesse e aos tempos de eventos ou censura. Os eventos podem ser censurados, tornando
partes dos dados apenas parcialmente observaveis (POLSTERL, 2023; SIMON et al.,
2011).

Funcao de Sobrevida
Os dados de sobrevida sao representados como (X1, Y1,01),...,(Xn, Y, 0,), onde

n corresponde ao numero de pacientes; X; € R™, sendo X; um vetor de covariaveis do
paciente i e m a dimensao das covaridveis; Y; € RT, sendo Y; o ultimo tempo observado
do paciente 7, ou seja, o ultimo tempo de acompanhamento ¢;; e §; = 1 indica a ocorréncia
do evento de interesse, enquanto §; = 0 dindica censura (LIU et al., 2020; SIMON et al.,
2011).

A fungao de sobrevida S(t) expressa a probabilidade de um paciente sobreviver
além de um determinado tempo ¢, ou seja, por pelo menos esse periodo (POLSTERL,
2023; CARVALHO et al., 2011). Matematicamente, é definida como:

S(t) = P(T > t), (2.11)

onde T é uma varidavel aleatdria continua e nao negativa, T' € R, representando o tempo
especifico para o qual se calcula a probabilidade de sobrevida, e ¢t corresponde ao tempo
de sobrevivéncia do paciente i (POLSTERL, 2023; CARVALHO et al., 2011).

Agora, lembrando que a fungao de distribuicao acumulada da variavel T', definida
estatisticamente como a probabilidade do evento de interesse ocorrer até um tempo ¢,

representada por:

f(t)=P(T <t), (2.12)
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onde f(t) é a fungao de distribuicao acumulada de 7' (CARVALHO et al., 2011). Assim,

S(t) é seu complemento:

St)=1— f(t). (2.13)

A funcao de risco, que expressa a taxa instantanea de ocorréncia do evento em t,

relaciona-se com a func¢ao de sobrevida pela equacao:

h(t) = <. (2.14)

Observa-se que a funcao de risco h(t) e a funcao de sobrevida S(t) sdo inversamente
proporcionais: a medida que o risco aumenta, a probabilidade de sobrevivéncia diminui, e
vice-versa (POLSTERL, 2023; LIU et al., 2020; SIMON et al., 2011; CARVALHO et al.,
2011).

Cox Proportional Hazards

O modelo de CPH, ou Regressao de Cox, ¢ amplamente utilizado na anélise de
sobrevida em oncologia, especialmente por sua interpretabilidade. Como descrito na
Equacao 2.2, ele avalia o impacto das covariaveis nas taxas de risco de eventos, como
o 6bito, permitindo a identificagdo de fatores prognosticos relevantes (LIU et al., 2020;
COX, 1972; MONCADA-TORRES et al., 2021). O modelo assume que o risco de um
evento é proporcional ao longo do tempo e estima os coeficientes das covaridveis por meio
da maximizacao da verossimilhanca parcial. Para tratar empates nos tempos de eventos,
utiliza-se a aproximacao de Breslow (POLSTERL, 2023; SIMON et al., 2011).

Na regressao de Cox, a inferéncia é conduzida com base na verossimilhanca parcial,
utilizada para estimar os coeficientes do modelo e avaliar a significancia estatistica das
covariaveis (POLSTERL, 2023; SIMON et al., 2011). Considere um conjunto de dados
de sobrevivéncia representado por (Xi,Y1,d1),...,(X,, Y, 0,), onde X; é o vetor de
caracteristicas do paciente i, Y; corresponde ao ultimo tempo observado, e d; indica a
ocorréncia do 6bito (§; = 1) ou censura (d; = 0). Os tempos de ocorréncia dos eventos sao
organizados em ordem crescente t; < t,...,t;, onde k é o nimero de tempos tnicos do

evento, d representa o numero de 6bitos, e j(i) denota o indice da observagao dos eventos

em t; (LIU et al., 2020; SIMON et al., 2011).

A funcao de verossimilhanca parcial para o modelo de Cox, conforme descrita por
Simon et al. (2011), é dada por:

L exp(XjT(i)B)
L = o XT)

onde L(f) representa a verossimilhanca parcial, X; é o vetor de covariaveis do individuo

(2.15)

i, e R(t;) é o conjunto de individuos em risco no tempo t;. A maximizagao dessa funcao
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permite estimar os coeficientes 5 do modelo, ignorando hg(t), conforme descrito na Eq. 2.1
(SIMON et al., 2011).

Apesar de sua ampla aplicacdo, o CPH apresenta limitagoes, como dificuldades em
lidar com dados de alta dimensao, suposigoes restritivas e baixa capacidade de modelar
nao-linearidades e interagoes complexas entre variaveis. Portanto, ao aplica-lo em analises
mais complexas, é fundamental considerar essas restrigdes (LIU et al., 2020; COX, 1972;
MONCADA-TORRES et al., 2021).

Cox Proportional Hazards Penalizados

Os modelos de Cox penalizados, descritos por Polster]l (2023) e Simon (2011)
(POLSTERL, 2023; SIMON et al., 2011), incluem Ridge, Lasso e Elastic Net, que introdu-
zem penalizagoes nos coeficientes para evitar overfitting e melhorar a generalizacao. Essas
penalizac¢bes reduzem a complexidade do modelo ao regularizar os coeficientes de acordo
com critérios como tamanho ou esparsidade (POLSTERL, 2023).

O CPH penalizado Ridge (CPH-R) adiciona um termo de penalidade quadratica,
1(1—a) P, B2, aos coeficientes na funcéo de verossimilhanca parcial (2.15). A formulacio

matematica é dada por:

A 2 k 1 p

g =argmax | — ZXJT(Z-)B —log | > exp(XJ'T’B) ——(1—-a) Zﬁf , (2.16)
B no\ iz JER; 2 =1

onde B sao os coeficientes estimados e a > 0 controla a regularizagdo. A penalizagao

Ridge (norma ly) reduz os coeficientes proporcionalmente, sem elimina-los, permitindo a

incorporacio de todas as varidveis no modelo (POLSTERL, 2023; SIMON et al., 2011).

2- Lasso:
O CPH penalizado Lasso (CPH-L) adiciona um termo de penalidade de valor

absoluto, a>?_; | f; |, aos coeficientes na fungao de verossimilhanga parcial (2.15). A

formulacdo matematica é semelhante a de Ridge, mas a penalidade é dada por:

N 2 k - p
Bzargmgx [n (ZXﬁi)ﬁ—log ( Zexp(xiﬁ)) ) —aZ|ﬁi|], (2.17)

=1 JER; =1
onde | f3; | representa o valor absoluto dos coeficientes. A penaliza¢ao Lasso (norma [;)
reduz alguns coeficientes a zero, promovendo a eliminagdo de algumas variaveis do modelo

(POLSTERL, 2023; SIMON et al., 2011).
3- Elastic Net:
O CPH penalizado FElastic Net (CPH-EN) combina as penalidades de Ridge e Lasso

aos coeficientes na fungao de verossimilhancga parcial (Eq. 2.15). A formula¢do matemética

¢é dada por:
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2

~ k T p 1 p
B =argmax | — ZXjT(i)B—log Zexp(Xjﬂ) — <QZ|@ |+(1_a)25¢2> ,
B no\ s JER; i—1 2 i1
(2.18)
onde a € [0, 1] define a combinagdo das normas l; e l. Esse método permite maior

flexibilidade na selegao de varidveis e robustez na modelagem (POLSTERL, 2023; SIMON
et al., 2011).

Essas formulagoes sao amplamente utilizadas na andlise de sobrevivéncia para
ajustar modelos CPH penalizados e selecionar um conjunto relevante de caracteristicas
para prever a sobrevida (POLSTERL, 2020; POLSTERL, 2023; SIMON et al., 2011; XIAO
et al., 2022).

2.2.3.2  Gradient Boosting Survival

O GBS nao se refere a um modelo especifico, mas sim a uma estrutura altamente
versatil para otimizar diversas fungoes de perda. Trata-se de um métodos de AM formu-
lado como um problema de otimizagao, no qual uma funcao de perda é continuamente
minimizada pela inclusao iterativa de aprendizes fracos, como nos métodos de arvores
de decisao. Em cada iteragao, uma nova arvore de decisao é gerada para aprender os
residuos do modelo anterior. Esse processo de adi¢ao de arvores continua até que nao haja
mais melhorias substanciais, e a predicao final é obtida pela combinac¢do ponderada das
predigbes de cada arvore (LIU et al., 2020; MONCADA-TORRES et al., 2021; HOTHORN
et al., 2006).

As predigoes sao combinadas de forma aditiva, onde a adi¢ao de cada modelo base
melhora (ou "impulsiona') o modelo geral. Matematicamente, seguindo o modelo geral da

equacao aditiva 2.3, para dados de sobrevida, a fun¢ao aditiva é dada por:

Feps(X) = Z%'Q(Xa 0;), (2.19)

onde Fgpg(X) é a fungdo de "impulso"para dados de sobrevida, M > 0 denota o niimero
de aprendizes base, 7; € R representa o termo de expansao, e g o aprendiz da base
parametrizado pelo vetor 6. Os aprendizes de base individuais diferem na configuragao de

seus pardmetros 6;, o que ¢ indicado por um indice i (POLSTERL, 2023).

Aplicando a funcao de "impulso'(2.19) ao log da fungao de verossimilhanga parcial

do modelo CPH (2.15), obtemos a seguinte expressao:

arg m;nz ;[ Faps(Xi) — log( > efersXiy], (2.20)

=1 JER;

substituindo o termo X7 8 da Eq. 2.3 pela funcio aditiva Fpgs(X) (POLSTERL, 2023).
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O GBS foi descrito conforme na biblioteca "Scikit-survival'(POLSTERL, 2023),
que se baseia no GB desenvolvido de forma sequencial e gananciosa (FRIEDMAN;, 2001;
FRIEDMAN, 2002). A fungao de verossimilhanga parcial é otimizada conforme descrito
por Ridgeway (1999) (RIDGEWAY, 1999), com a ponderagao dos tempos de falha e
censura otimizada conforme Hothorn et al. (2006) (HOTHORN et al., 2006). Além disso,
a taxa de desisténcia nao nula, onde a regularizacao ¢ aplicada durante o treinamento, é
utilizada conforme descrito por Vinayak e Gilard-Bachrach (2015) (VINAYAK; GILAD-
BACHRACH, 2015).

2.2.3.3 Random Survival Forest

O RSF é uma abordagem baseada no método RF, proposto por Breiman em 2001,
que utiliza o algoritmo de bootstrap para desenvolver multiplas arvores de decisao, onde os
noés sao divididos com base em uma selecao aleatéria de caracteristicas. A predicao final da
floresta é a média das predigoes de cada arvore individual (BREIMAN, 2001; ISHWARAN
et al., 2008).

Desenvolvido por Ishwaran et al. (ISHWARAN et al., 2008), o RSF é um conjunto
de modelos baseados em arvores, projetado especificamente para a andlise de dados de
sobrevivéncia censurados a direita. Ele incorpora informacgoes de censura diretamente
nas regras de divisao das arvores. Durante a construcao das arvores, a aleatoriedade
¢ promovida ao dividir os nés usando um critério de sobrevivéncia que considera tanto
o tempo de sobrevivéncia quanto o indicador de ocorréncia do evento de interesse. O
teste de log-rank é utilizado para dividir as arvores, visando maximizar a diferenga de
sobrevivéncia entre os nés. Quanto maior o valor do teste, melhor a divisao (LIU et al.,
2020; MONCADA-TORRES et al., 2021; XTAO et al., 2022).

O RSF estima a funcao de sobrevida dos pacientes com o estimador de Kaplan-
Meier e calcula a fungao de risco acumulado associada a cada né terminal com o estimador
de Nelson-Aalen (LIU et al., 2020; POLSTERL, 2020; POLSTERL, 2023). O estimador
de Kaplan-Meier (KAPLAN; MEIER, 1958), denotado por S’(t), ¢ uma estimativa nao
paramétrica da funcao de sobrevida S(t) (2.11) no tempo ¢t. Matematicamente, o estimador

de Kaplan-Meier é expresso como:

St =11 (1—d">, (2.21)

6,<T T

onde t é o tempo do evento observado em ordem crescente, d; é o nimero de eventos no
tempo t;, e n; é o nimero de individuos em risco nesse tempo. O estimador calcula a
probabilidade de sobrevivéncia como o produto das probabilidades de sobrevivéncia em
cada ponto de tempo observado até o tempo especificado T' (KAPLAN; MEIER, 1958;
POLSTERL, 2020).
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A funcao de Nelson-Aalen é uma estimativa nao paramétrica da fungao de risco
cumulativo do CPH (2.1) (ISHWARAN; KOGALUR, 2007; ISHWARAN et al., 2008;
POLSTERL, 2023). Matematicamente, o estimador de Nelson-Aalen h(t) em um dado
tempo t é dado por:

ht)y =Y -, (2.22)

onde d; é o nimero de eventos ocorridos no tempo t;, e n; ¢ o nimero de individuos em
risco nesse tempo. O estimador calcula a fungao de risco cumulativo como a soma das
razoes entre o nimero de eventos e o total de individuos em risco em cada ponto de
tempo (ISHWARAN et al., 2008; ISHWARAN; KOGALUR, 2007; POLSTERL, 2023).
Na biblioteca "Scikit-survival'(POLSTERL, 2023), a fungao de risco cumulativo da RSF h
¢é dada por:

d
> h(t; € X), (2.23)

=1

d denota o niimero total de eventos ocorridos nos dados de treinamento (POLSTERL,
2020; POLSTERL, 2023).

A formulacao matematica do RSF envolve a construcao de arvores de sobrevivéncia
usando bootstrap e a combinacao dessas arvores para formar o modelo de floresta. Ela
inclui critérios de divisao com o teste de log-rank e a agregacao dos resultados das arvores
usando os estimadores de Kaplan-Meier e Nelson-Aalen. Essa abordagem é descrita nos
trabalhos de Ishwaran et al. (ISHWARAN et al., 2008; ISHWARAN; KOGALUR, 2007,
ISHWARAN; KOGALUR, 2023). O resultado final é obtido pela média das predigoes de
cada arvore, oferecendo uma estimativa robusta da fungao de sobrevida (LIU et al., 2020;
MONCADA-TORRES et al., 2021; XIAO et al., 2022; POLSTERL, 2023).

2.2.3.4  Survival Support Vector Machine

O SSVM é uma extensao do SVM, tradicionalmente usado em tarefas de classificagao
e regressao para encontrar o hiperplano 6timo, conforme definido na Equagao 2.7. Adaptado
para dados de sobrevida, o SSVM emprega iteragoes para encontrar um hiperplano que
minimize o erro e maximize a margem entre eventos e censura. O diferencial do SSVM
reside na sua capacidade de ranquear instancias com base no nimero de observacoes,

permitindo estimar as probabilidades de sobrevida e predizer o risco de eventos para os

pacientes (MONCADA-TORRES et al., 2021; XIAO et al., 2022; POLSTERL et al., 2015).

Na analise de sobrevivéncia, os dados de treinamento consistem em n triades

(X;,Y:,0;), onde X; é o vetor de caracteristicas, Y; é o vetor de tempos (t;) de sobrevida
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ou censura, e 9; ¢ o indicador binario do evento de interesse. O objetivo é minimizar a
fungao do SSVM, Fssya(w), definida por Polsterl et al. (2015) como:

1
Fssvu(w) = inw + g > max(0,1 — (w'X; — w'X;))? (2.24)

i,jepP
onde w é o vetor de coeficientes perpendicular ao hiperplano de separagao (w € RY),
X ¢é o vetor de caracteristicas e ¢ > 0 é o parametro de regularizacao. O conjunto

P =(i,7) | Y; > Y; AN §; = 1 define os pares de amostras comparaveis usados no treinamento
(POLSTERL et al., 2015).

O SSVM para classificagao e regressao linear na analise de sobrevivéncia, conforme
descrito na biblioteca "Scikit-survival'(POLSTERL, 2023), é expresso como:

1 )\ &
argmigl inw—i— lg > maz(0,1—(w"z;—w"x;))? Q) > (Cwp(Xi, Y5, 6:))%, (2.25)
w, =1

2 1,jEP

sujeito a: se §; = 0, &up(Xi, Vi, 6:) = max(0,Y; — (w'z; — wlz; — b)), e se §; = 1,
Cwp(Xi, Y, 0;) = max(0,Y; — (w' X; —b)). O hiperparametro A > 0 determina a quanti-
dade de regularizacao, enquanto o hiperpardmetro ¢ € [0; 1] determina o trade-off entre
os objetivos de classificacdo e regressio (POLSTERL et al., 2015; POLSTERL, 2020;
POLSTERL, 2023).

Para o modelo nao linear, o Kernel Survival Support Vector Machine (KSSVM),
usando a Radial Basis Function Kernel (RBF), emprega a distdncia euclidiana quadrética

2 . ;o ~ , .
|z — 2'|” entre dois vetores de caracteristicas. A fungdo RBF é descrita por:

Kz — $/) — eXp(*Lfox’Hg)’ (2.26)

onde k representa a similaridade entre (z — z’) das varidveis de entrada, e ¢ é definido

#, sendo ¢ um parametro livre que controla a largura da similaridade Kernel

(DUVENAUD, 2014; POLSTERL et al., 2016; POLSTERL, 2023).

CcCOmo t =

A aplicagdo de métodos de AM na oncologia tem se mostrado fundamental para o
desenvolvimento de modelos prognosticos, proporcionando uma melhor compreensao do
processo evolutivo e da resposta terapéutica ao CM. Em resumo, cada métodos de AM
explora aspectos distintos da analise de sobrevida: o modelo de Regressao de Cox avalia o
impacto das covariaveis nas taxas de risco de ocorréncia do evento de interesse, permitindo
a identificagao de fatores prognésticos (COX, 1972); o GBS, formulado como um problema
de otimizacao, utiliza arvores de decisao iterativas para fornecer predig¢oes robustas por
meio da combinacao ponderada de cada arvore (LIU et al., 2020; MONCADA-TORRES
et al., 2021); o RSF aplica o método de bootstrap e a selegao aleatéria de caracteristicas

para desenvolver arvores de decisao, incorporando informagoes sobre censura nas regras
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de divisao e fornecendo predigbes robustas por meio da média das arvores (BREIMAN,
2001; ISHWARAN et al., 2008); por fim, o SSVM linear e o KSSVM néo linear encontram
o hiperplano no espago de caracteristicas de modo a maximizar a margem entre eventos
e censura (POLSTERL et al., 2015). Dessa forma, esses métodos se revelam valiosos
para o acompanhamento do curso clinico-terapéutico e para a analise de sobrevida em
pacientes com CM (CARVALHO et al., 2023; CARVALHO et al., 2024; LIU et al., 2020;
MONCADA-TORRES et al., 2021; PINHEIRO et al., 2022; XTAO et al., 2022; TENG et
al., 2019).
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3 REVISAO SISTEMATICA

O CM continua sendo uma das principais causas de mortalidade entre mulheres
no mundo, ressaltando a importancia de predigoes precisas de sobrevida para orientar
tratamentos e otimizar desfechos clinicos. Nesse contexto, os métodos de AM surgem como
ferramentas promissoras, aprimorando a acuracia das predi¢oes de sobrevida. Estudos
recentes tém evidenciado o avanco significativo na aplicacao de técnicias de AM para este
propésito, com abordagens inovadoras que contribuem para a melhoria da predi¢oes no
contexto do CM (LI et al., 2021; MIN et al., 2021).

Para esta RS, foram selecionados artigos que utilizaram métodos de AM na analise
de sobrevida, seguindo uma metodologia rigorosa conduzida por um (1) tnico avaliador.
Os critérios de inclusao e elegibilidade foram cuidadosamente definidos para assegurar
a selecado de estudos que reportassem tanto o desempenho dos diferentes métodos de
AM quanto as métricas de avaliagdo e validagao em dados clinicos (BRASIL; CIeNCIA
TECNOLOGIA, 2012; PAGE et al., 2023; PRISMA, 2021).

Os achados desta RS sugerem uma tendéncia positiva na utilizacao de métodos de
AM para predicoes de sobrevida em CM. As abordagens supervisionadas demonstraram
alta eficicia, enquanto as nao supervisionadas também evidenciaram avancos relevantes
(LI et al., 2021; MIN et al., 2021; SHUKLA et al., 2018; TENG et al., 2019). Além
disso, a revisao aponta a necessidade de pesquisas adicionais para validar a generalizacao

dos modelos, bem como aprimorar a sua aplicabilidade pratica (HUANG et al., 2022;
MONCADA-TORRES et al., 2021).

Assim, esta RS nao sé reforga a crescente relevancia dos métodos de AM na predicao
de sobrevida para CM feminino, como também destaca a necessidade de investigagoes
continuas para integrar esses modelos de forma eficaz na pratica clinica. A evolugao e
adaptacao constante dos métodos de AM prometem aprimorar progressivamente a precisao
das predigoes, trazendo impactos diretos no manejo clinico das pacientes diagnosticadas
com CM.

3.1 TENDENCIAS E INOVACOES DA MODELAGEM COMPUTACIONAL PARA O
CANCER DE MAMA

As tendéncias e inovac¢oes na modelagem computacional para o CM refletem avangos
significativos na predi¢do da sobrevida e no direcionamento do tratamento. Com o advento
dos MAM, ha um foco crescente na individualizacao do cuidado, abordando a complexidade
biolégica da doenga em cada paciente (GU et al., 2020; KALAFT et al., 2019; LI et al.,
2022; BOERI et al., 2020). Esses métodos proporcionam uma anélise abrangente e precisa,

integrando multiplas varidveis clinicas e biologicas para prever desfechos clinicos com maior
confiabilidade (ZHOU et al., 2021; XIN et al., 2022; DENG et al., 2021; KLEINLEIN;
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RIANO, 2019; HAQUE et al., 2022; GANGGAYAH et al., 2019; AFSHAR et al., 2021;
HUANG et al., 2022). Além disso, a aplicagdo de técnicas nao supervisionadas tem
contribuido para identificar padroes ocultos nos dados, ampliando nosso entendimento
sobre a progressao da doenga e suas interagoes (AFSHAR et al., 2021; SHUKLA et al.,
2018).

A pesquisa sobre o CM, a neoplasia mais prevalente entre mulheres, é complexa
devido a sua relagao com uma variedade de fatores biolégicos e seu estadiamento, que
impactam diretamente na evolucao da doenca e na sobrevida das pacientes, como discutido
na Subsecao 2.1.2. A personalizagao dos tratamentos, adaptando-os ao perfil individual
de cada paciente, exige uma abordagem multidisciplinar que permita identificar esses
fatores de risco com precisao. Neste sentido, diversas técnicas, desde métodos estatisticos
convencionais até MAM, tém sido empregadas para prever a sobrevida, com destaque para
a analise de regressdao de Cox, amplamente aceita na na oncologia. Contudo, os métodos

de AM tém ganhado espago recentemente, oferecendo vantagens significativas (BOERI et
al., 2020; KALAFT et al., 2019; MONCADA-TORRES et al., 2021; SHUKLA et al., 2018).

Apesar dos desafios continuos na deteccao precoce e no tratamento eficaz do CM,
a tecnologia desempenha um papel significativo na coleta e andlise analise de grandes
volumes de dados. Com o crescimento da quantidade e complexidade dos dados disponiveis,
surge a necessidade de algoritmos mais robustos, como os MAM, que conseguem classificar,
prever e estimar desfechos clinicos de forma eficaz, contribuindo para o progndstico e
tratamento de pacientes com CM (HAQUE et al., 2022; DENG et al., 2021). A aplicagao
desses métodos na andlise de dados da patologia e na identificacao de fatores prognoésticos
apresenta uma abordagem promissora, permitindo intervencoes mais precisas, inclusive na
identificagdo de pacientes com alto risco de recorréncia pés-operatéria (GANGGAYAH et
al., 2019; HUANG et al., 2022; SEDIGHI-MAMAN; MONDELLO, 2021; ZHOU et al.,
2021).

A expansao do uso da IA estd transformando a resolucao de problemas em diversas
areas, incluindo a oncologia. Neste cenario, os métodos de AM tém se destacado por
fornecer insights preditivos que auxiliam na tomada de decisoes clinicas para o CM (LAI
et al., 2019; LI et al., 2021; KOHN-LUQUE et al., 2020; NAVE, 2020). Esses avancos
fomentam o desenvolvimento de modelos computacionais preditivos de sobrevida, com
grande potencial e aplicabilidade na pratica médica (LI et al., 2021; OKAGBUE et al.,
2021; TAPAK et al., 2019).

O tratamento personalizado do CM é viabilizado pela identificacdo de biomar-
cadores especificos, que categorizam os pacientes em subtipos e orientam as escolhas
terapéuticas individualizadas. Estudos comprovam a eficacia das terapias personalizadas,
nas quais modelos computacionais simulam e avaliam os efeitos de diferentes intervengoes

terapéuticas, permitindo decisdes mais precisas para cada paciente (KOHN-LUQUE et al.,
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2020; LAI et al., 2019). Em vista da relevincia do CM e da importancia da analise de
sobrevida no delineamento do curso clinico-terapéutico, observa-se um aumento na adogao

dos MAM, que utilizam combinagoes de variaveis para gerar prognésticos personalizados
(OKAGBUE et al., 2021).

A anadlise de sobrevida atrai crescente interesse na comunidade de IA, impulsionada
pelos avangos tecnoldgicos e suas aplicagoes clinicas. Embora os métodos de AM oferecam
previsoes mais precisas que abordagens estatisticas convencionais, facilitando diagnéstico,
tratamento e prognostico do cancer, ainda ha desafios, como a transparéncia dos modelos,
que podem ser vistos como 'caixas-pretas", o que pode afetar a confianca de médicos e
pacientes nesses métodos (TENG et al., 2019; XIAO et al., 2022; MONCADA-TORRES
et al., 2021).

Em uma busca sistematica nas bases de dados Google Scholar, Medline (PubMed)
e Scopus, foram identificados artigos de revisao relevantes ao tema. Apos analise criteriosa,

destacaram-se os seguintes estudos:

1. Min et al. (2021): Este estudo explora modelos prognésticos para CM, analisando
aspectos clinicopatologicos, de expressao génica e MAM. Os autores identificaram
variaveis comuns a cada tipo de modelo, como idade, comprometimento linfonodal,
grau e tamanho do tumor, e status do receptor hormonal. A estratificacdo baseada
em informacgoes gendmicas e clinicas permite identificar riscos e evita tratamentos

desnecessarios, enquanto a analise de imagens aprimora a previsao do prognostico

(MIN et al., 2021).

2. Li et al. (2021): Focado no desenvolvimento e validacdo de métodos de AM para
previsao de sobrevida em CM, este estudo utiliza diretrizes PRISMA e analisa artigos
de alta qualidade selecionados nas bases PubMed, Embase e Web of Science Core.
Os métodos de AM mostraram-se promissores na predi¢ao de sobrevida, embora os
autores recomendem melhorias no pré-processamento de dados e padronizagao na
selecao de variaveis. Pesquisas interdisciplinares podem fortalecer a eficacia desses

modelos na prética clinica (LI et al., 2021).

Apesar dos avancos na area, ainda sao escassos os estudos de revisao que oferecem
uma analise abrangente sobre o uso de métodos de AM na predi¢ao de sobrevida em
pacientes com CM. Nesse contexto, esta RS se torna relevante, pois busca contribuir tanto
para a formulagao de uma proposta de pesquisa da tese quanto para o aprimoramento da
compreensao dessas técnicas no cenario do CM. O objetivo desta RS é avaliar a aplicacao
dos métodos de AM para predicao de sobrevida em pacientes com CM, validados com
dados clinicos. Para isso, foi realizada uma busca detalhada nas principais bases de dados,
identificando estudos relevantes que aplicaram esses métodos a andlise de sobrevida. Além

de destacar o uso desses modelos, a RS visa mapear os principais métodos empregados,
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comparar os estudos mais relevantes e identificar suas contribui¢oes para a construcao da

pesquisa.

3.2 METODOS DA REVISAO SISTEMATICA

A RS é uma metodologia de sintese de evidéncias que permite a analise critica e a
interpretacao das pesquisas disponiveis sobre uma questao especifica, area do conhecimento
ou fenomeno de interesse. Esse método distingue-se por sua abordagem explicita e
sistematica para identificar, selecionar e avaliar a qualidade das evidéncias, assegurando
confiabilidade, rigor e transparéncia nos resultados (BRASIL; CIeNCIA TECNOLOGIA,
2012).

Nesta RS, a metodologia foi desenvolvida em conformidade com as diretrizes
estabelecidas pelo Ministério da Satde (MS) para a elaboracao de revisoes sisteméaticas
e metandlises de ensaios clinicos randomizados (BRASIL; CIENCIA TECNOLOGIA,
2012). Para assegurar a transparéncia e o rigor em todas as etapas do processo, serao
seguidas as recomendagoes do protocolo PRISMA ( Preferred Reporting Items for Systematic
Reviews and Meta-Analyses). Esse protocolo define detalhadamente as etapas de definigao,
identificacao, selecao, elegibilidade e inclusao dos estudos, além de especificar os critérios
correspondentes para cada fase (PRISMA, 2021).

Para otimizar a organizacao e analise das publicacoes em cada uma dessas etapas,
foi utilizado o Software Rayyan, que proporciona assisténcia de qualidade e agilidade na
elaboracgdo e execugao das etapas de uma RS (OUZZANT et al., 2016). Embora o protocolo
PRISMA normalmente requeira multiplos avaliadores para assegurar maior controle de
qualidade, esta revisao foi conduzida por um tnico avaliador. A seguir, detalham-se as
etapas metodolégicas aplicadas, conforme o protocolo PRISMA (PRISMA, 2021).

3.2.1 DEFINICOES

O acronimo PICO é amplamente utilizado para estruturar os elementos essenciais
de uma pergunta de pesquisa, abrangendo Populacao (P), Intervencao (I), Comparagao
(C) e Desfecho (O - "Outcomes"). Esse modelo facilita a definigdo clara e objetiva dos
objetivos da pesquisa, assegurando uma dire¢ao focada para a investigacao (BRASIL;
CIeNCIA TECNOLOGIA, 2012). Para esta RS, o PICO foi definido conforme descrito a

seguir:
P Populagao: Pacientes diagnosticadas com CM feminino.
I Intervencao: métodos de AM aplicados a predicao de sobrevida em CM.

C Comparacgao: Validacao dos modelos preditivos com dados clinicos.

O Desfecho: Eficicia dos métodos de AM no apoio a tomada de decisoes clinicas.
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A questao norteadora desta pesquisa, formulada a partir do modelo PICO, é:
“Quais sao os métodos de Aprendizado de Maquina aplicados a predicao de sobrevida para

o cancer de mama feminino, e como esses modelos tém sido validados com dados clinicos?”

As bases de dados utilizadas para a pesquisa foram Google Scholar, Medline
(PubMed) e Scopus. As palavras-chave, definidas com base nos descritores MeSH ( Medical
Subject Headings) para refletir o PICO e a questao norteadora, incluem "breast neoplasms",
"machine learning"e "survival'. A pesquisa foi delimitada a artigos publicados entre 2018 e

2022, estabelecendo um periodo de interesse recente.

3.2.2 IDENTIFICACAO

Na etapa de identificacao, sera implementada a estratégia de busca nas bases de
dados selecionadas, com o objetivo de identificar artigos originais. As palavras-chave foram
configuradas para refletir o PICO e a questao norteadora, incluindo descritores como
"breast neoplasms", "machine learning", "survival'e "not review". A busca serd restrita a
artigos originais publicados entre 2018 e 2022. Os resultados de cada base serao compilados
e importados para o Software Rayyan, que auxiliard na organizacao, anélise e remocao de

duplicados, facilitando as etapas subsequentes da RS.

3.2.3 SELECAO

Nesta etapa, serao aplicados critérios rigorosos de inclusdo (1) e exclusao (2) para

garantir a relevancia e a qualidade dos estudos selecionados. Os critérios sao os seguintes:

1. Inclusao:
o Estudos originais que utilizam métodos de AM para prever a sobrevida de
pacientes diagnosticadas com CM.
o Estudos que validam modelos preditivos com dados clinicos oncoldgicos usuais.
o Publica¢bes que apresentam informagoes completas sobre a populacao, inter-
vencgao, comparagao e desfecho, conforme definido pelo PICO.

2. Exclusao:

o Estudos que nao tém como foco a predigao de sobrevida de pacientes com CM.

« Estudos nao originais, como revisoes, RS, meta-andlises e literatura cinzenta

(ex.: cartas editoriais, dissertacoes, teses).

o Estudos que se concentram em variaveis genéticas ou moleculares, em vez de

dados clinicos usuais da pratica oncologica.

o Estudos que nao incluem pacientes diagnosticadas com CM como parte da

populacao de estudo.
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3.2.4 ELEGIBILIDADE

Na etapa de elegibilidade, os titulos e resumos dos artigos pré-selecionados serao
avaliados para verificar sua relevancia e aderéncia aos critérios de inclusao estabelecidos.

Os critérios de elegibilidade sao:

1. Relevancia do desfecho: Serao excluidos estudos que nao se concentram na
predicao da sobrevida de pacientes com CM, uma vez que este é o foco principal da

RS (Wrong outcome).

2. Desenho de estudo: Serdao excluidos estudos que utilizam dados genéticos como
variaveis para predi¢ao prognoéstica, pois esta RS tem como objetivo analisar especi-

ficamente a valida¢do com varidveis clinicas usuais ( Wrong study design).

3. Tipo de publicagao: Serdo excluidas revisdes sistematicas, meta-analises e litera-
tura cinzenta, uma vez que o foco esta em avaliar estudos primarios que investigam
diretamente a aplicacdo de métodos de AM na predicao da sobrevida para o CM

(Wrong publication type).

4. Populacao de estudo: Serdo excluidos estudos que nao envolvam pacientes di-
agnosticadas com CM, ja que os resultados desses estudos nao sao diretamente

aplicdveis ao contexto desta RS (Wrong population).

Esses critérios serao rigorosamente aplicados para garantir que os artigos seleciona-
dos oferecam evidéncias essenciais sobre a populacao de estudo, intervencao, comparacao

e desfecho, alinhando-se a questao norteadora e ao objetivo desta RS.

3.2.4.1 INCLUSAO

Na etapa de inclusao, os textos completos dos artigos selecionados serao avaliados
na integra, considerando sua contribuicao para o objetivo da pesquisa. A anélise detalhada
determinard a elegibilidade final dos artigos para inclusao na RS. Para cada estudo incluido,

serao extraidas as seguintes informagoes:

1. Identificagao dos artigos incluidos: Para facilitar a identificacao de cada estudo

por autores e ano de publicacao.

2. Caracteristicas da populacao de estudo: PPara garantir que os estudos incluidos

investigaram pacientes diagnosticadas com CM, conforme os critérios de inclusao.

3. Métodos de AM utilizados nos artigos: Para compreender os métodos de AM

aplicados na predicao da sobrevida.
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4. Métricas de desempenho e validagao dos métodos de AM:Para avaliar a

robustez e a generalizacdo dos modelos preditivos com dados clinicos.

5. Principais resultados da aplicacao dos métodos de AM: Para analisar os

desfechos em relacao a predicao da sobrevida no CM.

Os dados extraidos serao sintetizados quantitativa e qualitativamente para descrever
a populagao do estudo, os métodos de AM utilizados, as métricas de desempenho reportadas
e os principais resultados dos estudos incluidos. Vale destacar que, na maioria dos
artigos analisados nesta RS, os métodos de selecao de atributos e otimizagao nao foram
explicitamente descritos e, em muitos casos, sequer mencionados, razao pela qual nao

foram abordados nesta revisio.

O processo metodologico serd conduzido conforme as diretrizes do MS e do protocolo
PRISMA, assegurando rigor e transparéncia em todas as etapas da RS. A adocao do
PRISMA fortalece a robustez metodolégica e assegura maior clareza, facilitando a tomada
de decisoes clinicas baseadas em evidéncias (BRASIL; CIeENCIA TECNOLOGIA, 2012;
PAGE et al., 2023; PRISMA, 2021). Além disso, a anélise dos dados extraidos incluird uma
revisao critica dos estudos selecionados, destacando suas principais descobertas, limitagoes
e as implicagoes clinicas dos métodos de AM na predigao da sobrevida em pacientes com

CM feminino.

3.3 RESULTADOS DA REVISAO SISTEMATICA

Nesta secao, apresentamos os principais resultados dda RS sobre a aplicagao de
métodos de AM na predi¢ao da sobrevida no CM. O CM é uma doenca prevalente e
complexa, afetando predominantemente mulheres e representando uma das principais
causas de mortalidade relacionada ao cancer em todo o mundo. A previsao precisa da
sobrevida desempenha um papel fundamental na pratica clinica oncologica, pois oferece
insights essenciais para orientar decisoes terapéuticas individualizadas e a prestacao de
cuidados paliativos. Dessa forma, a predicao da sobrevida no CM constitui uma area de
pesquisa de grande relevancia, com potencial para impactar diretamente o curso clinico
e os resultados das pacientes afetadas por essa condigao devastadora (MIN et al., 2021;
LI et al., 2021; GU et al., 2020; SEDIGHI-MAMAN; MONDELLO, 2021; TENG et al.,
2019; SHUKLA et al., 2018; HUEMAN et al., 2018; MONCADA-TORRES et al., 2021;
KALAFT et al., 2019; JANSEN et al., 2020; LI et al., 2022; BOERI et al., 2020; ZHOU et
al., 2021; XIN et al., 2022; LIU et al., 2020; DENG et al., 2021; KLEINLEIN; RIANO,
2019; HAQUE et al., 2022; GANGGAYAH et al., 2019; AFSHAR et al., 2021; HUANG et
al., 2022).

Os modelos prognoésticos para o CM variam desde abordagens clinicopatologicas

até ensaios de expressao génica e MAM. Nos ultimos anos, os métodos de AM tém atraido
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crescente atencao devido ao seu grande potencial para fornecer informagoes precisas e
personalizadas na previsao da sobrevida e na selecao de tratamentos adequados para
pacientes com CM (MIN et al., 2021; LI et al., 2021). Além disso, novas abordagens tém
sido desenvolvidas, como a integracao de fatores prognosticos adicionais ao sistema de
estadiamento do cancer, utilizando algoritmos de métodos de AM para construir modelos
de prognostico mais precisos (HUEMAN et al., 2018).

Embora os métodos de AM mostrem grande potencial, ainda existem desafios
significativos a serem superados para sua plena adocao na pratica clinica. Um dos
principais obstaculos é a opacidade dos modelos, o que pode dificultar a sua interpretacao
e confianca por parte dos profissionais de saiide. Para superar essa limitacao, métodos de
explicabilidade, como o Local Interpretable Model-agnostic Explanations (LIME) e SHapley
Additive exPlanations (SHAP), tém sido cada vez mais empregados para esclarecer as
previsoes dos modelos e aumentar sua confiabilidade (GU et al., 2020; JANSEN et al.,
2020).

Apesar desses desafios, a aplicacao de métodos de AM na predigao da sobrevida do
CM é promissora e tem o potencial de contribuir significativamente para a melhoria do
cuidado ao paciente. O uso dessas tecnologias pode nao apenas otimizar a escolha dos
tratamentos, mas também fornecer uma visao mais precisa do prognostico das pacientes,
permitindo um acompanhamento mais eficaz e personalizado (SEDIGHI-MAMAN; MON-
DELLO, 2021; MONCADA-TORRES et al., 2021; SHUKLA et al., 2018; KALAFT et al.,
2019; LIU et al., 2020; DENG et al., 2021; BOERI et al., 2020; GANGGAYAH et al.,
2019; AFSHAR et al., 2021; HAQUE et al., 2022; HUANG et al., 2022; XIN et al., 2022).

A Figura 9 resume as etapas metodolégicas da revisao, abrangendo a identificacao,
selecao, elegibilidade, inclusao e analise dos artigos. Essa visao geral proporciona uma
compreensao aprofundada da literatura existente sobre o uso de métodos de AM na
predi¢ao da sobrevida no CM, evidenciando tanto os avangos alcancados quanto os desafios
que ainda precisam ser enfrentados. Assim, destaca-se a importancia continua da pesquisa
nesta area, que tem o potencial de transformar a forma como o prognéstico do CM é

abordado na pratica clinica.

3.3.1 IDENTIFICACAO

Na etapa de identificacdo dos artigos, realizamos buscas nas bases de dados selecio-
nadas, conforme ilustrado na Figura 8 com o objetivo de incluir apenas artigos originais.
Para isso, foram empregadas palavras-chave e descritores MeSH especificos relacionados
ao CM, MAM, sobrevida, excluindo artigos de revisdes. As buscas foram realizadas nas

seguintes bases de dados, resultando no niimero de artigos descrito abaixo:

1. Google Scholar: A busca foi realizada utilizando os descritores "breast neoplasms"OR



Figura 9 - Fluxograma PRISMA 2020.
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"breast neoplasmmachine learning" survival -review. Essa busca resultou na identifi-

cagao de 83 trabalhos.

2. Medline (PubMed): Utilizou-se a combinagao de descritores breast neoplasms'OR
"breast neoplasm"AND "machine learning" AND survival NOT review, o que resultou

na coleta de 110 publicagoes.

3. Scopus:A pesquisa foi conduzida com os descritores "breast neoplasms"OR, "breast
neoplasm"AND "machine learning"AND survival AND NOT review, identificando
157 trabalhos.

Ao final dessa etapa, um total de 350 artigos foi identificado. Esses documentos
foram entao compilados e importados para o Software Rayyan, onde foram organizados

para analise nas etapas subsequentes RS.

3.3.2 SELECAO & ELEGIBILIDADE

Apods a importacao dos arquivos das bases de dados para o Software Rayyan, foram
removidos 86 artigos duplicados, restando 264 artigos para avaliacdo. A selecao inicial foi
realizada com base nos critérios de inclusao, exclusao e elegibilidade, através da anélise
dos titulos e resumos dos artigos pré-selecionados. Para essa triagem, foram aplicados os

seguintes identificadores no Rayyan:

« Wrong outcome (resultado incorreto)

o Wrong study design (design do estudo incorreto)

Wrong publication type (tipo de publica¢ao incorreto)

« Wrong population (populagdo incorreta)

Na primeira etapa da elegibilidade, foram excluidos 243 artigos que nao atendiam
aos critérios definidos. Em seguida, os artigos pré-selecionados foram analisados na integra,
resultando na exclusao adicional de dois artigos. A seguir, detalhamos os critérios de

exclusao utilizados:

1. Wrong outcome: Foram excluidos 84 artigos originais que nao abordavam a
questao central da revisao, focando em desfechos distintos. Os artigos excluidos
abordavam dreas como diagnéstico (49), tratamento (19), biomarcadores (5), modelos

matematicos (4), fatores de risco e qualidade de vida (3), e incidéncia (2).
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2. Wrong study design: Nesta categoria, foram excluidos 142 artigos que utiliza-
vam caracteristicas genéticas, dos quais 56 correspondiam a doencas gerais e 86

especificamente ao CM.

3. Wrong publication type: Foram removidos 5 artigos que nao eram originais. Esses
incluiam artigos de bibliometria e revisoes (2) e literatura cinzenta (cartas editoriais

(2) e uma dissertacao (1)).

4. Wrong population: Foram excluidos 14 estudos que envolviam uma populacao
inadequada. Isso incluiu artigos que utilizavam dados sintéticos e simulados (2),
dados de outros tipos de cancer (pulmao, figado, ovario e nasofaringeo) (4) e dados

in vitro e in vivo (8).

A aplicagao rigorosa desses critérios, como ilustrado na 9 permitiu a sele¢do dos
artigos mais relevantes e adequados para a andlise detalhada e subsequente inclusao na
RS.

3.3.3 INCLUSAO E ANALISE

Na etapa de inclusao, os textos completos dos 21 estudos previamente selecionados
foram analisados para verificar sua relevancia em relagao a questao central da pesquisa,
conforme ilustrado na Figura 9. Apds uma andlise criteriosa, foram excluidos 2 artigos,
sendo um por focar na predicao de incidéncia em vez de sobrevida e o outro por utilizar
um modelo exclusivamente matematico. Assim, 19 artigos foram considerados adequados e

incluidos na analise final da revisao sistematica, por atenderem aos critérios estabelecidos.

A Figura 10 apresenta a distribuicao anual dos artigos incluidos nesta RS, distri-
buidos da seguinte forma: 2 artigos de 2018 (10,5%) (SHUKLA et al., 2018; HUEMAN
et al., 2018), 4 de 2019 (21,1%) (TENG et al., 2019; KALAFT et al., 2019; KLEINLEIN;
RIANO, 2019; GANGGAYAH et al., 2019), 4 de 2020 (21,1%) (GU et al., 2020; JANSEN
et al., 2020; BOERI et al., 2020; LIU et al., 2020), 5 de 2021 (26,3%) (SEDIGHI-MAMAN;
MONDELLO, 2021; MONCADA-TORRES et al., 2021; ZHOU et al., 2021; DENG et al.,
2021; AFSHAR et al., 2021), e 4 de 2022 (21,1%) (XIN et al., 2022; HAQUE et al., 2022;
HUANG et al., 2022).

Cada artigo incluido foi submetido a uma anélise detalhada, considerando infor-
magoes chave descritas no Quadro 3. A analise e discussao dos dados extraidos de cada
estudo sao apresentadas nas proximas subsecoes, oferecendo uma visao abrangente sobre
a aplicacao de métodos de AM na predicao da sobrevida em casos de CM. Esta analise
destaca tanto os avancos quanto as limitagoes identificadas na literatura, contribuindo
para o desenvolvimento de modelos computacionais mais robustos e tteis na pratica clinica

oncologica.
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Figura 9 — Grafico do nimero de artigos incluidos na RS por ano de publicacao..
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Fonte: Elaborado pela autora (2024).

Quadro 3 — Informagoes extraidas de cada artigo incluido na RS.

Informacgoes Descrigao

Caracteristicas Populacoes Informagoes sobre o pais de origem e fatores
clinicos relevantes que influenciam os resultados.

MAM Descricao dos algoritmos e técnicas utilizados

para a predicao da sobrevida.
Desempenho e Validacao Estratégias para avaliar e validar o desempenho
dos métodos de AM utilizando dados clinicos.
Principais Resultados Analise da eficacia dos métodos de AM na predicao
da sobrevida de pacientes com CM.

Fonte: Elaborado pela autora(2024).

3.3.3.1 Caracteristicas das Populagoes

A maioria dos estudos incluidos nesta RS foi conduzida em paises como os Estados
Unidos (EUA) e a China, abrangendo amostras variando de 210 a 510.000 pacientes. Esses
estudos utilizaram, em sua maioria, dados clinicos secundérios ou registros hospitalares
de pacientes diagnosticadas com CM para a aplicacdo de métodos de AM na predicao da
sobrevida (SEDIGHI-MAMAN; MONDELLO, 2021; SHUKLA et al., 2018; KALAFT et
al., 2019; GANGGAYAH et al., 2019; AFSHAR et al., 2021; MONCADA-TORRES et
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al., 2021; JANSEN et al., 2020; KLEINLEIN; RIANO, 2019). As pesquisas abordaram
diversos aspectos, incluindo prognéstico (HUEMAN et al., 2018; BOERI et al., 2020;
TENG et al., 2019; LI et al., 2022; LIU et al., 2020), recorréncia (GU et al., 2020; HAQUE
et al., 2022; XIN et al., 2022), e mortalidade (ZHOU et al., 2021).

O Quadro 4 sintetiza as principais caracteristicas extraidas de cada estudo, deta-
lhando a composicao das amostras, as caracteristicas patologicas e a origem das populagoes
estudadas. A maior parte dos estudos focou em informagoes clinicas de pacientes com
diagnéstico de CM (GU et al., 2020; SEDIGHI-MAMAN; MONDELLO, 2021; SHUKLA
et al., 2018; HUEMAN et al.; 2018; KALAFI et al., 2019; BOERI et al., 2020; DENG et
al., 2021; GANGGAYAH et al., 2019; AFSHAR et al., 2021). Alguns estudos, entretanto,
concentraram-se em subpopulagoes especificas, como casos de CM CDI e CLI (TENG et
al., 2019; HAQUE et al., 2022), pacientes com CM Nao Metastatico (NM) (MONCADA-
TORRES et al., 2021; JANSEN et al., 2020; ZHOU et al., 2021), com Metéstase Ossea
(MO)(LI et al., 2022), com o receptor HER2 positivo (HER2+) (XIN et al., 2022), e
estadiamentos I a III (I-11T) (HUANG et al., 2022). . Adicionalmente, um dos estudos
abrangeu toda a trajetéria do CM, incluindo os estagios in situ, localizado, regional e
distante (KLEINLEIN; RIANO, 2019).

Quadro 4 — Caracteristicas clinicas e regionais das amostras dos 19 estudos analisados
na RS.

Artigos Pacientes Patologia Pais
Afshar et al. (2021) 856 CM Ira
Boeri et al. (2020) 610 CM [talia
Deng et al. (2021) 45.085 CM EUA
Ganggayah et al. (2019) 8.066 CM Malésia
Gu et al. (2020) 217 CM China
Haque et al. (2022) 4.024 | CM (CDI e CLI) EUA
Huang et al. (2022) 4.696 CM (TN) EUA
Hueman et al. (2018) 514.213 CM EUA
Kalafi et al. (2019) 4.902 CM Malasia
Kleinlein and Riano (2019) 312.446 | CM (Estagios) EUA
Jansen et al. (2020) 46.284 CM (NM) Holanda
Li et al. (2022) 15.129 CM (MO) EUA
Liu et al. (2020) 6.012 | CM (Estagio I-III) | China
Moncada-Torres et al. (2021) 36.658 CM (NM) Holanda
Sedighi-Maman e Mondello (2021) 51.408 CM EUA
Shukla et al. (2018) 85.189 CM EUA
Teng et al. (2019) 5.279 | CM (CDI e CLI) EUA
Xin et al. (2022) 6.486 CM (HER2+) China
Zhou et al. (2021) 1.661 CM (NM) Europa

Fonte: Elaborada pela autora (2024).



76

Figura 11 - Grafico da origem dos dados dos artigos incluidos na RS.
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Fonte: Elaborado pela autora (2024).

A Figura 11 apresenta a distribuicao geografica das populacdes de estudo nos
artigos incluidos nesta revisao sistematica. Em termos de origem dos dados clinicos, quase
metade dos estudos (47,4% )utilizou bases de dados norte-americanas, destacando-se a base
Surveillance, Epidemiology, and End Results (SEER) (SEDIGHI-MAMAN; MONDELLO,
2021; TENG et al., 2019; SHUKLA et al., 2018; HUEMAN et al., 2018; LI et al., 2022;
DENG et al., 2021; KLEINLEIN; RIANO, 2019; HAQUE et al., 2022; HUANG et al.,
2022). Outros estudos recorreram a dados dos Registros de Hospitais Chineses (15,8%)
(GU et al., 2020; XIN et al., 2022; LIU et al., 2020), Registros de Cancer da Holanda
(10,5 %) (MONCADA-TORRES et al., 2021; JANSEN et al., 2020), Registros de CM da
Malésia (10,5 %)(KALAFT et al., 2019; GANGGAYAH et al., 2019), Instituto de Cancer
Italiano (5,3 %) (BOERI et al., 2020), Registros Médicos de Cancer da cidade de Urmia,
no Ira (5,3 %) (AFSHAR et al., 2021), e a base de dados europeia BioStudies (5,3 %)
(ZHOU et al., 2021).

3.3.3.2 Métodos de Aprendizado de Maquina

Os artigos selecionados nesta RS empregaram uma variedade de MAM, cuja
distribuicao é apresentada na Figura 12 , enquanto a correspondéncia entre métodos e
estudos esta detalhada no Quadro 5. A maioria dos trabalhos comparou o desempenho
desses métodos na predigdo de sobrevida para o CM (GU et al., 2020; TENG et al.,
2019; MONCADA-TORRES et al., 2021; KALAFI et al., 2019; LI et al., 2022; BOERI
et al., 2020; ZHOU et al., 2021; XIN et al., 2022; LIU et al., 2020; DENG et al., 2021;
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KLEINLEIN; RIANO, 2019; HAQUE et al., 2022; GANGGAYAH et al., 2019; AFSHAR
et al., 2021; HUANG et al., 2022). Alguns autores optaram pela biblioteca "Scikit-
survival', especializada em andlise de sobrevida (MONCADA-TORRES et al., 2021; LIU
et al., 2020; TENG et al., 2019)enquanto outros desenvolveram abordagens customizadas
envolvendo etapas de tratamento, classificagao e predigdo de dados (SEDIGHI-MAMAN;
MONDELLO, 2021; SHUKLA et al., 2018). Adicionalmente, alguns estudos buscaram
explicar as previsoes geradas (JANSEN et al., 2020; GU et al., 2020; MONCADA-TORRES
et al., 2021), enquanto um estudo explorou uma abordagem nao supervisionada, utilizando
um dendrograma para construcao de um sistema prognéstico baseado em estadiamento
(HUEMAN et al., 2018). Além disso, um estudo desenvolveu um modelo prognéstico (LIU
et al., 2020).

Figura 12 — Grafico dos métodos de AM utilizados nos artigos incluidos na RS.
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Fonte: Elaborado pela autora (2024).

Tanto na Figura 12 como no Quadro 5 podemos observar que alguns métodos de
métodos de AM sdo mais frequentes, como Decision Trees (DT), RF e SVM, presentes em
47,37% dos artigos; seguidos pelos métodos Logistic Regression (LR) e Ezxtreme Gradient
Boosting (XGBoost), aplicados em 42,11%; K-Nearest Neighbor (KNN) em 31, 58%;
Artificial Neural Networks (ANN) e Multilayer Perceptron (MLP) em 21,05%; Adaptive
Boosting (AdaBoost), CPH, Gradient Boosting Decision Tree (GBDT), Naive Bayes (NB) e
RSF em 15,79%; e, Light Gradient Boosting Machine (Light GBM) em 10, 53%. Os demais
métodos de AM foram aplicados apenas em um estudo, como Modificagao do CPH (CPHM),
C5, Density-Based Spatial Clustering of Applications with Noise (DBSCAN), Ensemble



78

Quadro 5 — Sumario dos métodos de AM aplicados nos 19 estudos da analisados na RS.

Artigo Métodos
Afshar et al. (2021) C5 e RIPPER
Boeri et al. (2020) ANN e SVM
Deng et al. (2021) ANN, DT, RF e SVM
Ganggayah et al. (2019) DT, LR, MLP-ANN, RF,
SVM e XGBoost
Gu et al. (2020) DT, GBDT, KNN, LR, MLP, RF,
SVM e XGBoost
Haque et al. (2022) AdaBoost, DT, GBC, KNN, LR,
RF, SVM e VC
Huang et al. (2022) AdaBoost, ANN, DT, GBDT, KNN,
LightGBM, LR, RF, SVM e XGBoost
Hueman et al. (2018) EACCD
Kalafi et al. (2019) DT, MLP, RS, e SVM
Kleinlein and Riafio (2019) DT, LR e NB
Jansen et al. (2020) ANN, KNN, LR, NB, RF, e XGBoost
Li et al. (2022) DT, KNN, SVM e XGBoost
Liu et al. (2020) CPH, EXSA, GB, RSF e XGBoost
Moncada-Torres et al. (2021) CPH, RSF, SSVM e XGBoost
Sedighi-Maman e Mondello (2021) GLM, MLP e XGBoost
Shukla et al. (2018) DBSCAN, MLP e SOM
Teng et al. (2019) CPH, CPHM, MTLSA, RSF e Stan
Xin et al. (2022) AdaBoost, KNN, LR, NB, RF e SVM
Zhou et al. (2021) DT, GBDT, LightGBM, LR e RF

Fonte: Elaborada pela autora (2024).

Algorithm for Clustering Cancer Data (EACCD), EXSA, Gradient Boosting Classifier
(GBC), Generalized Linear Model (GLM), Multi- Task Learning Model for Survival Analysis
(MTLSA), Repeated Incremental Pruning to Produce Error Reduction (RIPPER), Bayesian
Estimation Regression Model (Stan), Self-Organizing Map (SOM), Survival Support Vector
Machine (SSVM) e Voting Classifier (VC). Para organizar a anélise, os métodos sao
agrupados a seguir em categorias como andlise de sobrevida, classificagdo e regressao,

clusterizagao, aprendizado de conjunto (EL), redes neurais e regras de decisao.
Andlise de Sobrevida

Métodos especificos para anéalise de sobrevida, como CPH, Stan, EXSA, MTLSA,
RSF e SSVM, foram empregados para estimar o tempo até a ocorréncia de um evento,
considerando a censura dos dados. O modelo CPH foi amplamente utilizado devido a sua
relevancia estatistica na anélise de risco ao longo do tempo (LIU et al., 2020; MONCADA-
TORRES et al., 2021; TENG et al., 2019), enquanto o CPHM, uma versao modificada para
estruturas temporais independentes, foi empregado em um estudo (TENG et al., 2019). O

EXSA, por sua vez, combina a estrutura do XGBoost e o modelo CPH para predicao de
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sobrevida (LIU et al., 2020). , e o MTLSA, voltado para a previsao de multiplos eventos
de sobrevida, foi utilizado junto ao Stan, uma abordagem bayesiana para estimativa de
pardmetros (TENG et al., 2019). O RSF estende o RF para problemas de andlise de
sobrevivéncia (LIU et al., 2020; MONCADA-TORRES et al., 2021; TENG et al., 2019),
enquanto o SSVM adapta o SVM para esse contexto especifico (MONCADA-TORRES et
al., 2021).

Classificagao e Regressao

Os métodos de classificacdo e regressao incluem técnicas supervisionadas que
mapeiam dados de entrada para uma saida-alvo. Exemplos amplamente empregados
sao DT, GB, GBC, GLM, KNN, LR, NB e SVM, aplicados a problemas de classificacao
e/ou regressao. O DT, utilizado em estudos como técnica interpretavel e eficaz (GU et
al., 2020; KALAFT et al., 2019; LI et al., 2022; ZHOU et al., 2021; DENG et al., 2021;
KLEINLEIN; RIANO, 2019; HAQUE et al., 2022; GANGGAYAH et al., 2019; HUANG et
al., 2022). , destaca-se por sua simplicidade e robustez. LR, uma técnica para modelagem
probabilistica de eventos bindrios como sobrevida no CM, aparece em diversos estudos
(GU et al., 2020; JANSEN et al., 2020; ZHOU et al., 2021; XIN et al., 2022; KLEINLEIN;
RIANO, 2019; HAQUE et al., 2022; GANGGAYAH et al., 2019; HUANG et al., 2022) . O
GBC, variante do GB para classificagdo, foi aplicado em um estudo (HAQUE et al., 2022),
, enquanto o GB foi utilizado em outro (LIU et al., 2020). O GLM foi empregado para
modelar relagoes flexiveis entre varidveis em um estudo especifico (SEDIGHI-MAMAN;
MONDELLO, 2021). O KNN, uma técnica baseada em proximidade, foi aplicado em
varios estudos (GU et al., 2020; JANSEN et al., 2020; LI et al., 2022; XIN et al., 2022;
HAQUE et al., 2022; HUANG et al., 2022). NB, um classificador probabilistico bayesiano,
foi utilizado em estudos especificos (JANSEN et al., 2020; XIN et al., 2022; KLEINLEIN;
RIANO, 2019), e o SVM, robusto para classificacdo e regressao, foi amplamente empregado
(GU et al., 2020; LI et al., 2022; XIN et al., 2022; DENG et al., 2021; HAQUE et al., 2022;
GANGGAYAH et al., 2019; HUANG et al., 2022).

Clusterizacdo

Os métodos de clusteriza¢io ou agrupamento, foram utilizados para agrupar obser-
vagoes em grupos homogéneos, baseados em proximidade ou densidade dos dados. Em um
estudo, SOM e DBSCAN foram aplicados conjuntamente para aprimorar a predicao de
MLP (SHUKLA et al., 2018).

Ensemble Learning

Os métodos de EL, como AdaBoost, EACCD, GBDT, LightGBM, RF, VC e
XGBoost, combinaram diversos modelos para aumentar robustez e precisdo. EACCD,
voltado ao agrupamento de dados de céancer, foi aplicado em um estudo (HUEMAN et

al., 2018). GBDT, por sua vez, foi empregado para constru¢ao de modelos sequenciais
(ZHOU et al., 2021; HUANG et al., 2022), enquanto o Light GBM, reconhecido por sua
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velocidade e eficiéncia, foi aplicado em outros estudos (ZHOU et al., 2021; HUANG et
al., 2022). O RF, uma técnica amplamente utilizada para reduzir overfitting e melhorar
a generalizagao, aparece em diversos estudos (GU et al., 2020; KALAFI et al., 2019;
JANSEN et al., 2020; ZHOU et al., 2021; XIN et al., 2022; DENG et al., 2021; HAQUE
et al., 2022; GANGGAYAH et al., 2019; HUANG et al., 2022). O VC, EL que combina
previsoes de diferentes classificadores, foi aplicado em um estudo (HAQUE et al., 2022),
assim como o AdaBoost (XIN et al., 2022; HAQUE et al., 2022; HUANG et al., 2022).
XGBoost destaca-se pela eficacia e popularidade em grandes conjuntos de dados e no
manejo de regularizagio e valores ausentes (GU et al., 2020; MONCADA-TORRES et al.,
2021; JANSEN et al., 2020; LI et al., 2022; LIU et al., 2020; HUANG et al., 2022).

Redes Neurais

Os métodos de redes neurais, como ANN, MLP e MLP-ANN, sao baseados no
funcionamento do cérebro humano, uma estrutura de camadas de processamento para
aprendizado de padroes complexos. ANN foi amplamente empregada (JANSEN et al.,
2020; BOERI et al., 2020; DENG et al., 2021; GANGGAYAH et al., 2019; HUANG et al.,
2022), enquanto MLP foi utilizado em diversos estudos para capturar relagoes intrinsecas
nos dados (GU et al., 2020; SEDIGHI-MAMAN; MONDELLO, 2021; SHUKLA et al.,
2018; KALAFT et al., 2019). O MLP-ANN, uma variante de rede neural profunda, também
foi empregado em um estudo (GANGGAYAH et al., 2019).

Regras de Decisao

Métodos de regras de decisao, como C5 e RIPPER, foram utilizados para gerar
regras de classificagao interpretaveis. O C5, em conjunto com RIPPER, foi aplicado em

um estudo para extragao de regras de decisdo (AFSHAR et al., 2021).

3.3.3.3 Avaliacao do Desempenho e Validagao

O Quadro 6 apresenta uma visao geral das métricas de desempenho e dos métodos de
validagao adotados nos estudos revisados, permitindo uma analise detalhada da robustez e
generalizagdo dos métodos de AM aplicados a predi¢ao de sobrevida para o CM. As métricas
de desempenho utilizadas incluem: Accuracy (ACC), Recall (REC), Precision (PREC),
F1-Score (F1), Trade-off, Sensitivity (SEN), Specificity (SPEC), Positive Predictive Value
(PPV), Negative Predictive Value (NPV), Confusion Matriz (CC), Matthews Correlation
Coefficient (MCC), Receiver Operating Characteristic (ROC), Area Under the Curve
(AUC), Mean Absolute Error (MAE), Root Mean Squared Error (RMSE), Concordance
Index (C-Index), Student-T test com Bonferroni correction (Student-T), Kappa Statistic
(K-Statistic), LIME, SHAP e K-Fold Cross-Validation (K-Fold)..

Entre as métricas mais recorrentes, a ACC é amplamente utilizada para medir a
proporgao de predicoes corretas realizadas pelo modelo, sendo mencionada em diversos
estudos (GU et al., 2020; TENG et al., 2019; KALAFT et al., 2019; BOERI et al., 2020;
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Quadro 6 — Resumo dos métodos de avaliacao dos métodos de AM nos 19 estudos da
analisados na RS.

Artigo Desempenho e Validagao

Afshar et al. (2021) ACC, SEN, SPEC, K-Statistic e AUC

Boeri et al. (2020) ACC, SEN, SPEC, AUC, ROC e K-Fold

Deng et al. (2021) ACC, PREC, REC, AUC, ROC e F1 e K-Fold

Ganggayah et al. (2019) ACC, SEN, SPEC, AUC, PREC, MCC e ROC

Gu et al. (2020) ACC, REC, F1, AUC, ROC,
SHAP e 10-Fold

Haque et al. (2022) CC, ACC, PREC, REC, Trade-off e AUC

Huang et al. (2022) ACC, PREC, SEN, F1, AUC e CC

Hueman et al. (2018) C-Index

Kalafi et al. (2019) ACC, SEN, SPEC, PREC, CC, F1,
MCC e 10-Fold

Kleinlein and Riano (2019) ROC, AUC e 10-Fold

Jansen et al. (2020) AUC, LIME, SHAP e 10-Fold

Li et al. (2022) SEN, SPEC, ROC, AUC, e CC e 10-Fold

Liu et al. (2020) C-Index, AUC, ROC e K-Fold

Moncada-Torres et al. (2021) C-Index, Student-T, SHAP e 10-Fold

Sedighi-Maman e Mondello (2021) RMSE, MAE e 5-Fold

Shukla et al. (2018) ACC, 10-Fold

Teng et al. (2019) C-Index, AUC e ROC

Xin et al. (2022) SEN, PPV, SPEC, NPV, AUC e ROC

Zhou et al. (2021) ACC, PREC, REC, AUC e F1

Fonte: Elaborada pela autora (2024).

ZHOU et al., 2021; DENG et al., 2021; HAQUE et al., 2022; GANGGAYAH et al., 2019;
AFSHAR et al., 2021; HUANG et al., 2022). O REC mede a taxa de verdadeiros positivos,
ou seja, a propor¢ao de casos positivos corretamente identificados, e foi abordado em
estudos como (GU et al., 2020; ZHOU et al., 2021; HAQUE et al., 2022). A PREC, que
representa a precisao nas predigoes positivas, aparece em estudos focados na qualidade
das predigoes em situagoes reais (KALAFT et al., 2019; ZHOU et al., 2021; HAQUE et al.,
2022; GANGGAYAH et al., 2019; HUANG et al., 2022).

Outra métrica importante é o F1-Score, que combina PREC e REC em uma média
harmoénica, e é particularmente 1til para dados desbalanceados; foi empregada em (GU et
al., 2020; KALAFI et al., 2019; ZHOU et al., 2021; DENG et al., 2021; HUANG et al.,
2022). O Trade-off, por sua vez, refere-se ao equilibrio entre PREC e REC e foi analisado
em (HAQUE et al., 2022).

As métricas SEN e SPEC, que medem a capacidade do modelo de identificar
verdadeiros positivos e verdadeiros negativos, respectivamente, foram utilizadas em estudos
como (KALAFT et al., 2019; LI et al., 2022; BOERI et al., 2020; XIN et al., 2022;
GANGGAYAH et al., 2019; AFSHAR et al., 2021; HUANG et al., 2022). O PPV e o
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NPV, que indicam a precisao das predicoes positivas e negativas, respectivamente, sao

apresentados em trabalhos como (XIN et al., 2022).

A CC que organiza os resultados de classificagao em uma tabela de contingéncia,
descrevendo o desempenho de um modelo em termos de verdadeiros positivos, falsos
positivos, verdadeiros negativos e falsos negativos, aparece em diversos estudos (KALAFI
et al., 2019; LI et al., 2022; HAQUE et al., 2022; HUANG et al., 2022). & o MCC, que
oferece uma medida de correlacao entre predi¢oes e valores reais e considera todos os
quatro resultados possiveis, é abordado em (KALAFT et al., 2019).

Para avaliar o desempenho geral dos modelos em diferentes limiares, o ROC foi
utilizado, especialmente nos estudos (GU et al., 2020; TENG et al., 2019; LI et al., 2022;
BOERI et al., 2020; XIN et al., 2022; LIU et al., 2020; DENG et al., 2021; KLEINLEIN;
RIANO, 2019; HAQUE et al., 2022; GANGGAYAH et al., 2019; AFSHAR et al., 2021;
HUANG et al., 2022). A AUC, que mede a discrimina¢ao do modelo pela area sob a curva
ROC, é apresentada em (GU et al., 2020; TENG et al., 2019; LI et al., 2022; BOERI et
al., 2020; XIN et al., 2022; LIU et al., 2020; DENG et al., 2021; KLEINLEIN; RIANO,
2019; GANGGAYAH et al., 2019).

Métricas de erro absoluto, como o MAE e o RMSE, que medem a precisao das predi-
¢oes em relagao aos valores reais, foram utilizadas em (SEDIGHI-MAMAN; MONDELLO,
2021).J4 o C-Indexé particularmente relevante para analise de sobrevida, permitindo
avaliar a capacidade preditiva dos modelos para a sequéncia de eventos de interesse e foi
analisado em (TENG et al., 2019; HUEMAN et al., 2018; MONCADA-TORRES et al.,
2021; LIU et al., 2020).

O Student-T com correcao de Bonferroni, foi empregado para comparar os valores
de C-Index entre modelos em (MONCADA-TORRES et al., 2021).Para verificar a concor-
dancia entre as predigoes e os resultados observados, o K-Statistic foi aplicado no estudo
(AFSHAR et al., 2021).

Com relacao a interpretacao dos modelos, o LIME oferece explicagoes locais para as
predicoes, enquanto o SHAP, baseado na teoria dos jogos, atribui pesos de importancia as
variaveis, fornecendo insights sobre sua contribuicao para as predi¢oes. Essas técnicas de
interpretabilidade foram destacadas em (GU et al., 2020; JANSEN et al., 2020; MONCADA-
TORRES et al., 2021).

Para validagao, a técnica de K-Fold Cross-Validation foi amplamente adotada..
Alguns estudos nao especificaram o valor de K (BOERI et al., 2020; LIU et al., 2020;
DENG et al., 2021), enquanto outros utilizaram 5-Fold (SEDIGHI-MAMAN; MONDELLO,
2021) e 10-Fold (GU et al., 2020; MONCADA-TORRES et al., 2021; KALAFT et al.,
2019; JANSEN et al., 2020; LI et al., 2022; KLEINLEIN; RIANO, 2019). A K-Fold Cross-
Validation permite avaliar a consisténcia do modelo em diferentes divisoes do conjunto de

dados, reforcando sua robustez.
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3.3.3.4 Principais Resultados para Predi¢cdo da Sobrevida

Os resultados desta RS revelaram uma tendéncia positiva na aplicagao dos métodos
de AM para a predigao da sobrevida para o CM feminino. A maioria dos estudos incluidos
comparou diferentes métodos de AM tradicionais, analisando suas métricas de desempenho
(GU et al., 2020; KALAFT et al., 2019; LI et al., 2022; BOERI et al., 2020; ZHOU et
al., 2021; XIN et al., 2022; DENG et al., 2021; KLEINLEIN; RIANO, 2019; HAQUE et
al., 2022; GANGGAYAH et al., 2019; AFSHAR et al., 2021; HUANG et al., 2022). Os
métodos de AM comparados abrangem métodos como AdaBoost, ANN, DT, C5, GBC,
GBDT, KNN, LightGBM, MPL, PPL-ANN, NB, RIPPER, RF, SVM, VC e XGBoost,
conforme detalhado no Quadro 5. As comparacoes entre esses métodos basearam-se em
métricas como ACC, AUC, CC, F1, K-Statistic, MCC, NPV, PPV, PREC, REC, ROC,
SEN, SPEC e Trade-off, apresentado no Quadro 6.

Varios estudos aplicaram a validacao cruzada K-Fold para robustez e generalizagao
dos modelos com dados clinicos, destacando-se entre esses RF e XGBoost. O RF demons-
trou desempenho superior em multiplos estudos (ZHOU et al., 2021; DENG et al., 2021;
XIN et al., 2022; HAQUE et al., 2022; GANGGAYAH et al., 2019), com alta precisdao na
predigao de sobrevida, recorréncia (HAQUE et al., 2022) e metdstase em pacientes com
expressao baixa de HER2 (XIN et al., 2022). Também se destacou na identificacao de
fatores clinicos e bioquimicos de risco para mortalidade especifica por CM e na selecao de
caracteristicas prognosticas (ZHOU et al., 2021; GANGGAYAH et al., 2019).

O XGBoost mostrou resultados notaveis em predicoes precisas, conforme observado
em Moncada-Torres et al. (2021), onde superou outros métodos de AM para andlise de
sobrevida (MONCADA-TORRES et al., 2021). Estudos como os de Jansen et al. (2020) e
Gu et al. (2020) reforcam a eficicia do XGBoost e destacam sua aceitagao por oncologistas,
com reconhecido potencial para melhorar a precisao nas decisoes clinicas (JANSEN et
al., 2020; GU et al., 2020). No estudo de Li et al. (2022), o XGBoost se sobressaiu na
predicao de sobrevida para pacientes com metastase 6ssea em intervalos de 1, 3 e 5 anos,
superando SVM, DT e KNN (LI et al., 2022).

Outros métodos de AM supervisionados também mostraram desempenho satis-
fatorio. Boeri (2020) apresentou o SVM e ANN como modelos eficazes na avaliagdo do
risco de recorréncia ou mortalidade por CM (BOERI et al., 2020), enquanto Kalafi et
al. (2019) destacaram o MLP, que apresentou as melhores métricas para predigao de
sobrevida (KALAFT et al., 2019). Kleinlein et al. (2019) relataram melhoras significativas
no modelo de regressao logistica (LR) com um maior conjunto de dados (KLEINLEIN;
RIANO, 2019).

Alguns estudos exploraram técnicas adicionais para aprimorar os MAM, como
imputacao de dados faltantes (AFSHAR et al., 2021), adequacao dos dados (SEDIGHI-
MAMAN; MONDELLO, 2021), estratificagdo por estadiamento (HUANG et al., 2022;
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HUEMAN et al., 2018) e explicabilidade dos resultados. No estudo de Huang et al.
(2022), o LightGBM destacou-se na predigao de sobrevida e orientagdo de tratamento
em quimioterapia (HUANG et al., 2022). Sedighi et al. (2021) observaram que, com

preparacao adequada dos dados, o GLM alcangou desempenho comparavel ao XGBoost e
MLP, mas com menor custo computacional (SEDIGHI-MAMAN; MONDELLO, 2021).

Modelos nao supervisionados, como RIPPER e SOM, também foram explorados.
No estudo de Afshar et al. (2021), o RIPPER superou o C5.0 na predi¢do de sobrevida,
embora sem relevancia clinica significativa nas regras extraidas (AFSHAR et al., 2021).
Shukla et al. (2018) relataram melhoras na predi¢ao de sobrevida utilizando SOM e
DBSCAN junto ao MLP (SHUKLA et al., 2018).

A explicabilidade é uma questao-chave para a aplicacao clinica dos MAM. Jansen
et al. (2020) empregaram LIME e SHAP para explicar predigdes de modelos, observando
alta concordancia, apesar de inconsisténcias do LIME em algumas predigoes (JANSEN et
al., 2020). SHAP foi amplamente utilizado para detalhar a influéncia das varidveis nos
resultados dos modelos, o que é essencial para a aceitagdo dos métodos de AM na pratica
clinica (GU et al., 2020; MONCADA-TORRES et al., 2021; JANSEN et al., 2020).

Em termos de andlise de sobrevida, o estudo de Hueman et al. (2018) utilizou
o modelo EACCD para criar um sistema progndstico baseado no estadiamento antigo
e atualizado, resultando em um C-Index de 0,75, considerado adequado para predigoes
clinicas (HUEMAN et al., 2018). Comparativamente, estudos que testaram métodos de
AM em paralelo com o modelo cldssico de Cox Proportional Hazards (CPH) para andlise
de sobrevida mostraram que os métodos de AM podem ter desempenho igual ou superior

ao CPH, especialmente no uso do C-Index como métrica, que integra o tempo e o status
de sobrevida (LIU et al., 2020; MONCADA-TORRES et al., 2021; TENG et al., 2019).

No trabalho de Liu et al. (2020) foi desenvolvidoo modelo EXSA | que atingiu um
C-Index de 0,83, comparavel ao XGBoost original, e ajudou na estratificacdo de risco,
facilitando o planejamento de tratamento (LIU et al., 2020). Moncada-Torres et al. (2021)
também destacaram o XGBoost com C-Index de 0,73, reforcando que os métodos de AM
podem superar o CPH (MONCADA-TORRES et al., 2021). Teng et al. (2019) utilizaram
uma abordagem bayesiana para predicao de sobrevida, obtendo um C-Index de 0,71 ao
utilizar a proporgao de linfonodos como fator progndstico essencial para pacientes com

CM, oferecendo uma ferramenta préatica para médicos e pacientes (TENG et al., 2019).

Os resultados sugerem que os métodos de AM, como RF e XGBoost, apresentam
um potencial significativo para a predi¢ao de sobrevida no CM feminino, oferecendo
alternativas ou complementos ao modelo classico de CPH. Esses métodos, especialmente
com o uso de bibliotecas como a "Scikit-survival', serao aplicados neste trabalho, visando
viabilizar decisoes clinicas mais precisas e personalizadas. A combinagdo com técnicas

robustas de explicabilidade e validacao fortalece ainda mais a aplicabilidade desses modelos
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na pratica médica (POLSTERL, 2020; POLSTERL, 2023).

Em sintese, os métodos de AM tém se destacado em relagao aos métodos tradicionais
de andlise de sobrevida por sua habilidade em lidar com dados complexos e relagoes
nao lineares de forma eficiente e em diversos contextos. Contudo, esses avancos foram
observados em populagoes especificas e, portanto, a generalizacdo para outros grupos

populacionais ainda demanda mais estudos.

Dessa forma, esta RS alcangou seus objetivos iniciais, contribuindo para o cum-
primento de um dos objetivos especificos desta pesquisa conforme descrito na Secao 1.3
da tese, intitulada "Avancos em Modelos Computacionais para Predicao da Sobrevida
para o Cancer de Mama Feminino'. Além de mapear os principais métodos utilizados
para predicao de sobrevida, a RS permitiu identificar uma biblioteca ainda pouco explo-
rada para essa aplicacdo. Com base nos resultados obtidos, a biblioteca "Scikit-survival”
(POLSTERL, 2023) foi selecionada para a implementacio dos modelos preditivos neste
trabalho.
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4 MATERIAL E METODOS

Neste estudo, a fim de alcancar os objetivos definidos na Secao 1.3, serdo empregados
métodos de AM supervisionados, os quais serao validados com dados clinicos. Os dados
clinicos utilizados provém de registros médicos autorizados, assegurando total sigilo e
confidencialidade, conforme aprovado pelo Comité de Etica da Universidade Federal de
Juiz de Fora (UFJF), sob o ntimero de parecer 5.533.296. Esses dados passarao por dois
processos de pré-processamento, seguidos de anélises estatisticas qualitativas e quantitativas
seguidas de andlise de correlacdo. As analises descritivas serdo realizadas com o objetivo
de explorar e compreender o comportamento das variaveis, preparando os dados para

serem utilizados nos modelos computacionais.

Os modelos especificos para andlise de sobrevida que serdo aplicados incluem
aqueles disponiveis na biblioteca "Scikit-survival'(POLSTERL, 2023). Entre os modelos
lineares, destacam-se o CPH, CPH-EN, CPH-L, CPH-R e SSVM, enquanto, para os
modelos nao lineares, serao utilizados o GBS, RSD e KSSVM. O desempenho desses
modelos sera avaliado por meio de métricas especificas para analise de sobrevida, como o
C-Index, Brier Score (BS) e Integrated Brier Score (IBS) (POLSTERL, 2023; POLSTERL,
2020). Além disso, serdo aplicados métodos de selecao de atributos, incluindo técnicas
lineares baseadas em CPH penalizados e nao lineares, como os aplicados ao GBS, além
de métodos de importancia de varidvel, com base em extensdes do RF da biblioteca
' Scikit-learn"(PEDREGOSA et al., 2011), aplicados ao RSF e GBS (PEDREGOSA et al.,
2011; POLSTERL, 2023).

A implementacao e simulacao dos modelos sera realizada utilizando a linguagem
Python, possibilitando a geragao de resultados relativos as métricas de desempenho para
cada modelo avaliado. A aplicacdao dessas metodologias é particularmente relevante, pois
permite lidar de maneira eficiente com dados complexos, incluindo informagoes incompletas
(censuradas), comuns em anélises de sobrevida (POLSTERL, 2023; POLSTERL, 2020).
Essa abordagem visa identificar padroes clinicos e suas relagoes com as respostas ao

tratamento, proporcionando uma predicao mais precisa da sobrevida dos pacientes com
CM.

Os dados coletados orientarao nao apenas a implementagao dos modelos, mas
também sua validacio e a selecdo de atributos, com o intuito de identificar o método
mais representativo na predi¢ao da sobrevida das pacientes. Para facilitar a compreen-
sao da metodologia aplicada, a explicagao de cada etapa foi organizada nas seguintes
secoes: Pré-processamento dos Dados Clinicos, Implementacao e Simulagao dos Modelos

Computacionais, Validacao e Avaliagdo de Desempenho, e Selecao de Atributos.
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4.1 PRE-PROCESSAMENTO DO BANCO DE DADOS CLINICOS

Neste estudo, os dados foram obtidos por meio de um projeto de pesquisa caracte-
rizado como um estudo de coorte com base hospitalar, utilizando dados secundarios de
uma populacdo de mulheres diagnosticadas com CM invasivo (CID-10 C50), conforme
estudos anteriores (CINTRA, 2012; FAYER, 2014). O projeto foi submetido e aprovado
pelo Comité de Etica em Pesquisa com Seres Humanos da UFJF, sob o nimero de parecer
5.533.296, conforme detalhado no Anexo 6.3.

O BD Clinicos ¢ robusto e resulta de estudos prévios que, embora nao tenham
empregado metodologias de modelagem computacional, fornecem dados essenciais para a
validacao dos modelos aplicados neste trabalho. A aprovagao ética garante o alinhamento
com os objetivos especificos descritos na Secao 1.3 e autoriza a utilizacao desses dados

para a implementacao dos modelos computacionais.

O pré-processamento dos dados ¢ uma etapa fundamental ao lidar com BD Clinicos
em contextos reais, dado que frequentemente ha grandes volumes de dados ausentes,
anormais, duplicados e inconsistentes (LIU et al., 2020). Este processo envolve a limpeza,
transformacao e integracao dos dados, visando mitigar imprecises e inconsisténcias, o
que nao apenas melhora a qualidade dos dados, mas também impacta positivamente
o desempenho dos modelos preditivos, aumentando a precisao estatistica dos estudos
(KALAFT et al., 2019).

4.1.1 BANCO DE DADOS

O BD clinicos analisado neste estudo inclui registros de pacientes de centros de
referéncia em oncologia da Zona da Mata Mineira. A populacao estudada é composta
por mulheres diagnosticadas com CM invasivo entre janeiro de 2003 e dezembro de 2005,
todas atendidas em servigos de referéncia em Juiz de Fora/MG. Os dados foram coletados
em pesquisas anteriores conduzidas pelo Programa em Satde Brasileira (CINTRA, 2012) e
pelo Programa de Pés-Graduagao em Satide Coletiva (FAYER, 2014), que ndo utilizaram

técnicas de modelagem computacional.

A coleta de dados do BD clinicos original (FAYER, 2014; CINTRA, 2012) foi

realizada em trés etapas:

« Primeira Etapa (2009-2010): Recrutamento de pacientes e busca ativa em
arquivos de registros hospitalares de cancer, resultando em 601 casos, com acompa-
nhamento até 31 de dezembro de 2010.

« Segunda Etapa (2010-2011): Avaliacao das caracteristicas clinicas e sociodemo-
graficas das pacientes, excluindo aquelas que passaram por apenas um procedimento,

reduzindo o ntimero de casos para 563.
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o Terceira Etapa (Iniciada em janeiro de 2011): Busca ativa por meio de ligagoes
telefonicas, consulta ao CPF, contato com mastologistas e consulta ao sistema de

informacoes de mortalidade.

Este estudo utilizou variaveis relacionadas as caracteristicas clinicas, sociodemogra-
ficas, anatomopatolédgicas e ao uso de servigos de saude, tratamento e acompanhamento
(CINTRA, 2012; FAYER, 2014). Os dados do BD refletem o histérico clinico de pacientes
diagnosticadas com CM, permitindo a aplicacao e validacao dos modelos em um cenario
realista. Embora nao sejam dados recentes, o grande diferencial deste BD ¢é fornecer
informagoes abrangentes da pratica médica, mais préximas da realidade clinica, algo nao
disponivel em bases de dados secundérias ptiblicas. Para mais detalhes, consulte (CINTRA,
2012; FAYER, 2014).

4.1.2 ANALISE E DESCRICAO DOS DADOS

Para realizar a analise e descricao dos dados clinicos utilizados neste estudo, foi
empregada a biblioteca Sweetviz. Esta biblioteca de cédigo aberto em Python que gera
visualizacoes de alta densidade para analise exploratoria dos dados numéricos e categoricos,
disponibilizando medidas estatisticas e de correlagdo. A descri¢ao das variaveis foi realizada
por meio da das medidas de distribuicao estatisticas como frequéncia, média, moda, valor
minimo e valor maximo, além da analise de correlacao entre as variaveis pelas medidas como
Coeficiente de Incerteza (CI) e Coeficiente de Pearson (CP). Esses descritores fornecem
uma visao inicial do comportamento dos dados e de suas possiveis relagoes, auxiliando no

entendimento da estrutura do conjunto de dados.

Entre as medidas estatisticas utilizadas, destacam-se (ASSIS et al., 2019):

1. Desvio Padrao: O Desvio Padrao (DB) é uma media de dispersao obtida pela raiz

quadrada da variancia.

2. Frequéncia: A Frequéncia Absoluta (FA) corresponde o nimero de observagoes
amostrais, ja a Frequéncia Relativa (FR) corresponde a propor¢ao do nimero de

observacoes em uma determinada classe em relacao ao total de observagoes.

3. Média: Corresponde a distribuicao obtida pelo somatoério de todos os valores

amostrais divididos pelo niimero de amostras.

4. Moda: Corresponde a medida de tendéncia central que representa o valor mais

frequente em uma distribuicao de dados.

5. Valor Minimo e Maximo: O Valor Minimo (Vmin) corresponde ao menor valor
encontrado numa determinada varidvel, ja o Valor Maximo (Vmax) corresponde ao

maior valor encontrado.
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Ja as medidas de correlacao determinam o grau de associacdo entre grandezas

categdricas e numeéricas, segue abaixo as medidas de correlagao usadas (ASSIS et al., 2019):

1. Coeficiente de Incerteza: Medida de associagao de variaveis qualitativas.

2. Coeficiente de Pearson: Medida do grau de relacao linear entre duas variaveis

quantitativas.

A analise exploratoéria foi fundamental para aprimorar o processo de pré-processamento,
permitindo a identificacao de valores atipicos, a deteccao de correlagoes significativas e a
realizagdo de um segundo tratamento para os dados ausentes. Esses insights facilitaram
decisoes mais informadas na etapa de preparagao dos dados, garantindo que os modelos
de analise de sobrevida recebessem informacoes mais limpas e consistentes. A descrigao
detalhada dos dados também estabeleceu a base para etapas subsequentes, como a reava-
liacao das variaveis altamente correlacionadas apds o segundo pré-processamento, além
da aplicacao de métodos de selecao de atributos, contribuindo para a identificacdo das

variaveis com maior relevancia para os modelos preditivos.

4.1.3 PRE-PROCESSAMENTO DOS DADOS

O pré-processamento dos dados serd realizado em duas fases distintas, com o
objetivo de corrigir inconsisténcias, formatar as variaveis e inferir valores ausentes, de
modo que os dados possam ser utilizados como atributos de entrada para os métodos
de AM supervisionados. A inferéncia de dados ausentes na area da satde é uma pratica
comum visando melhorar a qualidade dos dados (CURIOSO et al., 2023). A primeira fase
consistird no tratamento e padronizacao dos dados, seguida pela imputagao simples dos
valores ausentes. Ja a segunda fase, que ocorrera apods a etapa inicial, tera como foco a

inferéncia de valores ausentes com base em andlises descritivas e correlagdes entre variaveis.

4.1.3.1 Primeira Fase do Pré-Processamento

A primeira fase de pré-processamento sera dedicada a limpeza e padronizagao dos
dados, com correcao de erros de digitacdo e remocao de acentos em strings. Apds essa
etapa, os dados ausentes serdo tratados por meio de inferéncia sendo atribuido o valor
"9"para atributos numéricos ou a palavra "ignorado'para atributos de texto. Além disso, as
datas serao minuciosamente verificadas e formatadas adequadamente. Os passos especificos

para esta fase estdo descritos abaixo:

1. Strings: Correcao de erros de digitagdo, remocao de acentuagoes, formatacao para

mintsculas e insercao da palavra "ignorado'nos dados ausentes;
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2. Valores Numéricos: Formatacao dos ntimeros inteiros e reais, com atribuigao
dos valores 9 e —1 para dados ausentes em variaveis categéricas e de contagem,

respectivamente;

3. Datas: Verificacao e formatacao adequada das datas.

Apos essa primeira etapa, foram selecionadas as varidveis com menos de 40% de
dados faltantes. Adicionalmente, todas as strings foram convertidas para valores numéricos,

garantindo compatibilidade com os modelos computacionais.

4.1.3.2 Segunda Fase do Pré-Processamento

Na segunda fase do pré-processamento, sera realizada uma analise detalhada para
inferir os valores ausentes, considerando as correlagoes entre variaveis e as estatisticas
descritivas de cada categoria. KEsse processo serd conduzido em conjunto com uma
analise descritiva, visando identificar variaveis correlacionadas e avaliar sua significancia,

especialmente quando uma variavel pode ser derivada de outras.

Com base nessa analise, os valores faltantes serao inferidos utilizando variaveis
correlacionadas. Para varidveis com correlacao inferior a 40%, serd necessario adotar um
método alternativo de inferéncia, sempre levando em conta a relevancia da variavel. Nesses
casos, a inferéncia sera realizada por meio da moda, ou seja, atribuindo o valor mais

frequente da variavel apos a analise.

Para ilustrar o processo de inferéncia dos dados faltantes, considere inicialmente
as variaveis com baixa correlacao. No caso da variavel "Tabagismo", os valores ausentes
foram preenchidos com a categoria “nunca fumou”, que corresponde a 62% das pacientes,
possivelmente refletindo o impacto das campanhas antitabaco (MEIRELLES, 2023). De
forma semelhante, na variavel 'Etilismo", os valores faltantes foram imputados com a cate-
goria “nunca usou”, predominante em 64% das pacientes. Outras variaveis, como "Doenca
Cardiovascular'e "Doenca de Hipertensao", foram preenchidas com as categorias “nao”,
presentes em 82% e 56% das pacientes, respectivamente. Para as variaveis relacionadas aos
exames, como 'Mamografia'(64%), "Citologia'(91%), "Raio X do Térax"(86%), "Ultrassom
do Abdémen'(82%) e "Recidiva Locorregional"(87%), seguiu-se o mesmo critério, adotando

a categoria mais frequente para a imputacao dos valores ausentes.

No caso das variaveis altamente correlacionadas, muitas das quais possuem grande
relevancia clinica, a inferéncia dos valores ausentes foi realizada por meio de um tratamento
mais especifico, considerando tanto a correlagdo estatistica quanto a importancia clinica

no curso terapéutico da paciente.

Por exemplo, os valores ausentes na variavel "Histérico de Cancer'foram preenchidos
com base na variavel "Histérico de CM", que indica a presenca de canceres familiares

especificos. Para a varidavel "Menstruagao", a inferéncia foi feita a partir do "Status
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Menopausal", previamente dicotomizado no BD original (FAYER, 2014; CINTRA, 2012):
mulheres com menos de 50 anos foram classificadas como pré-menopausa, enquanto
aquelas com 50 anos ou mais foram classificadas como pés-menopausa. No caso da varidvel
"Anticoncepcional”, a imputacgao foi realizada assumindo o uso desse método quando o

histérico de menstruacao estava presente.

A variavel "Amamentacgao'foi inferida a partir da variavel "Gravidez", assumindo
que pacientes com pelo menos uma gestagao completa amamentaram apds o parto.
Para "Estadiamento Clinico T"a imputagao foi baseada na varidvel "Tamanho do Tu-
mor (X)" utilizando as seguintes faixas de classificagdo: T1 para tumores com 7' < 2,0 cm,
T2 para 2,0 < T < 5,0 cm e T3 para T > 5,0 cm, conforme preconizado na literatura
(BRASIL, 2014; BARRIOS et al., 2022). A varidvel "Estadiamento Patolégico T"foi entao

preenchida com base nos valores inferidos para o "Estadiamento Clinico T".

A inferéncia do "Tamanho do Tumor (X)'foi realizada a partir do "Estadiamento
Patolégico T", adotando a média do tamanho tumoral observada em cada estagio: T1
(1,5 cm), T2 (3,3 cm), T3 (6,7 cm) e T4 (6,6 cm). De forma andloga, o "Tamanho do
Tumor (Y)"foi inferido com base nos dados do "Tamanho do Tumor (X)'(por conter menor

quantidade de valores ausentes).

As variaveis "Estadiamento Clinico N'e "Estadiamento Patolégico N'"foram inferi-
das considerando o "Estadiamento Anatomico'e "Linfonodos Pés-cirtrgicos'. O nimero
de linfonodos comprometidos pés-cirirgicos foi utilizado como critério para imputacao,
seguindo a classificagao: NO para NO, N1 para 0 < N < 3, N2 para 3 < N <9 e N3 para
N > 10, conforme diretrizes estabelecidas (BRASIL, 2014; BARRIOS et al., 2022). As
variaveis' Linfonodos Pos-cirtirgicos'e "Linfonodos Isolados"foram preenchidas com base na

média de N observada em "Estadiamento Patolégico N'.

As'"Estadiamento Clinico M'"e o "Estadiamento Patolégico M"foram imputadas
considerando o "Estadiamento Anatémico', sendo atribuidos valores de 0 para estagios
diferentes de IV e 1 para o estagio IV, conforme descrito no Quadro 2, e tambem conforme
preconizada reconizado na literatura (BRASIL, 2014; BARRIOS et al., 2022). Além disso,
a varigvel "Metéstase & Distancia'foi inferida a partir da varidvel "Obito por CM", uma vez
que ha uma forte correlacao entre a presenca de metastases e o desfecho 6bito. Da mesma
forma, a variavel "Metastase Locorregional'foi preenchida com base no "Estadiamento
Clinico M".

Para os receptores hormonais, a inferéncia da variavel "Ki-67"foi realizada a partir
da média desse marcador dentro de cada categoria da'Classificagdo Imuno-histoquimica',
considerando os seguintes valores: Luminal A (1,00), Luminal B HER2- (3,14), Luminal B
HER2+ (3,78), Superexpressao HER2+ (3,87), Triplo Negativo (3,77) e, nos casos nao
classificados, a média geral (2,77). A varidvel 'Classificagao HER2"foi inferida com base
na média observada por categoria: Luminal A e Luminal B HER2- (0), Luminal B HER2+
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e Superexpressao HER2+ (1). Nos casos em que a "Classificagdo Imuno-histoquimica'nao

estava disponivel, a imputacao foi feita utilizando a moda de cada receptor.

Para os receptores de Estrogénio e Progesterona, a imputacao foi realizada com
base na variavel "Tratamento Sistémico", adotando a média observada em cada categoria
de tratamento: Hormonioterapia (1,00), Antraciclinico (1,00) e auséncia de tratamento
sistémico (0,00). Por fim, a varidvel "Classificagdo Imuno-histoquimica'foi inferida a partir
da combinacao dos receptores de Estrogénio, Progesterona, HER2 e Ki-67, seguindo as
diretrizes da literatura e conforme descrito no Quadro 1 (CIRQUEIRA et al., 2011).

O periodo de andlise de sobrevida foi estabelecido em cinco anos, correspondendo
a um limite de 1825 dias. A contagem do tempo de sobrevida teve inicio a partir do
diagnostico, definido pela data do laudo histopatologico, e foi finalizada na data do 6bito
por CM ou no tltimo dia de acompanhamento, respeitando o limite de 1825 dias. Pacientes
que nao apresentaram o evento dentro desse intervalo foram classificadas como censuradas,
com seus tempos de sobrevida encerrados na data do dltimo acompanhamento registrado.
Caso o 6bito ocorra apdés esse periodo, o dado sera igualmente tratado como censurado.
O banco de dados inclui informagoes sobre a sobrevida em 5 e 10 anos, além de dados
detalhados sobre o perfil imuno-histoquimico das pacientes ao longo do periodo méaximo
de acompanhamento (CINTRA, 2012; FAYER, 2014).

4.2 IMPLEMENTACAO E SIMULACAO DE MODELOS COMPUTACIONAIS

Os modelos foram implementados utilizando a biblioteca "Scikit-survival", um
pacote de cdédigo aberto desenvolvido em "Python', especificamente voltado para analise
de sobrevida. Esta biblioteca foi escolhida devido a sua especializacao nesse tipo de
andlise, o que possibilitou a exploracio de diversas de suas funcionalidades (POLSTERL,
2023). Por ser totalmente compativel com o "Scikit-learn', ela permite a utilizacao dos
recursos dessa biblioteca amplamente adotada (PEDREGOSA et al., 2011). Dessa forma,
o "Scikit-survival"oferece implementagoes de varias técnicas populares de AM adaptadas
para andlise de sobrevida, além de ferramentas para avaliacao de desempenho, otimizacao
e selecao de atributos. O pacote é distribuido sob a licenca GPL-3, e seu codigo-fonte,
acompanhado de instrucoes detalhadas, esta disponivel em https://github.com/sebp/scikit-
survival (POLSTERL, 2020; POLSTERL, 2023).

Nesse contexto, os métodos implementados, juntamente com os hiperparametros
utilizados, seguiram as recomendagoes da biblioteca, sendo apenas adaptados os métodos
nao lineares, como o KSSVM, e as técnicas de selecao de atributos também néo lineares
(POLSTERL, 2020; POLSTERL, 2023).
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4.2.1 MODELOS PARA PREDICAO DE SOBREVIDA

A aplicacao de técnicas de AM na area da saude possibilita o desenvolvimento de
modelos computacionais promissores, conforme discutido nas Subsegoes2.2 e 2.2.3. No
contexto da predicao de sobrevida para o CM, esses métodos desempenham um papel
fundamental na construcao de modelos prognosticos capazes de estimar a expectativa de

vida pos-diagnostico, incorporando os avangos no tratamento e na detecgao precoce da
doenga (BUSTAMANTE-TEIXEIRA et al., 2002; LI et al., 2021; MIN et al., 2021).

Os modelos de Regressao de Cox, tanto nao penalizados quanto penalizados,
descritos na Subsubsecao 2.2.3.1, sdo amplamente utilizados na analise de sobrevida na
area da oncologia devido a sua interpretabilidade. No entanto, eles apresentam limitagoes,
como inadequagao para lidar com dados de alta dimensao e dificuldade em modelar nao-
linearidades (LIU et al., 2020; COX, 1972; MONCADA-TORRES et al., 2021). Por outro
lado, os modelos penalizados, como CPH-EN, CPH-L e CPH-R, introduzem penalidades
Ridge, Lasso e Elastic Net nos coeficientes do CPH, visando melhorar as predicoes e reduzir

essas limitagoes (SIMON et al., 2011).

Além disso, os modelos EL, como GBS e RSF, além de métodos de analise dis-
criminante como SSVM, sdo ferramentas promissoras na modelagem da predicao de
sobrevida. O GBS, uma estrutura versatil de otimizacao, que utiliza arvores de decisao
para aprender padroes complexos para calcular a fun¢ao de sobrevida, como mostrado
na Subsubsecao 2.2.3.2 (LIU et al., 2020; MONCADA-TORRES et al., 2021; XIAO et
al., 2022; HOTHORN et al., 2006). J4 o RSF, incorpora informagoes de censura nas
regras de divisdo das arvores para estimar robustamente a funcao de sobrevida, como
demonstrado na Subsubsegao 2.2.3.3 (MONCADA-TORRES et al., 2021; XIAO et al.,
2022; ISHWARAN et al., 2008). Por fim, o SSVM é projetado especificamente para dados
de sobrevida, maximizando margens entre eventos e censura, conforme apresentado na
Subsubsecio 2.2.3.4 (MONCADA-TORRES et al., 2021; XIAO et al., 2022; POLSTERL
et al., 2015).

4.2.2 ATRIBUTOS e HIPERPARAMETROS DOS MODELOS

O conjunto de dados utilizado neste estudo contém informacoes detalhadas de
pacientes diagnosticadas com CM, abrangendo aspectos relevantes da pratica clinica. Apoés
as etapas de pré-processamento, serao selecionadas as variaveis prognosticas e as varidveis
de desfecho, incluindo o status [0-censurado ou 1-evento] e tempo de sobrevida em dias.
Esses dados permitirao andlises abrangentes no contexto do CM, contribuindo para a
construcao de modelos progndsticos mais robustos e assertivos (CINTRA et al., 2012;
FAYER, 2014; CINTRA, 2012).

Para as simulac¢oes dos modelos CPH, CPH-EN, CPH-L, CPH-R, GBS, RSF,
SSVM e KSSVM — métodos de AM supervisionados selecionados neste estudo — foram
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seguidas as recomendacoes da biblioteca "Scikit-survival". A divisao dos dados sera feita
entre conjunto de treinamento (75%) e teste (25%), e os hiperpardmetros de cada modelo
serdo ajustados conforme as diretrizes estabelecidas pela biblioteca (POLSTERL, 2020;
POLSTERL, 2023), conforme descrito a seguir:

1. CPH (nao penalizado): O ntmero maximo de iteragoes foi definido como 100,
com « igual a 0, utilizando o subconjunto de recursos sem regularizacao. Os
coeficientes foram estimados usando o método Breslow, considerando cada evento

em um momento especifico como distinto.

2. CPH (penalizado): As penalidades Lasso e Elastic Net foram aplicadas, com
nimero de o no caminho da regularizagao igual a 100; nimero minimo de « 0.01
e o parametro da penalidade Lasso igual a 1.0. Para a combinac¢ao ponderada das
penalidades Lasso e Ridge, no caso do Elastic Net igual a 0.9. A funcao de sobrevida
e de risco foi estimada para cada «. Para se estimar o intervalo de a para o conjunto
de dados e identificar os coeficientes nao nulos, foi aplicada a validacao cruzada
K-Fold, com K = 5.

3. GBS: O ntmero de arvores de regressao na floresta foi igual a 100, com os tamanhos
minimos de amostra necessarios para dividir um noé e permanecer em um unico né
definidos como 2 e 1, respectivamente. A taxa de aprendizado foi definida igual
a 1.0 para controlar a influéncia de cada arvore, com a aleatoriedade da amostra
de bootstrap definida como 20. A profundidade maxima das arvores de regressao

individuais foi limitada a 1 para otimizar o desempenho.

4. RSF: O ntmero de arvores da floresta igual a 1.000, com tamanhos minimos de
amostra necessarios para dividir um né e permanecer em um tnico né definidos como
10 e 15, respectivamente. A aleatoriedade da amostra de bootstrap foi configurada
para 20 e utilizaremos o teste log-rank como critério para a construcao de cada

arvore.

5. SSVM: O ntimero maximo de iteragoes definido igual a 20.000 para a penalizacao
da funcao objetiva como 1 e usando o Red-black Trees (rbtree) para otimizar o

equilibrio entre a regressao e o objetivo de classificagdo definido igual a 0.5.

6. KSSVM: o nimero maximo de itera¢coes como 20.000 usando a func¢ao de simi-
laridade kernel RBF descrita na Subsecao 2.2.3.4, com o parametro ¢ igual a 0,01
que representa uma configuragdo em que a funcao de similaridade é menos sensivel
a pequenas diferencas e considera uma similaridade mais ampla entre os pontos.
Configuramos a penalizagao da funcao objetiva como 1 e usando o rbtree para
otimizar o equilibrio entre a regressao e o objetivo de classificacao definido igual a

0.5.
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Com excecao do modelo nao linear KSSVM, que foi adaptado a biblioteca utilizada,
os hiperparametros foram testados para identificar aqueles que garantiam a convergéncia
do método (POLSTERL, 2023). Para essa tarefa, recorreu-se a formulagdo matematica da
funcao de similaridade Kernel RBF, descrita na Subsecao 2.2.3.4, chegando-se ao valor
de 0,01 para o parametro ¢. Além disso, destaca-se que a implementacao dos parametros
foi mantida semelhante entre os modelos linear e nao linear do SSVM, permitindo uma

melhor comparacao de desempenho entre eles. .

4.3 SELECAO DE ATRIBUTOS

Os métodos de AM destacam-se como ferramentas inovadoras na analise de sobre-
vida, especialmente quando combinados com técnicas de sele¢ao de atributos, essenciais
para identificar fatores que impactam a taxa de sobrevida e aprimorar a construgao de
modelos preditivos. A aplicagao desses métodos é amplamente aceita na area médica,
como demonstram estudos de referéncia (XIAO et al., 2022; GANGGAYAH et al., 2019;
FANIZZI et al., 2023), sendo uma abordagem valiosa para identificar varidveis clinicas
relevantes por meio de métodos de selecao de caracteristicas e andlise da importancia
de varidveis (VERISSIMO et al., 2016; KRZYZINSKI et al., 2023; POLSTERL, 2020;
SIMON et al., 2011).

Para a selecao de atributos, foram utilizados os métodos da biblioteca "Scikit-
survival'(POLSTERL, 2023). Os dados foram divididos em conjuntos de treinamento
(75%) e teste (25%), e a validagao foi realizada com a métrica de desempenho C-Index nos
dados de teste (POLSTERL, 2023).

4.3.1 SELECAO DE CARACTERISTICAS

A modelagem de dados oncolégicos de sobrevida apresenta desafios devido a alta
dimensionalidade e a crescente disponibilidade de informagoes clinicas. Mesmo que os
dados nao possuam uma alta dimensionalidade, a aplicacao de métodos de selecao de
atributos é fundamental, pois aprimora a predicao dos modelos ao utilizar apenas variaveis
essenciais, evitando o uso de todas as variaveis disponiveis, o que pode resultar em saidas
complexas e de dificil interpretacao (XIAO et al., 2022).

Uma abordagem promissora nesse contexto é o uso de métodos de regularizacao, que
penalizam estruturas complexas no espago da solucdo. No caso da regressao de Cox (CPH),
a penalidade Lasso, conforme descrita na Equagao 2.17, é amplamente empregada para
reduzir a dimensionalidade dos dados, promovendo uma sele¢do continua de caracteristicas
ao forcar alguns coeficientes a zero. J4 o FElastic Net, conforme definido na Equacao 2.18,
combina as penalidades Lasso (Equacao 2.17) e Ridge (Equagao 2.16), oferecendo maior
estabilidade na selecdo de caracteristicas, especialmente quando hé alta correlacao entre
varigveis (SIMON et al., 2011; POLSTERL, 2020; VERISSIMO et al., 2016).
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Exemplo de aplicacdo de modelos de CPH penalizados pode ser encontrado no
estudo de Verissimo et al. (2016), que propoe o modelo DEGREECOX. Este modelo utiliza
regularizadores baseados em redes para estimar a Regressdo de Cox em dados de expressao
génica, ilustrando como modelos penalizados, como Lasso e Flastic Net, melhoram a

identificagao de variaveis relevantes em contextos oncolégicos, dada a complexidade dos

dados gendmicos (VERISSIMO et al., 2016).

A regularizacio visa reduzir a complexidade do modelo penalizando os coeficientes
conforme critérios como tamanho ou esparsidade, conforme descrito na Subsegao 2.2.3.1.
A regularizacdo Ridge (norma [y), mostrada na Equagao 2.16, aplica uma penalidade
quadratica aos coeficientes, reduzindo seus valores proporcionalmente, mas mantendo todos
no modelo, o que a torna inadequada para selecao de caracteristicas. Por outro lado, a
regularizagdo Lasso (norma [;), descrita na Equagao 2.17, impde uma penalidade absoluta
que pode reduzir coeficientes a zero, eliminando variaveis do modelo. A regularizacao Elastic
Net, definida na Equacdo 2.18, combina as penalidades de Ridge e Lasso (combinando
normas [ e ly), permitindo uma selecio de varidveis mais flexivel e robusta(POLSTERL,
2020; POLSTERL, 2023; SIMON et al., 2011).

Além disso, a sele¢do nao linear de caracteristicas utilizando GBS, com a aplicacao
dos minimos quadrados nos componentes dos alunos de base, permite substituir o modelo
linear por um modelo nao linear, adicionando a funcao aditiva do GBS. Ao recuprar o
valor dos coeficientes nao nulos reduzindo o niimero de variaveis e tornando-se facil de

interpretagao, mesmo ap6s muitas iteragoes (POLSTERL, 2023).

Os hiperparametros de cada método de selecao de caracteristicas foram definidos
com base nas recomendacoes da biblioteca " Scikit-survival", sendo estabelecidos da seguinte

forma;

1. CPH-L: Na selecao linear usando a regularizacdo Lasso aplicadaa extensao da
penalidade FElastic Net, com nimero de o no caminho da regularizagao igual a 100,
numero minimo de « igual a 0.01 e o pardmetro de regularizacdo da penalidade Lasso
igual a 1.0. A funcao de sobrevida e de risco sera estimada para cada «, selecionando

um conjunto reduzido de caracteristicas para valores elevados de a.

2. CPH-EN: Na selecao linear aplicada a regularizacao Flastic Net utilizando a
extensao da penalidade Flastic Net, com nimero de v no caminho da regularizagao
igual a 100, nimero minimo de « igual a 0.01 e o parametro da regularizagao para
a combinacao ponderada das penalidades Lasso e Ridge, igual a 0.9. A fungao de
sobrevida e de risco sera estimada para cada «, oferecendo maior estabilidade através
da combinacao das penalidades e permitindo a selecao de todos os recursos em

grupos altamente correlacionados.

3. GBS: Na selecao nao linear usando os minimos quadrados nos componentes dos
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alunos de base do GBS, por meio da otimizacao da funcao de perda do CPH. A
contribuicao da taxa de aprendizado de cada aluno de base igual a 1 variando o
numero de estimadores até 300, apds varias interacoes resulta na selecdo das variaveis

com coeficiantes difentes de 0.

Para identificar o conjunto 6timo de parametros o e suas generalizacoes, serd
utilizada uma funcionalidade da biblioteca 'Scikit-survival'(POLSTERL, 2023). Esta
ferramenta permite ajustar a intensidade da penalidade « aplicada nas regularizacoes
Lasso e Elastic Net, visando otimizar a previsdo do tempo de sobrevida. A selecao de
parametros serd realizada por validacao cruzada com k = 5, conforme descrito em Polsterl
(2020) (POLSTERL, 2020; POLSTERL, 2023). A validagao cruzada divide os dados
em k subconjuntos, treina o modelo em k£ — 1 subconjuntos e avalia o desempenho no
subconjunto restante, repetindo o processo k vezes e determinando a eficicia do modelo
pela média das predicoes (POLSTERL, 2023).

Na analise, foram utilizados o estimador "GridSearch C'V'"e o normalizador "Stan-
dardScaler'da biblioteca "Scikit-learn"(PEDREGOSA et al., 2011), compativeis com a
' Scikit-survival'(POLSTERL, 2020; POLSTERL, 2023). O "GridSearch CV'define os
valores de a a serem testados nos modelos CPH-L e CPH-EN, enquanto o "StandardS-
caler"ajusta as varidveis para uma escala comum, facilitando a comparacdo entre os
coeficientes e a selecdo de atributos relevantes (POLSTERL, 2023; PEDREGOSA et al.,
2011).

4.3.2 SELECAO DE IMPORTANCIA DE VARIAVEL

No contexto dos métodos de AM supervisionados aplicados a analise de sobrevida,
a selecao de importancia das variaveis tem como objetivo classificar o impacto das variaveis
prognésticas na predicao do modelo, visando criar modelos interpretaveis e identificar os
indicadores mais relevantes por meio de técnicas de permutacao. A métrica utilizada para
avaliacao é o C-Index, que compara o desempenho do modelo antes e apds a permutagao
das colunas de caracteristicas no conjunto de validagao (dados de teste) (POLSTERL,
2020; POLSTERL, 2023; FANIZZI et al., 2023; KRZYZINSKI et al., 2023).

Neste trabalho, foram implementados os métodos de permutacao de importancia
de varidveis da biblioteca 'Scikit-survival'(POLSTERL, 2023). Esses métodos avaliam o
impacto de cada variavel na predicao do modelo, baseando-se na implementacao do RF
da biblioteca "Scikit-learn"(PEDREGOSA et al., 2011), adaptada para os modelos GBS
e RSF, conforme as recomendagoes da "Scikit-survival'(POLSTERL, 2020; POLSTERL,
2023).

A avaliagdo do desempenho com o C-Index (Eq.4.7), descrita na Subsegao4.4.1,
nos dados de teste apds a permutagao das variaveis nos dados de treinamento, é essencial

para identificar a contribuicdo especifica de cada varidvel para o modelo (POLSTERL,
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2020; POLSTERL, 2023; PEDREGOSA et al., 2011). A andlise foi realizada utilizando
o método de permutacao de importancia para GBS e RSF, com 15 permutacoes, e a

fungao permutation importance definida por Breiman (2001) e implementada no "Scikit-
learn' (BREIMAN, 2001; POLSTERL, 2023; PEDREGOSA et al., 2011).

Portanto, a metodologia proposta integra métodos lineares de selecao de caracteris-
ticas, como Lasso e FElastic Net, e nao lineares, como GBS, além de avaliar a importancia
das variaveis por permutacao nos modelos GBS e RSF. Essa combinacao proporciona uma
abordagem abrangente para identificar variaveis relevantes, aprimorando a interpretabili-
dade e o desempenho dos modelos preditivos de sobrevida, além de destacar as variaveis

mais importantes para a inclusao nos modelos.

4.4 VALIDACAO E AVALIACAO DE DESEMPENHO

De acordo com a revisdo realizada por Min et al. (2021) sobre os avangos em
modelos prognésticos para o CM, a avaliacado dos métodos progndsticos deve considerar

quatro dimensdes principais (MIN et al., 2021):

1. Discriminacao: Mede a capacidade do modelo de distinguir entre pacientes com

diferentes desfechos clinicos, utilizando métricas como o C-Index.

2. Calibragao: Avalia a concordancia entre as previsdes do modelo e os resultados

observados, podendo utilizar testes de adequagao, como o de Hosmer-Lemeshow.

3. Desempenho Geral: Integra as dimensoes de discriminacao e calibracgao, recorrendo

a métricas como BS e IBS.

4. Utilidade Clinica: Examina a capacidade do modelo de fornecer orientagoes
uteis para decisoes médicas, utilizando métricas como taxa de precisdo (sensibili-
dade/especificidade), andlise de curvas de sobrevida de Kaplan-Meier e a andlise de

curvas de decisdo.

Este estudo focou no uso da biblioteca Scikit-survival para avaliar o desempenho
dos modelos de AM supervisionado aplicados a predi¢ao de sobrevida, considerando as
particularidades dos dados de andlise de sobrevida, como a censura (POLSTERL, 2023).
As métricas implementadas foram desenvolvidas especificamente para esse tipo de analise e
incluem o C-Index, que mede a capacidade discriminativa do modelo, além do BS e IBS, que
avaliam a calibragao levando em conta a dependéncia temporal. A aplicagao dessas métricas
permitira analisar a eficacia do modelo na predi¢ao dos tempos de sobrevida, considerando
tanto a censura dos dados quanto as particularidades do contexto (POLSTERL, 2020;
POLSTERL, 2023; GRAF et al., 1999; UNO et al., 2011).
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As métricas de desempenho implementadas na biblioteca Scikit-survival podem ser
descritas com base nos dados de sobrevida (X, Y1, d1),...,(X,, Yy, 0,), onde n é o nimero
de pacientes, X; é o vetor de covariaveis do paciente i, Y; é o tltimo tempo observado do
paciente i e 9; é a variavel indicadora, sendo que d; = 1 indica a ocorréncia do evento de
interesse e ¢; = 0 indica que o evento foi censurado (POLSTERL, 2023). A seguir, sdo
apresentadas as descrigdes mateméticas de cada uma das métricas aplicadas (C-Index, BS
e IBS).

441 CONCORDANCE INDEX

O C-index quantifica a capacidade de discriminag¢ao do modelo medindo a con-
cordancia entre os pares de eventos, comparando com os casos discordantes. Os pares
descartados incluem aqueles em que o menor tempo de evento (morte) é o mesmo, a menos
que o evento ocorra em ambos, e aqueles em que nenhum dos eventos ocorre. Assim, o
método avalia a habilidade dos modelos em classificar corretamente os tempos de morte
dos pacientes (MONCADA-TORRES et al., 2021; POLSTERL, 2020; UNO et al., 2011).

Esta métrica proposta inicialmente por Harrell et al. (1996), definida como a pro-

porcao de todos os pares comparaveis em que as previsoes e os resultados sao concordantes
e discordantes (JR et al., 1996; PENCINA; D’AGOSTINO, 2004; UNO et al., 2011).

Matematicamente, podemos expressar esta métrica introduzindo a seguinte notagao:

te=PY,<Y;eY,<Y)+PY;,>Y,eY;,>Y)), (4.1)
o= P(Y, < Vi e Yi > ¥;)+ P(Y, > ¥, e Y, <)), (4.2)

onde m¢o é a probabilidade de concordancia e wp é a probabilidade de discordancia; Y; e 17]
sao as probabilidades previstas de sobrevida, considerando os pares i e j, com i # j; e Y; e
Y; sao os pares de tempos observados (JR et al., 1996; PENCINA; D’AGOSTINO, 2004).

Primeiramente, vamos mostrar o C-index Cy proposto por Harrel (1996), que

considera todas as observagoes, expresso por:

iy 0i(Ys < YJ)I(BXz > BXj)
>z 0i(Yi < Y5) ’

Cy = (4.3)
onde I corresponde a funcdo indicadora de concordancia e BX é o estimador da funcao de

verossimilhancga parcial (2.15) para o vetor de covaridveis X, considerando os pares i e j,
com i # j (JR et al.; 1996; UNO et al., 2011).

Agora, introduzindo a técnica proposta por Cheng et al. (1995) para a estimagao

generalizada nas andlises de sobrevida, temos:
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o _ SESIAGY) 1Y < V)I(BX: > 5X;)
H — 2 )

- (4.4)
S GG(Y;) I(Y; < Y5)

onde @(Y) corresponde ao estimador de Kaplan-Meier (Eq. 2.21) (CHENG et al., 1995;
UNO et al., 2011).

Ja o C-Index Cp proposto por Pencina e D’Agostino (2004), que considera apenas

as observagoes até um ponto de tempo 7 pré-definido, é expresso matematicamente por:

o, - Zigg 0V < Y5, Yi < I(BX, > BX;)
iz 0i(Yi <Y}V <7) ’

(4.5)

com 7 limitado P(3X; > BX, | Y; <Y;,Y; <& Ad;,Y; < 7) (PENCINA; D’AGOSTINO,
2004; UNO et al., 2011).

Agora, introduzindo a técnica proposta por Cheng et al. (1995) (CHENG et al.,
1995; UNO et al., 2011), temos:

C PN 5@(}@-)2(1@ <YY< I(BX; > ij)
P = =~
DD 5,G(YZ»)2(YZ» <Y, Y, <7)

. (4.6)

Podemos estabelecer o intervalo de confiancga entre as métricas de C-index propostas,
tomando € = C'y — Cp e € = Cyg — C'p. Note que essas duas métricas estao correlacionadas,

resultando em:

E.=n2(—e), (4.7)

onde F, corresponde ao estimador de distribuigdo assintotica dos intervalos de confianca e
e €. Neste trabalho, o C-index aplicado baseia-se na proposta de Uno et al. (2011), que
utiliza um estimador de probabilidade inversa que nao depende da distribuicao dos tempos
de censura nos dados do teste, e é disponibilizado pela biblioteca "Scikit-survival'(UNO et
al., 2011; POLSTERL, 2023).

O C-Index é uma métrica que quantifica a concordancia entre os escores de risco
previstos pelo modelo e os tempos de eventos observados nos dados de sobrevivéncia,
medindo a capacidade do modelo em prever e classificar os tempos de morte dos pacientes.
O intervalo de desempenho do método assume valores de 0,0 a 1,0, onde 0,5 indica
desempenho médio, sem capacidade discriminativa, e 1,0 indica desempenho 6timo,
referente a um modelo capaz de separar com precisao pacientes com diferentes desfechos
(MONCADA-TORRES et al., 2021; XIAO et al., 2022; PINHEIRO et al., 2022; UNO et
al., 2011).
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442 BRIER SCORE

O BS corresponde a uma medida similar ao erro quadratico médio, avaliando a
calibragao do modelo, refletindo o quao bem as previsoes de sobrevida correspondem
aos eventos reais observados nos momentos ¢ selecionados do teste (POLSTERL, 2020;
POLSTERL, 2023; GRAF et al., 1999). Por ser uma métrica dependente do tempo, o BS

¢ calculado da seguinte forma:

(4.8)

onde 7(t | X;) representa a probabilidade prevista de um individuo ¢ permanecer livre de
eventos até o tempo t para o vetor de covariaveis X;, e 1 — G (t) é a probabilidade inversa
de censura, calculada usando o estimador Kaplan-Meier (Eq. 2.21) (GRAF et al., 1999;

POLSTERL, 2023).

O BS é uma métrica que compara as probabilidades previstas pelo modelo com o
status real dos pacientes em momentos especificos do teste. Desta forma, avalia a qualidade
de predi¢ao do método através da probabilidade do paciente permanecer livre do evento
(morte), onde valores mais baixos sugerem melhores resultados, indicando uma melhor
calibracao do modelo e representando de forma satisfatoria a previsao individual do método
para cada paciente (MONCADA-TORRES et al., 2021; XIAO et al., 2022; GRAF et al.,
1999).

4.4.3 INTEGRATED BRIER SCORE

O IBS é uma extensao do BS (4.8), avaliando a qualidade de predi¢do dos modelos
ao longo de todo o tempo de estudo, ou seje nos dados do treino e teste, fornecendo um
unico do desempenho preditivo geral e da calibragao ao longo do tempo (KRZYZINSKI
et al., 2023; POLSTERL, 2020; PINHEIRO et al., 2022; GRAF et al., 1999). O IBS é

definido como a integragdo do BS ao longo do intervalo [t1;¢ax], €xpresso como:

1BS = [ BS@)dw (¢), (4.9)

t1

onde W(t) = tax — t é a fungao de ponderagao, e a integral é estimada através da regra
dos trapézios (POLSTERL, 2023; GRAF et al., 1999).

Em resumo, tanto o BS quanto o IBS sao métricas dependente do tempo e impor-
tantes para avaliar a precisao e calibragao dos modelos de predi¢ao de sobrevida, com o
BS avaliando momentos especificos e o IBS fornecendo uma visao geral do desempenho ao
longo do tempo (POLSTERL, 2023).



102

5 RESULTADOS E DISCUSSAO

Os resultados apresentados e discutidos conforme detalhado no Capitulo 4, incluem
uma analise detalhada dos dados clinicos apo6s o pré-processamento, destacando as variaveis
selecionadas ao longo das etapas de tratamento dos dados, andlise de correlacdo e selecao
de atributos. Além disso, é avaliado o desempenho de cada modelo em relacdo aos
diferentes conjuntos de atributos selecionados pelos métodos aplicados. Essa andlise busca
aprimorar a compreensao dos fatores prognosticos ao longo do curso clinico-terapéutico e
sua influéncia na sobrevida de pacientes com CM femino, avaliando a precisao dos modelos
preditivos propostos. Os resultados estao organizados em trés se¢oes principais: analise

descritiva dos dados, selecao de atributos e desempenho dos modelos computacionais.

5.1 ANALISE DESCRITIVA DOS ATRIBUTOS PROGNOSTICOS PARA O CANCER
DE MAMA

A analise descritiva dos dados é um passo fundamental para melhorar a compreensao
das caracteristicas da amostra utilizada neste estudo. O conjunto de dados clinicos foi
extraido de bases de estudos anteriores (CINTRA, 2012; FAYER, 2014), conforme detalhado
na Se¢ao 4.1, onde sao apresentados os processos de construcao, tratamento e limpeza da
base de dados. Apds o pré-processamento, a amostra final compreendeu informacoes de

558 pacientes.

Os estudos de sobrevida desempenham um papel crucial na pesquisa oncologica,
contribuindo para o aprimoramento das estratégias clinico-terapéuticas, o aumento do
tempo de sobrevivéncia e a redugao do risco de recidiva em pacientes com cancer (TIZI;
BERRADO, 2023; BUSTAMANTE-TEIXEIRA et al., 2002). Neste estudo, a anélise de
sobrevida foi conduzida em um periodo de cinco anos para avaliar a taxa de sobrevivéncia
das pacientes dentro desse intervalo (LI et al., 2021; CINTRA, 2012).

O tempo de observacao foi contabilizado a partir da data do laudo histopatologico
até a ocorréncia do evento adverso ou censura, abrangendo um total de 1825 dias, conforme
definido no BD original (CINTRA, 2012; FAYER, 2014). O evento foi definido como o
obito por CM, caracterizando o término do tempo de observacao, enquanto a censura

representou os casos em que o evento nao ocorreu até o periodo pré-determinado para a

analise de sobrevida (CARVALHO et al., 2011).

Durante esse periodo, foram registrados 113 6bitos por CM, correspondendo a
20,25% das pacientes, enquanto 79,75% foram censuradas. Essa censura, classificada como
censura a direita, é comum nesse tipo de andlise, pois indica que, embora o tempo até o
obito seja desconhecido, a paciente permaneceu viva até o limite de tempo estabelecido

para o estudo. Esse procedimento reduz a superestimacao do risco e melhora a acuracia
das estimativas (CARVALHO et al., 2011).



103

Vale destacar que a biblioteca ("Scikit-survival") utilizada para as simulagoes, além
de ser especifica para a andalise de sobrevida, incorpora esse tipo de censura, o que a
torna particularmente adequada para este estudo. Essa caracteristica foi um dos fatores
determinantes para sua escolha, garantindo que os modelos computacionais considerassem

corretamente a estrutura dos dados censurados e proporcionando uma avaliagdo mais

precisa dos desfechos clinicos (POLSTERL, 2023).

5.1.1 DESCRICAO DOS DADOS CLINICO

O conjunto de dados compreende informacoes detalhadas sobre pacientes diag-
nosticadas com CM invasivo (CID-10 C50), abrangendo uma ampla gama de varidveis
prognésticas. Entre essas variaveis, incluem-se idade ao diagnéstico, habitos como ta-
bagismo e consumo de alcool, histérico familiar de CM e outros tipos de cancer, uso de
anticoncepcionais, antecedentes de gravidez e amamentagao, além de condi¢oes de satde
como hipertensao e doencas cardiovasculares. Também estao contemplados os resultados
de exames (mamografia, raio-X, ultrassonografia, citologia e imuno-histoquimica), carac-
teristicas histopatologicas do tumor, estadiamento, subclassificacdo Luminal, esquema
terapéutico, registros clinicos ao longo do tratamento, presenga de metastases (locorregional

e a distancia), status menopausal e desfechos clinicos.

Inicialmente, o conjunto de dados clinicos incluia 563 pacientes e aproximadamente
220 variaveis, abrangendo aspectos sociodemograficos, clinicos, anatomopatolégicos, uso
de servigos de saude, tratamento e acompanhamento de pacientes diagnosticadas com CM
entre 2003 e 2005. A coleta de dados foi realizada entre 2009 e 2010, com buscas ativas

em 2011, conforme descrito na Subse¢ao 4.1.1.

Os dados foram obtidos manualmente a partir de prontuarios hospitalares de centros
de referéncia em oncologia na Zona da Mata Mineira. Devido ao alto indice de valores
ausentes, o pré-processamento incluiu a padronizacao de strings, valores numéricos e datas,
conforme descrito na Subsecao 4.1.3. Apds a padronizacao e inferéncia de dados ausentes,
foram selecionadas varidveis com pelo menos 60% de dados completos, resultando em um
conjunto reduzido de 69 variaveis prognosticas e 2 variaveis preditivas—correspondendo a
aproximadamente 32% do total inicial. Essa reducao foi realizada para minimizar ruidos e
enviesamentos, garantindo maior estabilidade e melhor desempenho dos modelos preditivos
de sobrevida (LIU et al., 2020).

As pacientes que nao possuiam informagoes essenciais, como data do laudo his-
topatologico, data de seguimento ou data da cirurgia, foram excluidas do estudo, pois
esses dados sdo fundamentais para estimar o tempo de sobrevida e o intervalo entre o
diagnédstico e a intervencao cirirgica. O laudo histopatologico marca o inicio da anélise de
sobrevida, enquanto a data da cirurgia é necessaria para calcular o tempo entre diagnodstico

e intervencao cirirgica. Como resultado, duas pacientes foram excluidas devido a auséncia
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dessas datas, e outras trés foram removidas por falta de informagoes sobre o estadiamento
anatomico (descrito no Quadro 2), uma variavel fundamental para a inferéncia e tratamento
de outras varidveis. Apos esse refinamento, o conjunto final compreendeu 558 amostras e

71 variaveis.

A distribuigao etaria das pacientes revela que a maioria (71,68%) tem entre 40 e
69 anos, com idade média de 58 anos. Essa faixa etaria é relevante, pois influencia tanto
o prognoéstico quanto as estratégias de tratamento. Entre os tratamentos mais comuns
estao cirurgia (curativa em 84,95% dos casos e diagnéstica em 14,52%), terapia sistémica
(quimioterapia em 59,14% e hormonioterapia em 28,14%) e radioterapia (73,83%). A
combinacao desses tratamentos varia conforme o estadiamento do cancer e outros fatores
clinicos, como a expressao de marcadores imuno-histoquimicos. Durante o periodo de
estudo, 4,84% das pacientes apresentaram recidiva, enquanto 27,06% desenvolveram
metdastases locorregionais ou a distancia, destacando a importancia do monitoramento

continuo e da adaptacao dos planos terapéuticos.

Tabela 1 — Resumo da descri¢ao das tipos de dados do Banco de Dados Clinicos.

Dados Descrigao FA FR
Categoricos Booleanos 43 61,56%
Nao Booleanos 20  28,17%

Numéricos Inteiros 4 5,63%
Reais 2 2,82%
Preditores Evento 1 1,41%
Tempo 1 1,41%

Total 1 100,00%

Fonte: Elaborada pela autora (2024).

Essas informacoes proporcionam uma visao abrangente da populagao estudada,
permitindo uma analise detalhada das variaveis no contexto clinico. Para uma melhor
organizagao, os dados foram categorizados em trés grupos: categéricos (booleanos e nao
booleanos), numéricos (inteiros e reais) e preditores (evento e tempo), com um resumo
apresentado na Tabela 1. Nessa tabela, observa-se o conjunto final de 71 atributos
selecionados apdés o pré-processamento, sendo 69 variaveis prognoésticas e 2 variaveis
preditoras. Dentre elas, 88, 73% correspondem a varidveis categoricas, 8,45% a varidveis
numéricas e 2,82% a varidveis preditoras. A descricao completa de cada tipo de varidvel
estd detalhada nos Quadros 7, 8, 9, 10, 11, 12 e 13, enquanto a andlise descritiva dos dados

encontra-se nas Tabelas 2, 3, 4,5, 6 e 7.

5.1.1.1 Variaveis Categoricas Booleanas

As variaveis categéricas booleanas incluem informacodes completas de todas as

pacientes selecionadas no estudo apés o processo de pré-processamento de dados, que
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também abrangeu a inferéncia de valores ausentes, conforme descrito na Subsecao 4.1.3.
A descricao detalhada dessas variaveis encontra-se nos Quadros 7, 8 e 9, e uma analise

estatistica descritiva aprofundada pode ser consultada na Tabelas 2 e 3.

5.1.1.2 Variaveis Categoricas ndao Booleanas

As varidveis categéricas nao booleanas passaram pelo mesmo pré-processamento,
incluindo a inferéncia de valores faltantes. As variaveis do tipo string foram convertidas
em valores numéricos (reais) para facilitar a aplicacao dos métodos utilizados neste estudo.
As descrigoes dessas variaveis estdo organizadas nos Quadros 10 e 11, e a andlise estatistica

descritiva pode ser conferida na Tabela 4.

5.1.1.3 Varidveis Numéricas

As varidveis numéricas, apresentadas no Quadro 12, compreendem dados em
formatos inteiros e reais. Os valores ausentes ou nao coletados receberam o valor de —1
durante o primeiro pré-processamento; posteriormente, foram inferidos no segundo pré-
processamento, como descrito na Subsecao 4.1.3. Uma andlise detalhada dessas variaveis

estd documentada nas Tabelas 5 e 6 .

5.1.1.4 Variaveis Preditivas

As variaveis preditivas, descritas no Quadro 13, indicam a ocorréncia ou nao do
evento adverso (6bito por CM), incluindo informagoes de censura e o tempo de sobrevida
em dias de cada paciente, com um limite de 1825 dias. Essas varidveis sdo essenciais para
a avaliacao do desempenho dos modelos de predicao de sobrevida. A andlise estatistica

detalhada dessas variaveis estd disponivel na Tabela 7.

Essas 69 variaveis prognoésticas, compoem o BD clinico que servird como base
para as analises de correlagao e selecao de atributos subsequentes. Esse banco serd entao
utilizado na criacdo do BD 1, destinado a aplicacao dos métodos de selecao de atributos

para os modelos de predicao.

5.1.2 ANALISE DESCRITIVA DOS DADOS CLINICO

A andlise descritiva é uma etapa estatistica que resume as principais caracteristicas
de um conjunto de dados, proporcionando uma compreensao inicial das tendéncias e
variagoes presentes nas informacoes. Neste estudo, foram calculadas as medidas de média,
DP, moda, Vmin e Vmax para cada varidavel do conjunto de dados clinicos. A média
fornece uma visao do valor central de cada variavel, o DP indica a dispersao dos dados, a

moda representa o valor mais frequente, e Vmin e Vmax evidenciam os valores extremos
de cada atributo (ASSIS et al., 2019).
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Quadro 7 — Descri¢ao dos dados categdricos booleanos do Banco de Dados Clinicos.
Atributo Descrigao
Amamentacao Se realizou amamentacao apos o nascimento
(1- Sim; 0- Nao)
Anticoncenpcionais Se fez uso de contraceptivos orais

Atraso Quimioterapia
Atraso Radioterapia
Cintilografia Ossea
Citologia

(Classificacao Cirurgia
Classificacao Estrogénio
(Classificacao HER2
Classificacao Progesterona
Componente Intraductal
Diagnoéstico Clinico
Doenca Cardiovascular
a Distancia

Doencga de Hipertensao
Estadiamento Clinico M

Estadiamento Patolégico M

Esvaziamento Axilar

Extensao do Tumor

Gravidez

(1- Sim; 0- Nao)

Se ocorreu atraso ou interrupg¢ao da quimioterapia
(1- Sim; 0- Nao)

Se ocorreu atraso ou interrupcao da radioterapia
(1- Sim; 0- Nao)

Resultados do exame de cintilografia dssea

(1- Sim; 0- Nao)

Resultados do exame de citologia

(1- Presente; 0- Ausente)

Classificacao do tipo de cirurgia realizada

(1- Curativa; 0- Diagnostica)

Classificacao do resultado do receptor de estrogénio
(1- Positivo; 0- Negativo)

Classificacao do resultado do receptor HER2

(1- Positivo; 0- Negativo)

Classificacao do resultado do receptor de progesterona
(1- Positivo; 0- Negativo)

Comprometimento do componente intraductal

(1- Sim; 0- Nao)

Diagnéstico clinico primeira suspeita

(1- Presente; 0- Ausente)

Diagnoéstico de doenca cardiovascular

(1- Sim; 0- Nao)

Diagnéstico de doenca de hitensao arterial

(1- Sim; 0- Nao)

Estadiamento clinico da presenca de metastases
(0-0; 1- 1)

Estadiamento patologico da presenca de metastase
(0- 0; 1- 1)

Se realizou esvaziamento axilar na cirurgia

(1- Sim; 0- Nao)

4- Nunca usou)

Extensao do tumor para pele da mama, mamilo,
musculatura peitoral

(1- Sim; 0- Nao)

Se ja teve alguma gestacao completa

(1- Sim; 0- Nao)

Fonte: Elaborada pela autora (2024).

Nesta andlise descritiva, as variaveis foram agrupadas em dados categoricos, nu-

méricos e preditivos, conforme detalhado na subsecao anterior. A Figura 13 apresenta a
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Quadro 8 — Descri¢ao dos dados categdricos booleanos do Banco de Dados Clinicos.

Atributo

Descricao

Historico de Cancer

Histérico de CM

Hormonioterapia

Infiltrado Inflamatorio

Invasao Perineural

Invasdo Vascular

Linfonodo Sentinela
Mamografia

Marcadores Tumorais
Menstruacao

Metastase a Distancia
Metastase Locorregional

Multicentricidade

Multifocalidade

Histérico Familiar de Cancer de seus parentes
de primeiro e segundo graus

(1- Presente; 0- Ausente)

Histérico Familiar de CM de seus parentes
de primeiro e segundo graus

(1- Presente; 0- Ausente)

Paciente submetido a hormonioterapia

(1- Sim; 0- Nao)

Identificacao de infiltrado inflamatério no
resultado histopatolégico

(1- Sim; 0- Nao)

Identificagdo de invasao perineural no resultado
histopatologico

(1- Sim; 0- Nao)

Identificacao de invasao vascular no resultado
histopatologico

(1- Sim; 0- Nao)

Identificagdo de linfonodos sentinelas

(1- Sim; 0- Nao)

Informagoes dos resultados da mamografia
(1- Presente; 0- Ausente)

Informagoes dos marcadores tumorais

(1- Sim; 0- Nao)

Se ainda tem ciclo menstrual

(1- Presente; 0- Ausente)

Diagnostico de metastase a distancia

(1- Sim; 0- Nao)

Diagnéstico de metastase locorregional
Identificagdo de multicentricidade no resultado
histopatologico

(1- Sim; 0- Nao)

Identificacdo de multifocalidade no resultado
histopatoldgico

(1- Sim; 0- Nao)

Fonte: Elaborada pela autora (2024).

distribuicao percentual das variaveis por tipo de dados. A descricao estatistica das variaveis

categoricas, numéricas e preditivas utilizadas no banco de dados clinicos esta organizada

nas Tabelas 2, 3, 4, 5, 6 e 7, permitindo uma visao abrangente das caracteristicas clinicas

e prognosticas das pacientes diagnosticadas com CM feminino consideradas neste estudo.
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Quadro 9 — Descri¢ao dos dados categdricos booleanos do Banco de Dados Clinicos.

Atributo Descricao
Perfil Imuno-histoquimico Identificacdo dos marcadores imuno-histoquimico
(1- Presentes; 0- Ausentes)

Quimioterapia Paciente submetido a quimioterapia
(1- Sim; 0- Nao)

Radioterapia Paciente fez tratamento radioterapico
(1- Sim; 0- Nao)

Raio X do Térax Resultados do exame de raio X do térax
(1- Sim; 0- Nao)

Recidiva Locorregional Paciente apresentou recidiva locorregional

durante os tratamentos realizados
(1- Sim; 0- Nao)

Reposicao Hormonal Se fez reposi¢ao hormonal

(1- Sim; 0- Nao)

(1- Sim; 0- Nao)

Status da Menopausa Status da paciente na pré ou pds-menopausa
(0- Pés-menopausa; 1- Pré-menopausa)
Toxicidade Toxicidade durante o tratamento quimioterapico

(1- Sim; 0- Nao)

Tratamento Complementar || Paciente fez tratamento complementar

(1- Sim; 0- Nao)

Ultrasson do Abdomem Resultados do exame de ultrasson do abdomen
(1- Sim; 0- Nao)

Fonte: Elaborada pela autora (2024).

5.1.2.1 Analise Descritiva dos Dados Categoéricos

Os dados categoricos correspondem a observagoes que podem ser classificadas em
categorias, podendo ser booleanas (com dois valores possiveis) ou nao booleanas (com
miultiplos valores possiveis). As varidveis categoricas booleanas, apresentadas nas Tabelas 2
e 3, e descritas nos Quadros 7, 8 e 9, incluem informagdes em formato binario que indicam
presenca ou auséncia de uma caracteristica. Por exemplo, a variavel “Hormonioterapia”
possui uma média de 0,28, indicando que menos de um terco das pacientes receberam
este tratamento, enquanto “Marcadores Tumorais” apresenta média de 0,94, sugerindo

que a maioria das pacientes apresentaram esta caracteristica clinica.

Jéa os dados categoricos nao booleanas, descritos nos Quadros 10 e 11 e analisados na
Tabela 4, exibem uma gama mais ampla de valores (de 0 a 7 em alguns casos), indicando
multiplas categorias para cada variavel. Por exemplo, a variavel “Estadiamento Clinico T”
possui uma média de 2,83 e DP de 1, 06, refletindo variacao consideravel entre os casos.
A amplitude de valores para varidveis como “Estadiamento Anatéomico” (Vmin de 0,0 e

Vmax de 7,0) evidencia a diversidade de estagios clinicos entre as pacientes.



Quadro 10

Atributo

Descricao

Classificacao Doenca

Classificagao Histologica

Classificacao
Imuno-histoquimica

Estadiamento Anatdomico

Estadiamento Clinico T

Estadiamento Clinico N

Estadiamento Patolégico T

Estadiamento Patolégico N

Etilista

Grau Histopatologico

Classificacao do estagio da doenca

( 1- Inicial; 2- Intermediaria; 3- Avancada)
Classificagao do tipo histologico do tumor
(0- In situ 1- Lobular Invasivo; 2- Ductal
Invasivo; 3- Outros Tipos)

Classificacao do perfil imuno-histoquimico
(1- Luminal A; 2- Luminal B HER2-;

3- Luminal B HER2+; 4- Superexpressao
HER2+; 5- Triplo Negativo)

(Classificacao do estadiamento anatomico
- Sistema TNM (0- 0; 1- I; 2- IIa; 3- IIb;
4- Ila; 5- I1Ib; 6- Illc; 7- IV)
Estadiamento clinico do tamanho do
tumor (0- 0; 1- is; 2- 1; 3- 2; 4- 3; 5- 4)
Estadiamento clinico do nimero de
linfonodos comprometidos

(0- 0; 1- 1; 2- 2; 3- 3)

Estadiamento patologico do tamanho

do tumor (0- 0; 1- is; 2- 1; 3- 2; 4- 3; 5- 4)
Estadiamento patologico do ntimero

de linfonodos comprometidos

(0- 0; 1- 1; 2- 2; 3- 3)

Se faz ou fez uso de alcool

(1- Etilista Social; 2- Atual; 3- Passado;
(Classificacao do grau histopatolégico do tumor
(1- Bem Diferenciado; 2- Moderadamente
Diferenciado; 3- Pouco Diferenciado)

Fonte: Elaborada pela autora (2024).
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— Descrigao dos dados categéricos nao booleanos do Banco de Dados Clinicos.

5.1.2.2 Anélise Descritiva dos Dados Numéricos

Os dados numéricos, que podem assumir valores inteiros ou reais, abrangem variaveis
quantitativas utilizadas para entender diferentes aspectos clinicos das pacientes (ASSIS et
al., 2019). A andlise dessas varidveis estd apresentada nas Tabelas 5 e 6, e as variaveis

inteiras e reais estao listadas no Quadro 12.

Na andlise descritiva dos dados inteiros, como por exemplo, o atributo “Dias até a
Cirurgia” possui uma média de 29,92 dias e um DP de 89,57, sugerindo grande variacao
entre as pacientes no tempo de espera para o procedimento cirirgico (com valores variando
de 0 a 1253 dias). A varidvel “Idade”, com média de 58,15 anos e DP de 13,69, reflete
uma ampla faixa etéria entre as pacientes (de 26 a 91 anos). Nas varidveis “Linfonodos
Isolados” e “Linfonodos Pés-cirtrgicos” mostra amplitude de valores (Vmin de 0 e Vmax de

56 e 37, respectivamente), indicando variagao consideravel nessas caracteristicas clinicas.



Quadro 11
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— Descrigao dos dados categéricos nao booleanos do Banco de Dados Clinicos.

Atributo

Descricao

Marcador Estrogénio

Marcador HER2

Marcador Ki67

Marcador P53

Marcador Progesterona

Marcadores Imuno-histoquimicos

Tabagista

Tipo de tratamento

Tratamento Quimioterapico

Tratamento Sistémico

Informagao dos resultados do receptor de
estrogénio em + (1,2,3,4,5)

(0- -5 1- 45 2- +45 3- +4++; 4 +4+++;

5 +++++)

Informagao dos resultados do receptor HER2
em + (1,2,34,5)

(0- -5 1- +; 2- ++; 3- +++; 4- ++++;

5 +++++)

Informagao dos resultados do receptor Ki67
em + (1,2,3.4,5)

(0- -5 1- 45 2=+ 3- +4+; 4 +4++;

5- +4++++)

Informagao dos resultados do receptor P53
em + (1,2,3.4,5)

(0- -5 1- +; 2- ++; 3- +++; 4- ++++;

5 +++++)

Informagao dos resultados do receptor de
progesterona em + (1,2,3,4,5)

(0- -; 1- +; 2- ++; 3- +++; 4- ++++;

5 +++++)

Informagoes dos resultados dos marcadores
do perfil imuno-histoquimico

(0- Luminal A e B HER2-; 1- Luminal B
HER2+; 2- Superexpressao HER2+;

3- Triplo Negativo; 4- Desconhecido)

Se faz ou fez uso de cigarro

(1- Fumante; 2- Ex-fumante;

3- Nunca fumou)

Tipos de tratamentos realizados pelo
paciente(1- Neoadjuvante; 2- Adjuvante;

3- Neoadjuvante e Adjuvante; 4- Paliativa)
Paciente realizou ou nao os seguintes
esquemas de tratamento quimioterapico
(0- Antraciclico e Taxano; 1- Antraciclico;
2- CMF; 3- Nao realizou)

Paciente realizou ou nao tratamento
sistémico quimioterapico/hormonioterapico
(1- Hormonioterapia, 2- Antraciclico;
3-Antraciclico e Taxano; 4- CMF;

5- Nao fez tratamento sistémico)

Fonte: Elaborada pela autora (2024).

Para os dados numéricos reais, as dimensées tumorais (eixo X e eixo Y) exibem

médias de 3,22 cm e 2,70 cm, respectivamente, com DP de 2,79 cm e 2,45 cm, indicando
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Quadro 12 — Descri¢gao dos dados numéricos do Banco de Dados Clinicos.

Dados || Atributo Descricao
Inteiro || Dias Cirurgia Dias para a realizacao da cirurgia a
contar da data do Laudo Histopatolégico
Idade Idade do paciente na primeira consulta
Linfonodos Isolados Ntumero de linfonodos comprometidos
isolados

Linfonodos Pés-cirtrgico | Nimero de linfonodos comprometidos

pos-cirargico

Real | Tamanho Tumor (X) Tamanho do tumor em cm (eixo x)

Tamanho Tumor (Y) Tamanho do tumor em cm (eixo y)
Fonte: Elaborada pela autora (2024).

Quadro 13 — Descrigdo dos dados preditivos do Banco de Dados Clinicos.

Atributo Descricao

Obito CM Pacientes com 6bito por CM no periodo analisado
(113)

Dias Sobrevida || Dias de sobrevida apds o diagnéstico limitado a 5 anos
(1825)

Fonte: Elaborada pela autora (2024).

grande variabilidade na extensao tumoral, que varia entre 0 e 25 cm em ambas as diregoes.

5.1.2.3 Andlise Descritiva dos Dados Preditivos

As varidveis preditivas, incluindo o status do evento (0 para censurado e 1 para ¢bito
por CM) e o tempo de sobrevida em dias, sdo essenciais para os modelos computacionais
de predicao da sobrevida(POLSTERL, 2023). Esses dados estdo detalhados no Quadro 13,

com a analise descritiva apresentada na Tabela 7.

A varidvel booleanas “Obito por CM” apresenta média de 0,20, com DP de 0, 40,
indicando que aproximadamente 20% das pacientes no conjunto de dados sofreram o evento
adverso durante o periodo de estudo e que aproximadamente 80% das pacientes foram
censuradas. J4 a variavel “Dias de Sobrevida” mostra uma média de 1558, 26 dias e DP

de 504, 88, indicando que a maioria das pacientes sobreviveram ao menos até o final do
periodo de anédlise (1825 dias).

5.1.24 ANALISE DE CORRELACAO DOS DADOS CLINICOS

A anadlise de correlacao foi empregada para investigar as relacoes entre pares de
variaveis clinicas. A correlacdo, expressa por um coeficiente adimensional que varia de -1 a

1, reflete a intensidade da associacao entre as variaveis: valores proximos de zero indicam
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Figura 13 — Grafico do tipos de dados do Banco de Dados Clinicos.

Categoéricas
booleanas

2.82% Preditoras

5.63%  Numéricas reais

Numéricas inteiras

Categoricas
nao booleanas

Fonte: Elaborada pela autora (2024).

auséncia de correlacao, enquanto valores absolutos proximos de 1 denotam uma forte
correlagao (ASSIS et al., 2019). Durante o processo de pré-processamento, foram identifi-
cadas variaveis redundantes que, apesar de representarem informacoes semelhantes, foram
coletadas ou expressas de maneiras diferentes. Por exemplo, as variaveis "Classificagao
Estrogénio'(positivo ou negativo) e "Marcador Estrogénio’(positivo em cruzes ou negativo)
representam essencialmente a mesma informagao de forma distinta. Da mesma forma, a
variavel 'Estadiamento Anatomico'abrange dados dos estadiamentos clinico e patolégico
(T, N, M). Esse procedimento teve como objetivo minimizar os ruidos decorrentes da alta
correlacao entre variaveis semelhantes e evitar problemas de singularidade na matriz de
entrada (ASSIS et al., 2019; POLSTERL, 2023). A exclusdo dessas varidveis permitiu a
convergéncia dos métodos aplicados em cada simulagao, sem a necessidade de recorrer
a técnicas adicionais, priorizando as variaveis com maior relevancia clinica, comumente
utilizadas na pratica médica (BRASIL, 2014).

Com base nesse raciocinio, as variaveis altamente correlacionadas foram excluidas
como parte do aprimoramento do conjunto de dados. A selecdo das varidveis a serem
removidas seguiu critérios baseados nas medidas de CI para as variaveis qualitativas e
CP para as variaveis quantitativas, além de considerar a significancia clinica das variaveis
correlacionadas. Essas variaveis foram agrupadas em blocos, conforme mostrado nas

Tabelas 8 e 9. A exclusao dessas variaveis redundantes e de alta correlagao facilitou a
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Tabela 2 — Analise Descritiva dos dados categéricos booleanos.

Atributo Média DP Moda Vmin Vmax
Amamentacao 0,78 + 0,42 1,00 0,00 1,00
Anticoncepcional 0,65 + 0,48 1,00 0,00 1,00
Atraso Quimioterapia 0,13 +£0,33 0,00 0,00 1,00
Atraso Radioterapia 0,03 + 0,18 0,00 0,00 1,00
Cintilografia Ossea 0,80 +£0,40 1,00 0,00 1,00
Citologia 0,08 £0,28 0,00 0,00 1,00
Classificacao Cirurgia 0,85 + 0,35 1,00 0,00 1,00
Classificacao Estrogénio 0,66 £0,47 1,00 0,00 1,00
Classificacao HER2 0,19 +£0,39 0,00 0,00 1,00
(Classificagao Progesterona 0,63 40,48 1,00 0,00 1,00
Componente Intraductal 0,39 + 0,49 0,00 0,00 1,00
Diagnéstico Clinico 0,71 + 0,45 1,00 0,00 1,00
Doenca Cardiovascular 0,12 + 0,32 0,00 0,00 1,00
Doenca de Hipertencao 0,40 +£0,49 0,00 0,00 1,00
Estadiamento Clinico M 0,06 +£0,25 0,00 0,00 1,00
Estadiamento Patologico M 0,07 + 0,25 0,00 0,00 1,00
Esvaziamento Axilar 0,73 +£0,44 1,00 0,00 1,00
Extensao do Tumor 0,12 + 0,33 0,00 0,00 1,00
Gravidez 0,86 £0,35 1,00 0,00 1,00

Fonte: Elaborada pela autora (2024).

execucao das simulagoes dos modelos de predigao, garantindo a estabilidade do processo e

a qualidade das andlises subsequentes.

Nas Tabelas 8¢9, sao apresentadas as variaveis que apresentaram alta correlacao
(> 0,65) apds o pré-processamento e a andlise de correlacao descrita na Subsecao 4.1.2 do
Capitulo de Material e Métodos. Nessas Tabelas, as variaveis altamente correlacionadas sao
identificadas por valores proximos de 1, com as respectivas medidas de correlagao associada,
tanto numérica quanto categorica, fornecidas pelo relatério da biblioteca Sweetviz, a qual

foi utilizada tanto para a analise descritiva quanto para a andlise de correlacao dos dados.

As varidveis altamente correlacionadas, que representam 44, 93% do total das varia-
veis do banco de dados clinico, foram agrupadas em blocos conforme suas caracteristicas
clinicas comuns. A anélise de correlagdo levou em consideracao a relevancia clinica de cada
variavel em seu respectivo grupo, além da representatividade de cada uma, priorizando
aquelas com o maior nimero de valores coletados antes do segundo pré-processamento dos
dados, como exemplificado pelas varidveis "Tamanho Tumor (X)"e "Tamanho Tumor (Y)".
Nas tabelas, as variaveis excluidas sdo destacadas com um asterisco (*) (19 varidveis),

enquanto as mantidas sdo destacadas em grafite (12 varidveis).

Com a exclusao dessas variaveis altamente correlacionadas, o conjunto de dados foi

reduzido em 27, 54%, passando de 69 para 50 varidveis. Esse novo conjunto, denominado
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Tabela 3 — Analise Descritiva dos dados categoricos booleanos.

Atributo Média DP Moda Vmin Vmax
Histérico Cancer 0,57 +£0,50 1,00 0,00 1,00
Histérico CM 0,26 +£0,44 0,00 0,00 1,00
Hormonioterapia 0,28 + 0,45 0,00 0,00 1,00
Infiltrado 0,41 + 0,49 0,00 0,00 1,00
Invasao Perineural 0,05 + 0,21 0,00 0,00 1,00
Invasao Vascular 0,11 + 0,31 0,00 0,00 1,00
Linfonodo 0,14 +£0,35 0,00 0,00 1,00
Mamografia 0,65 + 0,48 1,00 0,00 1,00
Marcadores Tumorais 0,94 + 0,23 1,00 0,00 1,00
Menstruacao 0,31 + 0,46 0,00 0,00 1,00
Metéstase a Distancia 024 +£043 0,00 0,00 1,00
Metastase Locorregional 0,07 +£0,25 0,00 0,00 1,00
Multicentralidade 0,05 + 0,23 0,00 0,00 1,00
Multifocalidade 0,09 +£0,28 0,00 0,00 1,00
Perfil Imuno-histoquimico 0,81 + 0,39 1,00 0,00 1,00
Quimioterapia 0,59 + 0,49 1,00 0,00 1,00
Radioterapia 0,82 + 0,38 1,00 0,00 1,00
Raio X do Térax 0,89 +£0,31 1,00 0,00 1,00
Recidiva Locorregional 0,05 + 0,21 0,00 0,00 1,00
Resposicao Hormonal 0,11 + 0,31 0,00 0,00 1,00
Status Menopausal 0,33 + 0,47 ,00 0,00 1,00

Toxicidade Quimioterapia 0,37 +£0,48 0,00 0,00 1,00

Tratamento Complementar 0,96 + 0,19 1,00 0,00 1,00

Ultrasson do Abdomem 0,86 + 0,35 1,00 0,00 1,00
Fonte: Elaborada pela autora (2024).

BD 1, serd utilizado nas simulagoes dos métodos de aprendizado de maquina e na
aplicacdo dos métodos de selecdo de atributos. A comparacao de desempenho do BD
1, com diferentes configuracoes de subconjuntos de variaveis selecionadas pelos métodos
de selegao, proporcionara uma avaliacao mais detalhada e abrangente dos modelos de

predicao de sobrevida para o CM.

5.2 RESULTADOS DA SELECAO DOS ATRIBUTOS PROGNOSTICOS PARA MO-
DELOS DE SOBREVIDA

Neste estudo, a aplicagao de métodos de selecao de atributos foi essencial para
aprimorar a analise e predi¢ao de sobrevida no CM feminino, além de permitir a validacao
com dados clinicos utilizados na pratica médica. A selecao das variaveis foi realizada por
métodos lineares e nao lineares, incluindo técnicas baseadas na escolha de caracteristicas e
avaliacdo da importancia das varidveis, com a divisdo dos conjuntos de treinamento (75%)

e teste (25%). A selegao foi avaliada pela métrica de desempenho C-Index (dados de teste),



Tabela 4 — Analise Descritiva dos dados categoéricos naobooleanos.

Atributo Média DP Moda Vmin Vmax
Classificacao Doenca 2,00  +£0,80 2,00 1,00 3,00
Classificacao Histologica 1,799  +£0,69 2,00 0,00 3,00
Classificacdo Imuno-histoquimica 2,68 + 1,48 2,00 1,00 5,00
Estadiamento Anatomico 2,80 + 1,99 1,00 0,00 7,00
Estadiamento Clinico N 0,76 + 1,00 0,00 0,00 3,00
Estadiamento Clinico T 2,83 +£1,06 3,00 0,00 5,00
Estadiamento Patolégico N 0,75 + 1,00 0,00 0,00 3,00
Estdiamento Patolégico T 2,83 + 1,06 3,00 0,00 5,00
Etilista 342 +£1,15 4,00 1,00 4,00
Grau Histolégico 1,93 + 0,62 2,00 1,00 3,00
Marcador Estrogénio 2,39 + 2,05 0,00 0,00 5,00
Marcador HER2 0,72 £ 1,41 0,00 0,00 4,00
Marcador Ki67 2,61 + 1,16 3,00 0,00 4,00
Marcador p53 0,99 £ 1,57 0,00 0,00 5,00
Marcador Progesterona 2,09 + 1,92 0,00 0,00 5,00
Marcadores Imuno-histoquimicos 1,42 + 1,66 0,00 0,00 4,00
Tabagista 2,62 +£0,68 3,00 1,00 3,00
Tipo de Tratamento 2,15 + 0,55 2,00 1,00 4,00
Tratamento Quimioterapico 1,79 + 1,09 3,00 0,00 3,00
Tratamento Sistémico 2,36 + 1,31 2,00 1,00 5,00
Fonte: Elaborada pela autora (2024).

Tabela 5 — Analise Descritiva dos dados numéricos inteiros.
Atributo Média DP Moda Vmin Vmax
Dias Cirurgia 29,92 4+ 89,57 6,00 0,00  1253,00
Idade 58,15 + 13,69 62,00 26,00 91,00
Linfonoso Isolado 12,91 + 9.72 0,00 0,00 56,00

Linfonodo Pés-cirturgico 2,54 + 4,78 0,00 0,00 37,00

Fonte: Elaborada pela autora (2024).

Tabela 6 — Anélise Descritiva dos dados numéricos reais.

Atributo Média DP Moda Vmin Vmax

Tamanho Tumor (X) 3,22  £279 1,50 0,00 25,00
Tamanho Tumor (Y) 2,70 +245 2,00 0,00 25,00

Fonte: Elaborada pela autora (2024).

conforme detalhado na Se¢do 4.3 (POLSTERL, 2023).
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A selecao de caracteristicas desempenha um papel importante na simplificacao

da modelagem, ao reduzir a dimensionalidade dos dados e facilitar a visualizagao. Essa
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Tabela 7 — Analise Descritiva dos dados preditivos.

Atributo Média DP Moda Vmin Vmax
Dias Sobrevida, 1558,26 4 504,88 1825,00 9,00 1825,00
Obito CM 0,20 + 0,40 0,00 0,00 1,00

Fonte: Elaborada pela autora (2024).

abordagem contribui para o desenvolvimento de modelos preditivos mais eficientes, evitando
a complexidade de incluir indiscriminadamente todas as variaveis, ao mesmo tempo em que
favorece uma interpretagio mais clara dos resultados (POLSTERL, 2020; VERISSIMO et
al., 2016; SIMON et al., 2011).

Além disso, os métodos de selecdo baseados na permutacao da importancia das
variaveis avaliam os fatores prognosticos que impactam a taxa de sobrevida no CM.
Esses métodos permitem quantificar o efeito de cada variavel na predicao, facilitando a
interpretacio e a identificacdo das variaveis mais relevantes para o problema analisado
(GANGGAYAH et al., 2019; VERISSIMO et al., 2016; KRZYZINSKI et al., 2023).

5.2.1 IDENTIFICACAO DOS ATRIBUTOS PROGNOSTICOS PELA SELECAO DE
CARACTERISTICA

A sele¢ao dos subconjuntos de variaveis clinicas teve como objetivo reduzir a
dimensionalidade dos dados e identificar as variaveis mais relevantes e nao redundantes
para a predicao de risco ou do tempo até o evento (POLSTERL, 2023; SIMON et al.,
2011). Para isso, foi aplicada uma combinag¢ao de métodos lineares, como os métodos
penalizados Ridge (norma ly), Lasso (norma ly) e Elastic Net (combinagio das normas [; e
l3), além de métodos nao lineares aplicados ao GBS. Esses métodos foram implementados
com base nas diretrizes estabelecidas pela biblioteca "Scikit-survival'(POLSTERL, 2020;
POLSTERL, 2023) , conforme detalhado na Subsecdo 4.3.1.

O conjunto ideal de caracteristicas foi determinado aplicando regularizacoes Lasso
e Elastic Net, que selecionaram 9 variaveis com coeficientes nao nulos, representando os
atributos mais relevantes para a predi¢cao. Para permitir a comparagao do desempenho
dos métodos de AM aplicados a diferentes subconjuntos, este nimero de variaveis (9) foi

utilizado nas demais selegoes.

5.2.1.1 Regularizacao Lasso e Elastic Net

A penalizacao Lasso, fundamentada na norma [, permite a inclusdo progressiva
de variaveis no modelo, atribuindo coeficientes nao nulos apenas as caracteristicas mais
relevantes. As caracteristicas cujos coeficientes foram zerados foram descartadas, reduzindo
o niimero de atributos e simplificando o modelo (POLSTERL, 2020; SIMON et al., 2011).



Tabela 8 — Analise de Correlagao dos dados do Banco de Dados Clinicos.

Atributo Atributo Correlacionado Valor Métrica
Idade* Status Menopausal 0,80 CP
Menstruacao 0,72 CP
Menstruacgao Idade 0,72 CPp
Status Menopausal Idade 0,80 CP
Estadiamento Clinico T* Estadiamento Patologico T 0,99 CI
Tamanho Tumor (X) 0,70 CP
Tamanho Tumor (Y) 0,65 CP
Estadiamento Patolégico T*  Estadiamento Clinico T 0,99 CI
Tamanho Tumor (X) 0,70 Cp
Tamanho Tumor (Y) 0,65 CP
Tamanho Tumor (X) Tamanho Tumor (Y) 0,95 CP
Estdiamento Patologico T 0,70 CP
Estadiamento Clinico T 0,70 CP
Tamanho Tumor (Y)* Tamanho Tumor (X) 0,95 CP
Estdiamento Patologico T 0,65 CP
Estadiamento Clinico T 0,65 CP
Estadiamento Clinico N* Estadiamento Patolégico N 0,96 CI
Linfonodo Pos-cirtrgico 0,87 CP
Estadiamento Patolégico N*  Estadiamento Clinico N 0,96 CI
Linfonodo Pés-cirtrgico 0,87 Cp
Linfonodo Pés-cirirgico™ Estadiamento Patolégico N 0,87 CP
Estadiamento Clinico N 0,87 CP
Estadiamento Anatomico 0,82 CP
FEstadiamento Clinico M* Estadiamento Anatomico 1,00 CI
Estadiamento Patolégico M 0,97 CI
Metastase Locorregional 0,94 CI
Tipo de Tratamento 0,91 CI
Estadiamento Patolégico M* Estadiamento Anatomico 0,96 CI
Tipo de Tratamento 0,95 CI
Estadiamento Clinico M 0,95 CI
Metastase Locorregional 0,89 CI
Metdstase Locorregional™® Estadiamento Anatémico 0,93 CI
Estadiamento Clinico M 0,91 CI
Estadiamento Patologico M 0,87 CI
Tipo de Tratamento 0,84 CI
Tipo de Tratamento Estadiamento Patologico M 0,95 CI
Estadiamento Clinico M 0,91 CI
Metastase Locorregional 0,84 CI

(*) Variaveis excluidas apds anélise de correlagéo.
(Grafite) Varidveis selecionadas apds andlise de correlagao.

Fonte: Elaborada pela autora (2024).
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A penalizacao FElastic Net, por sua vez, combina as normas [y e [y, associando a

abordagem de selecao do Lasso com a estabilidade conferida pelo Ridge. Essa metodologia
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Tabela 9 — Analise de Correlagao dos dados do Banco de Dados Clinicos.

Atributo Atributo Correlacionado Valor Meétrica
Estadiamento Estadiamento Clinico M 1,00 CI
Anatdomico Doenca 1,00 CI
Estadiamento Patolégico M 0,96 CI
Metastase Locorregional 0,93 CI
Linfonodo Pés-cirtrgico 0,82 CP
Doenca* Estadiamento Anatomico 1,00 CI
Linfonoso Isolado Esvaziamento Axilar 0,71 CP
Esvaziamento Axilar* Linfonoso Isolado 0,71 CP
Hormonioterapia™ Tratamento Sistémico 1,00 CI
Quimioterapia™ Tratamento Quimioterapico 1,00 CI
Tratamento Sistémico 0,99 CI
Tratamento Sistémico Hormonioterapia 1,00 CI
Tratamento Quimioterapico 0,99 CI
Quimioterapia 0,99 CI
Tratamento™* Quimioterapia 1,00 CI
Quimioterdpico™ Tratamento Sistémico 0,99 CI
Classificacio Progesterona™ Marcador Progesterona 1,00 CI
Marcador Progesterona (Classificagao Progesterona 1,00 CI
Classificagao Estrogénio™ Marcador Estrogénio 1,00 CI
Classificacao Imuno-histoquimica 0,77 CI
Marcador Estrogénio Classificacao Estrogénio 1,00 CI
Classificacio HER2* Classificacao Imuno-histoquimica 1,00 CI
Marcador HER2 0,97 CI
Marcadores Imuno-histoquimicos 0,75 CI
Marcador HER2 (Classificacao HER2 0,97 CI
Classificagao (Classificacao HER2 1,00 CI
Imuno-histoquimica Classificacao Estrogénio 0,77 CI
Marcadores™* Perfil Imuno-histoquimico 1,00 CI
Imuno-histoquimicos* Classificacao HER2 0,75 CI
Perfil Imuno-histoquimico Marcadores Imuno-histoquimicos 1,00 CI

(*) Varidveis excluidas apds anélise de correlagdo.
(Grafite) Varidveis selecionadas apés andlise de correlacao.

Fonte: Elaborada pela autora (2024).

¢ particularmente vantajosa para lidar com dados de alta dimensionalidade e variaveis
altamente correlacionadas, embora neste estudo ja tenha sido feita uma exclusao prévia
dessas varidveis conforme descrito na Subsecao 5.1.2.4 (POLSTERL, 2020; SIMON et
al., 2011). As varidveis selecionadas, com coeficientes ndo nulos em ambos os métodos,
representam 18% das varidveis do BD 1. Tanto Lasso quanto Elastic Net convergiram na
selecao das mesmas caracteristicas, com coeficientes semelhantes em ambos os métodos,
como mostrado na Tabela 10. Nessa tabela, observa-se que 66,67% das varidveis seleci-

onadas (em negrito) foram confirmadas por pelo menos dois outros métodos de selegao,
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constituindo o BD 2.

Tabela 10 — Caracteristicas selecionadas pela Regularizacao Lasso e FElastic Net.

Atributos Coef. Lasso Coef. Elastic Net
Classificacao Imuno-histoquimica 0,1039 0,1040
Dias Cirurgia 0,0012 0,0011
Estadiamento Anatémico 0,2901 0,3033
Linfonodo Isolado 0,0252 0,0249
Marcador Estrogénio 0,0803 0,0906
Marcador Progesterona 0,0174 0,0217
Metastase a Distancia 1,9234 1,7314
Tamanho Tumor (X) 0,0810 0,0834
Tratamento Sistémico 0,0228 0,0218

(Negrito) Varidveis selecionadas também por outros dois métodos de sele¢do de atributos.
(Vermelho) Varidvel com o maior coeficiente.
(Azul) Variavel com o segundo maior coeficiente.

Fonte: Elaborada pela autora (2024).

5.2.1.2 Regularizacao pela Validagao Cruzada

A validacao cruzada foi aplicada nas abordagens de regularizacao Lasso e FElastic
Net para identificar o melhor conjunto de parametros a. As Figuras 14 e 15 ilustram os
resultados, evidenciando o impacto direto deste pardmetro nos coeficientes 3. Valores
elevados de a levam a anulagao dos coeficientes, o que é indicado pelo pico do C-Index,
representado pela linha vertical laranja. Por outro lado, valores mais baixos de o permitem
a inclusdo de um maior ntimero de variaveis, o que pode comprometer a capacidade
discriminativa do modelo, como demonstrado pela linha horizontal tracejada cinza, que se
aproxima do valor de 0.75 do C-Index, conforme discutido em (POLSTERL, 2023)

Apo6s definir o « ideal, foram inspecionados os coeficientes nao nulos e aplicada a
selecao de caracteristicas por validacao cruzada em ambas as abordagens Lasso e Elastic
Net. Este passo permitiu identificar os coeficientes mais significativos para o modelo,
destes foram selecionados os 9 atributos com valores mais elevados, conforme apresentado
na Tabela 11. E importante notar que tanto a Regularizacdo Lasso quanto a Elastic Net
novamente selecionaram os mesmos 9 atributos, tanto em termos de ordem quanto de

proximidade dos coeficientes, assim como descrito na Subsubsecao anterior.

A Tabela 11 exibe os valores dos coeficientes nao nulos para cada atributo selecio-
nado, sendo que 44, 44% das variaveis selecionadas também foram selecionadas por outros

dois método de selecao. Estes 9 atributos selecionados pela validacao cruzada formam o
BD 3.
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Figura 14 — Variacao da For¢a de Penalidade do Método Lasso em Fungao do Parametro
a: Indicagao do pico de anulagdo dos coeficientes (laranja) e C-Index de referéncia (cinza)
sem penalizacao.

1.0

C-Index

0.6
1072 1071
Alpha
Fonte: Elaborada pela autora (2024).
Tabela 11 — Caracteristicas selecionadas pelo K-Fold.

Atributos Coeficiente Lasso Coeficiente FElastic Net
Atraso Radioterapia 0,1420 0,1444
Classificacao Cirurgia 0,2370 0,2369
Estadiamento Anatémico 0,4542 0,4556
Grau Histologico 0,1532 0,1537
Metastase a Distancia 1,3596 1,3509
Status Menopausal 0,1595 0,1713
Tabagista 0,2179 0,2212
Tamanho Tumor (X) 0,2217 0,2249
Tratamento Sistémico 0,1701 0,1723

(Negrito) Varidveis selecionadas também por outros dois métodos de sele¢ao de atributos.
(Vermelho) Varidvel com o maior coeficiente.
(Azul) Varidvel com o segundo maior coeficiente.

Fonte: Elaborada pela autora (2024).
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Figura 14 — Variacao da Forga de Penalidade do Método Flastic Net em Fungao do
Pardmetro «: Indicacdo do pico de anulacdo dos coeficientes (laranja) e C-Index de
referéncia (cinza) sem penalizagao.
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Fonte: Elaborada pela autora (2024).

5.2.1.3 Regularizacao pelo GBS

A aplicagao do método de selecao de caracteristicas nao linear GBS, que utiliza
uma funcao de perda baseada na verossimilhanca parcial do modelo de Cox, resultou
na identificagdo e selegio das varidveis com os maiores coeficientes (POLSTERL, 2023).
Este método selecionou um conjunto de 9 variaveis, conforme apresentado na Tabela 12.
Entre as varidveis selecionadas, 44, 44% também foram identificadas por outros métodos

de selecao, e essas variaveis compoem o BD 4.

5.2.2 IDENTIFICACAO DOS ATRIBUTOS PROGNOSTICOS SELECAO DE IMPOR-
TANCIA DE VARIAVEL

Os resultados apresentados derivam das simulacoes dos métodos de selecao de
importancia de variaveis, detalhados na Subsecao 4.3.2. A metodologia aplicada utiliza o
método de permutacao de importancia de variavel baseado no RF da biblioteca "Scikit-
learn"(PEDREGOSA et al., 2011), e adaptados para os modelos GBS e RSF, seguindo as
recomendagcdes da biblioteca ' Scikit-survival'(POLSTERL, 2023).

O método de permutacao de importancia de variavel avalia a contribuicao de cada
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Tabela 12 — Caracteristicas selecionadas pelo método nao linear do GBS.

Atributos Coeficiente
Atraso Radioterapia 1,0157
Classificagao Cirurgia 0,2728
Classificagdo Imuno-histoquimica 0,1350
Doenca Cardiovascular 0,2704
Estadiamento Anatémico 0,1925
Extensao do Tumor 0,1100
Metastase a Distancia 3,1000
Status Menopausal 0,1179
Tamanho Tumor (X) 0,1064

(Negrito) Varidveis selecionadas também por outros dois métodos de selecao de atributos.
(Vermelho) Varidvel com o maior coeficiente.
(Azul) Varidvel com o segundo maior coeficiente.

Fonte: Elaborada pela autora (2024).

atributo para a predicao de sobrevida, fornecendo uma ideia clara de quais variaveis tém o
impacto mais significativo (KALAFT et al., 2019; PEDREGOSA et al., 2011; POLSTERL,
2020). Os modelos baseados em arvores de decisao, como GBS e RSF, sdo frequentemente
utilizados para calcular a importancia das varidveis, no caso da analise de sobrevida
utilizando o C-Index (dados treino) como métrica de avaliacdo do impacto de cada varidvel
no conjunto de teste, priorizando aquelas que apresentam maiores médias, correspondendo
ao impacto destas variaveis na capacidade preditiva do modelo (PEDREGOSA et al., 2011;
POLSTERL, 2020).

Para assegurar uma comparacao consistente entre os métodos de sele¢ao de caracte-
risticas e de importéancia de variaveis, foram selecionadas também 9 variaveis prognésticas

em cada abordagem.

5.2.2.1 Permutacao de Importancia pelo GBS

O GBS constréi o modelo de forma iterativa, criando novas arvores de decisao
para corrigir os erros residuais das arvores anteriores, melhorando progressivamente a
precisao das previsoes (POLSTERL, 2020; POLSTERL, 2023). Na Tabela 13 observamos
as médias e DP das variaveis selecionadas pela permutacao de importancia. Entre as 9
variaveis de maoior média de imporancia selecionadas 66,67% também foram identificadas
por pelo menos dois métodos, evidenciando a relevancia desta abordagem. Essas variaveis

compoem o conjunto denominado BD 5.
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Tabela 13 — Varidveis selecionadas pela permutagao de importancia aplicadas ao GBS.

Atributos Média de Importancia DP

Citologia 0,0026 + 0,0024
Classificagdo Imuno-histoquimica 0,0018 + 0,0024
Estadiamento Anatémico 0,0111 + 0,0037
Linfonodo Isolado 0,0062 + 0,0021
Mamografia 0,0030 + 0,0010
Metastase a Distancia 0,2207 + 0,0316
Tamanho Tumor (X) 0,0161 + 0,0050
Tipo de Tratamento 0,0121 + 0,0018
Tratamento Sistémico 0,0017 + 0,0019

(Negrito) Varidveis selecionadas também por outros dois métodos de sele¢do de atributos.
(Vermelho) Varidvel com o maior média de importancia
(Azul) Variavel com segunda maior média de importancia.

Fonte: Elaborada pela autora (2024).

5.2.2.2 Permutacao de Importancia pelo RSF

O RSF combina previsoes de varias arvores de decisdo para estimar a funcao de risco
de sobrevida, onde cada arvore ¢é treinada em uma amostra bootstrap do conjunto de dados.
A agregacao das previsoes individuais das arvores resulta em uma estimativa robusta e
menos suscetivel a overfitting (POLSTERL, 2020; POLSTERL, 2023). Na Tabela 14,
observamos as 9 variaveis selecionadas pelo método de permutacao de importancia aplicado
ao RSF. Dessas varidveis, apenas 33,33% também foram identificadas por outros dois

métodos de selecao, e compoem o BD 6.

Tabela 14 — Variaveis selecionadas pela permutacao de importancia aplicadas ao RSF.

Atributos Média de Importancia DP

Atraso Quimioterapia 0,0004 + 0,0003
Cintilografia Ossea 0,0004 + 0,0006
Diagnostico Clinico 0,0004 + 0,0003
Estadiamento Anatémico 0,0131 + 0,0053
Extensao do Tumor 0,0013 + 0,0021
Linfonodo Isolado 0,0011 4+ 0,0010
Metastase a Distancia 0,1402 + 0,0287
Tipo de Tratamento 0,0112 + 0,0020
Toxicidade Quimioterapia 0,0005 + 0,0007

(Negrito) Variaveis selecionadas também por outros dois métodos de selegdo de atributos.
(Vermelho) Varidvel com o maior média de importancia
(Azul) Varidvel com segunda maior média de importéncia.

Fonte: Elaborada pela autora (2024).

O Quadro 14 apresenta uma comparacao dos atributos selecionados por cada

método de selecao de atributos. Entre eles, destaca-se que os atributos destacados de
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vermelho "Estadiamento Anatdomico'e "Metastase a Distancia'foram selecionados por
todos os métodos, destacando sua importancia tanto na predicao de sobrevida quanto na
conducao clinica-terapéutica. Atributos destacados de azul como "Tamanho do Tumor (X)",
"Classificagao Imuno-histoquimica', "Linfonodo Isolado"e "Tratamento Sistémico"foram

selecionados em pelo menos trés métodos, reforgando sua relevancia clinica.

Quadro 14 — Resumo comparativo das variaveis selecionadas por cada Banco de Dados.

Atributo BD2 |  BD3 | BD4 | BD5 | BD 6
Estadiamento Anatomico X X X
Metastase a Distancia X X X
Classificacao Imuno-histoquimica X
Linfonodo Isolado
Tratamento Sistémico
Tamanho Tumor (X)
Atraso Radioterapia
Classificagcao Cirurgia
Extensao do Tumor
Status Menopausal
Tipo de Tratamento X
Atraso Quimioterapia

X

Il el
SR e

SRl
SRl

>

SRl

Cintilografia Ossea
Citologia

Diagnostico Clinico
Dias Cirurgia X
Doenca Cardiovascular X
Grau Histologico X Mamografia X
Marcador Estrogénio X
Marcador Progesterona X
Tabagista X
Toxicidade Quimioterapia X

SR

(Vermelho) Varidveis selecionadas por todos os métodos de selegdo de atributos.
(Azul) Varidveis selecionadas por pelo menos trés métodos de sele¢ao de atributos.
(Grafite) Varidveis selecionadas por pelo menos dois métodos de selecdo de atributos.

Fonte: Elaborada pela autora (2024).

A selecdo de varidveis é uma pratica comum na construcao de modelos com
multiplas variaveis, especialmente em conjuntos de dados com estruturas complexas e
interdependéncias entre variaveis, como na analise de sobrevida. Além dos métodos
utilizados neste estudo, outras abordagens, como a analise hierarquica entre variaveis,
a selecao bayesiana (TENG et al., 2019), o ganho de entropia (SHUKLA et al., 2018),
e as importancias de varidveis de RF (KALAFI et al., 2019; XIAO et al., 2022) e RSF
(FANIZZI et al., 2023) sao utilizados para melhorar o desempenho preditivo (FANIZZI
et al., 2023; KALAFT et al., 2019; LIU et al., 2020; SHUKLA et al., 2018; TENG et al.,
2019; XTAO et al., 2022).
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5.3 RESULTADOS DA MODELAGEM COMPUTACIONAL PARA PREDICAO DA
SOBREVIDA

Os resultados apresentados foram obtidos por meio da simulagao de métodos de
AM supervionados para a andlise de sobrevida, incluindo modelos lineares, como CPH
(versoes penalizada e ndo penalizada) e SSVM, bem como modelos nao lineares, como
GBS, RSF e KSSVM. Diferentes subconjuntos do BD Clinico, selecionados conforme
a metodologia descrita na Se¢do 5.2, foram utilizados como entrada para os modelos

implementados.

Os subconjuntos do BD Clinico, compostos por 69 variaveis listadas nos Quadros

7 a 12, foram preparados conforme as seguintes selegoes:

BD 1 Conjunto com 50 variaveis selecionadas apds pré-processamento e analise de correla-

¢ao, com exclusao de varidveis (*) conforme descrigdo nas Tabelas 8 e 9.

BD 2 Conjunto de 9 variaveis selecionadas de forma consistente entre os métodos de

regularizacao Lasso e FElastic Net, conforme apresentadas na Tabela 10.

BD 3 Conjunto com 9 varidveis selecionadas por validacao cruzada utilizando as regulari-

zacoes Lasso e Elastic Net, conforme descrito na Tabela 11.

BD 4 Selecao pelo método de caracteristica nao linear via GBS, com 9 variaveis mais

relevantes, detalhadas na Tabela 12.

BD 5 Sele¢ao por permutacao de importancia aplicada ao GBS, com 9 variaveis mais

importantes, conforme apresentado na Tabela 13.

BD 6 Selecao por permutacao de importancia aplicada ao RSF, com 9 variaveis mais

importantes, conforme listado na Tabela 14.

A implementacdo foi realizada utilizando a biblioteca "Scikit-survival" (POLS-
TERL, 2023), compativel com "Scikit-Learn" (PEDREGOSA et al., 2011), conforme
descrito na Se¢ao 4.2. Os hiperparametros dos modelos foram definidos na Subsecao 4.2.2,
e o desempenho foi avaliado com base nas métricas C-Index, BS e IBS, descritas na
Secao 4.4.

Um C-Index proximo de 1 indica excelente discriminacao, enquanto valores de BS
e IBS préximos a 0 refletem boa calibracao do modelo (POLSTERL, 2020; POLSTERL,
2023; TIZI; BERRADO, 2023). Observa-se que os modelos SSVM linear e KSSVM nao
possuem métricas BS e IBS, pois essas métricas sdo aplicaveis apenas a modelos que
estimam a fungdo de sobrevida, o que nio se aplica a esses modelos (POLSTERL, 2020;
GRAF et al., 1999). As métricas BS e IBS sao indicadores da precisdo das predigoes

de modelos para andlise de sobrevida, sendo que valores inferiores a 0,25 para BS sao
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considerados indicativos de boa calibracio e predicao (XIAO et al., 2022; POLSTERL,
2023). Vale destacar que o C-Index é a métrica mais comumente utilizada para avaliagao

de desempenho, enquanto BS e IBS sao frequentemente usadas em casos de empate e para
avaliar a calibracdo dos modelos (POLSTERL, 2023).

Tabela 15 — Avaliagdo do desempenho dos métodos de AM lineares em diferentes subcon-
juntos do Banco de Dados 1.

Modelo BD C-Index BS IBS
0,875 0,085 0,043
0,934 0,060 0,051
0,903 0,089 0,057
0,924 0,070 0,052
0,931 0,067 0,050
0,908 0,081 0,060
0,937 0,066 0,051
0,937 0,066 0,051
0,906 0,084 0,056
0,930 0,066 0,052
0,930 0,066 0,050
0,909 0,078 0,060
0,942 0,068 0,052
0,942 0,068 0,052
0,906 0,084 0,056
0,931 0,066 0,052
0,931 0,066 0,050
0,909 0,078 0,060
0,878

0,902

0,904

0,885

0,858

0,873

Cox Proportional Hazards

Cox Proportional Hazards Lasso

Cox Proportional Hazards Elastic Net

Survival Support Vector Machine

U W N O Ok WN RO Ok W DN O Ok W -

D

(Vermelho) Melhores métricas de desempenho em cada modelo.
(Azul) Modelos ndo paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

As Tabelas 15 e 16 apresentam um resumo detalhado do desempenho dos métodos
de AM, incluindo modelos lineares, nao lineares, semi-paramétricos (destacados em grafite)
e nao paramétricos (em azul), facilitando a comparacao de cada modelo nos diferentes
subconjuntos do BD Clinico. As métricas de avaliagdo de desempenho incluem o C-Index
e o BS nos conjuntos de teste, além do IBS, que integra os resultados dos conjuntos de

treino e teste. Os melhores desempenhos estao destacados em vermelho.

De forma geral, o modelo RSF se destacou em termos de desempenho discriminativo,



127

Tabela 16 — Avaliacao do desempenho dos métodos de AM nao lineares em diferentes
subconjuntos do Banco de Dados 1.

Modelo BD C-Index BS IBS
1 0,932 0,056 0,044
2 0,932 0,060 0,046
Gradient Boosting Survival 3 0,927 0,056 0,053
4 0,933 0,057 0,048
5 0,937 0,055 0,045
6 0,939 0,052 0,056
1 0,934 0,068 0,055
2 0,933 0,053 0,049
Random Survival Forest 3 0,937 0,049 0,053
4 0,930 0,051 0,051
5 0,938 0,046 0,048
6 0,952 0,041 0,052
1 0,879
2 0,917
Kernel Survival Support Vector Machine 3 0,904
4 0,924
5 0,936
6 0,925

(Vermelho) Melhores métricas de desempenho em cada modelo.
(Azul) Modelos néo paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

alcangando o melhor C-Index (0,952) e o melhor BS (0,041) nos dados de teste, utilizando
o BD 6. Em relacao a qualidade das predi¢oes nos dados de treino e teste, o modelo CPH
obteve o melhor IBS (0,043) no BD 1.

Entre os modelos lineares, o CPH-EN apresentou o melhor C-Index (0,942) nos
subconjuntos BD 1 e BD 2, enquanto o CPH se destacou na qualidade das predigoes,
apresentando o melhor IBS (0,043). Esse desempenho superior do CPH pode ser atribuido &
reducao da complexidade do modelo, com a exclusao de variaveis altamente correlacionadas

e a aplicagdo do método de selecao de caracteristicas lineares.

Entre os modelos nao lineares, o RSF obteve o melhor desempenho tanto no C-
Index quanto no BS. No entanto, em termos de qualidade de predi¢ao, o GBS se destacou,
apresentando o melhor IBS (0,044) no BD 1. Nos modelos semi-paramétricos (grafite) e
nao paramétricos (azul), o RSF e o GBS se destacaram, respectivamente, como os melhores

desempenhos, conforme ilustrado nas Tabelas 15 e 16.

O BD 1, contendo 50 atributos, foi utilizado como referéncia para os demais
subconjuntos. Os modelos aplicados ao BD 1 apresentaram um desempenho satisfatorio,
com destaque para o CPH-EN, que obteve um C-Index de 0,942 e o menor BS de 0,043,
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indicando boa discriminacao e calibracao, atribuida a redu¢do da dimensionalidade e

exclusao de varidveis correlacionadas.

Na comparagao entre os subconjuntos selecionados pelos métodos de selecao de
caracteristicas, o CPH-EN no BD 2 se destacou entre os métodos lineares, enquanto
o RSF apresentou o melhor desempenho entre os métodos nao lineares no BD 3. Nos
subconjuntos selecionados pelos métodos de permutacao de variaveis, o CPH e o CPH-EN
se destacaram no BD 5 (para modelos lineares), e o RSF obteve os melhores resultados

no BD 6 (para modelos nao lineares), conforme mostrado na Tabela 16.

No que se refere a melhoria percentual do C-Index apds a aplicacao dos métodos
de selecao de atributos, considerando o BD 1 como referéncia, o CPH obteve o maior
ganho de desempenho, subindo de 0,875 para 0,934 (um aumento de 6,71%) no BD 2,
destacando-se entre os modelos lineares e semi-paramétricos. Entre os modelos nao lineares,
o KSSVM apresentou o maior ganho percentual, de 0,879 para 0,936 (6,50%) no BD 5,
destacando-se também entre os modelos nao paramétricos. No entanto, ao considerar os
resultados médios de desempenho de todos os subconjuntos, o RSF obteve a melhor média
geral (0,937), enquanto o CPH-EN obteve o melhor desempenho entre os modelos lineares
(0,934).

Figura 16 — Comparagao do desempenho do C-Index entre os métodos de AM: CPH
(Azul-Petréleo), CPH-L (Laranja), CPH-EN (Azul), GBS (Rosa), RSF (Verde), SSVM
(Amarelo) e KSSVM (marrom); considerando os dados do teste.
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C-Index
Fonte: Elaborada pela autora (2024).

A Figura 16 ilustra o desempenho discriminativo de cada modelo, medido pelo C-
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Index, para todos os subconjuntos do BD Clinicos. Observa-se que os modelos néao lineares,
como GBS e RSF, apresentaram um comportamento mais estavel e valores mais elevados
entre os subconjuntos. Por outro lado, os modelos lineares exibiram maior variacao nos
valores de desempenho, o que pode ser atribuido as interferéncias minimas de correlagao
entre as variaveis selecionadas pelos métodos de selecao. Em comparacgao, os modelos
SSVM e KSSVM mostraram maior amplitude nos resultados, com desempenho inferior,
sendo que o modelo nao linear (KSSVM) apresentou melhores resultados em relagao ao
linear.

Figura 17 — Comparagao do desempenho do Brier Score para MAM: CPH (Azul-Petréleo),

CPH-L (Laranja), CPH-EN (Azul), GBS (Rosa) e RSF (Verde); considerando os dados do
teste.
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Fonte: Elaborada pela autora (2024).

A Figura 17 apresenta o desempenho de calibracdo dos modelos, medido pela
métrica BS, considerando apenas os dados de teste. Os menores valores de BS foram
alcangados pelos modelos GBS e RSF, indicando uma melhor calibragao. Embora os
modelos lineares também tenham mostrado boa calibracao, estes apresentaram menor
estabilidade. Por fim, a Figura 18 ilustra o desempenho do IBS para todos os tempos de
analise (treino e teste), mostrando intervalos semelhantes entre os modelos, o que sugere
boa calibragao e robustez. Todos os métodos de AM apresentaram valores de IBS inferiores
a 0,07 em todos os subconjuntos do BD Clinicos, o que pode ser atribuido aos processos
de pré-processamento de dados e a reducao da complexidade do modelo pela remocao das

varidveis correlacionadas.
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Figura 18 — Comparacao do desempenho do Integrated Brier Score para MAM: CPH (Azul-
Petroéleo), CPH-L (Laranja), CPH-EN (Azul), GBS (Rosa) e RSF (Verde); considerando

os dados de treino e teste.
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Fonte: Elaborada pela autora (2024).

Vale ressaltar que os modelos KSSVM e SSVM nao possuem métricas BS e IBS,
pois essas métricas sao aplicaveis apenas a modelos que estimam a funcao de sobrevida
(GRAF et al., 1999).

Em termos de desempenho médio, o modelo RSF obteve as melhores médias de
C-Index (0,937) e BS (0,051), corroborando os resultados de outros estudos (CARVALHO
et al., 2024; CARVALHO et al., 2023; FANIZZI et al., 2023; LIU et al., 2020; MONCADA-
TORRES et al., 2021; PINHEIRO et al., 2022; TIZI; BERRADO, 2023; XIAO et al.,
2022). O CPH-EN e o GBS alcangaram as melhores médias de IBS, com 0,049. Quando
comparados os modelos lineares, o CPH-EN se destacou com o melhor desempenho em
termos de C-Index (0,934), BS (0,056) e IBS. Entre os modelos néo lineares, o RSF e
o GBS se destacaram. Por fim, entre os métodos SVM, o modelo nao linear (KSSVM)

obteve desempenho superior no C-Index (0,914) em relagao ao modelo linear (0,883).

5.3.1 COMPARACAO DO DESEMPENHO ENTRE OS MODELOS

A comparagao do desempenho dos diferentes modelos aplicados aos subconjuntos
do BD Clinico foi realizada com base nas métricas C-Index, BS e IBS. Os valores elevados
de C-Index (préximos a 1) indicam uma alta concordancia entre predigoes e observagoes,

enquanto valores baixos de BS e IBS (préoximos a 0) indicam uma boa calibrac¢do entre
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as probabilidades preditas e as frequéncias observadas de sobrevida, conforme discutido
em Polster]l (2020, 2023) (POLSTERL, 2020; POLSTERL, 2023). Nas Tabelas 17, 18,
19, 20, 21 e 22, os modelos semi-paramétricos estao destacados em grafite, os modelos
nao paramétricos em azul, e os melhores desempenhos de cada métrica de avaliagao sao

indicados em vermelho.

O desempenho dos modelos foi inicialmente avaliado no BD 1, que contém 50
variaveis prognodsticas, conforme apresentado na Tabela 17. Os modelos CPH-EN (0,942) e
RSF (0,934), representando abordagens lineares e nao lineares, respectivamente, apresenta-
ram desempenho superior em discriminagao (C-Index) quando comparados aos modelos de
regressao de Cox (CPH e CPH-L), aos modelos EL (GBS) e aos modelos de classificagao
(KSSVM e SSVM). Entre os modelos nao paramétricos (azul), o GBS obteve o melhor
desempenho em todas as métricas. Quanto a calibragao (BS e IBS), os modelos CPH-L
(0,066) e GBS (0,044) destacaram-se, com os melhores desempenhos entre os lineares e

nao lineares, respectivamente.

Tabela 17 — Comparacao do desempenho dos métodos de AM no Banco de Dados 1.

Linearidade Modelo C-Index BS IBS
Cox Proportional Hazards 0,875 0,085 0,043
Linear CPH Lasso 0,937 0,066 0,051
CPH EFElastic Net 0,942 0,068 0,052
Survival SVM 0,878
Gradient Boosting Survival 0,932 0,056 0,044
Nao Linear Random Survival Forest 0,934 0,068 0,055
Kernel Survival SVM 0,879
Média 0,911 0,069 0,049

(Vermelho) Melhores métricas de desempenho entre os modelos lineares e néo linares.
(Azul) Modelos néo paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

As Figuras 19 a 24 ilustram a variagao do BS ao longo do tempo para os diferentes
métodos de AM aplicados aos subconjuntos do BD Clinico, considerando os dados de
treino e teste. A linha preta destaca o intervalo de tempo entre 1600 e 1825 dias, com o maior
percentual de censura (75,08%), entre pacientes censurados (97,14%) e nao censurados
(2,86%). Nesse intervalo, observa-se um declinio das linhas de BS, possivelmente associado

ao aumento da quantidade de observagoes.

A Figura 19 mostra a dindmica do BS ao longo do tempo para o BD 1, onde o
modelo nao linear GBS (roxo) se destaca com os menores valores de BS, seguido pelo
modelo CPH (azul), destacando a eficicia de ambos ao longo do periodo analisado. Esses
resultados corroboram os dados da Tabela 17, na qual o GBS exibe o menor BS, e o CPH

apresenta o melhor IBS, sugerindo maior precisao na predi¢ao do risco ao longo do tempo.
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Figura 19 — Comparacao do desempenho do Brier Score entre os métodos de AM no
BD 1: CPH (azul), CPH-L (vermelho), CPH-EN (verde), GBS (roxo) e RSF (laranja) em
dados do treino e teste ao longo do tempo. A linha vertical preta delimita o intervalo de
tempo que se concentram 75% dos dados.
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Fonte: Elaborada pela autora (2024).

Tabela 18 — Comparacao do desempenho dos métodos de AM no Banco de Dados 2.

Linearidade Modelo C-Index BS IBS
Cox Proportional Hazards 0,934 0,060 0,051
Linear CPH Lasso 0,937 0,066 0,051
CPH EFElastic Net 0,942 0,068 0,052
Survival SVM 0,902
Gradient Boosting Survival 0,932 0,060 0,046
Nao Linear Random Swurvival Forest 0,933 0,053 0,049
Kernel Survival SVM 0,917
Média 0,928 0,062 0,050

(Vermelho) Melhores métricas de desempenho entre os modelos lineares e nao linares.
(Azul) Modelos nio paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

Para o BD 2, composto por 9 variaveis selecionadas por regularizacao via Lasso
e Elastic Net, o modelo CPH-EN (0, 942) e o RSF (0, 933) novamente se destacaram em
termos de C-Index. O modelo GBS (0,932), entre os ndo paramétricos, apresentou o
melhor desempenho nas métricas de calibragdo (BS e IBS). Em contraste, os modelos
KSSVM (0,917) e SSVM (0,907) apresentaram os piores resultados em discriminagao. A
Figura 20 destaca a dependéncia temporal dos modelos nos dados de treino e teste para o

BD 2, mostrando que os modelos nao lineares, GBS (roxo) e RSF (laranja), se mostraram
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mais robustos, enquanto os modelos de Cox, tanto penalizado quanto nao penalizado,

exibiram desempenho inferior, corroborando os resultados da Tabela 18.

Figura 20 — Comparacao do desempenho do Brier Score entre os métodos de AM no
BD 2: CPH (azul), CPH-L (vermelho), CPH-EN (verde), GBS (roxo) e RSF (laranja) em
dados do treino e teste ao longo do tempo. A linha vertical preta delimita o intervalo de
tempo que se concentram 75% dos dados.

0.1
—CPH

—CPH_L
0.08 — CPH_EN
— GBS
pr— RSF

o oo — —m_ﬂ‘%s

o . /_/__,_r—’ [

3 —r —

o }E’:{J_'J_r/——f\f'-{

= 0.04 g

o #

0.02 =

200 400 600 800 1000 1200 1400 1600 1800

Tempo em dias

Fonte: Elaborada pela autora (2024).

A Tabela 19 apresenta os resultados para o BD 3, com 9 variaveis selecionadas
por validagao cruzada. Neste conjunto, o RSF obteve o melhor desempenho tanto em
discriminacao (C-Index = 0,937) quanto em calibragao (BS = 0,049 e IBS = 0,053). No
entanto, o BD 3 apresentou a pior média de desempenho (0,912) entre os subconjuntos
selecionados por métodos de selecdo de atributos. A Figura 21 ilustra a variacdo do BS
ao longo do tempo, onde o GBS (roxo) apresentou o melhor desempenho, seguido pelo
RSF (laranja), com todos os modelos exibindo um comportamento semelhante, como

evidenciado na Tabela 19.

No BD 4, com 9 variaveis selecionadas pelo método nao linear de sele¢ao de
caracteristicas via GBS (Tabela 12), os modelos CPH-EN (0,931) e GBS (0,933) se
destacaram em termos de C-Index. Em relagdo ao BS, os modelos CPH (0,052) e RSF
(0,052) apresentaram os melhores resultados. A Figura 22 mostra a dependéncia temporal
desses modelos no BD 4, onde o GBS (roxo) manteve seu bom desempenho, enquanto os

outros modelos exibiram comportamentos semelhantes, com valores préximos aos do GBS.

No BD 5, com 9 variaveis selecionadas pelo método de permutacao de importancia
de varidveis aplicado ao GBS (Tabela 12), os modelos CPH-EN (0,931) e RSF (0, 938)
novamente lideraram em desempenho, especialmente em C-Index e BS, entre os lineares e
nao lineares, respectivamente. Os métodos nao lineares mostraram desempenho superior

em discriminacdo em comparacao aos lineares. A Figura 23 ilustra o comportamento do
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Tabela 19 — Comparacao do desempenho dos métodos de AM no Banco de Dados 3.

Linearidade Modelo C-Index BS IBS
Cox Proportional Hazards 0,903 0,089 0,057
Linear CPH Lasso 0,906 0,084 0,056
CPH FElastic Net 0,906 0,084 0,056
Survival SVM 0,904
Gradient Boosting Survival 0,927 0,056 0,053
Nao Linear Random Survival Forest 0,937 0,049 0,053
Kernel Survival SVM 0,904
Média 0,912 0,072 0,055

(Vermelho) Melhores métricas de desempenho entre os modelos lineares e néo linares.
(Azul) Modelos néo paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

Figura 21 — Comparacao do desempenho do Brier Score entre os métodos de AM no
BD 3: CPH (azul), CPH-L (vermelho), CPH-EN (verde), GBS (roxo) e RSF (laranja) em
dados do treino e teste ao longo do tempo.
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Fonte: Elaborada pela autora (2024).

BS ao longo do tempo para o BD 5, com o GBS (roxo) se destacando, seguido pelo RSF

(laranja), como indicado na Tabela 21.

Por fim, para o BD 6, construido com 9 varidaveis selecionadas pelo método
de permutagao de importancia aplicado ao RSF (Tabela 14), o RSF obteve o melhor
desempenho em C-Index (0, 952), seguido pelo GBS (0, 939) e KSSVM (0, 925) entre os nao
lineares. Os modelos nao lineares também superaram os lineares nas métricas BS e IBS,
como mostrado na Tabela 22 e ilustrado na Figura 24, que apresenta o comportamento do

BS ao longo do tempo para o BD 6. Nesse subconjunto, o RSF (laranja) obteve o melhor
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Tabela 20 — Comparacao do desempenho dos métodos de AM no Banco de Dados 4.

Linearidade Modelo C-Index BS IBS
Cox Proportional Hazards 0,924 0,069 0,052
Linear CPH Lasso 0,930 0,069 0,053
CPH FElastic Net 0,931 0,072 0,053
Survival SVM 0,885
Gradient Boosting Survival 0,933 0,062 0,048
Nao Linear Random Survival Forest 0,930 0,052 0,050
Kernel Survival SVM 0,924
Média 0,922 0,065 0,051

(Vermelho) Melhores métricas de desempenho entre os modelos lineares e néo linares.
(Azul) Modelos néo paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

Figura 22 — Comparacao do desempenho do Brier Score entre os métodos de AM no
BD 4: CPH (azul), CPH-L (vermelho), CPH-EN (verde), GBS (roxo) e RSF (laranja) em
dados do treino e teste ao longo do tempo.
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Fonte: Elaborada pela autora (2024).

desempenho, seguido pelo GBS (roxo), enquanto os modelos de Cox exibiram desempenho

semelhante e sobreposto.

Os resultados deste estudo evidenciam o desempenho superior do modelo RSF,
baseado em arvores, na predi¢cao de sobrevida de pacientes com CM feminino. O RSF
se destacou principalmente por sua excelente capacidade de discriminacao e calibracao,
apresentando resultados consistentes em diversos subconjuntos de dados testados. Dentre
os modelos nao lineares, tanto o RSF quanto o GBS demonstraram um desempenho sélido,

enquanto, entre os lineares, o CPH-EN se destacou com a melhor performance. Esses
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Tabela 21 — Comparacao do desempenho dos métodos de AM no Banco de Dados 5.

Linearidade Modelo C-Index BS IBS
Cox Proportional Hazards 0,931 0,069 0,051
Linear CPH Lasso 0,930 0,066 0,051
CPH Elastic Net 0,931 0,066 0,051
Survival SVM 0,858
Gradient Boosting Survival 0,937 0,056 0,046
Nao Linear Random Survival Forest 0,938 0,050 0,050
Kernel Survival SVM 0,936
Meédia 0,923 0,062 0,050

(Vermelho) Melhores métricas de desempenho entre os modelos lineares e néo linares.
(Azul) Modelos néo paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

Figura 23 — Comparacao do desempenho do Brier Score entre os métodos de AM no
BD 6: CPH (azul), CPH-L (vermelho), CPH-EN (verde), GBS (roxo) e RSF (laranja) em
dados do treino e teste ao longo do tempo. A linha vertical preta delimita o intervalo de
tempo que se concentram 75% dos dados.
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Fonte: Elaborada pela autora (2024).

achados reforcam a eficacia dos métodos nao lineares, particularmente na captura de
padroes complexos dos dados, essenciais para analises mais robustas em contextos clinicos.
Em termos de avaliagdo média de desempenho, o BD 2 obteve o melhor resultado global
entre os subconjuntos selecionados pelos métodos de selecao de atributos, destacando-se

como o subconjunto com o melhor desempenho neste estudo.
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Tabela 22 — Comparacao do desempenho dos métodos de AM no Banco de Dados 6.

Linearidade Modelo C-Index BS IBS
Cox Proportional Hazards 0,908 0,081 0,060
Linear CPH Lasso 0,909 0,078 0,060
CPH FElastic Net 0,909 0,078 0,060
Survival SVM 0,873
Gradient Boosting Survival 0,939 0,052 0,056
Nao Linear Random Survival Forest 0,952 0,041 0,052
Kernel Survival SVM 0,925
Média 0,917 0,066 0,058

(Vermelho) Melhores métricas de desempenho entre os modelos lineares e néo linares.
(Azul) Modelos néo paramétricos.
(Grafite) Modelos semi-paramétricos.

Fonte: Elaborada pela autora (2024).

Figura 24 — Comparacao do desempenho do Brier Score entre os métodos de AM no
BD 5: CPH (azul), CPH-L (vermelho), CPH-EN (verde), GBS (roxo) e RSF (laranja) em
dados do treino e teste ao longo do tempo. A linha vertical preta delimita o intervalo de
tempo que se concentram 75% dos dados.
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Fonte: Elaborada pela autora (2024).

5.3.2 DISCUSSAO DOS RESULTADOS

Os resultados deste estudo destacam o papel dos modelos computacionais na predi-
¢ao da sobrevida de pacientes com CM feminino, demonstrando a eficacia das abordagens
utilizadas para aprimorar a precisao preditiva. A andlise revelou o impacto positivo de um
pré-processamento rigoroso dos dados, com um aumento médio de 15,88% no desempenho
discriminativo dos modelos apds a aplicacao de estratégias de pré-processamento. O

primeiro processo de pré-processamento, utilizando imputacao simples nos dados ausentes
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e resultando em 69 variaveis prognésticas, levou a um C-Index médio de 0,784. Apds a
aplicacao do segundo pré-processamento, que envolveu a analise de relevancia das variaveis
clinicas seguido da remocao das altamente correlacionadas, o conjunto foi reduzido para 50
variaveis, com um C-Index médio elevado para 0,911 (BD 1). Esses resultados evidenciam
como o tratamento cuidadoso dos dados contribui para o desenvolvimento de modelos

mais precisos e adaptados ao contexto clinico.

Quanto a selecao de atributos, os métodos aplicados resultaram em melhorias
significativas na robustez preditiva e ajudaram a identificar varidveis com grande valor
prognostico para a pratica clinica. No BD 2, a aplicagao dos métodos de regularizacao
Lasso e FElastic Net levou a um aumento de 1,89% no C-Index e uma reducao de 82% no
numero de variaveis em comparacao ao BD 1, obtendo o melhor desempenho médio de
C-Index, de 0,928. Nos métodos de permutacao, o aplicado ao GBS no BD 5 gerou uma
melhoria de 1,33% no C-Index, resultando no segundo melhor desempenho médio (0,923),
reforcando a eficacia dessas técnicas na precisao da predicao de risco, conforme detalhado

na Subsec¢ao 5.3.1.

Ao comparar o desempenho dos modelos (Tabelas 15 e 16), o modelo RSF se
destacou pela sua superioridade tanto em discriminacao (C-Index) quanto em calibracao
(BS e IBS). Esses resultados sao consistentes com estudos prévios sobre CM feminino (LIU
et al., 2020; MONCADA-TORRES et al., 2021; PINHEIRO et al., 2022; FANIZZI et al.,
2023; TIZI; BERRADO, 2023; XIAO et al., 2022), apesar de utilizarem bases de dados
e atributos diferentes. O RSF obteve um C-Index de 0,952 no BD 6 com 9 atributos,
superando estudos como os de Carvalho et al. (2023 e 2024), que reportaram valores de 0,802
e 0,917 (com 9 e 70 atributos, respectivamente) (CARVALHO et al., 2023; CARVALHO
et al., 2024), Fanizzi et al. (2023) com 0,65 (18 atributos) (FANIZZI et al., 2023), e Liu et
al. (2020) com 0,814 (24 atributos) (LIU et al., 2020). A performance superior do RSF
também se reflete nos seus resultados consistentes em todos os subconjuntos do BD 1,
com C-Index variando de 0,930 a 0,952, e valores de BS abaixo de 0,25 (variando de
0,041 a 0,053), indicando excelente calibra¢ao na predigao ao longo do tempo (XIAO et
al., 2022).

O GBS obteve o segundo melhor desempenho discriminativo entre os modelos
nao lineares, alcancando um C-Index de 0,939 no BD 6 com 9 atributos, superando os
valores encontrados em estudos anteriores, como o de Carvalho et al. (2024), com 0,914
(CARVALHO et al., 2024), e e Liu et al. (2020), com 0,823 (LIU et al., 2020). O GBS
também se destacou pela calibracao, apresentando os menores valores do IBS, com 0,044
no BD 1, o que indica um desempenho superior ao longo do tempo. Esses resultados
sao consistentes com estudos que utilizaram métodos baseados em GB, como o XGBoost.
Por exemplo, Moncada-Torres et al. (2021) relataram um C-Index de 0, 73, inferior aos
resultados obtidos neste estudo (MONCADA-TORRES et al., 2021), e Liu et al. (2020)

observaram um C-Index de 0,834, o que também indica que o GBS aqui utilizado fornece
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uma calibragao e discriminagao aprimoradas (LIU et al., 2020).

O modelo linear SSVM apresentou desempenho intermediario, com um C-Index de
0,904 no BD 3, superior aos resultados de Carvalho et al. (2024) com 0,746 (CARVALHO
et al., 2024), Moncada-Torres et al. (2021), com 0,63 (MONCADA-TORRES et al., 2021),
e Xiao et al. (2022), com 0,812 (XIAO et al., 2022). No entanto, ajustes adicionais podem
ser necessarios no SSVM devido a sua natureza de otimizacao por hiperplano. A versao
nao linear, KSSVM, obteve um C-Index de 0,936 no BD 5, mostrando uma melhora no

desempenho.

Os modelos classicos de regressao de Cox (CPH) e suas variantes penalizadas (CPH-
L e CPH-EN) apresentaram desempenho satisfatério, préximo ao dos modelos baseados
em arvores. O CPH obteve um C-Index de 0,934 no BD 2, superando outros estudos como
o de Carvalho et al. (2024), com 0,743 (CARVALHO et al., 2024), e Fanizzi et al. (2023),
com 0,55 (FANIZZI et al., 2023). As variantes penalizadas (CPH-L e CPH-EN) atingiram
C-Index de 0,937 e 0,942, respectivamente, superando os resultados de Xiao et al. (2022),
com 0,816 (XIAO et al., 2022). Embora o CPH continue a ser amplamente utilizado, ele
exige suposigoes adicionais, como a proporcionalidade dos riscos e a linearidade dos efeitos
(KRZYZINSKI et al., 2023; TIZI; BERRADO, 2023; FANIZZI et al., 2023).

Tabela 23 — Comparacao do desempenho do C-Index dos métodos de AM com os da
Literatura.

Estudos Atributos CPH GBS RSF SSVM
Presente Estudo 9 0,934 0,939 0,952 0,904
Carvalho et al. 2024 70 0,743 0,914 0,917 0,746
Fanizzi et al. 2023 18 0,55 0,65

Liu et al. 2020 10 0,759 0,823 0,814
Moncada-Torres et al. 2021 9 0,63 0,63 0,63
Xiao et al. 2022 21 0,814 0,827 0,812

(Vermelho) Melhores desempenhos do C-Index dos métodos de AM entre os estudos.

Fonte: Elaborada pela autora (2024).

A Tabela 23 compara os resultados do presente estudo com os de pesquisas recentes,
evidenciando que, apesar das diferencas na origem dos BD, os resultados obtidos se
destacam em relacao aos outros estudos que utilizaram dados secundarios de diferentes
populagdes (China, Italia e Holanda) (FANIZZI et al., 2023; LIU et al., 2020; MONCADA-
TORRES et al., 2021; XTAO et al., 2022). O desempenho deste estudo, destacado em
vermelho na tabela, pode ser associado a qualidade das informagoes clinicas do BD, ao
pré-processamento dos dados e a andlise de correlagao. Os modelos de regressao de
Cox, amplamente utilizados na andlise de sobrevida por sua interpretabilidade, requerem
reducao da dimensionalidade, flexibilizacdo de suposi¢Oes restritivas e tratamento de
relages nao lineares (FANIZZI et al., 2023; TIZI; BERRADO, 2023; XIAO et al., 2022).
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Em contraste, modelos baseados em arvores apresentam maior capacidade preditiva e
adaptabilidade, mesmo com grandes volumes de dados (FANIZZI et al., 2023; LIU et al.,
2020; MONCADA-TORRES et al., 2021; XIAO et al., 2022). Nesse contexto, a integragao
dessas abordagens surge como estratégia promissora para aprimorar a predi¢cao da sobrevida
e otimizar a tomada de decisoes clinicas. Essa sinergia possibilita abordagens mais precisas

e individualizadas para pacientes com CM, impulsionando avancos na conducao clinica

(CARVALHO et al., 2023; CARVALHO et al., 2024; LAI et al., 2019).

5.3.3 IMPACTOS CLINICOS E PRATICOS DOS RESULTADOS

A aplicacao de técnicas de AM na predicao da sobrevida para pacientes com CM
feminino, validados com dados clinicos usuais da pratica médica, nao apenas melhora
significativamente a precisao preditiva dos modelos, mas também tem o potencial de
impactar positivamente a gestao clinica e o planejamento terapéutico (CARVALHO et
al., 2023; FANIZZI et al., 2023; MONCADA-TORRES et al., 2021). Os resultados deste
estudo demonstram que a identificacao de varidveis prognésticas relevantes pode guiar
decisoes clinicas mais informadas, contribuindo para melhores desfechos para as pacientes
e oferecendo um melhor enfrentamento da doenga no contexto da satide publica (CINTRA
et al., 2012; KRZYZINSKI et al., 2023; LIU et al., 2020; XIAO et al., 2022).

Além de avancar na predicao de sobrevida para CM, este estudo preenche lacunas
importantes na intersecao entre oncologia e modelagem computacional, propondo uma
abordagem inovadora. A melhoria na predicao de sobrevida e aa identificacao de fatores
prognosticos criticos podem influenciar diretamente politicas piblicas de satde e estratégias
clinicas, promovendo um cuidado mais eficiente e individualizado para as pacientes com

CM (CARVALHO et al., 2023).

Na Secao 5.2, foram destacados os métodos de selecao de atributos e modelagem
preditiva aplicados a oncologia, ressaltando seu impacto na pratica clinica. A anadlise
revelou a identificacdo de 22 variaveis prognésticas importantes, como documentada no
Quadro 14, das quais seis se destacam pela sua relevancia no prognostico e na condugao

terapéutica. Estas variaveis sao discutidas a seguir:

1. Estadiamento Anatomico: O estadiamento da doenca é um dos principais deter-
minantes para a escolha do tratamento. A maioria das pacientes diagnosticadas com
CM estavam nos estagios II e III, representando 60% dos casos. A correta classifi-
cacao do estagio da doenga ao diagnostico, levando em consideracao sua extensao
locorregional e a distancia, é fundamental para guiar decisoes clinicas (BARRIOS et
al., 2022; BRASIL, 2014).

2. Metastase a Distancia: A presenca de metastase é um indicador da gravidade

do CM, também utilizado para definicdo do Estadiamento Anatoémico. Aproxima-
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damente 24,37% das pacientes apresentavam forma mais agressiva da doenca, a
metastases a distancia, condi¢ao que agrava o prognoéstico. Esta variavel é parti-
cularmente importante, pois pacientes em estagios iniciais podem ter metastases
nao detectadas, especialmente em casos de canceres triplo-negativos ou HER2+
(BARRIOS et al., 2022).

3. Classificagao Imuno-histoquimicos: A avaliagdo do perfil imuno-histoquimico,
como descrito no Quadro 1, permite classificar os tumores em subtipos com prog-
nésticos distintos. Entre as pacientes analisadas, 24, 55% eram Luminais A, 34, 41%
Luminal B HER2-, 11,29% Luminal B HER2+, 7,77% com superexpressao do
HER2+ e 22,04% com tumores triplo-negativos. Esta classificagdo é determinante
para a escolha do tratamento, uma vez que os tumores triplo-negativos e com supe-
rexpressao de HER2+ apresentam prognésticos mais desfavoraveis (CIRQUEIRA et
al., 2011; CINTRA, 2012).

4. Linfonodo Isolado: O comprometimento dos linfonodos é um marcador importante
para a extensao da doenga e a escolha do tratamento. A média de linfonodos isolados
encontrados na populacao de estudo foi de 12,91%. A presenca de linfonodos com-
prometidos reflete a agressividade do cancer e a eficicia das terapias administradas
(BRASIL, 2014; CINTRA, 2012).

5. Tratametno Sistémico: O tratamento sistémico, que inclui quimioterapia ou
hormonoterapia, é definido com base no estadiamento e no perfil imuno-histoquimico.
Entre as pacientes, 28, 14% receberam hormonioterapia, 40, 68% receberam antra-
ciclinico, 10,57% foram tratadas com uma combinacdo de antraciclico e taxano,
8,04% com CMF, e 12,54% nao utilizaram tratamento medicamentoso. A escolha
do tratamento tem impacto direto sobre o prognéstico das pacientes (BRASIL, 2014;
CINTRA, 2012).

6. Tamanho do Tumor (X): O tamanho do tumor primdrio é outro marcador
importante do estadiamento e estd associado a agressividade da doenca. No estudo,
a média do tamanho dos tumores no eixo X foi de 3,21 cm. Os tumores maiores

estao frequentemente associados a um pior prognoéstico e maior risco de disseminagao

para outros érgaos (BARRIOS et al., 2022; CINTRA, 2012).

As varidveis prognésticas destacadas acima, juntamente com uma extensa lista de
caracteristicas clinicas que descrevem o estado dos pacientes e sua doenga, contribuem
para melhorar o curso clinico terapéutico (BARRIOS et al., 2022; BRASIL, 2014; TI1ZI,
BERRADO, 2023). As variaveis clinicas selecionadas pelos métodos de selegao de atributos
sugerem a necessidade de um acompanhamento rigoroso e classificagdo precisa do tumor

para direcionar corretamente a escolha terapéutica.
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E importante reconhecer que conjuntos de dados médicos nio representam apenas
a doenga em si, mas também como esta doenca esta sendo tratada, ou seja, representam
uma amostragem do acesso do paciente ao sistema de satide, mostrando a necessidade de
maior utilizacdo dessas informagoes disponiveis nos servigos de satide para a producgao de
conhecimento. Isso possibilita que modelos prognodsticos treinados em diferentes populagoes
e periodos de tempo minimizem falhas ao capturar o risco real para o paciente em questao
(CINTRA et al., 2012; TIZI; BERRADO, 2023).
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6 CONCLUSAO

Este estudo demonstrou que os métodos de AM, especialmente o RSF, apresen-
tam desempenho superior na predi¢ao de sobrevida de pacientes com CM feminino. Os
resultados ressaltaram a importancia do pré-processamento dos dados e da andlise de
correlagao, que vao além da simples significancia estatistica das varidveis, contribuindo
diretamente para a melhoria da precisdo preditiva. A aplicacdo de estratégias rigorosas de
pré-processamento resultou em um aumento médio de 15,88% no desempenho discrimi-
nativo dos modelos, evidenciando o impacto positivo dessas abordagens na modelagem.
Além disso, a selegao criteriosa de atributos foi essencial para identificar as varidaveis mais
relevantes, destacando-se "Estadiamento Anatémico", "Metédstase a Distancia", "Classi-
ficagdo Imuno-histoquimica', "Linfonodo Isolado", "Tratamento Sistémico" e "Tamanho
do Tumor (X)". Esses achados reforgam a necessidade de um tratamento adequado dos
dados e de uma escolha bem fundamentada das variaveis, visando maximizar a acuracia

preditiva e a aplicabilidade clinica dos modelos.

6.1 CONTRIBUICOES DA MODELAGEM COMPUTACIONAL NA PREDICAO DE
SOBREVIDA PARA O CANCER DE MAMA

A integracao de técnicas de modelagem computacional na medicina tem transfor-
mado a teoria em pratica. Embora esses métodos ainda estejam em desenvolvimento, ha
evidéncias crescentes de seu impacto na avaliagao diagnostica, terapéutica e prognostica
(PAIXAO et al., 2022). Em particular, a aplicacgdo da IA, especialmente dos métodos
de AM, tem demonstrado sua importancia pratica ao fornecer insights valiosos sobre o
prognostico do CM, permitindo um cuidado mais personalizado e adaptado as necessidades
individuais das pacientes. Além disso, a incorporagao dessas tecnologias nos registros
médicos eletronicos viabiliza o processamento eficiente de grandes volumes de dados. O
futuro da ITA e das técnicas de AM na pesquisa médica e na saude é promissor, com

potencial significativo de expansao e impacto (RUBINGER et al., 2022).

Neste estudo, a analise da eficadcia dos métodos de AM na predi¢ao da sobrevida
em mulheres com CM destacou a importancia do pré-processamento dos dados, da anélise
de correlagao e da sele¢ao criteriosa de atributos. O impacto dessa etapa foi evidenciado
pelo aumento significativo no desempenho discriminativo dos modelos, que passou de 0,784
no primeiro pré-processamento para 0,911 apds a segunda etapa de refinamento dos dados
e analise de correlagdo. A combinacao dessas abordagens com modelos de AM resultou

em ganhos significativos na acuracia preditiva, como detalhado na Subse¢ao 5.3.1.

A identificagdo das varidveis prognosticas, realizada por meio de métodos de selecao
de atributos e anélise de permutacgao de importancia, permitiu detectar fatores criticos para

decisoes clinicas mais informadas, conforme descrito na Se¢ao 5.2 e na Subsubsecao 5.3.3.
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Variaveis como "Estadiamento Anatomico'e "Metastase a Distancia'foram selecionadas por
todos os métodos de selecao de atributos, destacando-se como essenciais para a predigao
de sobrevida nos métodos de AM. Esses achados podem orientar decisoes clinicas mais

precisas, auxiliando na definicdo de terapias alinhadas ao perfil individual das pacientes
(BARRIOS et al., 2022).

Os resultados obtidos evidenciam o avanco da aplicacao de modelos computacionais
na predicao de sobrevida de pacientes com CM feminino, com destaque para o RSF, que
apresentou o melhor desempenho entre os modelos testados, seguido pelos modelos GBS e
CPH-EN, ambos superando os resultados descritos na literatura, conforme discutido na
Subsecao 5.3.2. Os modelos classicos, como a Regressao de Cox, também se beneficiaram
do pré-processamento e da reducao de dimensionalidade, resultando em melhorias na
acuracia. Esses resultados corroboram estudos anteriores (CARVALHO et al., 2023; LIU
et al., 2020; MONCADA-TORRES et al., 2021; XIAO et al., 2022; PINHEIRO et al.,
2022; FANIZZI et al., 2023) e reforcam o papel dos métodos de AM na pratica clinica.

Um dos principais desafios — e também uma das maiores contribui¢oes deste estudo
— foi lidar com BD clinicos cujos dados, coletados entre 2003 e 2005 e acompanhados até
2011 (CINTRA, 2012; FAYER, 2014), embora antigos, preservam a riqueza das informagoes
tipicas da pratica clinica. Durante o desenvolvimento do trabalho, o pré-processamento
dos dados e a selecao criteriosa das variaveis, baseada na analise de correlagao, foram
aprendizados fundamentais. Além disso, o uso de métodos de selecao de atributos permitiu
identificar as varidveis mais relevantes nas rotinas clinicas, fornecendo insights valiosos

sobre os fatores que influenciam o prognostico e o tratamento de pacientes com CM.

As implicagoes clinicas dos achados sao significativas, permitindo uma visdo mais
detalhada das variaveis prognosticas, tanto para melhorar a predicao dos métodos de AM
quanto para o planejamento de tratamentos mais ajustados as necessidades individuais. A
integracao desses modelos aos registros médicos eletronicos pode aprimorar a gestao de

casos e otimizar o curso clinico-terapéutico, melhorando a tomada de decisoes clinicas e a

estratégia de satide publica (CARVALHO et al., 2023; CARVALHO et al., 2024).

Apesar dos avancos, o estudo enfrentou outro desafio, como a aquisicao de dados
de diferentes fontes, o tratamento de dados faltantes, a selecdo de variaveis clinicas
relevantes e a interpretacao das variaveis que refletem a pratica clinica. Esses fatores
impactaram a analise da evolucao do curso clinico, essencial para a interpretacao dos
resultados e sua aplicacdo na medicina. Além disso, o método SSVM néo linear (KSSVM)
exigiu ajustes técnicos, principalmente na aplicagdo da fungdo Kernel RBF, que nao
estava definida pela biblioteca, necessitando de um aprofundamento na fundamentacao
matemadtica (POLSTERL, 2023).

Embora os resultados obtidos sejam promissores, o estudo apresenta algumas

limitacoes que precisam ser consideradas. A principal limitagao é a quantidade de dados



145

ausentes no BD clinico, que restringiu o uso de varidveis disponiveis. Além disso, embora
o BD utilizado contenha informagoes valiosas sobre o curso clinico-terapéutico, ele esta
desatualizado, o que pode limitar a representatividade dos dados frente aos avancos mais
recentes no tratamento do CM. Outro ponto critico é a nao validacao dos modelos em outros
BD clinicos, o que impede a verificacao da robustez e da capacidade de generalizagao
dos resultados. As andlises, fundamentadas em dados histéricos, também podem ser
influenciadas pela evolucao dos tratamentos e protocolos clinicos, impactando os resultados

futuros, especialmente com a implementacao de novas inovagoes terapéuticas.

Um exemplo destas evolugoes do curso clinico terapéutico é o Estadiamento Clinico-
Prognéstico, que além do sistema TNM e do Estadiamento Anatomico, considera também o
Grau Histolégico do tumor e os resultados dos receptores (RE, RP e HER2) na classificagdo,
conforme definido por Barrios (2022) (BARRIOS et al., 2022). Assim, a validacao dos
modelos em diferentes conjuntos de dados atuais e diferentes populagoes é fundamental

para confirmar sua robustez, capacidade de generalizacao e aplicabilidade clinica.

Em conclusao, este estudo destacou a variabilidade no desempenho dos AM na
analise de sobrevida, com resultados que dependem das caracteristicas dos dados e dos
critérios de avaliagao adotados. No contexto clinico do CM feminino, o modelo supervi-
sionado RSF se destacou pelo seu desempenho superior. Contudo, a escolha do modelo
ideal deve levar em conta nao apenas a acuracia, mas também fatores cruciais como inter-
pretabilidade, eficiéncia e validade clinica. Assim, pesquisas futuras devem se concentrar
na melhoria continua do pré-processamento de dados, na otimizacao dos parametros dos
modelos e na selecao cuidadosa de atributos, a fim de aprimorar seu desempenho e garantir
maior aplicabilidade clinica. A evolucao dessas abordagens pode fortalecer ainda mais a
integracao dos modelos de AM na pratica clinica, oferecendo suporte decisivo para um

cuidado mais personalizado e eficaz.

6.2 AVANCOS DOS OBJETIVOS ESPECIFICOS

Os objetivos especificos delineados para este trabalho, descritos na Subsec¢ao 1.3.2,

foram cumpridos conforme segue:

1. Revisao Sistematica: O primeiro objetivo, que envolveu a conducao de uma RS,
dos estudos publicados de 2018 a 2022 sobre a aplicagdo de métodos de AM na
predicao de sobrevida no CM, foi alcancado conforme descrito no Capitulo 3. De
maneira surpreendente, dentre os 19 estudos incluidos, apenas dois (MONCADA-
TORRES et al., 2021; LIU et al., 2020) utilizaram a biblioteca especifica para andlise
de sobrevida, Scikit-survival, a mesma empregada nesta pesquisa, demonstrando

assim a relevancia deste trabalho.

2. BD Clinicos: O segundo objetivo, envolveu a submissao e aprovacao do projeto
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(parecer Anexo 6.3) para obtencao dos daddos para a construgao do BD Clinicos, a
realizacao dos pré-processamento dos dados e andlise descritiva e de correlagao dos
dados, conforme descrito na Subsecao 4.1.3, do Capitulo 4, Material e Métodos. A

descri¢ao dos dados encontra-se na Se¢ao 5.1 do Capitulo 5, Resultados e Discussao.

3. Simulagao e Avaliagdo dos MAM: O terceiro objetivo, que envolveu a simulacao
dos métodos de AM supervisionados e a avaliacao de seu desempenho aplicado aos
dados clinicos, foi alcancado e estd descrito na Secao 5.3 do Capitulo 5, Resulta-
dos e Discussao. A metodologia de implementacao e validagao esta descrita nas
Subsecoes 4.2 e 4.4, do Capitulo 4, Material e Métodos.

4. Métodos de Selecao de Atributos: O quarto objetivo, que envolveu a aplicacao
de métodos de selecao de atributos para melhorar o desempenho e identificar variaveis
clinicas relevantes, foi realizado conforme descrito na Se¢ao 5.2 e na Subse¢ao 5.3.3
do Capitulo 5, Resultados e Discussdo. A metodologia de sele¢ao de caracteristicas e
permutacao da importancia das variaveis estda detalhada na Secao 4.3 no Capitulo 4,
Material e Métodos.

5. Comparacao dos Resultados com a Literatura: O quinto objetivo, envolve
defender a aplicabilidade dos resultados em termos de desempenho e de utilidade na

pratica clinica, conforme apresentado e discutido na Subsecao 5.3.2.

Durante o doutorado, foram submetidos dois artigos e um capitulo de livro com
os resultados da pesquisa. O artigo "Aplicacdo do Random Survival Forest na Analise
da Sobrevida para Cancer de Mama", publicado no Journal of Health Informatics, esta
disponivel na integra no Anexo 6.3 (CARVALHO et al., 2023). O artigo "Comparative
Analysis of Machine Learning Models for Breast Cancer Patients’ Survival Prediction",
publicado no Journal Intelligent Systems Design and Applications: Machine Learning
Solutions, também esta disponivel na integra no Anexo 6.3 (CARVALHO et al., 2024).
O capitulo de livro esta em processo de publicacao, intitulado "I A na Satude: Avancos e
Desafios", no livio INOVACAO NA AREA DA SAUDE E OS DESAFIOS DA INDUSTRIA
4.0. Parte dos objetivos especificos foi desenvolvido durante o doutorado sanduiche na
Faculdade de Engenharia da Universidade do Porto, Portugal, iniciado em abril e finalizado
em setembro deste ano, contribuindo positivamente para o andamento e conclusao deste
trabalho.

6.3 PERSPECTIVA PARA PESQUISAS FUTURAS

A pesquisa desenvolvida tem cardter inovador ao aplicar métodos de AM para
predicao de sobrevida no CM feminino, utilizando dados clinicos da Zona da Mata Mineira.

Pesquisas futuras devem focar na ampliacao da validagao dos modelos com dados clinicos
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de diferentes populagoes e na integracdo de novas técnicas de pré-processamento, selecao
de atributos e otimizagao de parametros. Especificamente, a incorporacao de métodos
como o algoritmo k-Nearest Neighbors (k-NN) aliado & andlise da importancia clinica das
variaveis pode contribuir para uma sele¢do mais criteriosa dos atributos mais relevantes
para a modelagem, melhorando a precisao e interpretabilidade dos modelos desenvolvidos
(CURIOSO et al., 2023). A expansao desta pesquisa, unindo oncologia e modelagem
computacional para identificar fatores prognésticos especificos ao CM feminino, é essencial.
Além disso, a aplicacao de técnicas avancadas de otimizacao e métodos mais robustos de

validacao podera garantir maior confiabilidade e replicabilidade dos resultados obtidos.

Investimentos em pesquisa e no desenvolvimento de modelos computacionais podem
nao apenas melhorar a predicao de sobrevida, mas também influenciar aspectos emocionais
e culturais das pacientes. A integracao desses modelos na pratica clinica pode revolucionar
o tratamento do CM, proporcionando melhores prognosticos e qualidade de vida para as
pacientes (LI et al., 2021; MIN et al., 2021). Futuros estudos devem se concentrar na
promocao da colaboragao interdisciplinar entre oncologistas e cientistas de dados, visando
ao desenvolvimento de modelos computacionais interpretaveis e validados com dados
clinicos, capazes de ser aplicados na pratica clinica para o planejamento do tratamento e
predicao da sobrevida no CM feminino. A sinergia entre o conhecimento especializado e a
analise avancada de dados, como sugerido por Fanizzi et al. (2023), pode levar a avangos
significativos neste campo (FANIZZI et al., 2023).

Este estudo contribuiu significativamente para o campo da oncologia computacional,
demonstrando que os métodos de AM podem oferecer predi¢oes precisas e clinicamente
relevantes para a sobrevida de pacientes com CM feminino. A implementacgao efetiva
dessas ferramentas na pratica clinica tem o potencial de melhorar o tratamento do CM,
oferecendo esperanga e melhores prognosticos para milhoes de pacientes em todo o mundo.
A aplicagdo ampla e efetiva das técnicas de AM na pratica clinica exigird esforgos conjuntos
de pesquisadores, profissionais de satude e gestores de politicas publicas, com o objetivo de

melhorar os desfechos clinicos e a qualidade de vida das pacientes.
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ANEXO B - Artigo I: Aplicacao do Random Survival Forest na analise da

sobrevida para o cancer de mama
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Aplicagdo do Random Survival Forest na anédlise da sobrevida para cancer da
mama

Application of Random Survival Forest in breast cancer survival analysis

Aplicacion del Random Survival Forest en el analisis de la supervivencia del
cancer de mama

Daniela Schimitz de Carvalho',Thallys da Silva Nogueira', Priscila Vanessa Zabala
Capriles Goliatt

1 Programa de Pés-Graduagdo em Modelagem Computacional, Universidade Federal
de Juiz de Fora — UFJF, Juiz de Fora (MG), Brasil.

Autor correspondente: Daniela Schimitz de Carvalho
E-mail: daniela.schimitz@estudante.ufjf.br

Resumo

Este trabalho tem por objetivo aplicar um método de aprendizado de maquina
supervisionado a um conjunto de dados clinicos da Zona da Mata Mineira, para se
avaliar o desempenho da precisao da predigao de sobrevida para cancer de mama. O
banco de dados utilizado passou por pré-processamento fornecendo as variaveis a
serem empregadas no Random Survival Forest. Os resultados apresentam as métricas
de desempenho satisfatéria para métodos de predicdo da sobrevida. Sendo concluido,
que os métodos de aprendizagem de maquina séo promissores na assisténcia e
orientagao na pratica clinica.

Descritores: Cancer de Mama; Aprendizado de Maquina; Analise de Sobrevida

Abstract
This paper aims to apply a supervised machine learning method to a clinical dataset

from Zona da Mata Mineira, to evaluate the performance of survival prediction accuracy
for breast cancer. The database utilized went through pre-processing providing the

variables used in the Random Survival Forest. The results show satisfactory
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performance metrics for survival prediction methods. Concluding that, the machine

learning methods are promising assisting and guiding clinical practice.

Keywords: Breast Neoplasms; Machine Learning; Survival Analysis

Resumen

Este trabajo tiene como objetivo aplicar un método de aprendizaje automatico
supervisado a un conjunto de datos clinicos de la Zona da Mata Mineira, para evaluar el
rendimiento de la precision de la prediccion de la supervivencia para el cancer de
mama. La base de datos utilizada pasd por un preprocesamiento que proporcioné las
variables que se emplearian en el Random Survival Forest. Los resultados presentan
métricas de rendimiento satisfactorias para los métodos de prediccion de la
supervivencia. Concluyendo que los métodos de aprendizaje automatico son
prometedores en la asistencia y orientacion en la practica clinica.

Descriptores: Neoplasias de mama; Machine Learning; Analisis de Supervivencia

Introducgao

O cancer de mama (CM) é um dos principais problemas no ambito da saude
publica mundial, sendo o mais diagnosticado entre todos os canceres em ambos 0s
sexos.("?) Segundo, estimativas de 2020 da Organizagdo Mundial de Satde (OMS) esta
patologia € mais prevalente entre as mulheres, com 2,26 milhdes de novos casos e 685
mil 6bitos.? Ja no Brasil, 66 mil novos casos e 18 mil dbitos, segundo estimativas do
Instituto Nacional do Cancer (INCA) de 2020.®)

No que tange a saude da mulher, o CM continua com elevadas taxas de
incidéncia, prevaléncia e mortalidade. Estas altas taxas sao decorrentes dos fatores de
risco, fatores progndsticos e diagndsticos tardios, que podem evoluir para a forma mais
agressiva da doencga, a metastase sistémica e consequentemente a morte.(4.6)

Entre os fatores de risco destaca-se os relacionados a vida reprodutiva da
mulher: menopausa tardia, menarca precoce, nao ter filhos, idade avancada no
nascimento do primeiro filho e menos filhos, uso de anticoncepcionais orais e reposicao

hormonal.®78 E os relacionados a contemporaneidade como: estilo de vida,
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envelhecimento, sedentarismo, obesidade, tabagismo e etilismo. Por fim, enfatiza-se a
relevancia dos fatores protetores como amamentacao e atividade fisica.*")

Ja entre os fatores progndsticos, vale ressaltar os que interferem na sobrevida. O
termo sobrevida indica o tempo especifico em que pacientes sobreviveram a uma
determinada patologia apds o diagnodstico.®% No caso do CM alguns fatores como:
idade ao diagnéstico, tamanho do tumor, comprometimento linfonodal, estadiamento,
tipo e grau histoldgico, marcadores moleculares e imuno-histoquimicos; influenciam a
sobrevida. Na pratica clinica, também se avalia os status dos receptores de estrogénio,
progesterona e fator de crescimento humano epidérmico receptor-2 (HER2) para a
subclassificacdo do CM e indicagdes clinico-terapéuticas especificas.®89°)

Por fim, o diagndstico precoce esta diretamente relacionado ao bom prognéstico
e consequentemente ao inicio do tratamento, evitando-se a evolugcdo do CM para
estagios mais avangados e assim melhorar a sobrevida e diminuir o sofrimento do
paciente.*1:12) Este diagndstico é efetuado pelo rastreamento mamografico e exame
fisico (presenca de nodulo), logo apds, sao avaliados a histéria pregressa, os fatores de
risco e prognodsticos, os resultados dos marcadores tumorais e estadiamento para
assim se estabelecer as estratégias de tratamento.(®813)

Diante disto, o conhecimento destes fatores sdo de extrema importancia para o
planejamento terapéutico e avaliagdo do curso clinico-terapéutico.’-"13) Atualmente,
este processo € realizado de forma holistica, subsequente a ponderacdo dos fatores
significativos envolvidos no processo evolutivo desta doencga.(’8.14)

Neste sentido, os modelos computacionais fornecem informacdes preditivas
importantes nas tomadas de decisdes clinico-terapéuticas, além de preencherem
lacunas da pratica médica guiadas atualmente por variaveis clinicas observaveis.®1.14)
Visto que, vive-se o desdobramento do emprego da inteligéncia computacional na
prestacéo de entendimento e elucidagéo de problemas nas diversas areas.('%.1%)

Nesta perspectiva, os métodos de aprendizado de maquina (MAM) vém
ganhando espago e aplicabilidade na area oncoldgica, fornecendo informagdes
significativas, como, por exemplo, para o diagndstico, manejo e progndstico dos

pacientes.('"1216)  Consequentemente, com o avango da ciéncia de dados e
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inovacdes das tecnologias surgem novos modelos prognoésticos para CM, como

ferramentas iminentes de alto potencial e aplicabilidade na pratica médica.(®1216.17)

Como, por exemplo, o MAM supervisionado Random Survival Forest (RSF)(®),
amplamente aplicado na predicdo de sobrevida.(®'21617) O RSF se fundamenta nos
principios do método original, Random Forest (RF)"®), em que se cultiva arvores
usando dados de bootstrap, os ndés se dividem usando uma selegcdo aleatéria de
recursos, € geram uma predigdo constituida pela média dos preditores de cada
érvore_(17,18,20)

Recentemente, varios métodos de predigdo progndstica foram propostos, porém,
apresentam como limitacdo a n&o validacdo com dados locais, resultando em uma
capacidade preditiva abaixo do ideal.(®1216.18) Deste modo, esta pesquisa tem por
objetivo aplicar o RSF a um banco de dados clinicos de pacientes diagnosticadas com
CM, tratadas e acompanhadas em centros de referéncia oncolégica da Zona da Mata

Mineira, a fim de avaliar o desempenho da predi¢gao de sobrevida para o CM.

Material e Métodos

Neste trabalho, aplicou-se um modelo computacional a um banco de dados
clinico de pacientes diagnosticadas com CM. O MAM supervisionado selecionado RSF,
implementado na linguagem Python por meio da biblioteca Scikit-survival?"). Esta
biblioteca, permite a realizagdo de analises de sobrevida através da correlagao entre as
covariaveis e o tempo de evento, e também métricas de desempenho
especificas.(21:22.23)

O tratamento e formatagao do banco de dados foram realizados nas etapas de
pré-processamento e analise descritiva dos dados. Apds estas etapas, os dados
resultantes foram utilizados na implementacao do método para a predicdo da sobrevida

para CM, e validacdo do RSF pelas métricas de desempenho.(2224.25)

Banco de dados
Os dados sao provenientes de uma coorte de base hospitalar, coletados
manualmente nos prontuarios dos registros hospitalares dos centros de referéncia de

oncologia da regido da Zona da Mata Mineira. O banco de dados refere-se a uma
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populagdo de mulheres diagnosticadas com CM entre janeiro de 2003 e janeiro de
2005, submetidas a terapéutica local e/ou sistémica. Vale enfatizar que estes dados séo
oriundos de pesquisas ja concluidas®, que n&o utilizaram desta metodologia. Apos a
submissdo e aprovacdo pelo Comité de Etica na pesquisa com seres humanos da
Universidade Federal de Juiz de Fora, CAAE:58758822.6.0000.51.47.

A coleta dos dados constituida pelo: recrutamento (2009 até 2010) nos arquivos
de registro de cancer de base hospitalar; seguida da avaliagdo das caracteristicas
clinicas, sociodemograficas e exclusao das pacientes que realizaram apenas um unico
procedimento nas instituigdes; e buscas (2011) por ligacdes telefénicas, consultas de

CPF validos e com mastologistas, e no sistema de informagdes de mortalidade.®

Pré-processamento dos dados
Nos dados brutos do banco original, em consequéncia da forma de coleta
(manual) e do numero de dados faltantes, foram realizados dois pré-processamentos. O
primeiro pré-processamento, através de tratamento dos dados faltantes e padronizagao
da formatagéo dos dados, como segue discriminado abaixo:
1. Strings: corrigido os erros de digitacdo; retirando os acentos e caracteres;
formatando em minusculas; inserindo a palavra ‘ignorado’ nos dados ausentes;
2. Valores numéricos: formatando os numeros inteiros e continuos; para os dados
faltantes de variaveis categorizadas e de contagem atribuindo, respectivamente,
os valores 9 e -1;
3. Datas: verificando os valores ausentes da data de seguimento e laudo
histopatoldgico (critério de exclusdo), e formatadas as datas (ano, més e dia).
O segundo pré-processamento, estabelecendo um novo tratamento, resultando
na construcao de 3 bancos de dados:
a) Banco I: constituido pelos dados do primeiro pré-processamento, com
imputagcdo dos termos: ‘ignorado’, 9 e -1 para os dados faltantes;
b) Banco Ill: os dados ndo coletados foram convertidos para a média ou moda das
variaveis apos analise das mesmas; e
c) Banco lll: as linhas com os dados: ‘ignorado’, 9 e -1 foram excluidas, aplicando

apenas ao modelo os valores coletados das variaveis.



C B I S '2 2 XIX Congresso Brasileiro de Informatica em Satde
29/11 a 02/12 de 2022 - Campinas/SP - Brasil

MAM para predi¢cao de sobrevida
Os MAM para analise de sobrevida tem por objetivo estabelecer a relacéo entre

as variaveis e 0 momento de ocorréncia do evento, e assim, aprender com estes dados
para fornecer a previsdo do evento de interesse. A relagdo entre o tempo de
sobrevivéncia e a ocorréncia do evento se da pelas fungdes de sobrevida (retorna a
probabilidade de tempo de sobrevida) e de risco (retorna a probabilidade de ocorréncia
do evento). Onde, a previsdo da sobrevida € decorrente da avaliagdo da medida de
correlagdo entre o risco previsto e observado no teste.(21.22:23)

O RSF fornece a previsdo do paciente sobreviver apés um determinado tempo
de seguimento, através das fungbes de sobrevida Kaplan-Meier e de risco Nelson-
Aalen. No qual, o cultivo das arvores incorporado as informacdes de censura é
realizado pela regra de divisdo aleatéria long-rank, que visa dividir os ndés com
sobrevidas diferentes, e assim maximizar a diferenca de sobrevida entre nés.(©:16.18.20)

Portanto, o RSF tem por objetivo prever a sobrevida de cada paciente
determinando o quao bem o modelo generaliza a predi¢do do tempo de sobrevida. Para
se alcancar esta finalidade, o método nao aplica apenas dois conjuntos de valores de
entrada e saida; mas sim trés conjuntos: um constituido pelas variaveis independentes
(prognésticas), os outros formados por um vetor com o indicador do evento (censurado

ou ndo censurado) e dos tempos de sobrevida (dias).(?"22)

Atributos e hiperparametros do RSF
Na construgdo do RSF, as variaveis prognésticas selecionadas foram: idade,

tamanho do tumor, status menopausal, receptores estrogénio e progesterona,
hormonioterapia, linfonodos positivos e grau do tumor, como proposto pela biblioteca; e
inclusdo da variavel HER2 justificada pela construgdo do banco de dados.®2'22) J3 as
variaveis de valor: status (0-censurado ou 1-evento) e tempo de sobrevida (dias).?"22)
Como o banco de dados original tem por finalidade analisar as taxas de
sobrevida de 5 anos e os principais fatores associados ao perfil imuno-histoquimico.® E
também, como na pratica clinica os resultados dos receptores estrogénio, progesterona
e HER2 resultam na subclassificagdo do CM e direcionam a condugao clinico-

terapéutica.®9 Assim, optou-se pela insergéo da variavel progndstica HER2.
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Ja os hiperparametros utilizados no RSF, foram, respectivamente, o nimero de
arvores na floresta de 1000, o numero minimo de amostras necessarias para dividir um
né e em um unico nod, respectivamente, 10 e 15. Os dados foram divididos 75% para

treinamento e 25% para testes, onde os critérios de divisdo aplicados para a construgao

de cada arvore se baseiam no teste de log-rank.")

Métrica de Desempenho

As medidas de desempenho aplicadas aos MAM para analise de sobrevida tem
a funcionalidade de avaliar o quédo bem o método prever os diferentes tempos de
sobrevida. Porém, como estes tempos estdo sujeitos a censura, ndo se utilizam
métricas usuais como: erro quadratico médio ou correlagdo.?'?223) Logo, para se
avaliar o RSF foram selecionadas as métricas: indice de concordancia (C-index)?*) e
Brier Score®®, mais robustas e especificas para captar o comportamento
analisado.(1221)

O C-index quantifica a capacidade em discriminar os escores de risco dos
diferentes tempos previstos no método pelos observados nos dados (teste), por
intermédio de uma medida de concordancia entre os pares concordantes pelos néo
descartados. Os pares descartados tem como caracteristica: o menor tempo do evento
(morte); pares com 0 mesmo tempo, a menos que o evento ocorra em um ou em
ambos; e por fim, a ndo ocorréncia do evento em ambos os elementos do par.(®2124)

Em resumo, o C-index quantifica o poder do método em predizer e classificar os
tempos de morte dos pacientes. O intervalo do desempenho do método, assume
valores de 0,0 até 1,0, com a seguinte interpretacao: 0,5 para desempenho médio, sem
discriminacao preditiva; e 1,0 para desempenho perfeito, referente a um modelo capaz
de separar os pacientes com diferentes desfechos. (17:23)

O Brier Score corresponde a uma medida similar ao erro quadratico médio,
através de testes entre a precisdo das probabilidades previstas nas fungbes de
sobrevida, com o status observado nos dados para os momentos (T) selecionados do
teste, ou seja, a calibragdo do modelo. Desta forma, avalia a qualidade de predigdo do

meétodo através da probabilidade do paciente permanecer livre do evento (morte), em
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que valores mais baixos sugerem melhores resultados, representando de forma

satisfatoria a previs&o individual do método para cada paciente.(@!-25

Resultados e Discussao

Os resultados apresentados sao decorrentes da aplicagcdo do RSF a um banco
de dados clinico composto por uma populagédo de 563 mulheres diagnosticadas com
CM, limitando-se o tempo do seguimento por 5 anos (1825 dias), em consequéncia do
banco original ter como proposta a analise de 5 anos, e assim, identificar a capacidade
de sobrevivéncia neste periodo. A contagem de tempo de sobrevida de 5 anos se inicia
com a data do laudo histopatologico (diagndstico) e se finaliza com a data do evento
adverso (6bito por CM) ou da censura (ultimo dia de acompanhamento, ou limitado ao
tempo proposto de analise). Portanto, apds o pré-processamento apenas uma paciente
foi excluida por ndo possuir a data do laudo histopatolégico, restando 562

pacientes.(®10)

Analise descritiva dos dados
O banco de dados original coletado de forma manual (prontuarios), justificando
assim os tratamentos e descricbes detalhadas dos dados.® Deste modo, o Quadro |

especifica as caracteristicas das variaveis utilizadas pelo RSF.(%18)

Quadro 1 — Descrigao das variaveis clinicas aplicadas ao RSF ©®)

Variaveis clinicas do banco de dados Caracteristicas das variaveis

Idade da paciente na primeira consulta oncoldgica

Idade (suspeita de diagndstico)

Medida do tamanho do tumor

Tamanho do tumor
(em cm)

Numero de linfonodos comprometidos

Linfonodos comprometidos . - .
(ap6s a cirurgia)

Resultado do exame imuno-histoquimico

Receptor de Estrogénio (em cruzes)

Resultado do exame imuno-histoquimico

Receptor de Progesterona (em cruzes)

Resultado do exame imuno-histoquimico

Receptor Her2
(em cruzes)
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O tempo de sobrevivéncia dos pacientes em dias
(limitado a 1825 dias)

Status menopausal

Estado menopausal
(p6s-menopausa-1 ou pré-menopausa-0)

Hormonioterapia

Administrada a hormonioterapia
(sim-1 ou nao-0)

Grau histopatolégico

Grau histopatolégico tumoral

(bem diferenciado-1 ou moderadamente diferenciado-2 ou

pouco diferenciado-3)

Seguimento

Status do seguimento, vivas ou ébito por CM
(censurado-0 ou n&o censurado-1)

A Tabela 1 mostra a analise descritiva dos dados de cada banco (1, Il e lll), ja

definidas anteriormente no Quadro 1; sumarizando e explorando o comportamento de

cada variavel.

Tabela 1 — Analise descritiva das variaveis utilizadas no RSF.

Variaveis Banco | Banco Il Banco lll
Idade * 58.14 + 13.67 58.14 + 13.67 56.57 + 12.90
(minimo - maximo) (26 - 91) (26 - 91) (26 - 91)
Tamanho do tumor * 2.99 + 2.91 3.22+2.75 3.20 £ 2.51
(minimo - maximo) (-1.0 - 25.0) (0.0-25.0) (0.4 -15.0)
Linfonodos comprometidos* (2.39 + 4.74 2.53 +4.69 2.90 +4.95
(minimo - maximo) (-1-37) (0-37) (0-37)
Receptor Estrogénio * 2.89+2.52 2.35+2.06 2.38 +£2.02
(minimo - maximo) (0-9) (0-5) (0-5)
Receptor Progesterona * 259 +2.47 2.05+1.93 2.16 £ 1.89
(minimo - maximo) (0-9) (0-5) (0-95)
Receptor Her2 * 1.82 £ 3.02 0.83+1.38 0.76 £ 1.41
(minimo - maximo) (0-9) (0-5) (0-5)
Tempo de sobrevida* 1557.72 + 505.60 [1557.72 + 505.60 (1621.85 £ 429.74
(minimo - maximo) (9 -1825) (9 -1825) (149 -1825)
Status menopausal **

P6s-menopausa 375 375 215
Pré-menopausa 187 187 123
Hormonioterapia **

Uso 157 157 86

N&o uso 405 405 252

Grau histopatologico **

1 (bem diferenciado) 127 127 110

2 (moderadamente) 184 346 160




C B I S 2 2 XIX Congresso Brasileiro de Informatica em Satde
29/11 a 02/12 de 2022 - Campinas/SP - Brasil

3 (pouco diferenciado) 89 89 68
Seguimento **
Censurado (vivas) 433 433 269
N&o censurado (6bito) 129 129 69
Total **
(populacao de pacientes) 562 562 338

* Média e desvio padrao
** Frequéncia

As analises descritivas das variaveis sao apresentadas na Tabela 1, contendo
nas variaveis numeéricas: as médias, desvios padrdes, valores minimos e maximos; e
nas categoricas as frequéncias numéricas de cada categoria. Desta forma, nota-se
como as diferengas formas de pré-processamento dos dados em cada banco (I, Il e Ill)
influenciaram respectivamente sua descricdo. Para exemplificar, observa-se: no Banco |
e Il o mesmo valor amostral e de frequéncia proximos, mas valores de média, desvio
padrdao, minimos e maximos bem diferentes (exceto na idade e tempo de sobrevida 5
anos que foram coletados todos os valores); ja entre os bancos Il e Ill com valores
minimos e maximos iguais, exceto para variavel tempo de sobrevida 5 anos, mas com

valores amostrais, de frequéncias, média e desvio padrao diferentes.

Analise do desempenho do RSF

O desempenho do RSF apresentado por meio da analise das métricas C-index e
Brier Score, usualmente aplicadas a métodos de andlise de sobrevida, como
demonstrados na Tabela 2.('22122) Onde, destaca-se a realizacédo de dois testes: teste 1
sem a inclusao da variavel HER2 e teste 2 com a inclusao da variavel HERZ2; aplicados
em cada banco |, Il e lll, caracterizados e analisados descritivamente, respectivamente

no Quadro | e Tabela I.

Tabela 2— Representagdo do desempenho do RSF.

Medidas de desempenho Banco | @ Banco Il ® Banco lll ¢
C-index

(sem HER2) 0,784295 0,790064 0,746695
C-index

(com HER2) 0,792308 0,801603 0,739736
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Brier Score
(sem HER2) 0,125033 0,120964 0,156970
Brier Score
(com HER2) 0,123146 0,118892 0,156214

a Populagéo de 562 pacientes diagnosticadas com CM.
b Populagéo de 562 pacientes diagnosticadas com CM.
¢ Populagéo de 338 pacientes diagnosticadas com CM.

De maneira geral, as medidas de desempenho do C-index visam verificar a
precisdo da previsdo da sobrevida.('® Os resultados obtidos nos bancos |, Il e Ill sdo
superiores aos alcangados de 0,68 pelo método proposto RSF por Ishwaran ('7). Agora,
ao se comparar o valor de desempenho do C-index entre os testes, ou seja, a incluséao
ou ndo da variavel HERZ2 e entre os bancos |, Il e lll, observa-se:

e Nos bancos | e I, a inclusdo da variavel HER2 melhora-se sutilmente a eficacia
de predicdo do RSF, com um aumento da precisdo (Caist = CindexH - Cindex): NO
banco |, em 0,792308 — 0,784295 = 0,008013; e no banco Il, em 0,801603 —
0,790064 = 0,011539, esta diferenca pode ser atribuida ao pré-processamento.

¢ No banco lll se inverte esta classificacdo, onde a inclusdo obteve uma pequena
diminuigédo da precisao, em 0,739736 - 0,746695 = -0,006959, nao melhorando o
desempenho do RSF, que pode ter sido influenciada pela redu¢do da quantidade
amostral.

Ja as medidas de desempenho do Brier Score apontam para uma boa calibragao
e predi¢gdo do RSF, com métrica inferior a 0,25 em todos os bancos e testes.('22%) Os
resultados desta métrica no banco Il sdo um pouco maiores que dos outros bancos, e
oposto entre os testes (com ou sem HERZ2), mas ainda na faixa de efetividade do
desempenho do RSF que pode ter sido influenciada pelo nimero amostral reduzido.

As medidas de desempenho do C-index obtidas em todos os testes e bancos
deste trabalho, sdo superiores quando comparados aos resultados de outros trabalhos
da literatura que também aplicaram o RSF a um banco de dados de mulheres
diagnosticadas com CM.(®6.17) Porém, no estudo de Aivaliotis et al.('®) o valor de C-
index foi de aproximadamente 0,57, entretanto o objetivo ndo era associar a sobrevida,
mas sim a incidéncia do CM ao indice de Massa Corporal, comparando o classico
modelo Cox Proportional Hazards (CPH) ao RSF.
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O estudo de Moncada-Torres et al.®), usou dados de pacientes com CM nao
metastatico para comparar o desempenho do RSF a outros métodos como CPH,
Survival Support Vector Machines (SSVM) e Extreme Gradient Boosting (XGB),
demonstrando que os métodos RSF e SSVM apresentam um C-index de 0,63 enquanto
o XGB 0,73, valores estes menores que os obtidos neste trabalho (Tabela 2).

O trabalho de Pinheiro et al.('”) também verifica os resultados dos modelos CPH
e RSF aplicados a um conjunto de dados de CM, resultando em um C-index de 0,68,
menor que os alcangados neste trabalho (Tabela 2). Vale destacar, que os dados das
pacientes do presente trabalho constitui-se: todos os tipos histologicos de CM e
também as metastaticas.

Ja os resultados do trabalho Xiao et al.('? também comparando-se os modelos
CPH, SSVM e RSF, verificando-se que o RSF superou outros modelos em capacidade
discriminativa com um C-index de 0,85 e um Brier Score de 0,045, resultados estes
melhores que demonstrados na Tabela 2. Vale enfatizar que o estudo('?, constituido
por uma populacdo de mais 22 mil pacientes e 11 atributos de dados progndsticos
aplicados ao RSF, reflete a importancia de bancos robustos de alta qualidade para
serem aplicados aos MAM.®10.13) Representando uma das limitagdes encontradas na

aplicagdo destes métodos, cujo objetivo € obter uma previsao satisfatoria do tempo de

sobrevida para CM.(10:11,12,13)

Conclusao

Os MAM tornaram-se uma metodologia inovadora para previsao da sobrevida,
mesmo que existam ainda melhorias e potencial para se agregar modelos
computacionais adicionais. Os resultados provenientes deste trabalho, mostraram que o
RSF possibilita analises de sobrevida promissoras para o CM, principalmente quando
validadas por um banco de dados clinico robusto.

Afinal, nota-se que as pesquisas multidisciplinares, com construgdo de bancos
de dados robustos e de alta qualidade, baseadas em descobertas anteriores e
orientadas pelos especialistas da area médica, podem resultar em métodos eficazes

para serem aplicados na pratica clinica.
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Abstract. Breast cancer (BC) is one of the most frequently diagnosed
neoplasms worldwide and remains the leading cause of mortality among
women. The recent application of machine learning methods has suc-
cessfully predicted BC survival. In this study, we conducted a compara-
tive analysis of specific survival analysis models applied to clinical data.
Ensemble models, Gradient Boosting Survival (GBS), and Random Sur-
vival Forest (RSF) outperformed traditional approaches. The results of
this study reinforce the promising potential of machine learning meth-
ods in analyzing the survival of breast cancer patients, with GBS and
RSF models standing out as highly effective approaches to enhance the
prediction of these patients’ survival. This advancement is relevant in
oncology, making substantial contributions to clinical decision-making
and therapeutic planning.

1 Introduction

Breast cancer (BC) ranks among the most prevalent neoplasms globally, sur-
passing lung cancer in incidence. It is essential to underscore that this dis-
ease predominantly affects women, standing as the primary cause of cancer-
related mortality in the female population, regardless of a country’s economic
and social context. According to the 2020 estimates by the World Health Organi-
zation (WHO), there were approximately 2.26 million new cases of breast cancer
recorded, resulting in 685,000 deaths worldwide [1,2]. In Brazil, BC statistics
align with this global trend, with the National Cancer Institute (INCA) esti-
mating around 66,000 new cases in 2020, leading to 18,000 deaths attributed to
the disease in the same year [3].

BC is a diverse and invasive form of cancer and manifests in highly varied
ways. The complexity and heterogeneity of this disease, coupled with the need
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for personalized prognostics, present a significant challenge in women’s public
health. Controlling BC demands a comprehensive approach encompassing pre-
vention, screening, early diagnosis, and appropriate treatment [4,5,8].

Mammographic screening and physical examination primarily achieve early
diagnosis. At the same time, therapeutic strategies are established based on
assessing risk factors, prognosis, staging, and examination results (location,
histopathological, immunohistochemical, molecular, and genetic). Early detec-
tion plays a central role in increasing survival rates and is closely related to
prognostic factors that assist in predicting the risk of recurrence and metastatic
evolution, influenced by various aspects such as age at diagnosis, staging, family
history, and reproductive factors, among others [5-7].

The application of Machine Learning Methods (MLMs) in oncology has
proven to be essential for the development of computational prognostic mod-
els aimed at predicting the survival of breast cancer patients. The accuracy in
this prediction plays a vital role in personalized clinical decision-making and
optimizing financial resources, contributing to improvements in both patient
survival and treatment effectiveness. However, to attain these objectives, a mul-
tidisciplinary approach is required, involving experts in Data Science and Oncol-
ogy, along with the creation of robust data repositories for model validation and
continuous improvement [4,5,9].

In this context, developing and validating computational models that utilize
widely recognized clinical measures in medical practice are imperative. These
models aim to enhance the diagnosis, treatment, monitoring, and survival pre-
diction for breast cancer patients. These advancements result in a significant
reduction in patient suffering and improvements in both life expectancy and
quality of life [4,5]. Moreover, addressing this cancer in women benefits public
health and recognizes and emphasizes the pivotal role of women as active partic-
ipants in society, both from a social and economic perspective. It also acknowl-
edges the significant contribution of women as family caregivers and addresses
the complex issue of gender inequality [8].

Survival analysis is a vital tool in the medical field for investigating disease
progression and estimating the likelihood of survival at specific milestones. This
analysis takes a personalized approach, considering various factors to produce
individualized estimates of the survival function and associated risks. “Survival”,
which refers to the period after diagnosis during which a patient remains alive, is
a commonly used metric for assessing survivability. Survival analysis deals with
censored data, which encompasses incomplete information about individuals’
survival times, representing a portion of the studied population [5,10,11].

In this light, the primary objective of this study is to apply and compare
the classic Cox Proportional Hazards model (CPH) [12] with the performance of
specific MLMs for survival analysis [13] on a robust clinical dataset of patients
diagnosed with breast cancer and monitored in reference centers in the Zona
da Mata Mineira. The research aims to contribute substantially to advancing
breast cancer treatment and prognosis, aligning with global efforts to combat this
devastating disease and promoting improved outcomes for patients and society.
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2 Machine Learning Methods Applied to Survival
Analysis

In the context of cancer, these algorithms leverage clinical data to predict prog-
nosis by acquiring insights from patterns derived from historical data. They
achieve this by creating and refining statistical models using previously observed
real-world data. Supervised MLMs, which learn the connection between inputs
and correct outputs, are particularly valuable for addressing classification and
regression challenges. Prominent examples of such methods encompass Gradient
Boosting Survival (GBS), Random Survival Forest (RSF), and Survival Support
Vector Machine (SSVM), all of which have found successful applications in the
field of survival analysis [9,14,15].

Recently, supervised MLMs have gained prominence in breast cancer pre-
diction, surpassing conventional statistical approaches such as the CPH model.
The primary advantage of MLMs lies in their ability to handle complex data,
including incomplete information, known as censored data, which poses a sig-
nificant challenge in survival analysis. These methods aim to uncover hidden
connections between clinical patterns and treatment responses, enabling highly
personalized prognoses. Enhancing the reliability of these methods is paramount
in oncological clinical practice, as it aids in decision-making and provides more
accurate treatment guidance for breast cancer patients. Recent research works
corroborate and strengthen this trend [4,11,16-18,25].

2.1 Cox Proportional Hazards

Due to its interpretability, the CPH model is extensively used in oncology sur-
vival analysis. This model calculates the likelihood of a specific event occur-
ring at a given time based on predictor variable values. In survival analysis,
the CPH evaluates how covariates influence event hazard rates, such as mor-
tality, facilitating the discovery of prognostic factors. However, the CPH has
certain limitations, including its unsuitability for high-dimensional data, restric-
tive assumptions, and challenges in modeling nonlinearities and intricate variable
interactions. Therefore, it is essential to bear these constraints when applying
the CPH to more intricate survival analyses [11,12,16].

2.2 Gradient Boosting Survival

The GBS does not denote a specific model but is a highly adaptable framework
for optimizing various loss functions. It takes the form of a learning method
structured as an optimization problem, wherein a loss function is systematically
minimized by progressively incorporating weak learners, such as decision trees.
Each iteration generates a fresh decision tree to grasp the residuals left by the
previous model. This iterative tree-adding process continues until further signif-
icant enhancements are unattainable, culminating in the final prediction derived
from the weighted combination of each tree’s forecasts [11,16,18,19].
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2.3 Random Survival Forest

The RSF is an approach derived from the original Random Forest method, which
employs bootstrapping and random feature selection to develop decision trees.
RSF stands out by incorporating censoring information into the tree-splitting
rules introducing randomness during construction. The log-rank test splits the
survival trees to maximize the survival difference between nodes. RSF estimates
the probability of patient survival after a specified time, using estimators such
as Kaplan-Meier and Nelson-Aalen for survival and cumulative hazard functions
in terminal nodes. The final result is obtained by averaging the predictions from
each tree, providing a robust estimate of the survival function [16,18,20].

2.4 Survival Support Vector Machine

The SSVM is an extension of the Support Vector Machines (SVM) method
designed to handle survival data. The primary purpose of SSVM is to find a
hyperplane in the feature space that maximizes the margins between event and
censoring classes. SSVM is a supervised Machine Learning technique that applies
to classification and regression tasks, using iterations to find a hyperplane that
minimizes error and maximizes the margin between classes. The unique feature
of SSVM is its incorporation of survival data through ranking based on the
number of instances. This capability facilitates precise estimation of survival
probabilities and the prediction of event risks for patients [16,18,21].

3 Material and Methods

In order to exemplify the application of supervised MLMs, we compared the
performance of the classical CPH model to the GBS, RSF, and SSVM models
for the survival analysis of female BC patients. We utilized a robust clinical
database that included patients diagnosed between January 2003 and January
2005, treated and monitored by oncology centers in the Zona da Mata Mineira,
with active follow-ups until 2011 [6,7].

3.1 Database and Data Preprocessing

The clinical database employed in this study contains information from hospital
records of oncology reference centers in the Zona da Mata Mineira region. It
encompasses a population of women diagnosed with invasive breast cancer who
received local and systemic treatments. It is important to note that these data
were initially gathered from prior research conducted by the Brazilian Health
Program [6] and the Postgraduate Program in Collective Health [7], which
employed statistical methodologies Furthermore, the research project underwent
submission and received approval from the Human Research Ethics Committee
of the Federal University of Juiz de Fora, with the approval number 5.533.296.

Data collection from the original database occurred in three distinct stages.
In the first stage, conducted between 2009 and 2010, patients were recruited by
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searching cancer hospital records, resulting in 601 cases and a follow-up dead-
line of December 31, 2010. In the second stage, we evaluated the clinical and
sociodemographic characteristics of the patients, and we excluded those who
had undergone only one procedure in the institutions, resulting in 563 cases. The
third stage started in January 2011 and involved conducting phone calls, validat-
ing through the Brazilian individual taxpayer registry number (CPF), contacting
mastologists, and consulting the mortality information system [6,7,22].

In the original database’s raw data, we initiated preprocessing procedures.
Initially, we addressed missing data and standardized formatting by rectifying
typing errors and eliminating accents from text strings. We also performed spe-
cific value imputation for missing numerical data. Dates underwent meticulous
verification and were appropriately formatted. Our analysis covered five years,
with a maximum limit of 1826 days. The 5-year survival time calculation began
at the time of diagnosis and concluded either at breast cancer-related death or on
the last day of follow-up, restricted to 1826 days. If a patient passed away after
this defined period, her data was recorded as “censored”, as the database con-
tained survival data for 5 and 10 years, including comprehensive details about the
immunohistochemical profile of patients monitored during this extended period
[6,7]. As a result, after preprocessing and specific value imputation, the resulting
database consists of numerical data with a value of 9 for missing data, numerical
count data with a value of -1, and strings containing the term “unknown”, which
subsequently converted them into numerical values.

3.2 Methods, Attributes, and Hyperparameters

The CPH, GBS, RSF, and SSVM models were implemented in Python using the
Scikit-survival library [13]. This library enables survival analysis by correlating
covariates with event times and provides performance metrics specific to this
type of analysis [15]. In summary, the attributes corresponding to prognostic
variables were age, staging, family history, reproductive and other disease history,
hormonal and molecular receptor status, immunohistochemical profile, tumor
type and grade, and treatments administered, among others. The value variables
included status (0-censored or l-event) and survival time (days) [6,7,22].

To apply the selected models in our study, we followed the standard practice
of splitting the data into training (75%) and testing (25%) sets, as the Scikit-
survival library recommended. Additionally, we configured the hyperparameters
of each model according to the guidelines established by Polsterl et al. (2020),
which are summarized below:

1. CPH: We set the maximum number of iterations to 100, with alpha equal to
0, using the feature subset without regularization. Coefficients were estimated

using the Breslow method, considering each event at a specific time as distinct.
2. GBS: We defined the number of regression trees in the forest as 100, with
minimum sample sizes required to split a node and to stay in a single node as
2 and 1, respectively. The learning rate was set at 1.0 to control the influence
of each tree, with bootstrapping sample randomness set at 0. The maximum
depth of individual regression trees was limited to 1 to optimize performance.
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3. RSF: We employed 1000 trees in the forest, with minimum sample sizes
required for splitting a node and staying in a single node set at 10 and 15,
respectively. We configured bootstrapping sample randomness at 20 and uti-
lized the log-rank test as the criterion for constructing each tree.

4. SVM: We set the maximum number of iterations to 100 for optimization using
the Newton-Raphson method. We configured the weight to penalize the loss
of the objective function as 1, and we set the regression parameter at 1 for
classification.

3.3 Performance Metrics

The performance assessment of survival analysis methods involved the consid-
eration of three metrics: Harrell’s C-index for assessing discriminative capacity,
and the Brier Score (BS) and Integrated Brier Score (IBS) for evaluating the
calibration ability of the models [15,23,24].

The C-index is a metric that quantifies the agreement between the risk scores
predicted by the model and the observed event times in survival data, measuring
the model’s ability to predict and classify patients’ time of death. It ranges
from 0.0 to 1.0, where 0.5 indicates average performance with no discriminative
capacity, and 1.0 represents optimal performance, with the model accurately
distinguishing patients with different outcomes [16-18,24).

The BS metric compares the model’s predicted probabilities with the actual
patient status at specific time points during the test. Lower BS values signify
improved calibration, indicating more precise predictions of a patient’s prob-
ability of remaining event-free. This metric underscores the model’s ability to
predict individual outcomes for each patient [16,18,23]. It is important to note
that the BS only applies to models capable of estimating a survival function and
cannot be used with methods like SSVM [15,23].

Lastly, the IBS, like the BS, is a time-dependent measure that provides a
single value to better assess the prediction quality of the models by comparing
all time points. Lower values suggest a better outcome obtained through sur-
vival curves that the model produces compared to actual data, facilitating the
comparison of calibration among the models [10,15,17,23].

4 Results and Discussion

In this study, we compared four MAMs for survival analysis using clinical breast
cancer data. Our dataset comprised 558 women who had received a BC diag-
nosis, and the analysis focused on a 5-year follow-up period to evaluate the
survival capacity of these patients during this timeframe. The time count com-
menced from the date of the histopathological report. He ended either at the
occurrence of an adverse event or the censoring date, representing the last day
of the predefined follow-up, totaling 1826 days. Over this period, we observed
113 BC-related deaths. In the study, we treated patients who did not experience
the event during this period as censored. We terminated their survival data on
the last day of the previously defined follow-up.
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The dataset covered information about patients diagnosed with BC, encom-
passing various prognostic variables such as age at diagnosis, habits related
to smoking and alcohol consumption, family history of cancer, contraceptive
use, pregnancy, and breastfeeding, as well as health conditions like hyperten-
sion and cardiovascular disease. Additionally, clinical details include exami-
nation results (mammography, X-ray, ultrasound, cytology, and immunohisto-
chemistry), tumor characteristics, treatments received, presence of metastases,
menopausal status, and clinical outcomes. The dataset utilized 70 prognostic
variables and two value variables representing events and days of survival, allow-
ing comprehensive analyses in the context of BC.

In this study, we utilized four distinct models: CPH, GBS, RSF, and SSVM,
implementing them with the scikit-survival library [13], an extension of scikit-
learn tailored for survival analysis. Our evaluation of these models encompassed
three key metrics: the C-index, the BS, and the IBS [13,15], with a summary
of results provided in Table 1. Upon analyzing the data in this table, it became
evident that ensemble-based models, namely GBS and RSF, consistently outper-
formed their regression and classification-based counterparts, such as CPH and
SSVM, such as CPH and SSVM, across all the metrics employed. However, it is
noteworthy that the SSVM model exhibited intermediate performance, as eluci-
dated in Sect. 3.3. These findings align with previous studies [10,11,16-18,25],
which also compared machine learning models tailored for survival analysis in
various contexts. These studies demonstrated that ensemble methods like GBS
and RSF tend to surpass traditional models like CPH in performance metrics
designed explicitly for survival data [11,16,25].

Table 1. Performance of Machine Learning Models for Survival Analysis

Modelo C-Index® | Brier Score® | Integrated BS®
Cox Proportional Hazards 0.743212 | 0.155655 0.056657
Gradient Boosting Survival 0.914180 | 0.065183 0.043731
Random Survival Forest 0.917219 | 0.084619 0.054676
Survival Support Vector Machine | 0.746564 -

® Values close to 1 indicate excellent model discrimination capability.
> Values close to 0 highlight outstanding model calibration.

Figure 1 provides a comprehensive view of the evolving BS over time, show-
casing predictions made by the CPH, GBS, and RSF models. This visual repre-
sentation allows a direct and intuitive comparison of the models’ performance at
each time interval [10,25]. The GBS model consistently achieved the lowest BS
and Integrated Brier Score (IBS) values, underscoring its precision in long-term
risk prediction, as highlighted by the data in Fig. 1. In stark contrast, the RSF
model recorded the highest Harrell C-index, as detailed in Table 1, indicating
a robust agreement with the observed data. It is worth noting that the RSF’s
performance surpassed the reported results of Carvalho et al. (2022), Liu et al.
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Fig. 1. Temporal Variations of Brier Score for Three Models: CPH (Blue), GBS (Red),
and RSF (Green), Considering Both Training and Testing Data.

(2020), and Xiao et al. (2020), yielding respective C-indices of 0.802, 0.814, and
0.827 [4,11,18].

Meanwhile, the SSVM model, while displaying intermediate performance,
outperformed the findings of Moncada et al. (2021), with a C-index of 0.63.
However, it fell short of the work by Xiao et al. (2022), with a C-index of 0.812
[16,18]. This variance can be attributed to the necessity of parameter adjust-
ments in the SSVM, as it seeks to find an optimal hyperplane for separating
data into two groups with distinct risk profiles [13].

Lastly, the classical CPH model exhibited the weakest performance, even
though it surpassed the IBS value (0.152) found in Krzyzinski et al.’s (2023)
work [10]. This model, widely used in survival analysis, relies on assumptions
such as proportional hazards and linear effects, making it sensitive to tied events
where multiple events coincide [10,18,25].

5 Conclusion

In conclusion, this study underscores the varied performance of machine learning
models for survival analysis, a performance contingent upon data characteristics
and evaluation criteria. In our clinical context of breast cancer, ensemble models
like GBS and RSF stood out. Nevertheless, choosing the best model must encom-
pass other critical considerations, such as interpretability, efficiency, and validity.
Future endeavors should enhance data preprocessing, parameter optimization,
and careful feature selection to bolster each model’s performance.

Furthermore, fostering interdisciplinary collaboration between oncologists
and data scientists is essential to develop more robust and interpretable BC
survival analysis models. As Fanizzi et al. (2023) aptly noted, “the synergy of
domain expertise and advanced data analytics can lead to significant advance-
ments in the field” [25].
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