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RESUMO

O presente trabalho tem como objetivo realizar uma andlise descritiva e exploratéria dos
dados de isolamento social durante o periodo pandémico no estado de Sdo Paulo. A anélise
descritiva e exploratdria visa auxiliar e otimizar o processo de modelagem posterior,
destacando-se como etapas cruciais no fluxo de analise de dados. Analisando os gréficos,
observou-se que o modelo apresentou 6timo ajuste aos dados, captando a tendéncia de
crescimento no inicio da pandemia. Concluiu-se que a série temporal tem um comportamento
de sazonalidade forte, ocorrendo semanalmente. O modelo SARIMA sugeriu uma
componente autorregressiva de baixa ordem, uma componente de média mével que inclui
tanto um termo de curto prazo quanto um termo sazonal semanal, € um componente de erro
aleatorio. Este modelo validou-se como adequado e bem ajustado aos dados, oferecendo
contribui¢des valiosas para a compreensdo do comportamento do isolamento social durante

a pandemia.

Palavras-chave: COVID-19, Pandemia, Séries Temporais, Modelo SARIMA



ABSTRACT

The present work aims to perform a descriptive and exploratory analysis of social isolation
data during the pandemic period in the state of Sdo Paulo. The descriptive and exploratory
analysis aims to assist and optimize the subsequent modeling process, standing out as crucial
steps in the data analysis flow. By analyzing the graphs, it was observed that the model
presented an excellent fit to the data, capturing the growth trend at the beginning of the
pandemic. It was concluded that the time series exhibits a strong seasonality pattern,
occurring weekly. The SARIMA model suggested a low-order autoregressive component, a
moving average component that includes both a short-term term and a weekly seasonal term,
and a random error component. This model proved to be adequate and well-fitted to the data,
offering valuable contributions to understanding the behavior of social isolation during the

pandemic.

Keywords: COVID-19, Pandemic, Time Series, SARIMA Model
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1. Introducio

A pandemia de COVID-19, declarada pela Organiza¢ao Mundial da Saude (OMS) em margo
de 2020, trouxe desafios sem precedentes para a saide publica global. Entre as diversas
medidas adotadas para conter a disseminagao do virus, o isolamento social destacou-se como
uma das mais eficazes (NIU; XU, 2020). No Brasil, e especificamente no estado de Sao

Paulo, essas medidas envolveram desde o fechamento de escolas ¢ comércios até restricoes

de mobilidade e aglomeragdes (SILVA et al., 2021).

Para monitorar e avaliar a eficacia dessas medidas, o estado de Sao Paulo implementou o
SIMI-SP (Sistema de Monitoramento Inteligente de Sao Paulo). Viabilizado por meio de um
acordo com as operadoras de telefonia Vivo, Claro, Oi e TIM, através da Associagdo
Brasileira de Recursos em Telecomunica¢des (ABR) e do Instituto de Pesquisas
Tecnolégicas (IPT), o SIMI-SP permite ao estado acessar informacgdes agregadas e anonimas
sobre o deslocamento dos cidaddos nos municipios paulistas mapeados. Em respeito a
prote¢do de dados, as informagdes sdo anonimizadas e aglutinadas, assegurando a
privacidade dos usuarios enquanto fornecem dados georreferenciados essenciais para a
elaboracdo de politicas publicas eficazes no combate ao coronavirus, como referenciado no

proprio site do governo de Sao Paulo.

O indice de isolamento social calculado a partir desses dados tornou-se um indicador crucial
para avaliar a adesdao da populagdo as medidas restritivas. Estudos indicam que fatores como
a percep¢ao de risco, confianca nas autoridades e situagdo socioecondmica influenciam o
comportamento da populacdo em relagdo ao isolamento social (BEZERRA et al., 2020).
Compreender como esse indice variou ao longo do tempo e em diferentes regides do estado
¢ fundamental para analisar a eficacia das politicas publicas implementadas e planejar a¢des

futuras em situacoes similares.

A escolha de estudar o indice de isolamento social em Sao Paulo se justifica pela importancia
econdmica e populacional do estado, além de sua alta densidade demografica, que

potencializa os riscos de contdgio. Sdo Paulo ¢ o estado mais populoso do Brasil,
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concentrando aproximadamente 46 milhdes de habitantes (IBGE, 2023), além de ser um dos
principais polos econdmicos do pais. Estudos indicam que fatores como mobilidade urbana
e alta densidade populacional podem influenciar significativamente a disseminagao de
doencgas infecciosas, como observado durante a pandemia da COVID-19 (IPEA, 2021;
BEZERRA et al., 2020). Analisar os dados de isolamento social durante a pandemia permite
ndo apenas compreender os padrdes de comportamento da populagdo, mas também oferece
insights valiosos para gestores publicos e pesquisadores sobre a eficicia das intervengdes e
o impacto das mesmas na contencdo da COVID-19. Esse estudo contribui para a literatura
existente ao fornecer uma visdo abrangente e detalhada do comportamento do isolamento
social em S@o Paulo durante a pandemia, auxiliando na formulacdo de estratégias mais

eficazes para enfrentar crises sanitdrias futuras (SILVA et al., 2021).

1.1 Problematica

A série temporal do indice de isolamento social no estado de Sdo Paulo durante o periodo
pandémico foi analisada a partir de métodos de séries temporais. Busca-se entdo identificar
e descrever os componentes da série e determinar quais modelos da classe SARIMA (BOX;
JENKINS; REINSEL, 2015) fornecem as melhores previsdes sobre o comportamento do
isolamento social, visando entender a eficicia das medidas de contencdo e orientar futuras

politicas publicas.

1.2 Justificativa

O indice de isolamento social, medido a partir dos deslocamentos da populagao, ¢ um 6timo
indicador para avaliar a eficacia das medidas adotadas durante a pandemia de COVID-19.
No estado de Sdo Paulo, um dos mais populosos e economicamente relevantes do Brasil,
compreender os padrdes de isolamento social ¢ essencial para a formulacao de politicas
publicas mais eficientes. Este trabalho utiliza métodos de séries temporais, como o modelo
SARIMA (BOX; JENKINS; REINSEL, 2015), para analisar e prever o comportamento do
isolamento social, fornecendo uma base empirica robusta para avaliar a aderéncia da
populagdo as restrigcdes e a eficacia das intervengdes. A analise detalhada dos dados histéricos

permite identificar tendéncias e sazonalidades que podem informar futuras estratégias de
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contenc¢ao, contribuindo significativamente para a gestao de crises sanitarias e a melhoria das

politicas de saude publica. Portanto, este estudo ¢é relevante porque oferece uma compreensao

aprofundada do comportamento do isolamento social em Sao Paulo durante a pandemia,

auxiliando na tomada de decisdes mais informadas e eficazes (BEZERRA et al., 2020).

1.3 Objetivos

1.3.1

1.3.2

Objetivo geral

Analisar os dados de isolamento social no estado de Sao Paulo durante o periodo
pandémico, com o intuito de compreender a eficacia das medidas de isolamento e o
comportamento da populacdo frente as restrigdes impostas, utilizando técnicas de

analise descritiva, exploratéria e modelagem em séries temporais.

Objetivos especificos

Realizar uma analise descritiva e exploratoria dos dados de isolamento social:

Identificar padrdes e tendéncias nos dados ao longo do tempo.

Avaliar variagdes regionais e temporais no indice de isolamento social.

Desenvolver um modelo SARIMA para os dados de isolamento social:

Ajustar o modelo aos dados historicos para capturar tendéncias e sazonalidades.

Validar o modelo, verificando seu desempenho e adequacao aos dados observados.

Interpretar os resultados obtidos com o modelo SARIMA:

Analisar a componente autorregressiva, a componente de média movel e a
componente de erro aleatorio do modelo.

Identificar e compreender a sazonalidade semanal presente nos dados.
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2 Organizacgiao dos Dados

A seguinte pesquisa tem como objetivo realizar uma analise descritiva e exploratdria nos
dados de isolamento social durante o periodo pandémico no estado de Sdo Paulo,
disponibilizados publicamente pelo Sistema de Monitoramento Inteligente do Governo de
Sao Paulo. Os dados possuem um recorte temporal entre 26-02-2020 e 31-12-2021. As etapas
de analise descritiva e exploratoria tem como objetivo auxiliar e otimizar o processo de

modelagem posterior, e assim sdo etapas importantissimas no fluxo de anélise de dados.

Os dados disponiveis sdo divididos por cidades no estado de SP. Buscando facilitar a andlise,
os dados foram agrupados por mesorregides, passando a ter 15 mesorregioes finais para

analise. As mesorregides com suas populagdes estimadas para 2021 sdo:

Tabela 1 — Mesorregides com as populagdes estimadas

cod_mesoreg mesoreg pop_estim
1 sao_jose_do_rio_pr 867,653
eto
2 ribeirao_preto 1,696,343
3 aracatuba 443,971
4 bauru 918,033
5 araraquara 637,049
6 piracicaba 1,219,973
7 campinas 3,803,313
8 gre&dente_prudent 230,371
9 marilia 306,160
10 assis 219,439
11 itapetininga 496,109
macro_metropolitan
12 a_paulista 2,518,376
13 vale_do_paraiba_p 2.200,365

aulista
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cod_mesoreg mesoreg pop_estim
14 litoral_sul_paulista 286,144
15 metropolitana_de_s 23398671

ao_paulo

Fonte: Elaboragao propria.
Possuindo a seguinte representacdo geografica:

Figura 1 — Estado de Sao Paulo separado por Mesorregides

Cadigo Mesorregides

Fonte: Elaboragdo propria.

Para o agrupamento, a estatistica utilizada foi a mediana. Tal método foi selecionado
buscando reduzir a influéncia de valores extremos atipicos, uma vez que a mediana ¢ uma

medida robusta menos sensivel a outliers (TUKEY, 1977).
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Assim, a estatistica € calculada como:
Valor Isolamento Regido no Dia T = Mediana(Cidade 1 no Dia T,
Cidade 2 no Dia T, ..., Cidade N no Dia T)
3 Descri¢ao e Exploracio dos Dados

Para a andlise exploratdria, foram utilizadas as bibliotecas:
e dplyr (limpeza e organizagao de dados)
o tidyr (limpeza e organizacdo de dados)
e tseries (testes de hipdtese)
e fpp3 (modelo STL)

Buscando observar o comportamento do isolamento no estado, o seguinte grafico foi

construido:

Grafico 1 — Série por Mesorregiao

Série por Mesorregido

aracatuba araraguara assis
bauru campinas itapetininga
E litoral_sul_paulista cro_metropolitana_pauli: marilia
Qo —
EL 3% e e S i PP RWR O VOO
[N, S
o 1X
= stropolitana_de_sao_pal piracicaba presidente_prudente
ribeirao_preto sao_jose_do_rio_preto tale_do_paraiba_paulists

jun-200v-28br-24 et-2 flev-23un-200v-28br-24et-2fev-2Jun-200v-280r-2d et-2 flev-

Fonte: Elaboragao propria utilizando o software RStudio.
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Vemos que todas as regides apresentaram seus picos de isolamentos nos primeiros meses da
pandemia. As regides com maiores indices de isolamento foram Vale do Paraiba Paulista,

Metropolitana de Sdo Paulo e Assis.

Além disso, ¢ possivel observar um ponto de mudanga nos valores de isolamento a partir
emissdo de estado pandémico no Brasil no dia 11/03/2020, onde valores que até entdo se

apresentavam proximos de 0.35, passaram a registrar nimeros proéximos a 0.6.

Os valores acumulados de isolamento por més e por mesorregido podem ser observados a

partir do seguinte grafico:

Grifico 2 — Acumulado de isolamento mensal/regido

aracatuba araraguara assis bauru
ol M o
oo IR olENREOREE o FARRRRRD oo ARRRELER
campinas itapetininga itoral_sul_paulista _metropolitana_psz
 lENCN T o EARRE o
g O oD o EAREE I
,:_Eﬁ marilia politana_de_sao_ piracicaba residente_prudent
2
AR BRI o NEAER ORI
‘1234-55?89‘1f]12

ribeirao_preto  o_jose_do_rio_pre _do_paraiba_paul

" ||IIIIIIII IIIIIIIII IIIIIIIIIII

123455?89‘“?]12 123455?89’“?]12 ‘123455?89’“]12
mes

Fonte: Elaboragao propria utilizando o software RStudio.

Como citado anteriormente, ¢ notdvel um ponto de mudanca no més 3, onde esse més marcou

o inicio do lockdown no Brasil.

O decaimento no nivel ao longo dos meses estd associado a diversos fatores, como a

flexibilizagdo do lockdown, desgaste de populagdo em se manter em casa e a busca por renda
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como descrito na reportagem do IPEA - Lockdown. A partir do grafico Série por Mesorregiao
¢ possivel notar a presenca de certos ciclos na série, podendo indicar a presenca de

sazonalidade.
A série da média estadual possui o seguinte comportamento:

Griafico 3 — Média Estadual

=
in

isolamento

04

2020-07 2021-01 2021-07 2022-01
Fonte: Elaboragdo propria utilizando o software RStudio.

Os ciclos aparentam estar presentes dentro de 1 semana. Assim, o método de STL foi

utilizado para melhor estudar a possivel parcela sazonal dos dados.

STL ¢ um método versatil e robusto para decomposi¢do de séries temporais. O acronimo
refere-se a ‘Decomposi¢cdo Sazonal e de Tendéncias usando Loess’, sendo que Loess ¢ um
método para estimar relagcdes ndo lineares. O método STL foi desenvolvido por Cleveland et
al. (1990) e permite uma decomposi¢do flexivel e robusta de séries temporais, sendo

amplamente utilizado em andlise de dados temporais.

O método se baseia em uma decomposi¢ao dos dados em trés parcelas distintas: tendéncia,

sazonalidade e ruido. A parcela de tendéncia busca modelar o comportamento geral de


https://www.ipea.gov.br/portal/categorias/45-todas-as-noticias/noticias/2188-regras-de-distanciamento-nao-conseguiram-conter-queda-do-nivel-de-isolamento-social
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crescimento e decrescimento dos dados, retirando a parcela sazonal presente. Ja a parcela

sazonal busca modelar o componente sazonal, removendo a tendéncia. O ruido ¢ definido

como a diferenca entre o valor real e a soma das componentes de tendéncia e sazonalidade,
ou seja, um residuo do modelo de decomposicio (MONTGOMERY; JENNINGS;
KULAHCI, 2015).

Grafico 4 — Grafico Sazonal método STL

STL decomposition

isolamento = trend + season_week + remainder

0.50-
0.45-
0.40-
0.25-
0.04-
0.02-
0.00-

0.05-
0.00-
-0.05 -

2020-01

Fonte: Elaboragdo propria utilizando o software RStudio.
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Via método STL definindo um periodo sazonal de 7 dias, vemos que a grafico sazonal

apresentou valores diferentes de 0, indicando que a sazonalidade realmente ¢ semanal.

Confirmada a sazonalidade semanal, o seguinte grafico foi construido:
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Figura 2 — Isolamento por dia, separado em mesorregides

Isolamento por Dia em SP

seqg ter qua

isolamento
qui SEX sab
0.50
0.45
0.40
dom 0.35

Fonte: Elaboragdo propria utilizando o software RStudio.

O grafico tras valores da mediana por dia da semana e por mesorregiao no estado de SP. A
partir dele vemos a sazonalidade indicada pela decomposi¢do STL, onde um nivel de
isolamento maior ocorre aos domingos. Tal fato pode estar associado a jornada de trabalho

semanal.

Para melhor investigar tal sazonalidade, dados de mobilidade urbana do Google Mobility

foram utilizados.

4 Analise via Google Mobility

Os dados utilizados nesta se¢do foram retirados da plataforma de andlise de dados
epidemioldgicos JFSalvandoTodos, onde os dados do Google Mobility ja estdo organizados

e tratados em niveis municipais brasileiros (JFSALVANDOTODOS, 2024).
O mobility utiliza uma métrica propria de variagao, calculada da seguinte forma:

* O valor base ¢ a mediana do dia da semana correspondente, durante o periodo de

cinco semanas de 3 de janeiro a 6 de fevereiro de 2020.
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*  Os conjuntos de dados mostram tendéncias ao longo de varios meses, ¢ os dados mais
recentes representam aproximadamente 2 a 3 dias atras, que ¢ o tempo necessario

para produzir os conjuntos de dados.

Além disso, o google mobility disponibiliza 6 variaveis de estudo, sendo elas: Varejo e
Recreacdo, Mercearia e Farmécia, Parques, Estacdes de Transito, Locais de Trabalho e

Residencial.

Assim como a série de isolamento, os dados do mobility analisados vao de 26/02/2020 até

31/12/2021.

A variavel de interesse ¢ a de Locais de Trabalho, onde seus valores podem ser vistos através

do seguinte grafico:

Grafico 5 — Grafico da Série (Varidvel Locais de Trabalho)
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Fonte: Elaboragdo propria utilizando o software RStudio.
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Através do grafico da série, vemos uma queda significativa de mobilidade para locais de

trabalho a partir do inicio da pandemia, onde tal mobilidade subiu gradativamente durante o

ano de 2020.

Além disso, hé a presenca de ciclos nos dados estudos, onde o préximo topico buscou estimar

se havia sazonalidade em tais ciclos.
Para estimacao da sazonalidade, novamente o método STL foi utilizado.

Grifico 6 — Estimacdo por STL da variavel Locais de Trabalho

STL decomposition
locais_de trabalho = trend + season_week + remainder
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Fonte: Elaboragdo propria utilizando o software RStudio.

O método que busca dividir os dados em 3 parcelas distintas apontou na parcela de tendéncia
uma queda significativa no inicio da pandemia, com um aumento gradual durante o ano de
2020. Ainda assim, o ano de 2021 apresentou outras 2 quedas fortes, tais quedas podem estar
ligadas a feriados de fim de ano, picos de casos confirmados e maiores restrigdes de

isolamento social.



24

Além disso, 0 método apontou novamente uma sazonalidade semanal, onde diferente dos
dados de isolamento social que possuiam um pico todos os domingos, os dados de mobilidade

a locais de trabalho indicam uma queda todos os domingos.

A partir do seguinte grafico vemos como a mobilidade a locais de trabalho se distribui

semanalmente:

Grafico 7 — Ida a Locais de Trabalho por dia em SP
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Fonte: Elaboragdo propria utilizando o software RStudio.

Assim como descrito anteriormente, vemos que os dados de variagdao de pessoas em locais
de trabalho possuem uma sazonalidade semanal, onde a cada domingo, hd uma queda de
presenga de pessoas nesses locais. De tal forma, a mobilidade a locais de trabalho se mostra
como uma variavel importante para o estudo do isolamento social, onde elas apresentam uma

relacdo negativa entre si.

Agora, vamos seguir para a parte de modelagem dos dados de isolamento social no estado de
Sao Paulo. O periodo escolhido serd o mesmo, durante os anos pandémicos de 2020 a 2022.
A analise nesta modelagem utilizou uma abordagem diferente daquela utilizada na parte
exploratoria, onde buscou-se realizar uma analise separando SP em 15 microrregides. Desta

vez, o estado serd analisado de maneira conjunta, tal abordagem buscou diminuir o nimero
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finais de modelos a serem estimados. A diminui¢do de 15 para apenas 1 modelo final auxiliou
também na comparag¢@o dos candidatos a melhor modelo, onde modelos com indices sazonais

e com variaveis exdgenas puderam ser detalhadamente estudados.

5 Analise Inicial da Série

Os dados coletados possuem indice temporal didrio, ou seja, cada observagdo nessa série
temporal representa valores para cada dia durante o periodo de analise. Além disso,
originalmente os dados eram divididos por cidade, onde esses foram agrupados para uma

analise estadual.
O conjunto de dados final teve a seguinte estrutura:

Tabela 2 — Indice médio de Isolamento Social diario

date ind media iso
2020-02-26 0.3531727
2020-02-27 0.3527916
2020-02-28 0.3502064
2020-02-29 0.3573418
2020-03-01 0.3783417
2020-03-02 0.3578321

Fonte: Elaboragdo propria.

Possuindo as seguintes varidveis:
»  date - Dia no qual os valores de isolamento social foram observados
«  ind media iso - Indice Médio de isolamento social naquele dia

E importante destacar a mudanga na variavel final utilizada, enquanto os relatérios anteriores
focaram na utilizacdo da mediana como medida de tendéncia central, esse trabalho utilizou a
média. Tal mudanga foi ocasionada devido a similaridade dos modelos quando estimados
utilizando como estatistica para construcao dos valores finais as fungdes de média e mediana.

Dada tal similaridade, a decisdo de se utilizar a média foi tomada por conta de ela ser
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estimador de méaxima verossimilhanga para o pardmetro u de uma distribui¢do Normal,

possuindo as propriedades de consisténcia e eficiéncia.

6 Analise e Defini¢cao Iniciais dos Modelos
A série possui 0 seguinte comportamento quando plotada:

Grafico 8 — Isolamento Social por Dia em SP
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Fonte: Elaboragdo propria utilizando o software RStudio.
A partir desse simples grafico podemos observar uma possivel presenca de sazonalidade, e

uma possivel tendéncia de decrescimento.

Ao construir os graficos das fungdes de autocorrelagdo e autocorrelagdo parcial, o seguinte

padrao foi visto:
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Grafico 9 - Fungdes de autocorrelagdo e autocorrelagio parcial
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Fonte: Elaboracdo propria utilizando o software RStudio.

Analisando o grafico da funcdo de autocorrelagao parcial (ACF - Autocorrelation Function),
¢ possivel observar picos de correlacdo a cada 7 dias, indicando uma sazonalidade semanal.
Além disso, os valores de correlacdo para todos os lags se mostraram significativos,
sugerindo uma possivel nao-estacionariedade da série (BOX; JENKINS; REINSEL, 2015;
HYNDMAN; ATHANASOPOULOS, 2018). A estacionariedade de uma séric ¢ um dos
pressupostos para a aplicagdo de um modelo ARIMA, utilizado neste trabalho. Para verificar
a estacionariedade dos dados, dois testes de hipotese foram empregados: o Teste de Dickey-
Fuller Aumentado (ADF) e o Teste KPSS (DICKEY; FULLER, 1979; KWIATKOWSKI et
al., 1992).

Primeiramente, o Teste de Dickey—Fuller Aumentado (ADF) foi aplicado. Esse teste tem
como objetivo verificar a presenga de uma raiz unitaria na sé€rie temporal, testando a hipotese
nula de ndo estacionariedade contra a hipdtese alternativa de estacionariedade (DICKEY;

FULLER, 1979). O teste possui as seguintes hipdteses:
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H,:Série ¢ ndo Estacionaria
H;:Série ¢ Estacionaria
Tabela 3 - Teste ADF

Parameter1 Parameter2 z df p

Dados_Isolamento_SP -3.57 7 0.036
Alternative hypothesis: stationary
Fonte: Elaboragdo propria utilizando o software RStudio.

A partir do teste aplicado, considerando um nivel de confianca de 95%, a hipotese nula de
raiz unitaria € rejeitada, onde portanto € razodvel assumir que a série trabalhada ¢

estacionaria.

Buscando maior precisao a respeito de tal resultado, um segundo teste foi aplicado. O Teste
de Kwiatkowski—Phillips—Schmidt—Shin(KPPS) (possui hipodteses diferentes do primeiro
aplicado, enquanto o teste ADF tinha a estacionariedade dos dados como hipotese alternativa,
o teste KPPS traz como hipdtese nula a série ser estacionaria em cima de uma tendéncia
estaciondria deterministica contra a hipétese de raiz unitaria (DICKEY; FULLER, 1979;
KWIATKOWSKI et al., 1992).

Ao contrario da maioria dos testes de raiz unitaria, a presen¢a de uma raiz unitaria nao ¢ a
hipdtese nula, mas a alternativa. Além disso, no teste KPSS, a auséncia de uma raiz unitaria
ndo ¢ uma prova de estacionariedade, mas, por defini¢do, de estacionariedade de tendéncia
(KWIATKOWSKI et al., 1992). Esta ¢ uma distin¢gdo importante, uma vez que € possivel
que uma série temporal seja ndo estacionaria, ndo tenha raiz unitaria e ainda seja estacionaria

em termos de tendéncia.

Tanto nos processos de raiz unitaria quanto nos de tendéncia estaciondria, a média pode
crescer ou diminuir ao longo do tempo. No entanto, na presenga de um choque, os processos
de tendéncia estacionaria revertem a média, ou seja, sdo transitorios e tendem a convergir

novamente para a média crescente, que nao foi afetada pelo choque. J& os processos de raiz
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unitaria possuem um impacto permanente sobre a média, indicando que a série ndo apresenta

convergéncia ao longo do tempo (HAMILTON, 1994; ENDERS, 2014).
Postulando as hipdteses, temos que:
H,:Série ¢ Estacionaria em Tendéncia

H,:Série ndo ¢ Estacionaria

Tabela 4 — Teste KPSS

Parameterl Parameter2 z df p

Dados Isolamento SP 237 6 0.010

Fonte: Elaboragdo propria utilizando o software RStudio.

Através da aplicagdo dos testes, os resultados obtidos foram parcialmente conflitantes.
Enquanto o Teste ADF indicou que a série trabalhada era estacionaria, o Teste KPSS rejeitou
a hipotese de tendéncia estaciondria, indicando uma série ndo estacionaria (DICKEY;

FULLER, 1979; KWIATKOWSKI et al., 1992).

Assim, para verificar se a série trabalhada ¢ estacionaria ou ndo, um método mais robusto foi
utilizado: a Decomposi¢do de Séries Temporais via STL. STL é um acrénimo para Seasonal
and Trend Decomposition Using Loess, um método que se baseia na decomposicao da série
em trés parcelas: tendéncia, sazonalidade e ruido. Loess, por sua vez, ¢ um método de

estimacao de relagdes ndo lineares (CLEVELAND et al., 1990).
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Grafico 10— Estimacdo por STL da variavel Isolamento Social
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Fonte: Elaboracao propria utilizando o software RStudio.

Via STL, podemos observar que a série apresentou mudanga em sua tendéncia apenas no seu
inicio, com uma rapida ascensdo, ¢ posteriormente manteve uma tendéncia com média
constante ao longo dos dias analisados. O método também apontou uma sazonalidade

semanal nos dados, conforme ja indicado na analise exploratoria (CLEVELAND et al.,

1990).

Assim, apesar da série ndo apresentar uma tendéncia marcante em datas mais recentes, ambas
as fungdes de autocorrelagdo (FAC e FACP) nao exibiram um decaimento exponencial
caracteristico de séries estaciondrias, indicando a necessidade de diferenciacdo (BOX;
JENKINS; REINSEL, 2015). Dessa forma, buscando contornar a possivel nao
estacionariedade da série trabalhada, o método de diferenciagdo de primeira ordem com lag
igual a 1 foi aplicado (HYNDMAN; ATHANASOPOULOS, 2018). Ap6s a aplicagao da

técnica, os dados apresentaram o seguinte comportamento:



Grafico 11 — M¢étodo de diferenciagdo
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Fonte: Elaboracao propria utilizando o software RStudio.
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A série diferenciada apresentou um comportamento desejado, onde € possivel ver um

decaimento exponencial na FACP e um truncamento de significancia no lag 2 na FAC,

indicando que um possivel modelo MA(2) apresentaria um bom desempenho (BOX;

JENKINS; REINSEL, 2015). Além disso, outra caracteristica marcante dos dados € o pico

de autocorrelacdo nos lags 7, 14, 21 e adiante, reforcando a presenca de uma forte

sazonalidade semanal (HYNDMAN; ATHANASOPOULOS, 2018).

Para concluir que a diferenciacao foi corretamente aplicada aos dados, os testes ADF e KPSS

foram novamente aplicados com uma significancia de 5% (DICKEY; FULLER, 1979;

KWIATKOWSKI et al., 1992).

O teste ADF obteve o seguinte resultado:
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Tabela S — ADF aplicado ap6s diferenciacdo

Parameterl Parameter2 z df p

Dados_Isolamento SP -9.13 7 0.010

Alternative hypothesis: stationary
Fonte: Elaboragao propria utilizando o software RStudio.

O teste teve um p-valor calculado igual a 0.01, sendo menor que a significancia definida de
0.05, assim a hipdtese nula de raiz unitaria € rejeitada, onde € razoavel supor a

estacionariedade da série.
Ja o teste KPSS obteve o seguinte resultado:

Tabela 6 — KPSS aplicado apos diferenciacao

Parameter1 Parameter2 z df p

Dados_Isolamento SP 0.08 6 0.100

Fonte: Elaboragdo propria utilizando o software RStudio.

O teste teve um p-valor calculado igual a 0.1, sendo maior que a significincia definida de

0.05, assim a hipotese nula da série ser estacionaria em tendéncia ndo ¢ rejeitada.

Portanto, dado a conclusdo de ambos os testes, é razoavel assumir a estacionariedade da série
diferenciada e, portanto, utilizaremos o parametro d = 1 de um modelo ARIMA, indicando

que uma diferenciagdo foi aplicada aos dados.

7 Modelagem

A partir das analises descritiva e exploratoria realizadas nos dados, foi observada uma forte
sazonalidade semanal, além da necessidade da aplicagdo de uma diferenciagao de primeira
ordem para tornar a série estacionaria. Modelos da familia SARIMA sdo amplamente
utilizados para lidar com esse tipo de comportamento, permitindo a modelagem da
dependéncia temporal e sazonal em séries temporais (BOX; JENKINS; REINSEL, 2015).
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Para a modelagem, foram utilizadas as bibliotecas:
o fable(modelo Sarima)
o tseries (testes de hipdteses)

o fabletools (graficos temporais)

Assim, o modelo base a ser utilizado deve comportar esses dois aspectos: sazonalidade e
diferenciagdo. Para isso, o modelo ARIMA sazonal, chamado de SARIMA, foi selecionado.
Tal modelo ¢ uma extensdo do ARIMA, incluindo uma parcela sazonal para lidar com
padrdes periodicos nos dados (BOX; JENKINS; REINSEL, 2015).

Assim como outros modelos de séries temporais, o SARIMA ¢ representado por seus
parametros, onde no caso do ARIMA, os pardmetros sdo: Autorregressivo (p), Diferenciagio
(d) e Médias Moveis (q), formando assim um modelo ARIMA(p,d,q) (HYNDMAN;
ATHANASOPOULOS, 2018). Esses parametros indicam a estrutura do modelo:

(1) Autorregressivo (AR): Representa a relacio linear entre uma observa¢do € um nimero

fixo de observagdes passadas, capturando a influéncia das proprias observacdes anteriores no

valor atual;

(i1) Integrado (I): Indica o numero de diferenciagdes necessarias para tornar a série

estacionaria;

(ii1) Médias Moveis (MA): Modela a relacdo entre o erro atual e os erros passados,
permitindo capturar padroes que nao foram explicados pela componente autorregressiva

(BROCKWELL; DAVIS, 2016).

Juntas, essas parcelas fornecem uma estrutura flexivel para modelar uma ampla gama de

séries temporais.

O modelo tem a seguinte estrutura basica:

Ve = P1Yi-1 + P2Ye—2t...+IpYip + 01801 + 028 5+...+0se_ 5 e
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onde y; ¢ o valor da série no tempo t, ¢ € o termo autorregressivo possuindo p elementos,
e; ¢ o residuo do modelo do tempo t e 8 € o termo de médias moveis possuindo g elementos

(BOX; JENKINS; REINSEL, 2015).

O modelo pode ser reescrito em forma de somatorio, facilitando sua escrita.

p q
Yt = Z bi Vi t Z Oier—i +e;
i=1 i=1

Jaum modelo SARIMA comporta a adi¢do de mais uma parcela autorregressiva e de médias
moveis, buscando modelar a parcela sazonal. A representagdo das ordens sazonais ¢é
acompanhada do modelo, onde ¢ escrito como SARIMA((p, d, q)(P, D, Q). onde (p, d, q)
representam a ordem néo sazonal € (P, D, Q) representam a ordem sazonal do modelo (BOX;

JENKINS; REINSEL, 2015). Ele pode ser escrito como:

p q P Q
Ve = Z biyi-i + Z 0e_i+ Z D Ye-m—(i-1) T Z 0; er—m-(i-1) + €
i=1 i=1 i=1 im1

onde @ ¢ o termo autorregressivo sazonal possuindo P elementos, @ ¢ o termo de médias
moveis sazonal possuindo Q elementos € m representa o indice de sazonalidade. Para uma
série diaria possuindo sazonalidade semanal, assim como os dados trabalhados nesse estudo,

deve-se utilizar o indice m = 7 (HYNDMAN; ATHANASOPOULOS, 2018).

Nesse contexto Hyndman e Khandakar (2008) sugerem uma maneira automatica de selecao

de ordens de parametros via critérios de informacao: AIC ou BIC.

Critérios de informagdo sdo ferramentas estatisticas usadas para comparar ¢ selecionar
modelos que melhor descrevem um conjunto de dados. Os critérios de Akaike (AIC) e
Bayesiano (BIC) sao amplamente utilizados na selecdo de modelos estatisticos, permitindo
avaliar a qualidade relativa dos modelos ajustados e balancear a complexidade e o ajuste aos

dados (AKAIKE, 1974; SCHWARZ, 1978).

Tanto o AIC quanto o BIC sdao usados para comparar diferentes modelos ajustados aos

mesmos dados. O modelo com o menor valor de AIC ou BIC é considerado o melhor. Ambos
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os critérios penalizam a inclusdo de mais parametros. O BIC tem uma penalizagdo maior que

o AIC quando o niimero de observagdes ¢ grande.

Para defini¢do das ordens, tal método foi utilizado. 2 modelos iniciais foram construidos, um
para cada métrica de critério de informagao, onde o método Stepwise foi utilizado para
selecdo dos pardmetros (p,d,q) e (P,D,Q). O método stepwise é uma abordagem
sistemadtica para a selecdo de ordens de parametros em modelos de séries temporais, como 0s
modelos SARIMA. Este método envolve a adi¢do e remogao iterativa de parametros do
modelo com base nos critérios de informagao, com o objetivo de identificar o modelo que
melhor descreve os dados com a menor complexidade possivel. (HYNDMAN;

KHANDAKAR, 2008).

O modelo que minimizou o AIC via método stepwise foi um SARIMA(1, 0, 1)(0, 1, 1)7.Ja
o modelo que minimizou o BIC via método stepwise foi um SARIMA (1, 0, 1)(0, 1, 1)7, ou
seja, 0 mesmo modelo minimizou o AIC e BIC. Um ponto interessante ¢ que o algoritmo
utilizado ndo aplicou uma diferenciag¢do aos dados, onde tivemos o parametro d = 0. Foi visto
via analise exploratoria que a aplicacdo de uma diferenciacdo seria bem-vinda aos dados,
tornando-os estacionarios (BOX; JENKINS; REINSEL, 2015), e assim um terceiro modelo
foi construido, sendo um SARIMA (1, 1, 1) (0, 1, 1)7.

O modelo estimado teve um AIC e um BIC menor que os modelos construidos via stepwise
(HYNDMAN; KHANDAKAR, 2008). Tal descoberta indica que o algoritmo em si nao
selecionou o melhor modelo, mas apenas indicou uma direcao de onde este deve estar. Assim,
diversos outros modelos proximos a um SARIMA (1, 1, 1)(0, 1, 1)7 foram construidos e

analisados, buscando aquele que apresentasse o menor valor de AIC e BIC, sendo eles:
e SARIMA (2,1, 1)(0, 1, 1)7
e SARIMA (1, 1, 1)(1, 1, 1)7
e SARIMA (2,1, 1)(2, 1, 1)7

Dado os valores de AIC e BIC calculados para cada modelos, vemos que aquela a melhor

minimizar tais métrica foi o SARIMA(2, 1, 1)(0, 1, 1)7.
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8 Analise de Residuos

Apesar do modelo SARIMA (2,1,1)(0,1,1) ter sido aquele a apresentar melhores valores de
critério de informacao, isso ndo garante que seja o melhor modelo se ele violar as suposi¢des
basicas de um modelo SARIMA. Como destacado na literatura, além de minimizar critérios
como AIC e BIC, ¢ essencial que o modelo respeite as suposi¢des fundamentais para que
suas previsdes sejam confidveis (BURNHAM; ANDERSON, 2002). Essas suposi¢des

incluem:
. Os residuos devem ser normalmente distribuidos;

. Os residuos devem ser nao correlacionados (BOX; JENKINS; REINSEL, 2015;
HYNDMAN; ATHANASOPOULOS, 2018).

Grafico 12 - Residuos do Modelo
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Fonte: Elaboragdo propria utilizando o software RStudio.

Analisando o grafico de autocorrelagdo dos residuos, ¢ possivel ver que esse ndo possui

muitos lags significativos, indicando que os residuos sdo nao correlacionados. Para testar tal
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hipdtese, o teste de Ljung-Box foi aplicado (BOX; JENKINS; REINSEL, 2015), possuindo

a seguintes hipoteses:
Hy:Residuos sdo nao-correlacionados
H;:Residuos sdo correlacionados

Tabela 7 - Aplicacao do Teste Ljung-Box

Parameter] Parameter2 z df p

Residuos 11.31 10 0.334

Fonte: Elaboracdo propria utilizando o software RStudio.

A partir do teste aplicado, considerando um nivel de confianca de 95%, a hipotese nula ndo
foi rejeitada, sendo razoavel assumir que os residuos sao ndo correlacionados (LJUNG; BOX,
1978). Ja para a distribuig¢@o, o histograma mostra claramente um comportamento préximo a
uma distribui¢do Normal, sem evidéncias de assimetria ou curtose que fujam da normalidade

(SHAPIRO; WILK, 1965).

Portanto, o modelo construido, SARIMA(2,1,1)(0,1,1), , é valido, pois esse ndo quebrou
nenhuma suposicdo do modelo SARIMA, como estacionariedade, auséncia de
autocorrelacdo nos residuos e normalidade (BOX; JENKINS; REINSEL, 2015;
HYNDMAN; ATHANASOPOULOS, 2018).

9 Analise do Modelo Final e Conclusao

O modelo final selecionado foi um SARIMA(2,1,1)(0,1,1),, possuindo as seguintes

estimativas autorregressivas e de médias moveis:

Tabela 8 — Coeficientes Estimados

term estimate std.error statistic  p.value

arl 0.09 0.10 0.87 0.38



term estimate std.error statistic  p.value
ar2 0.06 0.06 0.92 0.36
mal -0.59 0.09 -6.70 0.00
smal -0.91 0.03 -27.45 0.00

Fonte: Elaboracdo propria utilizando o software RStudio.
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Analisando os coeficientes estimados, vemos que os dois termos autorregressivos ndo foram

significativos, enquanto os termos de média modvel sazonal e ndo sazonal foram. Isso ¢

consistente com a literatura, que destaca a importancia da escolha criteriosa de termos

significativos para evitar modelos superparametrizados e pouco interpretaveis (BOX;

JENKINS; REINSEL, 2015).

O modelo final possui a seguinte equacao:

yt = 0 Ogyt—l + 0 06yt—2 - O 598t_1 - 0 918,_»_7 + et

Apesar dos termos autorregressivos ndo terem se mostrado significativos, podemos

interpreta-los da mesma maneira que os termos significativos de média mével (HYNDMAN;

ATHANASOPOULOS, 2018).

Dependéncia Autorregressiva: O valor atual y, ¢ influenciado em 9% pelo valor da série

no periodo imediatamente anterior y,_; € 6% pelo valor da série dois periodos atras y;_,.

Isso sugere que os valores recentes da série temporal t€ém um impacto positivo em nivel

moderado sobre o valor atual.

Dependéncia de Média Mével: O valor atual y, ¢ influenciado negativamente em 59% pelo

erro no periodo imediatamente anterior e;_; € em 91% pelo erro sete periodos atras e;_;. O

impacto negativo significativo do erro passado sugere que os desvios anteriores tém um efeito

corretivo forte sobre o valor atual.
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Portanto, este modelo SARIMA sugere que a série temporal tem uma componente
autorregressiva de baixa ordem, uma componente de média mével que inclui tanto um termo

de curto prazo quanto um termo sazonal semanal, e um componente de erro aleatorio.

Esses numeros nos contam como o modelo estd estruturado. Notamos que os termos
autorregressivos AR(1) e AR(2) acabaram nao sendo estatisticamente diferentes de zero , o
que implica que, do ponto de vista do modelo, incluir até o segundo dia passado ndo trouxe
muita melhora no ajuste comparado a ndo os incluir. J& os termos de média movel,
especialmente o sazonal, foram cruciais para o ajuste. Isso faz sentido, pois a série tem muita
aleatoriedade diaria que ¢ melhor captada como “choques” (termos MA) do que como
persisténcia deterministica (AR), e principalmente tem aquele comportamento semanal que

¢ captado pelo erro de 7 dias atras (LJUNG; BOX, 1978).
O modelo teve o seguinte desempenho nos dados observados:

Graficos 13 e 14 — Grafico Ajustado Modelo SARIMA
Ajuste Modelo SARIMA

0.60

0.55

=
in
=

=
e
[y}

Isolarmento Social

0.40 (LR S R

0.35 M

2020-07 2021-01 2021-07 2022-01
date
Series — Dados — Valor Ajustado

Fonte: Elaboragao propria utilizando o software RStudio.
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Ajuste Modelo SARIMA

Cadaos
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0.55
0.50
© 0.45
S 0.40
W35
=
S Valor Ajustado
£ 0.60
L
% 0.55
— 045
0.45
0.40
0.35
2020-07 2021-01 2021-07 2022-01
date
Series — Dados — Valor Ajustado

Fonte: Elaboracdo propria utilizando o software RStudio.

Analisando os graficos, vemos que o modelo apresentou 6timo ajuste aos dados, captando a
tendéncia de crescimento no comego de 2020 ¢ a sazonalidade semanal dos dados. Assim, o
modelo construido ¢ valido e teve bom ajuste aos dados. Todos os pressupostos de um
modelo SARIMA foram atendidos: estacionariedade (apds as diferenciacoes), residuos
independentes e aproximadamente normais, € parametros estatisticamente significativos nos
componentes essenciais (BOX; JENKINS; REINSEL, 2015). Dessa forma, do ponto de vista
de diagnostico pds-ajuste, ndo hd indicacdes de que devéssemos tentar um modelo mais
complexo ou diferente — o SARIMA selecionado cumpre bem o papel de explicar a série
(HYNDMAN; ATHANASOPOULOS, 2018). Este conjunto de verificagdes da respaldo para
utilizarmos o modelo tanto para compreender a série historicamente (nosso foco aqui) quanto,
futuramente, para possiveis previsdes, sabendo que ele se baseia em premissas satisfeitas

pelos dados.
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