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RESUMO

Em muitos problemas é necessaria a descricdo afuaitdos dados (por exemplo,
usando variaveis tais como sexo ou idade de umemig}i Para uso em redes neurais
artificiais, contudo, estas variaveis tém que swodificadas quantitativamente. Neste
trabalho, foram feitas simulagBes com seis técrileasante conhecidas de recodificagdo de
variaveis qualitativas: Dummy 1-de-c, Dummy 1-detjc Termdémetro, Numérica, Gray e
Binaria. O desempenho das seis técnicas foi compa@m o desempenho obtido utilizando-
se os fatores de Andlise de Correspondéncia (AC)naés das varidveis qualitativas
originais. O uso destes fatores de AC como formaatificar varidveis de entrada de uma
rede neural ainda nao foi relatado na literatusasinulacdes forem feitas com trés bases de
dados. Duas delas envolvem problemas de classificdge padrdes em duas classes (o
desempenho foi medido por meio da proporcéo desititas;Oes corretas); a terceira base
envolve um problema de aproximacao de func¢des $ermdpenho foi medido por meio dos
erros MAPE e MSE). Nas bases de dados Segurossi@onos resultados obtidos para AC
sao equivalentes aos das demais técnicas aplieatabase Corneas, nao foi satisfatorio, ndo

demonstrando, assim, vantagens sobre as demaisaecn

Palavras-chave: Redes neurais artificiais. Andlise de Correspoodén Variaveis

gualitativas.



ABSTRACT

In many problems, a qualitative description of tla¢a is needed (using for example
variables such as age or sex of a patient). Foonsetificial neural networks, however, these
variables must be recoded quantitatively. In thisly, simulations were made with six well-
known techniques for recoding qualitative variablBsimmy 1-of-c, Dummy 1-of-(c-1),
Thermometer, Numerical, Gray, and Binary. The pemBnce of these techniques was
compared to the performance obtained using theraaf Correspondence Analysis (CA)
instead of the original qualitative variables. Tuse of these factors as inputs to the neural
network has not been reported in the literatureaufitions were made with three dataset.
Two of them involve classification problems, witha classes (performance was measured by
the percentage of correct classifications); thedthliataset involves a problem of function
approximation (performance was measured by MAPEMS#&). For two of the datasets, the
results for CA are equivalent to those of the ottemhniques applied; for the third, the

performance was not satisfactory, do not showingamvantages over other techniques.

Keywords: Artificial neural networks. Correspondence AnadysiQualitative variables.
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1 Introducéo

Diversos métodos cientificos utilizam informacddsiadas de dados quantitativos,
como é o caso das Redes Neurais Artificiais (RNAS). muitas situacdes, porém, se faz
necesséria a utilizacdo de variaveis qualitatieaa p definicdo dos dados; um exemplo disso
seria uma pesquisa de indicadores socio-econfricn® campo “classe social” que poderia
ser preenchido por A, B, C, D ou E (Coutto Fitaal, 2007). A entrada de uma RNA nao
conseguiria interpretar dados deste tipo, e é, aptwt necessario encontrar outra
representacdo para essas variaveis. Em diversas dceconhecimento, commuarketing
engenharia, ciéncias sociais, entre outras, foranadas diferentes técnicas de
recodificacdo dessas variaveis, cada uma das quadas para atender as necessidades que
apareciam nas interpretacdes de dados em seusmpasbkespecificos. Algumas das formas
mais difundidas de codificacdes desenvolvidas pasas areas forardummy termémetro,
numerica,Gray e binaria. Mais recentemente, tem sido desenwluitia técnica chamada
Andlise de Correspondénci@AC), a qual consegue representar uma matriz diosda
gualitativos por meio de vetores de fatores quatntds de menor dimensionalidade. Um dos
criadores desta técnica, Greenacre, sugere que faitees podem ser usados como entrada
em algoritmos que empregam variaveis quantitati@siso de fatores coordenados também
provém uma chave para a aplicacdo de metodologisigrsadas por preditores numeéricos,
tais como uma maquina de vetor suporte ou uma nedeal, para dados categoricos”
(Greenacreet al, 2006).

Este trabalho visa avaliar o desempenho preditvonddelos que utilizam diferentes
técnicas de codificacdo numérica das variaveisitgtiahs, e compara-lo com modelos que
usam os fatores obtidos por AC para a avaliacatec#ca como forma de codificacdo de
varidveis qualitativas. O desenvolvimento desteallzo ocorreu através de testes e avaliagdo
de desempenho, de cada codificacdo, em problemaas$ificacio de trés bases de dados de
origens distintas. Duas destas bases de dadosrektéionadas a problemas de classificacéo,
e o desempenho foi medido em termos da porcentafgeracertos; a terceira base esta
relacionada a um problema de aproximacao de funedeslesempenho foi medido pelo erro
médio quadratico (MSE) e pelo erro percentual atbsoghédio (MAPE).



2 Breve Introducao Sobre Redes Neurais Artificiais

2.1 Modelo basico de RNA com arquitetura em camadasiptad

Apresentamos nesta secao uma breve introdugao asiiR&lAs, baseada em Braga
et al (2000). As RNAs sdo modelos cuja estrutura pracypelo menos, inicialmente)
representar a organizacao de um cérebro humanwvatitss tipos de RNAs, mas todos eles
compdem-se de unidades de processamento simplesnddas dexeurbniod, organizadas
em camadas e interligadas por conexdes geralmestiadas a pesos que possuem a
finalidade de ponderar cada variavel de entrada.

A Figura 2-1 mostra um modelo de neurénio artifiofes variaveis de entrada;(a
X4, NO exemplo) sdo combinadas linearmente, por mefopesos we uma constanté é
adicionada. O resultado desta combina¢éo € usado amggumento de uma funcdo, chamada
defuncgao de ativacgajue pode ser linear ou nao.

Figura 2-1 — Modelo do neurbnio artificial.

O primeiro modelo de neurénio artificial foi desetwdo por Warren McCulloch e
Walter Pitts e publicado em 1943, num trabalho djgeute redes légicas de n6s (MCP). Em
1949, Donald Hebb desenvolve Regra de Hebbque explica o aprendizado em nés
biologicos com base no esforco das ligacdes soaptentre nos excitados. Alguns anos
depois, Widrow e Hoff desenvolvemRegra Deltae em 1958, Frank Rosenblatt apresenta o
modelo ddPerceptron onde os neurbnios se encontravam organizadosreminica camada,
conectados diretamente aos nés de entrada e aasdade(Figura 2-2).
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Figura 2-2 — Modelo do Perceptron.

O Perceptronde camada Unica desenvolvido por Rosenblatt seliena resolucao
de problemas lineares de classificacdo. O peraetaofigura acima, por exemplo, poderia
ser usado para separar linearmente os padroesrddaam 3 classes. Observou-se entdo que
um Perceptroncom multicamadas resolveria com eficiéncia problemais complexos, ndo-
lineares (Gomes, 2006). A Figura 2-3 mostra um @teme ummultilayer percetronMLP)

com duas camadas.

Figura 2-3 Multilayer Percetroncom duas camadas.

O MLP € baseado no arranjo dos neurbnios em canedasretropropagacao do
sinal de entrada. Este tipo de arquitetura é ¢le@so comadfeed-forward pois a propagacao
de sinal ocorre apenas no sentido positivo, oy aegaida da camada anterior € a entrada da

camada seguinte. Neste tipo de arquitetura, asdasmatermediarias entre a entrada e a



saida sdo denominadas ocultas, sendo todas id€ntitas as outras. Este tipo de arquitetura

foi utilizado em todas as simulac¢des que fizemaseneabalho.
Funcdes de ativacdo sigmoidais podem ser usadagnodnios da camada de saida,

em problemas de reconhecimento de padrbes (ondé&la da rede € geralmente binaria).
Funcbes lineares sdo geralmente utilizadas em ematd de aproximagdo de funcgdes

(Demuth, 2008; Cerqueira et al, 2001).

l_e—net 1
- - f(net)=————— 2-2
f (net) o (2-1) (net) Lo (2-2)
f(net)=a(ne)+b abOR; (2-3)

Figura 2-4 - Func8es de ativacao tangente hipeddbgaritmica e linear.



2.2 Treinamento das RNAs

As RNA do tipoperceptrontém, inicialmente, uma fase de aprendizado, ensgae
apresentados exemplos a rede e séo retiradasaasecisticas que serdo utilizadas na fase de
geracdo de resultados, para a estimacdo dos pevénuzt rede (0os pesos que ligam os
neurbnios entre si e as variaveis de entrada). fisuttiade, contudo, foi a falta de um
algoritmo de treinamento, que permitisse esta eséim (em termos estatisticos, da falta de
um método para estimar os parametros da rede)stDdos de RNAs ficam adormecidos
durante alguns anos devido a publicacbes pessgmstae 0 assunto. Em 1982, porém, John
Hopfield publica um artigo que mostra a relacaaeeststemas fisicos e redes recorrentes
auto-associativas, o que contribui para a retondadaestudos na area (Bragjaal, 2000).
Anos depois, desenvolve-se o algoritmo de treinaorsack-propagatior(Bragaet al, 2000)

e a partir dai € crescente o interesse por pesquésarea de redes neurais artificiais.

Atualmente, porém, o algoritmo mais utilizado emdes feedforward
backpropagation € o de Levenberg-Marquardt (LM), por sua rapidegte método foi
desenvolvido para que se pudesse solucionar, atdwénétodo dos minimos quadrados,
problemas de minimo de funcbes nado-lineares. Adtlifm@a entre o LM e backpropagation
tradicional é que no primeiro a aceleracédo do @areento se d& pela resolugédo das derivadas
segundas do erro quadréatico em relacdo ao pesoamiogque o segundo considera as de
primeira ordem (Barbosat al.,2005; Winandyet al., 2007).

Levenberg enunciou a regra de atualizacdo dos pests em (2-4), que considera
ao mesmo tempo os métodos @mdiente Descendent o deGauss-NewtorfWinandyet
al.,2007).

Wy =W, —[H +A1]™ 0O (W) (2-4)

Onde: | é a matriz identidade, H é a matriz Hess@ai é a constante do método de
LM.

O métodoGradiente Descendentem como objetivo o valor do ponto de minimo da
funcdo-objetivo. O método busca a direcdo opostagyrddiente, pois este aponta para a

direcéo de maior crescimento da funcdo. O Gausgdvegonverge mais rapidamente que o



método anterior e atua na minimizacdo da funcéetivbj através de aproximacdes
quadraticas feitas por expansao em série de T@ytorcalves, 2011).

A constante A, também conhecida comfator de ajusteda funcéo, determina,
através de seu valor, qual método ira predominara R de valores grandes, teremos o
Gradiente Descendente como o0 mais predominante Igaritmo LM, e para valores
pequenos, o Gauss-Newton. Essa constante é calatrplelo algoritmo: primeiramente
atribui-se um valor arbitrario &, entdo o erro atual é calculado e atualizado esgpaim
novo erro é calculado e se este aumentatambém aumenta e o erro volta ao valor anterior
a atualizacdo; caso contrarib diminui e a atualizacdo do erro permanece (Winaid,
2007).

Ha algumas dificuldades no algoritmo LM e a priatiplelas ocorre quandd
apresenta valor muito alto, levando ao calculo @askhna ser desprezado pelo algoritmo.
Devido a esta questdo, Marquardt apresentou math@o algoritmo fazendo com que a
parcela do Gradiente Descendente presente no nEsmmerasse as atualizacdes dos pesos
ainda que o gradiente fosse pequeno. A partirsdafle uma nova regra de atualizacdo dos
pesos do algoritmo LM, vista em (2-5) (Winaretyal, 2007).

W)= W, = [H + Celiag H1] ™ Cf (W) (2-5)

A matriz Hessiana H do método de Gauss-Newto®),(& determinada através da
matriz Jacobiana que contém em suas posicoes iaad#er primeiras dos pesos em funcgao

dos pesos sinapticos, que pode ser vista em Rarb@seet al, 2005).

H =2 EW) (2-6)
OW?
_de(w)
I oW &)

Onde e(W) é dado por (2-8):

W)= (¥ - V) 28
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Este método é o mais rapido para a utilizacdo emsreeurais com volume médio
de pardmetros. Apresenta convergéncia com menoenaide iteracdes, apesar do grande

numero de calculos realizados (Barbesal, 2005).

2.3 Principais aplicacbes das RNAs

Duas das principais aplicacdes das RNAs, que irexplorar neste trabalho, sdo em
problemas de reconhecimento de padrbes e de waséid, onde as redes se mostram
ferramentas extremamente flexiveis, uma vez quensgtodos multivariados, nao-lineares,
nao-paramétricos e orientados a dados. A previsdia gados quantitativos se baseia na
retirada de dados de observacfes passadas, sulgendee sua posterior extrapolacao para

o futuro (Hippert, 2001).
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3 Materiais e métodos

3.1 Programas e computadores

Neste trabalho foi utilizado softwvareMATLAB® ( Matrix Laboratory- Licenga n°
334543) e um computador HP modelo G42-240BR coneggsador Intel® core TM i3-
350M, 2GB RAM e de sistema operacioWdhdow® 7 Home Basic

O MATLAB é um software para desenvolvimento de algoritmos e computacao
numérica. E usado em diversas aplicacoes, tais guouessamento de imagem e de sinal e
analise e modelagem financeira. Possui interfaoe a®linguagens C, C++ e Fortran. Para a
resolucdo de nossos problemas utilizambkearal Network Toolbd®, biblioteca especifica
gue nos permite desenvolver, implementar, visualezasimular as redes. Esta biblioteca

possui suporte para redeedforward redes de base radial, entre outMathworks n.d.).

3.2 Bancos de dados

3.2.1 Banco de Dados I: Cérneas

Este banco de dados faz parte do projeto de pestitiisito da Idade do Doador na
Utilizacdo do Tecido Corneano” do Hospital Regiomal Jodo Penido realizada pelo
pesquisador Rafael Vidal Mérula em conjunto com mf.PRonaldo Rocha Bastos
(Departamento de Estatistica/lUFJF), o qual gentittmenos cedeu os dados para este
trabalho. Estes dados foram obtidos a partir dao8ale Olhos do Hospital Regional Dr. Jo&o
Penido que possui informacdes de prontuarios ddadea que deram a autorizacdo para a
doacgéao em vida.

A base de dados possui 264 casos, cada um refaedentm possivel doador. Esta
foi obtida a partir de uma base inicial com 622hdis, representando uma cérnea cada,
refinada de acordo com a qualidade da cérnea at&éejchegasse a um banco com possiveis
doadores. Com o refinamento chegou-se a oito \&sawade; local da coleta; sexo do
doador; tempo do o6bito & enucleagdo, em horas;demapenucleacdo a preservacdo, em

horas; tempo do 6bito a preservacdo, em horasgadal da cérnea e causa do oObito.
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Apenas as variaveis “local da coleta”, “sexo dodiog “qualidade da cdérnea” e
“causa do 0Obito” sdo originalmente qualitativas. d&nais varidveis passaram por processo
de categorizacdo seguindo diferentes critériosiiGy2011). A descricdo das variaveis pode

ser vista na Tabela 3-1.

Tabela 3-1 — Descrigédo do banco de dados Corngasi¢C2011).

Descricdo Categorias
Até 40 anos
41 - 50 anos
Idade 51 — 60 anos
61 — 70 anos
Mais de 70 anos
Local da Juiz de Fora
Coleta Zona da Mata
Sexo do doador Femlnlno
Masculino
e s ~ | Até 6h
Tempo do 6bito a enucleacéo Mais de 6h
Até 3,79h

. 3,80h a 6,50h
Tempo da enucleacéo a preservajggfg 6,51h a 10,54h

Mais de 10,54h

Até 7,25h

De 7,26h a 10,25h

De 10,26h a 15h

Mais de 15h

Aceitavel

Inaceitavel

Doencas do aparelho circulatorio
Doengas do aparelho respiratorio
Causa do 6bito Neoplasias

Causas externas de morbidade e mortalidade
Outras

Tempo do 6bito a preservagéo

Qualidade da cornea
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3.2.2 Banco de Dados II: Seguros

O segundo banco de dados corresponde a um estudsaeetirado da literatura de
(Greenacre & Blasius, 2006). O estudo consistebdareacédo de 1106 donos de automéveis
da Bélgica que fizeram seguros no ano de 1992.

Os donos dos automoveis foram classificados emgilopos:

* “bons” — aqueles que ndo usaram o segure BH6);

*  “maus” — aqueles que usaram 0 seguro uma ou mzes \(a = 550);

Foram usadas nove categorias de previsao, listagdsabela 3-2.As variaveis
Bonus e Malus séo, respectivamente, a diminuicdo e o incremdot@rémio a ser pago

conforme o numero de sinistros do segurado (Lam2H).

Tabela 3-2 - Descricdo do banco de dados Seguresii@cre & Blasius, 2006).

Descricao Categorias
Profissional
Privado
Masculino

Tipo de segurado Feminino
Empresa
Francés

Flamengo
1890 — 1949
Epoca de nascimento 1950 — 1973
Desconhecido

Tipo de usuario

Lingua

- Bruxelas
Regiao Outra
, p B-M+
Nivel deBoénus-Malus B-M (-1)
o . 10 - 39
Poténcia [cv] 40 — 349
Ano de assinatura do < 86
seguro Outros
1933 — 1989

Ano do veiculo 1990 - 1991
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3.2.3 Banco de Dados Il — Consumo

Este banco de dados se refere a uma pesquisa dotérepnto de Estatistica da
UFJF em 2004-2005 realizada em 577 residénciagylhesas por amostragem, para
responderem a um questionario de 72 perguntasenéésr as caracteristicas da residéncia,
sécio-econdbmicas, de consumo elétrico e de atitutkesracionamento energético dos
moradores. Apdés a conclusdo do levantamento dossd&m realizado o registro das
coordenadas (em metros) das residéncias partiepate pesquisa através do instrumento
GPS (Global Positioning Systeime os dados obtidos foram incorporados a pesquisa

Neste trabalho foram selecionadas apenas algum@seia desta pesquisa para a
manipulacéo dos dados, vistasTabela 3-3, as quais sao codificadas em difere¢ipies para
posterior anélise de desempenho das codificacddglmpelo erro médio quadréatico (MSE -
mean square errgrou erro percentual absoluto médio (MAPEean absolute percentage

error). Para a analise foram utilizados 444 casos.

Tabela 3-3 — Descri¢éo do banco de dados Consumo.

Variavel Descri¢cao
Grau de instrucdo do chefe da familia:
1° grau Ensino fundamental completo ou n&o
2° grau Ensino médio completo
3° grau Ensino superior completo ou em curso
Empregada Possui empregada doméstica?
Carro_d Possui carro?
Carros Quantidade de carros no domicilio
Tipo de residéncia Tipo de residéncia (casa/apartamento)
Area Area da residéncia [m]
Comodos Quantidade de comodos
Banheiro Numero de banheiros
Residentes Quantidade de residentes
Reldgio O medidor de energia atende mais de umabofi
Coord_n Coordenada norte [m]
Coord_e Coordenada leste [m]
Consumo Consumo [kWh]
Padréo de abastecimento:
Monofasico Monofasico
Bifasico Bifasico
Trifésico Trif4sico

Observacéao: A variavel “Carros” foi utilizada sorteena codificacdo AC.
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3.3 Redes Neurais Artificiais

Nesta se¢do apresentaremos as principais carticeeyidas RNAs utilizadas neste

trabalho como o modelo, o algoritmo de treinamemiarjtério de parada, entre outros.

3.3.1 Arquitetura: Multilayer Perceptron

Todas as redes usadas neste trabalho foram dbltliPpa maioria delas com apenas
uma camada oculta. Fizemos alguns experimentogedes contendo duas camadas ocultas,
cujos resultados estdo mostrados na secdo 4.k4t@s redes, contudo, ndo mostraram
nenhuma vantagem em relacdo a de apenas uma camada.

O MLP permite que modelos sejam desenvolvidoszatililo diversas funcbes de
ativacao diferentes (Bragd al, 2000). As funcdes utilizadas neste trabalho foassigmoide
tangente hiperbdlica, que possui saida variande efite 1; a sigmoide logaritmica, com
saida entre 0 e 1; e a linear, que possui valosafida igual ao de entrada (Cazes, 2005;
Sampaio, 2009). O numero de neurbnios de cadaf@edeterminado por meio de validacao

cruzada (ver secéo 3.3.2).

3.3.2 Treinamento

O treinamento foi feito padpatches(ou ciclo), em que atualizacdo dos pesos ocorre
somente apods todos os padrbes de entrada terenamideentados. Apesar de considerada
estavel, a técnica pode se mostrar lenta para ajrdo de dados redundantes (NCE-UFRJ,
n.d.).

O critério de parada utilizado neste trabalho foivalidagcdo Cruzadacfoss
validation) - técnica estatistica indicada para se ewtaartraining e generalizar uma rede,
com grande quantidade de dados, durante o treinar(t®iiva, 2005).

Para a aplicacdo desta técnica, os dados devedivigBdos aleatoriamente em dois
conjuntos:treino e teste O conjunto de treino é também dividido em doibcemjuntos

disjuntos: estimacaoe validacda O primeiro é usado para a estimacdo dos parésnetro
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(treinamento) do modelo e o segundo para a valkiddgdmesmo. O objetivo da técnica é
validar o modelo com um grupo de dados diferentpuele utilizado para a estimagao dos
resultados, a fim de tentar evitarogerffiting - ajuste excessivo do modelo aos dados de
treino, 0 que geralmente leva a um mal resultaddifivo (Haykin, 2001).

O numero de neurdnios das redes também foi detadmipor validacdo cruzada, da
seguinte forma: os dados disponiveis foram separaaiotrés partes, uma para treino da rede
(60% dos dados), outra para validacao (20% dossjladmutra para teste (20%). Simulamos
uma rede de cinco neurénios 100 vezes, a partiakdees iniciais aleatérios, usando os dados
0 conjunto de treino, até que os algoritmos conssegn; depois, verificamos os erros obtidos
por estas redes nos dados de validagdo. A seguierdamos o numero de neurdnios para 10,
fazemos novamente 100 simulacdes, e verificamasros nos dados de validacdo; e assim
sucessivamente, acrescentando a cada vez mais mawonios a rede, até obtermos o
namero de neurdnios da camada oculta que nos dawellwor desempenho da rede na
amostra de validacao, para os dados de entrada pexedimento foi realizado para cada
uma das diferentes codificacGes de variaveis.dmos as simulacfes a partir de 5 neurdnios,
aumentando sempre 5 neurdnios a cada nova simulaga&ale.

Escolhido a melhor rede (em termos do nimero debnis) para cada conjunto de
entradas, realizamos novas simulagdes com estaaedaliamos seu erro nos dados de teste,
a fim de verificar qual forma de codificacdo dasiaxeis de entrada conseguiria melhor

desempenho (menor erro).

3.3.3 Selecdo de variaveis de entrada

Para selecionar as variaveis de entrada de cadafiseinos testes usando a técnica
de backward eliminationEsta técnica procura simplificar a arquiteturaudea rede através
da eliminacdo das variaveis de entrada que se an@sir menos relevantes em testes
empiricos. Inicialmente eliminamos uma variavelenamos a rede sem ela; em seguida,
outra variavel é retirada e a rede novamente @alllei e assim sucessivamente até que nao
haja mais possibilidades de eliminacdo. Os desemmgerdestas diversas redes sao
comparados. Aquela variavel cuja eliminagcdo meniesoa o desempenho da rede é
considerada a menos relevante, e eliminada. A iseguiocesso € repetido com as variaveis

restantes, eliminando-se uma a uma e comparandesafiados, até que ndo haja mais
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varidvel a ser eliminada (Larsen, 2008; Steinm2@9). Neste trabalho esta técnica foi

aplicada, porém néo obtivemos sucesso, pois oka#ss mostraram que praticamente todas
as variaveis eram significativas. Isto ja era emepasperado, uma vez que os bancos de
dados que utilizamos ja tinham sido usados anteslieensos estudos de modelagem, e as

variaveis que continham ja tinham sido passadas grur diversos testes.

3.4 Formas de codificacéo de variaveis de entrada

Utilizamos seis diferentes formas de codificacdmérnica de varidveis qualitativas
nos dados dos problemas propostos, as quaisB#nmy Termbémetro, Gray, Binario,
Numeérico e Andlise de Correspondéncia. A seguitadisremos sobre o conceito de cada

uma das codificac¢des utilizadas neste trabalho.

3.4.1 Codificagdo Dummy

A codificacdo por meio ddummiest uma das formas de usar variaveis qualitativas
(também chamadas categoricas) em estimacéo de asotleh exemplo de seu uso seria em
regressao linear (UCLA, n.d.). Varidveismmyindicam presenc¢a ou auséncia de atributo; na
codificagdo endummies as varidveis originais sdo transformadas emicaaig assumindo
valores de 0 ou 1, onde zero indica auséncia deutire um, sua presenca. Podem ser
utilizadas em modelos simples, em que a variavebrigem a apenas um@aummy ou
complexos, no qual a varidvel qualitativa origina wetor com duas ou maummies
(Missio & Jacobi, 2007). Para codificagbes com naesduas categorias € recomendado
utilizar sempre uma variavel a menos; isto €, gariével qualitativa pode assun@rvalores,
devera ser representada por um vetorGdel dummies. Em regressao linear, violar esta
recomendacdo faz com que o algoritmo de minimosirgdas ndo funcione, devido a
multicolinearidade entre akimmiegBaker, 2006).

A Tabela 3-4 ilustra, como exemplo, a codificagmnmypara a variavel “Faixa

Etaria” do banco de dad&®rneas
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Tabela 3-4 - CodificagaDummydas variaveis categoricas.

Faixa Etéaria (anos)odificacao

Até 40 10000
41-50 01000
51-60 00100
61-70 00010
70 ou mais 00001

3.4.2 Codificagdo Termometro

A codificacdoTermdmetra@ aquela em que uma variavel quantitativa é toamstda
proporcionalmente ao seu valor em uma sequénciaastanpor zeros e uns. As unidades séo
ordenadas sequencialmente de acordo com o vafpnalrido dado, tendo a cada acréscimo
em seu valor a adicdo de uma unidade na sequ&gcacodificacao for utilizada na variavel
de saida em problemas de aproximacdo de funclemgaand sera atribuido um valor de
thresholddiferente e a saida sera 1 se o valotadiget for maior que sethreshold(Jeon &
Choi, 1999; Baeseret al, 2003). Possui ampla utilizacdo na area de regl@sis.

Na Tabela 3-5 € apresentado um exemplo de codifichgermdémetro para a mesma

variavel do exemplo da codificagBummy

Tabela 3-5 - Codificacdo Termdémetro.

Faixa Etéaria (anos)Codificacao

Até 40 10000
41-50 11000
51-60 11100
61-70 11110

70 ou mais 11111
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3.4.3 Codificacdo Binéria

O sistema de numeragdo binario € considerado ensstmais importante em
sistemas digitais, utilizando exclusivamente ostasgl (um) e O (zero) para representar
qualquer nimero. E uma representacéo posiciona,gaola digito binariobft) possui um
peso, de acordo com a posicao relativa ao bit meigagicativo (LSB -least significant bit
€ expresso por uma poténcia de dois.

Muitas vezes, se faz necessaria a conversao daodpaia o sistema decimal, como,
por exemplo, em calculadoras, em que 0 usuari@a e€otn a numeracao decimal, os célculos
sao feitos internamente no sistema binario e oteskué apresentado no sistema decimal,
como forma de interface amigéavel com o usuério ¢irecal, 2007).

Uma maneira de se converter um namero decimal @a@se binaria é expressa-lo
como soma de poténcias de dois e a partir daigiteslil e 0 sdo alocados em suas posicoes

corretas como mostra a Equacéao (3-1). Outros exsnmoldem ser vistos na Tabela 3-6.

45,=32+8+4+1=2° +0+2° +2° +0+2°

(3-1)
=1 01 1 01,

Tabela 3-6 - Codificagdo Binaria.

Decimal Binario
000
001
010
011
100

A WDNPEFO

3.4.4 Codificagao Gray

Quando um numero se encontra na codificacdo bjndegi@ebemos que as vezes é
necessario que varios de sdiits mudem de estado para representar seu sucessor e fo
pensando nesta mudanca que poderia vir a ser amamée interpretada pelo sistema digital,
gue se criou 0 CodigBGray para a representacdo de sistemas numgflax<i et al, 2007).

Segundo Tun (2007) “o Codideray € ndo-ponderado e ndo € uma codificacdo aritmética
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seja, ndo h& pesos especificos atribuidos parasigdps dos bits”. A importancia deste

codigo é que ha apenas uma Unica mudanca de kBtpalavras consecutivas, por exemplo,
para um caso de velocidade angular do eixo de utormos beneficiamos com a codificacao

Gray por haver uma mudanca de um unico bit por palaeresecutiva se compararmos a

codificagdo binaria na qual teriamos a troca de Itits, o que representaria grande erro de
calculo no resultado final.

Um ponto importante para este sistema € a Dist&fsmaming medida mais simples
do vetor binario, que vem a ser o humero de bits djterem na mesma posicdo em dois
elementos consecutivos e de mesmo tamanho (Sa0@3, Kak, 2010). Com relacdo a esta
medida, a representacdo do codigo binario é ndoraome, pois pontos distantes podem ter
pequena distancidamminge pontos proximos podem ter grandes distandsamming(Kak,
2010). A Tabela 3-7 mostra a sequéncia da mudanbésido sistema Binario em relacéo ao
Gray, como podemos observar a Distandemmingdo Gray é menor do que a do Binario
para determinados elementos, pois ha apenas ucaadiedit nos elementos consecutivos em
toda sua sequéncia, 0 que ndo ocorre no Binamop @xemplo, para a mudanca do elemento
3 para 4 ha troca de 3 bits. A codificac&yay garante a distanciddamming de um
elemento para seu adjacente, porém esta nao é &fmda em elementos ndo adjacentes
(Kak, 2010).

Tabela 3-7 — Exemplo de Distan¢iammingnas codificacdes Binario@ray (Kak, 2010).

Numérico| 1 2 3 4 5 6 7
Binario | 0001 0010 0011 0100 0101 0110 0111
Gray | 00010011 0010 0110 0111 0101 0100

A conversdo de um namero binario de trés bits @aey ocorre da seguinte forma:
o bit mais significativo é usado co@ay MSB (most significant bit), depois o binario MSB
€ comparado com o bit binario (B1) mais proximae forem iguais, G1=0, caso contrario,
G1=1. O ultimo bit, GO, é encontrado pela comparagitre B1 e B0O. Esta conversédo pode

ser vista na Figura 3-1.
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MSE Binario LSB MSB Gray LsB
Bz By Bo Gz Gy Gy
Yy v Y l l } l
Diferente? Diferenta? Diferenta? ‘ Diferente?
¥ ' -
Gz Gy Go Bz B4 Bo
Gray Binario
(a) (b)

Figura 3-1 — (a) Codificagdo Binario-Gray; (b) Giipario (Tocci et al., 2007).

O cdbdigoGray pode ser convertido em binario primeiramente ateld para o fato
de que o MSB de ambos é 0 mesmo sempre; o proxingodbtido pela comparacao do bit
binario da esquerda com seu correspondenteGeay — bits iguais produzem zero e
diferentes, um. Esta codificagdo € mais utilizashacedificadores de rotacéo de eixo (Tocci
et al, 2007).

3.4.5 Codificagdo Numérica

A codificacdo numeérica utiliza simplesmente o sistedecimal de numeracéao,
composto por dez numerais ou simbolos que temar dafinido por sua posicdo no numero,
por isso € dito um sistema posicional (Taetcal, 2007).

E importante ressaltar que ndo se deve usar gssedd sistema em variaveis
categoricas sem ordem. Um exemplo é o caso de $eimé® categorias de cores — vermelho,
verde e azul — simbolizadas, respectivamente, palmses 1, 2 e 3 e treinarmos uma rede
para encontrarmos uma categoria desconhecida ¥ aritre a 3, como mostra a Figura 3-2.
A saida correta seria termos 50% de chance deutia@s ser 1 ou 3, porém, utilizando o
sistema numérico na variavel de saida teremos gesmosta a média das duas variaveis,
neste caso 2, um resultado que ndo seria corrata. \Rriaveis categoricas o indicado é a
conversdo das mesmas para codificacdes compogtaasapelos elementos 0 e Dummy

TermbmetroGray, Binario, etc(Sarle, 2002).
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Figura 3-2 — Variaveis categoricas.

3.4.6 Analise de Correspondéncia

A AC é uma técnica de andlise multivariada que edevuma matriz de dados néo
negativos em uma representacdo grafica em quesliehaolunas sédo representadas em
dimensdes reduzidas, sendo muito utilizada, coroiéeftia, em matrizes com grande
guantidade de dados (Czermainski, 2004; Greenadfaslie, 1987). Tem como objetivo o
condensamento dos dados, sendo classificada camioaéle interdependéncia por analisar
todas as variaveis ao mesmo tempo. Seu nome tganomo estudo da correspondéncia
entre variaveis (Alvest al, 2007; Freitas & Janissek-Muniz, 2008). As primgipublicacdes
sobre Analise de Correspondéncia (AC) sédo dataeld983, mas foi em 1960 que Benzécri
formalizou o estudo para tabelas de contingénciandMi, 2005). A Tabela 3-8 € um
exemplo de tabela de contingéncia genérica.

Quando os dados estdo dispostos na form@atelas de Contingénci@lC), as
guais sdo tabelas de frequéncias absolutas, acaéeecebe o nome dAnalise de
Correspondéncia Simpld&CS) (Pamplona, 1998). Um exemplo de tabela deirmgéncia

genérica pode ser visto na Tabela 3-8.

Tabela 3-8 — Tabela de contingéncia genérica (Ming005).

Variavel Y

1 2 . q | Total
M1 N2 . Mg| N
b1 N1 . Npq| M2

N -

Variavel X
P | M1 Mp2 . Mpg| D
Total| N1 ny, . ng{n=n
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Onde:

* n; — numero de elementos pertencentes a categate variavel X e a

categorig da variavel Y;
* n; —frequéncia total observada na i-ésima categleri¥;
* n;—frequéncia total observada na j-ésima categieri¥;
* n—total geral de frequéncias observadas.

A tabela de contingéncia pode ser representadarparmatriz de dados na qual sera

aplicada a teoria matematica, como mostra a EqQU&c2p(Pamplona, 1998).

N, - N
;=[] o0, =0 (3-2)
PR
Partindo-se da matriz de dadbk,é construida a matriz de frequéncias absol&tas,
também chamada ddatriz de Correspondénci@MC), Tabela 3-9, na qual cada linha ou
coluna pode ser vista como um vetor de proporciesiacao (3-3) (Pamplona, 1998;
Czermainski, 2004).

p :(%} N=[p,] .0sp, =<1 (3-3)

Tabela 3-9 — Matriz de Correspondéncia (Czermair2§iki4).

Variavel Y
1 2 . j |Total

1 |pu Pz - Py| P
Variavel X 2 | Pe1 P2 . Pyl P2

i Pir P2 - Py P
Total| p1 p2 . Pj 1
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Onde:
n,
n
r-]i.
e P =F—
n
n .
° p.j :;’_
n

As massas, vetores de frequéncias relativas magsao definidas através da MC
ou através dos vetores de massa da TC divididotptlbgeral (n), sua representacdo para as
linhas ¢;) e para as colunas;) é apresentada, respectivamente, pelas Equa¢dg®(3-5).
Com isso, tém-se os vetores de massa das linhas eotlinas (oeentréide dos perfis de
coluna e de linha, respectivamentia matrizP, Equacdes (3-6) e (3-7), que representam as

frequéncias relativas das mesmas (Pamplona, 12@8nfainski, 2004).

r= =gy im (3-4)
n, J _

Cj:Tl:Zp”’le'""J; (3-5)

r=(r,....r); (3-6)

c=(c . 00)" (3-7)

As variaveis utilizadas para a analise devem salitgtivas ou quantitativas apos
serem tratadas por processo de categorizacdoad-&idanissek-Muniz, 2008). Uma questao
a ser abordada é o tratamento estatistico de emi@ualitativas antes de ser aplicada a
técnica de AC o que pode nos revelar baixa variole de variaveis em detrimento de
outras mais importantes para o estudo em questied@set al, 1999).

Para a conversédo dos dados a matriz deve serukiacgm entradas ndo negativas,

pois o método se baseia na decomposicdo do valgular desta matriz e representa suas
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linhas e colunas como pontos no espaco. A reprasangrafica nos permite avaliar estes de
acordo com sua posicdo no espago vetorial, temddoeon chamado “Mapa de
Correspondéncia” (Czermainski, 2004; Soetal, 2010; Alveset al, 2007). Um exemplo

de mapa de correspondéncia pode ser visto na RgBira

Medidor
Tyifasico

10

N&o possui
€A Mmedidor
Mqno é\\SICO
N \

3,65%

Tem emprégada

0.5
|

___--PoSsuizou
Ens. _superior mais carros _ #
_---Toempleto - -7

N

\

Até Ensino médio ‘\
incompleto

S\ Naotem
emgregadé\‘\
N \
~ N

~ A -
N - ,
RN - e

16,90% Fator 2 ajustado
0.0

Ens. médi \Cﬁmp\etr)

o - até Ens. superfior, incompleto
AN
\

Fator 2

N -
Possi 1
carro
N
\

Medidor
Bifasico
T T T T T T
-0.5 0.0 0.5 1.0 15 20 25
Fator 1 =27,18%
Fator 1 ajustado = 88,93%

Figura 3-3 - Andlise de Correspondéncia Multiplacdeacteristicas dos domicilios

e de consumo de energia, em solucéo bi-dimensional

A distancia entre dois pontos, ou duas categogias;Distancia Qui-Quadrado”. Se
as categorias estiverem dispostas em colunas,|aalos a distancia, Equacgéo (3-8), através
do perfil de coluna, Equacgédo (3-9), considerandpeso” de cada linha. O célculo é feito da
mesma forma para as linhas, Equacdes (3-10) e)(3Féinos entdo a distancia de todas as
categorias em relacéo as outras formando uma “nuleeipontos” (Carvalho & Struchiner,
1992). A média dos perfis nos resulta o centro @&igade da “nuvem” conhecido como
centréide, Equacéo (3-12), que é a representagametpiéncias marginais relativas (Mendes,
2009; Pamplona, 1998). De acordo com Mendes 2@08édia das distancias qui-quadrado
de todos os objetos em relacdo ao centroide € uethden de inércia da distribuicdo dos

pontos e tera valor zero quando todos o0s pontadresas sobre a média (centréide)”.



26

Distancia Qui-quadrado entre perfis de coluna:

d,(bj,bj'):(bj—bj')'EDr‘lE(bj—bj') (3-8)

Perfil de coluna:

bj:{n“,n“’... n”},jzl,...,\] (3-9)
n; n; n

Distancia Qui-quadrado entre perfis de linha:

d.(a.a)=(a -a") D a -a) (340

Perfil de linha:

a, { Mo M ””} qi=1 0 (3-11)
ni . ni . ni .

Centréide dos perfis de linha:

= 1
DZ(r R) (3-12)

r i=1

Massa do centroide dos perfis de linha:

=Y, (3-13)
i=1
Onde
7 . . niD
e D, é a matriz diagonal de elemen'; = el 1,...,1
n-.
» D¢é a matriz diagonal de elemencC; = L j=1,...,3

Os auto-vetores da matriz de dados nos retorndugdsodo problema. Cada eixo
corresponde a um auto-vetor e define o espaco dié-dimensfes. O eixo também
corresponde a um percentual da variancia da mapuanto maior seu valor, melhor é sua
representatividade na “nuvem de pontos” e a relagéi@ variaveis (Carvalho & Struchiner,
1992).

O Mapa de Correspondéncia é resultado do que Imierde € a “nuvem de pontos”
e que posteriormente é projetada num plano capagptdesentar as distancias originais entre
0Ss pontos e a relacdo entre categorias. Os pontm€mms entre si possuem perfil

semelhante; os mais distantes, perfil discrepantes pontos proximos ao centro do gréafico
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estdo associados a varias categorias (Gongalveanfo§ 2009; Carvalho & Struchiner,
1992; Cunha Jr., 1997).

A AC é considerada um caso especial da AnaliseahepOnentes Principais (ACP)
voltada para dados categoricos organizados emataldel contingéncia de dupla entrada. O
problema é analogo, porém com modificacdes devigmraderacdo das observacdes e a
métrica ponderada (Czermainski, 2004; Aleesal, 2007).

A técnica tem vasta aplicacdo na area de ciénaimsahas, devido a grande
utilizacdo de variaveis categoricas. Um exemplaa&le uso é na area de marketing, em que
pesquisadores buscam identificar organizagbes ommtes de acordo com seu perfil de
consumidor (Cunha Jr., 1997).
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4 Resultados

4.1 SimulacOes feitas para definicao das arquiteturagetes

4.1.1 Banco de Dados Corneas

Nesta secdo podem ser vistos 0s resultados datas@es feitas para as diferentes
codificacbes utilizadas no banco de dados Correstes resultados sdo apresentados por
meio de graficos e tabelas; a métrica usada paabaaw desempenho foi o nimero de
classificacbes corretas obtidas em cada simulagdanmmostra de treino (que contém 158
casos).

As formas de codificacdo apresentadas abaixo fasadescritas na secéo 3.4; foram
usadas trés variacbes de emprego da codificAgdamy MLP de uma camada oculta com
dummies 1-de-@ 1-de-(c-1) e MLP com duas camadas ocultas coummies 1-de-cO
numero de neurdnios para cada rede foi escolhidangio da melhor mediana alcancada

entre varias simulacdes na amostra de treino i@stero esta destacado nas tabelas).
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4.1.1.1 CodificagadoDummyl-de-c: uma camada oculta

O grafico da Figura 4-1 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simula¢gGes de redes MLPrde aamada oculta, com diferentes
numeros de neurdnios, usando como codificacdo ddesdde entradBummy 1-de-c. A

Tabela 4-1 mostra as médias e medianas do nimerced®s de cada modelo, na amostra de

treino.
T
E |

|
|
%Lii
I L

10 15 20 25 30 35 40
Numero de neurbnios

120

T

Figura 4-1 - Nameros de classificagdes corretasymyl-de-c, uma camada oculta.

Tabela 4-1 — Classificacdes corretas em 100 sirdatade cada rede.

Neurdnios Médias Mediana
5 125,70  130,0
10 131,82 134,0
15 130,71 132,0
20 129,18 133,0
25 129,62 133,0
30 134,09 137,0
35 132,14 135,5
40 131,46  136,0
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4.1.1.2 CodificagaoDummyl-de-c: duas camadas ocultas

O grafico da Figura 4-2 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simulacdes de redes MLRude chmadas ocultas, com diferentes
numeros de neurdnios, usando como codificacdo ddesdde entradBummyl-de-c com
duas camadas ocultas. A Tabela 4-2 mostra as médiadianas do numero de acertos de

cada modelo, na amostra de treino.
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Namero de neurbnios nas duas camadas ocultas

Figura 4-2 — Namero de classificacdes corretasymyl-de-c, duas camadas ocultas.

Tabela 4-2 — ClassificagBes corretas em 100 sirbatade cada rede.

Neurbnios Média Mediana

(55) 123,57 126,0
(510) 123,39 128,0
(5,15) 123,11 126,0
(5,20) 124,73 1285
(10,5) 125,19 126,5
(10,10) 128,73 132,0
(10,15) 127,54 129,0
(10,20) 127,71 130,0
(15,5) 124,57 1285
(15,10) 128,39 133,0
(15,15) 128,54 130,5
(15,20) 130,67 135,0
(20,5) 126,86 1295
(20,10) 128,94 132,0
(20,15) 130,23 1325
(20,20) 128,32 1315




4.1.1.3 CodificagdoDummyl-de-(c-1)
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O grafico da Figura 4-3 mostra os numeros de (ieasdes corretas obtidas nos

dados de treino em 100 simulagGes de redes MLPnde aamada oculta, com diferentes

numeros de neurdnios, usando codificacdo dos daelantrada pobummyl-de-(c-1). A

Tabela 4-3 mostra as médias e medianas do nUmerced®s de cada modelo, na amostra de

treino.

Acertos

150~

125

100~ +

Nimero de neurdnios

Figura 4-3 — Numero de classificacdes corretas, yrh-de-(c-1), uma camada.

Tabela 4-3 — Classificages corretas em 100 sirbatade cada rede.

Neurbnios Médias Mediana

5 123,45 1255
10 126,53 127,0
15 12594  128,0
20 131,10 134,0

25 128,44  131,0
30 129,06 130,5
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4.1.1.4 Codificagdo Termometro

O grafico da Figura 4-4 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simulagOes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificag@omémetrodos dados de entrada. A Tabela 4-4

mostra as médias e medianas do numero de acertasladenodelo, na amostra de treino.

Acertos

160

10~ ‘ ‘ ‘

1201 ‘

1001~

| |
i +
+ +
-

+ o+ ++
++}7 _

+

80 —

5 10 15 20 25 30 35
Nimero de neurnios

Figura 4-4 — Numero de classificacdes corretaan®eretro, uma camada oculta.

Tabela 4-4 — Classificacdes corretas em 100 sirdatade cada rede.

Neurdnios Médias Mediana
5 127,17 128,0
10 127,26  130,0
15 130,24  133,0
20 132,89 135,0
25 130,52 134,0
30 131,00 134,0
35 130,56 133,0
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4.1.1.5 Codificacdo Binaria

O grafico da Figura 4-5 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simulagOes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificaBam@ria dos dados de entrada. A Tabela 4-5 mostra

as médias e medianas do nimero de acertos de calddorma amostra de treino.

Acertos
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1201~
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—
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}744
}74
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5 10 15 20 25 30 35 40 45 50 55 60 65 70
Nimero de neurdnios

Figura 4-5 — Numero de classificagbes corretadficadgdo Binaria, uma camada oculta.

Tabela 4-5 — Classificages corretas em 100 sirbatade cada rede.

Neurdnios Médias Mediana

5 125,38 127,0
10 126,00 128,5
15 125,59 127,5
20 128,93 132,5
25 129,31 131,0
30 128,02 130,0
35 128,61 132,0
40 130,25 134,0
45 131,52 135,0
50 125,96 126,5
55 128,05 130,0
60 133,01 136,5

65 131,74 134,5
70 129,22 133,0
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4.1.1.6 CodificacdoGray

O grafico da Figura 4-6 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simulagOes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificaGéay dos dados de entrada. A Tabela 4-6 mostra as

médias e medianas do numero de acertos de caddomma@mostra de treino.

*%

80— =
+

Acertos

HLELELLE:

|1

110

5 10 15 20 25 30 35 40 45 50 55 60

Nimero de neurbnios

Figura 4-6 — Numero de classificacdes corretasficagdoGray, uma camada oculta.

Tabela 4-6 — Classificacdes corretas em 100 sirdatade cada rede.

Neurdnios Médias Mediana

5 126,01 128,0
10 130,82 132,0
15 127,64  130,0
20 132,49 133,5
25 131,51 133,5
30 129,86 131,0
35 133,38 136,0
40 129,57 131,5
45 130,00 133,0
50 133,10 138,0

55 131,81 136,0
60 129,23 133,0
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4.1.1.7 Codificacdo Numérica

O grafico da Figura 4-7 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simula¢gOes de redes MLPnde aamada oculta, com diferentes
nameros de neurdnios, usando codificabAonéricados dados de entrada. A Tabela 4-7

mostra as médias e medianas do numero de acertasldenodelo, na amostra de treino.

Acertos
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120 ‘ ‘

4+
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Figura 4-7 — Numero de classificagdes corretasficagdo Numérica,

uma camada oculta.

Tabela 4-7 — Classificacdes corretas em 100 sirdatade cada rede.

Neurdnios Médias Mediana
5 124,62 127,0
10 124,26 128,5
15 125,75 128,0
20 127,88 132,0
25 129,62 131,0
30 127,35 131,0
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4.1.1.8 Codificacdo AC

O grafico da Figura 4-8 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simulagOes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificacdo dos dislestrada por meio dos fatores obtidos
por Andlise de Correspondéncid Tabela 4-8 mostra as médias e medianas do wideer

acertos de cada modelo, na amostra de treino.
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Figura 4-8 — Namero de classificacdes corretasficagao AC, uma camada oculta.

Tabela 4-8 — ClassificagBes corretas em 100 sirbatade cada rede.

Neurbnios Médias Mediana

5 120,49 124,0
10 120,51 124,0
15 121,05 1250
20 121,65 1250
25 120,24  125,0
30 123,16  126,0
35 122,32 126,0
40 124,27  128,0
45 123,61 128,5
50 123,82 128,5
55 124,16 129,0
60 125,81 129,0
65 123,79 128,0
70 126,14 129,0
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4.1.1.9 Concluséao

A partir da andlise das figuras e tabelas apredasta aplicando como critério de
selecdo dos neurbnios o melhor desempenho nafidagdo, chegamos a conclusdo que a
melhor arquitetura para cada codificacdo, a seregapla posteriormente na fase de teste, € a

apresentada na Tabela 4-9.

Tabela 4-9 - Nimero de neurdnios escolhidos pata cadificagdo.

Codificagao Neurdnios
Dummy 30
Dummyl - de - (c -1) 20
DummyDupla camada 15-20

Binario 60
Gray 50
Numeérico 20
Termbmetro 20
AC 55

4.1.2 Banco de Dados Seguros

Nesta secdo sdo vistos os resultados das simulpaé@sas amostras de treino em
diferentes codificagGes para o banco de d&#ugirosA forma de avaliagdo do desempenho
foi a mesma utilizada para o banco de d&laneas

As codificagfes utilizadas para a analise destedde dados foranRummyl-de-c
com uma camada ocultBummyl-de-ccom duas camadas ocult&immyl-de-(c-1)com
uma camada ocult®ummy+ AC com uma camada oculta; além das demais caddes

apresentadas na secéao 3.4.



4.1.2.1 CodificagadoDummy 1-de-cuma camada oculta

O grafico da Figura 4-9 mostra os numeros de (ieasdes corretas obtidas nos
dados de treino em 100 simulagfes de redes MLPrde aamada oculta, com diferentes
numeros de neurdnios, usando codificacdo dos dbelestrada pddummy 1-de-cA Tabela

4-10 mostra as médias e medianas do numero deosaatcada modelo, na amostra de

treino.
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Figura 4-9 — Numeros de classificacfes corretasimyl-de-c, uma camada oculta.

Tabela 4-10 — Namero de classificacdes obtidas@rsiimulacdes de cada rede.

20

25

30 35
Numero de neurdnios

40

45

Neurbnios Médias Mediana

5
10
15
20
25
30
35
40
45
50
55
60

567,53
571,56
569,94
564,07
572,82
574,44
575,32
568,03
571,97
573,37
575,29
570,35

569,0
572,0
572,0
574,0
575,5
577,5
576,0
578,0
578,5
580,0
578,5
579,5

50

55

60




4.1.2.2 CodificagaoDummy 1-de-cduas camadas ocultas
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O gréafico da Figura 4-10 mostra os numeros de ifilzsmges corretas obtidas nos

dados de treino em 100 simulacdes de redes MLRude chmadas ocultas, com diferentes

numeros de neurdnios, usando codificacdo dos dbeleastrada pddummy 1-de-cA Tabela

4-11 mostra as médias e medianas do numero deosaatcada modelo, na amostra de

treino.
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Figura 4-10 — Numero de classificacdes corretasymyl-de-c, duas camadas ocultas.

Tabela 4-11 - Classificac8es corretas em 100 sigakade cada rede.

Neurbnios Média Mediana

(55) 340,71 3345
(5,10) 333,18 3435
(515) 337,14 3425
(5,20) 330,11 330,0
(10,5) 320,98 3085
(10,10) 327,42 3235
(10,15) 325,53 314,0
(10,20) 337,1¢ 356,0
(155) 338,33 3515
(15,10) 322,24 304,0
(15,15) 331,18 327,5
(15,20) 336,03 340,0




4.1.2.3 CodificagdoDummyl-de-(cl)

O gréafico da Figura 4-11 mostra os numeros de ifilzsmges corretas obtidas nos
dados de treino em 100 simula¢gbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificacdo dos ddel@ntrada pobummy 1-de-(d). A

Tabela 4-12 mostra as médias e medianas do nUmexroaltos de cada modelo, na amostra

de treino.
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Figura 4-11 — Numero de classificacdes corrédasnmyl-de-(c-1), uma camada.

Tabela 4-12 - Classificacfes corretas em 100 sigakade cada rede.
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4.1.2.4 Codificagdo Termometro

O gréafico da Figura 4-12 mostra os numeros de ifilzsges corretas obtidas nos
dados de treino em 100 simulagGes de redes MLPnde aamada oculta, com diferentes
numeros de neurénios, usando codificat@mmoémetrodos dados de entrada. A Tabela 4-13

mostra as médias e medianas do numero de acertasldenodelo, na amostra de treino.
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Figura 4-12 — Nimero de classificagbes corretasn®metro, uma camada oculta.

Tabela 4-13 - Classifica¢des corretas em 100 sgfakde cada rede.

Neurdnios Médias Mediana
5 566,94 570,5
10 563,54 571,0
15 566,47 572,0
20 569,01 572,0
25 561,79 575,0
30 570,34 574,0
35 574,23 578,5
40 573,82 579,0
45 571,82 5745
50 564,29 578,5




42

4.1.2.5 Codificacdo Binaria

O gréafico da Figura 4-13 mostra os numeros de ifilzsmges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificaBioaria dos dados de entrada. A Tabela 4-14

mostra as médias e medianas do numero de acertasldenodelo, na amostra de treino.
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Figura 4-13 — Numero de classifica¢des corretadificacdo Binaria, uma camada oculta.

Tabela 4-14 — Classifica¢des corretas em 100 sgdetade cada rede.

Neurdnios Médias Mediana
5 567,68 570,0
10 567,55 570,0
15 569,04 573,0
20 572,39 574,0
25 571,54 575,0
30 570,43 578,0
35 570,18 573,0
40 573,19 576,5
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4.1.2.6 CodificacdoGray

O gréafico da Figura 4-14 mostra os numeros de ifilzsges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificaGiiay dos dados de entrada. A Tabela 4-15 mostra

as médias e medianas do nimero de acertos de calddorma amostra de treino.
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Figura 4-14 — Numero de classificacdes corretadificacdoGray, uma camada oculta.

Tabela 4-15 — Classificacdes corretas em 100 sgdatade cada rede.

Neurdnios Médias Mediana
5 565,89 568,0
10 569,60 573,0
15 570,06 571,0
20 567,38 5725
25 566,18 576,0
30 569,64 575,0
35 573,77 5775
40 573,42 579,0
45 574,11 579,0
50 570,82 579,0
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4.1.2.7 Codificacdo Numérica

O gréafico da Figura 4-15 mostra os numeros de ifilzsmges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificabfionéricados dados de entrada. A Tabela 4-16

mostra as médias e medianas do numero de acertasldenodelo, na amostra de treino.
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Figura 4-15 — Numero de classificacdes corretadificacdo Numérica,

uma camada oculta.

Tabela 4-16 — Classificacdes corretas em 100 sgdatade cada rede.

Neurdnios Médias Mediana

5 568,01 571,0
10 565,16 570,0
15 570,18 573,0
20 569,55 573,0
25 569,28 574,0
30 573,71 576,5
35 571,52 577,0
40 566,13 577,0
45 573,04 580,0
50 570,80 579,0
55 577,20 581,0
60 570,19 582,0
65 573,31 580,0
70 571,73 582,0
75 574,61 586,0
80 573,68 579,0
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4.1.2.8 Codificagao AC: uma camada oculta

O gréafico da Figura 4-16 mostra os numeros de ifilzsges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificacdo dos dislestrada por meio dos fatores obtidos
por analise de correspondéncia Tabela 4-17 mostra as médias e medianas do roltee

acertos de cada modelo, na amostra de treino.
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Figura 4-16 — Numero de classifica¢des corretadificacdo AC, uma camada oculta.



Tabela 4-17 Classificagfes corretas em 100 simulagfes dereada

Neurbnios Médias Mediana
5 587,26 597,0
10 590,01 598,0
15 597,61 600,0
20 589,82 601,0
25 594,91 600,5
30 594,37 602,0
35 595,48 601,5
40 593,58 602,0
45 597,43 603,0
50 593,07 600,0
55 594,56 603,0
60 601,15 604,0
65 596,03 603,5
70 598,98 603,0
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4.1.2.9 Codificagao AC: duas camadas ocultas

47

Os graficos da Figura 4-17 e da Figura 4-18 moststamumeros de classificagcdes

corretas obtidas nos dados de treino em 100 siGesade redes MLP de duas camadas

ocultas, com diferentes numeros de neurénios, usandificacdo dos dados de entrada por

meio dos fatores obtidos panalise de correspondéncia Tabela 4-18 mostra as médias e

medianas do numero de acertos de cada modelo,ostrarde treino.
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Figura 4-17 — Namero de classificacdes corretadificacdo AC, duas camadas ocultas.
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Tabela 4-18 - Classifica¢des corretas em 100 sigakde cada rede.

Neurdnios Média Mediana

(5,5) 586,01 598,0
(5,10) 589,39 598,0
(5,15) 590,71 599,0
(5,20) 590,27 600,0
(10,5) 590,62 598,0
(10,10) 594,44 1599,0
(10,15) 592,30 600,0
(10,20) 595,12 599,0
(15,5) 589,75 600,0
(15,10) 592,81 600,0
(15,15) 592,17 601,0
(15,20) 595,22 601,0
(20,5) 597,96 600,0
(20,10) 599,92 601,0
(20,15) 594,82 602,0
(20,20) 598,41 603,0
(25,5) 589,69 600,0
(25,10) 595,18 601,0
(25,15) 595,32 602,0
(25,20) 595,62 601,0

4.1.2.10Concluséo

Avaliando as simulacdes realizadas para este bdmaados, a melhor arquitetura

para as codificacdes na fase de teste € a apreaerdd abela 4-19.

Tabela 4-19 — Ndmero de neurdnios escolhidos @ata codificagao.

Codificacao Neurdnios
Dummy 50
Dummyl - de - (c - 1) 45
DummyDupla Camada 10-20

Binéario 30

Gray 40
Numeérico 55
Termbmetro 40

AC Dupla Camada 20-20
AC 60
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4.1.3 Banco de Dados Consumo

Nesta secao sdo vistos os resultados das simuldodesnco de daddSonsumoa
métrica utilizada para avaliar o desempenho foramewosmédio quadratico(MSE) e
percentual absoluto médiMAPE). Os graficos e as tabelas apresentados isegfio séo
referentes somente ao MAPE, para titulo de iludtrata técnica.

As codificagdes utilizadas neste banco de dadesf@presentadas na secéo 3.4.
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4.1.3.1 CodificagadoDummyl-de-c uma camada oculta

O gréafico da Figura 4-19 mostra os numeros de ifilzsges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes

numeros de neurdnios, usando codificacdo dos dbeleastrada pddummy 1-de-cA Tabela

4-20 mostra as médias e o0 desvio padrao de cadelonod amostra de treino.

Erro MAPE

60—

i

40—

1

20—

Figura 4-19 — Numeros de classificagdes correli@smyl-de-c, uma camada oculta.

Tabela 4-20 - Classificacfes corretas em 100 sgdakade cada rede.

Neurdnios Médias Desvio Padrao

5 39,15 6,04

10 39,58 6,71
15 39,61 7,51
20 37,77 7,81
25 35,80 8,81
30 35,77 8,48
35 36,76 10,54
40 37,19 12,92
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4.1.3.2 Codificagdo Termometro

O gréafico da Figura 4-20 mostra os numeros de ifilzsges corretas obtidas nos
dados de treino em 100 simula¢gGes de redes MLPnde aamada oculta, com diferentes
numeros de neurénios, usando codificat@mmoémetrodos dados de entrada. A Tabela 4-21

mostra as médias e o desvio padréo de cada modedmostra de treino.

Emo MAPE
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Nimero de neurbnios

Figura 4-20 — Nimero de classificagbes corretasn®metro, uma camada oculta.

Tabela 4-21 - Classificacfes corretas em 100 sigakade cada rede.

Neurdnios Médias Desvio Padrao

5 38,51 5,79

10 38,55 6,05
15 38,72 6,82
20 37,83 6,12
25 36,06 8,28
30 38,14 911
35 37,17 11,72
40 38,55 12,49
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4.1.3.3 Codificacdo Binaria

O gréafico da Figura 4-21 mostra os numeros de ifilzsges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificagiicaria dos dados de entrada. A Tabela 4-22

mostra as médias e o desvio padréo de cada modedmostra de treino.

Ermo MAPE
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5 10 15 2 2% 30 3% 40
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Figura 4-21 — Numero de classifica¢des corretadificacdo Binaria, uma camada oculta.

Tabela 4-22 - Classifica¢des corretas em 100 sigfakde cada rede.

Neurdnios Médias Desvio Padrao

5 43,99 8,22

10 42,82 8,70
15 43,73 8,80
20 44,67 9,13
25 45,55 10,46
30 42,43 9,10
35 43,93 11,35

40 44,68 13,15
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4.1.3.4 CodificagdoGray

O gréafico da Figura 4-22 mostra os numeros de ifilzsmges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificaGiiay dos dados de entrada. A Tabela 4-23 mostra

as médias e o desvio padréo de cada modelo, narardedreino.
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Figura 4-22 — Numero de classificacdes corretadificacdoGray, uma camada oculta.

Tabela 4-23 - Classificacfes corretas em 100 sigakade cada rede.

Neurdnios Médias Desvio Padrao

5 41,73 6,30

10 44,53 9,38
15 41,49 9,90
20 43,51 8,29
25 42,88 7,81
30 42,22 9,77
35 44,06 11,01

40 45,01 14,26
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4.1.3.5 Codificacdo Numérica

O gréafico da Figura 4-23 mostra os numeros de ifilzmges corretas obtidas nos
dados de treino em 100 simulagGes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificabfionéricados dados de entrada. A Tabela 4-24

mostra as médias e o desvio padréo de cada modedmostra de treino.

Erro MAPE
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Figura 4-23 — Numero de classifica¢des corretadificacdo Numérica,

uma camada oculta.

Tabela 4-24 - Classificacfes corretas em 100 sgbakade cada rede.

Neurdnios Médias Desvio Padrao

5 37,29 4,49

10 36,60 6,25
15 35,54 5,99
20 34,91 6,40
25 35,77 7,51
30 33,62 7,17
35 34,69 9,00
40 31,63 10,90
45 36,16 12,09

50 34,47 13,49
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4.1.3.6 Codificacdo AC

O gréafico da Figura 4-24 mostra os numeros de ifilzsges corretas obtidas nos
dados de treino em 100 simulagbes de redes MLPnde aamada oculta, com diferentes
numeros de neurdnios, usando codificacdo dos dislestrada por meio dos fatores obtidos
por analise de correspondénciéd Tabela 4-25 mostra as médias e o desvio patkdmada

modelo, na amostra de treino.
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Figura 4-24 — Numero de classifica¢des corretadificacdo AC, uma camada oculta.

Tabela 4-25 - Classificacfes corretas em 100 sigbakade cada rede.

Neurdnios Médias Desvio Padrao

5 39,04 4,18
10 37,99 4,84
15 38,69 4,90
20 38,12 7,03
25 38,49 7,35
30 38,79 7,20
35 39,56 8,58
40 35,96 6,79
45 36,36 9,18

50 36,69 9,54
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4.1.3.7 Conclusédo

A partir da analise das simulacbes realizadas paraerros MAPE e MSE,
concluimos que a melhor arquitetura para as cagibies na fase de teste para cada um dos

erros sao as apresentadas nas Tabela 4-26 e Tlabéla

Tabela 4-26 - Namero de neurénios escolhidos para

cada codificacdo — MAPE.

Codificacao Neurbnios

Dummy 25
Binario 30
Gray 15
Numérico 40
Termbmetro 25
AC 40

Tabela 4-27 - Namero de neurdnios escolhidos

para cada codificacdo — MSE.

Codificagao Neurdnios

Dummy 40
Binéario 25
Gray 35
Numérico 35

Termbmetro 35
AC 40
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4.2 Comparacéao Final dos Modelos e Discusséo

Para cada uma das bases de dados utilizadas rastid, e para cada codificagéo,
a melhor arquitetura da rede foi escolhida de acooun o critério visto anteriormente (Secao
4.1). Nesta secao, comparamos por meio de tabelgmficos os resultados obtidos por 100
simulacdes de cada um destas redes selecionadasagar banco de dados e para cada forma
de codificacdo, nas amostras de teste, e discutastes resultados. O objetivo € avaliar o
desempenho da codificacdo por AC em relacdo aasoirmas mais usuais de codificacéo.

Neste trabalho, experimentamos a técnicdackward eliminationpara a selecéo
de variaveis, nos bancos de dadib®nease Seguros A técnica, no entanto se mostrou
ineficiente e levou a resultados insatisfatoricarePe que, nestes bancos de dados, todas as
variaveis presentes eram essenciais, e ndo poddandescartadas. Isto jA era em parte
esperado, uma vez que estes bancos de dadosriaudeaalos antes por outros pesquisadores,
e j& foram, portanto bastante depurados. Resolveasssm, ndo inclui aqui as simulacdes
obtidas a partir desta técnica. Os resultados adstrabaixo foram, portanto, conseguidos

usando-se todas as variaveis de entrada disponiveisancos de dados.

4.2.1 Banco de Dado<dérneas

A amostra de teste deste banco de dados continb@sbg. A Figura 4-25 e a Tabela

4-28 apresentadas abaixo comparam os desemperhodatantes codificacdes dos dados,
em termos dos numeros de classificacdes corretaosiem 100 simulacdes de cada modelo.
Analisando a Figura 4-25, observamos que o meksultado mediano foi atingido com a
codificagcdoTermometrp que apesar de apresentar mesmo valor de medidra gcertos)
que a codificaca&ray, precisou de um nimero menor de neurdnios e cemsi8 mostrou
mais eficiente. Através da analise grafica podeperseber também que a técnica AC se
mostrou nitidamente menos eficiente que as dengaidp resultado em um numero mediano

de classificagbes corretas menor que o de todastes formas de codificacéo.
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Figura 4-25 — Comparacéo entre as codificaci&@reas

Tabela 4-28 — Comparacao entre as codificacbes —

ndmero de classificacdes corretas, dados Cérneas.

Codificacéo NeurbniodMédia
Dummy 30 41,32
Dummyl -de - (c- 1) 20 39,87
DummyDupla camada 15-20 36,44

Binario 60 39,89
Gray 50 41,63
Numeérico 20 40,91
Termbdmetro 20 41,96

AC 55 30,63
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4.2.2 Banco de dadosSeguros

A amostra de teste deste banco de dados contirhad&®s, que nao tinham sido
utilizados anteriormente por nenhum dos modelosa Bste banco o resultado na amostra de
teste € exposto na Tabela 4-29 e na Figura 4-2&anéamos melhor resultado novamente
com a codificacddermdmetrpa qual possui mediana no valor de 187 acertodudo, as
demais codificagbes, excdBummycom dupla camada, chegaram a valores muito pré&imo
podendo qualquer uma dessas ser usada para essmfigficiéncia.

Quanto a codificaca®@ummycom dupla camada, nota-se que a mesma parece ter
sofrido deoverfitting, que € o sobreajuste da rede devido a um nimessgxo de neurbnios
utilizados na camada oculta, o que levou a errqgaelsdo muito altos (cf. Cerqueraal,
2001). Dai, o que parecia ser uma boa escolhautémies na amostra de treino devido a sua
performance, ndo se mostrou satisfatoria para sewna amostra de teste. Usamos a técnica
de validacdo cruzadgara a parada do treinamento; esta técnica ényamtd recomendada
para evitar ooverfitting mas ndo parece ter sido de grande auxilio nesiglema. De
gualquer forma, este resultado nos mostra queredessario o uso de duas camadas ocultas,
ja que os melhores resultados foram conseguidosnpdelos mais simples, usando apenas
uma camada oculta.

Neste banco de dados, a simulacdo por AC se mostra boa opcdo para a
codificagdo dos dados; o niumero mediano de acenpsada rodada foi aproximadamente
equivalente aos das outras formas de codificacé&s andispersdo dos resultados nestas
rodadas foi menor. E possivel que o desempenhoomdth AC (em relacdo ao banco de

dados anterior) seja devido a maior quantidadeadescagora disponiveis.
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Figura 4-26 — Comparagéo entre as codificacbegurss.

Tabela 4-29 — Comparacao entre as codificagfes —
namero de classificagdes corretas no banco de &aipsos

Codificacéo Neurbnios Média
Dummyl-de-c 50 184,57
Dummyl-de-(c-1) 45 182,20
DummyDupla Camada 10-20 110,76
Binério 30 184,89
Gray 40 185,20
Numérico 55 183,91
Termdmetro 40 185,86
AC Dupla Camada 20-20 184,94

AC 60 183,43

60
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4.2.3 Banco de dadoonsumo

A amostra de teste deste banco de dados continftasé®, que nao tinham ainda
sido utilizados em nenhum modelo. Os resultadasl@dem 100 simula¢gbes de cada modelo
sdo apresentados na Tabela 4-30 e Tabela 4-31Figura 4-27 e Figura 4-28 (em termos do
erro MAPE e do erro MSE, respectivamente). Comoepuas observar, o MAPE nos da
como melhor resultado a codificac&oay, que apresenta a menor mediana do erro; o MSE,
contudo, indicou a codificagc@uméricacomo a de melhor desempenho. Uma vez que estas
duas medidas de erros se baseiam em conceitastaBsti erro absoluto e erro quadratico -
esta diferenca de resultados € frequentementevaloserVale observar que os engenheiros
eletricistas que trabalham com previsao de conqueferem usar o erro MAPE, por ser mais
interpretavel que o MSE (Hippeat al, 2001).

A codificagdo AC mostrou um desempenho razoavdkensnco de dados, tanto na
avaliacdo com MAPE quanto na avaliacdo por MSE,sedgdestacando das demais formas de

codificagéo.
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Figura 4-27 — Comparacao entre as codificagbesRi€&sumo — Erro MAPE.

Tabela 4-30 — Comparacao entre as codificacfes —

Erro MAPE.
Codificacao Neurénios MAI.DE
(mediana)
Dummy 25 48,14
Binario 30 50,17
Gray 15 43,50
Numérico 40 52,25
Termbmetro 25 48,36

AC 40 49,95
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Figura 4-28 — Comparacao entre codificacfes do BBs@mo — erro MSE.

Tabela 4-31 — Comparacao entre as codificacbes —

Erro MSE.
Codificacdo Neuronios MS.E

(mediana)

Dummy 40 9375,95
Binario 25 8432,35
Gray 35 11086,50

Numeérico 35 7641,10

Termbmetro 35 8723,95

AC 40 8165,45
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5 Discussao e conclusao

Analisando os resultados apresentados na secamagrtencluimos que, nos bancos
de dados utilizados, a codificacdo das varidveiserdeada qualitativas usando os fatores de
AC ndo mostrou vantagens em relacdo as outras $odeacodificacbes, em termos do
desempenho dos modelos em amostras de teste. Nosshide dadoSegurose Consum@os
resultados alcancados por esta técnica foram posxmos resultados obtidos pelas demais
técnicas empregadas; no banco de d&fiseas porém, o resultado da AC foi nitidamente
pior que os das outras técnicas, ja que o valanaldo por sua mediana na Figura 4-25 nos
da como resultado um valor aqguém do desejado, @ destoa das demais técnicas
apresentadas para o banco em questéo, fato esssspEamos ao pequeno tamanho da
amostra empregad@drneasfoi a menor base utilizada e continha 0 menor marde casos)

e a AC ser comumente aplicada em grandes matrzdadbs.

A principal utilizacdo da técnica de AC € na amaégploratoria dos dados, uma vez
gue permite a representacdo de dados qualitatieoformina quantitativa, em espaco de
dimensdes reduzidas, o que resulta em graficos codaoFigura 3-3.

A reducdo de dimensionalidade conseguida com eésftaich, contudo, ndo se
mostrou util nos bancos de dados utilizados nestealho. O uso de AC introduziu
dificuldades no trabalho (fatores de AC séo evigleieinte mais dificeis de calcular, e mais
dificeis de entender conceitualmente do que, pemglo, um vetor delummiey mas o
desempenho das redes n&o foi melhorado, em redacéas outras formas de codificagéo. E
possivel que o mau desempenho da AC tenha ocqoidpie 0os bancos de dados usados tém
pequeno numero de variaveis; como apresentado ¢@oS24.6, a técnica mostra mais
eficiéncia ao ser aplicada em matrizes de dadggadeles dimensdes. Para que esta hipotese
seja confirmada, serdo necessarios novos estudobancos de dados maiores, da ordem de
centenas de milhares de casos e milhares de vigriéséa possibilidade merece ser explorada

em trabalhos futuros sobre o tema.
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