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RESUMO
A presente dissertação tem como objetivo discutir o uso de técnicas de otimização baseadasno gradiente conjugado e de informações de segunda ordem para o treinamento de sistemasde inferência fuzzy singleton e non-singleton. Além disso, as soluções computacionaisderivadas são aplicadas aos problemas de classi�cação de distúrbios múltiplos e isoladosem sinais elétricos. Os resultados computacionais, obtidos a partir de dados sintéticosde distúrbios em sinais de tensão, indicam que os sistemas de inferência fuzzy singletone non-singleton treinados pelos algoritmos de otimização considerados apresentam maiorvelocidade de convergência e melhores taxas de classi�cação quando comparados comaqueles treinados pelo algoritmo de otimização baseada em informações de primeira or-dem e é bastante competitivo em relação à rede neural arti�cial perceptron multicamadas- multilayer perceptron (MLP) e ao classi�cador de Bayes.Palavras-chave: Sistema de inferência fuzzy ; Gradiente conjugado; Classi�cação de dis-túrbios; Qualidade da energia elétrica; Sinais elétricos; Algoritmos de otimização.



ABSTRACT
This master dissertation aims to discuss the use of optimization techniques based onthe conjugated gradient and on second order information for the training of singleton ornon-singleton fuzzy inference systems. In addition, the computacional solutions obtainedare applied to isolated a multiple disturbances classi�cation problems in electric signals.Computational results obtained from synthetic data from disturbances in electric signalsindicate that singleton or non-singleton fuzzy inference systems trained by the consid-ered optimization algorithms present greater convergence speed and better classi�cationrates when compared to those data trained by an optimization algorithm based on �rstorder information and is quite competitive with multilayer perceptron neural network andBayesian classi�er.Key-words: Fuzzy inference system; Conjugated gradient; Classi�cation of disturbances;Power quality; Electric signals; Optimization algorithms.



1 Introdução 26
1 INTRODUÇÃO

O crescente uso de equipamentos computadorizados e sensíveis às perturbaçõesdo sistema elétrico tem exigido requisitos da qualidade da energia elétrica (QEE) cada vezmais rigorosos (HEYDT, 1998), o que, juntamente com a necessidade das concessionáriasde energia elétrica de satisfazer os clientes, tem tornado o tema �qualidade da energia�um assunto de extrema importância no mercado atual de energia elétrica.O aumento do número de cargas de natureza não-linear (sistemas microproces-sados, fontes chaveadas, etc) em instalações residenciais, comerciais e industriais provocao aumento signi�cativo da ocorrência de distúrbios em sistemas de potência assim comoo do número de falhas e, consequentemente, a diminuição da vida útil dos equipamentosconectados às redes elétricas (RIBEIRO, 2005). Destaca-se ainda a crescente interligaçãoentre processos produtivos no ambiente industrial (ARRILLAGA; BOLLEN; WATSON, 2000).De maneira geral, os distúrbios de QEE, também denominados eventos, se mani-festam como deformidades nas formas de onda de tensão e corrente. Estas deformidades,frequentemente referidas como problemas de QEE, afetam signi�cativamente as indústriasem diversos aspectos (WANG; MAMISHEV, 2004). Dentre eles, destacam-se a interrupçãodo processo de produção, o que é re�etido em signi�cativas perdas �nanceiras para asindústrias.O crescente aumento de problemas relacionados à QEE, em sistemas elétricos depotência (SEP), tem levado ao longo dos últimos anos ao desenvolvimento de diversastécnicas de processamento de sinais para o monitoramento e análise de tais problemas.Dentre estas técnicas podemos citar: i) detecção e segmentação de distúrbios, ii) classi�-cação de distúrbios, iii) identi�cação de fontes de distúrbios, iv) localização de fontes dedistúrbios, v) compressão de sinais, vi) estimação de parâmetros do sinal e vii) decom-posição ou representação de sinais.



1 Introdução 27O termo QEE não possui uma de�nição única, fazendo com que existam al-gumas de�nições que entrem em con�ito umas com as outras. O Instituto de Engen-heiros Eletricistas e Eletrônicos, do inglês Institute of Electrical and Electronics Engi-neers (IEEE), de�ne o termo QEE como �O conceito de fornecer e estabelecer a alimen-tação de um equipamento elétrico sensível de forma adequada ao seu funcionamento�. Jáa Comissão Eletrotécnica Internacional, do inglês International Electrotechnical Commis-sion (IEC), de�ne o termo como �Características da eletricidade em um dado ponto dosistema elétrico, em relação a um conjunto de parâmetros técnicos de referência�. Noteque a de�nição dada pelo IEEE ressalta a importância da operação do equipamento, nãodando muita importância a determinados distúrbios que não afetam a operação do mesmo,já a de�nição dada pela IEC se preocupa com os parâmetros de referência do sistema,não importando o tipo de equipamento a ele conectado. No entanto, uma de�nição maisabrangente do termo QEE para processamento de sinais, a qual será adotada nesta disser-tação, é encontrado em (BOLLEN; GU, 2006), o qual de�ne: �Qualidade da energia elétricaé a combinação entre a qualidade da tensão e a qualidade da corrente. A qualidade datensão é um conceito relacionado a uma tensão sem desvios em relação a uma tensão ideal,o mesmo ocorrendo com a qualidade da corrente. Uma tensão ideal é uma tensão senoidalcom amplitude e frequência constante, onde ambos apresentam valores nominais�.A alguns anos, a preocupação com a QEE era relativamente baixa devido ao fatodos equipamentos elétricos não serem muito sensíveis a pequenas variações ocorridas natensão e na corrente. Este tema tem se tornado bastante importante devido a váriosfatores, dentre os quais merecem destaque: i) o crescente avanço da eletrônica de potên-cia, fazendo proliferar cargas não-lineares conectadas ao sistema; ii) o aparecimento deequipamentos e sistemas de controle utilizando microprocessadores sensíveis a diversosdistúrbios relacionados à QEE; iii) menor tolerância dos consumidores em relação aosproblemas relacionados à QEE, principalmente os consumidores industriais.Como mencionado, o termo QEE tem sido foco de muitos trabalhos nos últimosanos. Em especial, técnicas de processamento de sinais tem sido desenvolvidas para mon-itorar e analisar os problemas inerentes a QEE. No que tange a técnicas de classi�cação,além das mesmas necessitarem apresentar algoritmos de bom desempenho para a clas-si�cação de distúrbios em sinais elétricos, também necessitam apresentar complexidadecomputacional reduzida para que sejam implementadas em hardware de baixo custo, deforma que sua utilização seja viável economicamente. Neste trabalho é proposta ainda aderivação de algoritmos de treinamento baseados no método do Gradiente Conjugado eem informações de segunda ordem (matriz Hessiana), a �m de ajustar os parâmetros dos



1.1 Objetivo do trabalho 28classi�cadores fuzzy, com o intuito de tornar o sistema melhor adaptado ao problema.1.1 Objetivo do trabalhoA presente contribuição discute uma técnica de classi�cação de distúrbios isoladose múltiplos derivada a partir da proposição introduzida em (RIBEIRO; PEREIRA, 2007).Basicamente, o sinal de tensão é decomposto em duas componentes primitivas, a saber:componente fundamental e distúrbios. A partir dessas componentes, estatísticas de ordenssuperiores são seletivamente extraídas. A seguir, um classi�cador baseado em sistemas deinferência fuzzy singleton ou non-singleton é aplicado. No que tange o classi�cador fuzzy,nesta contribuição, é proposta a derivação de algoritmos de treinamento baseados nométodo do Gradiente Conjugado e em informações de segunda ordem (matriz Hessiana).1.2 Divisão do trabalhoEsta dissertação está organizada da seguinte forma: No capítulo 2 é apresentadauma revisão sobre as técnicas de classi�cação de distúrbios presentes em sinais elétri-cos. O referido capítulo aborda as metodologias que serão utilizadas para a extraçãode parâmetros utilizando estatísticas de ordem superior (EOS) e a posterior seleção dosreferidos parâmetros utilizando o discriminante de Fisher e as técnicas de classi�cação dedistúrbios baseadas no classi�cador Bayesiano e em rede neural MLP.O capítulo 3, apresenta a formulação do problema de classi�cação de distúrbios daQEE. Primeiramente, discute-se a decomposição do sinal a ser monitorado em diversascomponentes e a seguir, apresenta-se o problema de classi�cação como a decisão entrehipóteses que serão apresentadas.Já o capítulo 4 aborda a estruturação e projeto de um sistema de inferênciafuzzy. São apresentados os principais termos e de�nições para o sistema de inferênciafuzzy singleton e non-singleton juntamente como os respectivos parâmetros do sistema esuas atualizações, que são feitas através do algoritmo de retropropagação.O Capítulo 5 descreve um sistema de inferência fuzzy singleton e non-singletontreinado por algoritmos do Gradiente Conjugado e em informações de segunda ordem(matriz Hessiana), visando, sobretudo, mostrar que tal técnica baseada em inteligênciacomputacional pode fornecer uma maior velocidade de convergência e desempenho paraaplicações o�ine.



1.3 Sumário 29No capítulo 6 são apresentados e discutidos alguns resultados da aplicação dasmetodologias e técnicas propostas e analisadas nesta dissertação.Finalmente, o Capítulo 7 apresenta as conclusões e observações �nais da presentedissertação.1.3 SumárioO presente capítulo apresentou uma breve introdução da dissertação e do con-teúdo da mesma, relacionando de forma resumida os principais tópicos envolvidos. Aseguir, no Capítulo 2, é apresentada uma revisão das técnicas e metodologias utilizadaspara a classi�cação de distúrbios de QEE.



2 Classi�cação de distúrbios 30
2 CLASSIFICAÇÃO DEDISTÚRBIOS

Recentemente, uma grande atenção tem sido dada ao uso de técnicas de proces-samento de sinais e inteligência computacional para o desenvolvimento de ferramentaspara caracterizar, analisar e avaliar a QEE e o comportamento de cargas conectadas aosistema elétrico. Do ponto de vista de processamento de sinais, a análise da QEE pode serrealizada de acordo com os seguintes tópicos (RIBEIRO, 2005): i) detecção e segmentaçãode distúrbios, ii) classi�cação de distúrbios, iii) identi�cação de fontes de distúrbios, iv)localização de fontes de distúrbios, v) compressão de sinais, vi) estimação de parâmetrosdo sinal e vii) decomposição ou representação de sinais.Neste contexto, o presente capítulo apresenta uma revisão das técnicas e metodolo-gias aplicadas à classi�cação de distúrbios em sinais elétricos. Primeiramente, a Seção2.1, apresenta uma breve revisão de técnicas tradicionais de classi�cação de distúrbiospresentes em sinais elétricos. A seguir, a Seção 2.2 apresenta as metodologias que serãoutilizadas para a extração de parâmetros utilizando estatísticas de ordem superior (EOS)e a posterior seleção dos referidos parâmetros utilizando o discriminante de Fisher e astécnicas de classi�cação de distúrbios baseadas no classi�cador Bayesiano e em rede neu-ral MLP. Por �m, a Seção 2.3 apresenta a síntese do que será discutido no capítulo emquestão.2.1 Revisão sobre classi�cação de distúrbiosA classi�cação ou reconhecimento de distúrbios é um importante assunto no quetange ao desenvolvimento da próxima geração de equipamentos de monitoramento daQEE. De fato, tal tarefa requer o uso de ferramentas de reconhecimento de padrõesso�sticadas e e�cientes para aplicações em tempo real.Para alcançar esse objetivo, ultimamente técnicas de classi�cação têm sido ampla-



2.1 Revisão sobre classi�cação de distúrbios 31mente aplicadas para analisar um único distúrbio presente no sinal. Entretanto, sabe-seque durante um comportamento anormal, os sinais de tensão e corrente são corrompidosnão apenas por um único distúrbio, mas também por vários. Como a maioria das técni-cas desenvolvidas para classi�cação de distúrbios isolados tem uma aplicação limitada nomonitoramento da QEE, recentemente o foco de pesquisa tem sido no desenvolvimentode técnicas capazes de classi�car múltiplos distúrbios.Exemplos atuais de propostas voltadas para a classi�cação de múltiplos distúrbiossão reportados em (RIBEIRO, 2005), (RIBEIRO; PEREIRA, 2007) e (GAING, 2004). Noentanto, apesar dos bons resultados apresentados por estas técnicas, nota-se que ainda hágrandes desa�os para a classi�cação de múltiplos distúrbios.A classi�cação de distúrbios em sinais elétricos, apresentada em IEEE 1159(QUALITY, 1995) e em EN 50160(STANDARDIZATION, 1999) motivou o desenvolvimentode diversas técnicas que permitem um reconhecimento automático e con�ável dos eventosque se deseja classi�car. Tais metodologias são aplicadas como ferramentas para com-preender efeitos em cargas e para auxiliar a análise de fontes geradoras de distúrbios(CHUNG et al., 2002a). As diferentes técnicas propostas na literatura para a classi�caçãode distúrbios em sinais elétricos utilizam metodologias que permitem obter característicasdo sinal original que são classi�cadas segundo a sua magnitude e duração e são apresen-tadas em (CHOONG; REAZ; MOHD, 2005) e (IBRAHIM; MORCOS, 2002). Para realizar aclassi�cação destes distúrbios, diferentes algoritmos foram de�nidos, a �m de relacionaras características do sinal com o grupo a que pertencem: Sistema de inferência fuzzy, redesneurais arti�ciais (RNA), classi�cador de Bayes e outros. Estas metodologias têm um pa-pel importante na classi�cação de distúrbios, uma vez que o seu desempenho depende dosparâmetros extraídos e da maneira como o classi�cador a ser utilizado foi projetado. Noteque se as características do distúrbio não são capturadas com precisão, o desempenho daclassi�cação consequentemente será limitado.Sabe-se que a rede neural arti�cial possui como principal vantagem a �exibili-dade matemática proporcionada pela sua concepção e é fortemente recomendada paraaplicações em tempo real. Todavia, como desvantagem, tem-se que a função de erro a serminimizada é multimodal e possui muitos mínimos locais, onde o processo de aprendiza-gem pode ser restrito. Adicionalmente, a velocidade de convergência, robustez e precisãodependem fortemente da arquitetura de rede escolhida, ou seja, se é uma rede com atrasoalimentada adiante, do inglês Feed-Forward Neural Network (FFNN) ou rede neural deatraso de tempo, do inglês Time-Delay Neural Network (TDNN). Exemplos de classi-



2.2 Classi�cação de distúrbios baseada em EOS 32�cação de distúrbios presentes em sinais elétricos podem ser veri�cados em (CHOONG;REAZ; MOHD, 2005; LESKOVICZ et al., 2009; CARPINELLI; CHIODO; LAURIA, 2007; LEE;DASH, 2003; SANTOSO et al., 2000; JANIK; LOBOS, 2006; HOANG; NGUYEN, 2006; REAZ etal., 2007a; GHOSH; LUBKEMAN, 1995)Já o sistema de inferência fuzzy reduz a di�culdade de modelagem e análise desistemas complexos, uma vez que os graus de pertinência atribuídos às variáveis fornecemsuporte no tratamento da incerteza e da ambiguidade. Exemplos de aplicações de sis-temas de inferência fuzzy voltadas para classi�cação de distúrbios presentes em sinaiselétricos podem ser encontrados em (CHOONG; REAZ; MOHD, 2005; LIAO; LEE, 2004; TEKE;BAYINDIR; TUMAY, 2010; SAMANTARAY, 2010; REAZ et al., 2007b; DUAN et al., 2006; WI-JAYAKULASOORIYA J.V., 2002)Por �m, o classi�cador de Bayes possui um bom desempenho quando trabalha comfunções densidade de probabilidade Gaussiana. Todavia, sabe-se que a função densidadede probabilidade de cada evento devem ser conhecida com antecedência. Não obstante,em muitas situações, o alto custo computacional do classi�cador de Bayes pode di�cultarseu uso prático. Exemplos de aplicações de classi�cação de distúrbios baseadas na técnicaem questão podem ser encontrados em (CHUNG et al., 2002b; CHOONG; REAZ; MOHD,2005; BOLLEN et al., 2007; RIBEIRO; PEREIRA, 2007; KARIMI-GHARTEMANI; MOKHTARI;IRAVANI, 2000).2.2 Classi�cação de distúrbios baseada em EOSA �gura 1 apresenta o paradigma padrão utilizado para a classi�cação de distúr-bios presentes em sinais elétricos. O bloco �Extração de Características� é responsávelpela extração de características (parâmetros), para que posteriormente possa haver a se-leção de características. Finalmente, uma vez obtido o vetor de características px, o bloco�Classi�cação� aplica uma das técnicas de classi�cação a serem apresentadas para decidiro tipo de distúrbio presente no vetor x, que pode representar amostras de um sinal detensão ou corrente elétrica.
Extração de

Características
Classificação

PSfrag replacements
x px r

Figura 1: Técnica padrão para classi�cação de distúrbios presentes em sinais elétricos



2.2 Classi�cação de distúrbios baseada em EOS 33Cada bloco e suas respectivas particularidades serão apresentados nas Seções aseguir.2.2.1 Extração de característicasAlgumas contribuições como (MENDEL, 1991; NIKIAS; PETROPULU, 1993; FRISCH;MESSER, 1993; COLONNESE; SCARANO, 1999; NIKIAS; MENDEL, 1993; RIBEIRO et al., 2007;FERREIRA et al., 2009), direcionadas a problemas de detecção, classi�cação e identi�caçãode distúrbios em sistemas elétricos, apresentaram resultados expressivos obtidos atravésdo uso de estatísticas de ordem superior (EOS), do inglês higher-order statistics. Istoporque técnicas baseadas em EOS são mais adequadas à processos não gaussianos e asistemas não lineares, se comparados aquelas que utilizam estatísticas de segunda ordem.Dada uma sequência {z[n]}, tal que E {z[n]} = 0, os cumulantes de segunda,terceira e quarta ordens podem ser calculados a partir de (MENDEL, 1991)
c2,z[i] = E {z[n]z[n + i]} , (2.1)
c3,z[i] = E

{

z[n]z2[n+ i]
}

, (2.2)e
c4,z[i] = E

{

z[n]z3[n+ i]
}

− 3c2,z[i]c2,z[0], (2.3)em que E{·} denota o operador valor esperado e i representa o i-ésimo atraso.Seja agora {z[n]} uma sequência de comprimento L �nito. Logo, as Equações(2.1) - (2.3) podem ser estocasticamente aproximadas pelas expressões
ĉ2,z[i] ∼=

2

L

L/2−1
∑

n=0

z[n]z[n + i], (2.4)
ĉ3,z[i] ∼=

2

L

L/2−1
∑

n=0

z[n]z2[n + i], (2.5)



2.2 Classi�cação de distúrbios baseada em EOS 34e
ĉ4,z[i] ∼=

2

L

L/2−1
∑

n=0

z[n]z3[n + i]−

−
12

L2

L/2−1
∑

n=0

z[n]z[n + i]

L/2−1
∑

n=0

z2[n], (2.6)em que i = 0, 1, ..., L/2− 1.Uma forma alternativa para o cálculo dos cumulantes pode ser expressa por(RIBEIRO et al., 2007)
c̃2,z[i] ∼=

1

L

L−1
∑

n=0

z[n]z [mod(n+ i, L)] (2.7)
c̃3,z[i] ∼=

1

L

L−1
∑

n=0

z[n]z2 [mod(n+ i, L)] (2.8)e
c̃4,z[i] ∼=

1

L

L−1
∑

n=0

z[n]z3 [mod(n+ i, L)]

−
3

L2

L−1
∑

n=0

z[n]z [mod(n + i, L)]
L−1
∑

n=0

z2[n], (2.9)em que i = 0, 1, ..., L− 1 e mod(·) o operador módulo dado pormod(n + i, L) = (n + i)− %L, ∀ n + i > L− 1, (2.10)em que % denota o numero inteiro a que corresponde o resultado da divisão de n + i por
L, desprezando-se os valores após a vírgula.As Equações (2.4) - (2.6) fornecem L/2 características, enquanto que aplicandoas Equações (2.7) - (2.9), L características são extraídas. Isto porque com o uso dooperador mod(·) é como se a sequência {z[n]} fosse periódica, possibilitando assim aextração de mais informações da mesma. Logo, as expressões (2.7) - (2.9) mostram-se maisinteressantes, pois resultam em um número maior e mais representativo de características.Então, para cada x obtém-se um vetor de características dado porpH = [ĉ T

2,z c̃ T
2,z ĉ T

3,z c̃ T
3,z ĉ T

4,z c̃ T
4,z]

T , H = 0, 1, (2.11)em que H = 0 denota a classe sem distúrbio, enquanto que H = 1 a classe com



2.2 Classi�cação de distúrbios baseada em EOS 35distúrbio, ĉ2,z = [ĉ2,z(0), · · · , ĉ2,z(L/2 − 1)]T , c̃2,z = [c̃2,z(0), · · · , c̃2,z(L − 1)]T , ĉ3,z =

[ĉ3,z(0), · · · , ĉ3,z(L/2−1)]T , c̃3,z = [c̃3,z(0), · · · , c̃3,z(L−1)]T , ĉ4,z = [ĉ4,z(0), · · · , ĉ4,z(L/2−

1)]T e c̃4,z = [c̃4,z(0), · · · , c̃4,z(L− 1)]T .Dada a quantidade de características extraídas, a Seção 2.2.2 descreve a técnicade seleção de características usada neste trabalho.2.2.2 Seleção de característicasA seleção de características tem por objetivo indicar os Kp parâmetros maissigni�cativos do vetor pH, de comprimento 9L
2
. Em outras palavras, determina as carac-terísticas que promovem uma melhor separação entre as classes de eventos de�nidos pelashipóteses a serem de�nidas no capítulo 3. Isto faz com que a complexidade do detectorseja bastante reduzida, o que torna mais maleável o problema de detecção. Esta etapa érealizada apenas durante o processo de projeto dos detectores.Neste trabalho foi utilizado o discriminante de Fisher, do inglês Fisher's dis-criminant ratio (FDR), por ser simples e ao mesmo tempo ter proporcionado resultadossatisfatórios. Seu cálculo, para um problema envolvendo apenas duas classes distintas, éde�nido em (THEODORIDIS; KOUTROUMBAS, 1999) porFFDR = Λµ0,µ1Λ

−1
σ , (2.12)em que Λσ = diag{σ2

0,0 + σ2
1,0, σ

2
0,1 + σ2

1,1, . . . , σ
2
0, 9L

2
−1

+ σ2
1, 9L

2
−1
} é uma matriz diago-nal formada pelo vetor de covariância associado a cada classe, enquanto que Λµ0,µ1 =

diag{(µ0,0 − µ1,0)
2, (µ0,1 − µ1,1)

2, . . . , (µ0, 9L
2
−1 − µ1, 9L

2
−1)

2} é a matriz diagonal formadapor seus vetores de média.Seja vFDR ∈ R
9L
2
×1 um vetor constituído pelos elementos da diagonal principalde FFDR, tal que vFDR(0) > vFDR(1) > . . . > vFDR(

9L
2
− 1), então as Kp característicasselecionadas correspondem aos Kp primeiros elementos do vetor vFDR.2.2.3 Classi�cadoresNeste trabalho serão avaliados o desempenho de dois classi�cadores: Um denomi-nado classi�cador de Bayes (THEODORIDIS; KOUTROUMBAS, 1999), baseado no critério damáxima verossimilhança - maximum likelihood (ML) e outro baseado em uma rede neuralMLP (HAYKIN, 1999). Ainda nesta contribuição, no que tange o classi�cador fuzzy, seráapresentada a derivação de algoritmos de treinamento baseados no método do Gradiente



2.2 Classi�cação de distúrbios baseada em EOS 36Conjugado e em informações de segunda ordem (matriz Hessiana).A motivação do classi�cador baseado na regra de Bayes reside no fato de que omesmo gera resultados que, de certa forma, balizam do ponto de vista comparativo, oprojeto de novos classi�cadores, os quais podem se basear em outras teorias, tais comoredes neurais e sistemas de inferência fuzzy. De fato, se as suposições consideradas noprojeto de um classi�cador de Bayes não forem su�cientes para fornecer bons resultados,há uma indicação da necessidade de novas técnicas de classi�cação que possam apresen-tar melhores desempenhos. Neste contexto, a escolha do classi�cador de Bayes, com assuposições descritas a seguir, visa tão somente explicar as possíveis limitações para estatécnica no que tange a classi�cação distúrbios presentes em sinais elétricos.Por outro lado, a escolha da rede neural como classi�cador deve-se, sobretudo àsua capacidade de descrever superfícies complexas de separação, o su�ciente para permitirdesempenhos interessantes, mesmo quando os dados são de medição. A maioria dosalgoritmos de treinamento de redes neurais se baseia em informações de primeira ordem.Além disso, o uso de algoritmos de treinamento, baseados em informações de segundaordem, conduzem a resultados bastantes promissores quando a rede neural é submetida aexaustivos períodos de treinamento.É importante ressaltar que as escolhas dos classi�cadores, baseados na regra deBayes e na rede neural, não são as únicas e, possivelmente, não são as melhores de todasas escolhas possíveis. Entretanto, os resultados descritos no Capítulo 6 re�etem, de certaforma, o nível de adequação das mesmas para o problema analisado.2.2.3.1 Classi�cador de BayesConsidere um vetor xp ∈ R
Kp×1 a ser classi�cado, dentre as duas classes ouhipóteses H0 e H1, formado pelos Kp parâmetros de pH, selecionados a partir da Equação(2.12). Este vetor xp tem probabilidade a priori, de ser classi�cado em umas das duasclasses, dada por P (H0) e P (H1). A função densidade de probabilidade condicional é de-notada por p (xp|H0) e p (xp|H1). Então, de acordo com (THEODORIDIS; KOUTROUMBAS,1999), a regra de Bayes fornece

P (H0|xp) =
p(xp|H0)P (H0)

p(xp)
(2.13)e

P (H1|xp) =
p(xp|H1)P (H1)

p(xp)
, (2.14)



2.2 Classi�cação de distúrbios baseada em EOS 37em que p(xp) é a função densidade de probabilidade de xp, P (H0|xp) e P (H1|xp) são asprobabilidade à posteriori de inexistência e ocorrência de distúrbios no vetor xp.Portanto, aplicando a regra de Bayes em um vetor xp de características, tem-se:
Se P (H0|xp) > P (H1|xp), então o vetor xp pertence à classe H0,

Se P (H0|xp) ≤ P (H1|xp), então o vetor xp pertence à classe H1.Considerando as Equações (2.13) e (2.14), a decisão baseada na regra de Bayespode ser expressa como
p(xp|H0)P (H0) ≷ p(xp|H1)P (H1). (2.15)Assuma agora que as probabilidade a priori de ocorrência de ambas as classessão iguais, ou seja, P (H0) = P (H1) = 1/2 e, que a função densidade de probabilidadesegue uma distribuição Gaussiana. Assim tem-se:

p (xp|HH) =
1

(2π)kp/2
∣

∣

∑

H

∣

∣

1
2

e−
1
2
(xp−µH)TΣ−1

H
(xp−µH), H = 0, 1, (2.16)em que µH representa o vetor de médias, ∣∣ · ∣∣ é o operador determinante e∑

H
é a matrizde covariância referente a cada classe expressa por

∑

H
= E{(xp − µH)(xp − µH)

T}, H = 0, 1. (2.17)Aplicando as considerações anteriores na expressão (2.15), resulta em
∣

∣

∑

0

∣

∣

1
2 e−

1
2
(xp−µ1)TΣ−1

1 (xp−µ1)

∣

∣

∑

1

∣

∣

1
2 e−

1
2
(xp−µ0)TΣ−1

0 (xp−µ0)
R 1 (2.18)Observa-se em (2.18), que o classi�cador proposto baseia-se no critério da máx-ima verossimilhança e que, dado um vetor xp, a determinação de qual classe o mesmocorresponde, depende do resultado desta inequação.2.2.3.2 Classi�cador MLPDados os vetores xp,i, com i = 1, 2, ..., Nx amostras, constituídos de Kp carac-terísticas extraídas dos vetores px,i, então as equações de uma rede neural perceptronmulticamadas, com Kp entradas, uma camada escondida e camada de saída com uma



2.2 Classi�cação de distúrbios baseada em EOS 38saída, são as seguintes si = AT

[xp,i

1

] (2.19)
qi = ϕ(si), (2.20)e

yrn,i = BT

[qi

1

]

, (2.21)em que A ∈ R
(Kp+1)×Nq e B ∈ R

(Kp+1)×1 são as matrizes de pesos entre as camadas deentrada e escondida/intermediária e entre as camadas escondida/intermediária e de saída,respectivamente; yrn,i é a saída da rede neural MLP associada ao vetor xp,i.Por sua vez, ϕ(·) é uma função de transferência motonicamente crescente e queneste trabalho será tomada como sendo a tangente hiperbólica. Com isso, a equação(2.20) pode ser reescrita da seguinte maneira:
qi = tanh(si). (2.22)Concatenando os vetores colunas das matrizes A e B, obtém-se o vetor de pesos dado porw = [aT bT ]T , (2.23)em que aT e bT é a concatenação dos vetores colunas das matrizesA eB, respectivamente.O vetor w ótimo (wo) pode ser obtido porwo = minw J(w), (2.24)em que

J(w) =
1

2Nx

Nx
∑

i=1

(yrn(i)− yd(i))
2 (2.25)é a função custo a ser minimizada e yd(i) é a i-ésima saída desejada da rede neural MLP.Note que yd(i) = 1 signi�ca que o vetor de parâmetros xp,i está associado a ocorrênciado distúrbio. Por outro lado, yd(i) = −1 informa que o vetor de parâmetros xp,i estáassociado à inexistência de distúrbio.Dentre os vários métodos de otimização disponíveis na literatura para a obtençãode wo, neste trabalho optou-se pelo método gradiente conjugado, escalonado e modi�-cado (GCEM) (MEDSKER; JAIN, 2000). Este método foi adotado, posto que ele faz uso deinformações de segunda ordem e apresenta baixo custo computacional devido ao uso da



2.3 Sumário 39técnica proposta em (PEARLMUTTER, 1994). Assim sendo, tem-se um método de treina-mento que apresenta elevada velocidade de convergência e baixo esforço computacional,com relação aos algoritmos baseados em informação de segunda ordem. Uma descriçãodetalhada do algoritmo do método GCEM para treinamento da rede neural MLP é apre-sentado em (RIBEIRO, 2005), a qual foi proposto em (SANTOS; ZUBEN, 2000).2.3 SumárioO presente capítulo apresentou as técnicas e metodologias utilizadas para classi�-cação de distúrbios presentes em sinais elétricos. Note que as referidas técnicas fazem usode EOS para a extração de característcias e FDR para realizar a seleção de características.Tais técnicas foram apresentadas na Seção 2.2.Por �m, tem-se a apresentação das considerações mais relevantes acerca das abor-dagens baseados no teorema de Bayes e rede neural MLP para a classi�cação de distúrbiosda qualidade da energia elétrica.A seguir, o capítulo 3 apresenta a formulação do problema de classi�cação dedistúrbios em sinais elétricos e discute as questões de investigação analisadas na presentecontribuição.



3 Formulação do Problema 40
3 FORMULAÇÃO DOPROBLEMA

O presente capítulo apresenta a formulação do problema de classi�cação de dis-túrbios da QEE. Primeiramente, discute-se a decomposição do sinal a ser monitorado emdiversas componentes e a seguir, apresenta-se o problema de classi�cação como a decisãoentre hipóteses que serão apresentadas.Considerando os distúrbios em tensão e/ou corrente de acordo com os conceitosde QEE, também chamados de eventos ou variações (BOLLEN; GU, 2006), o sinal elétrico (tensão ou corrente monitorada) pode ser decomposto em contribuições aditivas de váriostipos de sinais primitivos, os quais são associados aos fenômenos elétricos da QEE.Seja x(t) ∈ R,−∞ < t < ∞, um sinal de tensão e/ou corrente de um sistemaelétrico de distribuição ou transmissão de energia elétrica, tal que
X(Ω) =

{

XR(Ω) + jXI(Ω), Ω ≤ Ωmax

0, caso contrário , (3.1)em que X(Ω) é a transformada de Fourier de x(t), posto que
∫

∞

−∞

|x (t)| dt < ∞ (3.2)e Ωmax é a frequência angular máxima de X(Ω). Assim sendo, o sinal em tempo discretoé de�nido como
x [n] := x(t)|t=nT , (3.3)em que

T = Π
Ωmax

= 1
2fmax

= 1
fs

(3.4)é o período de amostragem que atende ao critério de Nyquist e fs é a frequência deamostragem (amostras por segundo).



3 Formulação do Problema 41O sinal x[n] pode ser expresso por (RIBEIRO, 2005)
x [n] := f [n] + h [n] + i [n] + t [n] + v [n] , (3.5)em que os sinais f [n], h [n], i [n], t [n] e v [n] representam a componente fundamental, har-mônicos, interharmônicos, transitórios e ruídos de fundo, respectivamente. A componentefundamental é representada por
f [n] := A0 [n] cos

(

2π
f0 [n]

fs
n+ φ0 [n]

)

, (3.6)em que A0 [n], f0 [n] e φ0 [n], referem-se, respectivamente à amplitude, freqüência e fase dacomponente fundamental. Observe que os parâmetros da componente fundamental variamcom o tempo. Distúrbios associados a esta componente são: sags e swells instantâneos,momentâneos e temporários; interrupções momentâneas, temporárias e sustentadas; esobretensões e subtensões (QUALITY, 1995).A representação da componente de harmônicos é dada por
h [n] :=

M
∑

m=1

hm [n], (3.7)em que
hm [n] := Am [n] cos

(

2πm
f0 [n]

fs
n + φm [n]

)

(

u [n− nhmi
]− u

[

n− nhmf

])

. (3.8)Note que hm [n] representa a m-ésima harmônica com amplitude Am [n] e fase φm [n]. Otermo (u [n− nhmi
]− u

[

n− nhmf

]) da equação (3.8) representa a duração do sinal, emque nhmi
de�ne a amostra do sinal onde se inicia o componente harmônico e nhmi

de�nea amostra onde tal distúrbio termina e u[n] é a sequência degrau unitário.A componente de interharmônicos é de�nida por
i [n] :=

J
∑

j=1

ij [n], (3.9)em que
ij [n] := Aj [n] cos

(

2π
fj [n]

fs
n+ φj [n]

)

(

u
[

n− niji

]

− u
[

n− nijf

])

, (3.10)no qual Aj(n), fj(n) e φj(n) são a magnitude, freqüência e a fase da j -ésima interhar-mônica, respectivamente. Por sua vez, o termo (u [n− niji

]

− u
[

n− nijf

]) da equação(3.10) representa a duração do sinal, em que niji de�ne a amostra do sinal onde se inicia



3 Formulação do Problema 42o componente harmônico e nijf de�ne a amostra onde tal distúrbio termina.A componente de transitórios é dada por:
t [n] := tspi [n] + tnot [n] + tdec [n] + tdam [n] , (3.11)em que tspi [n] e tnot [n] representam transitórios chamados spikes e notches, respectiva-mente e tdec [n] e tdam [n] representam transitórios oscilatórios e transitórios impulsivosrespectivamente. Tais fenômenos são expressos, respectivamente, pelas equações:

tspi [n] :=

Nspi
∑

i=1

tspi,i [n] (u [n− nspi,i]− u [n− nspi,f ]) , (3.12)
tnot [n] :=

Nnot
∑

i=1

tnot,i [n] (u [n− nnot,i]− u [n− nnot,f ]) , (3.13)
tdec [n] :=

Ndec
∑

i=1

Adec,i [n] cos [ωdec,i [n]n + φdec,i [n]] exp [−αdec,i [n− ndec,i]]

× [u [n− ndec,i]− u [n− ndec,f ]]

(3.14)e
tdam [n] :=

Ndam
∑

i=1

Adam,i [n] exp [−αdam,i [n− ndam,i]]

× [u [n− ndam,i]− u [n− ndam,f ]] ,

(3.15)em que o termo (u [n− nspi,i]− u [n− nspi,f ]) da equação (3.12) representa a duração dosinal, em que nspi,i de�ne a amostra do sinal onde se inicia o distúrbio spike e nspi,f de�nea amostra onde tal distúrbio termina. Por sua vez, o termo (u [n− nnot,i]− u [n− nnot,f ])da equação (3.13) representa a duração do sinal, em que nnot,i de�ne a amostra do sinalonde se inicia o distúrbio notch e nnot,f de�ne a amostra onde o mesmo termina. O termo
[u [n− ndec,i]− u [n− ndec,f ]] da equação (3.14) representa a duração do sinal, em que ndec,ide�ne a amostra do sinal onde se inicia o transitório oscilatório e ndec,f de�ne a amostraonde tal distúrbio termina. Já o termo [u [n− ndam,i]− u [n− ndam,f ]] da equação (3.15)representa a duração do sinal, em que ndam,i de�ne a amostra do sinal onde se inicia atransitório impulsivo e ndam,f de�ne a amostra onde o referido distúrbio termina. Observeque (3.14) se refere tanto a transitórios causados por chaveamentos de capacitor quantopor faltas em sistemas de energia elétrica. A equação (3.15) representa tanto decaimentosexponenciais quanto componentes CC (αdam = 0).O ruído de fundo {v [n]} é constituído de váriáveis aleatórias independente eidenticamente distribuídas (i.i.d.) e independente das componentes {f [n]}, {h [n]}, {i [n]}e {t [n]}. Assume-se que v(n) ∼ N (0, σ2), em que N (0, σ2) de�ne uma distribuição



3 Formulação do Problema 43Gaussiana de média zero e variância σ2.A partir das expressões (3.6)-(3.15), obtém-se os vetores x = [x [n] . . . x [n−N + 1]]T ,
f = [f [n] . . . f [n−N + 1]]T , h = [h [n] . . . h [n−N + 1]]T , i = [i [n] . . . i [n−N + 1]]T ,
t = [t [n] . . . t [n−N + 1]]T e v = [v [n] . . . v [n−N + 1]]T .Assim sendo, a classi�cação de eventos ou distúrbios que possam ocorrer no sinal xpode ser resolvida de forma efetiva se for possível decompor o sinal x nas suas componentesprimitivas (RIBEIRO; PEREIRA, 2007). Entretanto, há uma grande di�culdade em obteras componentes primitivas do sinal x, mesmo que seja de forma o�ine, posto que issopode demandar uma complexidade (espacial e/ou temporal) considerável.Para contornar este problema, utiliza-se o paradigma baseado no principio dedividir para conquistar, do inglês the principle of divide to conquer, que tem sido ampla-mente e satisfatoriamente empregado em várias aplicações da engenharia e que pode servisualizado em (RIBEIRO, 2005; RIBEIRO; PEREIRA, 2007). No referido paradigma, o vetor
x é decomposto em várias componentes primitivas, a partir das quais distúrbios isoladosou múltiplos, chamados de padrões primitivos, podem ser facilmente classi�cados. A idéiaprincipal é decompor os sinais de tensão e/ou corrente em várias componentes primitivascom técnicas de processamento de sinais e aplicar técnicas de reconhecimento de padrõespara classi�car os distúrbios, conforme foi inicialmente discutido em (RIBEIRO; PEREIRA,2007) e (RIBEIRO, 2005) e mostrado na �gura 2.Apesar dos bons resultados obtidos em (RIBEIRO; PEREIRA, 2007) e (RIBEIRO,2005), pode-se notar que as técnicas apresentadas nessas contribuições demandam um con-siderável custo computacional para a decomposição do sinal elétrico, posto que o mesmoé decomposto nas componentes f , h e u. Visando reduzir o custo computacional, nestacontribuição propõe-se a decomposição do vetor x nos vetores f e u, conforme mostradona �gura 3. Isso signi�ca que uma simples técnica de �ltragem pode ser aplicada paraobtenção dos vetores f e u.O esquema da técnica proposta é retratado na �gura 3. O bloco decomposição dosinal implementa um �ltro notch IIR que é capaz de decompor o vetor x nas componentes fe u. O bloco extração de parâmetros é responsável pela extração de características baseadoem estatísticas de ordem superior. Finalmente, os blocos de classi�cação aplicam umatécnica de classi�cação baseada em sistemas de inferência fuzzy para decidir a existênciade distúrbios no vetor x, da mesma forma como foi feito em (RIBEIRO; PEREIRA, 2007) e
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Figura 2: Paradigma apresentado em (RIBEIRO; PEREIRA, 2007) para a classi�cação dedistúrbios isolados e múltiplos.
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Figura 3: Paradigma proposto para a classi�cação de distúrbios isolados e múltiplos.



3 Formulação do Problema 45(RIBEIRO, 2005).Para minimizar eventuais problemas relacionados à classi�cação de distúrbios,nesta dissertação analisa-se o vetor u e o vetor f . Assim sendo, o problema se resume emdecompor o vetor x em duas componentes e realizar a análise conjunta das informaçõespresentes nestas componentes. Utilizando uma técnica simples e e�ciente de �ltragem,o vetor x pode ser decomposto nos vetores f e u, de forma satisfatória para efeitos declassi�cação de distúrbios, e satisfazendo a seguinte equação:
u := x− f , (3.16)o que pode ser obtido com uma técnica de �ltragem simples para a obtenção dos vetoresf e u. A partir do vetor f pode-se facilmente classi�car vários conjuntos de distúrbiosque estão fortemente vinculados à componente fundamental. Os padrões primitivos asso-ciados a essa componente primitiva são chamadas sag, swell, interrupção e �icker. Nestadissertação, para o sistema de inferência fuzzy para classi�cação de distúrbios de QEE,iremos considerar apenas os distúrbios sag, swell e �icker, uma vez que com os mesmospodemos obter uma satisfatória abrangência do problema. Como resultado, a classi�caçãode distúrbios nesta componente pode ser formulada como a decisão entre hipóteses sim-ples relacionadas à ocorrência de cada um destes distúrbios, conforme mostrada a seguir(TREES, 1968, 1971), (MCDONOUGH; WHALEN, 1995), (RIBEIRO; PEREIRA, 2007):

Hf,0 : f = vf ,

Hf,1 : f = fsag + vf ,

Hf,2 : f = fswell + vf ,

(3.17)em que vf é uma parcela do ruído de fundo presente na componente fundamental. Osvetores fsag e fswell denotam a sag ou subtensão e swell ou sobretensão, respectivamente.Note que as hipóteses expressas em (3.17) podem ser dividida em outras três hipótesessimples, que são expressas por
Hf,i,0 : f = vf ,

Hf,i,1 : f = fdist + vf ,
(3.18)em que dist denota sag e swell se i = 1 ou 2, respectivamente.Já a partir da componente u, pode-se classi�car distúrbios tais como harmôni-cas, interharmônicas, spikes, notches, transitórios oscilatórios advindos de chaveamentos



3 Formulação do Problema 46capacitivos e transitórios impulsivos (RIBEIRO, 2005). Nesta dissertação, consideraremosapenas harmônicas e interharmônicas, posto que com tais distúrbios podemos obter umaboa representatividade do problema. Com isso assumindo que seja possível obter o vetoru, temos que
u = h+ i+ v, (3.19)em que vu é uma parcela do ruído de fundo presente na componente u. Note que de(3.19), a classi�cação de distúrbios nesta componente pode ser formulada como a decisãoentre hipóteses simples relacionadas à ocorrência de cada um destes distúrbios, conformemostrada a seguir

Hu,1 : u = h+ vu,

Hu,2 : u = i+ vu.
(3.20)O vetor i é relacionado à incidência de componentes interharmônicas nos sinaiselétricos. Estes componentes estão associados à ocorrência de cintilação ( ou �icker).Neste caso, o padrão primitivo associado a tal componente recebe o nome de interhar-mônica. Tal distúrbio pode ser decomposto em outros padrões primitivos se for necessárioanalisar um grupo especí�co de componentes interharmônicas. É válido ressaltar que o dis-túrbio �icker é uma classe especí�ca de interharmônicas, conforme discutido em (GROUP,1992) e será considerado nesta dissertação.Assim, a classi�cação de distúrbios pode ser de�nida como a decisão entre hipóte-ses simples relacionadas à ocorrência destes distúrbios isolados ou múltiplos da seguintemaneira

Hx,1 : x = fsag + v,

Hx,2 : x = fswell + v,

Hx,3 : x = h+ v,

Hx,4 : x = i+ v,

Hx,5 : x = fsag + i + v,

Hx,6 : x = fsag + h+ v,

Hx,7 : x = fswell + i+ v,

Hx,8 : x = fswell + h+ v,

Hx,9 : x = fsag + h+ i+ v,

Hx,10 : x = fswell + h+ i+ v.

(3.21)
em que v é uma parcela do ruído de fundo presente na componente x.Dada a formulação do problema discutida acima, as seguintes questões de inves-



3.1 Sumário 47tigação podem ser analisadas:1. Qual é a técnica de �ltragem adequada ( desempenho x complexidade) para decom-por o sinal?2. Quais e quantas são as características que devem ser extraídas dos vetores f e u deforma a reduzir a dimensionalidade do problema de classi�cação de distúrbios?3. Qual é o critério de seleção de características que garante uma redução de dimen-sionalidade ótima?4. Qual é a técnica de classi�cação adequada (desempenho x complexidade) para oproblema em questão?Dentre tais questões de investigação, neste trabalho é dada especial atenção àquestão 4. Basicamente, no capítulo 5 é descrito e deduzido um sistema de inferência fuzzytreinado por algoritmos do gradiente conjugado, visando, sobretudo, mostrar que tal tipode técnica baseada em inteligência computacional pode ser uma candidata interessantepara responder a questão 4.3.1 SumárioNesta Seção foi apresentada a formulação do problema de classi�cação mostrandoa composição do sinal a ser monitorado, assim como a formulação de hipóteses propostabaseada na análise dos vetores u e f . A seguir, no Capítulo 4 discute-se, a partir daformulação do problema apresentado nesta Seção, os sistemas de inferência fuzzy singletone non-singleton que serão utilizados para classi�cação de distúrbios de QEE.



4 Sistemas Fuzzy 48
4 SISTEMAS FUZZY

Criada em 1965 pelo Prof. Lot� Zadeh, da Universidade da Califórnia, Berkeley,a lógica fuzzy (ou lógica nebulosa) desagradou muitos cientistas no início, pois tratava,de certa forma, de dados vagos ou imprecisos. Em outras palavras enquanto a lógicabooleana prega os extremos �completamente verdadeiro� ou �completamente falso� parauma premissa, a lógica fuzzy permite uma transição gradual de uma proposição dentre osconjuntos em que esta pode pertencer e pela relação de pertinência entre esta em relaçãoaos conjuntos analisados. Isto quer dizer que, em lógica fuzzy uma premissa varia em graude verdade entre 0 e 1, gerando resultados �parcialmente verdadeiros� ou �parcialmentefalsos�. Para exempli�car esta análise de resultados intermediários ao verdadeiro ou falso,tomemos o seguinte: vamos assumir que o conceito de meia idade para o ser humano sejade�nido pelo período que vai de 35 a 55 anos. Desta forma, como apresentado na �gura4, temos limites rígidos para o conjunto de meia idade e isto não é ideal, pois depende decada pessoa.Uma representação para a �exibilização destes limites é apresentada na �gura 5,na qual se nota que o grau de certeza que uma pessoa de 25 anos pertença ao grupo de�meia idade� é menor que a certeza de uma pessoa de 45 anos pertencer a este grupo.

Figura 4: Comportamento booleano de uma situação.
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Figura 5: Flexibilização dos limites de uma situação.O sistema de inferência fuzzy imita um comportamento baseado em regras, gerandosaídas a partir de um conjunto de entradas não precisas. Para entendermos o raciocíniofuzzy, é necessária antes a apresentação de alguns componentes da teoria dos conjuntosfuzzy.4.1 Conjuntos fuzzySabemos que um conjunto fuzzy é um conjunto em que os limites não são bemde�nidos, ou seja, a transição entre pertencer e não pertencer ao conjunto é gradual aoinvés de abrupta. Um conjunto fuzzy F em um universo de discurso X é caracterizado poruma função de pertinência F que associa a cada elemento x ∈ X um grau F (x) ∈ [0, 1].Um conjunto clássico A em X é um caso particular de um conjunto fuzzy, emque os graus de associação (ou graus de pertinência) são de�nidos conforme a seguir:
A (x) =

{

1, se x ∈ A

0, se x /∈ A
(4.1)No caso de conjuntos clássicos, A (x) é a função característica de A.Seja X um universo de discurso, ou seja, uma coleção discreta ou contínua deobjetos x. Um conjunto fuzzy F em X é um conjunto de pares ordenados da forma

F = {(x, F (x)) |x ∈ X } (4.2)em que F (x) é o grau de pertinência do elemento x no conjunto fuzzy F . Note que Fmapeia um elemento x de X no intervalo [0, 1], ou seja, F : X → [0, 1]. Adicionalmente,funções de pertinência para conjuntos fuzzy generalizam a idéia de funções características



4.2 Normas triangulares 50para conjuntos clássicos. Se o universo X = {x1, x2, . . . , xn} é �nito, então F pode serrepresentada por um vetor n-dimensional F = (f1, f2, . . . , fn), com fi = F (xi)4.2 Normas triangularesAs normas triangulares formam uma classe geral de operadores de união e inter-seção para a teoria de conjuntos fuzzy. Estas normas fornecem um modelo operacionalpara os conectivos lógicos E (and) e OU(or) na lógica proposicional clássica.Diferente da união e interseção, que trabalham com conjuntos de�nidos em ummesmo universo, as operações baseadas em normas triangulares podem operar em con-juntos de universos distintos. Na teoria de conjuntos clássicos, a interseção e a união sãoexecutadas, em termos de suas funções características, utilizando-se os operadores min e
max, respectivamente.Por de�nição, uma norma triangular é uma operação binária t no intervalo [0, 1],que é comutativa, associativa, monotônica e que apresenta 1 como elemento neutro. Comisso, sabemos que que uma t-norma é uma função t : [0, 1] × [0, 1] → [0, 1], tal que paratodo o x, y, z ∈ [0, 1] aplica-se a seguintes propriedades:

• comutatividade: x t y = y t x,
• associatividade: x t (y t z) = (x t y) t z,
• monotonicidade: x t y ≤ x t z quando y ≤ z,
• elemento neutro: x t 1 = x.Dentre as t-normas mais utilizadas estão:
• interseção: x t y = min (x, y),
• produto algébrico: x t y = xy,
• produto limite: x t y = max {0, x+ y − 1},
• produto drástico: x t y =















x y = 1

y x = 1

0 x, y < 1

.



4.3 Relações fuzzy 51Adicionalmente, uma notação alternativa utilizada para t-normas é dada por
T (x, y) = x t y.Já uma co-norma triangular ou (s-norma) é uma operação binária s no intervalo
[0, 1], que é comutativa, associativa, monotônica e que apresenta 0 como elemento neutro.Com isso, sabemos que que uma t-norma é uma função s : [0, 1] × [0, 1] → [0, 1], tal quepara todo o x, y, z ∈ [0, 1]:

• comutatividade: x s y = y s x,
• associatividade: x s (ytz) = (x s y) s z,
• monotonicidade: x s y ≤ x s z quando y ≤ z,
• elemento neutro 0: x s 0 = x.Dentre as s-normas mais utilizadas estão:
• união: x s y = max (x, y),
• soma algébrica: x s y = x+ y − xy,
• soma limite: x s y = min {0, x+ y − 1},
• soma drástica: x s y =















x y = 0

y x = 0

0 x, y > 0

.Por sua vez, uma notação alternativa utilizada para t-normas e s-normas sãodadas respectivamente por T (x, y) = x t y e S (x, y) = x t y e podem ser encontradas em(PEDRYCZ; GOMIDE, 2007).4.3 Relações fuzzyUma relação fuzzy R expande a noção de conjuntos fuzzy para um universo multi-dimensional e representa a noção de associação parcial entre os elementos dos universos.Por exemplo, um grau de pertinência R (x, y) representa o grau de associação entre oelemento x ∈ X e y ∈ Y (PEDRYCZ; GOMIDE, 2007).



4.4 Composição de relações fuzzy 52Sendo as relações fuzzy generalizações das relações tradicionais, elas mapeiamelementos de um universo para o outro através do produto cartesiano dos universos. Ograu da relação é de�nido no intervalo unitário [0, 1].Com isso, sejam X e Y dois universos. Uma relação fuzzy R é um subconjuntofuzzy do produto cartesiano X × Y

R : X × Y → [0, 1] , (4.3)em que x ∈ X , y ∈ Y e R (x, y) é o grau com que (x, y) são compatíveis com relação a R.Sabemos que as relações entre variáveis podem ser de�nidas usando regras fuzzyna forma: Se x1 é F1 e x2 é F2 e . . . xn é Fn, Então z é Zl. (4.4)Regras fuzzy de�nem uma relação entre antecedentes (x1, x2, . . . , xn) e conse-quentes antecedentes (z) em termos dos conjuntos fuzzy F1, F2, . . . , Fn e Zl. Uma regrafuzzy 4.4 é um exemplo de relação fuzzy da forma R : F1 × F2 × . . . Fn × Zl → [0, 1],em que R (x1, x2, . . . , z) representa o grau de associação entre as variáveis antecedentes econsequentes.4.4 Composição de relações fuzzyDentre os mais importantes tipos de composição de relações fuzzy, podemos citaras composições denominadas sup-t e inf-s. Supondo que R,S e T são relações fuzzy noespaço cartesiano X × Y , Y × Z e X × Z respectivamente. Tais relações podem sercombinadas utilizando diferentes operadores de composição. Para de�nir tais tipos decomposição, considere X,Y e Z como universos distintos.A composição sup-t das relações fuzzy R : X × Y → [0, 1] e S : Y × Z → [0, 1] éuma relação fuzzy T : R × S → [0, 1] cuja função de pertinência T (x, z) é dada por:
T (x, z) = sup

y∈Y
{R (x, y) t S (y, z)} ∀x ∈ X e ∀z ∈ Z, (4.5)em que t é uma t-norma. Note que a composição sup-t de R e S é denotada por T = R◦S.Por sua vez, a composição inf-s das relações fuzzy R : X × Y → [0, 1] e S :

Y × Z → [0, 1] é uma relação fuzzy T : R× S → [0, 1] cuja função de pertinência T (x, z)



4.5 Sistema de inferência fuzzy singleton 53é dada por:
T (x, z) = inf

y∈Y
{R (x, y) s S (y, z)} ∀x ∈ X e ∀z ∈ Z, (4.6)em que s é uma s-norma. A composição inf-s de R e S é denotada por T = R • SO procedimento para se obter a composição inf-s é o mesmo daquele utilizadopara a composição sup-t, substituindo-se o supremo pelo ín�mo e a t-norma por umas-norma. (HELL, 2008)Com o conhecimento prévio dos elementos dos conjuntos fuzzy, pode-se inteirarmais precisamente da forma de raciocínio que um sistema baseado em lógica fuzzy utiliza.O �uxograma apresentado na �gura 6 ilustra resumidamente os estágios da computaçãofuzzy para um sistema ou processo genérico. Nota-se que como parte fundamental doalgoritmo se encontra a base de conhecimento e regras fuzzy, que pode ser um bancode dados em memória ou aferições feitas por algum sistema de sensoriamento, e queserá utilizada, na máquina de inferência no momento de buscar a melhor resposta paradeterminada ação.4.5 Sistema de inferência fuzzy singletonO sistema de inferência fuzzy singleton contém quatro blocos ou componentesprincipais, a saber: regras, fuzzi�cador, inferência e defuzzi�cador. Uma vez de�nidasas regras, um sistema de inferência fuzzy pode ser visualizado como um mapeamentodas entradas para as saídas, que pode ser expresso através de modelos matemáticos.Assim, podemos descrever e estabelecer procedimentos para se determinar os parâmetrosdo sistema de inferência fuzzy e com isso otimizar o seu desempenho. Este tipo de sistemade inferência fuzzy é largamente utilizado em diversos segmentos da engenharia, taiscomo em controladores fuzzy e processadores de sinais. A �gura 6 mostra a estrutura deum sistema de inferência fuzzy, em que os termos �Entrada discreta� e �Saída discreta�remetem a um número real relacionado a um conjunto A que tem a função de pertinênciadada por:
A ⇒ µA(x) =

{

1, se x ∈ A

0, se x /∈ A
(4.7)Quando uma entrada discreta é aplicada em tal sistema de inferência fuzzy, amesma é fuzzi�cada e, em seguida, a máquina de inferência calcula o conjunto fuzzy de
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Figura 6: Sistema de inferência fuzzy singleton utilizada, adaptada de (RIBEIRO, 2005).
saída correspondente a cada regra. A seguir, o defuzzi�cador calcula o valor discreto dasaída do sistema de inferência fuzzy. Esse processo de obtenção da saída do sistema deinferência fuzzy singleton é expresso da seguinte maneira:Seja um conjunto fuzzy com p entradas x1 ∈ X1, . . . , xp ∈ Xp e uma saída yl ∈ Y .Supondo que o sistema possuiM regras fuzzy, em que a l -ésima regra é dada por (MENDEL,1991, 1995) Se x1 é F l

1 e . . . e xp é F l
p, Então yl é Gl, l = 1, . . . ,M . (4.8)Esta regra representa uma relação fuzzy entre o espaço de entrada X1×· · ·×Xp e o espaçode saída Y do sistema de inferência fuzzy. Note que

F l
k =

{(

x, µF l
k
(x)
)
∣

∣

∣
x ∈ X, µF l

k
(x) ∈ [0, 1]

} (4.9)é o k-ésimo conjunto fuzzy da l-ésima regra fuzzy cuja função de pertinência é dada por
µF l

k
(xk). Por sua vez, a expressão linguística � Se x1 é F l

1 e . . . e xp é F l
p � é o antecedenteda l-ésima regra fuzzy, a sentença linguística �Então yl é Gl� é o consequente da l -ésimaregra fuzzy e Gl um conjunto fuzzy. A �gura 7 exempli�ca uma função Gaussiana depertinência utilizada no antecedente de uma regra do sistema fuzzy, enquanto a �gura 8mostra as funções de pertinência utilizada para modelar a imprecisão no valor de umavariável, por exemplo a temperatura ambiente.
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Figura 7: Exemplo de função de pertinência Gaussiana.

Figura 8: Funções de pertinência para a modelar a incerteza no valor da temperatura.



4.5 Sistema de inferência fuzzy singleton 56Na máquina de inferência fuzzy (representada pelo bloco �Inferência� na �gura6, utiliza-se princípios de lógica fuzzy para combinar regras IF-THEN a partir da basede regras fuzzy obtida através de um mapeamento de conjuntos fuzzy de entrada em
x1 ∈ X1, . . . , xp ∈ Xp para os conjuntos fuzzy de saída em Y . Cada regra é interpretadacomo uma implicação fuzzy. Assumindo que F l

1×· · ·×F l
p = Al, então a sentença expressaem (4.8) pode ser reescrita da seguinte maneira

Rl : F l
1 × · · · × F l

p → Gl = Al → Gl, l = 1, . . . ,M. (4.10)Note que Rl é descrita pela função de pertinência µRl(x, y), em que
µRl(x, y) = µAl→Gl(x, y) (4.11)e x = [x1, . . . , xp]

T . Com isso, temos que µRl(x, y) = µAl→Gl(x1, . . . , xp, y) e assumindo autilização de implicações Mandami, podemos inferir que
µRl(x, y) = µAl→Gl(x, y) = µF l

1×···×F l
p→Gl(x, y)

= µF l
1×···×F l

p
(x) ? µGl(y)

= µF l
1
(x1) ? . . . ? µF l

p
(xp) ? µGl(y)

=
[

T p
k=1µF l

k
(xk)

]

? µGl(y).

(4.12)Note que os múltiplos antecedentes são conectados pelos operadores and e por t-normas.A entrada p-dimensional para Rl é dada por um conjunto Ax cuja a função depertinência é dada por
µAx

(x) = µX1(x1) ? µX2(x2) ? . . . ? µXp
(xp)

= T p
k=1µXk

(xk),
(4.13)em que ? e T indicam as t-normas que foram escolhidas. Cada regra Rl determina umconjunto fuzzy Bl = Ax ◦Rl em Y tal que

µBl(y) = µAx◦Rl(y)

= supx∈X [µAx
(x) ? µAl→Gl(x, y)] , y ∈ Y.

(4.14)Esta composição, denominada composição sup-star é um mapeamento altamentenão linear de um vetor x em um conjunto fuzzy escalar µBl(y). Podemos interpretara máquina de inferência fuzzy como um sistema que mapeia conjuntos fuzzy através dacomposição sup-star apresentada na equação (4.14). Tal situação é retratada a seguir, na�gura 9.



4.5 Sistema de inferência fuzzy singleton 57
Máquina de

Inferência

PSfrag replacements Ax

µAl→Gl(x, y)

µBl(y)

Figura 9: Interpretação da máquina de inferência fuzzy como um sistema.Substituindo as equações (4.12) e (4.13) em (4.14), temos que
µBl(y) = supx∈X [µAX

(x) ? µAl→Gl(x, y)]

= supx∈X

[

T p
k=1µXk

(xk) ?
[

T p
k=1µF l

k
(xk)

]

? µGl(y)
]

= supx∈X

{[

T p
k=1µXk

(xk) ? µF l
k
(xk) ? µGl(y)

]}

= µGl(y) ?
{[

supx1∈X1
µX1(x1) ? µF l

1
(x1)

]

?

· · · ?
[

supxp∈Xp
µXp

(xp) ? µF l
p
(xp)

]}

, y ∈ Y.

(4.15)
Esta é uma sequência muito importante de cálculos e resultados. A última linha decorre dacomutatividade de uma t-norma e do fato de que µXk

(xk) ? µF l
k
(xk) é apenas uma funçãode xk. Note que cada supremum na equação (4.15) é uma variável escalar. O conjuntofuzzy �nalB é determinado por todas asM regras e pode ser obtido através da combinação

Bl com sua correspondente função de pertinência µBl(y), em que l = 1, . . . ,M ,
B = Ax ◦

[

R1, · · · , RM
]

. (4.16)O conjunto suporte de um conjunto fuzzy A é o conjunto de elementos no universoX para os quais µA(x) > 0. Um conjunto fuzzy cujo suporte é um único ponto x′com µA(x
′) = 1 é chamado de conjunto unitário fuzzy ou singleton. Para a fuzzi�caçãosingleton, note que a operação supremum na composição sup-star apresentada na equação(4.15) é de fácil compreensão, uma vez que µXk

(xk) é diferente de zero somente no ponto
xk = x′

k . Com isso, temos que
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µBl(y) = µGl(y) ?

{[

supx1∈X1
µX1(x1) ? µF l

1
(x1)

]

?

· · · ?
[

supxp∈Xp
µXp

(xp) ? µF l
p
(xp)

]}

= µGl(y) ?
{[

µX1(x
′
1) ? µF l

1
(x′

1)
]

?

· · · ?
[

µXp
(x′

p) ? µF l
p
(x′

p)
]}

= µGl(y) ?
[

µF l
1
(x′

1) ? · · · ? µF l
p
(x′

p)
]

, y ∈ Y ,

(4.17)
Para as implicações produto e mínimo, temos que µXk

(x′
k) ? µF l

k
(x′

k) = 1 ? µF l
k
(x′

k) =

µF l
k
(x′

k). O termo entre colchetes na última linha da equação (4.17) é denominado nívelde disparo (MENDEL, 2001). Note que µBl(y) depende de x = x′. Logo, se x′ sofrevariação então µBl(y) é alterado. A notação µBl(y|x = x′) é mais adequada, todavia épouco utilizada na literatura. Por essa razão, iremos adotar a notação µBl(y).Para cada valor de y ∈ Y , ou seja, y′, sabemos que µBl(y′) pode ser visualizadocomo um valor discreto. Devido ao fato de que y ∈ Y e µBl(y) estarem em função de y,note que a equação (4.17) pode ser avaliada ∀y ∈ Y e por isso a mesma é consideradauma função de pertinência.A defuzzi�cação pela altura (DRIANKOV; HELLENDOORN; REINFRANK, 1996),também pode ser chamada de defuzzicação pela média dos máximos (WANG, 1997, 1994)substitui cada regra da saída fuzzy de�nida por um singleton no ponto que o conjunto pos-sui maior função de pertinência e então calcula-se a centróide do conjunto tipo 1 compostapor tais singletons.As t-normas usualmente empregadas em aplicações de engenharia são os oper-adores produto e mínimo. Considerando que o defuzzi�cador é baseado na altura, entãoa saída discreta do sistema de inferência fuzzy singleton é dada por
yh(x) =

∑M
l=1 θlµBl(θl)
∑M

l=1 µBl(θl)
, (4.18)em que θl é o ponto que possui maior valor de função de pertinência no l-ésimo conjuntode saída e µBl é o seu grau de pertinência no l-ésimo conjunto de saída. Ou seja, θl é ovalor no universo correspondente ao centro de gravidade do conjunto fuzzy Bl associado aograu de ativação da regra Rl. Para a fuzzi�cação singleton, sabemos a partir da equação(4.17) que

µBl(θl) = µGl(θl) ?
[

µF l
1
(x′

1) ? · · · ? µF l
p
(x′

p)
]

, y ∈ Y. (4.19)Este método é simples pois o centro de gravidade das funções de pertinência mais comunsé conhecido a priori e para a função de pertinência Gaussiana tal centro de gravidade



4.5 Sistema de inferência fuzzy singleton 59é o valor central da função. Tal método de defuzzi�cação utiliza o centro do suporte
ȳl da função de pertinência do consequente. Por isso, qualquer que seja a largura dafunção de pertinência, o método fornece o mesmo resultado. Usando-se outros métodosde defuzzi�cação diferentes saídas podem ser obtidas.Assumindo a escolha pela fuzzi�cação singleton, composição max-product, impli-cação produto e defuzzi�cação pela altura e deixando em aberto a escolha pela função depertinência, é simples mostrar que

y(x) = fs(x)

=

∑M
l=1 θl

∏p
k=1 µFl

k
(xk)

∑M
l=1

∏p
k=1 µFl

k
(xk)

.
(4.20)Note que o uso do sobrescrito �s� em fs(x) remete à utilização do sistema de inefrênciafuzzy singleton. Para obter a equação (4.20), iniciamos com a equação (4.18) e sub-stituímos pelo µBl(θl) da equação (4.21). Adicionalmente, por simplicidade notacional,renomeamos x′

i para xi, de forma que podemos escrever fs (x
′) como fs(x). Com isso,assumindo que as funções de pertinência são normalizadas, de modo que µGl(θl) = 1,temos que (MENDEL, 2001)

µBl(θl) =
[

∏p
k=1 µF l

k
(x′

k)
]

× µGl(θl)

=
∏p

k=1 µF l
k
(x′

k).
(4.21)Sabendo que as t-normas são operadores produto e cada regra µF l

k
(xk) pode ser visualizadacomo uma função de pertinência Gaussiana, temos que,

µF l
k
(xk) = exp







−
1

2

(

xk −mF l
k

σF l
k

)2






, (4.22)em que l = 1, ...,M . Note que mF l
k
e σF l

k
são as médias e variâncias, respectivamente.A equação (4.20) pode ser representado de forma genérica por

y(x) = fs(x)

=
∑M

l=1 θlφl(x),
(4.23)em que θl é o peso associado à l-ésima regra e φl(x) é chamado de função de base fuzzy



4.5 Sistema de inferência fuzzy singleton 60(fuzzy basis function - FBF) (WANG; MENDEL, 1992a), dada por
φl(x) =

∏p
k=1 µFl

k
(xk)

∑M
l=1

∏p
k=1 µFl

k
(xk)

=

∏p
k=1 exp









−

(

x
(q)
k

−m
Fl
k

)2

2σ2
Fl
k









∑M
l=1









∏p
k=1 exp









−

(

x
(q)
k

−m
Fl
k

)2

2σ2
Fl
k

















,
(4.24)

em que l = 1, . . . ,M (MENDEL, 2001).Para o sistema de inferência fuzzy projetado, optou-se por fazer uso do algoritmode treinamento denominado retropropagação, do inglês back-propagation. A lógica fuzzyabordada visa especi�car os parâmetros mF l
k
, σF l

k
de tais funções de pertinência, bemcomo os centros θl das conseguintes funções de pertinência da equação (4.23).Dado um conjunto de pares de entradas-saídas (x(q) : y(q)), deseja-se determinarum sistema que remete a um ajuste ótimo para tais conjuntos, com o respaldo da funçãocusto. Existem vários métodos que podem ser utilizados para projetar um sistema deinferência fuzzy com diferentes propriedades e características.

J(w(q)) = e(q)

= 1
2

[

fs(x
(q))− y(q)

]2
,

(4.25)seja minimizada. Note que utilizando o algoritmo de retropropagação para minimizar e(q),podemos facilmente obter as atualizações dos seguintes parâmetros: (MENDEL, 1991)
mF l

k
(q + 1) = mF l

k
(q)− αm

[

fs(x
(q))− y(q)

] [

θl (q)− fs(x
(q))
]

×

[

x
(q)
k

−m
Fl
k
(q)

]

σ2

Fl
k

(q)
φl(x

(q)),
(4.26)

θl(q + 1) = θl(q)− αθl

[

fs(x
(q))− y(q)

]

φl(x
(q)), (4.27)e

σF l
k
(q + 1) = σF l

k
(q)− ασ

[

fs(x
(q))− y(q)

] [

θl (q)− fs(x
(q))
]

×

[

x
(q)
k

−m
Fl
k
(q)

]2

σ3

Fl
k

(q)
φl(x

(q)).
(4.28)Na equação (4.28) optou-se por atualizar σF l

k
ao invés de σ2

Fl
k

, pois σ2

Fl
k

sempre será
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k
pode assumir valores positivos ou negativos. É válido ressaltar queos valores atribuídos para mF l

k
(0), θl(0) e σF l

k
(0) devem ser informados para inicializarmosas equações (4.26), (4.27) e (4.28), respectivamente.Note que é possível obter uma boa inicialização para os parâmetros mF l

k
, θl e

σF l
k
. Uma maneira pouco satisfatória de se inicializar tais parâmetros é fazer com que osmesmos sejam inicializados de forma randômica. Tal estratégia poderia fazer com que oalgoritmo tenha uma convergência lenta. Inicializar os parâmetros de maneira inteligente,atribuindo valores plausíveis para tais parâmetros pode fazer com que o algoritmo deretropropagação possa convergir mais rapidamente (CHU; MENDEL, 1994).Os parâmetros de aprendizagem αm, αθl e ασ devem ser escolhidos com parcimô-nia. Normalmente, atribui-se o valor α para tais parâmetros. A escolha de um valor muitogrande para α pode fazer com que o algoritmo não possa convergir. Todavia, atribuir para

α um valor pequeno pode fazer com que o algoritmo demore muito tempo para convergir.Durante o treinamento com o algoritmo de retropropagação, o sistema opera emuma sequência de dois passos. Primeiro, um padrão é apresentado à camada de entradado sistema de inferência fuzzy. A atividade resultante �ui através do sistema de inferênciafuzzy, camada por camada, até que a resposta seja produzida pela camada na saídado sistema. No segundo passo, a saída obtida é comparada à saída desejada para essepadrão particular. Se esta não estiver correta, o erro é calculado e propagado à partirda saída até a entrada. Desta forma, os os parâmetros do sistema de inferência fuzzyvão sendo modi�cados conforme o erro é propagado. As equações (4.26), (4.27) e (4.28)são consideradas, portanto, parte de uma estrutura de um algoritmo de retropropagaçãodevido às suas dependências em relação ao erro (e(i)), que se propaga da saída para aentrada.Os sistemas de inferência fuzzy singleton têm sido amplamente utilizados devidoà simplicidade e baixo custo computacional destes fuzzi�cadores. Entretanto, este tipo desistema de inferência fuzzy pode não ser adequado em casos onde há a presença de ruídosnos dados de treinamento ou nos dados que serão futuramente processados pelos sistemasfuzzy.4.6 Sistema de inferência fuzzy non-singletonPara considerar a presença de ruídos nas entradas dos sistemas de inferência fuzzy,foram desenvolvidos fuzzi�cadores non-singleton que assumem que os dados na entrada



4.6 Sistema de inferência fuzzy non-singleton 62apresentam incertezas e, consequentemente, os mesmos possuem associados à eles funçõesde pertinência que assumem valores no intervalo [0, 1]. Na fuzzi�cação non-singleton, amedição xk = x′
k é mapeada em um conjunto fuzzy (KAUFMAN; GUPTA, 1991) e possuiuma função de pertinência associada. Ou seja, de acordo com (MENDEL, 2001), temosque um fuzzi�cador non-singleton é aquele para o qual µXk

(x′
k) = 1, em que k = 1, . . . , pe µXk

(xk) é decrementado de modo contínuo quando xk se afasta de x′
k .Conceitualmente, o fuzzi�cador non-singleton assume que o valor de entrada x′

ké o valor mais provável de ser o correto, se comparado com todos os valores apresentadosem sua vizinhança imediata. Contudo, assumindo que a entrada é corrompida por ruído,pontos vizinhos também são suscetíveis de ser o valor correto, todavia em menor grau dea�rmação.Durante o projeto devemos determinar o formato da função de pertinência µXk
(xk)baseado em uma estimativa de tipo e quantidade de ruído presente. São exemplos defunções de pertinência (MENDEL, 2001)1. Gaussiana: µXk

(xk) = exp
[

− (xk − x′
k)

2/2σ2
],2. Triangular: µXk

(xk) = max [0.1− |(xk − x′
k)/c|],3. Sino: µXk

(xk) = 1/(1 + |(xk − x′
k)/c|

n).Note que x′

k é o valor central dos conjuntos fuzzy. Já σ (c) de�ne o espaçamentoentre tais conjuntos.Para a fuzzi�cação singleton, simpli�ca-se a equação (4.15) para a obtenção daforma simpli�cada demonstrada na equação (4.17). Tal fato é possível pois µXk
(xk) édiferente de zero somente no ponto xk = x′

k . Todavia, é válido ressaltar que tal simpli�-cação não se aplica à fuzzi�cação non-singleton. Note que
µQl

k
(xk) ≡ µ

Xk
(xk) ? µF l

k
(xk) , (4.29)em que k = 1, . . . , p e l = 1, . . . ,M . O valor de Xk no ponto em que ocorre o supremumde µQl

k
(xk) é chamado de xl

k,max. Assim, para a fuzzi�cação non-singleton, a equação(4.15) pode ser reescrita da seguinte maneira
µBl(y) = µGl(y) ?

[

T p
k=1µQl

k

(

xl
k,max

)

]

, (4.30)em que y ∈ Y e l = 1, . . . ,M . Esta é a equação fundamental para o sistema de inferênciafuzzy non-singleton. Assim como apresentado na seção (4.6), o termo [T p
k=1µQl

k

(

xl
k,max

)

]é denominado nível de disparo para um sistema de inferência fuzzy non-singleton.



4.6 Sistema de inferência fuzzy non-singleton 63Comparando as equações (4.30) e (4.17), temos a presença de um pré-�ltro quetransforma a entrada x em xl
max, conforme apresentado na �gura 10. Tal pré-�ltro é oresultado direto da composição sup-star e ocorre naturalmente no sistema de inferênciafuzzy non-singleton.

Máquina de

Inferência
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PSfrag replacements
x xl

max

µGl(y)

µBl(y)

Figura 10: Pré-�ltragem da entrada para um sistema de inferência fuzzy non-singleton.Para obter a equação (4.32), iniciamos com a equação (4.18) e combinamos amesma com o termo µBl(θl) da equação (4.30). Adicionalmente, por simplicidade nota-cional, renomeamos x′
k para xk, de forma que escrevemos fns (x′) como fns(x). Com isso,assumindo que as funções de pertinência são normalizadas, de modo que µGl(θl) = 1,temos que (MENDEL, 2001)

µBl(θl) =
[

∏p
k=1 µQl

k

(

xl
k,max

)

]

× µGl(θl)

=
∏p

k=1 µQl
k

(

xl
k,max

)

,
(4.31)em que l = 1, ...,M .Assumindo a escolha pela fuzzi�cação non-singleton, composição max-product,implicação produto e defuzzi�cação pela altura e deixando em aberto a escolha pelafunção de pertinência, temos que

y(x) = fns(x)

=

∑M
l=1 θl

∏p
k=1 µQl

k
(xl

k,max)
∑M

l=1

∏p

k=1 µQl
k
(xl

k,max)
.

(4.32)Note que o uso do sobrescrito �ns� em fns(x) remete à utilização do sistema de ineferênciafuzzy non-singleton. O sistema de inferência fuzzy expresso na equação (4.32) pode serrepresentado de forma genérica por
y(x) = fns(x),

=
∑M

l=1 θlφl(x),
(4.33)



4.6 Sistema de inferência fuzzy non-singleton 64em que θl é o peso associado à l-ésima regra e φl(x) é chamado de função de base fuzzy(fuzzy basis function - FBF) (WANG; MENDEL, 1992a), dada por
φl(x) =

∏p
k=1 µQl

k
(xl

k,max)
∏p

k=1 µQl
k
(xl

k,max)

=

∏p

k=1 exp
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,

(4.34)
em que l = 1, . . . ,M (MENDEL, 2001). Com isso, é válido mencionar que a equação (4.34)já se torna uma função de pertinência Gaussiana.Seja um conjunto de N pares de entradas-saídas de treinamento, (x(1) : y(1)), (x(2) :

y(2)), ..., (x(N) : y(N)), em que x é o vetor de entrada com a presença ruídos e y é umasaída escalar. A função de pertinência Gaussiana é modelada conforme a seguir:
µF l

k
(xk) = exp







−
1

2

(

xk −mF l
k

σF l
k

)2






, (4.35)em que k = 1, ..., p e l = 1, ...,M . Adicionalmente, cada uma das entradas do sistemade inferência fuzzy são modeladas como uma incerteza Gaussiana, cuja função função depertinência é dada por
µXk

(xk) = exp

{

−
1

2

(

xk −mXk

σXk

)2
}

, (4.36)em que k = 1, ..., p. Note que µXk
(xk) e µF l

k
(xk) são respectivamente, as funções depertinência do sinal na entrada do sistema de inferência fuzzy e da regra da função depertinência.Com isso, após de�nidas as equações (4.35) e (4.36) e combinando as mesmascom a formulação apresentada em (4.29) e (4.34), temos que y(x(q)) assume a seguinteformatação

y(x(q)) = fns(x
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(4.37)
em que q = 1, ..., N , k = 1, ..., p e l = 1, ...,M .



4.6 Sistema de inferência fuzzy non-singleton 65No algoritmo de retropropagação para o sistema de inferência fuzzy non-singletonos parâmetros utilizados não são �xos e sofrem atualizações. Assume-se então, que taisparâmetros devem ser ajustados. As equações do método non-singleton diferem-se dométodo singleton devido a presença do ruído σX presente em sua concepção. Nota-se quetal método visa estabelecer como especi�car os parâmetros mF l
k
, σF l

k
, σX e θl, utilizandoo conjunto de treinamento (x(1) : y(1)), (x(2) : y(2)), ..., (x(N) : y(N)). Com isso, o objetivoprincipal é projetar um sistema de inferência fuzzy a partir de (4.37), de tal forma que afunção de erro instantânea seja minimizada

J(w(q)) = e(q),

= 1
2

[

fns(x
(q))− y(q)

]2
.

(4.38)Ao analisar a equação (4.37), é evidente que fns é caracterizado por θl, mF l
k
, σF l

k
e σX .Utilizando o algoritmo de retropropagação para minimizar e(q), podemos facilmente obteras atualizações dos seguintes parâmetros do sistema de inferência fuzzy

mF l
k
(q + 1) = mF l

k
(q)− αm

[

fns(x
(q))− y(i)

] [

θl (q)− fns(x
(q))
]

×

[

x
(q)
k

−m
Fl
k
(q)

σ2
X
(q)+σ2

Fl
k

(q)

]

φl(x
(q)),

(4.39)
θl(q + 1) = θl(q)− αθl

[

fns(x
(q))− y(q)

]

φl(x
(q)), (4.40)

σF l
k
(q + 1) = σF l

k
(q)− ασ

[

fns(x
(q))− y(q)

] [

θl (q)− fns(x
(q))
]

×σF l
i
(q)

[

x
(q)
k

−m
Fl
k
(q)

σ2
X
(q)+σ2

Fl
k

(i)

]2

φl(x
(q)),

(4.41)e
σX(q + 1) = σX(q)− αX

[

fns(x
(q))− y(q)

] [

θl (q)− fns(x
(q))
]

×σX(q)

[

x
(q)
k

−m
Fl
k
(q)

σ2
X
(q)+σ2

Fl
k

(q)

]2

φl(x
(q)).

(4.42)Assim, optou-se por atualizar σF l
k
e σX ao invés de σ2

Fl
k

e σ2
X , pois σ2

Fl
k

e σ2
X sempreserão valores positivos enquanto σF l

k
e σX podem assumir tanto valores positivos quantonegativos. É válido ressaltar que os valores atribuídos para mF l

k
(0), θl(0), σF l

k
(0) e σX(0)devem ser informados a �m de se inicializar as equações (4.39), (4.40), (4.41) e (4.42),



4.7 Sumário 66respectivamente.4.7 SumárioEste capítulo abordou a estruturação e projeto de um sistema de inferência fuzzy.Os principais termos e de�nições foram apresentados. Na seção 4.5, foi apresentadao sistema de inferência fuzzy singleton bem como os parâmetros mF l
k
, θl e σF l

k
e suasatualizações, feitas através do algoritmo de retropropagação.Já a seção 4.6 abordou as principais questões referentes ao sistema de inferênciafuzzy non-singleton. Da mesma maneira, foram apresentados os parâmetros mF l

k
, σF l

k
, θle σX e suas respectivas atualizações retornadas pelo algoritmo de retropropagação.
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5 PROPOSTAS

O presente capítulo descreve um sistema de inferência fuzzy singleton e non-singleton treinado por algoritmos do gradiente conjugado apresentados na Seção 5.3,visando, sobretudo, mostrar que tal técnica baseada em inteligência computacional podefornecer uma maior velocidade de convergência para aplicações o�ine.A otimização com base em algoritmos do gradiente conjugado foi originalmenteproposta por Hestenes e Stiefel, em (HESTENES; STIEFEL, 1952). Seu objetivo inicial foi aresolução de problemas quadráticos sem restrições, mas logo o mesmo foi estendido paracasos mais gerais. Este método pode ser considerado sob dois pontos de vista: Como ummétodo de descida, com busca linear exata ou como um método de resolução de sistemalinear, baseado em um processo de ortogonalização.O método do gradiente conjugado foi criado visando à resolução de problemaslineares iterativamente (HESTENES; STIEFEL, 1952). Considerando as matrizes de coe�-cientes simétricos de�nidas positivamente, o método converge em um número �nito deiterações. Contudo, quando se trata de matrizes não-simétricas o método não convergeda mesma maneira. Cada nova direção do gradiente conjugado é uma combinação linearde resíduo corrente com a direção anterior.O método do gradiente conjugado, consiste em um método iterativo de buscado mínimo local da função. Desta forma, geram-se aproximações para a solução e, emcada iteração do método, dois produtos internos são realizados para que se calculemdois escalares de�nidos de forma que a seqüência obedeça condições de ortogonalidade.Descrições do método podem ser encontradas em (ATKINSON, 1988), (AVRIEL, 2003) e(GOLUB; LOAN, 1996).Para a utilização do método proposto é preciso projetar matrizes Hessianas du-rante o período de treinamento. É válido ressaltar que para sistemas de inferência fuzzytal tipo de matriz ainda não foi deduzido, sendo esta uma das principais contribuiçõesdeste trabalho.



5.1 Matriz Hessiana para o sistema de inferência fuzzy singleton 68O capítulo em questão é dividido da seguinte maneira: A Seção 5.1 apresenta asdeduções dos termos da matriz Hessiana para o sistema de inferência fuzzy singleton. Porsua vez, a Seção 5.2 apresenta as deduções dos termos da matriz Hessiana para o sistemade inferência fuzzy non-singleton. Já a Seção 5.3 apresenta o algoritmo do gradienteconjugado para o treinamento dos métodos em questão.5.1 Matriz Hessiana para o sistema de inferência fuzzysingletonAs deduções apresentadas a seguir referem-se ao sistema de inferência fuzzy sin-gleton descrito na Seção 4.5. Note que tais deduções são baseadas na equação (4.24), emque assume-se a escolha pela fuzzi�cação singleton, composição max-product, implicaçãoproduto e defuzzi�cação pela altura e função de pertinência Gaussiana.Seja w(q) e ∇J(w(q)), respectivamente, o vetor linha e o gradiente dos parâmetrosdo sistema de inferência fuzzy, dados por
w(q) =

[

mF 1
1
(q), . . . , mF 1

p
(q), . . . , mFM

1
(q), . . . , mFM

p
(q),

σF 1
1
(q), . . . , σF 1

p
(q), . . . , σFM

1
(q), . . . , σFM

p
(q),

θ1(q), . . . , θM(q)] ,

(5.1)
∇J(w(q)) =
[

∇m
F1
1
(q)J(w

(q)), . . . ,∇m
F1
p
(q)J(w

(q)), . . . ,∇m
FM
1

(q)J(w
(q)), . . . ,∇m

FM
p

(q)J(w
(q)),

∇σ
F1
1
(q)J(w

(q)), . . . ,∇σ
F1
p
(q)J(w

(q)), . . . ,∇σ
FM
1

(q)J(w
(q)), . . . ,∇σ

FM
p

(q)J(w
(q)),

∇θ1(q)J(w
(q)), . . . ,∇θM (q)J(w

(q))
]

,

(5.2)em que q representa a q-ésima iteração.Recapitulando a função de custo apresentada na equação (4.38), temos que
J(w(q)) = e(q)

= 1
2

[

fs(x
(q))− y(q)

]2
.

(5.3)Note que utilizando o algoritmo de retropropagação para minimizar e(q), podemos facil-mente obter a estrutura do gradiente conjugado de primeira ordem através da derivaçãode J(w(q)) em função dos parâmetros mF l
k
(q), θl(q) e σF l

k
(q), conforme a seguir

∇m
Fl
k
(q)J(w

(q)) =
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q), (5.4)
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∇σ

Fl
k
(q)J(w

(q)) =
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))bF l

k
(q) (5.5)e

∇θl(q)J(w
(q)) =

[

fs(x
(q))− y(q)

]

φl(x
(q)), (5.6)em que l = 1, . . . ,M e k = 1, . . . , p. Note que

aF l
k
(q) =

x
(q)
k −mF l

k
(q)

σ2
F l
k

(q)
, (5.7)

bF l
k
(q) =

(

x
(q)
k −mF l

k
(q)
)2

σ3
F l
k

(q)
. (5.8)Para simpli�car as deduções que serão apresentadas, adotou-se a seguinte nomenclatura

e(q) = fs(x
(q))− y(q), (5.9)

e
(q)
θl(q)

= θl(q)− fs(x
(q)). (5.10)A matriz Hessiana é uma matriz quadrada composta pelas derivadas parciais desegunda ordem de uma função. Ou seja, descreve a curvatura local de uma função devárias variáveis. Ser regular e de�nida positiva são propriedades necessárias à matrizHessiana para se aplicar algoritmos derivativos de segunda ordem estáveis (WILLE, 1997).É válido ressaltar que uma matriz regular é uma matriz quadrada que possui inversa. Jáuma matriz é de�nida positiva se, e somente se, todos os seus autovalores são positivos.Sabemos que o algoritmo do gradiente conjugado faz uso da matriz Hessiana

H(J(w(q))). Para obtenção da mesma, basta derivarmos o gradiente ∇J(w(q)), apresen-tado na equação (5.2), em função dos parâmetros do sistema de inferência fuzzy w(q),apresentado na equação (5.1).Com isso, obtém-se a seguinte estrutura
H(J(w(q))) =













Hm
Fi
j
(q),m

Fl
k
(q) Hm

Fi
j
(q),σ

Fl
k
(q) Hm

Fi
j
(q),θl(q)

Hσ
Fi
j
(q),m

Fl
k
(q) Hσ

Fi
j
(q),σ

Fl
k
(q) Hσ

Fi
j
(q),θl(q)

H
θi(q),mFl

k

(q)
Hθi(q),σFl

k
(q) Hθi(q),θl(q)













. (5.11)Note que os termos da matriz Hessiana que representam as derivadas do termo
mF i

j
(q) em relação aos gradientes ∇m

Fl
k
(q)J(w

(q)), ∇σ
Fl
k
(q)J(w

(q)) e ∇θl(q)J(w
(q)) sãode�nidos, respectivamente, nas equações (5.12) - (5.14)
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Hm

Fi
j
(q),m

Fl
k
(q) =













∂2J(w(q))

∂m2
F1
1

(q)
· · · ∂2J(w(q))

∂m
F1
1
(q)∂m

FM
p

(q)... ... ...
∂2J(w(q))

∂m
FM
p

(q)∂m
F1
1
(q)

· · · ∂2J(w(q))
∂m2

FM
p

(q)













, (5.12)
Hm

Fi
j
(q),σ

Fl
k
(q) =











∂2J(w(q))
∂m

F1
1
(q)∂σ

F1
1
(q)

· · · ∂2J(w(q))
∂m

F1
1
(q)∂σ

FM
p

(q)... ... ...
∂2J(w(q))

∂m
FM
p

(q)∂σ
F1
1
(q)

· · · ∂2J(w(q))
∂m

FM
p

(q)∂σ
FM
p

(q)











(5.13)e
Hm

Fi
j
(q),θl(q) =











∂2J(w(q))
∂m

F1
1
(q)∂θ1(q)

· · · ∂2J(w(q))
∂m

F1
1
(q)∂θM (q)... ... ...

∂2J(w(q))
∂m

FM
p

(q)∂θ1(q)
· · · ∂2J(w(q))

∂m
FM
p

(q)∂θM (q)











. (5.14)Já os termos da matriz Hessiana que representam as derivadas do termo σF i
j
(q)em relação aos gradientes ∇m

Fl
k
(q)J(w

(q)), ∇σ
Fl
k
(q)J(w

(q)) e ∇θl(q)J(w
(q)) são de�nidos,respectivamente, nas equações (5.15) - (5.17)

Hσ
Fi
j
(q),m

Fl
k
(q) =











∂2J(w(q))
∂σ

F1
1
(q)∂m

F1
1
(q)

· · · ∂2J(w(q))
∂σ

F1
1
(q)∂m

FM
p

(q)... ... ...
∂2J(w(q))

∂σ
FM
p

(q)∂m
F1
1
(q)

· · · ∂2J(w(q))
∂σ

FM
p

(q)∂m
FM
p

(q)











, (5.15)
Hσ

Fi
j
(q),σ

Fl
k
(q) =













∂2J(w(q))

∂σ2
F1
1

(q)
· · · ∂2J(w(q))

∂σ
F1
1
(q)∂σ

FM
p

(q)... ... ...
∂2J(w(q))

∂σ
FM
p

(q)∂σ
F1
1
(q)

· · · ∂2J(w(q))
∂σ2

FM
p

(q)













(5.16)e
Hσ

Fi
j
(q),θl(q) =











∂2J(w(q))
∂σ

F1
1
(q)∂θ1(q)

· · · ∂2J(w(q))
∂σ

F1
1
(q)∂θM (q)... ... ...

∂2J(w(q))
∂σ

FM
p

(q)∂θ1(q)
· · · ∂2J(w(q))

∂σ
FM
p

(q)∂θM (q)











. (5.17)Por sua vez, os termos da matriz Hessiana que representam as derivadas dotermo θi (q) em relação aos gradientes ∇m
Fl
k
(q)J(w

(q)), ∇σ
Fl
k
(q)J(w

(q)) e ∇θl(q)J(w
(q)) são
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Hθi(q),mFl

k
(q) =











∂2J(w(q))
∂θ1(q)∂mF1

1
(q)

· · · ∂2J(w(q))
∂θ1(q)∂mFM

p
(q)... ... ...

∂2J(w(q))
∂θM (q)∂m

F1
1
(q)

· · · ∂2J(w(q))
∂θM (q)∂m

FM
p

(q)











, (5.18)
Hθi(q),σFl

k
(q) =











∂2J(w(q))
∂θ1(q)∂σF1

1
(q)

· · · ∂2J(w(q))
∂θ1(q)∂σFM

p
(q)... ... ...

∂2J(w(q))
∂θM (q)∂σ

F1
1
(q)

· · · ∂2J(w(q))
∂θM (q)∂σ

FM
p

(q)











(5.19)e
Hθi(q),θl(q) =









∂2J(w(q))

∂θ21(q)
· · · ∂2J(w(q))

∂θ1(q)∂θM (q)... ... ...
∂2J(w(q))

∂θM (q)∂θ1(q)
· · · ∂2J(w(q))

∂θ2
M

(q)









(5.20)Os termos de Hm
Fi
j
(q),m

Fl
k
(q) , expresso na equação (5.12), são de�nidos a partirda análise das derivadas parciais do gradiente ∇m

Fl
k
(q)J(w

(q)) em relação ao parâmetro
mF i

j
(q) e são deduzidos conforme a seguir

∂2J(w(q))

∂mF i
j
(q)∂mF l

k
(q)

=
∂

∂mF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q). (5.21)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂mF i
j
(q)∂mF l

k
(q)

=
∂

∂mF i
j
(q)

[XYWZ] . (5.22)de tal forma que
X =

[

fs(x
(q))− y(q)

]

, (5.23)
Y =

[

θl(q)− fs(x
(q))
]

, (5.24)
W = φl(x

(q)), (5.25)e
Z = aF l

k
(q). (5.26)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (5.22). Com isso temos que
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∂2J(w(q))

∂m
Fi
j
(q)∂m

Fl
k
(q)

=

(

∂X
∂m

Fi
j
(q)

)

YWZ +X

(

∂Y
∂m

Fi
j
(q)

)

WZ

+XY

(

∂W
∂m

Fi
j
(q)

)

Z +XYW

(

∂Z
∂m

Fi
j
(q)

)

.
(5.27)Note que as derivadas parciais retratadas na equação (5.27) podem ser expressas por

∂X

∂mF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q), ∀i, (5.28)

∂Y

∂mF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF l

k
(q), ∀i, (5.29)

∂W

∂mF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))aF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
k
(q), i = l

(5.30)e
∂Z

∂mF i
j
(q)

=



















0, i 6= l

0, i = l, j 6= k
−1

σ2

Fl
k

(q)
, i = l, j = k

. (5.31)Analisando ∂2J(w(q))
∂m

Fi
j
(q)∂m

Fl
k
(q)
, para a situação em que i 6= l, temos que

∂2J(w(q))
∂m

Fi
j
(q)∂m

Fl
k
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)
[

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q)

−
[

fs(x
(q))− y(q)

] [

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)φl(x

(q))aF l
k
(q)

−
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q),(5.32)o que remete à seguinte equação

∂2J(w(q))
∂m

Fi
j
(q)∂m

Fl
k
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)
[

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q)

−
[

fs(x
(q))− y(q)

] [

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)φl(x

(q))aF l
k
(q)

−
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q).(5.33)Organizando os termos da equação (5.33), temos que

∂2J(w(q))
∂m

Fi
j
(q)∂m

Fl
k
(q)

=
{[

θi(q)− fs(x
(q))
] [

θl(q)− fs(x
(q))
]

−
[

fs(x
(q))− y(q)

] [

θi(q)− fs(x
(q))
]

−
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]}

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q).(5.34)
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∂2J(w(q))

∂mF i
j
(q)∂mF l

k
(q)

=
(

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

)

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q).(5.35)Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂m

Fl
k
(q)

para a situação em que i = l temos que
∂2J(w(q))

∂m
Fl
j
(q)∂m

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))aF l

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))aF l

j
(q)φl(x

(q))aF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
j
(q)aF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂Z

∂m
Fl
j
(q)
,

(5.36)
o que nos remete à seguinte equação

∂2J(w(q))
∂m

Fl
j
(q)∂m

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))aF l

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))aF l

j
(q)φl(x

(q))aF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
j
(q)aF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂Z

∂m
Fl
j
(q)
,

(5.37)
ou seja, (5.37) pode ser reescrita da seguinte maneira

∂2J(w(q))
∂m

Fl
j
(q)∂m

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

aF l
j
(q)aF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂Z

∂m
Fl
j
(q)
. (5.38)Com isso, ordenando os termos da equação (5.38), temos a seguinte equação para ∂2J(w(q))

∂m
Fi
j
(q)∂m

Fl
k
(q)quando i = l

∂2J(w(q))
∂m

Fl
j
(q)∂m

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))aF l
j
(q)aF l

k
(q)

+ e(q)e
(q)
θl(q)

φl(x
(q))

[

∂Z
∂m

Fl
j
(q)

+ aF l
j
(q)aF l

k
(q)

]

,
(5.39)em que ∂Z

∂m
Fl
j
(q)

assume os seguintes valores
∂Z

∂mF l
j
(q)

=







0, j 6= k
−1

σ2

Fl
k

(q)
, j = k

. (5.40)Note que os demais termos da matriz Hessiana H(J(w(q))) expressa na equação



5.2 Matriz Hessiana para o sistema de inferência fuzzy non-singleton 74(5.11) são deduzidos e apresentados no apêndice C.5.2 Matriz Hessiana para o sistema de inferência fuzzynon-singletonAs deduções apresentadas a seguir referem-se ao sistema de inferência fuzzy non-singleton descrito na Seção 4.6.Seja w(q) e ∇J(w(q)), respectivamente, o vetor linha e o gradiente dos parâmetrosdo sistema de inferência fuzzy, dados por
w(q) =

[

mF 1
1
(q), . . . , mF 1

p
(q), . . . , mFM

1
(q), . . . , mFM

p
(q),

σF 1
1
(q), . . . , σF 1

p
(q), . . . , σFM

1
(q), . . . , σFM

p
(q),

θ1(q), . . . , θM(q), σX(q)] ,

(5.41)
∇J(w(q)) =
[

∇m
F1
1
(q)J(w

(q)), . . . ,∇m
F1
p
(q)J(w

(q)), . . . ,∇m
FM
1

(q)J(w
(q)), . . . ,∇m

FM
p

(q)J(w
(q)),

∇σ
F1
1
(q)J(w

(q)), . . . ,∇σ
F1
p
(q)J(w

(q)), . . . ,∇σ
FM
1

(q)J(w
(q)), . . . ,∇σ

FM
p

(q)J(w
(q)),

∇θ1(q)J(w
(q)), . . . ,∇θM (q)J(w

(q)),∇σX(q)J(w
(q))
]

. (5.42)Recapitulando a função de custo apresentada na equação (4.38), temos que
J(w(q)) = e(q)

= 1
2

[

fs(x
(q))− y(q)

]2
.

(5.43)Note que utilizando o algoritmo de retropropagação para minimizar e(q), podemos facil-mente obter a estrutura do gradiente conjugado de primeira ordem através da derivaçãode J(w(q)) em função dos parâmetros mF l
k
(q), θl(q), σF l

k
(q) e σX(q) conforme a seguir

∇m
Fl
k
(q)J(w

(q)) =
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q), (5.44)

∇σ
Fl
k
(q)J(w

(q)) =
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))bF l

k
(q), (5.45)

∇θl(q)J(w
(q)) =

[

fs(x
(q))− y(q)

]

φl(x
(q)) (5.46)e

∇σX(q)J(w
(q)) =

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))cF l

k
(q), (5.47)
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aF l

k
(q) =

x
(q)
k −mF l

k
(q)

σ2
F l
k

(q) + σ2
Xk

(q)
, (5.48)

bF l
k
(q) =

(

x
(q)
k −mF l

k
(q)
)2

(

σ2
F l
k

(q) + σ2
Xk

(q)
)2σF l

k
(q) (5.49)e

cF l
k
(q) =

(

x
(q)
k −mF l

k
(q)
)2

(

σ2
F l
k

(q) + σ2
Xk

(q)
)2σXk

(q), (5.50)Para simpli�car as deduções que serão apresentadas, adotou-se a seguinte nomenclatura
e(q) = fs(x

(q))− y(q), (5.51)
e
(q)
θl(q)

= θl(q)− fs(x
(q)). (5.52)E assim, tal como apresentado na Seção 5.1, obtém-se a seguinte estrutura

H(J(w(q))) =



















Hm
Fi
j
(q),m

Fl
k
(q) Hm

Fi
j
(q),σ

Fl
k
(q) Hm

Fi
j
(q),θl(q) Hm

Fi
j
(q),σX(q)

Hσ
Fi
j
(q),m

Fl
k
(q) Hσ

Fi
j
(q),σ

Fl
k
(q) Hσ

Fi
j
(q),θl(q) Hσ

Fi
j
(q),σX (q)

H
θi(q),mFl

k

(q)
Hθi(q),σFl

k
(q) Hθi(q),θl(q) Hθi(q),σX (q)

HσX(q),m
Fl
k
(q) HσX(q),σX (q) HσX(q),θl(q) HσX(q),σX(q)



















. (5.53)
Note que os termos da matriz Hessiana que representam as derivadas do termo

mF i
j
(q) em relação aos gradientes∇m

Fl
k
(q)J(w

(q)),∇σ
Fl
k
(q)J(w

(q)),∇θl(q)J(w
(q)) e∇σXk

(q)J(w
(q))são de�nidos, respectivamente, nas equações (5.54) - (5.57)

Hm
Fi
j
(q),m

Fl
k
(q) =













∂2J(w(q))
∂m2

F1
1

(q)
· · · ∂2J(w(q))

∂m
F1
1
(q)∂m

FM
p

(q)... ... ...
∂2J(w(q))

∂m
FM
p

(q)∂m
F1
1
(q)

· · · ∂2J(w(q))

∂m2

FM
p

(q)













, (5.54)
Hm

Fi
j
(q),σ

Fl
k
(q) =











∂2J(w(q))
∂m

F1
1
(q)∂σ

F1
1
(q)

· · · ∂2J(w(q))
∂m

F1
1
(q)∂σ

FM
p

(q)... ... ...
∂2J(w(q))

∂m
FM
p

(q)∂σ
F1
1
(q)

· · · ∂2J(w(q))
∂m

FM
p

(q)∂σ
FM
p

(q)











, (5.55)
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Hm

Fi
j
(q),θl(q) =











∂2J(w(q))
∂m

F1
1
(q)∂θ1(q)

· · · ∂2J(w(q))
∂m

F1
1
(q)∂θM (q)... ... ...

∂2J(w(q))
∂m

FM
p

(q)∂θ1(q)
· · · ∂2J(w(q))

∂m
FM
p

(q)∂θM (q)











, (5.56)e
Hm

Fi
j
(q),σX(q) =











∂2J(w(q))
∂m

F1
1
(q)∂σX (q)...

∂2J(w(q))
∂m

FM
p

(q)∂σX (q)











. (5.57)Já os termos da matriz Hessiana que representam as derivadas do termo σF i
j
(q)em relação aos gradientes ∇m

Fl
k
(q)J(w

(q)), ∇σ
Fl
k
(q)J(w

(q)), ∇θl(q)J(w
(q)) e ∇σX(q)J(w

(q))são de�nidos, respectivamente, nas equações (5.58) - (5.61)
Hσ

Fi
j
(q),m

Fl
k
(q) =











∂2J(w(q))
∂σ

F1
1
(q)∂m

F1
1
(q)

· · · ∂2J(w(q))
∂σ

F1
1
(q)∂m

FM
p

(q)... ... ...
∂2J(w(q))

∂σ
FM
p

(q)∂m
F1
1
(q)

· · · ∂2J(w(q))
∂σ

FM
p

(q)∂m
FM
p

(q)











, (5.58)
Hσ

Fi
j
(q),σ

Fl
k
(q) =













∂2J(w(q))

∂σ2
F1
1

(q)
· · · ∂2J(w(q))

∂σ
F1
1
(q)∂σ

FM
p

(q)... ... ...
∂2J(w(q))

∂σ
FM
p

(q)∂σ
F1
1
(q)

· · · ∂2J(w(q))
∂σ2

FM
p

(q)













, (5.59)
Hσ

Fi
j
(q),θl(q) =











∂2J(w(q))
∂σ

F1
1
(q)∂θ1(q)

· · · ∂2J(w(q))
∂σ

F1
1
(q)∂θM (q)... ... ...

∂2J(w(q))
∂σ

FM
p

(q)∂θ1(q)
· · · ∂2J(w(q))

∂σ
FM
p

(q)∂θM (q)











(5.60)e
Hσ

Fi
j
(q),σX(q) =











∂2J(w(q))
∂σ

F1
1
(q)∂σX (q)...

∂2J(w(q))
∂σ

FM
p

(q)∂σX (q)











. (5.61)Por sua vez, os termos da matriz Hessiana que representam as derivadas dotermo θi (q) em relação aos gradientes ∇m
Fl
k
(q)J(w

(q)), ∇σ
Fl
k
(q)J(w

(q)), ∇θl(q)J(w
(q)) e

∇σXk
(q)J(w

(q)) são de�nidos, respectivamente, nas equações (5.62) - (5.65)
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Hθi(q),mFl

k
(q) =











∂2J(w(q))
∂θ1(q)∂mF1

1
(q)

· · · ∂2J(w(q))
∂θ1(q)∂mFM

p
(q)... ... ...

∂2J(w(q))
∂θM (q)∂m

F1
1
(q)

· · · ∂2J(w(q))
∂θM (q)∂m

FM
p

(q)











, (5.62)
Hθi(q),σFl

k
(q) =











∂2J(w(q))
∂θ1(q)∂σF1

1
(q)

· · · ∂2J(w(q))
∂θ1(q)∂σFM

p
(q)... ... ...

∂2J(w(q))
∂θM (q)∂σ

F1
1
(q)

· · · ∂2J(w(q))
∂θM (q)∂σ

FM
p

(q)











, (5.63)
Hθi(q),θl(q) =









∂2J(w(q))

∂θ21(q)
· · · ∂2J(w(q))

∂θ1(q)∂θM (q)... ... ...
∂2J(w(q))

∂θM (q)∂θ1(q)
· · · ∂2J(w(q))

∂θ2
M

(q)









(5.64)e
Hθi(q),σX(q) =









∂2J(w(q))
∂θ1(q)∂σX (q)...
∂2J(w(q))

∂θM (q)∂σX (q)









. (5.65)Já os termos da matriz Hessiana que representam as derivadas do termo σX (q)em relação aos gradientes ∇m
Fl
k
(q)J(w

(q)), ∇σ
Fl
k
(q)J(w

(q)), ∇θl(q)J(w
(q)) e ∇σXk

(q)J(w
(q))são de�nidos, respectivamente, nas equações (5.66) - (5.69)

HσX(q),m
Fl
k
(q) =

[

∂2J(w(q))
∂σX(q)∂m

F1
1
(q)

· · · ∂2J(w(q))
∂σX(q)∂m

FM
p

(q)

]

, (5.66)
HσX(q),σ

Fl
k
(q) =

[

∂2J(w(q))
∂σX(q)∂σ

F1
1
(q)

· · · ∂2J(w(q))
∂σX(q)∂σ

FM
p

(q)

]

, (5.67)
HσX(q),θl(q) =

[

∂2J(w(q))
∂σX (q)∂θ1(q)

· · · ∂2J(w(q))
∂σX(q)∂θM (q)

]

, (5.68)e
HσX(q),σX (q) =

[

∂2J(w(q))

∂σ2
X (q)

]

. (5.69)Os termos de Hm
Fi
j
(q),m

Fl
k
(q) , expresso na equação (5.54), são de�nidos a partirda análise das derivadas parciais do gradiente ∇m

Fl
k
(q)J(w

(q)) em relação ao parâmetro
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mF i

j
(q) e são deduzidos conforme a seguir

∂2J(w)

∂mF i
j
(q)∂mF l

k
(q)

=
∂

∂mF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q). (5.70)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w)

∂mF i
j
(q)∂mF l

k
(q)

=
∂

∂mF i
j
(q)

[XYWZ] . (5.71)de tal forma que
X =

[

fs(x
(q))− y(q)

]

, (5.72)
Y =

[

θl(q)− fs(x
(q))
]

, (5.73)
W = φl(x

(q)), (5.74)e
Z = aF l

k
(q). (5.75)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (5.71). Com isso temos que

∂2J(w)
∂m

Fi
j
(q)∂m

Fl
k
(q)

=

(

∂X
∂m

Fi
j
(q)

)

YWZ +X

(

∂Y
∂m

Fi
j
(q)

)

WZ

+XY

(

∂W
∂m

Fi
j
(q)

)

Z +XYW

(

∂Z
∂m

Fi
j
(q)

)

.
(5.76)Note que as derivadas parciais retratadas na equação (5.76) podem ser expressas por

∂X

∂mF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q), ∀i, (5.77)

∂Y

∂mF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF l

k
(q), ∀i, (5.78)

∂W

∂mF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))aF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
k
(q), i = l

(5.79)e
∂Z

∂mF i
j
(q)

=



















0, i 6= l

0, i = l, j 6= k
−1

σ2

Fl
k

(q)+σ2
Xk

(q)
, i = l, j = k

. (5.80)
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∂m

Fi
j
(q)∂m

Fl
k
(q)
, para a situação em que i 6= l, temos que

∂2J(w)
∂m

Fi
j
(q)∂m

Fl
k
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)
[

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q)

−
[

fs(x
(q))− y(q)

] [

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)φl(x

(q))aF l
k
(q)

−
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q),(5.81)o que remete à seguinte equação

∂2J(w)
∂m

Fi
j
(q)∂m

Fl
k
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)
[

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q)

−
[

fs(x
(q))− y(q)

] [

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q)φl(x

(q))aF l
k
(q)

−
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q).(5.82)Organizando os termos da equação (5.82), temos que

∂2J(w)
∂m

Fi
j
(q)∂m

Fl
k
(q)

=
{[

θi(q)− fs(x
(q))
] [

θl(q)− fs(x
(q))
]

−
[

fs(x
(q))− y(q)

] [

θi(q)− fs(x
(q))
]

−
[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]}

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q).(5.83)Substituindo as equações (5.51) e (5.52) em (5.83), temos a seguinte equação simpli�cada

∂2J(w)

∂mF i
j
(q)∂mF l

k
(q)

=
(

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

)

φi(x
(q))φl(x

(q))aF i
j
(q)aF l

k
(q).(5.84)Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂m

Fl
k
(q)
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o que nos remete à seguinte equação
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. (5.87)Com isso, ordenando os termos da equação (5.87), temos a seguinte equação para ∂2J(w(q))
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(5.88)em que ∂Z
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. (5.89)Note que os demais termos da matriz Hessiana H(J(w(q))) expressa na equação(5.53) são deduzidos e apresentados no apêndice C.5.3 Método do gradiente conjugado para sistemas deinferência fuzzyMétodos de gradiente conjugado (GC) pertencem a uma classe de algoritmosde otimização que são caracterizados por requererem baixa memória e por possuírempropriedades de convergência local e global fortes (HAGER; ZHANG, 2006). Note que taismétodos fazem uso da matriz Hessiana.As matrizes Hessianas são utilizadas em larga escala em problemas de otimizaçãode métodos de Newton por serem o coe�ciente do termo quadrático de uma expansãode Taylor local de uma dada função (ZENG; LI; ZHANG, 2009). As aplicações dessasmatrizes abrangem equalização cega e recuperação da fase da portadora em aplicações detelecomunicações, além de otimização de circuitos (BAEK; PARK, 2009) e treinamento deredes neurais não-lineares (YU; MANRY, 2004).Baseando no roteiro proposto por (LUENBERGER; YE, 2008), o algoritmo querepresenta a técnica utilizada tem os seus passos descritos abaixo.



5.3 Método do gradiente conjugado para sistemas de inferência fuzzy 811. q=0;2. Inicializar w(q), g(q), d(q) e µ:
• g(0) = −∇J(w(0));
• d(0) = −g(0);3. q = q + 1;4. Calcular w(q+1) = w(q) + µd(q);5. Calcular g(q + 1) = −∇J(w(q+1));6. Calcular β(q);7. Veri�car a condição:
• 0 < β(q) < βmax(q)

d(q + 1) = −g(q + 1) + β(q)d(q);
• Senão:

d(q + 1) = −g(q + 1);8. Voltar ao passo 3.Note que µ é o passo de adaptação. A variável β é alvo de diversos estudos, dadasua importância para a convergência do algoritmo. Através de pesquisa na literatura,encontram-se 8 maneiras distintas de se calcular esta variável.Os betas relatados na literatura são (HAGER; ZHANG, 2006)
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, (5.90)
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−dT (q)g(q)
, (5.94)
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, (5.95)
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dT (q)ζ(q)
, (5.96)

βD (q) =
gT (q + 1)H(J(w(q)))d(q)

dT (q)H(J(w(q)))d(q)
, (5.97)em que ζ(q) = g(q + 1) − g(q). Note que o índice HS remete a Hestenes e Stiefel(HESTENES; STIEFEL, 1952), FR a Fletcher e Reeves (FLETCHER; REEVES, 1964), PRPa Polak, Ribière e Polyak (POLAK; RIBIÈRE, 1969; POLYAK, 1969), CD ao algoritmo dedescida conjugada ( do inglês Conjugate Descent), proposto por Fletcher (FLETCHER,1987), LS a Liu e Storey (LIU; STOREY, 1991), DY a Dai e Yuan (DAI Y. H. ; YUAN,1999), N a Hager e Zhang (HAGER; ZHANG, 2003) e D a Daniel (DANIEL, 1967).Se a função f a ser otimizada for fortemente quadrática e convexa, então, teori-camente, as 8 escolhas possíveis para β serão equivalentes. Para funções de custo nãoquadráticas, cada β escolhido leva a diferentes desempenhos. Atualmente, alguns dos al-goritmos de GC de melhor desempenho são híbridos, que ajustam a fórmula de atualizaçãode β de acordo com a evolução da iteração (HAGER; ZHANG, 2006).Para problemas de larga escala, as escolhas de atualização do β que não necessi-tam do cálculo da matriz Hessiana são normalmente preferidos na prática em relação aosmétodos que exigem a Hessiana em cada iteração (HAGER; ZHANG, 2006).Se β(q) = βD(q), o algoritmo possui o seguinte comportamento1. q=0;2. Inicializar w(q), g(q), d(q) e µ:

• g(0) = −∇J(w(0));
• d(0) = −g(0);3. q = q + 1;4. Calcular g(q + 1) = −∇J(w(q+1));5. Calcular a matriz Hessiana H(J(w(q)));6. Calcular βD (q) = gT (q+1)H(J(w(q)))d(q)

dT (q)H(J(w(q)))d(q)
;7. Veri�car a condição:
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• 0 < βD (q) < βmax(q)

d(q + 1) = −g(q + 1) + βD (q)d(q);
• Senão:

d(q + 1) = −g(q + 1);8. Calcular α(q) = −gT (q)d(q)

dT (q)H(J(w(q)))d(q)
;9. Veri�car a condição:

• Se 0 < α(q) < αmax(q):
w(q+1) = w(q) + α(q)d(q);

• Senão:
w(q+1) = w(q) + µd(q);10. Voltar ao passo 3.De acordo com (SANTOS; ZUBEN, 2000), quando a função a ser minimizada é nãolinear, a computação de α e β requer o cálculo da matriz Hessiana a cada nova iteraçãodo algoritmo. Visando um melhor desempenho do algoritmo de treinamento em questão,optou-se por restringir o valor de α(q) e β (q) em uma faixa de valores previamente testada,de forma a evitar que o referido algoritmo de treinamento sofra atualizações inapropriadase consequentemente gere resultados indesejados. Além disso, um problema de preocupaçãomaior é que o caráter positivo de�nido da matriz Hessiana pode mudar de uma iteraçãopara outra. É importante ressaltar a ocorrência da matriz Hessiana no denominador daexpressão de obtenção de α: se, em certa iteração do processo de convergência a matrizHessiana for negativa de�nida, então é provável que α será negativo, resultando em umpasso na direção de aumentar a função custo, ao invés de diminuí-la, conforme o esperado.Nos métodos de primeira ordem são usados os valores da função objetivo e desuas derivadas (gradientes) em relação às variáveis de projeto. Entre os métodos maisclássicos existentes temos o método do gradiente, também conhecido como método dadescida mais íngreme (do inglês Steepest Descent) e o método dos gradientes conjugados.(NOCEDAL; WRIGHT, 1999), (FLETCHER, 1987)Já nos métodos de segunda ordem são utilizados o valores da função objetivo, desuas derivadas e também da matriz Hessiana. Entre os métodos existentes, destacam-se



5.4 Sumário 84os métodos de Newton e Quasi-Newton. A rapidez na convergência do resultado aumentado primeiro para o segundo método.O algoritmo baseado em métodos quasi-Newton que foi utilizado nessa dissertaçãotem os passos descritos abaixo:1. q=0;2. Inicializar w(q) e µ;3. Calcular o gradiente ∇J(w(q));4. Calcular a matriz Hessiana H(J(w(q)));5. Calcular w(q+1) = w(q) − µ
[

H
(

J
(

w(q)
))]−1

∇J
(

w(q)
);6. q = q + 1;7. Voltar ao passo 3.Note que [H (J (w(q)

))]−1 é a inversa de H
(

J
(

w(q)
)). Em problemas de otimiza-ção, métodos Quasi-Newton são algoritmos para encontrar máximos e mínimos locaisde funções. Os mesmos são baseados no método de Newton para encontrar o pontoestacionário de uma função, onde o gradiente é zero e assumem que a função pode ser lo-calmente aproximada como uma função quadrática na região em torno do ponto subótimoideal. Note que tal método utiliza informações de primeira e segunda ordem (gradiente ematriz Hessiana) para encontrar o ponto estacionário (FLETCHER, 1987).5.4 SumárioO presente capítulo apresentou a descrição matemática do algoritmo de treina-mento do gradiente conjugado para sistemas de inferência fuzzy singleton e non-singleton.Para a obtenção do referido algoritmo, utilizamos a matriz Hessiana H(J(w(q))),cuja formulação foi demonstrada e analisada de forma detalhada nessa dissertação, po-dendo ser entendido como evoluções e adaptações de técnicas disponíveis na literatura.Com o objetivo de analisar qual das técnicas de classi�cação de distúrbios deQEE possuem melhor desempenho, o próximo capítulo traz diversos resultados numéricosobtidos a partir de simulações computacionais.
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6 RESULTADOSEXPERIMENTAIS

Neste capítulo são apresentados e discutidos os resultados de simulações com-putacionais que foram obtidos para as situações retratadas no Capítulo 3. Inicialmente,a Seção 6.1 abordará a convergência da técnica proposta no Capítulo 5 e fará uma com-paração com as técnicas de classi�cação de distúrbios citadas no Capítulos 2. A seguir, aSeção 6.2 aborda as taxas de classi�cação obtidas para o sistema de inferência fuzzy sin-gleton e non-singleton a partir da implementação dos algoritmos propostos no Capítulo 5e novamente discute uma comparação de tais resultados com as taxas de classi�cação dedistúrbios com os algoritmos propostos no Capítulo 5 e aqueles descritos na Seções 2.2.3.1e 2.2.3.2 do Capítulo 2.Foram executadas simulações computacionais a partir de bancos de dados sintéti-cos gerados conforme citado no Anexo B, conforme recomendado em (QUALITY, 1995).Os bancos de dados gerados, os quais representam as classes de distúrbios listadas natabela 1, foram gerados com famostragem = 256 × 60 Hz, N = 1024, ou seja, o vetor dedados corresponde a quatro ciclos da componente fundamental. A tabela 1, além de lis-tar os distúrbios isolados e múltiplos analisados, tem como objetivo de resumir diversascombinações de distúrbios que podem ocorrer em sinais elétricos. Apesar desta lista decombinações de eventos não ser completa, note que a mesma é representativa para ilustrara complexidade envolvida ao problema de classi�cação de distúrbios.Para a geração dos vetores f e u, a partir dos quais um conjunto reduzido decaracterísticas são extraídos, optou-se, nesta contribuição pelo uso de um �ltro notchresposta ao impulso in�nita, do inglês, in�nite impulse response (IIR) digital de 2a ordemsintonizado na frequência ω0 = 2π × 60/fs rad/s, ou seja, na frequência da componentefundamental, e com um fator notch ρ = 0, 98.Apesar de tal �ltro apresentar incovenientes, no que tange ao transitório, o mesmo



6 Resultados Experimentais 86Distúrbiosagswell�ickerharmônicasag+�ickersag+harmônicaswell+�ickerswell+harmônicasag+harmônica+�ickerswell+harmônica+�ickerTabela 1: Classes de distúrbios a serem classi�cadosfoi adotado posto que a presente dissertação tem como objetivo avaliar o desempenho dosalgoritmos fuzzy treinados tal como é descrito no Capítulo 5.Para a realização das simulações computacionais, considerou-se v(n) ∼ N (0, σ2),tal que a relação sinal-ruído - signal-to-noise ratio (SNR) igual a 30 dB é dada por
SNR = 10 log

{

A2
0/2

E {v2 (n)}

}

, (6.1)em que E {} é o operador valor esperado, A2
0/2 é a potência da componente fundamental e

v (n) é a n-ésima amostra do ruído aditivo, o qual é i.i.d.. Note que a SNR é dada em dB.A quantidade de bancos de dados gerados foram 1000. Esta quantidade foi igualmentedividida para uso nas etapas de projeto e teste (classi�cador de Bayes) e treinamento eteste (rede MLP e algoritmos fuzzy).O classi�cador fuzzy singleton tem os seguintes parâmetros de�nidos: M = 4(duas regras para a classe com o distúrbio e duas regras para a classe sem distúrbios);
p = 3, posto que o FDR foi utilizado para selecionar o vetor de características de menordimensionalidade possível para o problema de classi�cação.Os parâmetros das funções de pertinência foram previamente de�nidos heuris-ticamente à partir do cálculo das médias e variâncias dos coe�cientes dos vetores decaracterísticas. O classi�cador fuzzy non-singleton possui as quantidades de regras e en-tradas iguais ao do classi�cador fuzzy singleton. Além disso, o mesmo possui a variânciada função de pertinência de entrada σX(q) = 0, 46 , uma vez que tal valor gera resultadosmelhores se comparados aos obtidos através da inicializações com valores diferentes.O classi�cador neural baseado na rede neural MLP tem Kp = 3 entradas, Nq = 1



6 Resultados Experimentais 87camada escondida e 1 camada de saída.A seguinte regra de decisão é adotada para os classi�cadores fuzzy e MLP:1. Se y(x) ≥ 0

• Com ocorrência de distúrbios;2. Se y(x) ≤ 0

• Sem ocorrência de distúrbios;A regra de decisão do classi�cador de Bayes é fornecida de acordo com a Seção 2.2.3.1.Note que as �guras 11 e 12 ilustram exemplos de valores obtidos para o discri-minante de Fisher para o distúrbio isolado �icker e para o distúrbio sag+�icker, respec-tivamente e as características foram extraídas da componente f . É válido ressaltar queresultados semelhantes são obtidos para os demais distúrbios.
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Figura 11: Valores do FDR obtidos para o distúrbio isolado �icker.
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Figura 12: Valores do FDR obtidos para o distúrbio múltiplo sag+�icker.O desempenho da técnica proposta para classi�car um ou vários distúrbios emsinais de tensão é avaliada e comparada com a técnica apresentada em (RIBEIRO; PEREIRA,2007). Assim, foram gerados vários conjuntos de distúrbios isolados (sag, swell, �ickere harmônica) e múltiplos (sag+�icker, sag+harmônica, swell+�icker, swell+harmônica,sag+harmônica+�icker e swell+harmônica+�icker) igualmente distribuídos para teste etreinamento. Adicionalmente, para as simulações do sistema de inferência fuzzy, considerou-se 100 épocas para treinamento do algoritmo. Para obtenção dos resultados a seremapresentados, optou-se por dividir os dados igualmente para obtenção do conjunto detreinamento e de teste do algoritmo. Como temos 500 amostras para cada um dos 3parâmetros extraídos, obtemos assim, 250 amostras para o conjunto de treinamento e 250amostras para o conjunto de teste.Além disso, atribuiu-se aos parâmetros α (q) e β (q) valores restritivos denomi-nados αmax (q) e βmax(q), visando eliminar atualizações indesejadas dos pesos do sistemade inferência fuzzy e consequentemente obter um melhor desempenho do algoritmo pro-posto. Adicionalmente, para o algoritmo do gradiente conjugado, considerou-se um passode adaptação denominado µ, visando eliminar possíveis atualizações indesejadas dos pesosdo sistema de inferência fuzzy. Os valores para tais parâmetros foram atribuídos com base



6.1 Convergência 89em heurísticas e os mesmos podem ser visualizados no Apêndice D.6.1 ConvergênciaAtravés de simulação computacional, observou-se que o algoritmo de treinamentodo gradiente conjugado apresenta uma velocidade de convergência maior se comparadocom os algoritmos de retropropagação. Além disso, note que os algoritmos do gradienteconjugado que utilizam a matriz Hessiana H(J(w(q))) na composição demonstraram pos-suir uma menor velocidade de convergência se comparado com os demais que não utilizama referida matriz. Não obstante, o mesmo ocorre para os algoritmos Quasi-Newton.As �guras 13 - 16 ilustram a convergência para os distúrbios isolados sag, swell,�icker e harmônica, utilizando um sistema de inferência fuzzy singleton.
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Figura 13: Convergência do sistema de inferência fuzzy singleton para o distúrbio sag.
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Figura 15: Convergência do sistema de inferência fuzzy singleton para o distúrbio flicker.
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RetropropagaçãoFigura 16: Convergência do sistema de inferência fuzzy singleton para o distúrbio har-mônica.

Note que para os distúrbios isolados, os algoritmos baseados no gradiente conju-gado possuem uma maior velocidade de convergência se comparados com os algoritmosde retropropagação. É válido ressaltar que para todos distúrbios isolados, o algoritmobaseado no método Quasi-Newton não apresentou um comportamento satisfatório, já queo mesmo obteve taxa de acerto de 50% em todos os casos acima apresentados. Tal fatodeve-se ao mau condicionamento da matriz Hessiana H(J(w(q))), utilizada na referidatécnica. A seguir, as �guras 17 - 22 ilustram a convergência para os distúrbios múltiplossag+�icker, sag+harmônica, swell+�icker, swell+harmônica, sag+harmônica+�icker eswell+harmônica+�icker, utilizando um sistema de inferência fuzzy singleton.
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Figura 17: Convergência do sistema de inferência fuzzy singleton para o distúrbiosag+�icker.
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Figura 19: Convergência do sistema de inferência fuzzy singleton para o distúrbioswell+�icker.
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Figura 20: Convergência do sistema de inferência fuzzy singleton para o distúrbioswell+harmônica.
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Figura 21: Convergência do sistema de inferência fuzzy singleton para o distúrbiosag+harmônica+�icker.
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Figura 22: Convergência do sistema de inferência fuzzy singleton para o distúrbioswell+harmônica+�icker.
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Para os distúrbios múltiplos classi�cados pelo sistema de inferência fuzzy single-ton, é fácil visualizar que os algoritmos baseado no gradiente conjugado possuem umamelhor convergência se comparados com os demais métodos. Novamente, note que o al-goritmo baseado no método Quasi-Newton possui um desempenho pouco satisfatório. Talfato, deve-se ao mau condicionamento da matriz Hessiana H(J(w(q))).Analisando o distúrbio swell+harmônica+�icker, é válido ressaltar o desempenhodos algoritmos propostos, que à excessão do método Quasi-Newton, obtiveram uma altavelocidade de convergência e uma taxa de acerto de 100% ao longo de todas as suas épocasde treinamento devido à grande separabilidade entre as classes de distúrbios que estãosendo classi�cados.A seguir, as �guras 23 - 26 ilustram a convergência levando em consideração osdistúrbios isolados sag, swell, �icker e harmônica, utilizando um sistema de inferênciafuzzy non-singleton.

0 10 20 30 40 50 60 70 80 90 100
50

55

60

65

70

75

80

85

90

Número de épocas

T
ax

a 
de

 a
ce

rt
o 

(%
)

 

 

βHS(q)

βFR(q)

βPRP(q)

βCD(q)

βLS(q)

βDY(q)

βN(q)

βD(q)
Quasi−Newton
Retropropagação

Figura 23: Convergência do sistema de inferência fuzzy non-singleton para o distúrbio
sag.
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swell.
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Figura 25: Convergência do sistema de inferência fuzzy non-singleton para o distúrbio
flicker.
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Assim como foi discutido no sistema de inferência fuzzy singleton, note que para osdistúrbios isolados, os algoritmos baseados no gradiente conjugado possuem uma maiorvelocidade de convergência se comparados com os algoritmos de retropropagação. No-vamente, é válido ressaltar que para todos distúrbios isolados, o algoritmo baseado nométodo Quasi-Newton não apresentou um comportamento satisfatório, já que o mesmoobteve um desempenho inferior se comparado com as demais técnicas contempladas nestadissertação. Tal fato deve-se ao mau condicionamento da matriz Hessiana H(J(w(q))),utilizada na referida técnica.A seguir, as �guras 27 - 32 ilustram a convergência para os distúrbios múltiplossag+�icker, sag+harmônica, swell+�icker, swell+harmônica, sag+harmônica+�icker eswell+harmônica+�icker, utilizando um sistema de inferência fuzzy non-singleton.
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Figura 27: Convergência do sistema de inferência fuzzy non-singleton para o distúrbiosag+�icker.
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Figura 29: Convergência do sistema de inferência fuzzy non-singleton para o distúrbioswell+�icker.
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Figura 32: Convergência do sistema de inferência fuzzy non-singleton para o distúrbioswell+harmônica+�icker.Para os distúrbios múltiplos classi�cados pelo sistema de inferência fuzzy non-singleton, novamente é fácil visualizar que os algoritmos baseado no gradiente conjugadopossuem uma melhor convergência se comparados com os demais métodos. Tal a�r-mação pode ser facilmente comprovada através de uma simples visualização do compor-tamento do algoritmo ao longo das 100 épocas de treinamento. Assim como nas situaçõessupracitadas, note que o algoritmo baseado no método Quasi-Newton possui um desem-penho pouco satisfatório. Tal fato, deve-se ao mau condicionamento da matriz Hessiana
H(J(w(q))).Ao analisar o desempenho dos distúrbios múltiplos sag+�icker, temos que amelhor convergência foi obtida quando utilizou-se βDY (q). Para o distúrbio múltiplosag+harmônica, note que βLS (q) propiciou a melhor velocidade de convergência.Por �m, assim como ocorrido para o sistema de inferência fuzzy singleton, é válidoressaltar o desempenho dos algoritmos propostos para o distúrbio swell+harmônica+�icker,que à excessão do método Quasi-Newton, obtiveram uma alta velocidade de convergênciae uma taxa de acerto de 100% ao longo de todas as suas épocas de treinamento devido àgrande separabilidade entre as classes de distúrbios que estão sendo classi�cados.
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6.2 DesempenhoNesta seção, serão apresentados os resultados obtidos através de simulações com-putacionais para os distúrbios isolados e múltiplos que deseja-se classi�car.Note que serão comparados os resultados entre as seguintes classi�cadores, apre-sentados e discutidos no capítulo 2: bayes, rede neural perceptron multicamadas e sistemade inferência fuzzy singleton e non-singleton, apresentado e discutido no capítulo 4. Noteque tais resultados são expressos na tabela 2A seguir, para o sistema de inferência fuzzy, analisaremos o desempenho paraos seguintes distúrbios isolados: sag, swell, �icker e harmônica. Posteriormente, anal-isaremos o desempenho do classi�cador proposto para os seguintes distúrbios múltiplos:sag+�icker, sag+harmônica, swell+�icker, swell+harmônica, sag+harmônica+�icker,swell+harmônica+�icker.Distúrbio Bayes Rede MLPsag 86,2 87,8swell 82,0 88,8�icker 99,4 97,8harmônica 94,2 88,6sag+�icker 85,8 87,8sag+harmônica 79,4 82,6swell+�icker 80,0 87,0swell+harmônica 86,0 88,0sag+harmônica+�icker 77,6 79,4swell+harmônica+�icker 100 100Tabela 2: Desempenho dos classi�cadores de Bayes e rede neural perceptron multicamadasem (%), para distúrbios isolados e múltiplos.De uma forma geral, note que a rede neural perceptron multicamadas, apresentadano capítulo 2, possui um melhor desempenho para a classi�cação de distúrbios isoladose múltiplos, se comparado com a técnica de classi�cação baseada no teorema de Bayes.Essa rede foi escolhida por apresentar elevada velocidade de convergência e baixo esforçocomputacional com relação aos algoritmos baseados em informação de segunda ordem. Aseguir, para o sistema de inferência fuzzy, analisaremos o desempenho para os distúrbiosisolados: sag, swell, �icker e harmônica.
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sagTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 85,4 86,4
βFR (q) - Fletcher e Reeves 87,2 87,8

βPRP (q) - Polak, Ribiére e Polyak 86,2 86,6
βCD (q) - Fletcher 85,6 86,8

βLS (q) - Liu e Storey 86,0 86,6
βDY (q) - Dai e Yuan 86,0 86,6
βN (q) - Hager e Zhang 85,2 86,4

βH (q) - Daniel 86,8 86,6Quasi-Newton 50,0 50,0Retropropagação 86,0 86,2Tabela 3: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbio
sag.

swellTécnica Escolhida Treinamento Teste
βHS (q) - Hestenes e Stiefel 87,0 87,0
βFR (q) - Fletcher e Reeves 86,6 86,8

βPRP (q) - Polak, Ribiére e Polyak 86,6 86,8
βCD (q) - Fletcher 87,2 87,2

βLS (q) - Liu e Storey 86,0 86,0
βDY (q) - Dai e Yuan 87,0 87,0
βN (q) - Hager e Zhang 87,2 87,2

βH (q) - Daniel 83,6 83,6Quasi-Newton 50,0 50,0Retropropagação 81,2 81,2Tabela 4: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbio
swell.
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flickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 97,0 97,4
βFR (q) - Fletcher e Reeves 97,0 97,6

βPRP (q) - Polak, Ribiére e Polyak 97,2 97,6
βCD (q) - Fletcher 97,0 97,6

βLS (q) - Liu e Storey 97,0 97,6
βDY (q) - Dai e Yuan 97,2 97,6
βN (q) - Hager e Zhang 97,4 97,8

βH (q) - Daniel 50,0 50,0Quasi-Newton 50,0 50,0Retropropagação 92,8 93,6Tabela 5: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbio
flicker.

harmônicaTécnica Escolhida Treinamento Teste
βHS (q) - Hestenes e Stiefel 87,4 86,2
βFR (q) - Fletcher e Reeves 82,4 83,2

βPRP (q) - Polak, Ribiére e Polyak 82,4 82,8
βCD (q) - Fletcher 87,6 86,6

βLS (q) - Liu e Storey 86,8 87,2
βDY (q) - Dai e Yuan 82,2 82,6
βN (q) - Hager e Zhang 87,6 86,8

βH (q) - Daniel 50,0 50,0Quasi-Newton 50,0 50,0Retropropagação 83,2 83,8Tabela 6: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbioharmônica.
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A tabela 3 apresenta os resultados para o distúrbio isolado sag. Note que os me-lhores desempenhos foram obtidos para βFR (q), proposto por Fletcher e Reeves, obtendotaxas de classi�cação de 87, 2% para o treinamento e 87, 8% para o teste. Todavia, é válidoressaltar que as técnicas que fazem uso de βCD (q) conforme Fletcher possui um desem-penho próximo da técnica supracitada, podendo ser considerada uma solução satisfatóriapara a resolução do problema de classi�cação do distúrbios isolados de QEE denominadosag. Para o distúrbio swell, as técnicas que obtiveram melhor desempenho foram asque �zeram uso de βCD (q), proposto por Fletcher e também conhecido como algoritmode descida conjugada (do inglês Conjugate Descent), obtendo 87, 2% para treinamento e

87, 2% para teste e βN (q), proposto por Hager e Zhang, obtendo os mesmos 87, 2% paratreinamento e 87, 2% para teste, conforme apresentado na tabela 4.Por sua vez, para o distúrbio flicker, a técnica proposta por Hager e Zhang,que faz uso de βN (q), obteve o melhor desempenho, com 97, 4% de taxa de classi�caçãoobtida para o treinamento e 97, 8% para o teste, conforme apresentado na tabela 5. Éválido ressaltar o desempenho satisfatório oriundo da utilização de βDY (q) e βPRP (q),propostos respectivamente por por Dai e Yuan e Polak, Ribiére e Polyak. Note que taistécnicas propiciaram uma taxa de classi�cação de 97, 2% para o treinamento e 97, 6% parao teste, fazendo com que também possam ser consideradas abordagens promissoras.Para o distúrbio harmônica, cujo os resultados foram reportados na tabela 6,temos que o melhor desempenho foi alcançado utilizando a técnica que faz uso de βLS (q),com a taxa de classi�cação para o treinamento de 86, 8% e teste de 87, 2%.A seguir, serão apresentados e discutidos os resultados referentes ao desempenhodo sistema de inferência fuzzy singleton para classi�cação dos seguintes distúrbios múltip-los: sag+�icker, sag+harmônica, swell+�icker, swell+harmônica, sag+harmônica+�ickere swell+harmônica+�icker.
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sag+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 87,4 87,4
βFR (q) - Fletcher e Reeves 87,4 87,4

βPRP (q) - Polak, Ribiére e Polyak 87,4 87,4
βCD (q) - Fletcher 87,4 87,4

βLS (q) - Liu e Storey 87,4 87,4
βDY (q) - Dai e Yuan 87,4 87,4
βN (q) - Hager e Zhang 87,4 87,4

βH (q) - Daniel 86,4 86,4Quasi-Newton 50,0 50,0Retropropagação 85,8 85,8Tabela 7: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbiosag+�icker.
sag+harmônicaTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 80,0 80,2
βFR (q) - Fletcher e Reeves 80,4 80,4

βPRP (q) - Polak, Ribiére e Polyak 79,6 79,6
βCD (q) - Fletcher 80,6 80,6

βLS (q) - Liu e Storey 80,0 79,8
βDY (q) - Dai e Yuan 80,8 80,6
βN (q) - Hager e Zhang 79,8 79,6

βH (q) - Daniel 79,0 79,0Quasi-Newton 50,0 50,0Retropropagação 78,2 78,2Tabela 8: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbiosag+harmônica.
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swell+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 87,2 87,2
βFR (q) - Fletcher e Reeves 86,6 86,8

βPRP (q) - Polak, Ribiére e Polyak 86,4 86,4
βCD (q) - Fletcher 87,0 86,8

βLS (q) - Liu e Storey 85,8 85,8
βDY (q) - Dai e Yuan 86,8 86,8
βN (q) - Hager e Zhang 86,8 86,8

βH (q) - Daniel 85,2 85,2Quasi-Newton 50,0 50,0Retropropagação 85,2 85,2Tabela 9: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbioswell+�icker.
swell+harmônicaTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 86,2 86,4
βFR (q) - Fletcher e Reeves 86,8 86,8

βPRP (q) - Polak, Ribiére e Polyak 86,4 86,2
βCD (q) - Fletcher 86,4 86,4

βLS (q) - Liu e Storey 86,4 86,4
βDY (q) - Dai e Yuan 86,2 86,4
βN (q) - Hager e Zhang 86,2 86,2

βH (q) - Daniel 85,6 85,8Quasi-Newton 50,0 50,0Retropropagação 85,0 84,8Tabela 10: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbioswell+harmônica.
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sag+harmônica+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 77,4 77,4
βFR (q) - Fletcher e Reeves 78,6 78,6

βPRP (q) - Polak, Ribiére e Polyak 77,0 77,0
βCD (q) - Fletcher 78,2 78,2

βLS (q) - Liu e Storey 78,0 78,0
βDY (q) - Dai e Yuan 78,2 78,2
βN (q) - Hager e Zhang 78,0 78,0

βH (q) - Daniel 77,0 77,2Quasi-Newton 50,0 50,0Retropropagação 77,0 77,0Tabela 11: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbiosag+harmônica+�icker.
swell+harmônica+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 100,0 100,0
βFR (q) - Fletcher e Reeves 100,0 100,0

βPRP (q) - Polak, Ribiére e Polyak 100,0 100,0
βCD (q) - Fletcher 100,0 100,0

βLS (q) - Liu e Storey 100,0 100,0
βDY (q) - Dai e Yuan 100,0 100,0
βN (q) - Hager e Zhang 100,0 100,0

βH (q) - Daniel 100,0 100,0Quasi-Newton 50,0 50,0Retropropagação 100,0 100,0Tabela 12: Desempenho do sistema de inferência fuzzy singleton em (%), para o distúrbioswell+harmônica+�icker.



6.2 Desempenho 109A tabela 7 apresenta os resultados para o distúrbio múltiplo sag+�icker. Noteque os melhores desempenhos foram obtidos para βHS (q), βFR (q), βPRP (q), βCD (q),
βLS (q), βDY (q), βN (q), propostos respectivamente por Hestenes e Stiefel, Fletcher eReeves, Polak, Ribiére e Polyak, Fletcher, Liu e Storey, Dai e Yuan e Harger e Zhang. Noteque as proposições citadas obtiveram taxas de classi�cação de 87, 4% para o treinamentoe teste. Para o distúrbio múltiplo sag+harmônica, as técnicas que obtiveram melhor de-sempenho foram as que �zeram uso de βCD (q), proposto por Fletcher, obtendo 80, 6%para treinamento e teste e βDY (q), proposto por Dai e Yuan, obtendo 80, 8 para treina-mento e 80, 6 para teste, conforme apresentado na tabela 8.Por sua vez, para o distúrbio múltiplo swell+�icker, a técnica proposta porHestenes e Stiefel, que faz uso de βHS (q), obteve o melhor desempenho, com 87, 2% detaxa de classi�cação obtida para o treinamento e teste, conforme apresentado na tabela9. É válido ressaltar o desempenho satisfatório oriundo da utilização de βFR (q), βCD (q),
βDY (q) e βN (q). Note que os mesmos propiciaram uma taxa de acerto de respectivamente
86, 6%, 87, 0%, 86, 8% e 86, 8% para o treinamento e 86, 8% para o teste, fazendo com quetambém possa ser considerada uma abordagem satisfatória.Ao analisar o distúrbio múltiplo swell+harmônica, note que o melhor desempenhofoi obtido para a técnica que faz uso de βFR (q), proposto por Fletcher e Reeves, com
86, 8% de taxa de classi�cação obtida para o treinamento e teste. Note que tais resultadossão apresentado na tabela 10.Para o distúrbio sag+harmônica+�icker, cujo os resultados foram reportadosna tabela 11, temos que o melhor desempenho foi alcançado utilizando a técnica quefaz uso de βFR (q), proposto por Fletcher e Reeves, com a taxa de classi�cação para otreinamento e teste de 78, 6%. É válido ressaltar que as técnicas que fazem uso de βCD (q)e βDY (q), obtiveram um desempenho satisfatório, com taxas de classi�cação de 78, 2%para o treinamento e teste, podendo ser consideradas alternativas promissoras para aresolução do problema de classi�cação do distúrbio múltiplo em questão.Por �m, para o distúrbio swell+harmônica+�icker, cujo os resultados foram re-portados na tabela 12, note que todas as técnicas propostas obtiveram taxa de classi�-cação de 100% para o treinamento e para o teste, à excessão do método Quasi-Newton,que obteve ao longo das 100 épocas de treinamento uma taxa de classi�cação de 50, 0%para o treinamento e teste do algoritmo.
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A seguir, para o sistema de inferência fuzzy non-singleton, veremos o desempenhopara os seguintes distúrbios isolados: sag, swell, �icker e harmônica.

sagTécnica Escolhida Treinamento Teste
βHS (q) - Hestenes e Stiefel 85,8 86,8
βFR (q) - Fletcher e Reeves 86,2 86,8

βPRP (q) - Polak, Ribiére e Polyak 86,0 87,0
βCD (q) - Fletcher 87,2 87,4

βLS (q) - Liu e Storey 86,8 87,2
βDY (q) - Dai e Yuan 87,2 87,4
βN (q) - Hager e Zhang 87,0 87,2

βH (q) - Daniel 86,0 86,0Quasi-Newton 50,0 50,0Retropropagação 86,2 86,2Tabela 13: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio sag.
swellTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 86,6 86,0
βFR (q) - Fletcher e Reeves 86,2 86,2

βPRP (q) - Polak, Ribiére e Polyak 86,0 86,2
βCD (q) - Fletcher 87,8 87,6

βLS (q) - Liu e Storey 86,2 86,2
βDY (q) - Dai e Yuan 87,2 87,2
βN (q) - Hager e Zhang 86,0 86,0

βH (q) - Daniel 83,6 83,6Quasi-Newton 81,4 81,2Retropropagação 83,6 83,6Tabela 14: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio swell.
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flickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 97,0 97,8
βFR (q) - Fletcher e Reeves 96,8 97,2

βPRP (q) - Polak, Ribiére e Polyak 97,0 97,2
βCD (q) - Fletcher 97,0 97,2

βLS (q) - Liu e Storey 97,0 97,6
βDY (q) - Dai e Yuan 96,8 97,4
βN (q) - Hager e Zhang 97,2 97,8

βH (q) - Daniel 95,4 94,8Quasi-Newton 50,0 50,0Retropropagação 96,8 97,4Tabela 15: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio flicker.
harmônicaTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 84,8 84,6
βFR (q) - Fletcher e Reeves 86,0 86,4

βPRP (q) - Polak, Ribiére e Polyak 83,8 84,0
βCD (q) - Fletcher 84,6 84,8

βLS (q) - Liu e Storey 84,6 84,8
βDY (q) - Dai e Yuan 84,0 84,2
βN (q) - Hager e Zhang 85,6 85,4

βH (q) - Daniel 84,6 85Quasi-Newton 50,0 50,0Retropropagação 81,8 81,8Tabela 16: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio harmônica.
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A tabela 13 apresenta os resultados para o distúrbio isolado sag. Os melhoresdesempenhos foram obtidos para βCD (q), proposto por Fletcher e βDY (q), proposto porDai Yuan, obtendo taxas de classi�cação de 87, 2% para o treinamento e 87, 4% para oteste. Para o distúrbio swell, a técnica que obtive melhor desempenho utilizou βCD (q),que alcançou 87, 8% para treinamento e 87, 6% para o teste, conforme apresentado natabela 14.Por sua vez, para o distúrbio �icker, a abordagem proposta por Hager and Zhang,que faz uso de βN (q), obteve o melhor desempenho com 97, 2% de taxa de classi�caçãoobtida para o treinamento e 97, 8% para o teste, conforme mostra a tabela 15. Já atécnica que utiliza βHS (q), proposto por Hestenes e Stiefel obteve desempenho de 97, 0%de taxa de classi�cação para o treinamento e também 97, 8% para o teste, podendo serconsiderada uma alternativa interessante.Para o distúrbio harmônica, cujo os resultados foram reportados na tabela 16,temos que o melhor desempenho foi alcançado ao utilizar βFR (q), proposto por Fletcherand Reeves, com a taxa de classi�cação para o treinamento de 86, 0% e para o teste de

86, 4%. Note que novamente, βN (q), proposto por Hager e Zhang teve um desempenhosatisfatório, obtendo as taxas de classi�cação de 85, 6% e 85, 4%, para o treinamento eteste, respectivamente, podendo ser considerada uma alternativa promissora.A seguir, serão apresentados e discutidos os resultados referentes ao sistemade inferência fuzzy non-singleton para classi�cação dos seguintes distúrbios múltiplos:sag+�icker, sag+harmônica, swell+�icker, swell+harmônica, sag+harmônica+�icker eswell+harmônica+�icker.
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sag+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 87,4 87,4
βFR (q) - Fletcher e Reeves 87,4 87,4

βPRP (q) - Polak, Ribiére e Polyak 87,4 87,4
βCD (q) - Fletcher 87,4 87,4

βLS (q) - Liu e Storey 87,4 87,4
βDY (q) - Dai e Yuan 87,4 87,4
βN (q) - Hager e Zhang 87,4 87,4

βH (q) - Daniel 86,8 86,8Quasi-Newton 50,0 50,0Retropropagação 87,4 87,4Tabela 17: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio sag+�icker.
sag+harmônicaTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 80,4 80,2
βFR (q) - Fletcher e Reeves 80,0 80,0

βPRP (q) - Polak, Ribiére e Polyak 79,8 79,8
βCD (q) - Fletcher 79,8 79,8

βLS (q) - Liu e Storey 80,6 80,6
βDY (q) - Dai e Yuan 79,8 79,8
βN (q) - Hager e Zhang 79,8 79,8

βH (q) - Daniel 78,4 78,4Quasi-Newton 76,0 76,0Retropropagação 80,6 80,6Tabela 18: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio sag+harmônica.
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swell+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 86,0 85,8
βFR (q) - Fletcher e Reeves 85,8 85,8

βPRP (q) - Polak, Ribiére e Polyak 84,8 84,8
βCD (q) - Fletcher 85,8 85,8

βLS (q) - Liu e Storey 85,8 85,8
βDY (q) - Dai e Yuan 86,4 86,4
βN (q) - Hager e Zhang 86,6 86,6

βH (q) - Daniel 83,4 83,4Quasi-Newton 50,0 50,0Retropropagação 85,8 85,8Tabela 19: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio swell+�icker.
swell+harmônicaTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 86,6 86,6
βFR (q) - Fletcher e Reeves 86,4 86,4

βPRP (q) - Polak, Ribiére e Polyak 86,2 86,2
βCD (q) - Fletcher 86,6 86,6

βLS (q) - Liu e Storey 86,4 86,4
βDY (q) - Dai e Yuan 86,4 86,4
βN (q) - Hager e Zhang 86,6 86,6

βH (q) - Daniel 81,8 81,8Quasi-Newton 82,8 82,8Retropropagação 86,4 86,4Tabela 20: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio swell+harmônica.
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sag+harmônica+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 75,4 75,4
βFR (q) - Fletcher e Reeves 77,6 77,6

βPRP (q) - Polak, Ribiére e Polyak 77,8 77,8
βCD (q) - Fletcher 77,6 77,6

βLS (q) - Liu e Storey 77,8 78,0
βDY (q) - Dai e Yuan 77,6 77,6
βN (q) - Hager e Zhang 75,6 75,6

βH (q) - Daniel 75,6 75,6Quasi-Newton 71,2 71,2Retropropagação 75,6 75,6Tabela 21: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio sag+harmônica+�icker.
swell+harmônica+�ickerTécnica Escolhida Treinamento Teste

βHS (q) - Hestenes e Stiefel 100,0 100,0
βFR (q) - Fletcher e Reeves 100,0 100,0

βPRP (q) - Polak, Ribiére e Polyak 100,0 100,0
βCD (q) - Fletcher 100,0 100,0

βLS (q) - Liu e Storey 100,0 100,0
βDY (q) - Dai e Yuan 100,0 100,0
βN (q) - Hager e Zhang 100,0 100,0

βH (q) - Daniel 100,0 100,0Quasi-Newton 50,0 50,0Retropropagação 100,0 100,0Tabela 22: Desempenho do sistema de inferência fuzzy non-singleton em (%), para odistúrbio swell+harmônica+�icker.



6.2 Desempenho 116A tabela 17 apresenta os resultados do sistema de inferência fuzzy non-singletonpara o distúrbio múltiplo sag+�icker. Note que os melhores desempenhos foram obtidospara βHS (q), βFR (q), βPRP (q), βCD (q), βLS (q), βDY (q), βN (q). Note que as proposiçõescitadas obtiveram taxas de classi�cação de 87, 4% para o treinamento e teste. É válidomencionar o desempenho obtido pelo algoritmo de retropropagação, que também obtevetaxa de classi�cação de 87, 4% para treinamento e teste.Para o distúrbio múltiplo sag+harmônica, a técnica que obteve melhor desem-penho fez uso de βLS (q), proposto por Liu e Storey, obtendo 80, 6% para treinamento eteste, conforme apresentado na tabela 18. É válido ressaltar o desempenho oriundo dautilização do algoritmo de retropropagação. Note que o mesmo propiciou uma taxa declassi�cação de 80, 6% para o treinamento e para o teste, podendo também ser consideradauma abordagem satisfatória.Por sua vez, para o distúrbio múltiplo swell+�icker, a técnica que obtive mel-hor desempenho fez uso de βN (q), proposto por Harger e Zhang, obtendo 86, 6% paratreinamento e para teste, conforme apresentado na tabela 19.Para o distúrbio múltiplo swell+harmônica, as técnicas que obtiveram melhor de-sempenho �zeram uso de βHS (q), βCD (q) e βN (q), proposto respectivamente por Hestenese Stiefel, Fletcher e Hager e Zhang, obtendo 86, 6% para treinamento e teste, conformeapresentado na tabela 20.Ao analisar o distúrbio sag+harmônica+�icker, cujo os resultados foram reporta-dos na tabela 21, temos que o melhor desempenho foi alcançado utilizando a técnica quefaz uso de βLS (q), proposto por Liu e Storey, com a taxa de classi�cação para o treina-mento de 77, 8% e para o teste de 78, 0%. É válido ressaltar que a técnica que faz uso de
βPRP (q) obteve um desempenho satisfatório, com taxa de classi�cação de 77, 8% para otreinamento e teste, sendo considerada uma alternativa interessante para a resolução doproblema de classi�cação do distúrbio múltiplo em questão.Por �m, para o distúrbio swell+harmônica+�icker, cujo os resultados foram re-portados na tabela 22, note que todas as técnicas propostas obtiveram taxa de classi�-cação de 100% para o treinamento e para o teste, à excessão do método Quasi-Newton,que obteve ao longo das 100 épocas de treinamento uma taxa de classi�cação de 50, 0%para treinamento e teste do algoritmo.Com isso, após apresentados os resultados oriundos de simulações computacionaisdo sistemas de inferência fuzzy singleton e non-singleton, obtemos a tabela 23, que contém



6.2 Desempenho 117os melhores desempenhos obtidos para as técnicas de classi�cação de distúrbios abordadasneste trabalho.Distúrbio Bayes Rede MLP Fuzzy s Fuzzy nssag 86,2 87,8 87,8 87,4swell 82,0 88,8 87,2 87,6�icker 99,4 97,8 97,8 97,8harmônica 94,2 88,6 87,2 86,4sag+�icker 85,8 87,8 87,4 87,4sag+harmônica 79,4 82,6 80,6 80,6swell+�icker 80,0 87,0 87,2 86,6swell+harmônica 86,0 88,0 86,8 86,6sag+harmônica+�icker 77,6 79,4 78,6 78,0swell+harmônica+�icker 100 100 100 100Tabela 23: Desempenho dos classi�cadores de Bayes, rede neural perceptron multicamadase sistema de inferência fuzzy singleton e non-singleton em (%), para distúrbios isolados emúltiplos.De uma forma geral, note que a rede neural perceptron multicamadas retornoumelhores taxas de classi�cação para o distúrbio isolado swell e para os distúrbios múltiplossag+�icker, sag+harmônica, swell+harmônica, sag+harmônica+�icker. O melhor resul-tado para o distúrbio harmônica foi obtido através da utilização do classi�cador de Bayes.Já para o distúrbio múltiplo swell+�icker, note que o melhor resultado foi retornado pelosistema de inferência fuzzy singleton. Note que resultados iguais foram obtidos para o dis-túrbio isolado �icker, para o qual os classi�cadores MLP, fuzzy singleton e non-singletonretornaram o mesmo resultado. Para o distúrbio isolado sag, o classi�cador fuzzy single-ton e MLP retornaram os melhores resultados dentre os demais classi�cadores propostos.Por �m, para o distúrbio múltiplo swell+harmônica+�icker, resultados idênticos foramobtidos por todos os classi�cadores abordados na tabela 23.Por consequencia, propõe-se a investigação e aprofundamento do sistema de in-ferência fuzzy singleton e non-singleton, através do aumento do número de épocas detreinamento do algoritmo. Como exemplo, simulou-se novamente o sistema de inferên-cia fuzzy fuzzy singleton e non-singleton para o distúrbio sag. Note que os resultadosforam promissores, com retorno de até 88% de taxa de acerto do algoritmo para treina-mento e teste. Com isso, acredita-se na viabilidade de melhora do desempenho da técnicaproposta.



6.3 Sumário 1186.3 SumárioNeste capítulo foram apresentados detalhes acerca da extração e seleção de car-acterísticas, discutidos respectivamente nas Seções 2.2.1 e 2.2.2 desta dissertação. Nãoobstante, foram apresentados os resultados obtidos através de simulações computacionaispara os classi�cadores baseados na teoria de Bayes e na rede neural perceptron mul-ticamadas, apresentados respectivamente nas Seções 2.2.3.1 e 2.2.3.2. Adicionalmente,foram apresentados os resultados obtidos através de simulações computacionais para osalgoritmos baseados no gradiente conjugado, método Quasi-Newton e retropropagação,que foram apresentados no capítulo 5. Note que para tais técnicas, foram analisadas aconvergência, bem como o desempenho das mesmas.No capítulo seguinte são discutidas as conclusões relativas às técnicas de classi�-cação de distúrbios em sinais elétricas apresentadas neste trabalho.
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7 CONCLUSÕES

Sistemas de inferência fuzzy têm demonstrado grande aplicabilidade nas maisdiversas áreas do conhecimento, tais como economia, matemática difusa, teoria de jogos,modelagem de sistemas, entre outras. É válido ressaltar que estes sistemas permitem aconstrução de modelos robustos e e�cientes para a resolução de problemas de modelagem emostram-se como uma opção atraente para diversos campos. Sabemos que a classi�caçãoou reconhecimento de distúrbios é um tema de grande interesse no que tange, dentreoutros, ao desenvolvimento da próxima geração de equipamentos de monitoramento daQEE. Note que, por serem baseados em regras, os sistemas de inferência fuzzy reduzem adi�culdade de modelagem e análise de sistemas complexos, pois os graus de pertinênciaatribuídos às variáveis fornecem suporte no tratamento da incerteza e da ambiguidade.O presente trabalho discutiu a derivação de uma técnica de classi�cação de distúr-bios isolados e múltiplos a partir da proposta apresentada em (RIBEIRO; PEREIRA, 2007).Os resultados computacionais indicam que a presente contribuição introduz uma certamelhoria de desempenho no processo de classi�cação de distúrbios. Conforme relatadono capítulo 6, a classi�cação de múltiplos distúrbios apresenta um resultado aproximadoou em alguns casos superior quando comparado com o obtido para a classi�cação dedistúrbios isolados.Neste contexto e dado os objetos de pesquisa discutidos nesta contribuição, opresente trabalho também versou sobre técnicas e metodologias aplicadas à extração deparâmetros utilizando estatísticas de ordem superior (EOS) e a posterior seleção dosreferidos parâmetros utilizando o discriminante de Fisher. Adicionalmente, esta disser-tação discutiu o uso de técnicas de otimização baseadas no gradiente conjugado e deinformações de segunda ordem para o treinamento de sistemas de inferência fuzzy single-ton ou non-singleton. Além disso, as soluções computacionais derivadas foram aplicadasaos problemas de classi�cação de distúrbios múltiplos e isolados em sinais elétricos.De uma maneira geral, a análise dos métodos de classi�cação abordados nesta



7 Conclusões 120dissertação foram feitas baseando-se nos seguintes critérios: a convergência do método eo desempenho do mesmo. Portando, na otimização de um classi�cador, deve-se buscarmaximizar o seu desempenho e minimizar a sua complexidade computacional. Nestetrabalho, conclui-se que a otimização de ambos estes critérios não é uma tarefa trivial.Conforme citado no capítulo 3, dentre tais questões de investigação, neste tra-balho foi dada especial atenção à questão 4, que indaga qual é a técnica de classi�caçãoadequada (desempenho x complexidade) para o problema em questão. Basicamente, nocapítulo 5 foi apresentado um sistema de inferência fuzzy treinado por algoritmos dogradiente conjugado e em informações de segunda ordem (matriz Hessiana), visando, so-bretudo, mostrar que a referida técnica baseada em inteligência computacional pode seruma candidata interessante para responder a questão 4.Os resultados computacionais, obtidos a partir de dados sintéticos de distúrbiosem sinais de tensão, indicam que os sistemas de inferência fuzzy singleton ou non-singleton,treinados pelos algoritmos de otimização considerados, apresentam maior velocidade deconvergência e melhores taxas de classi�cação quando comparados com aqueles treinadospelo algoritmo de otimização baseada em informações de primeira ordem e é bastantecompetitivo em relação à MLP e ao classi�cador de Bayes.Adicionalmente, constatou-se que o desempenho obtido pelo classi�cador MLP éligeiramente superior ao obtido pelo classi�cador de Bayes e pelo sistema de inferênciafuzzy singleton e non-singleton.Por �m, como trabalhos futuros, pode-se ressaltar diversos desdobramentos aparir da presente contribuição, que, certamente responderão as questões de investigaçãosupracitadas, que, por sua vez, não foram abordadas neste dissertação. Com isso, destacam-se:1. Regras do sistema de inferência fuzzy : Visando a obtenção de melhores re-sultados, propõe-se desdobramentos acerca das regras utilizadas pelo sistema deinferência fuzzy singleton e non-singleton. Para este trabalho, note que as funçõesde pertinência são Gaussianas. Como alternativa, o autor sugere, dentre outros, aadoção de outras funções de pertinência, tais como trapeizoidal e triangular, porexemplo. Adicionalmente, como foram utilizadas M = 4 regras, sendo 2 regras paraa classe com o distúrbio e duas regras para a classe sem distúrbios, é proposto oaumento do número de regras, visando a melhor acuracidade do projeto do sistemade inferência fuzzy para a classi�cação de distúrbios em sinais elétricos.



7 Conclusões 1212. Sistema de inferência fuzzy do tipo 2: É proposta a expansão da técnicaabordada nesta dissertação para o sistema de inferência fuzzy do tipo 2, apresentadaem (MENDEL, 2001). Esta é uma linha de pesquisa bastante promissora, dadoo comportamento satisfatório da técnica em questão e sua abordagem frente asincertezas por ela consideradas. Paralelamente, merece destaque o desenvolvimentode técnicas baseadas em sistemas de inferência fuzzy para a identi�cação de fontesgeradoras de distúrbios em sinais elétricos, considerada uma questão em aberto eque merece investigação.3. Técnicas de decomposição de sinais: Ainda como proposição para novos es-tudos, espera-se testar novas estruturas de �ltros para a obtenção dos vetores ue f , visando um pré-processamento mais robusto, que maximize as fronteiras deseparação entre as classes.4. Técnicas de seleção e extração de características: Uma possível solução paraprojetar um classi�cador que alcance um bom desempenho com um reduzido custocomputacional está no pré-processamento efetuado e na ferramenta de seleção eextração de características a serem utilizadas. Como proposta, deve-se avaliar pos-síveis alternativas que sejam capazes de simpli�car o processo de classi�cação dedistúrbios. Adicionalmente, é proposta a investigação e avaliação do número deparâmetros selecionados, visando a obtenção de melhores resultados para o classi�-cador de distúrbios utilizado.5. Aumento do número de épocas de treinamento do sistema de inferên-cia fuzzy : Sabe-se que o aumento do número de épocas de treinamento do algo-ritmo proposto acarreta em um sistema de inferência fuzzy mais apurado e re�nado,fazendo consequentemente com que a porcentagem de taxa de acerto do algoritmovenha a aumentar. Com isso, como sugestão, propõe-se refazer as simulações com oaumento da quantidade de épocas que venha a resultar em melhora do desempenhoda técnica proposta.6. Matriz Hessiana: Note que o desempenho pouco satisfatório, sobretudo do algo-ritmoQuasi-Newton, deve-se ao mau condicionamento da matriz HessianaH(J(w(q))).Trabalhos futuros nesta linha de pesquisa serão determinantes para o sucesso dastécnicas que fazem uso da matriz Hessiana. Com isso, o entendimento e melhoriana estrutura de composição da mesma são tópicos fundamentais para a obtenção deresultados satisfatórios.
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clc,clear all,close all

tic

%especificações gerais

Nsinais=500; %número de sinais em cada banco

f0=60; %frequência fndamental do sinal

fs=256*60; %frequencia de amostragem

Nciclos=10; %número de ciclos do sinal

pt=6/60; %ponto de início do distúrbio

SNR=30; %SNR presente em cada sinal do banco

%transitório oscilatório

tt_min=.3e-3;

tt_max=50e-3;

ft_min=2000;

ft_max=5000;

at_min=1;

at_max=4;

banco_transitorio_10ciclos = gera_banco_transitorio(Nsinais,f0,fs,Nciclos,pt,tt_min,

tt_max,ft_min,ft_max,at_min,at_max,SNR);

%harmônico

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos = gera_banco_harmonicos(Nsinais,f0,fs,Nciclos,0,ordem_max,

THD_min,THD_max,ordens,SNR);

%swell

a_min=1.1;

a_max=1.9;

banco_swell_10ciclos = gera_banco_variacoes_amplitude(Nsinais,f0,fs,Nciclos,pt,a_min,

a_max,SNR);

%sag

a_min=0.2;

a_max=0.9;

banco_sag_10ciclos = gera_banco_variacoes_amplitude(Nsinais,f0,fs,Nciclos,pt,a_min,

a_max,SNR);

%interrupçao

a_min=0;

a_max=0.1;

banco_interrupcao_10ciclos = gera_banco_variacoes_amplitude(Nsinais,f0,fs,Nciclos,pt,

a_min,a_max,SNR);

%flutuações de tensão

a_min=3/100;

a_max=7/100;

f_min=1;

f_max=25;

banco_flicker_10ciclos = gera_banco_flutuacoes_tensao(Nsinais,f0,fs,Nciclos,pt,a_min,

a_max,f_min,f_max,SNR);
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%notches e speikes

for n=1:Nsinais

banco_notch_10ciclos(:,n)=evento_notch;

banco_spike_10ciclos(:,n)=evento_spike;

end

%sag+flicker

a_minf=3/100;

a_maxf=7/100;

f_min=1;

f_max=25;

banco_flicker_10ciclos_aux1 = gera_banco_flutuacoes_tensao(Nsinais,f0,fs,Nciclos,pt,

a_minf,a_maxf,f_min,f_max,inf);

a_mins=0.2;

a_maxs=0.9;

banco_sag_flicker_10ciclos = aplica_swell_sag(banco_flicker_10ciclos_aux1,SNR,a_mins,

a_maxs,fs,Nciclos,f0,pt,Nsinais);

%sag+harmonico

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos_aux1 = gera_banco_harmonicos(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

a_mins=0.2;

a_maxs=0.9;

banco_sag_harmonico_10ciclos = aplica_swell_sag(banco_harmonico_10ciclos_aux1,SNR,

a_mins,a_maxs,fs,Nciclos,f0,pt,Nsinais);

%swell+flicker

a_minf=3/100;

a_maxf=7/100;

f_min=1;

f_max=25;

banco_flicker_10ciclos_aux2 = gera_banco_flutuacoes_tensao(Nsinais,f0,fs,Nciclos,pt,

a_minf,a_maxf,f_min,f_max,inf);

a_mins=1.1;

a_maxs=1.9;

banco_swell_flicker_10ciclos = aplica_swell_sag(banco_flicker_10ciclos_aux2,SNR,

a_mins,a_maxs,fs,Nciclos,f0,pt,Nsinais);

%swell+harmonico

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos_aux2 = gera_banco_harmonicos(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

a_mins=1.1;

a_maxs=1.9;

banco_swell_harmonico_10ciclos = aplica_swell_sag(banco_harmonico_10ciclos_aux2,SNR,

a_mins,a_maxs,fs,Nciclos,f0,pt,Nsinais);
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%sag+harmonico+flicker

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos_aux3 = gera_banco_harmonicos_aux(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

a_minf=3/100;

a_maxf=7/100;

f_minf=1;

f_maxf=25;

banco_flicker_10ciclos_aux3 = gera_banco_flutuacoes_tensao(Nsinais,f0,fs,Nciclos,pt,

a_minf,a_maxf,f_minf,f_maxf,inf);

a_mins=0.2;

a_maxs=0.9;

banco_sag_harmonico_flicker_10ciclos = aplica_swell_sag

(banco_harmonico_10ciclos_aux3+banco_flicker_10ciclos_aux3,SNR,a_mins,a_maxs,fs,

Nciclos,f0,pt,Nsinais);

%sag+harmonico+capc

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos_aux4 = gera_banco_harmonicos_aux(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

tt_min=.3e-3;

tt_max=50e-3;

ft_min=2000;

ft_max=5000;

at_min=1;

at_max=4;

banco_transitorio_10ciclos_aux1 = gera_banco_transitorio(Nsinais,f0,fs,Nciclos,7/60,

tt_min,tt_max,ft_min,ft_max,at_min,at_max,SNR);

a_mins=0.2;

a_maxs=0.9;

banco_sag_harmonico_transitorio_10ciclos = aplica_swell_sag

(banco_harmonico_10ciclos_aux4+banco_transitorio_10ciclos_aux1,SNR,a_mins,a_maxs,fs,

Nciclos,f0,pt,Nsinais);

%sag+harmonico+notch

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos_aux3 = gera_banco_harmonicos_aux(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

for n=1:Nsinais

banco_notch_10ciclos_aux(:,n)=evento_notch;

end
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a_mins=0.2;

a_maxs=0.9;

banco_sag_harmonico_notch_10ciclos = aplica_swell_sag

(banco_harmonico_10ciclos_aux3+banco_notch_10ciclos_aux,inf,a_mins,a_maxs,fs,Nciclos,

f0,pt,Nsinais);

%swell+harmonico+flicker

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos_aux3 = gera_banco_harmonicos_aux(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

a_minf=3/100;

a_maxf=7/100;

f_minf=1;

f_maxf=25;

banco_flicker_10ciclos_aux3 = gera_banco_flutuacoes_tensao(Nsinais,f0,fs,Nciclos,pt,

a_minf,a_maxf,f_minf,f_maxf,inf);

a_mins=1.1;

a_maxs=1.9;

banco_swell_harmonico_flicker_10ciclos = aplica_swell_sag

(banco_harmonico_10ciclos_aux3+banco_flicker_10ciclos_aux3,SNR,a_mins,a_maxs,fs,

Nciclos,f0,pt,Nsinais);

%swell+harmonico+capc

ordem_max=100;

ordens=1;

THD_min=1.5;

THD_max=5;

banco_harmonico_10ciclos_aux4 = gera_banco_harmonicos_aux(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

tt_min=.3e-3;

tt_max=50e-3;

ft_min=2000;

ft_max=5000;

at_min=1;

at_max=4;

banco_transitorio_10ciclos_aux1 = gera_banco_transitorio(Nsinais,f0,fs,Nciclos,7/60,

tt_min,tt_max,ft_min,ft_max,at_min,at_max,SNR);

a_mins=1.1;

a_maxs=1.9;

banco_swell_harmonico_transitorio_10ciclos = aplica_swell_sag

(banco_harmonico_10ciclos_aux4+banco_transitorio_10ciclos_aux1,SNR,a_mins,a_maxs,fs,

Nciclos,f0,pt,Nsinais);

%swell+harmonico+notch

ordem_max=100;

ordens=1;

THD_min=1.5;
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THD_max=5;

banco_harmonico_10ciclos_aux3 = gera_banco_harmonicos_aux(Nsinais,f0,fs,Nciclos,0,

ordem_max,THD_min,THD_max,ordens,inf);

for n=1:Nsinais

banco_notch_10ciclos_aux(:,n)=evento_notch;

end

a_mins=1.1;

a_maxs=1.9;

banco_swell_harmonico_notch_10ciclos = aplica_swell_sag

(banco_harmonico_10ciclos_aux3+banco_notch_10ciclos_aux,inf,a_mins,a_maxs,fs,Nciclos,

f0,pt,Nsinais);

save banco_transitorio_10ciclos banco_transitorio_10ciclos

save banco_harmonico_10ciclos banco_harmonico_10ciclos

save banco_swell_10ciclos banco_swell_10ciclos

save banco_sag_10ciclos banco_sag_10ciclos

save banco_interrupcao_10ciclos banco_interrupcao_10ciclos

save banco_flicker_10ciclos banco_flicker_10ciclos

save banco_notch_10ciclos banco_notch_10ciclos

save banco_spike_10ciclos banco_spike_10ciclos

save banco_sag_flicker_10ciclos banco_sag_flicker_10ciclos

save banco_sag_harmonico_10ciclos banco_sag_harmonico_10ciclos

save banco_swell_flicker_10ciclos banco_swell_flicker_10ciclos

save banco_swell_harmonico_10ciclos banco_swell_harmonico_10ciclos

save banco_sag_harmonico_flicker_10ciclos banco_sag_harmonico_flicker_10ciclos

save banco_sag_harmonico_transitorio_10ciclos

banco_sag_harmonico_transitorio_10ciclos

save banco_sag_harmonico_notch_10ciclos banco_sag_harmonico_notch_10ciclos

save banco_swell_harmonico_flicker_10ciclos banco_swell_harmonico_flicker_10ciclos

save banco_swell_harmonico_transitorio_10ciclos

banco_swell_harmonico_transitorio_10ciclos

save banco_swell_harmonico_notch_10ciclos banco_swell_harmonico_notch_10ciclos

toc;

tempo=toc/60
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APÊNDICE C -- MATRIZ HESSIANA PARA O SISTEMA DEINFERÊNCIA FUZZY
C.1 Dedução da matriz Hessiana para o sistema de in-ferência fuzzy singletonC.1.1 Dedução de Hm
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(C.7)Note que as derivadas parciais retratadas na equação (C.7) podem ser expressas por

∂R

∂mF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q), ∀i, (C.8)

∂S

∂mF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF l

k
(q), ∀i, (C.9)

∂T

∂mF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))aF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
k
(q), i = l

(C.10)e
∂U

∂mF i
j
(q)

=























0, i 6= l

0, i = l, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σ3

Fl
k

(q)
, i = l, j = k

. (C.11)
Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂σ

Fl
k
(q)
, para a situação em que i 6= l, temos que

∂2J(w(q))
∂m

Fi
j
(q)∂σ

Fl
k
(q)

= e
(q)
θi(q)

φi(x
(q))aF i

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))aF i

j
(q)φl(x

(q))bF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))aF i
j
(q)bF l

k
(q).

(C.12)Organizando os termos da equação (C.12), temos que
∂2J(w(q))

∂mF i
j
(q)∂σF l

k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))aF i
j
(q)bF l

k
(q). (C.13)Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂σ

Fl
k
(q)

para a situação em que i = l temos que
∂2J(w(q))

∂m
Fl
j
(q)∂σ

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))aF l

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))aF l

j
(q)φl(x

(q))bF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
j
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂m
Fl
j
(q)
,

(C.14)



C.1 Dedução da matriz Hessiana para o sistema de inferência fuzzy singleton 135ou seja, (C.14) pode ser reescrita da seguinte maneira
∂2J(w(q))

∂m
Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂m
Fl
j
(q)
. (C.15)Com isso, ordenando os termos da equação (C.15), temos a seguinte equação para ∂2J(w(q))

∂m
Fi
j
(q)∂σ

Fl
k
(q)quando i = l

∂2J(w(q))
∂m

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂U
∂m

Fl
j
(q)

+ aF l
j
(q)bF l

k
(q)

]

,
(C.16)em que ∂U

∂m
Fl
j
(q)

assume os seguintes valores
∂U

∂mF l
j
(q)

=











0, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σ3

Fl
k

(q)
, j = k

. (C.17)C.1.2 Dedução de Hm
Fi
j
(q),θl(q)Os termos de Hm

Fi
j
(q),θl(q) , expresso na equação (5.14), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇θl(q)J(w

(q)) em relação ao parâmetro mF i
j
(q)e são deduzidos conforme a seguir

∂2J(w(q))

∂mF i
j
(q)∂θl(q)

=
∂

∂mF i
j
(q)

[

fs(x
(q))− y(q)

]

φl(x
(q)). (C.18)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂mF i
j
(q)∂θl(q)

=
∂

∂mF i
j
(q)

[EF ] . (C.19)Note que as derivadas parciais retratadas na equação (C.7) podem ser expressas por
E =

[

fs(x
(q))− y(q)

] (C.20)e
F = φl(x

(q)). (C.21)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-



C.1 Dedução da matriz Hessiana para o sistema de inferência fuzzy singleton 136pli�car a derivada parcial retratada na equação (C.19). Com isso temos que
∂2J(w(q))

∂mF i
j
(q)∂θl(q)

=

(

∂E

∂mF i
j
(q)

)

F + E

(

∂F

∂mF i
j
(q)

) (C.22)em que
∂E

∂mF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q), ∀i, (C.23)e

∂F

∂mF l
j
(q)

=







−φi(x
(q))φl(x

(q))aF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

aF i
j
(q), i = l

. (C.24)Analisando ∂2J(w(q))
∂m

Fi
j
(q)∂θl(q)

, para a situação em que i 6= l, temos que
∂2J(w(q))

∂mF i
j
(q)∂θl(q)

= e
(q)
θi(q)

φi(x
(q))aF i

j
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))aF i
j
(q). (C.25)Organizando os termos da equação (C.25), temos que

∂2J(w(q))

∂mF i
j
(q)∂θl(q)

=
[

e
(q)
θi(q)

− e(q)
]

φi(x
(q))φl(x

(q))aF i
j
(q). (C.26)Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂θl(q)

para a situação em que i = l temos que
∂2J(w(q))

∂mF l
j
(q)∂θl(q)

= e
(q)
θl(q)

φl(x
(q))aF l

j
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

aF l
j
(q), (C.27)o que remete à equação

∂2J(w(q))

∂mF l
j
(q)∂θl(q)

=
[(

e
(q)
θi(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

aF l
j
(q). (C.28)C.1.3 Dedução de Hσ

Fi
j
(q),m

Fl
k
(q)Os termos de Hσ

Fi
j
(q),m

Fl
k
(q) , expresso na equação (5.15), são de�nidos a partirda análise das derivadas parciais do gradiente ∇m

Fl
k
(q)J(w

(q)) em relação ao parâmetro
σF i

j
(q) e são deduzidos conforme a seguir

∂2J(w(q))

∂σF i
j
(q)∂mF l

k
(q)

=
∂

∂σF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q). (C.29)Para simpli�car as deduções, fazemos as seguintes atribuições
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∂2J(w(q))

∂σF i
j
(q)∂mF l

k
(q)

=
∂

∂σF i
j
(q)

[XYWZ] , (C.30)de tal forma que
X =

[

fs(x
(q))− y(q)

]

, (C.31)
Y =

[

θl(q)− fs(x
(q))
]

, (C.32)
W = φl(x

(q)) (C.33)e
Z = aF l

k
(q). (C.34)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.30). Com isso temos que

∂2J(w(q))
∂σ

Fi
j
(q)∂m

Fl
k
(q)

=

(

∂X
∂σ

Fi
j
(q)

)

YWZ +X

(

∂Y
∂σ

Fi
j
(q)

)

WZ

+XY

(

∂W
∂σ

Fi
j
(q)

)

Z +XYW

(

∂Z
∂σ

Fi
j
(q)

)

.
(C.35)Note que as derivadas parciais retratadas na equação (C.35) podem ser expressas por

∂X

∂σF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.36)

∂Y

∂σF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF l

k
(q), ∀i, (C.37)

∂W

∂σF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
k
(q), i = l

(C.38)e
∂Z

∂σF i
j
(q)

=























0, i 6= l

0, i = l, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σ3

Fl
k

(q)
, i = l, j = k

. (C.39)
Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂m

Fl
k
(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂σ
Fi
j
(q)∂m

Fl
k
(q)

= e
(q)
θi(q)

φi(x
(q))bF i

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))bF i

j
(q)φl(x

(q))aF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))bF i
j
(q)aF l

k
(q).

(C.40)



C.1 Dedução da matriz Hessiana para o sistema de inferência fuzzy singleton 138Organizando os termos da equação (C.40), temos que
∂2J(w(q))

∂σF i
j
(q)∂mF l

k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))bF i
j
(q)aF l

k
(q). (C.41)Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂m

Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂σ
Fl
j
(q)∂m

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))bF l

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))bF l

j
(q)φl(x

(q))aF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q)aF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂Z

∂σ
Fl
j
(q)
,

(C.42)
ou seja, (C.42) pode ser reescrita da seguinte maneira

∂2J(w(q))
∂σ

Fl
j
(q)∂m

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂Z

∂σ
Fl
j
(q)
. (C.43)Com isso, ordenando os termos da equação (C.43), �nalmente obtemos

∂2J(w(q))
∂σ

Fl
j
(q)∂m

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂Z
∂σ

Fl
j
(q)

+ aF l
j
(q)bF l

k
(q)

]

,
(C.44)em que ∂Z

∂σ
Fl
j
(q)

assume os seguintes valores
∂Z

∂σF l
j
(q)

=











0, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σ3

Fl
k

(q)
, j = k

. (C.45)C.1.4 Dedução de Hσ
Fi
j
(q),σ

Fl
k
(q)Os termos de Hσ

Fi
j
(q),σ

Fl
k
(q) , expresso na equação (5.16), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σ

Fl
k
(q)J(w

(q)) em relação ao parâmetro σF i
j
(q)e são deduzidos conforme a seguir

∂2J(w(q))

∂σF i
j
(q)∂σF l

k
(q)

=
∂

∂σF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))bF l

k
(q). (C.46)Para simpli�car as deduções, fazemos as seguintes atribuições
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∂2J(w(q))

∂σF i
j
(q)∂σF l

k
(q)

=
∂

∂σF i
j
(q)

[RSTU ] , (C.47)de tal forma que
R =

[

fs(x
(q))− y(q)

]

, (C.48)
S =

[

θl(q)− fs(x
(q))
]

, (C.49)
T = φl(x

(q)) (C.50)e
U = bF l

k
(q). (C.51)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.47). Com isso temos que

∂2J(w(q))
∂σ

Fi
j
(q)∂σ

Fl
k
(q)

=

(

∂R
∂σ

Fi
j
(q)

)

STU + R

(

∂S
∂σ

Fi
j
(q)

)

TU

+RS

(

∂T
∂σ

Fi
j
(q)

)

U +RST

(

∂U
∂σ

Fi
j
(q)

)

.
(C.52)Note que as derivadas parciais retratadas na equação (C.52) podem ser expressas por

∂R

∂σF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.53)

∂S

∂σF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF l

k
(q), ∀i, (C.54)

∂T

∂σF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
k
(q), i = l

(C.55)e
∂U

∂σF i
j
(q)

=























0, i 6= l

0, i = l, j 6= k

−3

(

x
(q)
k

−m
Fl
k
(q)

)2

σ4

Fl
k

(q)
, i = l, j = k

. (C.56)
Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂σl(q)

, para a situação em que i 6= l, temos que
∂2J(w(q))

∂σ
Fi
j
(q)∂σ

Fl
k
(q)

= e
(q)
θi(q)

φi(x
(q))bF i

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))bF i

j
(q)φl(x

(q))bF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))bF i
j
(q)bF l

k
(q).

(C.57)
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∂2J(w(q))

∂σF i
j
(q)∂σF l

k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))bF i
j
(q)bF l

k
(q). (C.58)Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂σ

Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂σ
Fl
j
(q)∂σ

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))bF l

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))bF l

j
(q)φl(x

(q))bF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σ
Fl
j
(q)
,

(C.59)
ou seja, (C.59) pode ser reescrita da seguinte maneira

∂2J(w(q))
∂σ

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

bF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σ
Fl
j
(q)
. (C.60)Com isso, ordenando os termos da equação (C.60), temos a seguinte equação para

∂2J(w(q))
∂σ

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))bF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂U
∂σ

Fl
j
(q)

+ bF l
j
(q)bF l

k
(q)

]

,
(C.61)em que ∂U

∂σ
Fl
j
(q)

assume os seguintes valores
∂U

∂σF l
j
(q)

=















0, i 6= l, j 6= k,

−3

(

x
(q)
k

−m
Fl
k
(q)

)2

σ4

Fl
k

(q)
, j = k

. (C.62)
C.1.5 Dedução de Hσ

Fi
j
(q),θl(q)Os termos de Hσ

Fi
j
(q),θl(q) , expresso na equação (5.17), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇θl(q)J(w

(q)) em relação ao parâmetro σF i
j
(q)e são deduzidos conforme a seguir

∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=
∂

∂σF i
j
(q)

[

fs(x
(q))− y(q)

]

φl(x
(q)). (C.63)
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∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=
∂

∂σF i
j
(q)

[EF ] . (C.64)de tal forma que
E =

[

fs(x
(q))− y(q)

] (C.65)e
F = φl(x

(q)). (C.66)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.64). Com isso temos que
∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=

(

∂E

∂σF i
j
(q)

)

F + E

(

∂F

∂σF i
j
(q)

)

. (C.67)Note que as derivadas parciais retratadas na equação (C.67) podem ser expressas por
∂E

∂σF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.68)e

∂F

∂σF l
j
(q)

=







−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF i
j
(q), i = l

. (C.69)Analisando ∂2J(w(q))
∂σ

Fi
j
(q)∂θl(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂σF i
j
(q)∂θl(q)

= e
(q)
θi(q)

φi(x
(q))bF i

j
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))bF i
j
(q). (C.70)Organizando os termos da equação (C.70), temos que

∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=
[

e
(q)
θi(q)

− e(q)
]

φi(x
(q))φl(x

(q))bF i
j
(q). (C.71)Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂θl(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂σF l
j
(q)∂θl(q)

= e
(q)
θl(q)

φl(x
(q))bF l

j
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q), (C.72)
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∂2J(w(q))

∂σF l
j
(q)∂θl(q)

=
[(

e
(q)
θi(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

bF l
j
(q). (C.73)C.1.6 Dedução de Hθi(q),m

Fl
k
(q)Os termos de Hθi(q),m

Fl
k
(q) , expresso na equação (5.18), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇m

Fl
k
(q)J(w

(q)) em relação ao parâmetro θi(q)e são deduzidos conforme a seguir
∂2J(w(q))

∂θi(q)∂mF l
k
(q)

=
∂

∂θi(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q). (C.74)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂θi(q)∂mF l
k
(q)

=
∂

∂θi(q)
[XYWZ] , (C.75)em que

X =
[

fs(x
(q))− y(q)

]

, (C.76)
Y =

[

θl(q)− fs(x
(q))
]

, (C.77)
W = φl(x

(q)) (C.78)e
Z = aF l

k
(q). (C.79)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.75). Com isso temos que

∂2J(w(q))
∂θi(q)∂mFl

k
(q)

=
(

∂X
∂θi(q)

)

YWZ +X
(

∂Y
∂θi(q)

)

WZ

+XY
(

∂W
∂θi(q)

)

Z +XYW
(

∂Z
∂θi(q)

)

.
(C.80)Note que as derivadas parciais retratadas na equação (C.80) podem ser expressas por

∂X

∂θi(q)
= φi(x

(q)), ∀i, (C.81)
∂Y

∂θi(q)
=

{

−φi(x
(q)), i 6= l

1− φl(x
(q)), i = l

(C.82)
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∂W

∂θi(q)
= 0, ∀i (C.83)e

∂Z

∂θi(q)
= 0, ∀i. (C.84)Analisando ∂2J(w(q))

∂θi(q)∂mFl
k
(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂θi(q)∂mF l
k
(q)

= e
(q)
θl(q)

φi(x
(q))aF l

k
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))aF l
k
(q). (C.85)Organizando os termos da equação (C.85), temos que

∂2J(w(q))

∂θi(q)∂mF l
k
(q)

=
[

e
(q)
θl(q)

− e(q)
]

φi(x
(q))φl(x

(q))aF l
k
(q). (C.86)Analisando ∂2J(w(q))

∂θ
Fi
j
(q)∂m

Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂θl(q)∂mF l
k
(q)

= e
(q)
θl(q)

φl(x
(q))aF l

k
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

aF l
k
(q), (C.87)ou seja, (C.87) pode ser reescrita da seguinte maneira

∂2J(w(q))

∂θl(q)∂mF l
k
(q)

=
[(

e
(q)
θl(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

aF l
k
(q). (C.88)C.1.7 Dedução de Hθi(q),σFl

k
(q)Os termos de Hθi(q),σFl

k
(q) , expresso na equação (5.19), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σ

Fl
k
(q)J(w

(q)) em relação ao parâmetro θi(q)e são deduzidos conforme a seguir
∂2J(w(q))

∂θi(q)∂σF l
k
(q)

=
∂

∂θi(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))bF l

k
(q). (C.89)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂θi(q)∂σF l
k
(q)

=
∂

∂θi(q)
[RSTU ] , (C.90)em que

R =
[

fs(x
(q))− y(q)

]

, (C.91)
S =

[

θl(q)− fs(x
(q))
]

, (C.92)
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T = φl(x

(q)) (C.93)e
U = bF l

k
(q). (C.94)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.90). Com isso temos que

∂2J(w(q))
∂θi(q)∂σFl

k
(q)

=
(

∂R
∂θi(q)

)

STU +R
(

∂S
∂θi(q)

)

TU

+RS
(

∂T
∂θi(q)

)

U +RST
(

∂U
∂θi(q)

)

.
(C.95)Note que as derivadas parciais retratadas na equação (C.95) podem ser expressas por

∂R

∂θi(q)
= φi(x

(q)), ∀i, (C.96)
∂S

∂θi(q)
=

{

−φi(x
(q)), i 6= l

1− φl(x
(q)), i = l

(C.97)
∂T

∂θi(q)
= 0, ∀i (C.98)e

∂U

∂θi(q)
= 0, ∀i. (C.99)Analisando ∂2J(w(q))

∂θi(q)∂σFl
k
(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂θi(q)∂σF l
k
(q)

= e
(q)
θl(q)

φi(x
(q))bF l

k
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))bF l
k
(q). (C.100)Organizando os termos da equação (C.100), temos que

∂2J(w(q))

∂θi(q)∂σF l
k
(q)

=
[

e
(q)
θl(q)

− e(q)
]

φi(x
(q))φl(x

(q))bF l
k
(q). (C.101)Analisando ∂2J(w(q))

∂θi(q)∂σFl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂θl(q)∂σF l
k
(q)

= e
(q)
θl(q)

φl(x
(q))bF l

k
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

bF l
k
(q), (C.102)ou seja, (C.102) pode ser reescrita da seguinte maneira

∂2J(w(q))

∂θl(q)∂σF l
k
(q)

=
[(

e
(q)
θl(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

bF l
k
(q). (C.103)



C.1 Dedução da matriz Hessiana para o sistema de inferência fuzzy singleton 145C.1.8 Dedução de Hθi(q),θl(q)Os termos de Hθi(q),θl(q) , expresso na equação (5.20), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇θl(q)J(w
(q)) em relação ao parâmetro θi(q) esão deduzidos conforme a seguir

∂2J(w(q))

∂θi(q)∂θl(q)
=

∂

∂θi(q)

[

fs(x
(q))− y(q)

]

φl(x
(q)). (C.104)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂θi(q)∂θl(q)
=

∂

∂θi(q)
[EF ] , (C.105)em que

E =
[

fs(x
(q))− y(q)

] (C.106)e
F = φl(x

(q)). (C.107)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.105). Com isso temos que
∂2J(w(q))

∂θi(q)∂θl(q)
=

(

∂E

∂θi(q)

)

F + E

(

∂F

∂θi(q)

)

. (C.108)Note que as derivadas parciais retratadas na equação (C.108) podem ser expressas por
∂E

∂θi(q)
= φi(x

(q)), ∀i, (C.109)e
∂F

∂θi(q)
= 0, ∀i. (C.110)Analisando ∂2J(w(q))

∂θi(q)∂θl(q)
para a situação em que i 6= l e i = l, temos que

∂2J(w(q))

∂θi(q)∂θl(q)
=

{

φi(x
(q))φl(x

(q)), i 6= l

φ2
l (x

(q)), i = l
(C.111)



C.2 Dedução da matriz Hessiana para o sistema de inferência fuzzy non-singleton 146C.2 Dedução da matriz Hessiana para o sistema de in-ferência fuzzy non-singletonC.2.1 Dedução de Hm
Fi
j
(q),σ

F l
k
(q)Os termos de Hm

Fi
j
(q),σ

Fl
k
(q) , expresso na equação (5.55), são de�nidos a partirda análise das derivadas parciais do gradiente ∇σ

Fl
k
(q)J(w

(q)) em relação ao parâmetro
mF i

j
(q) e são deduzidos conforme a seguir

∂2J(w)

∂mF i
j
(q)∂σF l

k
(q)

=
∂

∂mF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

ϕl(x
(q))bF l

k
(q). (C.112)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w)

∂mF i
j
(q)∂σF l

k
(q)

=
∂

∂mF i
j
(q)

[RSTU ] , (C.113)de tal forma que
R =

[

fs(x
(q))− y(q)

]

, (C.114)
S =

[

θl(q)− fs(x
(q))
]

, (C.115)
T = φl(x

(q)) (C.116)e
U = bF l

k
(q). (C.117)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.113). Com isso temos que

∂2J(w)
∂m

Fi
j
(q)∂σ

Fl
k
(q)

=

(

∂R
∂m

Fi
j
(q)

)

STU +R

(

∂S
∂m

Fi
j
(q)

)

TU

+RS

(

∂T
∂m

Fi
j
(q)

)

U +RST

(

∂U
∂m

Fi
j
(q)

)

.
(C.118)Note que as derivadas parciais retratadas na equação (C.118) podem ser expressas por

∂R

∂mF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q), ∀i, (C.119)

∂S

∂mF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF l

k
(q), ∀i, (C.120)
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∂T

∂mF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))aF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
k
(q), i = l

(C.121)e
∂U

∂mF i
j
(q)

=



























0, i 6= l

0, i = l, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

(

σ2

Fl
k

(q)+σ2
Xk

(q)

)2σF l
k
(q), i = l, j = k

. (C.122)
Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂σ

Fl
k
(q)
, para a situação em que i 6= l, temos que

∂2J(w)
∂m

Fi
j
(q)∂σ

Fl
k
(q)

= e
(q)
θi(q)

φi(x
(q))aF i

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))aF i

j
(q)φl(x

(q))bF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))aF i
j
(q)bF l

k
(q).

(C.123)Organizando os termos da equação (C.123), temos que
∂2J(w)

∂mF i
j
(q)∂σF l

k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))aF i
j
(q)bF l

k
(q).(C.124)Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂σ

Fl
k
(q)

para a situação em que i = l temos que
∂2J(w)

∂m
Fl
j
(q)∂σ

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))aF l

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))aF l

j
(q)φl(x

(q))bF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
j
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂m
Fl
j
(q)
,

(C.125)
ou seja, (C.125) pode ser reescrita da seguinte maneira

∂2J(w)
∂m

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂m
Fl
j
(q)
. (C.126)Com isso, ordenando os termos da equação (C.126), temos a seguinte equação para

∂2J(w(q))
∂m

Fi
j
(q)∂σ

Fl
k
(q)

quando i = l

∂2J(w)
∂m

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂U
∂m

Fl
j
(q)

+ aF l
j
(q)bF l

k
(q)

]

,
(C.127)
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∂m

Fl
j
(q)

assume os seguintes valores
∂U

∂mF l
j
(q)

=















0, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

(

σ2

Fl
k

(q)+σ2
Xk

(q)

)2σF l
k
(q), j = k

. (C.128)
C.2.2 Dedução de Hm

Fi
j
(q),θl(q)Os termos de Hm

Fi
j
(q),θl(q) , expresso na equação (5.56), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇θl(q)J(w

(q)) em relação ao parâmetro mF i
j
(q)e são deduzidos conforme a seguir

∂2J(w)

∂mF i
j
(q)∂θl(q)

=
∂

∂mF i
j
(q)

[

fs(x
(q))− y(q)

]

φl(x
(q)). (C.129)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w)

∂mF i
j
(q)∂θl(q)

=
∂

∂mF i
j
(q)

[EF ] . (C.130)Note que as derivadas parciais retratadas na equação (C.130) podem ser expressas por
E =

[

fs(x
(q))− y(q)

] (C.131)e
F = φl(x

(q)). (C.132)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.130). Com isso temos que
∂2J(w)

∂mF i
j
(q)∂θl(q)

=

(

∂E

∂mF i
j
(q)

)

F + E

(

∂F

∂mF i
j
(q)

) (C.133)em que
∂E

∂mF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q), ∀i, (C.134)e

∂F

∂mF l
j
(q)

=







−φi(x
(q))φl(x

(q))aF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

aF i
j
(q), i = l

. (C.135)
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∂m

Fi
j
(q)∂θl(q)

, para a situação em que i 6= l, temos que
∂2J(w)

∂mF i
j
(q)∂θl(q)

= e
(q)
θi(q)

φi(x
(q))aF i

j
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))aF i
j
(q), (C.136)Organizando os termos da equação (C.136), temos que

∂2J(w)

∂mF i
j
(q)∂θl(q)

=
[

e
(q)
θi(q)

− e(q)
]

φi(x
(q))φl(x

(q))aF i
j
(q). (C.137)Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂θl(q)

para a situação em que i = l temos que
∂2J(w)

∂mF l
j
(q)∂θl(q)

= e
(q)
θl(q)

φl(x
(q))aF l

j
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

aF l
j
(q), (C.138)o que remete à equação

∂2J(w)

∂mF l
j
(q)∂θl(q)

=
[(

e
(q)
θi(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

aF l
j
(q). (C.139)C.2.3 Dedução de Hm

Fi
j

(q),σX(q)Os termos de Hm
Fi
j
(q),σX (q) , expresso na equação (5.57), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σX(q)J(w

(q)) em relação ao parâmetromF i
j
(q)e são deduzidos conforme a seguir

∂2J(w)

∂mF i
j
(q)∂σX(q)

=
∂

∂mF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))cF l

k
(q). (C.140)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w)

∂mF i
j
(q)∂σX(q)

=
∂

∂mF i
j
(q)

[RSTU ] , (C.141)de tal forma que
R =

[

fs(x
(q))− y(q)

]

, (C.142)
S =

[

θl(q)− fs(x
(q))
]

, (C.143)
T = φl(x

(q)) (C.144)e
U = cF l

k
(q). (C.145)



C.2 Dedução da matriz Hessiana para o sistema de inferência fuzzy non-singleton 150Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.141). Com isso temos que
∂2J(w)

∂m
Fi
j
(q)∂σX (q)

=

(

∂R
∂m

Fi
j
(q)

)

STU +R

(

∂S
∂m

Fi
j
(q)

)

TU

+RS

(

∂T
∂m

Fi
j
(q)

)

U +RST

(

∂U
∂m

Fi
j
(q)

)

.
(C.146)Note que as derivadas parciais retratadas na equação (C.146) podem ser expressas por

∂R

∂mF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF i

j
(q), ∀i, (C.147)

∂S

∂mF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))aF l

k
(q), ∀i, (C.148)

∂T

∂mF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))aF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
k
(q), i = l

(C.149)e
∂U

∂mF i
j
(q)

=



























0, i 6= l

0, i = l, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σX(q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)2 , i = l, j = k

. (C.150)
Analisando ∂2J(w(q))

∂m
Fi
j
(q)∂σX (q)

, para a situação em que i 6= l, temos que
∂2J(w)

∂m
Fi
j
(q)∂σX (q)

= e
(q)
θi(q)

φi(x
(q))aF i

j
(q)e

(q)
θl(q)

φl(x
(q))cF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))aF i

j
(q)φl(x

(q))cF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))aF i
j
(q)cF l

k
(q),

(C.151)o que remete à equação
∂2J(w)

∂mF i
j
(q)∂σX(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))aF i
j
(q)cF l

k
(q).(C.152)
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∂m

Fi
j
(q)∂σX (q)

para a situação em que i = l temos que
∂2J(w)

∂m
Fl
j
(q)∂σX (q)

= e
(q)
θl(q)

φl(x
(q))aF l

j
(q)e

(q)
θl(q)

φl(x
(q))cF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))aF l

j
(q)φl(x

(q))cF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

aF l
j
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂m
Fl
j
(q)
,

(C.153)
o que nos remete à seguinte equação

∂2J(w)
∂m

Fl
j
(q)∂σX (q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

aF l
j
(q)cF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂m
Fl
j
(q)
. (C.154)Com isso, ordenando os termos da equação (C.154), temos a seguinte equação para

∂2J(w(q))
∂m

Fi
j
(q)∂σX (q)

quando i = l

∂2J(w)
∂m

Fl
j
(q)∂σX (q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))aF l
j
(q)cF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂U
∂m

Fl
j
(q)

+ aF l
j
(q)cF l

k
(q)

]

,
(C.155)em que ∂2J(w)

∂m
Fl
j
(q)∂σX (q)

assume os seguintes valores
∂U

∂mF l
j
(q)

=















0, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

(

σ2

Fl
k

(q)+σ2
X
(q)

)2 σX(q), j = k
. (C.156)

C.2.4 Dedução de Hσ
Fi
j
(q),m

Fl
k
(q)Os termos de Hσ

Fi
j
(q),m

Fl
k
(q) , expresso na equação (5.58), são de�nidos a partirda análise das derivadas parciais do gradiente ∇m

Fl
k
(q)J(w

(q)) em relação ao parâmetro
σF i

j
(q) e são deduzidos conforme a seguir

∂2J(w(q))

∂σF i
j
(q)∂mF l

k
(q)

=
∂

∂σF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q). (C.157)Para simpli�car as deduções, fazemos as seguintes atribuições
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∂2J(w(q))

∂σF i
j
(q)∂mF l

k
(q)

=
∂

∂σF i
j
(q)

[XYWZ] , (C.158)de tal forma que
X =

[

fs(x
(q))− y(q)

]

, (C.159)
Y =

[

θl(q)− fs(x
(q))
]

, (C.160)
W = φl(x

(q)) (C.161)e
Z = aF l

k
(q). (C.162)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.158). Com isso temos que

∂2J(w(q))
∂σ

Fi
j
(q)∂m

Fl
k
(q)

=

(

∂X
∂σ

Fi
j
(q)

)

YWZ +X

(

∂Y
∂σ

Fi
j
(q)

)

WZ

+XY

(

∂W
∂σ

Fi
j
(q)

)

Z +XYW

(

∂Z
∂σ

Fi
j
(q)

)

.
(C.163)Note que as derivadas parciais retratadas na equação (C.163) podem ser expressas por

∂X

∂σF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.164)

∂Y

∂σF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF l

k
(q), ∀i, (C.165)

∂W

∂σF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
k
(q), i = l

(C.166)e
∂Z

∂σF i
j
(q)

=



























0, i 6= l

0, i = l, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σ
Fl
k
(q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)2 , i = l, j = k

. (C.167)
Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂m

Fl
k
(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂σ
Fi
j
(q)∂m

Fl
k
(q)

= e
(q)
θi(q)

φi(x
(q))bF i

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))bF i

j
(q)φl(x

(q))aF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))bF i
j
(q)aF l

k
(q).

(C.168)
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∂2J(w(q))

∂σF i
j
(q)∂mF l

k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))bF i
j
(q)aF l

k
(q).(C.169)Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂m

Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂σ
Fl
j
(q)∂m

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))bF l

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))bF l

j
(q)φl(x

(q))aF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q)aF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂Z

∂σ
Fl
j
(q)
,

(C.170)
ou seja, (C.170) pode ser reescrita da seguinte maneira

∂2J(w(q))
∂σ

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂Z

∂σ
Fl
j
(q)
. (C.171)Com isso, ordenando os termos da equação (C.171), temos a seguinte equação para

∂2J(w(q))
∂σ

Fl
j
(q)∂m

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))aF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂Z
∂σ

Fl
j
(q)

+ aF l
j
(q)bF l

k
(q)

]

,
(C.172)em que ∂Z

∂σ
Fl
j
(q)

assume os seguintes valores
∂Z

∂σF l
j
(q)

=















0, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σ
Fl
k
(q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)2 , j = k
. (C.173)

C.2.5 Dedução de Hσ
Fi
j
(q),σ

Fl
k
(q)Os termos de Hσ

Fi
j
(q),σ

Fl
k
(q) , expresso na equação (5.59), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σ

Fl
k
(q)J(w

(q)) em relação ao parâmetro σF i
j
(q)e são deduzidos conforme a seguir

∂2J(w)

∂σF i
j
(q)∂σF l

k
(q)

=
∂

∂σF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))bF l

k
(q). (C.174)
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∂2J(w)

∂σF i
j
(q)∂σF l

k
(q)

=
∂

∂σF i
j
(q)

[RSTU ] , (C.175)de tal forma que
R =

[

fs(x
(q))− y(q)

]

, (C.176)
S =

[

θl(q)− fs(x
(q))
]

, (C.177)
T = φl(x

(q)) (C.178)e
U = bF l

k
(q). (C.179)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.175). Com isso temos que

∂2J(w)
∂σ

Fi
j
(q)∂σ

Fl
k
(q)

=

(

∂R
∂σ

Fi
j
(q)

)

STU + R

(

∂S
∂σ

Fi
j
(q)

)

TU

+RS

(

∂T
∂σ

Fi
j
(q)

)

U +RST

(

∂U
∂σ

Fi
j
(q)

)

.
(C.180)Note que as derivadas parciais retratadas na equação (C.180) podem ser expressas por

∂R

∂σF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.181)

∂S

∂σF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF l

k
(q), ∀i, (C.182)

∂T

∂σF i
j
(q)

=

{

−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
k
(q), i = l

(C.183)e
∂U

∂σF i
j
(q)

=



























0, i 6= l

0, i = l, j 6= k
(

x
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−m
Fl
k
(q)

)2

(

σ2

Fl
k
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(q)

)2 −
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x
(q)
k
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Fl
k
(q)

)2

σ2

Fl
k

(

σ2

Fl
k

(q)+σ2
Xk
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)3 , i = l, j = k

. (C.184)



C.2 Dedução da matriz Hessiana para o sistema de inferência fuzzy non-singleton 155Analisando ∂2J(w(q))
∂σ

Fi
j
(q)∂σ

Fl
k
(q)
, para a situação em que i 6= l, temos que

∂2J(w)
∂σ

Fi
j
(q)∂σ

Fl
k
(q)

= e
(q)
θi(q)

φi(x
(q))bF i

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))bF i

j
(q)φl(x

(q))bF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))bF i
j
(q)bF l

k
(q).

(C.185)Organizando os termos da equação (C.185), temos que
∂2J(w)

∂σF i
j
(q)∂σF l

k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))bF i
j
(q)bF l

k
(q).(C.186)Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂σ

Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w)

∂σ
Fl
j
(q)∂σ

Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))bF l

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))bF l

j
(q)φl(x

(q))bF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σ
Fl
j
(q)
,

(C.187)
ou seja, (C.187) pode ser reescrita da seguinte maneira

∂2J(w)
∂σ

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

bF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σ
Fl
j
(q)
. (C.188)Com isso, ordenando os termos da equação (C.188), temos a seguinte equação para

∂2J(w)
∂σ

Fl
j
(q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))bF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂U
∂σ

Fl
j
(q)

+ bF l
j
(q)bF l

k
(q)

]

,
(C.189)em que ∂U

∂σ
Fl
j
(q)

assume os seguintes valores
∂U

∂σF l
j
(q)

=



















0, j 6= k
(

x
(q)
k

−m
Fl
k
(q)

)2

(

σ2

Fl
k

(q)+σ2
Xk

(q)

)2 −
2

(

x
(q)
k

−m
Fl
k
(q)

)2

σ2

Fl
k

(

σ2

Fl
k

(q)+σ2
Xk

(q)

)3 , j = k
. (C.190)
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Fi
j
(q),θl(q)Os termos de Hσ

Fi
j
(q),θl(q) , expresso na equação (5.60), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇θl(q)J(w

(q)) em relação ao parâmetro σF i
j
(q)e são deduzidos conforme a seguir

∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=
∂

∂σF i
j
(q)

[

fs(x
(q))− y(q)

]

φl(x
(q)). (C.191)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=
∂

∂σF i
j
(q)

[EF ] . (C.192)de tal forma que
E =

[

fs(x
(q))− y(q)

] (C.193)e
F = φl(x

(q)). (C.194)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.192). Com isso temos que
∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=

(

∂E

∂σF i
j
(q)

)

F + E

(

∂F

∂σF i
j
(q)

)

. (C.195)Note que as derivadas parciais retratadas na equação (C.195) podem ser expressas por
∂E

∂σF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.196)e

∂F

∂σF l
j
(q)

=







−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF i
j
(q), i = l

. (C.197)Analisando ∂2J(w(q))
∂σ

Fi
j
(q)∂θl(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂σF i
j
(q)∂θl(q)

= e
(q)
θi(q)

φi(x
(q))bF i

j
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))bF i
j
(q). (C.198)
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∂2J(w(q))

∂σF i
j
(q)∂θl(q)

=
[

e
(q)
θi(q)

− e(q)
]

φi(x
(q))φl(x

(q))bF i
j
(q). (C.199)Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂θl(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂σF l
j
(q)∂θl(q)

= e
(q)
θl(q)

φl(x
(q))bF l

j
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q), (C.200)ou seja, (C.200) pode ser reescrita da seguinte maneira

∂2J(w(q))

∂σF l
j
(q)∂θl(q)

=
[(

e
(q)
θi(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

bF l
j
(q). (C.201)C.2.7 Dedução de Hσ

Fi
j

(q),σX(q)Os termos de Hσ
Fi
j
(q),σX (q) , expresso na equação (5.61), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σX(q)J(w

(q)) em relação ao parâmetro σF i
j
(q)e são deduzidos conforme a seguir

∂2J(w)

∂σF i
j
(q)∂σX(q)

=
∂

∂σF i
j
(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))cF l

k
(q). (C.202)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂σF i
j
(q)∂σX(q)

=
∂

∂σF i
j
(q)

[RSTU ] , (C.203)de tal forma que
R =

[

fs(x
(q))− y(q)

]

, (C.204)
S =

[

θl(q)− fs(x
(q))
]

, (C.205)
T = φl(x

(q)) (C.206)e
U = cF l

k
(q). (C.207)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.203). Com isso temos que
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∂2J(w)

∂σ
Fi
j
(q)∂σX (q)

=

(

∂R
∂σ

Fi
j
(q)

)

STU +R

(

∂S
∂σ

Fi
j
(q)

)

TU

+RS

(

∂T
∂σ

Fi
j
(q)

)

U +RST

(

∂U
∂σ

Fi
j
(q)

)

.
(C.208)Note que as derivadas parciais retratadas na equação (C.208) podem ser expressas por

∂R

∂σF i
j
(q)

=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.209)

∂S

∂σF i
j
(q)

= −
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.210)

∂T

∂σF i
j
(q)

=







−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q), i = l

(C.211)e
∂U

∂σF i
j
(q)

=



























0, i 6= l

0, i = l, j 6= k

2

(

x
(q)
k

−m
Fl
k
(q)

)2

σ
Fl
k
(q)σX (q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)3 , i = l, j = k

. (C.212)
Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂σX (q)

, para a situação em que i 6= l, temos que
∂2J(w)

∂σ
Fi
j
(q)∂σX (q)

= e
(q)
θi(q)

φi(x
(q))bF i

j
(q)e

(q)
θl(q)

φl(x
(q))cF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))bF i

j
(q)φl(x

(q))cF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))bF i
j
(q)cF l

k
(q).

(C.213)Organizando os termos da equação (C.213), temos que
∂2J(w)

∂σF i
j
(q)∂σX(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))bF i
j
(q)cF l

k
(q). (C.214)Analisando ∂2J(w(q))

∂σ
Fi
j
(q)∂σX (q)

para a situação em que i = l, temos que
∂2J(w)

∂σ
Fl
j
(q)∂σX (q)

= e
(q)
θl(q)

φl(x
(q))bF l

j
(q)e

(q)
θl(q)

φl(x
(q))cF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))bF l

j
(q)φl(x

(q))cF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q)cF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σ
Fl
j
(q)
,

(C.215)
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∂2J(w)

∂σ
Fl
j
(q)∂σX (q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

bF l
j
(q)cF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σ
Fl
j
(q)
. (C.216)Com isso, ordenando os termos da equação (C.216), temos a seguinte equação para

∂2J(w)
∂σ

Fl
j
(q)∂σX (q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))bF l
j
(q)cF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))

[

∂U
∂σ

Fl
j
(q)

+ bF l
j
(q)cF l

k
(q)

]

,
(C.217)em que ∂U

∂σ
Fl
j
(q)

assume os seguintes valores
∂U

∂σF l
j
(q)

=



















0, j 6= k

2

(

x
(q)
k

−m
Fl
k
(q)

)2

σ
Fl
k
(q)+σX (q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)3 , j = k
. (C.218)

C.2.8 Dedução de Hθi(q),m
Fl
k

(q)Os termos de Hθi(q),m
Fl
k
(q) , expresso na equação (5.62), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇m

Fl
k
(q)J(w

(q)) em relação ao parâmetro θi(q)e são deduzidos conforme a seguir
∂2J(w(q))

∂θi(q)∂mF l
k
(q)

=
∂

∂θi(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q). (C.219)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂θi(q)∂mF l
k
(q)

=
∂

∂θi(q)
[XYWZ] , (C.220)em que

X =
[

fs(x
(q))− y(q)

]

, (C.221)
Y =

[

θl(q)− fs(x
(q))
]

, (C.222)
W = φl(x

(q)) (C.223)e
Z = aF l

k
(q). (C.224)



C.2 Dedução da matriz Hessiana para o sistema de inferência fuzzy non-singleton 160Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.220). Com isso temos que
∂2J(w(q))

∂θi(q)∂mFl
k
(q)

=
(

∂X
∂θi(q)

)

YWZ +X
(

∂Y
∂θi(q)

)

WZ

+XY
(

∂W
∂θi(q)

)

Z +XYW
(

∂Z
∂θi(q)

)

.
(C.225)Note que as derivadas parciais retratadas na equação (C.225) podem ser expressas por

∂X

∂θi(q)
= φi(x

(q)), ∀i, (C.226)
∂Y

∂θi(q)
=

{

−φi(x
(q)), i 6= l

1− φl(x
(q)), i = l

(C.227)
∂W

∂θi(q)
= 0, ∀i (C.228)e

∂Z

∂θi(q)
= 0, ∀i. (C.229)Analisando ∂2J(w(q))

∂θi(q)∂mFl
k
(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂θi(q)∂mF l
k
(q)

= e
(q)
θl(q)

φi(x
(q))aF l

k
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))aF l
k
(q). (C.230)Organizando os termos da equação (C.230), temos que

∂2J(w(q))

∂θi(q)∂mF l
k
(q)

=
[

e
(q)
θl(q)

− e(q)
]

φi(x
(q))φl(x

(q))aF l
k
(q). (C.231)Analisando ∂2J(w(q))

∂θ
Fi
j
(q)∂m

Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂θl(q)∂mF l
k
(q)

= e
(q)
θl(q)

φl(x
(q))aF l

k
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

aF l
k
(q), (C.232)ou seja, (C.232) pode ser reescrita da seguinte maneira

∂2J(w(q))

∂θl(q)∂mF l
k
(q)

=
[(

e
(q)
θl(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

aF l
k
(q). (C.233)
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k
(q)Os termos de Hθi(q),σFl

k
(q) , expresso na equação (5.63), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σ

Fl
k
(q)J(w

(q)) em relação ao parâmetro θi(q)e são deduzidos conforme a seguir
∂2J(w(q))

∂θi(q)∂σF l
k
(q)

=
∂

∂θi(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))bF l

k
(q). (C.234)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂θi(q)∂σF l
k
(q)

=
∂

∂θi(q)
[RSTU ] , (C.235)em que

R =
[

fs(x
(q))− y(q)

]

, (C.236)
S =

[

θl(q)− fs(x
(q))
]

, (C.237)
T = φl(x

(q)) (C.238)e
U = bF l

k
(q). (C.239)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.235). Com isso temos que

∂2J(w(q))
∂θi(q)∂σFl

k
(q)

=
(

∂R
∂θi(q)

)

STU +R
(

∂S
∂θi(q)

)

TU

+RS
(

∂T
∂θi(q)

)

U +RST
(

∂U
∂θi(q)

)

.
(C.240)Note que as derivadas parciais retratadas na equação (C.240) podem ser expressas por

∂R

∂θi(q)
= φi(x

(q)), ∀i, (C.241)
∂S

∂θi(q)
=

{

−φi(x
(q)), i 6= l

1− φl(x
(q)), i = l

(C.242)
∂T

∂θi(q)
= 0, ∀i (C.243)e

∂U

∂θi(q)
= 0, ∀i. (C.244)
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∂θi(q)∂σFl

k
(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂θi(q)∂σF l
k
(q)

= e
(q)
θl(q)

φi(x
(q))bF l

k
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))bF l
k
(q). (C.245)Organizando os termos da equação (C.245), temos que

∂2J(w(q))

∂θi(q)∂σF l
k
(q)

=
[

e
(q)
θl(q)

− e(q)
]

φi(x
(q))φl(x

(q))bF l
k
(q). (C.246)Analisando ∂2J(w(q))

∂θi(q)∂σFl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂θl(q)∂σF l
k
(q)

= e
(q)
θl(q)

φl(x
(q))bF l

k
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

bF l
k
(q), (C.247)ou seja, (C.247) pode ser reescrita da seguinte maneira

∂2J(w(q))

∂θl(q)∂σF l
k
(q)

=
[(

e
(q)
θl(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

bF l
k
(q). (C.248)C.2.10 Dedução de Hθi(q),θl(q)Os termos de Hθi(q),θl(q) , expresso na equação (5.64), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇θl(q)J(w

(q)) em relação ao parâmetro θi(q) esão deduzidos conforme a seguir
∂2J(w(q))

∂θi(q)∂θl(q)
=

∂

∂θi(q)

[

fs(x
(q))− y(q)

]

φl(x
(q)). (C.249)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂θi(q)∂θl(q)
=

∂

∂θi(q)
[EF ] , (C.250)em que

E =
[

fs(x
(q))− y(q)

] (C.251)e
F = φl(x

(q)). (C.252)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.250). Com isso temos que
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∂2J(w(q))

∂θi(q)∂θl(q)
=

(

∂E

∂θi(q)

)

F + E

(

∂F

∂θi(q)

)

. (C.253)Note que as derivadas parciais retratadas na equação (C.253) podem ser expressas por
∂E

∂θi(q)
= φi(x

(q)), ∀i, (C.254)e
∂F

∂θi(q)
= 0, ∀i. (C.255)Analisando ∂2J(w(q))

∂θi(q)∂θl(q)
para a situação em que i 6= l e i = l, temos que

∂2J(w(q))

∂θi(q)∂θl(q)
=

{

φi(x
(q))φl(x

(q)), i 6= l

φ2
l (x

(q)), i = l
(C.256)C.2.11 Dedução de Hθi(q),σX(q)Os termos de Hθi(q),σX (q) , expresso na equação (5.65), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σX(q)J(w

(q)) em relação ao parâmetro θi(q)e são deduzidos conforme a seguir
∂2J(w(q))

∂θi(q)∂σX(q)
=

∂

∂θi(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))cF l

k
(q). (C.257)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂θi(q)∂σX(q)
=

∂

∂θi(q)
[RSTU ] , (C.258)de tal forma que

R =
[

fs(x
(q))− y(q)

]

, (C.259)
S =

[

θl(q)− fs(x
(q))
]

, (C.260)
T = φl(x

(q)) (C.261)e
U = cF l

k
(q). (C.262)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.258). Com isso temos que
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∂2J(w(q))

∂θi(q)∂σX (q)
=

(

∂R
∂θi(q)

)

STU +R
(

∂S
∂θi(q)

)

TU

+RS
(

∂T
∂θi(q)

)

U +RST
(

∂U
∂θi(q)

)

.
(C.263)Note que as derivadas parciais retratadas na equação (C.240) podem ser expressas por

∂R

∂θi(q)
= φi(x

(q)), ∀i, (C.264)
∂S

∂θi(q)
=

{

−φi(x
(q)), i 6= l

1− φl(x
(q)), i = l

(C.265)
∂T

∂θi(q)
= 0, ∀i (C.266)e

∂U

∂θi(q)
= 0, ∀i. (C.267)Analisando ∂2J(w(q))

∂θi(q)∂σX (q)
para a situação em que i 6= l temos que

∂2J(w(q))

∂θi(q)∂σX(q)
= e

(q)
θl(q)

φi(x
(q))cF l

k
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))cF l
k
(q). (C.268)Organizando os termos da equação (C.268), temos que

∂2J(w(q))

∂θi(q)∂σX(q)
=
[

e
(q)
θl(q)

− e(q)
]

φi(x
(q))φl(x

(q))cF l
k
(q). (C.269)Analisando ∂2J(w(q))

∂θi(q)∂σX (q)
para a situação em que i = l, temos que

∂2J(w(q))

∂θi(q)∂σX(q)
= e

(q)
θl(q)

φl(x
(q))cF l

k
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

cF l
k
(q), (C.270)ou seja, (C.270) pode ser reescrita da seguinte maneira

∂2J(w(q))

∂θi(q)∂σX(q)
=
[(

e
(q)
θl(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

cF l
k
(q). (C.271)C.2.12 Dedução de HσX(q),m

Fl
k
(q)Os termos de HσX(q),m

Fl
k
(q) , expresso na equação (5.66), são de�nidos a partirda análise das derivadas parciais do gradiente ∇m

Fl
k
(q)J(w

(q)) em relação ao parâmetro
σX(q) e são deduzidos conforme a seguir

∂2J(w(q))

∂σX(q)∂mF l
k
(q)

=
∂

∂σX(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))aF l

k
(q). (C.272)
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∂2J(w(q))

∂σX(q)∂mF l
k
(q)

=
∂

∂σX(q)
[RSTU ] , (C.273)de tal forma que

R =
[

fs(x
(q))− y(q)

]

, (C.274)
S =

[

θl(q)− fs(x
(q))
]

, (C.275)
T = φl(x

(q)) (C.276)e
U = aF l

k
(q). (C.277)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.273). Com isso temos que

∂2J(w(q))
∂σX(q)∂m

Fl
k
(q)

=
(

∂R
∂σX (q)

)

STU +R
(

∂S
∂σX(q)

)

TU

+RS
(

∂T
∂σX(q)

)

U +RST
(

∂U
∂σX (q)

)

.
(C.278)Note que as derivadas parciais retratadas na equação (C.278) podem ser expressas por

∂R

∂σX(q)
=
[

θi(q)− fs(x
(q))
]

φi(x
(q))cF i

j
(q), ∀i, (C.279)

∂S

∂σX(q)
= −

[

θi(q)− fs(x
(q))
]

φi(x
(q))cF i

j
(q), ∀i, (C.280)

∂T

∂σX(q)
=







−φi(x
(q))φl(x

(q))cF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

cF l
j
(q), i = l

(C.281)e
∂U

∂σX(q)
=



























0, i 6= l

0, i = l, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σX (q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)2 , i = l, j = k

. (C.282)
Analisando ∂2J(w(q))

∂σX(q)∂m
Fl
k
(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂σX(q)∂m
Fl
k
(q)

= e
(q)
θi(q)

φi(x
(q))cF i

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))cF i

j
(q)φl(x

(q))aF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))cF i
j
(q)aF l

k
(q).

(C.283)



C.2 Dedução da matriz Hessiana para o sistema de inferência fuzzy non-singleton 166Organizando os termos da equação (C.283), temos que
∂2J(w(q))

∂σX(q)∂mF l
k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))cF i
j
(q)aF l

k
(q) (C.284)Analisando ∂2J(w(q))

∂σX(q)∂m
Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂σX (q)∂m
Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))cF l

j
(q)e

(q)
θl(q)

φl(x
(q))aF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))cF l

j
(q)φl(x

(q))aF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

cF l
j
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σX(q)
,

(C.285)
ou seja, (C.285) pode ser reescrita da seguinte maneira

∂2J(w(q))
∂σX (q)∂m

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2ϕ2

l (x
(q))
)

]

cF l
j
(q)aF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σX(q)
. (C.286)Com isso, ordenando os termos da equação (C.286), temos a seguinte equação para

∂2J(w(q))
∂σX (q)∂m

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

ϕ2
l (x

(q))cF l
j
(q)aF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))
[

∂U
∂σX(q)

+ cF l
j
(q)aF l

k
(q)
]

,
(C.287)em que ∂U

∂σX (q)
assume os seguintes valores

∂U

∂σX(q)
=















0, j 6= k

−2

(

x
(q)
k

−m
Fl
k
(q)

)

σX (q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)2 , j = k
. (C.288)

C.2.13 Dedução de HσX(q),σ
F l
k
(q)Os termos de HσX(q),σ

Fl
k
(q) , expresso na equação (5.67), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇σ

Fl
k
(q)J(w

(q)) em relação ao parâmetro σX(q)e são deduzidos conforme a seguir
∂2J(w(q))

∂σX(q)∂σF l
k
(q)

=
∂

∂σX(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))bF l

k
(q). (C.289)Para simpli�car as deduções, fazemos as seguintes atribuições
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∂2J(w(q))

∂σX(q)∂σF l
k
(q)

=
∂

∂σX(q)
[RSTU ] , (C.290)de tal forma que

R =
[

fs(x
(q))− y(q)

]

, (C.291)
S =

[

θl(q)− fs(x
(q))
]

, (C.292)
T = φl(x

(q)) (C.293)e
U = bF l

k
(q). (C.294)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.290). Com isso temos que

∂2J(w(q))
∂σX (q)∂σ

Fl
k
(q)

=
(

∂R
∂σX (q)

)

STU +R
(

∂S
∂σX(q)

)

TU

+RS
(

∂T
∂σX(q)

)

U +RST
(

∂U
∂σX (q)

)

.
(C.295)Note que as derivadas parciais retratadas na equação (C.295) podem ser expressas por

∂R

∂σX(q)
=
[

θi(q)− fs(x
(q))
]

φi(x
(q))cF i

j
(q), ∀i, (C.296)

∂S

∂σX(q)
= −

[

θi(q)− fs(x
(q))
]

φi(x
(q))cF i

j
(q), ∀i, (C.297)

∂T

∂σX(q)
=







−φi(x
(q))φl(x

(q))cF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

cF l
j
(q), i = l

(C.298)e
∂U

∂σX(q)
=



























0, i 6= l

0, i = l, j 6= k

2

(

x
(q)
k

−m
Fl
k
(q)

)2

σ
Fl
k
(q)σX (q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)3 , i = l, j = k

. (C.299)
Analisando ∂2J(w(q))

∂σX(q)∂σ
Fl
k
(q)
, para a situação em que i 6= l, temos que

∂2J(w(q))
∂σX (q)∂σ

Fi
j
(q)

= e
(q)
θi(q)

φi(x
(q))cF i

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θi(q)

φi(x
(q))cF i

j
(q)φl(x

(q))bF l
k
(q)

−e(q)e
(q)
θl(q)

φi(x
(q))φl(x

(q))cF i
j
(q)bF l

k
(q).

(C.300)
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∂2J(w(q))

∂σX(q)∂σF l
k
(q)

=
[

e
(q)
θi(q)

e
(q)
θl(q)

− e(q)e
(q)
θi(q)

− e(q)e
(q)
θl(q)

]

φi(x
(q))φl(x

(q))cF i
j
(q)bF l

k
(q). (C.301)Analisando ∂2J(w(q))

∂σX(q)∂σ
Fl
k
(q)

para a situação em que i = l, temos que
∂2J(w(q))

∂σX (q)∂σ
Fl
k
(q)

= e
(q)
θl(q)

φl(x
(q))cF l

j
(q)e

(q)
θl(q)

φl(x
(q))bF l

k
(q)

−e(q)e
(q)
θl(q)

φl(x
(q))cF l

j
(q)φl(x

(q))bF l
k
(q)

+e(q)e
(q)
θl(q)

[

φl(x
(q))− φ2

l (x
(q))
]

cF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q)) ∂U

∂σX(q)
,

(C.302)
ou seja, (C.302) pode ser reescrita da seguinte maneira

∂2J(w(q))
∂σX (q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

φ2
l (x

(q)) + e(q)e
(q)
θl(q)

(

φl(x
(q))− 2φ2

l (x
(q))
)

]

cF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

ϕl(x
(q)) ∂U

∂σX(q)
. (C.303)Com isso, ordenando os termos da equação (C.303), temos a seguinte equação para

∂2J(w(q))
∂σX (q)∂σ

Fl
k
(q)

=

[

(

e
(q)
θl(q)

)2

− 2e(q)e
(q)
θl(q)

]

φ2
l (x

(q))cF l
j
(q)bF l

k
(q)

+e(q)e
(q)
θl(q)

φl(x
(q))
[

∂U
∂σX (q)

+ cF l
j
(q)bF l

k
(q)
]

,
(C.304)em que ∂U

∂σ
Fl
j
(q)

assume os seguintes valores
∂U

∂σF l
j
(q)

=



















0, j 6= k

2

(

x
(q)
k

−m
Fl
k
(q)

)2

σ
Fl
k
(q)σX (q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)3 , j = k
. (C.305)

C.2.14 Dedução de HσX(q),θl(q)Os termos de HσX(q),θl(q) , expresso na equação (5.68), são de�nidos a partir daanálise das derivadas parciais do gradiente ∇θl(q)J(w
(q)) em relação ao parâmetro σX(q)e são deduzidos conforme a seguir

∂2J(w(q))

∂σX(q)∂θl(q)
=

∂

∂σX(q)

[

fs(x
(q))− y(q)

]

φl(x
(q)). (C.306)Para simpli�car as deduções, fazemos as seguintes atribuições
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∂2J(w(q))

∂σX(q)∂θl(q)
=

∂

∂σX(q)
[EF ] . (C.307)de tal forma que

E =
[

fs(x
(q))− y(q)

] (C.308)e
F = φl(x

(q)). (C.309)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.307). Com isso temos que
∂2J(w(q))

∂σX(q)∂θl(q)
=

(

∂E

∂σX(q)

)

F + E

(

∂F

∂σX(q)

)

. (C.310)Note que as derivadas parciais retratadas na equação (C.310) podem ser expressas por
∂E

∂σX(q)
=
[

θl(q)− fs(x
(q))
]

φi(x
(q))cF i

j
(q), ∀i, (C.311)e

∂F

∂σX(q)
=







−φi(x
(q))φl(x

(q))cF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

cF l
j
(q), i = l

. (C.312)Analisando ∂2J(w(q))
∂σX(q)∂θl(q)

para a situação em que i 6= l temos que
∂2J(w(q))

∂σX(q)∂θl(q)
= e

(q)
θl(q)

φi(x
(q))cF i

j
(q)φl(x

(q))− e(q)φi(x
(q))φl(x

(q))cF i
j
(q). (C.313)Organizando os termos da equação (C.313), temos que

∂2J(w(q))

∂σX(q)∂θl(q)
=
[

e
(q)
θl(q)

− e(q)
]

φi(x
(q))φl(x

(q))cF i
j
(q). (C.314)Analisando ∂2J(w(q))

∂σX(q)∂θl(q)
para a situação em que i = l, temos que

∂2J(w(q))

∂σX(q)∂θl(q)
= e

(q)
θl(q)

φl(x
(q))cF l

j
(q)φl(x

(q)) + e(q)
[

φl(x
(q))− φ2

l (x
(q))
]

cF l
j
(q), (C.315)ou seja, (C.315) pode ser reescrita da seguinte maneira

∂2J(w(q))

∂σX(q)∂θl(q)
=
[(

e
(q)
θi(q)

− e(q)
)

φ2
l (x

(q)) + e(q)φl(x
(q))
]

cF l
j
(q). (C.316)



C.2 Dedução da matriz Hessiana para o sistema de inferência fuzzy non-singleton 170C.2.15 Dedução de HσX(q),σX(q)Os termos de HσX(q),σX (q) , expresso na equação (5.69), são de�nidos a partir daanálise das derivadas parciais do parâmetro σX(q) em relação ao gradiente ∇σX(q)J(w
(q))e são deduzidos conforme a seguir

∂2J(w(q))

∂2σX(q)
=

∂

∂σX(q)

[

fs(x
(q))− y(q)

] [

θl(q)− fs(x
(q))
]

φl(x
(q))cF l

k
(q). (C.317)Para simpli�car as deduções, fazemos as seguintes atribuições

∂2J(w(q))

∂2σX(q)
=

∂

∂σX(q)
[RSTU ] , (C.318)de tal forma que

R =
[

fs(x
(q))− y(q)

]

, (C.319)
S =

[

θl(q)− fs(x
(q))
]

, (C.320)
T = φl(x

(q)) (C.321)e
U = cF l

k
(q). (C.322)Utilizando o conceito de derivada por partes (SWOKOWSKI, 1994), podemos sim-pli�car a derivada parcial retratada na equação (C.318). Com isso temos que

∂2J(w(q))
∂2σX(q)

=
(

∂R
∂σX(q)

)

STU +R
(

∂S
∂σX (q)

)

TU

+RS
(

∂T
∂σX(q)

)

U +RST
(

∂U
∂σX(q)

)

.
(C.323)Note que as derivadas parciais retratadas na equação (C.323) podem ser expressas por

∂R

∂σX(q)
=
[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.324)

∂S

∂σX(q)
= −

[

θi(q)− fs(x
(q))
]

φi(x
(q))bF i

j
(q), ∀i, (C.325)

∂T

∂σX(q)
=







−φi(x
(q))φl(x

(q))bF i
j
(q), i 6= l

[

φl(x
(q))− φ2

l (x
(q))
]

bF l
j
(q), i = l

(C.326)
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∂U

∂σX(q)
=



























0, i 6= l

0, i = l, j 6= k
(

x
(q)
k

−m
Fl
k
(q)

)2

(

σ2

Fl
k

(q)+σ2
X
(q)

)2 −
2

(

x
(q)
k

−m
Fl
k
(q)

)2

σ2
X (q)

(

σ2

Fl
k

(q)+σ2
X
(q)

)3 , i = l, j = k

. (C.327)
Analisando ∂2J(w(q))
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(C.331)Com isso, ordenando os termos da equação (C.331), temos a seguinte equação para
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APÊNDICE D -- PARÂMETROS UTILIZADOS NO SISTEMA DEINFERÊNCIA FUZZY
D.1 Parâmetros do gradiente conjugado para o sistemade inferência fuzzy singletonsagTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 0,1 n.a.Tabela 24: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio sag.
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swellTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 0,5 2

βPRP (q) - Polak, Ribiére e Polyak 0,5 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 0,1 n.a.Tabela 25: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio swell.
flickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 2
βFR (q) - Fletcher e Reeves 1 0,5

βPRP (q) - Polak, Ribiére e Polyak 1 1
βCD (q) - Fletcher 1 1

βLS (q) - Liu e Storey 1 2
βDY (q) - Dai e Yuan 1 1
βN (q) - Hager e Zhang 1 2

βH (q) - Daniel 0,1 0,5Quasi-Newton 0,1 n.a.Retropropagação 0,1 n.a.Tabela 26: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio flicker.
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harmônicaTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 0,5 3
βFR (q) - Fletcher e Reeves 0,05 3

βPRP (q) - Polak, Ribiére e Polyak 0,05 3
βCD (q) - Fletcher 0,05 3

βLS (q) - Liu e Storey 0,05 3
βDY (q) - Dai e Yuan 0,05 3
βN (q) - Hager e Zhang 0,5 2

βH (q) - Daniel 0,5 2Quasi-Newton 0,05 n.a.Retropropagação 0,1 n.a.Tabela 27: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio harmônica.
sag+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 0,1 n.a.Tabela 28: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio sag+�icker.
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sag+harmônicaTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 0,1 n.a.Tabela 29: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio sag+harmônica.
swell+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 2

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,5 2Quasi-Newton 0,1 n.a.Retropropagação 0,5 n.a.Tabela 30: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio swell+�icker.
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swell+harmônicaTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 0,5 n.a.Tabela 31: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio swell+harmônica.
sag+harmônica+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 0,5 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,5 2Quasi-Newton 0,1 n.a.Retropropagação 0,5 n.a.Tabela 32: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio sag+harmônica+�icker.
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swell+harmônica+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 1 5
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 0,5 n.a.Tabela 33: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy singleton aplicado ao distúrbio swell+harmônica+�icker.
Parâmetro αmax(q) - método DanielDistúrbio αmax(q) (×10−3)sag 1swell 1�icker 1harmônica 1sag+�icker 1sag+harmônica 1swell+�icker 0,5swell+harmônica 1sag+harmônica+�icker 0,5swell+harmônica+�icker 1Tabela 34: Parâmetro αmax(q) do sistema de inferência fuzzy singleton para o métodoproposto por Daniel (DANIEL, 1967).
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D.2 Parâmetros do gradiente conjugado para o sistemade inferência fuzzy non-singletonsagTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,5 n.a.Retropropagação 0,1 n.a.Tabela 35: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio sag.
swellTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 2
βFR (q) - Fletcher e Reeves 0,5 2

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,5 2Quasi-Newton 0,5 n.a.Retropropagação 0,1 n.a.Tabela 36: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio swell.
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flickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 0,5 5
βFR (q) - Fletcher e Reeves 1 0,3

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 0,5

βLS (q) - Liu e Storey 1 1
βDY (q) - Dai e Yuan 1 1
βN (q) - Hager e Zhang 1 2,5

βH (q) - Daniel 0,1 2,5Quasi-Newton 0,1 n.a.Retropropagação 0,1 n.a.Tabela 37: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio flicker.
harmônicaTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 5

βPRP (q) - Polak, Ribiére e Polyak 1 3
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,5 2Quasi-Newton 0,1 n.a.Retropropagação 0,1 n.a.Tabela 38: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio harmônica.
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sag+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 2

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,5 1Quasi-Newton 0,5 n.a.Retropropagação 1 n.a.Tabela 39: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio sag+�icker.
sag+harmônicaTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 2
βFR (q) - Fletcher e Reeves 1 2

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 2
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,3 n.a.Retropropagação 1 n.a.Tabela 40: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio sag+harmônica.
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swell+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 2

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 1 n.a.Tabela 41: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio swell+�icker.
swell+harmônicaTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 2

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,5 n.a.Retropropagação 1 n.a.Tabela 42: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio swell+harmônica.
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sag+harmônica+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 2

βPRP (q) - Polak, Ribiére e Polyak 1 2
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 2

βH (q) - Daniel 0,5 5Quasi-Newton 0,1 n.a.Retropropagação 1 n.a.Tabela 43: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio sag+harmônica+�icker.
swell+harmônica+�ickerTécnica Escolhida µ (×10−4) βmax(q)

βHS (q) - Hestenes e Stiefel 1 5
βFR (q) - Fletcher e Reeves 1 0,5

βPRP (q) - Polak, Ribiére e Polyak 1 5
βCD (q) - Fletcher 1 5

βLS (q) - Liu e Storey 1 5
βDY (q) - Dai e Yuan 1 5
βN (q) - Hager e Zhang 1 5

βH (q) - Daniel 0,1 5Quasi-Newton 0,1 n.a.Retropropagação 1 n.a.Tabela 44: Parâmetros do método do gradiente conjugado para o sistema de inferênciafuzzy non-singleton aplicado ao distúrbio swell+harmônica+�icker.
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Parâmetro αmax(q) - método DanielDistúrbio αmax(q) (×10−3)sag 1swell 1�icker 1harmônica 1sag+�icker 0,5sag+harmônica 1swell+�icker 1swell+harmônica 1sag+harmônica+�icker 1swell+harmônica+�icker 1Tabela 45: Parâmetro αmax(q) do sistema de inferência fuzzy non-singleton para o métodoproposto por Daniel (DANIEL, 1967).
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