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RESUMO

Todo a produgao, transmissao e distribuicao de energia elétrica ocorre concomitantemente
com o consumo da energia. Isso é necessario porque ainda nao existe hoje uma maneira
viavel de se estocar energia em grandes quantidades. Dessa forma, a energia gerada precisa
ser consumida quase que instantaneamente. Isso faz com que as previsoes de demanda

sejam fundamentais para uma boa gestao dos sistemas de energia.

Esse trabalho focaliza métodos de previsao de demanda a curto prazo, até um dia a frente.
Nos métodos mais simples, as previsoes sao feitas por modelos lineares que utilizam
dados histéricos da demanda de energia. Contudo, modelos baseados em inteligéncia
computacional tém sido estudados para este fim, por explorarem a relacao nao-linear
entre a demanda de energia e as variaveis climaticas. Em geral, estes modelos conseguem
melhores previsdes do que os métodos lineares. Seus resultados, porém, sao instaveis e
sensiveis a erros de medicao, gerando erros de previsao discrepantes, que podem ter graves

consequéncias para o processo de producao.

Neste estudo, empregamos redes neurais artificiais e algoritmos genéticos para modelar
dados historicos de carga e de clima, e combinamos estes modelos com métodos lineares
tradicionais. O objetivo é conseguir previsoes que nao apenas sejam mais acuradas em

termos médios, mas que também menos sensiveis aos erros de medicao.

Palavras-chave: 1. Previsao de carga elétrica. 2. Combinagdo de previsoes. 3. Rede

neural artificial. 4. Amortecimento exponencial.



ABSTRACT

The production, transmission and distribution of electric energy occurs concomitantly
with its consumption. This is necessary because there is yet no feasible way to store
energy in large quantities. Therefore, the energy generated must be consumed almost
instantaneously. This makes forecasting essential for the proper management of energy
systems. This thesis focuses on short-term demand forecasting methods up to one day
ahead.

In simpler methods, the forecasts are made by linear models, which use of historical
data on energy demand. However, computer intelligence-based models have been studied
for this end, exploring the nonlinear relationship between energy demand and climatic
variables. In general, these models achieve better forecasts than linear methods. Their
results, however, are unstable and sensitive to measurement errors, leading to outliers in

forecasting errors, which can have serious consequences for the production process.

In this thesis, we use artificial neural networks and genetic algorithms for modelling his-
torical load and climate data, and combined these models with traditional linear methods.
The aim is to achieve forecasts that are not only more accurate in mean terms, but also

less sensitive to measurement errors.

Key-words: 1. Short-term load forecasting. 2. Combination of forecasts. 3. Artificial

neural network. 4. Exponential smoothing.
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1 INTRODUCAO

Nao ¢ dificil perceber a importancia da energia elétrica nos dias de hoje. Com
ela o homem produz calor, frio, som, luz, forca, e transmite informacao, em varias for-
mas. O desenvolvimento tecnolégico continuo tem gerado uma expansao constante no seu
consumo; novas infra-estruturas tém sido criadas para levar a energia elétrica para novos
consumidores, e investimentos tem sido feitos, em todo o mundo, na geracao, transmissao
e distribuicao. No Brasil, durante o ano de 2012, proximo de 1 milhao e 800 mil consu-
midores tiveram suas residéncias adicionadas as redes de distribuicao de energia elétrica
[1]. A tendéncia é que este consumo aumente ainda mais; alguns estudos indicam que
teremos um crescimento médio do consumo de 4,5% ao ano, de 2011 até 2021 [2]. Para dar
conta dessa demanda, muito planejamento é necessario, em todas as etapas dos processos

associados a energia elétrica.

Existem varias formas de gerar energia, seja hidrica, térmica, nuclear, entre outras.
Todo o processo de producao, transmissao e distribuicao ocorre concomitantemente com
0 seu consumo porque nao existe, hoje, uma maneira viavel de se estocar energia em

grandes quantidades. Uma ilustracao desse processo pode ser vista na Figura 1.

Devido a essa caracteristica, a previsao do consumo ¢é importante para todas as
empresas que atuam no mercado de energia. Esta previsao permite otimizar o sistema
nas duas pontas. Gerando apenas o necessario para o consumo no momento, reduz-se o
desperdicio da energia gerada. Por outro lado, se a geracao nao fica abaixo da demanda,
e consegue acompanhar o consumo em tempo real, deixam de ocorrer prejuizos causados
por apagoes, quedas de tensoes e perda da qualidade da energia (variacoes de tensdo,
etc.).

Este trabalho é focado na previsao de perfis de carga; isto é, na previsao das
cargas observadas nas 24 horas de um dia, feita com base nas cargas observadas nos
dias anteriores, ou em variaveis meteorologicas. Essa forma de previsao é conhecida na
Engenharia como “previsdo de carga a curto prazo” (short-term load forecasting) [3], e
é fundamental para o planejamento das tarefas necessarias para a producao de energia,
como a programacao dos horarios de ativacao e desligamento das unidades geradoras, das
vazoes de dgua das hidrelétricas e da coordenacao entre as varias usinas interconectadas.
Além disso, estas previsoes se tornaram a informacao fundamental para a definicdo do
preco da energia no mercado spot, depois que a privatizacdo das concessionarias e a

desregulamentacao dos sistemas de energia criaram um mercado de energia competitivo.

1.1 CARACTERISTICAS DAS SERIES DE CARGA ELETRICA

A previsao do consumo de energia elétrica a curto prazo é um problema dificil,

devido, em primeiro lugar, a complexidade das séries temporais envolvidas; em segundo
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Figura 1 — Fluxo de geracao, transmissao e distribuicao

lugar, a nao-linearidade das relagoes entre estas séries.

As séries de consumo podem ter trés padroes sazonais sobrepostos. O “perfil”
didrio de consumo (isto é, a curva que mostra a variagdo do consumo a cada hora de um
dia) é bastante similar nos dias da semana, entre segunda-feira e sexta-feira; ha, portanto,
uma sazonalidade diaria evidente. O perfil dos sdbados e domingos, porém, tém pouca
semelhanca com os dos dias da semana, e se aproximam mais dos perfis dos sabados e
domingos das semanas anteriores; ha ai, portanto uma sazonalidade semanal. Além disso,
nao apenas o nivel da série, mas também os perfis diarios mudam ao longo das estagoes
(ver Capitulo 2); no Brasil, o consumo é maior nos meses de verdo (devido ao uso de
aparelhos de ar-condicionado) do que no resto do ano, o que caracteriza uma sazonalidade
anual. Por sua vez, as séries temporais da temperatura horaria (que geralmente é a varidvel
explicativa mais importante para o consumo) tém também duas sazonalidades sobrepostas

(didria e anual).

O que torna o problema ainda mais complexo, além destas sazonalidades, é o fato
de a relagdo entre o consumo e a temperatura variar de uma localidade para outra, mas
sendo em geral claramente nao-linear. O diagrama de dispersao na Figura 2 exemplifica
esta relagao, com base nos dados de Washington, um dos bancos de dados usados nesta

tese (ver Segao 2.2.4).

A complexidade das séries de cargas, portanto, torna sua previsao um problema
bastante dificil, e sugere que métodos de inteligéncia computacional altamente nao-lineares,
como as RNAs, talvez sejam ferramentas adequadas para resolvé-lo. Faremos a seguir
uma breve revisao da literatura existente sobre a previsao de cargas a curto prazo, e dos

modelos ja propostos para esta tarefa.
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Figura 2 — Exemplo da relacdo Carga x Temperatura, banco de dados Washington

1.2 REVISAO BIBLIOGRAFICA

Na década de 1980, as privatizacoes no mercado de energia ocorridas em varios
paises do mundo deram a previsdo de consumo uma grande importancia econémica. A
partir dai, praticamente todos os métodos entao existentes foram experimentados neste
problema de previsao; por exemplo, modelos ARIMA [4, 5, 6]; modelos de funcao de
transferéncia de Box e Jenkins [4]; Modelos em espaco de estados usando o filtro de
Kalman [7, 8,9, 10, 11]; sistemas especialistas [12, 13]; decomposigao em valores singulares
[14, 15]. Os modelos vistos com maior frequéncia, porém sao os de regressao linear

[16, 17, 18, 19]. Estes modelos ainda sdo muito usados, como veremos mais abaixo.

A partir dos anos 1990, a maior parte o esforco de pesquisa foi focalizado no
desenvolvimento de métodos baseados nas técnicas de inteligéncia computacional que
comecavam entao a ser desenvolvidas. Uma ampla gama de métodos ja foi testada, como
a logica fuzzy [20, 21, 22|, maquinas de vetor suporte [23, 24, 25, 26|, wavelets [27, 28].
Os modelos mais comumente utilizados, contudo, provavelmente sao as redes neurais
artificiais (RNAs). Estas redes, na sua arquitetura mais usual (percéptrons de miltiplas
camadas; ver Anexo 5.1), funcionam como aproximadoras universais de qualquer fungao
continua; isto é, podem construir modelos capazes de se aproximarem, dentro de uma
margem de erro especificada, qualquer funcao dada. Por isso, e por sua capacidade de
lidar com dados multivariados (necessérios para a previsao de perfis de carga), modelando
as relagoes ndo-lineares entre entradas e saidas, RNAs parecem ser a ferramenta ideal para

a previsao de carga a curto prazo. (O uso de RNAs na previsao de cargas sera discutido
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com mais detalhes na Segao 2.4).

Varios artigos ja foram publicados revisando aplicagoes de técnicas de inteligéncia
computacional & previsao de cargas. Por exemplo, a revisao em [29] analisa diversos artigos
propondo estas técnicas, com énfase nos sistemas especialistas, algoritmos genéticos e
redes neurais. Estes mesmos métodos, e também métodos baseados em modelos lineares
(regressao, amortecimento exponencial, ARMAX), sdo analisados em [30]. A revisao em
[31] analisa sistemas de previsao de carga baseados exclusivamente em redes neurais; a
revisdo em [32], os baseados em redes neurais, maquinas de vetor suporte e métodos
hibridos. A revisao em [33] discute sistemas aplicados no caso particular de previsoes
em smart grids e em edificagbes. A revisao em [34] analisa sistemas desenvolvidos para
a previsao probabilistica de carga (isto é, a previsdao feita por meio de intervalos de

confianca).

Na ultima década, a énfase tem sido colocada no desenvolvimento de métodos
hibridos que combinam varias técnicas de inteligéncia computacional. As RNAs, por
exemplo, ja foram combinadas com wavelets [35, 36, 37, 38, 39], com logica fuzzy [40, 41,
42, 43], e com teoria do caos [44, 45, 46]. RNAs de diversos tipos (MLPs, RBF, redes
recorrentes) e maquinas de vetor suporte também tém sido combinadas com diversos
algoritmos de inspiracao biologica, geralmente com o objetivo de otimizar as matrizes
de pesos. Exemplos destes algoritmos sdo os de colonias de formigas [25], de colénia de
abelhas [47], de morcegos [48], e os algoritmos bacterial foraging [49], firefly [50], cuckoo
search [51], e particle swarm optimization - PSO [52, 53, 54].

Desta classe de algoritmos, os mais comumente empregados tém sido os algoritmos
genéticos (AGs) ou de computagio evolucionista, usados como ferramentas para treina-
mento de RNAs, particularmente quando estas RNAs sao de tipos pouco usuais, diferentes
dos percéptrons convencionais, como em [55, 56, 57, 58]. Estes algoritmos também podem
ser usados para determinar a arquitetura da RNA (por exemplo, o niimero de neurdnios
ocultos), ou as varidveis de entrada, mas isto é pouco comum. AG foi usado em [59] e
[55] para otimizar estruturas de uma rede neuro-fuzzy; em [60] para otimizar uma rede
de Elman. Uma combinagao de AG com algoritmo de colonia de formigas foi usada para
selecionar varidveis de entrada, e PSO para escolher o ntimero de neur6nios em [61]. Nesta
tese, usaremos AGs para apoiar a especificacdo do nimero de neurdnios na camada oculta,

do ntimero de épocas de treinamento, e a selegdo das varidveis de entrada (ver Se¢ao 2.5)

Esta énfase nos métodos de inteligéncia computacional nao quer dizer que os mode-
los lineares ou estatisticos tenham se tornado obsoletos. Pelo contrario, numa competicao
de previsao organizada recentemente, a Global Energy Forecasting Competition (GEF-
Com?2012), seis das dez equipes mais bem classificadas (inclusive a equipe vencedora
[62]) usaram métodos baseados em alguma forma de regressao linear, isoladamente ou em

combinac@o com outras técnicas de inteligéncia computacional [63]. Modelos lineares tém
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como vantagens a simplicidade de uso, a disponibilidade de um arsenal de ferramentas
estatisticas que ajudam na modelagem (testes para a selecao das varidveis de entrada no
modelo, para a verificacdo da significAncia dos parametros, etc.), e uma relativa robus-
tez em relacdo a valores discrepantes. Por outro lado, oferecem poucos recursos para a
modelagem de relagoes nao-lineares. Por isso, muitos pesquisadores tém estudado ma-
neiras de combinar as vantagens dos dois tipos de métodos — os estatisticos lineares e
os de inteligéncia computacional. Por exemplo, ja foram feitas combinagoes de modelos
ARMAX com logica fuzzy [64], ARMAX com algoritmos genéticos e PSO [65]. modelos
de regressdo linear com légica fuzzy [66, 67, 68], modelos em espago de estados com redes
neurais [69], modelos ARIMA com redes neurais [70, 71, 72, 73, 74, 75|, modelos SARIMA

com regressao de vetor suporte [76].

O método de amortecimento exponencial de Holt-Winters, tradicionalmente usado
para previsao de séries sazonais, foi revisto por Taylor [77], que o adaptou para uso em
séries com varios padroes sazonais superpostos; variantes deste método Holt-Winters-
Taylor (HWT) sao mostradas em Taylor [78, 79, 80, 81, 82, 83, 84]. Modelos baseados
neste método, contudo, tém sido pouco explorados por outros autores. Wauvelets foram
usados em [85] para decompor a série de cargas em duas subséries; a seguir, as previsdes
destas subséries foram feitas por meio de HW'T e da técnica estatistica de weighted-
nearest-neighbours. A dissertagao [86] fez experimentos com varias combinagoes lineares
entre o HWT e outros métodos univariados (SARIMA, médias méveis, amortecimento
exponencial), mas concluiu que nenhuma destas combinagdes levava a melhores resultados
do que os obtidos pelo HWT usado isoladamente. Na literatura internacional, o inico
artigo encontrado que propoe um sistema de previsao combinando o método de HW'T com
técnicas de inteligéncia computacional é [87]. Nele, as previsoes sao feitas inicialmente
pela RNA, e estas previsoes sao em seguida amortecidas por meio do HWT. A dissertacao
[88] adotou o caminho inverso: fez a previsao inicial por HWT, e em seguida modelou os
erros de previsao obtidos como func¢do da temperatura do ar, por meio de RNAs, obtendo
resultados bastante promissores. Neste trabalho, combinamos linearmente as previsoes
feitas por RNAs (como fungao da temperatura) com as previsoes univariadas feitas por
HWT. O resultado disto foi um sistema hibrido de previsao que, embora nem sempre seja
mais acurado do que os sistemas baseadas somente em RNAs, demonstrou ser muito mais
estavel, e menos sujeito aos grandes erros de previsao de carga que ocorrem quando as
séries de medigoes de temperatura usadas na entrada das RNAs estdo sujeitas a erros (ver
Secao 2.8.4).

1.3 REDES NEURAIS NA PREVISAO DE CARGAS — UMA AVALIAQAO CRITICA

O namero de artigos propondo métodos baseados em RNAs - que tem crescido de

ano para ano desde a década de 1990 — parece que sugerir que as RNAs sdo os modelos
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preferenciais para este tipo de previsdao. Por exemplo, numa busca feita no portal de
Peri6dicos da CAPES ([89], acesso dia 01/dez/2017) combinando a palavra-chave “short-
term load forecasting” com “neural networks”, encontramos exatamente 100 referéncias, no
periodo 1996-2015; em comparacao, combinando com “time series models” encontramos

16 referéncias, e com “linear regression”, apenas nove.

No entanto, existem indicios que ainda levam varios autores ao ceticismo quanto as
supostas vantagens do uso de RNAs. Um deles é a falta de uma validagao adequada dos
modelos propostos. A maioria destes artigos ignora as praticas de validacao ja bastante
conhecidas em outras areas de aplicacao de modelos estatisticos ou de inteligéncia compu-
tacional; por exemplo, quase nunca discutem formas de re-amostragem, ou de analise de
residuos. Uma bem conhecida revisao da literatura [90] argumenta que a quase totalidade
dos modelos propostos nao sao validados de forma convincente; uma revisdo mas recente
[34] reafirma este problema, tanto em RNAs como em outros dreas de inteligéncia artifi-
cial, e conclui que “even now, it would be an exaggeration to consider artificial intelligence

to be mature enough to offer real practical benefits for short-term load forecasting”.

A validacao feita pelos autores de um artigo, contudo, é apenas uma tentativa,
realizada sob as condicoes artificiais de um teste de laboratério, de prever como um
modelo ird desempenhar na pratica. A validagao definitiva de um modelo de previsao é
aquela dada por seu uso bem sucedido em aplicagbes no mundo real. No entanto, existe
um fosso separando o mundo académico do mundo das aplicacao préatica. As empresas
envolvidas no mercado de energia nao divulgam os métodos que utilizam para a previsao,
e os pesquisadores académicos que trabalham na area nao sabem o que tem funcionado
na pratica. Nao hd muitas evidéncias, por exemplo, de que as RNAs realmente estejam
sendo usadas nas empresas. O Unico artigo encontrado na literatura relatando o uso no
mundo real de um método baseado em RNAs por concessiondrias de energia ¢ o de [91],
publicado a quase 20 anos; esta parece ser a unica aplicacdo bem sucedida do uso de

RNAs na previsao de cargas reportada em artigos académicos [34].

Na falta de uma validagao empirica, obtida em aplicagbes no mundo real, uma
estimativa da validade de um modelo pode ser obtida através da analise de seu compor-
tamento em competicoes, nas quais o desempenho preditivo é avaliado de acordo com
critérios rigorosos e pré-determinados. Uma destas competicoes, realizada recentemente,
foi a competicao internacional de previsao de cargas (a GEFComp), cujos resultados foram
publicados em 2014 na mais importante revista sobre métodos de previsao, o International
Journal of Forecasting [63]. Estes resultados ddao o que pensar; as RNAs foram usadas
por varias equipes competidoras, mas seus resultados nao foram tao destacados quando se
poderia esperar. Trés das cinco equipes melhor colocadas usaram regressao linear multi-
pla e outras técnicas estatisticas em seus sistemas de previsdo; nenhuma delas usou RNAs

ou outras técnicas de inteligéncia computacional. Equipes que usaram métodos baseados
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em RNAs ficaram nos 8°, 9° e 10° lugares. Estes resultados nao parecem congruentes
com o que seria de se esperar, dada a literatura existentes; a julgar pelas conclusoes da
maioria dos artigos que tratam da previsao de cargas com RNAs, seria esperado que o

desempenho das RNAs ultrapassasse claramente o dos modelos estatisticos tradicionais.

Devido a estas consideracoes, a real vantagem da utilizacao de métodos de in-
teligéncia computacional (particularmente RNAs) na previsao de cargas ainda nao foi
provada de forma conclusiva, apesar de toda a publicidade que tem sido dada a estes

métodos na literatura.

Por que existe esta disparidade entre o desempenho das RNAs prometido nos ar-
tigos, e o desempenho observado na competicio GEFComp? Uma resposta simples a esta
pergunta poderia ser: a maioria destes artigos superestimou o desempenho dos modelos
que propuseram, ja que nao validaram os modelos de forma correta; na verdade, estes
modelos estavam longe de serem tao acurados como sugerido. Esta resposta, contudo,
nao cobre todos os casos; ha com certeza uma minoria de artigos em que a validacao foi

feita criteriosamente.

Uma resposta mais adequada talvez possa ser baseada nas caracteristicas das pro-
prias RNAs, e da forma como sao treinadas e testadas. RNAs sdo modelos ndo-lineares
complicados, altamente parametrizados, capazes de modelar acuradamente relagdes nao-
lineares multivariadas entre entradas e saidas; para modelar séries de carga, que repre-
sentam “processos complexos mas sistematicos, com relativamente poucas mudancas es-
truturais [92]”, as RNAs podem parecer ideais. No entanto, existe uma condigdo: esta
modelagem de processos complexos s6 pode ser feita com sucesso se considerarmos que
os dados disponiveis sdo medidos sem erro. Se existe incerteza nestes dados, a acuracia

da modelagem decresce, a medida que crescem os erros de medicao.

Nos modelos propostos na literatura, quase sempre as cargas sao previstas em
funcao de cargas anteriores, de algumas variaveis dummy, e de algumas variaveis mete-
orologicas. Para prever a carga de um dia, as entradas sao geralmente as cargas dos
dias anteriores, e as temperaturas e umidades previstas para este dia. Na pratica, estas
previsoes de temperatura e umidade geralmente nao sao disponiveis, e os pesquisadores
usam em seu lugar os valores observados daquele dia. Este é o procedimento usual nos
artigos, uma foram de contornar a falta das séries de previsdoes meteorologicas passadas;
no entanto, ele tem a desvantagem de mascarar a complexidade do problema. E bem evi-
dente que, numa aplica¢ao pratica, na entrada da RNA terao que ser usadas verdadeiras

previsoes meteorologicas, e estas com certeza serao afetadas por erros.

A duavida é: até que ponto esta substituicao de temperaturas previstas por tempe-
raturas observadas pode levar os pesquisadores a superestimar a acuracia de seus modelos?
Esta avaliacao da sensibilidades das RNAs a incerteza das entradas, embora seja bem co-

nhecida na literatura em outras areas, nao é feita na previsdo de cargas. Conhecemos
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apenas um artigo recente [76] que faz esta anélise, usando séries de previsoes de tempera-
tura simuladas; contudo, a nosso ver, de forma inadequada, uma vez que o nivel maximo
de erro aleatdrio usado (1%) foi muito inferior ao que se poderia esperar em uma apli-
cagao pratica. Nesta tese, fizemos esta analise, simulando diferentes niveis de erro nas
séries de temperatura na entrada (Segao 2.9). A conclusao geral foi a de que as RNAs
sao muito sensiveis ao erro; mesmo para niveis de erro relativamente baixos, bem menores
do que os que sao observados nas previsoes meteorolégicas divulgadas, o desempenho das
RNAs é seriamente afetado. Isto pode explicar o desempenho relativamente insatisfato-
rio das RNAs na GEFComp, onde os pesquisadores nao tinham acesso as temperaturas

observadas nas amostras de teste, e tinham que criar eles mesmos previsoes para elas.

Em resumo, o excelente desempenho dos modelos baseados em RNAs na previsao
de cargas a curto prazo, alegado pelas dezenas de artigos publicados a cada ano sobre o
tema, nao parece convincente. Em primeiro lugar, porque que a maioria destes modelos
nao parecem ter sido validados de forma adequada, se considerarmos os critérios reco-
mendados em [90] para a valida¢do de modelos de RNAs (estes critérios serao discutidos
com mais detalhes na Segao 2.1). Em segundo lugar, porque estes modelos usam para
treinamento e teste dados de entrada que ndo tém erro (valores observados, em vez de
previsoes), o que faz com que estes modelos paregam ser mais acurados do que seriam

numa aplicagdo no mundo real.

Para avaliar o efeito do erro de previsao de temperatura no desempenho das RNAs,
fazemos neste trabalho uma analise da sensibilidade dos modelos, usando para isto séries
de temperaturas com erros aleatdrios adicionados por simulagao (Segao 2.9). Esta andlise
mostrou que as RNAs sdo extremamente sensiveis, e perdem grande parte de sua acuracia

quando a entrada é constituida por previsoes e esta, portanto, sujeita a erros consideraveis.

1.4 PROPOSTA DESTA TESE

Para evitar a perda de acurdcia causada pela sensibilidade das RNAs a incerteza
nas entradas, propomos nesta tese um modelo formado pela combinagao de um método
linear univariado (insensivel a temperatura) com conjuntos de RNAs ; desta forma, sao
combinadas a capacidade das RNAs em fazer a modelagem acurada de relagdoes nao-
lineares, com a insensibilidade de um modelo linear aos erros existentes nas previsoes

meteoroldgicas.

Na implementagao feita nesta tese, usamos um conjunto de 24 RNAs em paralelo
(cada uma responsavel por prever a carga em uma hora determinada do dia); estas redes
tém sua arquitetura e suas variaveis de entrada definidas por meio de rodadas de algorit-
mos genéticos. As previsdes destas RNAs sao combinadas com as de um método de amor-
tecimento exponencial sazonal univariado (uma extensao do método de Holt-Winters). Os

pesos que definem esta combinacao sao determinados durante o treinamento das redes;
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se houver pouca incerteza nas previsoes de temperatura, maior peso sera dado as RNAs;
se houver grande incerteza, maior peso serda dado ao método linear, que nao depende da

temperatura.

Este modelo combinado de previsao teve seu desempenho comparado aos de varios
benchmarks, quando testado em amostras de teste extraidas de trés séries reais de cargas

e de temperaturas, e mostrou boa acuracia, numa ampla gama de situacoes

O texto desta tese esta estruturado da seguinte forma: no Capitulo 2, apresentamos
os métodos e modelos a serem utilizados, os procedimentos adotados para sua validagao, e
as séries de cargas e temperaturas usadas nas simulacées. No Capitulo 3, apresentamos os
resultados obtidos pelos modelos propostos, analisamos a sensibilidade destes modelos ao
erro nas temperaturas, e discutimos as contribuicoes trazidas pelos algoritmos genéticos
a implementacao das RNAs. Por fim, no Capitulo 4, fazemos um breve resumo das
conclusoes obtidas no trabalho, e sugerimos possiveis futuros desenvolvimentos nesta linha

de pesquisa.
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2 MATERIAIS E METODOS

2.1 PROCEDIMENTOS PARA VALIDACAO DOS MODELOS

Uma conhecida revisao da literatura [90] sugere que a validagdo de um modelo é

adequada quando atende aos seguintes quesitos:

1. O desempenho do modelo proposto é comparado ao desempenho de padroes de

referéncia adequados (benchmarks);

2. A avaliacao destes desempenhos é feita em amostras de teste, separadas das amostras

usadas para treinamento das RNAs;

3. Os tamanhos das amostras de treino e de teste sao adequados.

O item (1) pode ser interpretado de duas maneiras. Em primeiro lugar, o método
proposto pode ser comparado com um método naive que fornega um ponto de referéncia,
embora este seja um ponto de referéncia reconhecidamente baixo. (Um método de previsao
naive é aquele em que a previsao da variavel um passo a frente é feita simplesmente

repetindo-se alguma observagdao da série histérica daquela variavel; ver Se¢ao 2.3.1).

O método proposto deve ser claramente melhor que o método naive, caso contrario
nao seria interessante sua utilizacgao. O método naive, além disso, tem outra importancia:
seu resultado pode sugerir quao complexo é um determinada problema de previsdao. Se
todos os artigos publicassem os resultados naive obtidos nas séries que usaram, estes
resultados poderiam servir para a comparacao da dificuldade em se fazer a previsao de
cada série (ja que algumas séries sdo intrinsicamente mais dificeis de prever do que outras).

Neste trabalho, usamos dois métodos naives (descritos na Segao 2.3.1).

Em segundo lugar, o método proposto pode ser comparado a um método de refe-
réncia bem aceito, que reconhecidamente consiga previsoes razoaveis no problema; a com-
paracao deve mostrar que o método proposto tem alguma vantagem sobre este método de
referéncia. Este método deve ser de preferéncia um método estatistico, de implementacao
razoavelmente simples; comparagoes feitas com outros métodos de IA geralmente nao sao
convincentes, porque estes métodos nao sao ainda considerados standards, e porque sua
implementagao em geral exige bastante experiéncia do usuario (por isso, este tipo de com-
paracao foi criticado em [34]). Neste trabalho, utilizamos como referéncia a adaptacao do
método de amortecimento exponencial de Holt-Winters, feita por Taylor, que denomina-
remos Holt-Winters-Taylor [77]; este é um método linear de implementagao relativamente
facil, mas que tem obtido resultados excelentes em varios testes empiricos. Este método
é detalhado na Secao 2.3.2.
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Para satisfazer aos quesitos (2) e (3), usamos amostras de teste claramente distintas
das amostras de treino, para cada série, e todas de tamanho razoavel; as amostras de treino
cobriam em geral intervalos maiores que um ano, e as de teste foram sempre maiores que
10 semanas. Usamos para a particdo das amostras a técnica de rolling forecasts [93];
detalhada na Secao 2.2.1.

2.2 DADOS UTILIZADOS

Este capitulo descreve as bases de dados utilizadas no trabalho. Na maioria dos
estudos publicados sobre previsao de carga a curto prazo, os autores usam apenas uma
base de dados (cargas e temperaturas) para ajuste e teste dos modelos que propoem. Con-
tudo, decidimos usar trés bases, bastante diferentes entre si, uma vez que nosso objetivo
nao era o de resolver um problema especifico de previsao para um determinado local, e
sim o de verificar se 0 método proposto - uma combinacao de RNAs e métodos lineares,
se mostraria robusto, e capaz de obter bons resultados quando aplicado sobre bases de

dados com caracteristicas dissimilares.

Foram utilizadas bases originarias de trés localidades diferentes: Rio de Janeiro
(Brasil), Washington (EUA) e Eslovaquia (leste europeu). As trés tem cargas mais ou
menos de mesma ordem de grandeza (entre 0,5 e 3,5 GWh), e um comportamento sazonal
anual similar, com cargas mais elevadas nos meses de final de um ano e inicio do outro.
Este comportamento, porém, é explicado por razoes opostas: nas séries do hemisfério
norte (Washington e Eslovidquia), estes meses correspondem ao inverno, e a carga é mais
alta devido ao uso de aparelhos de aquecimento de ambientes; na série do Rio de Janeiro,
estes meses correspondem ao verao, e a carga ¢ mais alta devido ao uso de aparelhos
de ar condicionado. Estas séries provém de localidades com culturas e economias muito
distintas, e isto é refletido nos padroes sazonais diarios e semanais, que sdo claramente

diferentes de uma série para outra, como serd visto a seguir.

2.2.1 Particao das séries

As RNAs sdo modelos complexos e nao-lineares, e a modelagem com elas apresenta
algumas dificuldades de ordem pratica. Em primeiro lugar, as RNAs tém em geral grande
numero de parametros que precisam ser estimados e, por isso, exigem grande quantidade
de dados para seu treinamento e teste. Segundo, a estimacao é feita por processos itera-
tivos que partem de valores iniciais aleatorios e devem fazer a busca dos valores 6timos
em superficies bastante complexas, que exibem acentuada curvatura e dificuldades como
minimos locais e regides planas; ha sempre o risco de que, em uma rodada de treina-
mento, a busca termine em um minimo local, ou uma regiao plana, levando a RNA a
ter um desempenho sub-6timo. Terceiro, as RNAs sao modelos fortemente nao-lineares,

e correm o risco de terminarem super-ajustadas (overfitted) aos dados, o que tem que
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ser evitado por meio de técnicas de parada precoce (early stopping) ou de regularizagao.
Por fim, as RNAs sao reconhecidamente algoritmos de aprendizado instdveis, no sentido
de que pequenas mudancgas na amostra de treino pode resultar em grandes diferencgas no
modelo final [94]. Por estas razoes, o ideal é que RNAs sejam ajustadas sobre amostras
grandes, e em seguida testadas em varias amostras de testes independentes. Se os dados

sao escassos, uma saida é usar técnicas de re-amostragem

Por estas razoes, o ideal é que RNAs sejam ajustadas sobre amostras grandes, e em
seguida testadas em varias amostras de testes independentes. Se os dados sao escassos,

uma saida é usar técnicas de re-amostragem.

Existem por exemplo as técnicas chamadas de bootstrap, que consistem em gerar
novas amostras, simuladas, a partir de uma amostra original [95]. Estas novas amostras
sao obtidas por meio de sorteio aleatorio de elementos da amostra original, com reposicao,
com base nas probabilidades observadas na distribuicao empirica. Estes métodos, porém,
nao podem ser diretamente aplicados a séries temporais, uma vez que o sorteio aleatorio

destruiria a dependéncia serial entre os valores da série.

Outro grupo de técnicas bastante usadas sao as de k-fold validation [96], que consis-
tem em dividir os dados de treinamento em & subconjuntos disjuntos, de mesmo tamanho,
e em seguida treinar o modelo k vezes, utilizando em cada rodada um dos subconjuntos
para validagao e os restantes dos dados para treinamento. Embora a dependéncia serial
seja preservada (dentro de cada subconjunto), estes métodos também nao podem ser apli-
cados diretamente em séries temporais, o que pode ser verificado por meio de um exemplo
simples. Suponhamos que a série dada seja dividida em trés subconjuntos sucessivos, A,
B e C. Na primeira rodada, a rede é treinada em A e B, e testada em C, o que faz sentido.
Na segunda rodada porém, a rede seria treinada em A e C, e testada em B; ou entao,
treinada em B e C e testada em A. Estariamos, nestes casos, ajustando a rede em dados
futuros, e usando-a para “prever” o passado. Isto poderia fazer sentido se a série fosse
rigorosamente estacionaria, porque entao qualquer trecho da série teria o mesmo compor-
tamento; as redes de carga porém sao claramente nao estaciondrias, exibem tendéncia e

sazonalidades multiplas, e o comportamento da série varia de trecho para trecho.

A técnica mais adequada para aplicacdo em problemas de séries temporais é a
que usa rolling forecasts [93]. A série é dividida em uma subsérie maior, para treino,
contendo por exemplo 70% dos dados (subsérie A), e em vérias subséries menores para
teste (por exemplo, B, C e D, cada uma com 10% dos dados). Na primeira rodada, a
rede é treinada em A e testada em B. Na segunda rodada, treinada na subsérie formada
pela concatenacao de A e B, e testada em C; por fim, treinada na subsérie formada pela
concatenacao de A, B e C, e testada em D. Nestes casos, a rede é testada trés vezes, em
amostras diferentes, e os dados de teste estao sempre no futuro, em relagdo ao dados de

treino.
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Neste trabalho, aplicamos esta técnica sobre as trés bases de dados analisadas.
Cada uma delas foi particionada em uma amostra de treino, e em duas ou trés amostras
de teste; da amostra de treino, por sua vez, foi retirada uma sub-amostra de validacao
cruzada, para controlar o interrupcao do treinamento (exceto nos modelos que usavam
regularizagao bayesiana, como discutido na Segao 2.4). Detalhes sobre estas parti¢oes sao

mostrados nas se¢oes abaixo, que apresentam cada uma das bases de dados.

Em todas as séries de cargas elétricas, existem sempre alguns dias “especiais”,
que apresentam perfis de cargas anormais. Geralmente, essas anomalias sao causadas por
feriados (quando o consumo é menor do que o usual) ou por eventos de grande impacto
social, como comemoragoes esportivas, greves, etc. Na maioria dos artigos sobre previsao
de cargas, a énfase é na previsao de cargas nos dias normais, e os dias especiais sao
eliminados. As previsoes para estes dias sao dificeis, porque nao existem dados disponiveis
sobre estes dias, em quantidade suficiente para permitir a modelagem; ha na literatura
poucos artigos dedicados especialmente a este tipo de previsdo [97]. Neste trabalho,
iremos também eliminar os dias especiais, substituindo as cargas observadas nestes dias
por valores imputados, calculados pela média dos valores observados no mesmo horéario,

nos dias de semana anteriores.

2.2.2  Dados de temperatura

As trés bases de dados utilizadas incluem também dados de temperaturas obser-
vada nas regioes onde foram medidas as cargas elétricas. Nos bancos de dados do Rio de
Janeiro e no de Washington, as séries de temperaturas sao constituidas de observacoes

horarias; na série da Eslovaquia, apenas das médias diarias.

Alguns autores argumentam que nao € necessario incluir a temperatura como uma
das covaridveis de um modelo de previsao, uma vez que seu efeito sobre a carga ja esta
embutido no histérico das cargas passadas [79, 98]. Isto faz sentido quando a série de
temperaturas se comporta da forma usual, previsivel; num dia de verao no Rio de Janeiro,
por exemplo, a temperatura normalmente ¢é alta, e a carga em consequéncia também
provavelmente estard acima da média. Contudo, se num dia de verdao a temperatura
estd muito abaixo de esperado, devido a ocorréncia de uma frente fria, a carga sera em
consequéncia menor do que a usual. Mais importante do que os valores de temperatura
observada, portanto, sdo os valores das diferengas da temperatura entre um dia e outro,
pois sao estes que fazem com que a carga seja aumentada ou diminuida, de um dia para
o outro, e saia de seu padrao usual. Neste trabalho, usaremos como variaveis de entrada

nos modelos as diferencas de temperatura entre um dia e outro, dadas por:

dap = tan — ti—1n (2.1)
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onde:

dqp diferenca de temperatura, no dia d, hora h

tqn temperatura observada, no dia d, hora h

2.2.3 Dados de carga do Rio de Janeiro

Um dos materiais utilizados ¢ a série temporal de cargas elétricas (em MWh) da
cidade do Rio de Janeiro, fornecida por uma concessionaria local. Esta série contém
cargas horérias entre os dias 01 de janeiro de 1996 até 30 de dezembro de 1997, inclusive,

num total de 17472 observacoes.

4000

2500 3000 3500

2000

Figura 3 — Cargas de uma quinzena de verdo e outra de inverno — Rio

As séries de carga elétrica na maioria das vezes apresentam padrdes complexos,
com flutuagoes ciclicas (sazonalidades) sobrepostas. O grafico de linha na Figura 3 mostra
a carga horaria de quatro semanas, duas de inverno e duas de verao. A diferenga que pode
ser observada ente os perfis de carga dos dias da semana e os do fim de semana confirma a
existéncia de padroes sazonais semanais. Os picos de carga em horarios distintos nos dias
de inverno e nos de verao, por outro lado, confirmam a existéncia de padroes sazonais
diarios. No inverno, existe um pico préoximo das 19 h; no verao, um as 15h e outro as 23h.
Estes padroes diarios, alias, sdo modificados nos fins de semana, o que torna o problema
mais complexo. A diferencga entre cargas no inverno e no verao é melhor destacada na
Figura 4, que deixa claro que existe também um padrao sazonal anual. No verao a carga
é malior, e esta diferenca é normalmente atribuida ao uso intenso de aparelhos de ar

condicionado, devido as altas temperaturas observadas.

Esta série original foi particionada em duas subséries, conforme explicitado na
Tabela 1.
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Figura 4 — Cargas médias didrias dos anos de 1996-97 — Rio

Tabela 1 — Subséries — Rio

Subsérie Semanas
Treinamento Validacao Teste

Rio I 14 a 53 54 a 63 64 a 83

Rio II 14 a 73 74 a 83 84 a 103

2.2.4  Dados de carga de Washington (EUA)

Com uma quantidade maior de dados, esta base de dados de carga e de tempe-
ratura, vindas de uma concessionéria do estado de Washington (EUA), contém medicoes
horarias feitas entre os dias 01 de janeiro de 1985 e 31 de marco de 1991, num total de

68208 observacoes.
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Figura 5 — Cargas de uma quinzena de verdo e outra de inverno - Washington
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Na Figura 5, é possivel ver novamente os diferentes padroes sazonais que existem
na série de carga. Existe uma diferenca entre os perfis dos dias de semana e os dos fins
de semana (embora menos evidente do que a encontrada nos dados do Rio de Janeiro),
confirmando a existéncia de ciclos semanais. A localizacao similar dos picos de carga no
decorrer dos dias de semana, por outro lado, confirma a existéncia do ciclo didrio. A série
apresenta também um padrao sazonal anual, como ja era esperado: cargas menores nos
meses situados no meio do ano (correspondentes ao verao, nos EUA), e maiores nos meses
de fim de um ano, ou inicio do outro (inverno). Ele padrao pode ser claramente visto na

Figura 6, que mostra as cargas de dois anos.
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Figura 6 — Cargas médias diarias dos anos de 1985-1986 — Washington
Criamos trés subséries a partir desta base de dados, conforme explicitado na Tabela

2.

Tabela 2 — Subséries — Washington

Subsérie Semanas
Treinamento Validacao Teste
Washington I 15 a 118 119 a 170 171 a 274
Washington IT 15 a 170 171 a 222 223 a 326
Washington ITI 15 a 222 223 a 274 275 a 378

2.2.5 Dados de carga da FEsloviquia

Esta base de dados contém medidas da carga elétrica a cada meia-hora, e de
temperaturas médias diarias, feitas por um periodo de dois anos, pela Fastern Slovakian
Electricity Corporation, uma concessionaria na Eslovaquia. Estes dados, obtidos online

[99], foram usados para uma competicdo internacional de previsao, em 2001 [100].

A base original contém dados obtidos entre 01 de janeiro de 1997 a 31 de janeiro de

1999, totalizando 18264 horas. Neste trabalho, utilizamos apenas as cargas medidas nas
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horas representadas por nimeros inteiros (01:00, 02:00, ..., 24:00), e descartamos as cargas

medidas nas meias-horas intermediarias (00:30, 01:30, ..., 23:30), a fim de simplificar o

problema, e tornar seus resultados mais comparaveis com os obtidos nas séries horarias

mencionadas nas segoes anteriores, do Rio e de Washington.

No grafico da Figura 7, vemos novamente que existe uma diferenga entre o consumo

nos dias de semana e o nos fins de semana, confirmando a existéncia de um padrao sazonal

semanal. Vemos também a localizagao regular dos picos didrios de carga, diferentes no

verao e no inverno, confirmando a existéncia de um padrao sazonal diario. A série de

cargas tem ainda um padrao sazonal anual evidente, como pode ser visto na Figura 8,

que mostra as cargas de dois anos.
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Figura 8 — Cargas médias didrias do ano de 1997-1998 — Eslovaquia
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A partir dos dados originais, criamos duas subséries, cada uma contendo 10 sema-

nas para o intervalo de teste, como explicitado na Tabela 3.

Tabela 3 — Subséries — Eslovaquia

Subsérie Semanas
Treinamento Validacao Teste

Eslovaquia I 7 a 49 50 a 67 68 a 77

Eslovaquia IT 7 a 69 70 a 87 88 a 97

2.3 MODELOS LINEARES

Modelos nao-lineares parecem ser as ferramentas naturais para problemas de pre-
visao de cargas, dado que a relagao entre a carga e as variaveis exogenas, especialmente

a temperatura, tende a ser claramente nao-linear, como mostra o exemplo da Figura 9.
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Figura 9 — Grafico de dispersao - Carga x Temperatura — série Washington

As RNAs, portanto, parecem ser as candidatas ideais para este tipo de tarefa de
previsao. Contudo, como veremos abaixo (Segdo 2.4), os modelos baseados em RNAs
tendem a ser altamente sensiveis aos erros nas variaveis de entrada. Para a previsao
da carga um dia a frente, estes modelos geralmente usam as previsoes das temperaturas
para esse mesmo dia; como estas previsoes sao obviamente incertas, o desempenho destes

modelos, na pratica, fica muito aquém do que seria esperado em condic¢oes ideais.

Modelos lineares, em geral, sao mais robustos do que os nao-lineares, e tendem a
ser menos sensiveis a incerteza nas suas entradas. Em contrapartida, talvez obtenham

resultados menos acurados quando existem relacoes nao-lineares entre as variaveis. Na
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pratica, nos problemas de previsao de carga a curto prazo, os modelos lineares (mais espe-
cificamente, os de regressao linear) tém sido usados com grande frequéncia em publicagoes
recentes. Por exemplo, na competicao internacional de previsao de carga organizada pelo
International Institute of Forecasters, cujos resultados foram publicados em [63], cinco
dos dez primeiros colocados usaram métodos baseados em regressao linear, inclusive os

que obtiveram o primeiro lugar [101] e o segundo lugar [102].

Uma maneira de extrair o melhor dos dois tipos de modelos pode ser a de combinar,
de alguma forma os seus resultados. Neste trabalho, iremos propor um método baseado
numa combinagao linear simples de dois modelos, um constituido de um conjunto de
RNAs em paralelo, o outro de um método de amortecimento exponencial, o método de
Holt-Winters-Taylor (descrito na Segao 2.3.2).

2.3.1 Previsor naive

Para avaliar a complexidade de um problema de previsao, e para gerar um padrao
bésico (benchmark), em relagdo ao qual os demais modelos possam ser comparados, usare-
mos aqui dois métodos naives (ingénuos). Um método de previsdo naive é aquele em que
a previsao da carga L um passo a frente é feita simplesmente repetindo-se a observacao

mais recente da série historica, isto é:

Zt == Lt,1 (22)

onde L; é a previsao no tempo t e L; o valor observado no tempo t.

Na previsao de perfis de carga, porém, este benchmark nao pode ser usado desta
forma, porque as previsoes sao feitas com horizontes variando de uma a 24 horas a frente;
para fazer a previsao naive da carga na hora t = 2 do dia seguinte, por exemplo, pre-
cisariamos da carga na hora ¢ = 1 desse dia, que é evidentemente desconhecida. Neste
trabalho, utilizamos duas variagbes dos métodos naive. A primeira (Naive24) faz a pre-
visao para uma hora t repetindo o valor observado no mesmo instante no dia anterior,

t — 24, como na Equagao (2.3).

Et - Lt_24 (23)

Este método consegue resultados que servem de padrao de comparagdao quando
as previsoes sao feitas de um dia de semana para outro; por exemplo, quando usamos
as observacoes de uma terca-feira para prever as cargas de uma quarta-feira. Ele d&
resultados de baixa acurécia, contudo, quando dias de semana estao adjacentes a dias de
fim de semana, que tém padroes muito diferentes; por exemplo, quanto tentamos prever
as cargas de sabado a partir das de sexta-feira, ou as de segunda-feira a partir das de

domingo.
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O segundo método (Naivel68) faz a previsao repetindo o valor observado na
mesma hora no dia de mesma denominagao da semana anterior, t — 168, como na Equagao

(2.4).

Et — Lt—168 (24.)

Neste caso, os padroes sazonais sao respeitados — as previsoes de um sabado sao
feitas a partir das observagoes do sabado da semana anterior; as de uma segunda-feira,
a partir das da segunda-feira anterior. Estas previsoes contudo sao em geral piores do
que as do método Naive2, porque se baseiam em informac¢ao muito defasadas, de uma

semana atras.

2.3.2  Método de amortecimento exponencial de Holt-Winters-Taylor (HWT)

O método HWT se baseia no método de amortecimento exponencial de Holt-
Winters, modificado de forma a tornar possivel o trabalho com séries que apresentam
varios padrdes sazonais superpostos. (Mais informagoes sobre os métodos de amorteci-

mento exponencial podem ser encontradas no Anexo 5.3).

O método HWT foi apresentado no artigo [77] e mais recentemente em outro artigo
[80], onde o autor, compara com outros métodos capazes de lidar com séries contendo
varias padrdes sazonais simultaneos. Ele tem mostrado bons resultados em problemas de
previsao de carga a curto prazo [103], pode ser facilmente utilizado na combinac¢ao com

outros métodos, e também ser usado como um benchmark linear.

Neste trabalho utilizamos sua formulacao com ciclos aditivos, como dada pelas
Equagoes (2.5) até (2.8).

Litery =l + sy k) + Wi—sgi) + (Lo = (1) + dip—sy) + Wie—sy)))  (2.5)

b= MLt = dp—s) = Wa-sy)) + (1 = A)(Ie-1)) (2.6)
d; = (S(Lt — l(tfl) — w(t,SQ)) + (1 — 5)d(t,sl) (2.7)
Wy = w(Lt — l(tfl) — d(tfsl) ) + (1 — w)w(t,SQ) (2.8)

onde:

L: carga elétrica
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[: nivel

d: fatores sazonais diarios

w: fatores sazonais semanais

A: coeficiente do modelo auto-regressivo para o erro

0, w, ¢: constantes que definem a ponderacao nas equagoes de atualizagao
do nivel, da sazonalidade didria e da sazonalidade semanal, respectiva-
mente

k: horizonte de previsao, que varia de 01 até 24

A Equagao (2.5) calcula a previsao da carga L;, dada pela soma do nivel [; com
os dois fatores sazonais d; e w;, e com um termo de corre¢do do erro de previsao; este
termo ¢é calculado por um modelo auto-regressivo aplicado sobre o 1ltimo erro observado.
A Equacao (2.6) faz a atualizacdo recursiva do nivel l;; a Equacao (2.7) faz a atualizacao
do fator sazonal didrio d;; a Equagao (2.8) faz a atualizac¢ao do fator sazonal semanal wy.
Note-se que esta formulagao nao inclui uma equacao para céalculo da tendéncia da série,
usual no método de Holt-Winters; esta equacao foi descartada por considerarmos que o
efeito do crescimento do nivel da série, embora seja observavel a longo prazo, tem pouco

efeito sobre a previsao a curto prazo.

As constantes de amortecimento A, d, w, ¢ foram otimizadas pelo método de Byrd
no intervalo de treinamento de cada subsérie. A restrigbes de maximo e minimo para os
pardmetros foram de 1 e 0 respectivamente. (Mais informagoes sobre o método de Byrd

podem ser encontradas no Anexo 5.4).

2.4 REDE NEURAL ARTIFICIAL (RNA)

A implementacao de uma RNA requer varias decisoes, a comecar pela arquitetura
da rede. Neste trabalho, usamos RNAs do tipo perceptron, com uma camada oculta e
funcao de ativagao sigméide. Esse tipo de RNA é frequentemente utilizado em estudos de
previsao de carga [90], devido a sua capacidade como aproximador universal de qualquer
funcao derivavel. (Informagoes mais detalhadas sobre o funcionamento de uma RNA estao
no Anexo 5.1). O nimero de neurdnios na camada oculta, e o conjunto de varidveis de

entrada, foram definidos por meio de rodadas de um algoritmo genético (ver Secao 2.5).

Em seguida, ¢é preciso decidir detalhes sobre o processo de estimagao dos para-
metros da rede (isto é, do “treinamento” da RNA) — especialmente, que algoritmo usar,
e quando parar este treinamento. Neste trabalho, fizemos testes preliminares utilizando

dois algoritmos distintos, o de Levenberg-Marquardt e um de regularizacao bayesiana.

O algoritmo de Levenberg-Marquardt (LM) [104], que é uma adaptagdo do método
de otimizacao de Newton, especificamente criada para a minimizag¢do de uma funcao de

custo quadrética (como sao as usadas pelas RNAs), fazendo uma aproximagao da matriz
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Hessiana. ([96] sect. 4.3.4; [104] p.290). Avaliagoes empiricas mostram que o LM converge
muito mais rapido do que os métodos baseados em descida de gradiente; ele é, por isso, o
método mais frequentemente usado em aplicagoes praticas, o que é corroborado pelo fato
de ter sido escolhido como algoritmo de treinamento default no toolbox de redes neurais

do Matlab, e em pacotes em outras linguagens.

Escolhido o algoritmo de treinamento, ¢ preciso escolher o método que controlam
a parada do treinamento. Se uma RNA de arquitetura suficientemente complexa for
treinada indefinidamente, pode ocorrer que o erro de previsao seja diminuido até préximo
de zero, dentro da amostra de treinamento. Isto ndo necessariamente significa, porém,
que a previsao feita por esta RNA serd mais acurada, quando testada numa amostra de
teste; pode acontecer que a rede acabe super-ajustada (overfitted) a amostra de treino, e
se revele com pouca capacidade de generalizagao em outras amostras. Uma das maneiras
de evitar isto é reduzindo a complexidade da RNA (o que pode ser feito por meio de
reqularizagao, discutida mais abaixo); outra maneira é interrompendo o treinamento no
ponto adequado, aquele onde RNA mostre melhor generalizagao. Uma técnica heuristica
para descobrir este ponto é a chamada wvalida¢io cruzada [105]: ao fim de cada época
de treinamento, o desempenho da RNA é testado tanto na amostra de treino quanto em
uma amostra independente, a amostra de valida¢io. Enquanto o desempenho da RNA
melhorar nas duas amostras, o treinamento continua; quando o erro continua a diminuir
na amostra de treino, mas passa a crescer na amostra de validagdo, o treinamento é
interrompido, pois ha sinais de que o modelo esteja se tornando super-ajustado. Usamos
validagao cruzada para interromper o treinamento, nos modelos nos quais o treinamento

era feito pelo algoritmo LM.

Uma outra opgao para evitar o super-ajuste de uma RNA é usar algoritmos de
treinamento baseados em reqularizacao. Métodos de regularizacao sdo amplamentes usa-
dos em aprendizado de maquina, e também no ajuste de modelos estatisticos de previsao,
como os ARIMA. A idéia é simples: para evitar que um modelo se torne demasiado
complexo, modificamos a funcao de custo, acrescentando ao erro quadratico usual £ um

termo de penalizagao € (multiplicado por uma constante v) como na equagao:

E*=FE+vQ (2.9)

Este termo de penalizacao €2 pode ser definido de varias formas, mas deve refletir
a complexidade do modelo (geralmente indicada por seu nimero de pardmetros). Ao mi-
nimizarmos a fun¢ao de custo resultante E* estaremos minimizando o erro quadratico,
mas também reduzindo simultaneamente a complexidade. Este método pode ser imple-
mentado em RNAs de varias maneiras; usamos neste trabalho o método de regularizacao

bayesiana de McKay [106], que faz uma adaptagao do algoritmo de LM para minimizar a
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combinacao linear:

J=ad e+ w (2.10)

onde:

S e?: somatério dos quadrados dos erros
ST w?: somatério dos quadrados dos pesos e bias da RNA

a e : constantes de ponderagdao, modificadas ao longo do treinamento

Este método esta implementado em Matlab, na func¢ao trainbr.

Quando um método de regularizacao é empregado, nao é mais necessario usar
validagao cruzada para interromper o treinamento; nos modelos que testamos, o nimero

de épocas de treino nas RNAs que usaram regularizagao foi determinado por rodadas de

AG.

Fizemos varios experimentos preliminares com os dois métodos, o de LM (com
parada por validagao cruzada) e o de regularizacao bayesiana. O método de LM conseguiu
geralmente erros médios nas amostras de teste equivalentes aos da regularizacao, embora
convergindo mais rapidamente, Contudo, seus erros tiveram quase sempre uma dispersao
muito maior que os da regularizacao. Essa variabilidade no desempenho nao é interessante,
pois dificulta o trabalho de selegdo das varidveis de entrada por AG (discutido na préxima
segao); decidimos, por fim, utilizar somente o método de regularizagdo bayesiana para o

treinamento dos modelos cujos resultados serdao analisados no Capitulo 3.

2.5 ALGORITMO GENETICO (AG)

Uma etapa importante num problema de modelagem por RNAs ¢é o da selecao das
variaveis de entrada. Dado um conjunto de varidveis candidatas, h& varios métodos que
podem ser utilizados para selecionar dentre elas as que devem ser incluidas no modelo.
Uma busca exaustiva entre todas os possiveis subconjuntos formados com estas variaveis
seria inviavel (j& que, se existem n variaveis possiveis, haverd 2" subconjuntos que podem
ser formado entre elas). Métodos mais realisticos sdo os baseados em uma busca seqiien-
cial, em que uma variavel é adicionada ou removida do subconjunto de entradas a cada
iteragao, e o erro de previsao resultante é avaliado [107]; estes métodos sao conhecidos
como forward selection e backward elimination. Outra alternativa seria a de utilizar mé-
todos de reducgao de dimensionalidade, como por exemplo o método estatistico de Anélise
de Componentes Principais (Principal Component Analysis - PCA), que faz uso da ma-
triz de correlacao linear entre as variaveis de entrada. Contudo, como a relagdo entre as
variaveis de temperatura e carga presentes nos dados de entrada ¢ claramente nao-linear,

este método nao parece adequado para este problema.
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Existem outros métodos e heuristicas ja estudados na literatura. Um destes mé-
todos, por exemplo, é o que faz a “Determinagao Automatica de Relevancia” (Automatic
Relevance Determination) de cada variavel, por meio de uma anélise baseada na Estatis-
tica bayesiana [108]. Estes métodos, em geral, sdo de aplicagao trabalhosa, e nem sempre
garantem bons resultados; nenhum deles, por isso, encontrou até agora aceitagdo geral
(ver, por exemplo, [104]). Os artigos publicados sobre previsdo de carga a curto prazo

dao pouca importancia a este topico.

Como temos que selecionar entre um total de 103 varidveis de entrada (Ver Segao
2.8.2); escolhemos entao utilizar o AG como um método para fazer essa busca [109].
O AG (ou outras técnicas de computagao evolucionista) tem sido frequentemente usado
em associacao com as RNAs em problemas de previsao de carga; contudo, ele é utilizado
quase sempre para a otimizacao dos pesos (por exemplo, [55, 44, 110]); ha poucos trabalhos
publicados descrevendo o uso de AG para auxiliar na definicdo da estrutura ou dos hiper-

pardametros de RNAs.

Numa busca na literatura sobre previsao de cargas a curto prazo, encontramos
apenas dois exemplos do uso de AGs para definir a estrutura de uma RNA (uma rede
neuro-fuzzy em [59], e uma rede de Elmann em [60]), e dois exemplos do uso de AG, em
combinagao com algoritmos de colonia de formigas, para selecionar variaveis de entrada
([61, 111})).

Além da dificuldade em escolher as variaveis de entrada, outro problema a que
surge quando se usam RNAs é a falta de critérios simples para definir os parametros do
modelo ou de seu treinamento. Sendo assim, acrescentamos ao processo de selecao de
variaveis feita pelo AG a busca também pelo niimero de neurdnios da camada interna e o

numero de épocas no treinamento da RNA.

Como visto na sec¢ao anterior, escolhemos utilizar o método de treinamento da RNA
com regularizacao bayesiana. Como esta regula a complexidade da rede, poderia parecer
desnecessario usarmos o AG para buscar o nimero de neurénios na camada interna, ou o
nimero de épocas de treinamento; contudo, testes preliminares mostraram que a escolha

desses nimeros influencia no resultado final, e decidimos portanto manté-los na busca do

AG.

Para avaliar a utilidade do AG, tanto na sele¢ao das variaveis de entrada, quanto
na definicdo dos pardmetros da RNA, iremos comparar o desempenho das redes assim
especificadas com o de um modelo de RNA especificado heuristicamente [31], que serd
usado como benchmark. Esse modelo, que chamamos de Modelo0, seréa discutido na Secao
2.8.1.
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2.5.1 Parametros do AG

Como em todo método de otimizagao, a utilizacdo do AG requer que algumas
escolhas sejam feitas previamente. A principal delas é a da fun¢ao de aptidao (discutida
na Sec¢ao 2.5.2); outra, a do formato do individuos que formam a populagdo. Como a
selecao de variaveis é parte do problema a ser otimizado pelo AG, o formato mais simples
é o que utiliza uma estrutura bindria, onde cada possivel variavel de entrada é representada

por um dummy, que recebe valores 0 ou 1, mostrando se aquela variavel foi ou nao incluida
nas entradas da RNA.

Outros variaveis ou caracteristicas que tém que ser escolhidas, antes que o AG seja

usado, sao:

e O nimero de individuos da populagao

e 0 uso (ou ndo) de elitismo entre as geragoes

As probabilidades associadas aos operadores de combinac¢ao e de mutacao

O método de selecao

O critério de parada
Essas caracteristicas foram definidas de forma empirica, a partir da anélise do
comportamento da evolucao dos individuos do AG em testes preliminares. Chegamos,

depois desses testes, aos seguintes valores:

e Populacao com 50 individuos

Alto indice de elitismo; quase toda a populacao passava de uma geracao para outra.

O operador de combinagao nao foi usado; probabilidade de mutacao igual a 0.01

Selecao por torneio

Parada depois de 200 geragoes sem melhorias no valor da aptidao da populacao

Para avaliar o desempenho do AG definido pelas caracteristicas acima experimen-
tamos também, para fins de comparacao, um AG com elitismo de apenas um individuo,
operadores de mutacao e combinacao com probabilidades 0.01 e 0.8 respectivamente, e
100 individuos na populagdo. Nas duas subséries do Rio, os dois métodos de AG obti-
veram resultados similares; o segundo método nao conseguiu resultados melhores que o
primeiro, mesmo tendo um custo computacional aproximadamente cinco vezes superior.

Esse resultado nos levou a focar o estudo apenas no primeiro método.
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Nos dois tipos de AG utilizados, houve uma variabilidade muito grande no resul-
tado das selecoes, o que levou a resultados muito diferentes, tanto na composicao dos
genes, quanto na acuracia das previsoes feitas pelas RNAs especificadas de acordo com
estes genes. Por isso, rodamos o AG cinco vezes em cada subsérie; no Capitulo 3, iremos

comparar os resultados das RNAs obtidas nestas cinco rodadas.

Cada individuo foi representado por 113 bits. Em resumo, esta foi sua composicao:

e 0s primeiros 103 bits do gene representam as variaveis de entrada da rede neural;

cada bit indica se uma variavel participa ou nao da rede neural.

e 0s cinco bits seguintes representam o nimero de neurénios ocultos (1 a 32); os cinco

bits finais o nimero de épocas para treinamento da RNA (1 a 32).

A defini¢do dos limites maximos atribuidos ao niimero de neurdnios e de épocas
de treinamento foi feita na etapa de testes preliminares; nenhum dos resultados obtidos

nesta etapa ultrapassou estes limites definidos.

2.5.2  Funcgdo de aptidao

Para fungao de aptidao, utilizamos o conhecido erro médio quadratico (MSE),
definido na Equagao (2.11).

N
MSE — - ST(Li — Ly)? (2.11)
Nt:l

onde L, é a previsao no tempo t, L; o valor observado no tempo ¢, e NV o total de

valores.

Em um estudo preliminar, testamos também na subsérie Rio II uma segunda
funcao de aptidao F', criada com o objetivo de tentar minimizar a autocorrelagdo que
tipicamente é encontrada na série de erros, nos problemas de previsao de perfis de carga
[86]. Esta fungao F' é dada pela Equacao (2.13).

€t = Lt — Et (212)
24

F=) (e;xey)® YVt (2.13)
=0

Esta fungao é derivada da estatistica de Ljung-Box [112], conhecida em séries
temporais. Nela, tentamos tanto minimizar a variancia do erro de previsao, quanto reduzir

as autocorrelagoes da série de erros.
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No entanto, o objetivo desta funcao F' de aptidao nao foi alcancado, e a mesma
nao trouxe melhores resultados que a funcao MSE. Ela foi portanto descartada, e todas
as RNAs cujos resultados s@o mostrados a seguir foram encontradas pela minimizacao

apenas funcao de aptidao MSE.

Durante o processo de otimiza¢ao do AG, cada RNA (representada por um indi-
viduo) é treinada na amostra de treinamento da subsérie, e tem o valor de sua fungao de
aptidao calculado na amostra de validacao . Dessa forma, a amostra de teste continuou
sendo mantida a parte, e foi usada exclusivamente para a comparacao final entre todos

0s modelos.

2.6 COMBINACAO DE MODELOS

A combinagao de modelos é um técnica muito utilizada nos mais diversos pro-
blemas de previsao. Os primeiros estudos foram feitos na década de 1960, e o artigo
fundamental sobre o tema foi publicado em 1969 por Bates e Granger [113]. Como argu-
mentado por estes autores, a combinagao é 1til porque, se hé duas (ou mais) previsdes para
uma mesma variavel, estas previsoes podem ter sido baseadas em informacoes distintas,

de duas maneiras:

1. Cada previsao pode ter sido feita em funcao de varidveis ndo consideradas nas outras

previsoes.

2. Cada previsao pode ter sido feita a partir de suposigoes diferentes sobre as relagoes

entre as variaveis.

Estudos empiricos mostram que a combinagao entre duas previsoes diferentes re-
duz, em geral, a varidncia total do erro de previsdao [113]. Uma forma usual de se fazer
combinarmos de RNAs é por meio de “comités”: RNAs de diferentes estruturas sao treina-
das para resolver um mesmo problema, e a previsao final é dada pela média das previsoes

individuais de cada rede, ponderadas ou nao (ver [96], Se¢ao 4.7.3).

No problema de previsao de carga elétrica a curto prazo, alguns estudos recentes
[86, 88] tém indicado que combinagao de previsdes podem levar a previsdes bem melhores
(tanto em termos de acuracia quanto de precisao) do que as previsoes feitas pelos modelos
individuais. No modelo proposto nesta tese, iremos combinar as previsoes feitas por
métodos baseados em RNAs com as previsoes feitas pelo método de HWT, por meio de
um média ponderada cujos pesos sao estimados iterativamente (mais detalhes serdo vistos

a seguir, na Se¢ao 2.8.4).
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2.7 FuNCgAO DE ERRO

Para comparamos os resultado do modelo proposto com os dos outros modelos,
e com os de trabalhos ja publicados, utilizamos como métrica o erro médio absoluto
percentual (Mean Absolute Percentage Error - MAPE), dado pela Equacgao (2.14):

1 N
MAPE =100+ — 3
N i3

(Le — L)

” (2.14)

onde:

ZALt: previsao da carga no instante ¢
L,: valor observado da carga no instante ¢

N: tamanho da amostra (nimero de valores observados)

2.8 MODELOS DESENVOLVIDOS

Para avaliar o desempenho do modelo proposto nesta tese (descrito na Secao 2.8.4,
abaixo), iremos comparar suas previses com as de trés outros modelos baseados em
RNAs, dois deles especificados com auxilio de AG, e um retirado da literatura. Estes

modelos foram:

2.8.1 Modelo0

A fim de avaliarmos a eficacia do AG, tanto na selegdo de varidveis quanto na
definicao da arquitetura das RNAs, comparamos o desempenho dos modelos que utilizam
AG com o de um modelo que foi definido por métodos heuristicos em [31], com as seguintes

caracteristicas:
e 15 neurodnios na camada interna
e 24 saidas (1 para cada hora do dia seguinte)

e 50 entradas

— 24 diferencas de temperatura horarias de hoje para amanha
— 24 cargas horarias de hoje

— 2 variaveis dummies representando os dias de sdbado e domingo

Em [31], este modelo foi ajustado sobre uma das bases de dados que utilizamos

(Rio de Janeiro), e testado na subsérie Rio I.
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2.8.2 Modelol

O primeiro modelo criado neste trabalho, com caracteristicas especificadas por
meio de AG, é uma RNA com 103 possiveis varidveis de entradas e 24 saidas (previsoes
das 24 cargas horarias do dia seguinte), como na Figura 10. Este modelo serd denominado

Modelol. As variaveis de entrada sao:

24 diferencas entre as temperaturas horarias de hoje e as de ontem.

24 diferencas entre a temperatura de amanha e as de hoje.

48 cargas horarias, de hoje e de ontem.

7 bits para representar os dias da semana.

O AG ira selecionar as variaveis de entrada a serem incluidas no modelo, entre
estas 103 candidatas; além disso, ira selecionar o nimero de neurdénios na camada oculta,
e o niamero de épocas de treinamento. Como foram feitas cinco rodadas do AG, isto
significa que houve cinco versoes destes modelos, cada uma com variaveis de entrada e

caracteristicas diferentes.

Camadas
‘Entrada Interna Saida

Figura 10 — Modelol: RNA simples com 24 saidas

A Figura 11 mostra o fluxograma que descreve as etapas necessarias para a espe-

cificacdo dos modelos de RNA, seu treinamento e teste.



Execucdo do AG

Selecdo do melhor individuo Calculo de aptido }

v
{Melhor individuo}

selecionado

[ Treino da RNA |
com 24 saidas
especificada
pelo melhor

individuo
(No intervalo
de Treinamento) |

Calculo MSE
(No intervalo
de Validagdo)

ExecuTa 30 VEZES

Calculo MAPE
(No intervalo
de Teste)

Figura 11 — Fluxograma - Modelo1

S

Treino da RNA
com 24 saidas
(No intervalo
de Treinamento)
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2.8.3 Modelo2

O segundo modelo criado neste trabalho é uma adaptacao do Modelol. Sao utili-
zadas redes com as mesmas variaveis candidatas de entrada, porém ha apenas uma saida
em cada rede (previsao da carga em uma hora especifica para do dia seguinte). O modelo
é composto por 24 redes separadas, uma para cada hora, como na Figura 12. Este modelo

seréd denominado Modelo2.

Novamente, o AG ird selecionar as variaveis de entrada a serem incluidas em cada
uma das 24 RNAs, entre as variaveis candidatas, além de selecionar o nimero de neur6nios
nas camadas ocultas, e o nimero de épocas de treinamento. Foram feitas cinco rodadas
do AG, o que significa que houve cinco versoes destes modelos, cada uma com variaveis

de entrada e caracteristicas diferentes.

Camadas
‘Entrada Interna  Saida

x1
X2 2 1 »h1

xD
x1
X2

»h2

Figura 12 — Modelo2: 24 RNAs em paralelo

A Figura 13 mostra o fluxograma que descreve as etapas necessarias para a espe-

cificacdo dos modelos de RNA, seu treinamento e teste.



Selecdo do melhor individuo
’ Calculo d tida
‘ Execucdo do AG atcuto de aptidac }

a0

Treino das 24 RNAs

Y Calculo MSE 3
Melhor individuo . com 1 saida
) (No intervalo .
selecionado (No intervalo

de Validagdo)

de Treinamento)

ExecuTa 30 VEZES

(Treino das 24 RNASN
com 1 saida

especificada Calculo MAPE
pelo melhor (No intervalo
individuo de Teste)

(No intervalo
de Treinamento)

Figura 13 — Fluxograma - Modelo2
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2.84 Mod Comb

Este é o modelo que esta tese propoe. Nele, as previsoes sao feitas a partir da
combinacgao das previsoes do Modelo2 com as do método linear HW'T. Esta combinagao é
feita de forma linear, com apenas um parametro que precisa ser ajustado, como visto na
Equacao (2.15). Este modelo serd denominado Modelo Combinado, e serd representado
por Mod__Comb.

Ef‘INAL — OZ_/[\/?{V[OdEZOQ + (1 . O[)Z\/{{WT (215)
onde:
L Modeloz: pyrevisao da carga no instante ¢ feita pelo Modelo2
Zfl WT. previsio da carga no instante t feita pelo HWT

LFINAL; previsao final combinada.

a: constante que pondera a combinag¢ao

O ajuste do pardmetro « foi obtido pelo método de Byrd [114], que inclui restrigoes
de maximo e minimo para os pardmetros (no caso, a € [1,0]). O intervalo utilizado no
processo de ajuste foi 0 mesmo intervalo de treinamento das subséries. (Mais informacoes

sobre o método de Byrd podem ser encontradas no Anexo 5.4).

Como existem cinco versoes diferentes do Modelo2 (selecionadas em cinco rodadas
diferentes do AG), e apenas uma do HWT, as combinagoes resultaram em cinco versoes
diferentes do Mod__ Comb.

A Figura 14 mostra o fluxograma que descreve as etapas necessarias para a espe-
cificacao e treinamento dos modelos de RNA, o ajuste do HWT, e a combinacao destes

dois métodos.



Ajuste do HWT
RNAs do Modelo2 ’ (No intervalo

\ de Treinamento)

Combinacgao
Otimizagdo «
Método Byrd
(No intervalo

de Treinamento)

A 4

Calculo MAPE
(No intervalo
de Teste)

Figura 14 — Fluxograma - Mod__ Comb
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2.9 ANALISE DE SENSIBILIDADE DO MODELO A TEMPERATURA

Uma preocupagao em relagao a utilizacao dos dados de temperatura neste trabalho
é o fato de termos utilizado nas entradas dos modelos os valores observados, e nao os
valores previstos para as temperaturas do dia seguinte. Isso é comumente feito na maior
parte dos artigos publicados sobre o tema de previsao de carga a curto prazo; isto acontece,
em parte, porque nesses artigos o foco esta na previsao de carga, e ndo na previsao da
temperatura; em parte, porque as séries de temperatura previstas em geral sao dificeis de

se obter.

A maioria dos artigos, porém, nao discute as implicacoes desta substituicoes de
valores previstos por valores observados na entrada dos modelos. Quando sdo usadas
verdadeiras previsoes, é logico esperar que o desempenho dos modelos se deteriore, uma
vez que previsoes sempre sao incertas, e tém erros embutidos em seus valores. Em con-
sequéncia disto, modelos complexos, que mostram excelentes resultados nos experimentos
relatados nos artigos, talvez tenham pouca acuracia quando usados em aplicagoes com
dados reais. H4 muito poucos artigos dedicados a estudar este problema. Um artigo que
estuda o efeito da incerteza na previsao de temperatura sobre a previsao de cargas (em-
bora utilizando modelos bayesianos, nao RNAs), observa que os erros da maior parte dos
artigos publicados sao subestimados, pelo fato de os testes serem feitos sobre as tempera-
turas reais, nao sobre as previsoes [115]. Outro estudo do efeito da incerteza na previsao

da temperatura (mas, desta vez, na previsao do custo operacional), estd em [116].

Para avaliarmos a sensibilidade dos modelos ao erro nas previsoes da temperatura,
criamos cinco séries de “previsoes” simuladas de temperatura, adicionando diferentes ni-
veis de erros aleatérios as séries de valores observados. Estes erros tiveram suas variancias
especificadas de forma que as previsoes simuladas tivessem MAPEs de 1%, 2%, 3%, 4% e
5%. Para cada nivel de MAPE, geramos dez séries diferentes; obtivemos entao 50 séries

de previsoes simuladas.

Analisaremos na Secdo 3.3 o desempenho dos diferentes modelos de previsao
quando as séries de previsoes simuladas de temperatura foram usadas nas entradas das
redes, e compararemos os resultados com os obtidos quando as temperaturas reais foram
usadas. Para essa etapa do trabalho, usamos apenas uma das versoes de cada modelo,
em cada subsérie; para selecionar esta versao, utilizamos uma heuristica simples: usamos
a versao que obteve o melhor MAPE médio. No caso de empate (sensibilidade de duas
casas decimais), usamos a versao que teve o menor MAPE minimo e, em seguida, a que

teve o menor intervalo interquartilico nos MAPEs.
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3 RESULTADOS

3.1 COMPARACAO DOS MAPES

Para validar o modelo proposto, compararemos seu desempenho com o de dois
benchmarks ingénuos (Naive2 e Naivel68), com o do método de HWT usado indivi-
dualmente, e com trés modelos baseados puramente em RNAs (para detalhes sobre a

arquitetura destas redes, ver Se¢ao 2.8):

e Modelo0: RNA com a arquitetura testada em [31] sobre a mesma subsérie Rio I

usada neste trabalho;

e Modelo1: RNA de 24 nés de saidas, cada um responsavel por prever a carga a cada

hora do dia seguinte; selecao de variaveis de entradas e arquitetura feita por AG.

o Modelo2: 24 RNAs de um né de saida tnico, em paralelo, cada RNA responsavel
por prever a carga em uma hora determinada do dia seguinte; selecao de variaveis

de entradas e arquitetura feita por AG.

O modelo proposto nesta tese faz uma combinagao linear das previsoes do Modelo2

com os do método HWT, e serd denotado a seguir por "Mod__ Comb".

Uma vez que treinamento das RNAs parte de pesos iniciais aleatérios, fizemos 30
rodadas de treinamos de cada uma das arquiteturas escolhidas, mostramos os resulta-
dos obtidos (os erros MAPEs de cada rodada) por meio de boxplots, facilitando assim a
comparagao. Fizemos alguns testes com diferentes nimeros de rodadas de treinamento, e
verificamos que um numero de trinta rodadas era suficiente para nos permitir comparar

o comportamento final da RNAs.

A Figura 15 apresenta os resultados obtidos na subsérie Rio I. O Modelo0 tinha
sido originalmente estudado e ajustado sobre essa mesma subsérie, e obteve resultados
melhores do que os do Modelol (nas demais subséries, contudo, o desempenho do Modelo0
piora significativamente). Observa-se que as redes do Modelo2 tiveram em geral melhor
desempenho do que as do Modelol, particularmente no que se refere a dispersao dos
erros. Os resultados das redes do Mod Comb, contudo, sdo praticamente idénticos aos
do Modelo2. Tsso serd discutido na préxima Secdo (3.2), onde analisaremos o método de

combinagao.

Uma observacao importante a ser feita é a de que existe, neste caso, uma grande
variabilidade entre os resultados das RNAs selecionadas pelo AG, o que pode ser cons-
tatado comparando as cinco versoes diferentes feitas para cada modelo; o problema da

defini¢do da arquitetura da redes pelo AG serd discutido mais adiante, na Secao 3.4.
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Figura 16 — Comparacao dos MAPEs de todos os resultados - Rio 11

Ainda na base de dados do Rio, a Figura 16 mostra os resultados obtidos na

subsérie Rio II. Aqui, as redes do Modelol tiveram em geral desempenho proximas da

rede do Modelo0. As redes do Modelo2 mostraram um resultado bem melhor, tanto

em termos da mediana quanto da dispersao dos erros. Em relacdo a elas, as redes do

Mod__Comb conseguiram apenas uma pequena melhora.

As Figuras 17, 18, 19 mostram os resultados obtidos nas subséries Washington I,

IT e III respectivamente. Nota-se que o desempenho das redes dos Modelol e Modelo2

foram melhores em mediana que a rede do Modelo0, em todas as trés subséries; isto era

de se esperar, uma vez que a RNA do Modelo0 tinha sido especificada originalmente para
os dados de outra base de dados (a subsérie Rio II). Os resultados das redes do Modelo2
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Figura 17 — Comparagdo dos MAPEs de todos os resultados - Washington I

foram melhores, em termos de dispersao, que os dos Modelol e Modelo(. Novamente,

verificamos também que o desempenho das redes do Mod_ Comb foi pouco diferente das
do Modelo2.

Ha varios fatores que podem justificar a diferenca de desempenho dos modelos
nas diferentes bases de dados. Um deles é a possivel diferenca da composi¢ao das cargas
elétricas (normalmente classificadas como residencial, comercial, industrial e publica).
Em geral, as cargas industriais sdo mais faceis de prever do que as outras, devido a
regularidade nas rotinas de funcionamento das industrias. Outro fator que pode tornar
uma série mais facil ou mais dificil de se prever é a estacao do ano em que se encontra
a subsérie testada; em algumas estacoes, as flutuagoes de temperatura e outras variaveis
meteoroldgicas sao mais severas, o que pode causar alteracdo no consumo de energia.
Por fim, existem também os fatores culturais. As séries de carga, como quaisquer séries
de consumo estudadas na Economia, indicam o comportamento de uma populagao, e sao
influenciadas pelas caracteristicas sociais e econdmicas desta populagao. Nao conhecemos,
porém, praticamente nenhum detalhe sobre a composigao destas séries (que foram obtidas
online) ou sobre o comportamento dos consumidores. Esta falta de conhecimento sobre a
realidade em que o problema de previsao estd inserido é uma justificativa para o emprego
de técnicas de inteligéncia computacional, como o AG, que busquem extrair informacao

dos dados disponiveis, de forma automatica, e usar esta informagao para definir os detalhes

das RNAs.

As Figuras 20 e 21 mostram os resultados obtidos nas duas subséries da base de
dados da Eslovaquia. Nao existem, para estas séries, observacoes horarias da tempera-
tura, mas apenas as médias didrias destas temperaturas. Estas médias, aparentemente,

trazem pouca informacgao para os modelos, e nota-se que a RNA usada com benchmark
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Figura 19 — Comparacao dos MAPEs de todos os resultados - Washington II1

(Modelo0) teve um desempenho muito pior do que o HWT (que é um método univariado,
e nao utiliza dados de temperatura). Nestas subséries, as versoes do Mod_ Comb tiveram
um desempenho um pouco melhor do que as do Modelo2, especialmente em termos das
dispersdes dos MAPES; ou seja, a combinacao de RNAs com o método HWT conseguiu
um resultado melhor do que os modelos usando simplesmente RNAs. Estes resultados

serao melhor analisados na Secao 3.2.



Erro MAFE

Erro MAPE

32 34 36 38 40

a0

36

3.4

3.2

3.0

2.8

51

Modeto Modelo? Modelo2 Mod_Comb | nur
1
1
[n]
[n]
—
-1 o o
[n]
[=]
- == B2 T T 2
= - + /= s T i ]
= = o R e | R
— - ¥ . =
—
[ [ [ [ [ I [ [ [ [ [ [ [ [
1 2 3 4 5 1 2 3 4 5 2 3 4 L]

Cinco verses identificadas por AG para cada modelo; 30 rodadas cada versdo

Figura 20 — Comparacao dos MAPEs de todos os resultados - Eslovaquia I

Modeto Modelo? Modelo2 Mod_Comb | pur
1
1
[n]
_l;.l_
lor=7. - =
=E= E r o omm .
. i T
e e
-
[ [ [ [ [ [ [ [ [ [ [ [ [ [
1 2 3 4 5 1 2 3 4 5 2 3 4 5

Cinco versfes identificadas por AG para cada modelo; 30 rodadas cadavers3o

Figura 21 — Comparacao dos MAPEs de todos os resultados - Eslovaquia I1



52

3.2 ANALISE DA COMBINACAO

Faremos nesta se¢ao uma analise das combinagoes feitas no Mod__Comb, reunindo

as previsoes das RNAs do Modelo2 e as previsoes do método linear de HWT.

Utilizamos o método de Byrd, explicado na Se¢do 5.4 para definir o valor do

parametro «, que pondera a combinag¢ado, na forma linear dada por:

EZFINAL _ OzEZMOdEZOQ + (1 _ a)ZfIWT (31>
onde:

[ Modelo2 & o previsio no tempo ¢ fornecida pelo Modelo2

LIWT & a previsao no tempo ¢ fornecida pelo HWT

« constante que pondera a combinagao

LFINAL g previsao final combinada.
O valor de « foi estimado utilizando-se os dados das mesmas subséries usadas para
treinamento da RNAs do Modelo2; isto é, o ajuste foi feito em um intervalo diferente do

intervalo de teste.

Para avaliarmos o comportamento da combinacao utilizada no Mod_ Comb, usamos
como benchmark uma combinacao naive onde o o nao foi definido por otimizacao, e sim
definido previamente com o valor de 0.5, dando pesos iguais as previsoes do Modelo2 e as
do HWT.

A combinacgao otimizada pelo método de Byrd obteve resultados melhores do que a
naive em quatro dos sete subséries, em termos medianos, como pode ser visto nas Figuras
25, 26, 27 e 28 (subsérie Rio II, e todas as trés subséries de Washington). Contudo, as
Figuras 22, 23 e 24 mostram que em trés das sete subséries de teste (Rio I, Eslovaquia
I e Eslovdquia II, respectivamente), a combinagao de Byrd obteve resultados piores que
a naive. Isto sugere que ainda podem ser feitas melhorias no método de otimizacao

utilizado.
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Em geral, o comportamento foi bem parecido entre as varias combinacoes feitas

sobre uma mesma subsérie. Quando uma destas combinac¢oes obtinha melhores resulta-

dos com a otimizacao de Byrd, as demais, na maioria das vezes, também conseguiam

resultados melhores utilizando esta otimizacao; da mesma forma, quando uma das com-

binagoes naive obtinha melhores resultados, as demais também ficavam melhores com a

combinagao naive.

A grande contribuicdo da combinacao de modelos sera vista na Secao 3.3, que

analisa a sensibilidade do Mod_ Comb a possiveis erros na previsao da temperatura futura

(até o momento, as temperaturas utilizadas na entrada das RNAs foram temperaturas

observadas, e nao previsoes das mesmas).



Erro MAPE

Erro MAPE

2.20 225 2.30 2.35

215

2.20 225 2.30 235

215

95

—
1 [u]
- == =
== i — = -
o B ==
— -
1
-
—_
1 .
| —_
|
T : — =
0 |
— i -
1
1
i -
T T T T T T T T T T
Byrd naive Byrd naive Byrd naive Byrd naive Byrd naive
Mod Comb 1 Mod Comb 2 Mod Comb 3 Mod Comb 4 Mod Comb 5
Figura 27 — Comparacao das combinacoes naive e Byrd - Washington I1
[n]
—_
=]
= . B & ==
_I;.l_ 1
-1
-
1
— -
1
1
- 4 = T
-1 1 1
— —
1 -
i -
1
T T T T T T T T | T
Byrd naive Byrd naive Byrd naive Byrd naive Byrd naive
Mod_Comb_1 Mod_Comb_2 Mod_Comb_3 Mod_Comb_4 Mod_Comb_3

Figura 28 — Comparacao das combinagdes naive e Byrd - Washington 111



o6

3.3 ANALISE DE SENSIBILIDADE A TEMPERATURA

Para as analises feitas nesta secdo, selecionamos apenas a melhor versao do Mod_ Comb
para subsérie, dentre as cinco disponiveis, e avaliamos seu desempenho quando sao utiliza-
das na entrada das RNAs séries de temperatura com diferentes niveis de ruido adicionado.

As versoes do Mod__Comb selecionados para cada subsérie foram:

subsérie versao do Mod_ Comb
Rio 1

Rio II
Washington I
Washington II
Washington III
Eslovaquia 1
Eslovaquia I1

LW N W

Para cada subsérie, foram geradas séries simuladas, pela adi¢ao de ruidos gaussia-
nos a série de temperaturas observadas. Empregamos cinco niveis crescentes de ruido, de
forma que as séries resultantes tivessem erros MAPE, em relagao as temperaturas obser-
vadas, de 1%, 2%, 3%, 4% e 5%. Para cada um destes niveis de ruido, geramos 10 séries
simuladas distintas. Considerando que cada versao do Mod_ Comb foi treinada 30 vezes

em cada subsérie, obtivemos entao 300 resultados para cada nivel de ruido considerado.

Faremos a seguir uma analise da evoluc¢ao do erro MAPE do modelo e do valor
da constante a que pondera a combinacao entre as previsao do Modelo2 e as do HW'T,
a medida que aumenta o erro na temperatura. Em cada grafico nas figuras a seguir, a
janela superior mostra os MAPEs dos modelos; a janela inferior mostra a evolug¢ao do

valor da constante a. Ambas as janelas estao divididas em trés partes:

1. A primeira mostra os resultados das versoes Modelo2, que nao tem combinac¢ao com

o HWT (o que é equivalente a uma combinagao onde a = 1.);

2. A segunda mostra os resultados do Mod_Comb (combinagoes entre o Modelo2 e
HWT), e os valores da constante a dessas combinagoes, conforme otimizado pelo
método de Byrd (ver Segbes 3.2 e 2.8.4), para os diferentes niveis de ruido na

temperatura;

3. A terceira mostra os resultados do Mod__Comb, usando agora uma combinacao naive
(=10.5).

A primeira conclusdo que pode ser obtida, a partir da andlise destes graficos, é
a de que a combinacao do Modelo2 com o HW'T, seja ela de Byrd ou naive, conseguiu
reduzir visivelmente a sensibilidade do Mod_Comb em relagao aos erros de previsao da

temperatura.



Erro MAPE

Yalores do o

Erra MAPE

Yalores do o

28 30 3z

22 24 28

0.4

22 24 26

20

05 07 09

o7

Modelo2 Mod_Comb Byrd Mod _Comb Naive
T hwtd T
- =]
H 1

] =4

H

1

—_
- T T

o ——— = - — = E |=| g

T T T T T T
0% 1% 2% 3% 4% 5%

T
0%

1% 2% 3% 4% 5%

| | | | | |
0% 1% 2% 3% 4% 5%

Figura 29 — Analise de sensibilidade - Modelo2-3 e Mod__Comb-3 - Rio 1

Modelo2 Mod Comb Byrd Mod Comb Naive
— = hvwtd g
P
Tt
= oA I B
. - 1 ! | :
T 1 | 1 I
T o
7] ! I : : -+
— 1 ] -1 |
L - :
] S I I B S 1 —
1 = L
- + - - o~ 1 o + -
I I I I I I I I I I I I I I I I I I
0% 1% 2% 3% 4% 5% 0% 1% 2% 3% 4% 5% 0% 1% 2% 3% 4% 5%
—
] =
— ] ] T
- T T
— €4 _:_ _;_ _L I

Figura 30 — Analise de sensibilidade - Modelo2-4 e Mod__Comb-4 - Rio 11




Erro MAPE

Yalores do o

Erra MAPE

Yalores do o

23 24 25 28

22

ng

0.4

26

2.4

24

23

09 21 22

o.v

0.4

ModeloZ2

Mod _Comb Byrd

o8

Mod Comb Naive

e
—
I -

T T T T T T
0% 1% 2% 3% 4% 5%

| | | | | |
0% 1% 2% 3% 4% 5%

Figura 31 — Analise de sensibilidade - Modelo2-4 e Mod__ Comb-4 - Washington 1

Modelo2 Mod Comb Byrd Mod Comb Naive
T
I
1
_?_ -+ - -
== ' + ==
o T E i; L
E — B - *% o
M = -
LT L%
= - =
=5 %f .

T T T T T T
0% 1% 2% 3% 4% 5%

| | | | | |
0% 1% 2% 3% 4% 5%

Figura 32 — Analise de sensibilidade - Modelo2-1 e Mod__Comb-1 - Washington II




Erro MAPE

Yalores do o

26

245

23 24

22

ng

0.4

ModeloZ2

Mod _Comb Byrd

99

Mod Comb Naive

P ==
-

e i

T T T T T T
0% 1% 2% 3% 4% 5%

T | |
0%

1% 2% 3% 4% 5% 0% 1% 2% 3% 4% 5%

i‘*

il

Figura 33 — Analise de sensibilidade - Modelo2-2 e Mod__ Comb-2 - Washington ITI




60

Na subsérie Rio I (Figura 29), nota-se que o desempenho do Modelo2 se deteriora
sensivelmente a medida que aumenta o erro na série de entrada, e se torna nitidamente pior
do que o do método univariado HW'T quando o erro na previsao de temperatura ultrapassa
3%. Na subsérie Rio II (Figura 30), esta sensibilidade também é visivel, embora nao seja
tao marcante. O grafico das constantes @ da combinacao mostra um comportamento
que faz sentido légico: a medida que aumenta a incerteza na previsao da temperatura
usada na entrada das redes, a combinacao passa a dar mais peso a previsao do HW'T,
que nao depende da temperatura. Nestas duas séries, a combinacao de Byrd e a naive
resultaram em erros aproximadamente iguais, em termos medianos; a combinacao naive,

porém, resultou em menor dispersao dos erros.

Nas trés subséries da base de dados de Washington (Figuras 31 a 33), compor-
tamentos similares também puderam ser observados. O Modelo2 se mostrou bastante
sensivel, com seu MAPE aumentando a medida que cresce a incerteza na temperatura. A
combinacao de RNAs com um método linear tornou o Mod_ Comb menos sensivel, com
menor variagao na mediana e na dispersao dos MAPEs. A combinacao de Byrd conseguiu
melhores resultados em termos medianos do que a naive, nas trés subséries; a combinacao

naive, contudo, conseguiu previsdes com dispersao claramente menor.

As Figuras 34 e 35 mostram os resultados obtidos com as duas subséries do banco
de dados da Eslovaquia. Nestas subséries, a sensibilidade dos modelos em relacao a
temperatura se manifesta de forma muito diferente da que foi vista anteriormente nas
séries do Rio e de Washington. O principal fator a causar esta mudanca de comportamento
¢é o fato da base da Eslovaquia conter apenas a média da temperatura observada no dia e
nao todas as 24 temperaturas observadas a cada hora dos dias; ha portanto muito menos

informagcao sobre temperatura a ser utilizada pelos modelos.

A Figura 34 mostra que o Modelo2 tem muita pouca sensibilidade, mantendo o
MAPE mediano praticamente constante, para todos os niveis de ruido nas temperaturas
na entrada. As duas formas de combinacao, tanto a de Byrd quando a naive, conse-
guem resultados praticamente equivalente, em termos da mediana dos MAPEs e de sua

dispersao.

Na Figura 35 (subsérie Eslovaquia 2), o Modelo2 nao mostra nenhuma sensibilidade
ao erro na temperatura. Isto pode ser explicado, se analisarmos a selecao de variaveis
feita pelo AG. Ha apenas duas varidveis de temperatura possiveis, entre as candidatas
para entrada nas redes, uma indicando a diferenca da média da temperatura de hoje para
amanha e a outra para a diferenca da média da temperatura de ontem para hoje. O
AG, contudo, nao incluiu nenhuma das duas entre as entradas usadas no Modelo2. Mais

detalhes sobre a selecao de variaveis do método AG serd vistos na Secao 3.4.
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3.4 ANALISE DA SELECAO FEITA PELO AG

As analises feitas na Secao 3.3 levantaram algumas questoes sobre o comporta-
mento dos modelos obtidos pelo AG neste trabalho. Houve uma variagdo consideravel
nos resultados obtidos dentro de uma mesma subsérie, e em alguns casos os resultados
foram piores que os do Modelo0, utilizado como benchmark. Nesta Secao, analisaremos

os resultados obtidos pelo AG para cada modelo e cada subsérie.

3.4.1 Selegao de variaveis de entrada relacionadas das cargas passadas

Analisaremos primeiramente a selecao das varidveis de entrada relacionadas aos
valores histéricos observados da carga elétrica. Nos modelos que empregamos, as variaveis
de carga candidatas para inclusao nos modelos foram as cargas das 24 horas do dia em
que é feita a previsao, e as cargas das 24 horas do dia anterior a este (para simplificar,
consideraremos que todas as previsoes sao feitas no dia de hoje, e chamaremos estas cargas

de cargas de hoje e de ontem).

O resultado da selecao feita pelo AG entre estas 48 candidatas pode ser visto nas
Tabelas 4, 5 e 6. Estas tabelas indicam, em cada coluna, quais variaveis de carga foram
selecionadas pelo AG para cada versao dos modelos testados. As colunas sdo agrupadas
de acordo com o tipo de modelo (Modelol e Modelo2) e com as subséries de cada base
de dados usadas para teste. As linhas das tabelas contém as 24 observacoes das cargas
de hoje e as 24 observacoes das cargas de ontem, e cada célula mostra se uma variavel
especifica foi ou nao selecionada pelo AG para participar do treinamento da RNA, por
meio de uma variavel dummy. Para facilitar a analise, adicionamos linhas intermediarias

com o total de varidveis de entrada que cada RNA utilizou em seu treinamento.

A primeira observagao que pode ser feita é a de que nenhum dos modelos utilizou
todas as variaveis de carga disponiveis. Na subsérie Rio I, os modelos usaram de 7 a 16
das varidveis que representam as cargas de hoje (mediana = 9,5), e de 10 a 16 das cargas
de ontem (mediana = 12). Na subsérie Rio II, os modelos usaram de 10 a 14 varidveis

das cargas de hoje (mediana = 12), e de 10 a 16 das cargas de ontem (mediana = 12.5).

O AG faz, portanto, uma reducao na dimensionalidade do espaco de entrada, redu-
zindo aproximadamente pela metade o niimero de variaveis usadas. Isto era de se esperar,
uma vez que ha uma forte autocorrelagdo na séries de carga; a informacao existente na
carga, por exemplo, da hora h=13 de um dia é bem similar a na da carga da hora h=14
do mesmo dia. Portanto, é possivel descartar algumas destas variaveis e construir um

modelo de arquitetura mais simples, que ainda assim consiga previsoes com boa acuracia.

Outra observagao é a de que nenhuma das variaveis foi selecionada pelo AG para
inclusao em todos os modelos; todas as variaveis participaram de algum dos modelos,

mas nenhuma delas foi consistentemente incluida ou excluida de todos os modelos. Al-
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guns pesquisadores (por exemplo [117]) propdem modelos que selecionam alguns pontos
cardeais na série de cargas, aqueles que definem de forma simplificada a forma do perfil de
carga, fazem previsoes para estes instantes, e depois prevéem o resto do perfil por inter-
polacao. O resultado das rodadas do AG contudo mostra que, pelo menos nas subséries
testadas, nao ha instantes de tempo que parecam conter informacgdo mais relevantes do
que os outros; nem mesmo ha uma tendéncia de inclusao das observacoes mais recentes
do histérico de carga, em detrimento das mais antigas. Isto é um efeito 16gico da forte
autocorrelagao existente entre as observagoes, que faz com que todas contenham mais ou
menos as mesmas informacgoes; como consequéncia, o trabalho de selecao de variaveis feito
pelo AG se torna muito dificil, pois hd um grande niimero de solugoes possiveis (vetores de

entrada) que levam a modelos cujas previsoes tém aproximadamente a mesma acuricia.
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Tabela 4 — Atributos de carga selecionados pelo AG - Rio
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Tabela 5 — Atributos de carga selecionados pelo AG - Washington
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Tabela 6 — Atributos de carga selecionados pelo AG - Eslovaquia
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3.4.2 Selecio de variaveis de entrada relacionadas as temperaturas

Uma andlise semelhante a da Sec¢ao anterior pode ser feita nos resultados da sele¢ao
das variaveis relacionadas a temperatura, mostrado nas Tabelas 7, 8 ¢ 9. De forma similar
ao que foi feito nas tabelas anteriores, estas tabelas indicam, em cada coluna, quais
variaveis de diferenca de temperatura foram selecionadas pelo AG para cada versao dos
modelos testados. As colunas sdo agrupadas da mesma forma utilizada nas tabelas vistas

anteriormente.

Novamente, verifica-se que nenhum dos modelos utilizou todas as variaveis dispo-
niveis. Nos dados do Rio (Tabela 7), observamos que os modelos na subsérie Rio I usaram
entre 8 a 14 das varidveis que representam as diferencas de temperatura de ontem para
hoje (mediana = 10,5), e entre 9 a 15 das diferengas de temperatura de hoje para amanha
(mediana = 12,5). Na subsérie Rio II, por outro lado, os modelos usaram menos infor-
magcao relacionada a temperatura; os vetores de entrada continham entre 2 a 9 (mediana
= 5) varidveis representando as diferencas de temperatura de ontem para hoje, e entre 7
a 12 (mediana = 11) varidveis representando as diferencas de temperatura de hoje para

amanha.

Nos dados de Washington (Tabela 8), o comportamento foi similar. Nenhuma
variavel foi incluida em todas os modelos, e total de varidveis selecionadas nao mostrou
nenhum padrao identificavel. O ntmero de variaveis de diferenca de temperatura nas
entradas, entre os seis modelos considerados, variou entre 5 e 16 (com medianas entre 10

e 12,5).

Nos dados da Eslovaquia (Tabela 9), ha apenas temperaturas médias didrias, em
vez de perfis horarios, e portanto apenas duas variaveis de diferencas de temperatura. A
variavel que indica a diferenca de temperatura média de hoje para amanha foi selecionada
em todos os modelos na subsérie Eslovaquia I; na subsérie Eslovaquia II, contudo, em
apenas 3 dos 10 modelos. A variavel que indica a diferenca de temperatura média de
ontem para hoje foi incluida em 9 dos 20 modelos usados nas duas subséries. Note-se
que em quatro dos modelos na subsérie Eslovaquia II nenhuma variavel relacionada a
temperatura foi selecionada; estes modelos sao, em esséncia, univariados, uma vez que
as rodadas de AG indicaram que a informacao contida na temperatura nao justificava a
sua inclusao nos modelos (dai os resultados mostrados na Figura 35, que mostram que os

modelos nao tém nenhuma sensibilidade & temperatura).
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Tabela 7 — Atributos de temperatura selecionados pelo AG - Rio
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Tabela 8 — Atributos de temperatura selecionados pelo AG - Washington
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Tabela 9 — Atributos de temperatura selecionados pelo AG - Eslovaquia

Eslovaquia I Eslovaquia 11
Hora Modelol | Modelo2 | Modelol | Modelo2
12345/12345(12345(12345

Diferenca da temperatura|ll1 0001011000010111100

média de ontem para hoje
Diferenca da temperaturaj11111111111010100000

média de hoje para amanha

3.4.3 Selecao de varidveis indicadoras do dia da semana

Na selecao das varidaveis de entrada nas RNAs, o AG teve também que escolher
entre os dummies usados para informar as RNAs o dia da semana a partir do qual seria
feita a previsao. A Tabela 10 mostra o resultado dessa sele¢dao, nas base de dados do
Rio. Usamos uma codificagdo 1-of-(c-1) [104]; ou seja, os sete dias da semana foram
representados por meio de seis variaveis dummy; o domingo é indicado quando as todas
os dummies tiverem valores nulos. Uma vez que os dias da semana apresentam todos um
perfil de cargas bastante semelhante (mas claramente distinto dos perfis observados nos
sabados e nos domingos), poderiamos esperar que poucos dummies fossem necessarios na
entrada das RNAs; no caso extremos, poderia ser usado apenas um dummy que indicasse
se o dia a ser previsto é um dia de semana ou um de fim-de-semana. No entanto, isto
nao aconteceu, e a maioria dos modelos usou 4 ou mais dummies, e 11 dos 20 modelos
usaram todos os dummies disponiveis (a tnica exce¢ao ocorreu no Modelol da subsérie
Rio I, que usou apenas dois dummies). O dummy menos usado foi o que representa os
sdabados (incluido em 16 dos 20 modelos); os mais usados foram os que representam as

segundas-feiras e as quartas-feiras (em 19 de 20 modelos).

A Tabela 11 mostra o resultado da selecdo, nas base de dados de Washington.
Foi usada desta vez uma codificacdo em dummies 1-of-c [104], em que cada um dia da
semana foi representado por um dummy. Novamente, todos os modelos usaram um grande
numero de dummies, entre 4 e 7; a excecao foi o Modelo2 na subsérie Washington 1, que
usou apenas trés. Apenas dois dos modelos usaram todos os sete dummies disponiveis
O dummy mais frequentemente empregado foi o que representa as sextas-feiras (em 29
dos 30 modelos); o menos empregado foi o que representa as tercas-feiras (em 11 dos 30

modelos).

Por fim, a Tabela 12 mostra os resultados na base de dados da Eslovaquia. Em
nenhum dos modelos o AG selecionou todos os dummies, o que corrobora a idéia de uma
codificagao 1-of-(c-1), com 6 dummies, poderia ter sido usada sem perda de acurdcia. Em
11 dos 20 modelos, o AG selecionou seis dos dummies,o que é suficiente para indicar o dia

exato da semana; nenhum dos modelos usou menos de 4 dummies.
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Tabela 10 — Atributos para os dias de semana selecionados pelo AG - Rio

Rio II

Modelo2

Modelo1

12345

™

™ o

™

™ =

™ o

— o — O

— o — O

™

— o — OO —

O

Rio I

Modelo2

Modelo1
12345

1234512345

11j1111111111

1

— o o

— o — O

— o —— O

™ o~

™

— O O A

o

— O O

1
1
1
1
1
1

0
0
0
0
1
1

26464665 56[(5560556¢6€6F6F©6

Dia

Seg.

Ter.
Qua.
Qui

Sex.

Sab.

2

Tabela 11 — Atributos para os dias de semana selecionados pelo AG - Washington
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Tabela 12 — Atributos para os dias de semana selecionados pelo AG - Eslovaquia
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3.4.4 Selecio de numero de neuronios e de épocas de treinamento

Além de fazer uma selegdo binaria, definindo se uma possivel varidvel de entrada
participa ou nao do treinamento das RNAs, o AG também foi usado para definir o nimero
de neuro6nios internos na camada oculta da cada RNA, e o niimero de épocas maximo para

o treinamento.

As Tabelas 13, 14 e 15 mostram os resultados obtidos para as trés bases de dados.
Em cada linha, estdo indicados o niimero de neurdnios ocultos, e o niimero de épocas de
treinamento, para cada um das cinco versoes de cada modelo criadas para cada subsérie.
Como o Modelol tem 24 noés de saida (para prever o perfil de carga horaria), e Modelo2
tem apenas um (para prever a carga numa hora especifica do dia), estes dois modelos tém
nimero de neurdnios ocultos bastante diferentes; é de se esperar que as RNAs do Modelo1
sejam mais complexas, com maior nimero de neurénios. Arquiteturas com menos de 10
neuronios, de fato, foram vistas geralmente apenas no Modelo2, e s6 em duas versdes do
Modelo1.

A Tabela 13 mostra os resultados para os dados do Rio. Nota-se que as redes do
Modelo1 tiveram em geral entre 20 a 30 neuronios, e foram treinadas com um ntmero de
épocas variando de 10 a 14. As redes do Modelo2, contudo, tiveram um nimero muito
variado de neurdnios. Na subsérie Rio I, algumas tinha apenas um neuronio oculto,
enquanto outras chegavam a ter 31. A terceira coluna da tabela mostra os MAPEs

médios obtidos por cada modelo.

A Tabela 14 mostra os resultados para os dados de Washington. As redes do
Modelo1 tiveram em geral entre 10 a 32 neurdnios (mediana = 20), e foram treinadas
com um numero de épocas variando de 11 a 31 (mediana = 21). As redes do Modelo2,
novamente, tiveram em geral arquitetura mais simples. A maioria delas tiveram 11 ou
menos neuronios; apenas uma teve 27. O nimero de épocas de treinamento variou entre

19 e 30. A terceira coluna da tabela mostra os MAPEs médios obtidos por cada modelo.

Por fim, a Tabela 15 mostra os resultados para os dados da Eslovaquia. Espera-
riamos que estas redes tivessem arquitetura um pouco mais simples, ja que usam menos
varidveis de entrada (ja que ha apenas duas variaveis relacionadas a temperatura); isto,
contudo, nao ocorreu. As redes do Modelol tiveram, com apenas uma excegao, entre 21
a 31 neurdnios (mediana = 27), e foram treinadas com um ndimero de épocas variando
de 10 a 16 (mediana = 13). As redes do Modelo2 se revelaram mais complexas do que
as usadas nas outras bases de dados, e tiveram em geral entre 9 e 32 neur6nios (mediana
= 16); apenas uma teve um tnico neurénio. O nimero de épocas de treinamento variou
entre 12 e 27 (mediana = 20). A terceira coluna da tabela mostra os MAPEs médios

obtidos por cada modelo.

O ntmero de neurdnios varia claramente dentro de um mesmo modelo e subsérie,



Tabela 13 — Configuragoes da RNA selecionados pelo AG - Rio

N° de Neurdnios N° de Epocas MAPE médio

~ 1 30 14 2.25
% 2 8 11 2.43
< 3 30 11 2.46
S 4 26 12 2.60
ol 5 25 11 2.39
Zla 1 31 11 2.26
S 2 31 11 2.13
< 3 1 27 2.10
§ 4 1 29 2.51

5 1 16 2.24

-1 27 12 2.15
S 2 29 12 2.15
= 3 21 11 2.13
- § 4 29 10 2.26
S5 26 13 2.18
2o 1 5 20 2.05
% 2 17 12 2.13
< 3 24 12 2.02
S 4 25 10 1.98

5 292 13 2.13
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indicando uma dificuldade maior para o AG. O mesmo acontece com o niimero de épocas

que mesmo sempre acima de 10 ainda varia muito.

A selegao feita pelo AG fez grande diferenga nos resultados de previsao das bases

de dados de Washington e da Eslovaquia, comparados aos Modelo(. Logo ¢ importante a

selecao das variaveis de entrada e a definicdo do niimero de neurénios e niimero de épocas

de treinamento da RNA.

Tudo leva para um maior estudo para essa etapa do trabalho. Um processo que

leve a boas previsdes e ao mesmo tempo proximas seria uma grande melhoria para os

resultados.



Tabela 14 — Configuragoes da RNA selecionados pelo AG - Washington

N° de Neurdnios N° de Epocas MAPE médio

~ 1 31 21 2.35

~ |22 10 26 2.47
=133 32 21 2.34
Sis4 27 26 2.44
D5 21 21 2.40
Ela 1 7 29 2.28
32 9 23 2.26
=3 3 27 23 2.50
§ 4 8 29 2.23

5 11 19 2.34

-1 11 19 2.31

—- S 2 10 31 2.39
; T 3 16 24 2.31
gls4 29 11 2.54
@ " 5 14 22 2.26
Sl 1 3 27 2.16
218 2 3 23 2.21
=< 3 3 30 2.19
§ 4 11 24 2.28

5 7 23 2.19

~ 1 28 18 2.23
=S 2 20 16 2.32
~1z3 20 19 2.32
g S 4 24 18 2.23
| 5 17 24 2.31
§ « 1 4 29 2.17
2|2 2 3 29 2.18
= |3 3 8 27 2.23
S 4 9 24 2.22

5 4 27 2.18
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Tabela 15 — Configuragdes da RNA selecionados pelo AG - Eslovaquia

N° de Neurdnios N° de Epocas MAPE médio

~1 3 16 3.50

% 2 30 13 3.15
~Is3 28 14 3.05
5S4 31 10 3.24
gl s 21 13 3.19
2l 1 1 24 3.11
=22 9 18 3.10
M3 15 12 3.01
§ 4 18 20 3.15

5 32 27 3.10

-1 26 16 2.90
|22 24 12 2.92
=13 3 30 10 2.86
£1S4 31 13 2.98
> = 5 23 10 2.88
Tl 1 11 20 2.82
=22 19 24 2.91
Hg3 21 24 2.79
S 4 10 17 3.00

5 17 13 2.76
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4 CONCLUSAO

Estudamos neste trabalho modelos de previsao de cargas elétricas a curto prazo

baseados na combinacao entre RNAs e métodos lineares.

Em principio, RNAs pareceriam ser as ferramentas ideais para este tipo de previ-
sdo, uma vez que sao modelos extremamente flexiveis, capazes de modelar com precisao
a relagao linear entre a carga e a temperatura. Esta mesma flexibilidade, porém, faz
com que as RNAs sejam sensiveis ao ruido presente nos dados de entrada, o que pode

inviabilizar seu uso, se este ruido for demasiado.

Para avaliar esta sensibilidade, no caso do problema de previsao de cargas, anali-
samos o desempenho de um modelo constituido por um conjunto de RNAs em paralelo,
quando diferentes niveis de ruido simulado foram adicionados as séries de temperatura (a
varidvel exégena considerada no modelo). Verificamos que as RNAs sdo demasiadamente
sensiveis a este erro, o que faz com que modelos de previsao baseados exclusivamente

nelas tenham pouco aplicacao pratica.

Para lidar com esta sensibilidade, propusemos um modelo baseado na combinagao
linear entre um conjunto de 24 RNAs em paralelo e o método HWT de amortecimento
exponencial univariado. Este modelo foi testado em sete amostras de teste, extraidas de
trés séries de carga reais, e mostrou excelente desempenho preditivo, quando comparado
a diversos benchmarks, numa ampla gama de situagoes. O resultado mais importante,
contudo, foi obtido a partir da andlise da sensibilidade deste modelo. Observamos que
o peso da combinacao entre RNAs e HW'T reage ao nivel de erro presente nas séries de
temperaturas. Quando estas séries tem pouco erro, as RNAs recebem maior peso, e sao em
consequéncia capazes de modelar com precisao a relagdo nao-linear entre a temperatura
e a carga; quando as séries tém alto nivel de erro, porém, a combinacao da maior peso ao
método HW'T, que independe da temperatura. A combinacao, em consequéncia, descarta
os dados de temperatura, quando estes sao ruidosos, e faz a previsao com base apenas

nos dados passados da carga.

Este modelo combinado, portanto, parece mais adequado do que os modelos base-
ados unicamente em RNAs para previsoes em aplicagoes reais, uma vez que estas sempre
sao feitas a partir de séries de temperaturas previstas, que trazem embutidas em si um
alto nivel de erro. Como extensao a este trabalho, acreditamos que seria interessante
uma analise mais detalhada dos erros de previsao encontrados pelo sistema combinado;
em particular, a identificacao dos erros discrepantes, procurando identificar os fatores que

levam & ocorréncia de tais erros, e as medidas que podem vir a ser tomadas para evita-los.

Para trabalhos futuros, podemos sugerir:

1. Avaliar o resultado do uso do AG na busca por modelos que utilizem 24 RNAs de
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arquiteturas distintas, uma para cada hora do dia, cada uma tendo suas variaveis

de entrada, niimero de neurdnios e de épocas de treinamento;

Avaliar outras formas de ajuste do pardmetro alfa da combinacdo; por exemplo,
avaliar um método dinamico que utilize os erros mais recentes para o ajuste do

parametro, e melhore assim a acuracia das previsoes.

Melhorar a utilizacao do AG, separando a selecdo das variaveis de entrada da de-
finigdo da arquitetura (nimero de neur6nios ocultos) e da treinamento (nimero de
épocas), a fim de tornar os resultados das buscas mais estdveis, com menos variagao

entre as diferentes rodadas.
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5 ANEXOS

5.1 REDES NEURAIS ARTIFICIAIS (RNA)

A RNA é um produto do paradigma do aprendizado supervisionado. Apesar de
existirem métodos no estudo de RNA que utilizam de aprendizado nao supervisionado

este nao sera utilizado em nosso trabalho.

O aprendizado supervisionado consiste de um processo de indugao que procura
inferir hipoteses a partir de um conjunto de dados. Torna-se importante o estudo de teorias
de generalizacao no sentido de estabelecer a hipétese ou modelo que seja mais adequado
ao problema. Primeiramente, vamos abordar de forma geral o problema de aprendizado
supervisionado, em seguida introduziremos a principal teoria de generalizacao que utiliza

o conceito de aprendizagem estatistica de Vapnik e Chervonenkis [118].

Procuramos o desenvolvimento de técnicas e algoritmos no sentido de solucionar
problemas de identificacao, classificacao, predicao, estimativa e controle de sistemas adap-
tativos e paramétricos através de um processo continuo de treinamento, considerando a
existéncia de um conjunto de dados ou informacoes do ambiente. Este processo ciclico
de retroalimentacgao possibilita o ajuste progressivo dos parametros até que um resultado

6timo seja alcancado.

E importante destacar que o desenvolvimento de modelos adaptativos, ver Figura
36, segundo Principe, Euliano e Lefebvre [96], é um processo construtivo, a exemplo
dos projetos de engenharia, possuindo um conjunto de principios biolégicos, fisicos e

matematicos que justificam o seu funcionamento.

Yi Xi Dados do ambiente
/ Z, Resultado da analise
X, z. ,,I e, Y, Resultado esperado
— () _=‘|— g Erro da analise
Mudonca

dos pardmetros "1

Figura 36 — Sistemas adaptativos

Embora muitos problemas desta natureza possuam uma modelagem analitica atra-
vés de expressoes algébricas, equagoes diferenciais ou sistemas discretos, procuramos uma

alternativa de solucao mais parecida com a forma humana de atuar. Certamente, a in-
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teligéncia humana nao é capaz de realizar calculos matematicos complexos. Entretanto,
a sua habilidade em interagir com sistemas adaptativos de alta complexidade é notéria e

fruto, talvez, de milhdes de anos de evolugao em contato com a natureza.

Neste sentido, temos um problema fundamental, ou seja, temos que encontrar a
forma mais eficiente de se utilizar o conhecimento ou a habilidade humana no desenvol-

vimento de modelos adaptativos.

A principio, destacam-se duas categorias principais de sistemas. Na primeira abor-
dagem estao os sistemas de arquitetura “cima-baixo” (top-down), onde o conhecimento
humano ¢ inserido na forma de heuristicas ou regras de julgamento em modelos simbdli-
cos e declarativos, caracteristicos das técnicas cognitivas de Inteligéncia Artificial. Apesar
deste tipo de arquitetura ter sucesso na solugao de intimeras tarefas de altissima complexi-
dade, como jogos, planejamento, otimizacao combinatoéria e processamento da informacao,
a mesma ¢ deficiente na incorporacao de capacidades mentais como o aprendizado, a dis-
criminacao, a categorizagao, a generalizagdo e a memorizagao, ingredientes fundamentais

em qualquer sistema inteligente.

Na segunda abordagem, destacam-se os sistemas de arquitetura “baixo-cima”
(botom-up), provenientes dos modelos conexionistas de Inteligéncia Artificial, nos quais
o conhecimento e a habilidade humana sao conquistados ou aprendidos a partir da uti-
lizacao de um conjunto de dados experimentais, a partir da interacdo com o ambiente
e, também, a partir de um conjunto de paradigmas de aprendizado que vao direcionar a

forma como os dados do modelo serao ajustados.

E nesse conjunto de sistemas que iremos destacar alguns de grande importancia.
Nosso problema resulta em um ajuste de funcdo, portanto iremos estudar o modelo de
RNA conhecido como Adaline, onde temos apenas um neurénio linear, e o modelo utilizado
no Perceptron de Multi-Camadas, ou MLP, que adiciona ao modelo Adaline uma camada

interna com neuronios nao-lineares.

5.1.1 ADALINE

O modelo de rede neural artificial conhecido como Adaline [119], veio do trabalho
no algoritmo Least Mean Square (LMS) [119]. Seu nome ADALINE é devido ao acrénimo
— ADAptive LINear Element ou (ADAptive Linear NEuron).

Nele temos apenas um neuronio e este é linear. Ou seja, ele executa um ajuste
de fungao totalmente linear. A Figura 37 mostra uma representagao desse modelo. Nela
temos o vetor X que representa o dado de entrada, o vetor W que representa os pesos do
modelo, o scalar B que representa o bias e o scalar Z que representa o resultado obtido

pelo modelo.
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Figura 37 — Modelo Adaline

5.1.2  Perceptron de mailtiplas camadas (MLP)

O Perceptron é um algoritmo proposto por Rosenblatt [120] que tem como obje-
tivo o reconhecimento de padrdes utilizado na classificagdo dos dados. Sua topologia é
muito parecida com o Adaline, porém seu neurdnio utiliza uma funcao nao-linear. Foi

considerado o primeiro algoritmo de aprendizado relacionado a modelos nao-lineares.

Minsky e Papert [121], afirmaram que o poder de aproximacao do Perceptron

somente seria aumentado se fossem incluidas novas camadas de processamento.

Um Perceptron de multicamadas, ou simplesmente MLP, com uma camada interna,

tem sua topologia definida pela Figura 38:

Camadas
Entrada Interna  Saida
x1 /?\ /?\ >z 1

X2 2 2 z2

xD Q(/ \l\_/|/ »zM

Figura 38 — Topologia do Perceptron MLP

Existem alguns resultados interessantes relacionados ao poder de computacao das

redes MLP, principalmente quando relacionadas ao problema de aproximacgao de fungoes.

O primeiro se refere ao fato de que o poder computacional de um Perceptron de
multiplas camadas somente é aumentado se as fungoes de ativacao dos elementos pro-

cessadores forem nao-lineares. De fato, se considerarmos um Perceptron de uma camada
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interna, ou de duas camadas, como uma composicao de fungoes, ou seja:

FOQoFQ_0)) = FO_ f(E(wiz; +b:) = f(O fnets)) = f(Sjwynet; +b;)  (5.1)

podemos reduzi-lo a um Perceptron de uma tnica camada de saida se a funcao de

ativacao f for uma funcao linear.

O segundo se refere ao fato de que um Perceptron de uma camada interna produz
uma regiao de classificacao equivalente a existéncia de varias regides convexas abertas ou
fechadas, sendo cada uma formada pela intersecao de semiespacgos gerados pelos varios
hiperplanos definidos pela camada anterior. Neste sentido, o mapeamento de fun¢des na
sua forma mais geral, definidas por regioes concavas, somente é possivel em Perceptrons de
duas camadas, nos quais a camada de saida sera responsavel pela combinagao de regioes

convexas, gerando regides de classificagdo concavas ou nao necessariamente convexas.

O terceiro se refere a um teorema derivado do trabalho de Kolmogorov [122]. Este
teorema assegura que qualquer funcao continua de varias variaveis pode ser representada
ou aproximada por um pequeno ntumero de fungoes de uma variavel. Em uma rede MLP
isto significa que uma func¢ao continua de dimensado d, que mapeia valores reais pode
ser computada por uma rede de trés camadas com d unidades na camada de entrada,
d.(2d + 1) unidades na primeira camada interna, (2d + 1) unidades na segunda camada

interna e uma unidade na camada de saida.

O quarto resultado se refere ao poder de classificacao das redes de saida sigmobide.
Considerando a capacidade de mapeamento ou aproximacao universal de uma rede MLP,
e a utilizagdo de uma funcdo do tipo logistica como funcao de ativacdo, teremos um

classificador Bayesiano.

5.1.3  Aproximagao de fungoes

A aproximacao de fungoes tem como base o teorema da projecao linear, o qual
garante que uma funcao pode ser aproximada por uma combinac¢do linear de uma base

de fungoes elementares v;, associadas a um conjunto de parametros, ou seja:

F(z.0) = Y- aws(x), para um erro |f(x) — f(z,0)| < € (5.2)
Karl Weierstrass (1815-1897) provou que polinémios de alguma ordem podem
aproximar fungoes continuas em determinado intervalo. Formalmente, podemos citar

o teorema de Weierstrass como:
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“Seja Sla, b] o espago de fungoes reais e continuas definidas no intervalo [a,b]. Se

f € S[a, b] entao existe uma aproximagao polinomial para f(z),x € [a, b] na forma:

P(z) =Y aul,parai=0,..,n (5.3)

para um conjunto de coeficientes «; reais tal que |f(x) — P(z)| < €, para € > 0.

Este teorema foi estendido para a classe de fungoes sigméides por Funahashi [123],
Cybenko [124] e, posteriormente, para as fungdes gaussianas, garantindo a ambos os

modelos a capacidade de aproximadores universais.

A escolha das fungoes elementares, considerando a sua forma e quantidade, no
sentido de formar uma base de aproximacao, deve atender, a principio, a condi¢do de que

as mesmas sejam linearmente independentes, ou seja:

11 + agthy + ... + ap, se e somente se ap =g = ... =, =0 (5.4)

Outra condi¢ado imposta ao conjunto de fungoes elementares, é que a base seja

ortonormal, ou seja:

b
/ Yi(x)Y;(z)dx = 6; ; onde J representa a funcao Kronecker (5.5)

Isto significa que a projegao ortogonal de um elemento da base em outro elemento
da base fornecera sempre o valor zero, fornecendo um tnico conjunto de multiplicadores

«;, como solugdo da aproximagao ou projecao da funcao f(z).

Neste sentido, devemos avaliar o conjunto de multiplicadores através da solugao

do sistema representado pela Equacao (5.6):

ai = (f(x),%i(y)) (5.6)

Pelo fato da base ser ortonormal, temos:

fw) = X ai() (57)

Tomando o produto interno entre f(x) e ¥;(z), computamos:

(f(@), ) =D aulthi(@), 1 (2)) = ar (¢, ) (5-8)
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fornecendo:

ar = (f(x), ¥1(x)) (5.9)

De forma geral, para a avaliacdo de todos multiplicadores, temos:
a; = (f(x),v;(x)), para a aproximacao discreta e

a; = [ f(x)Y;(x)dx, para a aproximagao continua.

5.1.4 MLP e ajuste de funcgdo

Podemos considerar o modelo Perceptron, com uma camada interna com funcoes
de ativagao sigmodides e um combinador linear na camada de saida, como uma base de
fungoes elementares, conforme a Figura 39. Na Figura 39 temos o velor X que representa
os dados de entrada, o vetor W que representa os pesos do modelo, o vetor B que representa
os valores dos bias do modelo e o scalar Z que representa o valor de saida do modelo.
Neste caso, cada funcao elementar tem a forma de uma funcgao logistica, cujo parametro
representa uma combinagao linear do vetor x de entrada acrescido de um bias/viés, ou

seja, definimos:

1
Yile) = (1 + exp(net;)) (5.10)

Onde:

neti = Zwi,jxj + bz (511)

J

Determinando, como saida do modelo, o valor correspondente ao valor da funcao:

z(z) = Zaiwi(:c) (5.12)

Neste exemplo, relacionado a um Perceptron MLP, consideramos as funcgoes ele-
mentares como aproximadores globais, no sentido de que suas entradas respondem ao
espaco global do problema. Também, nao sao estaticas, mas sim adaptativas, depen-
dendo dos parametros associados ao processamento da camada interna. Neste sentido,
podemos dizer que um Perceptron de uma camada interna, ou uma MLP, aproxima uma
funcao arbitraria, real e continua, decidindo a orientacao, localizacao e amplitude de um
conjunto de fungoes de ativagdo sigmoéides multidimensionais, conforme a Figura 40. Te-
mos entao que a soma das logisticas (linhas mais finas) resultam na funcao aproximada

(linha mais escura).
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Figura 39 — MLP com base de fungoes
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Figura 40 — Aproximacao de fungbes com bases logisticas
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5.1.5  Backpropagation

O treinamento da rede neural artificial é um procedimento que tem como objetivo
ajustar ou adaptar o valor de seus pesos, convergindo assim, o resultado final da rede para

o valor desejado.

O algoritmo backpropagation, é o procedimento mais conhecido e utilizado. Foi
apresentado pela primeira vez por Paul Werbos em 1974 [125], porém somente depois do
trabalho de David E. Rumelhart, Geoffrey E. Hinton e Ronald J. Williams em 1986 [126]

ganhou fama e renovou o campo de pesquisa de redes neurais artificiais.

Ele é um algoritmo supervisionado, que utiliza o resultado esperado para adaptar
seu modelo. Ele requer que a funcao de ativagao dos neurénios da rede seja diferenciavel,

por isso muitas vezes utiliza-se a funcao logistica ou tangente.

O treinamento pode ser em linha ou em lote. O treinamento em linha atualiza
os pesos cada vez que um dado é inserido no modelo. O treinamento em lote atualiza
os pesos em épocas. Consideramos uma época quando todos os dados forem inseridos no

modelo.

Seu fluxo na prética é bem simples e pode ser demonstrado no resumo a seguir:

1. Inicializacao: Inicialize os pesos e os bias aleatoriamente, com valores no intervalo
-1; 1;

Definimos o grupo de treinamento: 7' = {z(n),d(n)} onde z(n) é a entrada e d(n)

a saida desejada.

2. Apresentacao dos dados de treinamento: em linha, executar o passo 3 e 4 para

cada individuo. Em lote executar o passo 3 e 4 para cada época.

3. Propagacao: Calcular o valor de ativagao pela Equagao (5.13) e o célculo da saida

pela Equagao (5.14) utilizando a fungao logistica.

V; = Z Wi Ty + b (513)
i=1
fO) = (5.14)
R '

A saida da dltima camada serd a da rede.

4. Sinal de Erro: Calcular o erro.

¢j(n) = dj(n) = Oj;(n) (5.15)

Onde O;(n) é a resposta da rede.
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5. Retropropagacao: Calcular os erros locais desde a saida até a entrada. O gradi-
ente local é definido pela Equagao (5.16) para a camada de saida ou pela Equagao

(5.17) para as camadas internas.

d5(n) = ¢;(n)0;(n)(1 = O;(n)) (5.16)

55(n) = ¢;(n) (1 — 0y(n)) Y- by (5.17)

Onde: O;(n)(1—0;(n)) é a funcao de logistica diferenciada, 5, é o erro das camadas

anteriores ligadas a camada j e w;j os pesos das conexoes da camada anterior.

Agora para ajustar os pesos temos:
Awm(n + 1) = QW ; (n) + T/(Sj’)/j (518)

w(n +1) = w(n) + Awy ;(n) (5.19)

onde « é a constante de momentun, 1 é a taxa de aprendizagem, d; o erro da unidade

e 7; a saida produzida pela unidade.

6. Iteracao: O algoritmo repete os passos 3, 4, 5 até que o critério de parada seja
satisfeito, como quando o erro esta abaixo do definido ou quando o numero de

iteragoes chegou ao fim.

5.1.6 Critério de parada

O processo de treinamento de uma rede neural artificial requer um critério para

ser interrompido ou finalizado.

Esse critério influéncia no resultado final, pois nao se deve treinar demais. Uma
rede com overfitting representa bem os dados do grupo de treinamento, mas nao representa

bem os dados do grupo de teste.

Isso ocorre porque quanto maior o tempo de treinamento, maior é o ajuste do
modelo ao conjunto de individuos do grupo de treinamento, tornando assim o modelo
pouco geral. E ao utilizar o mesmo modelo num outro conjunto de individuos, como no

conjunto de teste, o erro acaba sendo bem maior que o esperado.

Para tentar amenizar esse problema, um conjunto de dados, diferente dos dados de
treinamento, é testado a cada época, e o valor do erro neste conjunto de dados é utilizado
para definir o critério de parada. Esse conjunto de dados é denominado conjunto de

validagao cruzada.
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Normalmente, apés um ntmero de épocas em que o erro do grupo de validagao

piora, o treinamento da rede ¢é interrompido para tentar manter a generalizagao do modelo.

Outros critérios podem ser utilizados junto com a validagao cruzada. Critérios

mais simples como nimero de épocas ou tempo de treinamento sao comuns.

5.2 ALGORITMOS GENETICOS (AG)

O AG é uma meta-heuristica muito empregada em otimizagao. Diferente da pro-
gramacao matemadtica, praticamente todo tipo de problema pode ser acomodado ao AG,

ou seja, nao existem muitas restricoes ao seu uso.

As técnicas empregadas no AG sao inspiradas nos estudos de Charles Darwin [127],
e seu objetivo é imitar o processo de evolucao e tentar assim evoluir a melhor solugao para

um dado problema.

Nos anos 1950 e 1960, tivemos varios estudos com base nos resultados de Charles
Darwin. Muitos problemas na area da ciéncia da computagao [128] e na engenharia [129]

foram solucionados com ferramentas utilizando o mesmo principio.

Em 1973 John Holland publicou o primeiro artigo sobre o assunto [130] e em 1975
publicou o livro [131] que teve sua segunda edigao publicada no inicio da década de 90
[109]. Diferente dos demais pesquisadores, Holland queria trabalhar a técnica da evolugao
de uma maneira mais geral e nao focada em um problema especifico. E foi dessas pesquisas

que surgiu o conceito de Algoritmo Genético.

A ideia é codificar a solu¢ao do problema em individuos, uma estrutura de dados
similar a de um cromossomo, e a partir dos melhores individuos gerarmos novas solugoes
[132]. Isso representa diretamente a teoria da evolugao onde os individuos mais aptos ten-

dem a se reproduzir mais e com isso passam seu material genético para seus descendentes.

Abaixo estao apresentadas algumas defini¢des importantes para um melhor enten-
dimento do AG [132]:

e Cromossomo: cadeia de caracteres representando informagoes relativas as variaveis
do problema.

e Individuo: solugao representada por um cromossomo

e Gene: uma unidade béasica de um cromossomo

e Populacao: o conjunto de individuos ou solugoes candidatas

e Geracao: Etapa do processo evolutivo da populacao

e Operacoes Genéticas: operacoes realizadas nos cromossomos
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e Aptidao: valor numérico do desempenho da solucdo, utilizado para a selecdo de

individuos para reproducao.

O processo de evolugdao computacional do AG segue um esquema simples, como
demonstrado na Figura 41. Existe um grande conjunto de op¢oes que podem ser utilizadas

para melhor processo computacional do método.

inicializa populagao

{

avalia populagao

verifica
critério de
parada

finaliza . <@ | substitui individuos

'continua
selegao avalia populagéao
cruzamento e mutacao

Figura 41 — Fluxo de funcionamento de um AG simples

5.2.1 Processo de evolugao

Basicamente apenas dois passos da codificacao de um AG sao dependentes do

problema: a codificacao dos dados e a func¢ao objetivo.
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A codificagdo é a metodologia a ser adotada na representacdo de uma solugao
candidata do problema em um cromossomo e a fun¢ao objetivo ¢é a fungao que ira informar

a aptidao do individuo, ou seja, ela ird informar quao boa é uma dada solucao.

A codificacao é uma das mais importantes decisdes do processo, pois é a partir dela
que iremos representar computacionalmente uma solugao candidata do problema [133].
Nele iremos levar as variaveis do problema para um cromossomo artificial. Continuando
o paralelo, o gene do cromossomo artificial é a representacao individual de cada uma das

variaveis do problema.

Essa transformagao entre solugdo/cromossomo é o que diferencia o gendtipo do
fenotipo. O gendtipo é a representacao de uma solugao em um cromossomo, e o fenétipo
representa a informagao no contexto do problema. Existem diversas formas de represen-

tacdo do cromossomo. As mais importantes sao:
e Binaria: utilizada em diversos tipos de problemas, muito utilizado na representagao
de valores inteiros e continuos.

e Real: mais utilizada em problemas de variaveis continuas e muitas vezes também a

mais adequada.

e Permutacao de simbolos: importante para problemas onde a ordem da informacao

¢ importante.

e Arvore: utilizada principalmente em problemas de regressao simbélica. Ex. ajuste

de uma expressao algébrica.

A decodificacdo do cromossomo bindrio pode ser facilmente exemplificada pela
tabela da Figura 42:

Individuo Cromossomo (Binario) Fendtipo (Inteiro)

1 100011 35
2 001000 8
3 101011 43
1 111000 56

Figura 42 — Exemplo de codificacao
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5.2.2  Funcado objetivo

A funcao objetivo, como ja foi dito, leva uma solucao ou cromossomo a um valor
que sera utilizado para avaliar a aptidao do mesmo. Nesta etapa, apos a decodificacao do
cromossomo, as variaveis do problema sao repassadas para a fungao objetivo e a partir do

seu resultado podemos inferir sobre a aptidao do individuo.

Num exemplo simples podemos utilizar a funcao f(z) = x?. Utilizando os indivi-
duos da tabela da Figura 42 temos respectivamente os valores de aptidao: 1225, 64, 1849,
3136. Considerando uma otimizacao para encontrar o ponto de maximo, temos como
melhor o individuo 4. No caso de encontrar o ponto de minimo, temos como melhor o

individuo 2.

Como a funcao objetivo varia para cada problema, ela pode ser tanto uma simples
funcdo matematica, como requerer uma completa simulagdo computacional. Devido a
essa variagao no tipo de fungdo objetivo, existem algumas variagoes no AG para fungoes

mais simples ou mais complexas.

5.2.3  Processo de selecao

O processo de selegao é o momento de escolhermos, dentre a populagao atual, os

individuos que irdao propagar seu material genético para a préxima geracao.

Existem diversas formas de selecdo e cada uma leva em consideracao de forma
diferente a aptidao do individuo. O trabalho de Blickle e Thiele [134] faz um estudo
comparativo entre as diversas formas de selecao utilizadas, em especial o seguinte conjunto

de processos seletivos: torneio, truncamento, ranking e roleta.

e Roleta: conhecida como sele¢ao proporcional. A probabilidade de um individuo ser

escolhido é proporcional a sua aptidao.

e Torneio: dois ou mais individuos sao escolhidos aleatoriamente da populacao e com-

parados. O melhor individuo é selecionado.

e Truncada: somente uma fracdo mais apta da populacao participa da selecao, e neste

conjunto todos tem a mesma probabilidade de serem escolhidos.

e Ranking: os individuos sao ordenados de acordo com sua aptidao e a probabilidade
de serem escolhidos é proporcional a esta posicao. Essa proporc¢ao pode ser linear

ou exponencial.

5.2.4  Operadores genéticos

Em AG temos um conjunto de operadores. Sao os responsaveis pela manipulacao

genética dos individuos e na geracao de novos. E a partir desse processo que os individuos
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passam adiante seu material genético.

Eles podem trabalhar com um ou mais cromossomos. Os operadores de cruza-
mento ou crossover trabalham com mais de um cromossomo, normalmente dois deles. Os

operadores de mutagao trabalham em apenas um cromossomo por vez.

5.2.5  Operador de crossover

A operagao de crossover, ou recombinagao, cria um ou mais filhos a partir de
seus pais. Normalmente sao utilizados dois individuos e criados dois novos. Em uma
codificagao binaria costumam ser utilizados crossover de um ou dois pontos ou entao o

crossover uniforme.

O crossover de um ou dois pontos define posigdes aleatorias entre os genes dos
individuos e faz cortes no mesmo. Depois combina cada uma das partes gerando novos

individuos, como pode ser visto no exemplo das Figura 43 e Figura 44:

Pais Filhos

1011010100[101101

O N 0(1/0]0

Figura 43 — Crossover de um ponto

Pais Filhos

1011010100[>10100
0 1 1 KICIERIEN O 1

Figura 44 — Crossover de dois pontos

No crossover uniforme caminha-se pelo cromossomo e escolhe-se aleatoriamente
como sera feita a troca de material genético. A Figura 45 mostra um exemplo de como o

crossover uniforme trabalha:

Nao é sempre que os individuos se combinam, existe uma probabilidade para que a
execucao dessa etapa seja feita. Caso o crossover nao ocorra, é feita uma simples clonagem

dos individuos selecionados.
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Figura 45 — Crossover uniforme

5.2.6 Operador de mutacao

Apébs o processo de combinacao, os novos individuos passam pelo operador de
mutacao. Esse operador é muito importante, pois é um operador exploratério e tenta

criar uma maior diversidade na populacao e também combate a convergéncia prematura.

Ele trabalha de forma simples e com apenas um individuo. De acordo com uma
probabilidade, operacgdes pontuais sao feitas no cromossomo. Como exemplo em uma
codificacdo binaria, passamos por cada gene do cromossomo e com certa probabilidade

trocamos seu valor. Esse processo ¢ demonstrado na Figura 46:

Individuo

11011]1({0]1{0[1]0]0
{} mutacao {}
0 KR ' HRR

Figura 46 — Operador de mutacao

Outros métodos também podem ser utilizados, vai depender da estrutura utilizada.
Como também a probabilidade de mutagao nao precisa ser fixa, ela pode mudar de acordo
com as geragoes. Normalmente quanto mais proximo do final do processo, menos é a
intensidade da mutac@o, pois nessa etapa o AG tenta refinar uma boa solugdo e nao

continuar a exploracao.

5.3 AMORTECIMENTO EXPONENCIAL

A amortecimento exponencial é um método de previsdo, que pode ser visto como
uma média ponderada. Porém, nesse caso, o método pondera cada valor anterior com um

peso diferente e quanto mais antiga a observagdao, menor o seu peso.

MT = alZT -+ CYQZT,1 —+ OégZT,Q + Oé4ZT,3 + ... (520)
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Onde Z7 é o valor atual da série de dados e oy > g > az > ...

Como ¢é trabalhoso escolhermos todos os parametros alfas, simplificamos ainda
mais o método, onde temos apenas uma parametro alfa, que calcula pesos de poténcias

sucessivas.

My = aZr+a(l=a)Zr 1 +a(l1—a)* Zr_o+...+a(l1—a)" Zr_j+..+a(l—a)' Z, (5.21)
Como 0 <a<le0<1—a<1omaior peso ¢ dado a observagdo mais recente

e 0s pesos seguintes descressem exponencialmente.

Contudo, ainda simplificamos ainda mais, substituindo o calculo da média, que
na Equagao (5.21) leva em consideragio todas as observagdes anteriores, por um calculo
iterativo, onde a média é atualizada a cada instante, pela média anterior e o novo valor

de observacao.

MT = Q{ZT + (]_ - O./)MT_l (522)

Considerando que My = Zpyq e Mp_1 = Zp podemos escrever a equagao como:

ZT+1 = OéZT + (]_ — OZ)ZT (523)

Podemos ainda, decompor a equacgao e ver o método de amortecimento exponencial
como um método que vai corrigindo a previsdo, utilizando a erro anterior observado (se

a previsao foi baixa, serd aumentada; se foi alta, sera abaixada):

OZZT + (1 - Oé)ZT == OéZT + ZT — OéZT == ZT + OZ(ZT - ZT) = ZT + aer (524)

Dessa forma, o método implementa uma forma de correcao de erro, particularmente

util quando o nivel da série sofre oscilagoes.

5.3.1 M¢étodo de Holt

O método anteriormente demonstrado, é o amortecimento exponencial simples,
que funciona com séries estacionarias. Para séries com declividades, utilizamos o método
de Holt.

O método de Holt, é um método iterativo de previsao, que utiliza duas equacoes,

uma para estimar o nivel da série e outra para estimar sua declividade ou tendéncia:

aT = OéZT + (1 - Oé) (EL\T,1 —|—/6T,1) (525)
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by = B(ar — ar—1) + (1 — B)br_y (5.26)
ZT+1 = Gr + by (5.27)
Zpor = ap + brk (5.28)

As Equagoes (5.25, 5.26) aplicam a ideia dos métodos de amortecimento exponen-

cial, o que permite obter estimativas de forma recursiva.

5.3.2 Método de Holt-Winters (HW)

A sazonalidade de um série temporal pode ser modelada de diversas formas. Um
forma é a utilizacao de fatores sazonais. Eles sao representados por uma série, onde temos
um valor para cada periodo do ciclo sazonal. Eles podem ser acrescentados no modelo,
tanto constante ou com tendéncia, de maneira aditiva ou multiplicativa.

Considerando, por exemplo, que o fator sazonal do més t seja representado por

o™ temos o seguinte modelo multiplicativo:

Zrsx = (@ + bpk)ppr®™ (5.29)

Essa formulacao é também conhecida como método de Holt-Winters, e vamos

explicar seu funcionamento passo a passo:

e Modelo:
Zy = pp™ + ¢ (5.30)
onde u; = a + bt
e Previsao (supondo 7" = 0):
T = (ar + brk)pp ™ (5.31)

e Processo de inicializacao:

No instante t =T — 1, temos as estimativas:

ar—1 (5.32)
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br_1 (5.33)

) (5.34)

Com base nelas, fazemos as previsoes dos parametros no instante seguinte, t = T

aT|T_1 = anl + ngl (535)
brir_1 = by, (5.36)
~m(T ~m(T
pT|(T21 - Til) (5.37)

Depois, quando temos o valor observado Zr, obtemos novas estimativas dos para-

metros, com base neste novo valor e nas estimativas dos outros parametros:

N Z
arr = = (5.38)
Dr—1
BT|T = dr — a1 (5.39)
~m(T ZT
pT\E_Z“) - E (5.40)

E enfim, as duas estimativas para cada parametro sao combinadas, por uma média:

_ . . Z . >
ar = adpr + (1 — Oé)aT|T_1 =« Wj;) + (1 — Oé)((lT,1 + bT71> (5.41)
Pr—
by = 56T|T +(1- 6)6T|T—1 = p(ar — ar—1) + (1 — B)ET—I (5.42)
~m(T (T (T ZT (T
PT( ) = ”YPT|(T) + (- 7)pT|(Tzl =7 ar +(1- ’Y)pT£1) (5.43)

e Normalizacao:

Os fatores devem ser normalizados a cada passo do algoritimo:

> =g (5.44)
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onde S é o periodo sazonal.

pT(]) :pT(J) X g —mqs Para j = 1,2,...,8 (5.45)
> izt Dr

)% . . . . ~
onde pr U indica os fatores sazonais antes da normalizacao.

e Inicializacgao:

1) Tendéncia inicial (by):

~ 1 (Zss1—21) | (Zsy2— Za) (Zs+s — Zs)
by = — e — = 5.46
TSl s T s Tt s (546)
2) Nivel inicial:
N 1

3) Fatores sazonais iniciais:

() Lt

P == ondet=12,...79 (5.48)
Z

5.4 METODO DE OTIMIZAGAO DE BYRD

O método de Byrd ou método L-BFGS-B, tem como base o método de otimizacao
pelo Gradiente Conjugado. Ele é uma modificagdo ao método L-BFGS que por sua vez é
uma modifica¢do do método Broyden—Fletcher—Goldfarb—Shanno (BFGS).

A teoria do gradiente conjugado nos permite obter o minimo de uma fungao f(z),

a partir da expansao em série de Taylor de sua derivada:

f'(x) = f'(wo) + (& — o) f" (o) (5.49)

Considerando o ponto de f'(z) = 0 temos:

()
0 7 (o)

Para func¢des de mais de uma dimensao, temos a seguinte notacao:

r =

(5.50)

X =X,—-H'VYf (5.51)
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sendo que H é a matriz Hessiana, ou seja, a matriz de derivadas segunda de f(z),

e Vf é o vetor gradiente, que contém as derivadas primeiras da funcao f:

o f

ox2

o f
H = Oxax1

9

oxrNT1

v~ (

02 f 02 f
Or1x2 O0x12n
2f % f
9% f 9% f
ox NT2 Bz?\,
0 0
or o1 (5.53)
61’1 (%N

Como a custo de computacao da Hessiana é grande, quando N for grande, normal-

mente os métodos utilizam uma aproximacao da Hessiana. Esses métodos sao conhecidos

como do tipo quase-Newton. O método BFGS é um desses métodos.

O método L-BFGS, faz uma adaptacao ao método BFGS, diminuindo o consumo

de memoéria. O método L-BFGS-B, por sua vez, é uma adaptacdo do método L-BFGS

que trabalha com restri¢oes de borda. Mais informagoes sobre o método de Byrd podem

ser encontradas em [114].
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